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Résumé

Le traitement d’images hyperspectrales est la généralisation de l’analyse des images couleurs,
à trois composantes rouge, vert et bleu, aux images multivariées à plusieurs dizaines ou plusieurs
centaines de composantes. Dans un sens général, les images hyperspectrales ne sont pas uniquement
acquises dans le domaine des longueurs d’ondes mais correspondent à une description d’un pixel par
un ensemble de valeurs : c’est à dire un vecteur. Chacune des composantes d’une image hyperspectrale
constitue un canal spectral, et le vecteur associé à chaque pixel est appelé spectre.

Pour valider la généralité de nos méthodes de traitement, nous les avons appliquées à plusieurs
types d’imagerie correspondant aux images hyperspectrales les plus variées : des photos avec quelques
dizaines de composantes acquises dans le domaine des longueurs d’ondes, des images satellites de
télédétection, des séries temporelles d’imagerie par résonance dynamique (DCE-MRI) et des séries
temporelles d’imagerie thermique.

Durant cette thèse, nous avons développé une chaîne complète de segmentation automatique des
images hyperspectrales par des techniques morphologiques. Pour ce faire, nous avons mis au point
une méthode efficace de débruitage spectral, par Analyse Factorielle des Correspondances (AFC),
qui permet de conserver les contours spatiaux des objets, ce qui est très utile pour la segmentation
morphologique. Puis nous avons fait de la réduction de dimension, par des méthodes d’analyse de
données ou par modélisation des spectres, afin d’obtenir une autre représentation de l’image avec un
nombre restreint de canaux.

A partir de cette image de plus faible dimension, nous avons effectué une classification (supervisée
ou non) pour grouper les pixels en classes spectralement homogènes. Cependant, les classes obtenues
n’étant pas homogènes spatialement, i.e. connexes, une étape de segmentation s’est donc avérée né-
cessaire. Nous avons démontré que la méthode récente de la Ligne de Partage des Eaux Probabiliste
était particulièrement adaptée à la segmentation des images hyperspectrales. Elle utilise différentes
réalisations de marqueurs aléatoires, conditionnés par la classification spectrale, pour obtenir des réa-
lisations de contours par Ligne de Partage des Eaux (LPE). Ces réalisations de contours permettent
d’estimer une fonction de densité de probabilité de contours (pdf) qui est très facile à segmenter par
une LPE classique. En définitive, la LPE probabiliste est conditionnée par la classification spectrale
et produit donc des segmentations spatio-spectrales dont les contours sont très lisses.

Cette chaîne de traitement à été mise en œuvre sur des séquences d’imagerie par résonance ma-
gnétique dynamique (DCE-MRI) et a permis d’établir une méthode automatique d’aide au diagnostic
pour la détection de tumeurs cancéreuses.

En outre, d’autres techniques de segmentation spatio-spectrales ont été développées pour les
images hyperspectrales : les régions η-bornées et les boules µ-géodésiques. Grâce à l’introduction
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d’information régionale, elles améliorent les segmentations par zones quasi-plates qui n’utilisent
quant à elles que de l’information locale.

Enfin, nous avons mis au point une méthode très efficace de calcul de toutes les paires de dis-
tances géodésiques d’une image, puisqu’elle permet de réduire jusqu’à 50 % le nombre d’opérations
par rapport à une approche naïve et jusqu’à 30 % par rapport aux autres méthodes. Le calcul efficace
de ce tableau de distances offre des perspectives très prometteuses pour la réduction de dimension
spatio-spectrale.

Mots clés :
traitement d’images hyperspectrales, images multivariées, segmentation morphologique, Ligne de
Partage des Eaux Probabiliste, réduction de dimension, débruitage, Analyse Factorielle des Corres-
pondances, paires de distances géodésiques, régions η-bornées, boules µ-géodésiques, morphologie
mathématique



Abstract

Hyperspectral image processing is the generalization of analysis of color images, having three
components red, green and blue, to multivariate images having several tens or hundreds of compo-
nents. In a general way, hyperspectral images are not only acquired in the domain of wavelengths but
correspond to a pixel description by a set of values : i.e. a vector. Each one of the components of an
hyperspectral image is a spectral channel, and the vector which is associated to each pixel is called
spectrum.

In order to validate the generality of our processing methods, we have applied them to several
kinds of imageries corresponding to the most various hyperspectral images : some pictures with a few
tens of components acquired in the domain of wavelengths, some satellite images of remote sensing,
some temporal series of Dynamic Contrast Enhanced Magnetic Resonance Imagery (DCE-MRI) and
some temporal series of thermal imagery.

During this PhD, we have developed a complete chain for automatic segmentation of hyperspec-
tral images by morphological technics. In order to realize it, we have perfected an efficient method
of spectral denoising using Factor Correspondence Analysis (FCA). This method preserves spatial
contours, which is very useful for morphological segmentation. Then, we have reduced the dimen-
sion of the image using data analysis methods, or using spectral modelling, in order to get another
representation of the image with a reduced number of channels.

Starting from this image of smaller dimension, we have made a classification (supervised or not) in
order to group pixels into homogeneous spectral classes. However, the obtained classes being not spa-
tially homogeneous, i.e. connected, a segmentation stage is necessary. We have demonstrated that the
recent method of the Probabilistic Watershed is particularly adapted to the segmentation of hyperspec-
tral images. It is based on different realizations of markers, conditioned by the spectral classification,
to get some realizations of contours by Watershed. These contours realizations ensure the estimate
of a probability density function (pdf) which is very easy to segment by a standard Watershed. Fi-
nally, the probabilistic Watershed is conditioned by the spectral classification. Therefore, it produces
spatio-spectral segmentations with very smooth contours.

This treatment chain has been applied on series of DCE-MRI and gives us the possibility to build
an automatic method for computer aided detection of cancerous tumors.

Moreover, some other segmentation approaches have been developed for hyperspectral images :
η-bounded regions and µ-geodesic balls. Thanks to the introduction of regional information, they
improve the segmentations by quasi-flat zones which are only based on local information.

Finally, we have perfected a very efficient method to compute all the pixels pairs of geodesic dis-
tances in an image. It reduces until 50 % the number of operations compared to a naïve approach and
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until 30 % compared to other methods. The efficient computation of this table of distances opens very
promising perspectives for spatio-spectral dimensionality reduction.

Keywords :
hyperspectral image processing, multivariate images, morphological segmentation, Probabilistic Wa-
tershed, dimensionality reduction, denoising, Factor Correspondence Analysis, all pairs of geodesic
distances, η-bounded regions, µ-geodesic balls, mathematical morphology
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Chapitre 1

Introduction

1.1 Contexte

Ce travail se situe dans l’activité du Centre de Morphologie Mathématique de L’Ecole Nationale
Supérieure des Mines de Paris. En effet, un travail de recherche développé depuis plusieurs années a
conduit à la création d’outils pour la morphologie mathématique couleur. Les différents travaux me-
nés dans l’équipe ont montré que la morphologie mathématique pouvait constituer un moyen puissant
d’analyse des images couleurs. Les conclusions tirées de ces images couleurs à trois bandes, ont per-
mis d’envisager l’extension de ces techniques à des images plus complexes, multi bandes. C’est dans
ce contexte que se situe cette étude dont l’objectif est d’améliorer et de développer de nouvelles tech-
niques de filtrage, de réduction de données et de segmentation morphologique, adaptées au domaine
hyperspectral. Comme le fixe le laboratoire, les travaux sont menés sous un double aspect théorique
et applicatif. En effet, l’imagerie est par essence applicative mais nécessite un cadre théorique poussé
qui facilite la mise œuvre d’outils mathématiques et justifie de leur pertinence.

Les images hyperspectrales sont des fonctions discrètes, multivariées avec typiquement plusieurs
dizaines ou centaines de bandes spectrales. D’une manière générale, chaque pixel d’une image hy-
perspectrale est un vecteur dont les valeurs correspondent à des longueurs d’ondes, des instants, ou
sont associées à un index. Par la suite, nous appellerons « spectre » l’ensemble des valeurs du vecteur
pixel.

Dans un sens général, les images hyperspectrales sont des images multivariées ou multi-sources
pas uniquement acquises dans le domaine spectral des longueurs d’ondes. Elles peuvent par exemple
correspondre à plusieurs modalités en imagerie médicale. La dimension spectrale correspond alors à
la modalité acquise. Il peut également s’agir d’images microscopiques acquises après l’utilisation de
différents réactifs chimiques pour faire apparaître telle ou telle partie d’un objet. La dimension spec-
trale est alors le réactif associé. On peut également considérer des séquences temporelles d’imagerie
de perfusion. La dimension spectrale correspond dans ce cas au temps. En imagerie satellite, pour la
télédétection, les canaux sont acquis à différentes longueurs d’onde.

De manière plus formelle, pour chaque longueur d’onde, instant ou index correspond une image
appelée canal. Nous parlerons, dans la suite de ce mémoire, de canal spectral pour décrire la dimension
correspondant aux canaux. Le nombre de canaux dépend de la nature de l’image considérée : images
satellites, images microscopiques, images médicales, séries temporelles.

1
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On peut se demander à quoi servent les nombreux canaux des images hyperspectrales ? Les ca-
naux permettent par exemple de discriminer un constituant chimique d’un autre à l’intérieur d’une
image de télédétection, à suivre de manière précise une cinétique d’un produit de contraste en ima-
gerie de perfusion. Comme les spectres des différents constituants peuvent parfois être très proches,
il est nécessaire d’avoir un échantillonnage spectral très fin si on espère pouvoir différencier deux
constituants proches spectralement.

1.2 Objectifs de la thèse

Comme présenté, cette thèse est la poursuite du travail déjà engagé sur des images couleurs à trois
bandes à des images hyperspectrales de plus grandes dimensions : i.e. jusqu’à quelques centaines
ou quelques milliers de canaux. C’est donc l’initiation d’un nouvel axe de recherche du Centre de
Morphologie Mathématique : le développement de la Morphologie Mathématique Hyperspectrale.

En conséquence, l’objectif de cette thèse est la conception et le développement de nouvelles mé-
thodes et algorithmes morphologiques de segmentation performants qui soient adaptés aux images
hyperspectrales. Il s’agit donc de construire un corpus méthodologique de la segmentation morpholo-
gique des images hyperspectrale. Ce travail n’est donc pas axé sur la construction d’opérateurs mor-
phologiques hyperspectraux (i.e. érosion, dilatations, ...) qui nécessitent l’établissement d’une relation
d’ordre entre les pixels-vecteurs des images.

De manière plus précise les objectifs assignés sont les suivants :
– exploration de techniques de réduction des données hyperspectrales adaptées aux traitements

spatiaux ultérieurs à réaliser. Le but est d’extraire uniquement l’information utile pour la seg-
mentation afin de réduire les temps de calculs ;

– évaluation de ces techniques par des méthodes de classification non supervisées ou supervisées.
Les techniques supervisées permettront l’introduction de connaissances expertes par l’utilisa-
tion de données d’apprentissage ;

– filtrage des images hyperspectrales afin de réduire leur bruit et de conserver les propriétés de
formes des objets ;

– segmentation afin d’extraire les objets d’intérêts. A partir de la segmentation on pourra détecter
des zones d’intérêt ou les classifier selon un critère de ressemblance à une base de données de
référence. Pour ce faire on étendra les techniques de segmentation morphologiques aux images
multivariées. On essaiera de combiner l’information spatiale avec l’information spectrale ;

– développer des algorithmes associés efficaces pour une chaîne de traitement d’images perfor-
mante des images hyperspectrales.

Ainsi ce travail de thèse est à la fois méthodologique puisqu’il s’agit d’établir les bases de la
segmentation morphologique et applicatif, puisqu’il faut démontrer l’efficacité des algorithmes pour
différents types d’applications.

1.3 Applications

Le traitement de l’image nécessite de présenter les résultats méthodologiques sur plusieurs appli-
cations afin de justifier de leur pertinence. C’est la raison pour laquelle, nous n’avons pas voulu nous
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limiter aux images de télédétection mais élargir le champs applicatif à d’autres types d’imagerie.
Pour chaque application la technologie d’acquisition et la finalité des utilisateurs changent, cepen-

dant la chaîne de traitement reste la même, seules les spécifications applicatives finales varient.
Cette thèse sera illustrée à partir : d’images prises dans le domaine du visible, de séquences tem-

porelles d’imagerie de perfusion par résonance magnétique (IRM), d’images satellites, de séries tem-
porelles acquises par imagerie thermique.

L’image prise dans le domaine du visible dont les contours sont bien définis permettra de vérifier
la qualité de la réduction de dimension et de la segmentation. Les autres images permettront de tester
nos algorithmes sur des cas réels plus difficiles à traiter et de vérifier les résultats auprès d’experts du
domaine.

Nous avons ainsi eu une collaboration très suivie avec l’équipe du Professeur C.-A. Cuenod du
service imagerie de l’Hôpital Européen Georges Pompidou à Paris. Les images fournies sont des
séquences d’imagerie par résonance magnétique dynamique (DCE-MRI) de petit animal. L’objectif
consistait à détecter des tumeurs cancéreuses présentes sur ces images ce qui permettra ensuite aux
médecins de mesurer l’efficacité de produits anti-angiogéniques pour empêcher la vascularisation
des tumeurs. Des références pour la détection de tumeurs nous ont ainsi été fournies ainsi que des
segmentations anatomiques manuelles qui ont été très utiles pour la validation des résultats.

Une autre collaboration a été établie avec l’équipe du Pr. G. Flouzat du Laboratoire de Télédétec-
tion à Haute Résolution, de l’Université Paul Sabatier à Toulouse. Des images simulées de télédétec-
tion PLEIADES nous ont en effet été fournies grâce à la collaboration de son équipe au programme
ORFEO du Centre National d’Études Spatiales (CNES).

1.4 Plan et contenu de la thèse

Les images hyperspectrales contiennent jusqu’à plusieurs centaines ou milliers de canaux. Il est
donc nécessaire de compresser l’information spectrale afin d’éliminer la redondance entre les canaux.
Pour cela on cherche à réduire le volume de données tout en conservant l’information utile. Plusieurs
méthodes ont été testées : des approches par analyse de données et des approches par modélisation du
spectre. Cette réduction de dimension permet d’améliorer la précision de la classification et de réduire
les temps de calcul. L’analyse de données permet également de filtrer le bruit spectral de l’image en
conservant l’information spatiale ce qui est très utile pour effectuer des traitements morphologiques.

Dans l’espace de dimension réduite on effectue une classification spectrale des données non su-
pervisée et supervisée. La classification supervisée repose sur une connaissance experte a priori qui
permet d’entraîner le classificateur, ce qui permet d’améliorer la qualité des résultats. Les pixels vec-
teurs sont ainsi répartis en classes ayant des spectres similaires. Une première répartition des spectres
en classes est ainsi obtenue.

Dans le chapitre 2 sont ainsi présentés, la réduction de dimension, le filtrage spectral et la classi-
fication sur des images hyperspectrales.

Les classes de la classification obtenues sont homogènes dans le domaine spectral mais pas dans
le domaine spatial, c’est à dire qu’elles ne sont pas connexes. Afin d’introduire la dimension spatiale
dans le traitement, la segmentation morphologique des images hyperspectrales est présentée dans le
chapitre 3. Pour cela des gradients sont définis pour des images hyperspectrales. Ces gradients peuvent
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être déterministes ou probabilistes et doivent être adaptés aux espaces de représentation des images
hyperspectrales. Ils sont ensuite utilisés comme fonction à inonder pour la ligne de Partage des Eaux.
Il est à noter que les gradients probabilistes font partie d’une nouvelle méthode de segmentation :
la Ligne de Partage des Eaux (LPE) Probabiliste créée pour les images couleurs par J. Angulo et D.
Jeulin [4] et étendue aux images hyperspectrales dans cette thèse par G. Noyel, J. Angulo et D. Jeulin
[137].

Le chapitre 4 sera axé sur la géodésie et l’établissement de nouvelles méthodes de segmentation
par connexions, pour améliorer les zones quasi-plates grâce à l’introduction d’information régionale.
Ces méthodes constituent une autre partie de la segmentation morphologique que la Ligne de Par-
tage des Eaux. Elles permettent également une segmentation spatio-spectrale. En outre nous avons
également conçu une méthode de calcul efficace de tableaux de distances géodésiques qui permet de
réduire de 50 % le nombre de calculs par rapport à une approche naïve.



Chapitre 2

Filtrage, réduction de dimension et
classification

Les images hyperspectrales peuvent contenir jusqu’à plusieurs centaines ou milliers de canaux.
La réduction de la dimension spectrale est possible car les canaux ne sont pas statistiquement indé-
pendants les uns des autres. En outre, cette réduction est nécessaire pour lutter contre le « phénomène
de Hughes » [81] encore appelé « malédiction de la dimension ».

Le phénomène de Hughes met en évidence deux aspects avec l’accroissement de la dimension
(i.e. du nombre de canaux) pour une image hyperspectrale :

– La séparabilité augmente avec la dimension de l’espace : i.e on peut plus facilement séparer les
spectres lorsque le nombre de bandes augmente.

– La précision de l’estimation statistique diminue avec la dimension de l’espace. En effet plus
on augmente le nombre de bandes, plus l’espace est vide. L’estimation statistique est alors
mauvaise.

Hughes montre qu’il existe un optimum pour la précision en fonction de la complexité de la mesure
c’est à dire du nombre de canaux. Ce phénomène a notamment été étudié dans le cadre des images
hyperspectrales dans [96, 104].

La réduction de la dimension permet également de réduire la quantité de données manipulées et
donc d’améliorer les temps de calcul.

Dans cette partie, après une définition des notations, nous ferons un état de l’art de différentes
techniques de réduction de données pour la dimension spectrale, puis nous présenterons les méthodes
que nous avons utilisées : l’Analyse Factorielle des Correspondances (AFC), l’Analyse en Compo-
santes Principales (ACP) et les approches modèles. Nous verrons que les approches par analyse de
données permettent, de réduire non seulement la dimension spectrale, mais aussi le bruit des spectres
de l’image. Enfin nous étudierons différents types de classifications spectrales non supervisées et
semi-supervisées.
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2.1 Notations et hypothèses

Dans cette partie, nous introduisons les notations et les hypothèses qui seront utilisées dans tout
ce mémoire.

Une image numérique est un ensemble de points répartis sur une grille régulière appelée le bitmap.
Ces points sont appelés des pixels. Ces pixels sont à valeurs dans T ⊂ R pour des images à niveaux
de gris (eq. 2.1.1).

f :

{
E → T
x → f(x)

(2.1.1)

avec E ⊂ R2 pour une image bidimensionnelle (2D) ou E ⊂ R3 pour une image tridimensionnelle
(3D).

Pour des images couleurs à trois canaux, Rouge Vert et Bleu (RVB), les pixels sont à valeurs dans
T ×T ×T ⊂ R3 (avec T ×T ×T = T 3). Chaque pixel est ainsi représenté par 3 valeurs (eq. 2.1.2) :

f :

{
E → T 3

x → f(x) = (fr(x), fv(x), fb(x))
(2.1.2)

avec fr(x) la valeur du rouge, fv(x) la valeur du vert et fb(x) la valeur du bleu pour le pixel x.
Les images hyperspectrales dans un sens général sont des images pour lesquelles chaque pixel

contient plusieurs valeurs : i.e un vecteur de valeurs. L’intérêt de ces images est d’avoir une informa-
tion plus fine pour chaque pixel (eq. 2.1.3).

fλ :

{
E → T L

x → fλ(x) = (fλ1(x), fλ2(x), . . . , fλL
(x))

(2.1.3)

est une image hyperspectrale, avec :

• E ⊂ R2, T ⊂ R et T L = T × T × . . .× T
• x = xi \ i ∈ {1, 2, . . . , P} est la coordonnée spatiale du pixel vecteur fλ(xi) (P est le nombre de

pixels de E)

• fλj
\ j ∈ {1, 2, . . . , L} est un canal (L est le nombre de canaux)

• fλj
(xi) est la valeur du pixel vecteur fλ(xi) sur le canal fλj

.

Sur la figure 2.1 sont représentés un canal fλj
et pixel vecteur fλ(xi) sur une image hyperspectrale

en longueurs d’ondes.
Les images hyperspectrales sont ainsi des fonctions discrètes, multivariées avec typiquement plu-

sieurs dizaines ou centaines de bandes spectrales. D’une manière générale, chaque pixel d’une image
hyperspectrale est un vecteur dont les valeurs d’intensité correspondent à des longueurs d’ondes, des
instants, ou sont associées à un index j. Nous appellerons « spectre » l’ensemble des valeurs du vec-
teur pixel.

Pour chaque longueur d’onde, instant index correspond une image appelée canal. Dans cette thèse,
pour décrire la dimension correspondant aux canaux nous parlerons de dimension spectrale.

Le nombre de canaux dépend de la nature de l’image considérée : image satellite, image micro-
scopique, image médicale, série temporelle. Les images hyperspectrales existent ainsi en imagerie
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FIG. 2.1 – (a) Canal fλj
et (b) pixel vecteur fλ(xi) sur une image hyperspectrale en longueurs d’ondes

(152 × 91 × 61 pixels) à 61 canaux acquis entre 400 nm et 700 nm avec un pas de 5 nm. (Source
de l’image hyperspectrale : Spectral Database, University of Joensuu Color Group, http ://spec-
tral.joensuu.fi/).

satellite, ou aéroportée, et peuvent être issues de satellites comme « SPOT 5 », en imagerie médicale
sur des séquences d’Imagerie par Résonance Magnétique (IRM). Il existe également des séquences
temporelles où l’on a des acquisitions à plusieurs instants. Pour des canaux correspondant à un index
j, on peut avoir l’image d’un constituant soumis successivement à plusieurs réactifs chimiques [65].

En outre, on effectue une distinction entre imagerie multispectrale et imagerie hyperspectrale : la
première se contente d’une dizaine de canaux, L ' 10, tandis que la seconde dépasse la centaine de
canaux, L ≥ 100.

Deux hypothèses principales sont à la base de ce document.

Hypothèse 1. Cohérence spectrale On suppose que les canaux sont cohérents spectralement, c’est à
dire que le même objet a été acquis sur chaque canal spectral.

Ainsi une image à niveaux de gris d’une pomme correspondant à un premier canal puis une image
à niveaux de gris d’un cheval correspondant à un deuxième canal, ne constituent pas une image hy-
perspectrale.

Hypothèse 2. Recalage On suppose, que les canaux sont recalés, c’est à dire que l’information portée
par chaque composante d’un pixel vecteur fλ(xi) correspond à la même position spatiale xi.

L’hypothèse 2 implique la propriété suivante :

Propriété 2.1.1. Même résolution spatiale On suppose que les canaux ont tous la même résolution
spatiale.

Un vecteur pixel fλ(xi) est ainsi la réponse d’un même point pour différentes valeur de la dimen-
sion spectrale λj .

2.2 État de l’art de la réduction de dimension

De nombreuses méthodes linéaires et non linéaires de réduction de données existent. La réduction
de données pour la dimension spectrale, consiste à appliquer une transformation ζ sur l’espace image
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à L dimensions (i.e. canaux) pour obtenir un autre espace de représentation à K dimensions avec
K < L et souvent K � L. L’image hyperspectrale fλ représentée dans cet espace de dimension
réduite est notée cf

α.

ζ :

{
T L → T K / K < L

fλ(x) → cf
α(x) =

(
cfα1

(x), . . . , cfαK
(x)
) (2.2.1)

Notons F la matrice P ×L de représentation de l’image fλ. F est composée de P lignes représen-
tant les pixels vecteurs (i.e. les individus) et de L colonnes représentant les canaux (i.e. les variables)
(eq. 2.2.6). En termes mathématiques, la dimension intrinsèque signifie que les individus dans le jeux
de données F sont situés, ou presque situés, dans un sous espace de dimension K inclus dans l’espace
de dimension L.

Pour alléger la notation, on s’autorise pour les calculs matriciels à utiliser la notation :

fij = fλj
(xi) fj = fλj

fi = fλ(xi) (2.2.2)

F =



f11 · · · f1j · · · f1L
...

...
...

fi1 · · · fij · · · fiL
...

...
...

fP1 · · · fPj · · · fPL


(2.2.3)

Les vecteurs-lignes (i.e. vecteurs pixels) de F sont les éléments de T L et sont assimilés à des
vecteurs de RL :

fi = (fi1, . . . , fij , . . . , fiL) (2.2.4)

avec fi = fλ(xi).
Les vecteurs-colonnes (i.e canaux) de F sont les éléments de RP et sont assimilés à des vecteurs

de RP :
fj = (f1j , . . . , fij , . . . , fPj) (2.2.5)

avec fj = fλj
.

On définit de la même manière la matrice des données transformées C :

C =



c11 · · · c1α · · · c1K
...

...
...

ci1 · · · ciα · · · ciK
...

...
...

cP1 · · · cPα · · · cPK


(2.2.6)

avec : ciα = cαk
(xi). On note parfois ciα = cαi .

Voici quelques références qui recensent et qui comparent différentes méthodes de réduction de
données [106, 184, 158].



2.2 État de l’art de la réduction de dimension 9

2.2.1 Les méthodes linéaires

Les méthodes linéaires sont très utilisés en réduction de données. Dans une étude comparative
approfondie entre des méthodes linéaires et non linéaires Maaten et al. [184] montre que les mé-
thodes non linéaires ne surpassent pas les méthodes linéaires sur des données réelles, c’est à dire non
simulées. En outre elles sont moins coûteuses en temps de calcul.

Dans les annexes, l’Analyse en Composantes Principales (ACP) (annexes A.3, p : 197 et suivantes)
et l’Analyse Factorielle des Correspondances (AFC) (annexes A.4, p : 204 et suivantes) sont expli-
quées plus en détail. On montre ainsi que l’ACP et l’AFC se déduisent de l’Analyse Factorielle sur
un espace euclidien grâce à des poids affectées à chacun des points de la matrice F qui correspondent
au passage de la distance « inverse des variances » en ACP, ou de la métrique du χ2 en AFC, à la
métrique euclidienne.

2.2.2 Analyse en Composantes Principales

L’Analyse en Composantes Principales (ACP) [79] construit une représentation de l’image hyper-
spectrale fλ de plus faible dimension K < L qui représente au mieux la variance des canaux. Ceci
s’effectue par la recherche d’une transformation linéaire qui conduise à une base de dimension réduite
dans lequel la variance des données (variables) est maximale [184].

2.2.2.1 Présentation de la méthode

La motivation qui pousse à appliquer l’ACP repose souvent sur l’hypothèse que les directions de
forte variance contiennent plus d’information que les directions de faible variance. La raison derrière
cette affirmation est que le bruit est souvent supposé uniformément réparti. Donc, les directions de
forte variance ont un rapport signal à bruit plus élevé [14].

On note X = F − F la matrice des variables centrées, i.e. on remplace les colonnes fj de F par
fj −mj , avec mj la moyenne de fj .

L’ACP recherche une application linéaire U, qui transforme les données X en une matrice C dont
les colonnes (les variables) sont décorrélées :

C = XU (2.2.7)

Les matrice X et C peuvent être caractérisées par leurs moments d’ordre 1, E[X] = X = 0, et
E[C] = C = 0, et par leurs moments d’ordres 2 regroupés dans leurs matrices de covariances, ΣX,
ΣC. La matrice de covariance de C, ΣC, peut se décomposer de la façon suivante :

ΣC = E[(C−C)(C−C)t]

= E[CCt]

= E[(XU)(XU)t]

= UtE[XXt]U

= UtΣXU
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En terme mathématique, l’ACP tente de trouver une application linéaire U qui maximise UtΣXU.
C’est à dire que si les composantes (colonnes) de C sont décorrélées, la matrice ΣC doit être diago-
nale. L’application linéaire U est donc formée des K vecteurs propres de la matrice de covariance
des données centrées ΣX. Par conséquent l’ACP résout le problème de recherche des K principales
valeurs propres et des vecteurs propres :

ΣXU = µU (2.2.8)

La représentation en faible dimension des pixels vecteurs fλ(xi) est obtenue en les projetant sur la
base linéaire engendrée par les colonnes de U : C = XU. Les vecteurs colonnes de C sont appelés
les facteurs principaux (pour plus de détails cf. annexes A.3, p : 197 et suivantes).

Remarque 2.2.1. Si chacune des colonnes fj de F est centrée et réduite avec X = F−F
σF

(i.e. xj
i =

fj−mj

σj
, avec σj la variance de fj) au lieu d’être centrée, les vecteurs propres de la matrice de corréla-

tion sont alors recherchés : corXU = µU. On préfère souvent centrer et réduire les variables afin de
les normaliser par rapport à leur écart type. En outre, les propriétés mathématiques sont plus concises
avec des variables centrées réduites. Afin de faire le lien avec la partie A.3 des annexes (p : 197 et
suivantes), U est la matrice des vecteurs propres uα de la matrice d’inertie V = corX :

U =



u1
1 · · · uα

1 · · · uK
1

...
...

...
u1

j · · · uα
j · · · uK

j
...

...
...

u1
L · · · uα

L · · · uK
L


(2.2.9)

avec K = L si la matrice ΣX, ou corX, est de rang L (ce qui est en général le cas) et si l’on conserve
tous les axes factoriels. Quant aux vecteurs uα, ils engendrent les axes principaux d’inertie.

Remarque 2.2.2. Lorsque l’on utilise des variables centrées réduites, la métrique entre les individus
(i.e. les pixels vecteurs), sous-jacente à l’ACP, est la métrique inverse des variances :

d2
1/σ2(fi, fi′) =

L∑
j=1

1
σ2

j

(fij − fi′j)2 =
L∑

j=1

(
fij −mj

σj
−
fi′j −mj

σj

)2

(2.2.10)

Les poids associées aux individus sont tous égaux à 1/P avec P le nombre d’individus.

2.2.2.2 Reconstitution des données

Il est possible d’obtenir une reconstitution approchée des données à partir d’un nombre limité de
facteurs :

̂fj −mj

σj
= x̂j =

L∑
α=1

cαi u
j
α =

L∑
α=1

µ−1/2
α cαi d

j
α (2.2.11)
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avec dj
α les facteurs associés aux variables (cf. annexes A.3, p : 197 et suivantes). En effet, on effectue

simultanément une analyse sur les variables et les individus.
Les vecteurs uα sont orthogonaux deux à deux dans RL. Par conséquent U est une matrice ortho-

gonale, donc Ut = U−1. On peut donc écrire la reconstitution des données comme :

X̂ = CUt (2.2.12)

L’ACP est donc une transformation ζ de l’espace image de départ fλ à L dimensions en un espace
cf

α de dimension réduite K ≤ L ainsi qu’un ensemble de paramètres :

ζ :



T L → T K / K ≤ L

fλ(x) →


cf

α(x) =
(
cfα1

(x), . . . , cfαK
(x)
)

df
α =

(
dfα1

, . . . , dfαK

)
{µα}α=1...K

{mj}j=1...L

{σj}j=1...L


(2.2.13)

La reconstitution est une transformation pseudo-inverse ζ̂−1, ou une transformation inverse lorsque
tous les axes sont conservés K = L :

ζ̂−1 :



T K → T L / K < L
cf

α(x)
df

α =
(
dfα1

, . . . , dfαK

)
{µα}α=1...K

{mj}j=1...L

{σj}j=1...L

 → f̂λ(x) =
(
f̂λ1(x), . . . , f̂λL

(x)
) (2.2.14)

2.2.2.3 Filtrage du bruit

Si le bruit est gaussien, indépendant du signal et de variance plus faible que le signal, il est possible
de séparer le bruit en appliquant un seuil sur les valeurs propres.

L’image bruitée est notée f br
λ . On la bruite par un bruit blanc gaussien centré et d’écart type σ :

nλj
= N (0, σ) :

f br
λj

(xi) = fλj
(xi) + n

En notation matricielle, on a : Fbr = F + N. Comme le bruit est déjà centré (N = 0), la matrice des
variables centrées s’écrit : Xbr = Fbr − Fbr = F + N− F = X + N, avec X = F− F. La matrice
de covariance ΣXbr se note :

ΣXbr = E[Xbr(Xbr)t]

= E[(X + N)(X + N)t]

= E[XXt + XNt + NXt + NNt]

= E[XXt] + E[NNt]

= ΣX + ΣN
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En effet comme le bruit est décorrélé du signal, on a : E[XNt] = 0 et E[XtN] = 0.
Comme le bruit est gaussien, de même variance et que ses réalisations sont indépendantes les unes

des autres, sa matrice de covariance est diagonale et s’écrit ΣN = σ2I, avec I la matrice identité. La
recherche des valeurs propres de la matrice de covariance ΣXbr donne donc :

ΣXbrubr
α = µbr

α u
br
α

⇔ (ΣX + σ2I)ubr
α = µbr

α u
br
α

⇔ ΣXu
br
α = (µbr

α − σ2)ubr
α

Or les valeurs propres de ΣX s’écrivent ΣXuα = µαuα. Par identification avec l’équation 2.2.15 les
vecteurs propres sont conservés ubr

α = uα alors que les valeurs propres sont modifiées de la manière
suivante µbr

α = µα − σ2. La matrice de covariance ΣX s’écrit donc :

ΣXuα = (µbr
α − σ2)uα (2.2.15)

Comme µα = var(cfα) (cf. annexes A.3.4, p : 199), c’est à dire la variance du facteur pixel cfα, et
µbr

α = µα − σ2, les facteurs pixels sans bruit sont ceux pour lesquels µα > σ2. Les axes étant rangés
par inertie décroissante, les facteurs pixels qui contiennent le moins de bruit sont donc les facteurs
pixels des premiers axes. On peut donc séparer le bruit par seuillage sur l’inertie des axes.

2.2.3 Analyse Factorielle des Correspondances

L’Analyse Factorielle des Correspondances (AFC) a été introduite, développée puis publiée par
J.P. Benzécri en 1973 [21]. C’est une méthode similaire à l’ACP, la métrique sous-jacente à l’AFC
étant la métrique du chi-deux χ2 (cf. annexes partie A.4 pour plus de détails).

2.2.3.1 Le tableau de données

On considère la matrice F associée à l’image hyperspectrale fλ comme un tableau de contingence
(ou tableau croisé) ventilant une population d’individus Ω = {1 . . . ω . . . n}, avec n = P × L, selon
deux variables X et Y . L’ensemble des modalités de X est noté I = {1 . . . i . . . P}, l’ensemble des
modalités de Y est noté J = {1 . . . j . . . L}.

Au lieu de centrer et réduire les variables fj comme en ACP, on va appliquer une autre normali-
sation.

Pour ce faire, le tableau de fréquence Φ = νIJ se déduit du tableau F en divisant chaque effectif
fij par l’effectif total f =

∑P
i=1

∑L
j=1 fij .

νIJ = Φ =



ν11 · · · ν1j · · · ν1L
...

...
...

νi1 · · · νij · · · νiL
...

...
...

νP1 · · · νPj · · · νPL


νi. , où νij = fij

f

ν.j

(2.2.16)
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Remarque 2.2.3. Les valeurs fij en AFC doivent être positives car l’AFC repose sur le calcul de
fréquences et de probabilités.

On note les fréquences marginales :

νi. =
L∑

j=1

νij , ν.j =
P∑

i=1

νij (2.2.17)

On note les lois marginales du tableau :

νI = {νi.|i ∈ I} , νJ = {ν.j |j ∈ J} (2.2.18)

νI = {νi.|i ∈ I} est la loi de probabilité marginale ou distribution marginale de X définie sur I .
νJ = {ν.j |j ∈ J} est la loi de probabilité marginale ou distribution marginale de Y définie sur J .
Par division de chaque ligne {νij |j ∈ J} du tableau de fréquence par sa masse totale νi. (total de

la ligne) on définit le profil de la ligne i :

νi
J = {νi

j |j ∈ J} =
{
νij

νi.
|j ∈ J

}
(2.2.19)

Ce profil νi
J est appelé distribution conditionnelle, de j pour i donné ou encore i-ème profil ligne.

De même, par division de chaque colonne {νij |i ∈ I} du tableau de fréquence par sa masse totale
ν.j (total de la colonne) on définit le profil de la colonne j :

νj
I = {νj

i |i ∈ I} =
{
νij

ν.j
|i ∈ I

}
(2.2.20)

Ce profil νj
I est appelé distribution conditionnelle, de i pour j donné ou encore j-ème profil colonne.

On montre que les variables X et Y sont indépendantes (dans la population Ω) si et seulement si
l’une des 3 conditions (équivalentes entre elles) est vérifiée :

1. tous les profils-lignes sont égaux

νi
J = νJ ∀i ∈ I (2.2.21)

2. ou tous les profils-colonnes sont égaux

νj
I = νI ∀j ∈ J (2.2.22)

3. ou la loi de probabilité sur l’ensemble produit est égale au produit des lois de probabilités
marginales :

νij = νi.ν.j ∀i ∈ I ∀j ∈ J (2.2.23)

On retrouve là la notion classique d’indépendance au sens de la théorie des probabilités.
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2.2.3.2 Les objectifs de l’AFC :

L’AFC est une technique de description d’un tableau de contingence, qui va permettre de repérer
les cases du tableau où les effectifs observés νij sont nettement différents des quantités νi.ν.j , appelées
effectifs « théoriques », qui seraient ceux que l’on observerait s’il y avait indépendance entre X et Y .
D’une façon générale, l’AFC peut être présentée comme une méthode faisant apparaître, par ordre
d’importance décroissant, les écarts à la situation d’indépendance, tant au niveau des lignes, que des
colonnes, ou des cases du tableau de contingence.

A chaque modalité i de X on associe le vecteur de RL représentant le profil-ligne de j sachant i :

νi
J =

(
νi
1 . . . ν

i
J

)
∈ RL

Pour mesurer les proximités entre les modalités i, on doit définir une distance dans RL. Pour
donner le même poids aux colonnes de νIJ, on pondère les quantités (νi

j − νi′
j )2 par les inverses des

poids ν.j des modalités j : on augmente ainsi l’importance des petits écarts dans les colonnes νj de
poids faible.

La distance ainsi définie s’appelle la distance du chi-deux entre profils-lignes :

d2
χ2(νi

J , ν
i′
J ) =

L∑
j=1

1
ν.j

(
νij

νi.
−
νi′j

νi′.

)2

=
L∑

j=1

1
ν.j

(
νi

j − νi′
j

)2
(2.2.24)

Propriété 2.2.1. « Équivalence distributionnelle » : si l’on agrège deux colonnes du tableau de
contingence F ayant même profil, i.e. si on remplace deux colonnes proportionnelles par une seule
colonne somme des deux précédentes, alors les distances du chi-deux entre profils-lignes restent in-
changées, (de même bien sûr que les distances du chi-deux entre les profils-colonnes).

2.2.3.3 Normalisation des données :

Pour faire le lien avec l’Analyse Factorielle sur un espace euclidien (annexes A.2, p : 190 et
suivantes), on se ramène à la distance euclidienne canonique en représentant chaque individu (i.e.
pixel vecteur) par le vecteur :

xi =



x1
i
...
xj

i
...
xL

i


où xj

i =
νi

j√
ν.j

=
νij√
ν.jνi.

(2.2.25)

On a alors comme distance du chi-deux entre les profils-lignes :

d2(xi, xi′) = d2
χ2(νi

J , ν
i′
J ) (2.2.26)

On pose :

X
(P,L)

=


...

· · · xj
i · · ·
...

 DX

(P, P )
=

 νi. 0
. . .

0 νP.

 DY

(L,L)
=

 ν.1 0
. . .

0 ν.L
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Alors :
X = D−1

X ΦD−1/2
Y (2.2.27)

où D−1
X est la matrice diagonale de terme général 1/νi. , D−1/2

Y la matrice diagonale de terme général
1/√ν.j et Φ la matrice de fréquence de terme général νij .

On munit chaque point xi d’un poids égal à la fréquence νi. de la modalité i dans la population :
DX est la matrice des poids des lignes.

On note NI le nuage représentant les modalités de X ainsi défini :

NI = {(xi, νi.)}i=1...P (2.2.28)

Le centre de gravité du nuage NI est noté gX .
L’analyse du nuage NJ , associé aux canaux (i.e. à la variable Y), est analogue à celle de NI ; il

suffit de permuter les indices i et j, et les notations X et Y . Le centre de gravité du nuage NJ est noté
gY .

2.2.3.4 Liens entre les deux analyses :

Les matrices d’inertie (par rapport à l’origine) des deux nuages ont pour expression :

VX
0 = HtH VY

0 = HHt avec H = D−1/2
X ΦD−1/2

Y (2.2.29)

On montre qu’elles ont mêmes valeurs propres. Les vecteurs propres de VX
0 sont notés uα, et ceux de

VY
0 sont notés vα. Ils engendrent les mêmes axes factoriels principaux.

2.2.3.5 Axes principaux et facteurs principaux

On note cα les facteurs principaux du nuage NI des pixels vecteurs, i.e. la projection des profils
lignes νi

J dans l’espace factoriel réduit, et dα les facteurs principaux du nuage NJ des canaux : cα =
Xuα ∀α = 1 . . . L−1. Il y a au maximum K = L−1 axes principaux car on ne prend pas en compte
le vecteur propre correspondant au centre de gravité gX du nuage NI associé à la valeur propre égale
à 1.

Sous forme matricielle, les facteurs associés aux pixels cα sont les colonnes de la matrice C et les
vecteurs propres uα correspondent aux colonnes de la matrice U.

C = XU (2.2.30)

U =



u1
1 · · · uα

1 · · · uL−1
1

...
...

...
u1

j · · · uα
j · · · uL−1

j
...

...
...

u1
L · · · uα

L · · · uL−1
L


(2.2.31)

Les facteurs principaux d’un nuage se déduisent des axes principaux de l’autre nuage :

cα =
√
µαD−1/2

X vα (2.2.32)



16 Filtrage, réduction de dimension et classification

De même :
dα =

√
µαD−1/2

Y uα (2.2.33)

La formule de transition entre les facteurs associés à chacune des analyses s’écrit :

√
µαc

α
i =

L∑
j=1

νij

νi.
dα

j =
L∑

j=1

νi
jd

α
j

√
µαd

α
j =

P∑
i=1

νij

ν.j
cαi =

P∑
i=1

νj
i c

α
i

(2.2.34)

Ces formules permettent donc de « transiter » de RP dans RL, et réciproquement, pour représen-
ter les facteurs principaux des deux analyses. Elles justifient la représentation graphique simultanée
des résultats des deux analyses que l’on utilise habituellement en AFC (cf. annexes A.4, p : 204 et
suivantes). Ces formules de transition sont aussi appelées relations « barycentriques ».

La part d’inertie expliquée par l’axe factoriel engendré par uα vaut :

τα =
µα∑L−1

α=1 µα

(2.2.35)

2.2.3.6 Reconstitution des données

La formule de reconstitution à partir des k premiers axes s’écrit :

ν̂
(k)
ij = νi.ν.j

(
1 +

k∑
α=1

µ−1/2
α cαi d

α
j

)
(2.2.36)

L’AFC apparaît ainsi comme une méthode de reconstitution d’un tableau de fréquences à partir de ses
fréquences marginales νi. et ν.j .

2.2.3.7 Méthodes connexes à l’AFC

Récemment a été développé une méthode connexe à l’AFC appelée Analyse des Correspondances
d’un tableau de contingence dont les lignes et les colonnes sont munies d’une structure de graphe
bistochastique [131]. Cette méthode peut permettre l’introduction de graphe de voisinage et donc
l’ajout de la dimension spatiale dans l’AFC. Cette technique qui semble intéressante reste à explorer
pour l’imagerie hyperspectrale.

2.2.4 Analyse en composantes indépendantes

L’analyse en composantes indépendantes (ACI) est une méthode plus récente qui permet d’obtenir
une représentation de l’image hyperspectrale dans laquelle les canaux : cf

α(x) =
(
cfα1

(x), . . . , cfαK
(x)
)

sont indépendants au lieu d’être décorrélés comme en ACP.
On a donc la même équation que pour l’ACP en notant A = Ut (eq. 2.2.12) : Xt = ACt
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Les colonnes de la matrice C correspondent aux canaux (les sources que l’on recherche) et A
est la matrice de l’application linéaire permettant de passer des canaux de l’image (les lignes de Xt),
après normalisation, à ses sources C.

x1 = a11cα1 + . . .+ a1P cαL

...
xj = aj1cα1 + . . .+ ajP cαL

...
xL = aL1cα1 + . . .+ aLP cαL

(2.2.37)

L’idée majeure est de trouver les axes portant une distribution la moins gaussienne possible. En effet,
d’après le théorème central limite, la distribution gaussienne est la distribution limite quand on mé-
lange linéairement une grande quantité de variables aléatoires indépendantes quelles que soient leurs
densités de distributions propres. Ceci indique que plus un axe porte une distribution non-gaussienne,
plus il a de chances de s’approcher d’une source « pure » indépendante [158].

L’ACI et l’ACP ont toutes deux pour but de retrouver les variables sous-jacentes cf
α aux problèmes

(eq. 2.2.37). L’ACI cherche à rendre les variables indépendantes alors que l’ACP cherche à les décorré-
ler (l’indépendance implique la décorrélation mais la réciproque n’est pas vraie). De manière intuitive,
la non corrélation détermine les moments statistiques du deuxième ordre (i.e. les covariances) d’une
distribution multivariée, tandis que l’indépendance détermine tous les moments statistiques [76].

Hyvärinen et Oja [82] proposent une méthode fondée sur la « néguentropie » qui conduit à l’al-
gorithme « Fast ICA ». Il existe d’autres méthodes appelées JADE ou « Joint Approximate Diagona-
lisation of Eigenmatrices » [37], IFA ou « Independent Factor Analysis » [12].

Pour les images hyperspectrales l’ACI a été très employée. Citons entre autres [106, 148, 158].
Notons que l’ACI n’a pas été utilisée dans cette thèse. Il pourrait être intéressant, dans de prochains

travaux, de comparer l’ACI par rapport à l’AFC et l’ACP en ayant comme objectif la segmentation
morphologique.

2.2.5 Maximum Noise Fraction

La transformée « Maximum Noise Fraction » (MNF) [23, 67] permet de réduire le bruit dans le
domaine spectral pour une image hyperspectrale. C’est une méthode dérivée de l’ACP, où le critère
pour la génération des composantes principales est qu’elles maximisent le bruit représentée par cha-
cune des composantes, plutôt que la variance des données. Dans l’ordre inverse que dans l’ACP, ces
composantes maximisent la rapport signal à bruit (RSB) de chaque composante. La MNF est équi-
valente à une transformation des données dans un système de coordonnées dans lequel la matrice de
covariance du bruit est la matrice identité (cette transformation est obtenue par ACP), suivie par une
ACP. La succession des deux ACP est la Noise Adjusted Principal Components (NAPC) [102]. La
NAPC possède toutes les propriétés de l’ACP, y compris la caractéristique principale de concentrer la
partie correspondant au signal sur un faible nombre de composantes.

Dans la pratique on procède de la manière suivante :

1. la matrice de covariance du bruit doit être estimée. Dans [67] une méthode spatiale par diffé-
rences entre pixels voisins est présentée ;
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2. une première ACP permet de diagonaliser le matrice de covariance du bruit, ce qui conduit à
« sphériser » le bruit (matrice identité) indépendamment des données ;

3. une seconde ACP diagonalise ces données « ajustées au bruit », conduisant à trouver les direc-
tions de variance maximale de la composante indépendamment du bruit.

Du fait de cette reformulation, la transformation est également appelée « analyse en composantes
principales ajustées au bruit » (« Noise-Adjusted Principal Components Analysis », NAPCA). La
méthode permet ainsi d’ordonner les composantes dans l’espace transformé par ordre décroissant de
rapport signal sur bruit et donne en outre l’accès à une estimation de ce rapport signal sur bruit pour
chaque composante [104].

Remarque 2.2.4. Green et al. ont démontrés que l’ACP et la MNF sont équivalentes dans le cas d’un
bruit blanc décorrélé de même variance sur tous les canaux. Ceci explique que l’ACP soit très utilisée
pour réduire le bruit sur des images hyperspectrales sur lesquelles le bruit est approximativement de
même amplitude et décorrélé sur tous les canaux.

2.2.6 Poursuite de projection

La poursuite de projection ou « projection pursuit » (PP) a été développée par Friedman et Tuckey
[58] en 1974. Ils proposent une technique d’exploration graphique pour visualiser les données de
grandes dimensions. Leur idée est que la plupart des projections en faible dimension (1D ou 2D)
de données de grandes dimensions ont une distribution gaussienne. Les structures d’intérêts, comme
les « clusters » ou les « longues traînes », peuvent donc être mises en évidence par des projections
non-gaussiennes [76].

Il s’agit de déterminer un sous espace de dimension réduite, en projetant les données sur des axes
choisis itérativement. Le choix se fait par maximisation d’une fonction de coût appelée « indice de
projection ». L’axe est choisi s’il porte un extremum de l’indice de projection. Friedman et Tuckey pro-
posent plusieurs indices de projection pour l’optimisation, chacun étant orienté vers un éloignement
de la normalité. Depuis leur proposition initiale plusieurs indices ont été suggérés. Arzuaga-Cruz et
al. proposent, entre autres, la « distance » de Kullback-Liebler symétrisée [10] et Jimenez propose la
distance de Bhattacharyya [85].

L’indice de projection est déterminé a priori par l’utilisateur (variance élevée, non-normalité,...).
La poursuite de projection permet ainsi de généraliser la méthode d’ACP (variance élevée), ACI (non-
normalité élevée), à n’importe quel indice de projection [104]. L’autre point majeur qui diffère des
ACP/MNF/ACI est le fait que la PP cherche chaque axe itérativement. Il s’agit de trouver le meilleur
premier axe, le retirer et recommencer la procédure entière. La limitation majeure de cette méthodo-
logie réside dans l’itérativité : si un certain axe est mal estimé, tous les suivants sont pollués par la
contribution résiduelle [158].

Pour les images hyperspectrales la poursuite de projection a été notamment utilisée dans [149, 85,
83].

2.2.7 Les méthodes non linéaires

Plus récemment que les méthodes linéaires, sont apparues des méthodes non linéaires de réduction
de données. Certaines de ces techniques préservent des propriétés globales des données :
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– Multidimensional scaling (MDS) [45, 94] ;
– Isomap [177, 178] ;
– Kernel PCA [157] qui est la reformulation de l’ACP dans un espace de grande dimension à

l’aide d’une fonction noyau ;
– Diffusion maps [95, 133] ;
– Multilayer auto-encoders [50, 78].
D’autres méthodes préservent des propriétés locales (i.e. sur un petit voisinage) des données :
– Local Lineal Embedding (LLE) [153]. Une adaptation pour la réduction de dimension spectrale

en tenant compte de la dimension spatiale est faite dans [130] ;
– Laplacian Eigenmaps [17] ;
– Hessian LLE (HLLE) [52] ;
– Local Tangent Space Analysis (LTSA) [192].

Enfin d’autres techniques consistent en des alignements globaux de modèles linéaires. C’est à dire que
plusieurs modèles linéaires sont calculés puis une représentation des données en plus faible dimension
est effectuée par alignement de ces modèles linéaires : Locally Linear Coordination (LLC) [176]. La
thèse de Journaux [86] présente un état de l’art détaillé des méthodes de réduction de données et
notamment des méthodes non-linéaires.

Dans une étude comparative approfondie entre des méthodes linéaires et non linéaires Maaten et
al. [184] montrent que les méthodes non linéaires ne surpassent pas les méthodes linéaires sur des
données réelles, c’est à dire non simulées. En outre elles sont plus coûteuses en temps de calcul. En
conséquence, ces méthodes n’ont pas été utilisées dans cette thèse. Néanmoins pour un problème
spécifique se résolvant mieux par des méthodes non linéaires, il pourrait être intéressant, dans de
futurs travaux, d’étudier l’influence de ces méthodes en vue de la segmentation morphologique.

Il existe aussi des méthodes tensorielles, encore appelées multilinéaires, qui permettent de réduire
les données [150, 186, 187].

En outre des méthodes à partir d’ondelettes ont été développées. Citons notamment « wavanglet »
[158]. La compression d’images hyperspectrales et l’impact sur la qualité des données ont également
été étudiés, e.g. [41].

2.3 Images hyperspectrales

Les résultats vont être présentés sur différentes images. La première série concerne l’image « wo-
man face » acquise dans le domaine spectral des longueurs d’ondes (fig. 2.2).

La deuxième image hyperspectrale est une série temporelle enregistrée sur un bouchon après un
temps de chauffage de 2 secondes (fig. 2.3).

Les images de la figure 2.5 présentent deux vues du bouchon en plastique. Des occlusions de colle
sont visibles au centre du bouchon sur la figure 2.5. Différentes méthodes de contrôle non destructif
ont été étudiées par Legrand et al. [103]. La solution proposée est un contrôle par thermographie
active [72] : la surface supérieure du bouchon est soumise à une impulsion thermique d’une durée
définie. A l’aide d’une caméra thermique, l’évolution temporelle de la répartition en température de la
surface chauffée du bouchon est ensuite enregistrée. L’analyse de cette évolution permet de détecter
la présence ou non de colle à l’intérieur du bouchon. Celle-ci se manifeste par des variations de la
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fλ1 fλ15 fλ30 fλ45 fλ61

400 nm 470 nm 545 nm 620 nm 700 nm

FIG. 2.2 – Cinq canaux de l’image hyperspectrale « woman face » acquise dans le domaine spectral
des longueur d’ondes (152 × 91 × 61 pixels) à 61 canaux acquis dans le spectre entre 400 nm et 700
nm avec un pas de 5 nm. (Source de l’image : Spectral Database, University of Joensuu Color Group,
http ://spectral.joensuu.fi/).

fλ1 fλ15 fλ30 fλ45 fλ60

0 s 3,5 s 7,25 s 11 s 14,75 s

FIG. 2.3 – Cinq canaux de l’image hyperspectrale « bouchon en plastique » qui est une série tempo-
relle (256 × 256 × 60 pixels) à 60 canaux acquis toutes les 250 ms. (Source de l’image hyperspec-
trale : Laboratoire LE2i, Le Creusot, France).

transmission du front thermique et se visualise sur les images par des zones sombres froides. Le but
est de quantifier le plus tôt possible ces empreintes thermiques de colle.

Il n’existe pas de vérité « terrain », mais on dispose de résultats sur la figure 2.4 obtenus sur la
séquence 2.

La méthode pour obtenir ce résultat est décrite dans [103]. Elle consiste, principalement, à extraire
les zones de colles par différence d’images entre images sans colle et avec colle. Comme nous ne
possédons pas l’image sans la colle il nous est impossible d’utiliser cette méthode.

La troisième image hyperspectrale est une série d’IRM de contraste (Imagerie par Résonance
Magnétique) « DCE-MRI : Dynamic Contrast Enhanced Magnetic Resonance Imaging » 2.6. L’image
est une série d’IRM temporelle de 512 canaux 128 × 128 acquise, avec un pas temporel régulier
d’une seconde, sur une souris présentant une tumeur [13]. Les canaux sont recalées car la souris est
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FIG. 2.4 – Référence pour la zone de colle du bouchon en plastique.

(a) (b)

FIG. 2.5 – Vues de côté (a) et de dessus (b) du bouchon en plastique.

maintenue immobile par un système mécanique. L’image provient de l’équipe du Pr. C.A. Cuenod du
service imagerie de l’Hôpital Européen Georges Pompidou à Paris.

fλ1 fλ12 fλ13 fλ256 fλ512

0 s 11 s 12 s 255 s 511 s

FIG. 2.6 – Cinq canaux de l’image hyperspectrale de souris « serim447 » qui est une série temporelle
(128× 128× 512 pixels) à 512 canaux acquis toutes les secondes. (Source de l’image hyperspectrale :
Pr. Cuenod Service Imagerie - Hôpital Européen Georges Pompidou, Paris).

Une quatrième série d’image correspond à des images de télédétection à 5 composantes (fig. 2.7) :
– fλ1 canal bleu de taille 365 × 365 pixels avec une résolution de 2,80 m et dont les longueurs

d’ondes sont acquises de 0,45 à 0,53 µm ;
– fλ2 canal vert de taille 365 × 365 pixels avec une résolution de 2,80 m et dont les longueurs

d’ondes sont acquises de 0,51 à 0,59 µm ;
– fλ3 canal rouge de taille 365 × 365 pixels avec une résolution de 2,80 m et dont les longueurs

d’ondes sont acquises de 0,62 à 0,70 µm ;
– fλ4 canal proche-infrarouge de taille 365×365 pixels avec une résolution de 2,80 m et dont les
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longueurs d’ondes sont acquises de 0,78 à 0,92 µm ;
– fλ5 canal panchromatique de taille 1460× 1460 pixels avec une résolution de 0,70 m.
Ces images sont des images satellites PLEIADES simulées à partir d’images PELICAN. Elles ont

été acquises par le CNES (Centre National d’Étude Spatiale) et nous ont été fournies par G. Flouzat
[101].

Pour des questions de temps de calculs, nous avons choisi de sous-échantillonner le canal pan-
chromatique fλ5 pour en faire un canal de taille 365 × 365 pixels. En effet, notre but n’est pas de
détecter le plus précisément possible une cible dans l’image mais de comparer des algorithmes entre
eux. Il est évident que pour de la détection de cible il faudrait travailler sur une image hyperspectrale,
de taille 1460×1460×5 pixels, issue de la fusion des canaux fλ1 (bleu), fλ2 (vert), fλ3 (rouge) et fλ4

(proche Infra-Rouge) avec le canal panchromatique fλ5 . La fusion de ces images est présentée dans
[101]. De nombreux travaux existent sur la fusion d’images de résolution spatiales différentes, citons
entre autres [179].

Pour représenter cette image, nous avons crée une image de synthèse RVB composée du canal
rouge fλ3 , du canal vert fλ2 et du canal bleu fλ1 .

fλ1 bleu fλ2 vert fλ3 rouge fλ4 proche IR fλ5 panchro. RVB
c©CNES c©CNES c©CNES c©CNES c©CNES

FIG. 2.7 – Les 5 canaux de l’image hyperspectrales « Roujan » et l’image de synthèse RVB.

2.4 Filtrage et réduction de dimension

Comme expliqué au début du chapitre 2, la réduction de dimension des images hyperspectrales
est nécessaire pour lutter contre le phénomène de Hughes et pour accélérer les temps de traitements.

La réduction de la dimension spectrale a été effectuée à l’aide de l’Analyse Factorielle des Cor-
respondances. On obtient un espace factoriel de dimension réduite par rapport à l’espace image de
départ. Cet espace réduit est composé des facteurs pixels cf

α de l’image fλ.
On peut également reconstituer l’image fλ à partir d’un nombre limité de facteurs et ainsi obtenir

une bonne approximation f̂λ de l’image de départ. Cette image reconstituée contient, sous certaines
conditions, un bruit spectral plus faible que sur l’image originale. Nous présenterons une méthode
permettant de réduire le bruit des facteurs pixels cf

α.
En outre, réduire la dimension spectrale de l’image, par ajustement d’un modèle de spectre en

chaque pixel vecteur, a été étudié. Il est intéressant d’appliquer la réduction de dimension par approche
modèle sur l’image filtrée, par Analyse de Données, afin de profiter du filtrage spectral déjà effectué.
On obtient ainsi des cartes de paramètres du modèle. Ces cartes constituent également un espace réduit
que l’on pourra utiliser pour la classification et la segmentation.
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2.4.1 Réduction de dimension par AFC

Nous avons privilégié l’AFC pour réduire la dimension de l’image hyperspectrale car notre ob-
jectif est la segmentation d’images hyperspectrales. En outre l’AFC présente l’avantage par rapport
à l’ACP de traiter les pixels vecteurs et les canaux de la même manière. On peut ainsi les représen-
ter de manière simultanée dans l’espace factoriel. D’autres méthodes peuvent néanmoins être utilisées
comme l’ACI, cependant elles nécessitent un choix d’algorithme, i.e. Fast ICA, JADE (cf. partie 2.2.4,
p : 16) pour rendre indépendant les canaux.

L’AFC peut être vue comme une transformation ζ de l’espace image de départ fλ, à L dimensions,
dans un espace cf

α, de dimension réduiteK < L, ainsi qu’un ensemble de paramètres (eq. 2.4.1). Dans
l’espace factoriel, les coordonnées des vecteurs pixels sur chacun des axes factoriels sont appelées
facteurs pixels cf

α. On représente ces facteurs pixels sur la grille d’échantillonnage de l’image : le
bitmap.

ζ :



T L → T K / K < L

fλ(x) →



cf
α(x) =

(
cfα1

(x), . . . , cfαK
(x)
)

df
αλ =

(
dfα1λ, . . . , d

f
αKλ

)
{µα}α=1...K

{νi.}i=1...P

{ν.j}j=1...L

f =
∑

i

∑
j fij


(2.4.1)

avec df
αλ les facteurs-canaux. Dans la formule de reconstitution des données (eq. 2.2.36) on utilise la

notation dα
j qui correspond à dα

j = dfαkλj
.

Un nombre limité K d’axes factoriels est généralement choisi. Ainsi, l’AFC peut être vue comme
une projection des pixels initiaux de l’espace image dans l’espace factoriel de plus faible dimension
que l’espace image (K < L).

La reconstitution est une transformation pseudo-inverse ζ̂−1, ou une transformation inverse lorsque
tous les axes sont conservés K = L− 1 (eq. 2.4.2). Elle consiste à reconstituer l’image f̂λ depuis les
facteurs cf

α et les paramètres. L’image reconstituée est une approximation de l’image originale si l’on
reconstitue à partir d’une partie des axes factoriels :

ζ̂−1 :



T K → T L / K < L

cf
α(x)

df
αλ =

(
dfα1λ, . . . , d

f
αKλ

)
{µα}α=1...K

{νi.}i=1...P

{ν.j}j=1...L

f =
∑

i

∑
j fij


→ f̂λ(x) =

(
f̂λ1(x), . . . , f̂λL

(x)
) (2.4.2)

2.4.1.1 Choix du nombre d’axes factoriels

Afin de comprendre les effets de l’AFC, on va étudier l’image « woman face ». On doit tout
d’abord choisir le nombre d’axes factoriels à conserver (fig. 2.8) qui dépend de :
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– la part d’inertie qu’ils représentent (fig. 2.9). On peut utiliser un critère sur l’inertie comme le
critère de Kaiser ou le « scree test » (cf. annexes A.3)

– la quantité d’information portée par les facteurs pixels. On peut observer de visu l’information
portée par les facteurs pixels. Nous proposerons également un critère utilisant le rapport signal
à bruit sur les facteurs pixels.

cfα1
cfα2

cfα3
cfα4

cfα5

τα1 = 86, 93% τα2 = 10, 77% τα3 = 1, 51% τα4 = 0, 39% τα5 = 0, 06%

FIG. 2.8 – Facteurs pixels cfαk
correspondant aux 5 premiers axes factoriels de l’image hyperspectrale

« woman face ». Les parts d’inertie des axes sont notées ταk
.
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FIG. 2.9 – Part d’inertie des axes factoriels de l’image « woman face ».

Par observation de l’inertie des axes factoriels (fig. 2.9) on constate que jusqu’au troisième axe
∆uα3 , les inerties sont significatives, ensuite elles sont négligeables. La part d’inertie expliquée par
le sous espace F3 engendré par les trois premiers axes factoriels vaut : τα1 + τα2 + τα3 = 99, 21%.
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En outre, sur la figure 2.8 les facteurs pixels cfα1
, cfα2

et cfα3
sont, de visu, moins bruités que les

suivants.
Par conséquent on choisit de ne retenir que les trois premiers axes factoriels et les facteurs pixels

associés : cf
α = (cfα1

, cfα2
, cfα3

).
Le choix des axes, tel que proposé, nécessite une observation qualitative des facteurs pixels. Afin

de quantifier la quantité d’information portée par les facteurs pixels on va mesurer leur rapport signal
à bruit par une nouvelle méthode que nous avons développée [138].

On considère ici le canal cfαk
(ou fλj

) comme un ensemble de réalisations cfαk
(x) (ou fλj

(x))
d’une variable aléatoire sur le compact E, qui correspond à la grille d’échantillonnage de l’image.

Pour chaque axe factoriel ∆uαk
, on estime la covariance spatiale centrée, sur les facteurs pixels,

par une Transformée de Fourier Rapide : « Fast Fourier Transform » FFT, en supposant que cfαk
(x)

est une fonction stationnaire :

gαk
(h) = E[cfαk

(x)cfαk
(x+ h)] (2.4.3)

avec cfαk
le canal αk centré cfαk

(x) = cfαk
(x)−E[cfαk

(x)] et E[Y ] l’espérance de la variable aléatoire
Y . E[cfαk

(x)] correspond à la moyenne du canal cfαk
(x).

Le pic de la covariance contient la somme de la variance du signal et de la variance du bruit : effet
pépite (cf. § « effet pépite » ci-après). Donc la variance du signal est estimée par le maximum (i.e. la
valeur à l’origine) de la covariance g après une ouverture morphologique γ : V ar(signal) = γgαk

(0).
L’élément structurant est le plus petit possible : on choisit donc un élément structurant de taille 3× 3
pixels.

Comme une des propriétés de l’ouverture morphologique est de supprimer les pics blancs une
fonction, la variance du bruit est égale au résidu de l’ouverture sur la covariance à l’origine :
V ar(bruit) = gαk

(0) − γgαk
(0). On constate, sur la figure 2.10, que la covariance présente un

pic plus resserré et plus haut pour les facteurs pixels cfα5
qui sont plus bruités, que pour les facteurs

pixels cfα5
qui sont très peu bruités.

On peut donc définir un rapport signal à bruit.

Définition 1. Le rapport signal à bruit est défini par :

RSBαk
=
V ar(signal)
V ar(bruit)

=
γgαk

(0)
gαk

(0)− γgαk
(0)

(2.4.4)

avec g la covariance centrée et γ l’ouverture morphologique.

Par observation des rapports signaux sur bruits, RSB, (fig. 2.11), les facteurs pixels sur les axes
1, 2 et 3 sont les moins bruités. On pourrait envisager de conserver l’axe 4 dont les facteurs pixels on
un RSB supérieurs aux facteurs pixels des axes suivants. Cependant comme sa part d’inertie est très
faible (τα4 = 0, 39%), par rapport aux autres on décide de ne pas le conserver. En outre, on verra plus
loin que l’écart de reconstitution par rapport à l’image de départ avec trois axes ou quatre axes est
quasiment le même.
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FIG. 2.10 – Covariance avant (g) et après ouverture (γg) sur les facteurs pixels cf
α de l’image « wo-

man face ».
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FIG. 2.11 – Rapport signal à bruit sur les facteurs pixels cf
α de l’image « woman face ».

2.4.1.2 Effet pépite

L’effet pépite [114] consiste en une discontinuité de la covariance γλj
à l’origine en présence de

bruit sur la fonction considérée (i.e. le canal). On se propose de démontrer cet effet.
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On utilise la notation pour l’image centrée fλj
(x) = fλj

(x) − E[fλj
(x)]. On modélise un point

de l’image hyperspectrale fλj
(x) par la somme d’un signal Zλj

(x) et d’un bruit ελj
(x) dont les

réalisations sont indépendantes ∀x ∈ E ; ce qui donne : fλj
(x) = Zλj

(x) + ελj
(x).

La covariance entre une fonction stationnaire en un point xi et la même fonction en un point xi′

s’exprime sous la forme d’une fonction g dépendant de la différence xi − xi′ = h avec h ∈ E :
g(h) = E[fλj

(xi)fλj
(xi′)] = E[fλj

(xi)fλj
(xi + h)].

Dans le domaine spatial, pour le canal fλj
supposé stationnaire, la covariance s’écrit :

gλj
(h) = E[fλj

(x)fλj
(x+ h)]

= E[(Zλj
(x) + ελj

(x))(Zλj
(x+ h) + ελj

(x+ h))]

= E[Zλj
(x)Zλj

(x+ h)] + E[ελj
(x)ελj

(x+ h)]

= E[Zλj
(x)Zλj

(x+ h)] + E[ελj
(x)2]δ0(h)

(2.4.5)

En effet si h 6= 0 E[ελj
(x)ελj

(x+ h)] = 0 car les réalisations du bruits sont indépendantes.
L’effet pépite à l’origine correspond à la distribution de Dirac δ0(h) multipliée par la variance du

bruit E[ελj
(x)2].

Pour une variable aléatoire, Y on a V ar[Y ] = E[(Y − E[Y ])2] = E[Y 2] = V ar[Y ].
Exprimons maintenant la covariance à l’origine (i.e. pour h = 0) :

gλj
(0) = E[Zλj

(x)2] + E[ελj
(x)2]

= V ar[Zλj
(x)] + V ar[ελj

(x)]

= V ar[Zλj
(x)] + V ar[ελj

(x)]

(2.4.6)

L’origine de la covariance gλj
(0) est donc la somme de la variance du signal et de la variance du bruit.

Remarque 2.4.1. L’hypothèse de stationnarité est vérifiée dans le domaine spatial à petite échelle.
Comme on observe la covariance autour de l’origine cela ne pose pas de problème [114].

2.4.1.3 Covariance spectrale

Dans le domaine spectral, on ne fait pas d’hypothèse de stationnarité. La matrice de covariance
centrée s’écrit Σ(λj , λj′)j,j′=1...L :

Σ(λj , λj′) = E[f(x, λj)f(x, λj′)]

= E[(Z(x, λj) + ε(x, λj))(Z(x, λj′) + ε(x, λj′))]

= E[Z(x, λj)Z(x, λj′)] + E[ε(x, λj)ε(x, λj′)]

= E[Z(x, λj)Z(x, λj′)] + E[ε(x, λj)2]δλj=λj′
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A l’origine pour λj = λj′ on a :

Σ(λj , λj) = E[Z(x, λj)2] + E[ε(x, λj)2]

= V ar[Z(x, λj)] + V ar[ε(x, λj)]

= V ar[Zλj
(x)] + V ar[ελj

(x)]

(2.4.7)

D’après les équations 2.4.6 et 2.4.7, on a ∀λj , j = 1, . . . , L :

Σ(λj , λj) = gλj
(0) (2.4.8)

On vérifie expérimentalement, cette relation sur l’image de souris « serim447 » sur les canaux
fλ13 et fλ50. On mesure la covariance spatiale dans l’espace image et on observe les valeurs à l’origine
gα13

(0) et gα50
(0) pour les deux canaux. Dans le domaine spectral, on calcule la matrice de covariance

centrée entre les canaux fλj
, et on mesure les valeurs Σ(λ13, λ13) et Σ(λ50, λ50).

Pour le canal fλ50 , on constate que :
– gλ50

(0) = 2 207 890
– Σ(λ50, λ50) = 2 208 140

donc gλ50
(0) ' Σ(λ50, λ50). L’ écart relatif de gλ50

(0) par rapport à Σ(λ50, λ50) vaut 0,01 %.
Pour le canal fλ13 , on constate que :
– gλ13

(0) = 4 080 225
– Σ(λ13, λ13) = 4 080 688

donc gλ13
(0) ' Σ(λ13, λ13). L’ écart relatif de gλ13

(0) par rapport à Σ(λ13, λ13) vaut 0,01 %.
Par conséquent, l’équation 2.4.8 est vérifiée expérimentalement.

Remarque 2.4.2. S’il est possible de mesurer le RSB sur les canaux dans l’espace image par ouver-
ture morphologique sur la covariance gλj

, il n’est pas toujours possible de le mesurer par ouverture
unidimensionnelle sur la covariance spectral Σ(λj , λj′). Ceci est dû à l’échantillonnage spectral qui
ne respecte pas le théorème de Shannon pour l’image de souris. En fait entre deux canaux il peut y a
plusieurs battements cardiaques. En outre, même sur une autre séquence d’images, l’échantillonnage
spatial et l’échantillonnage spectral n’ont pas le même pas. On ne peut donc pas comparer les RSB
par ouverture dans le domaine spatial et dans le domaine spectral (cf. annexes pour plus de détails).

2.4.1.4 Reconstitution de l’image de départ

Après avoir réduit le nombre d’axes factoriels à 3 axes, il est intéressant de reconstituer l’image
de départ (eq. 2.4.2 et 2.2.36). Pour rappel : la reconstitution donne une image à 61 canaux f̂λ, comme
l’image de départ, et qui est une bonne approximation de l’image de départ fλ.

Observons les reconstitutions de l’image de départ avec un nombre différents d’axes (fig. 2.12).
On n’observe pas de changement visuel sur le canal fλ61 .

Afin de quantifier les changements pouvant apparaître sur toute l’image on mesure la distance du
chi-deux entre les pixels vecteurs de l’image de départ fλ et ceux de l’image reconstituée f̂λ :

d2
χ2(fλ(xi), f̂λ(xi)) =

L∑
j=1

1
ν.j

(
νij

νi.
− ν̂ij

νi.

)2

(2.4.9)
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fλ61 f̂λ61

FIG. 2.12 – Canal 61 de l’image « woman face » avant fλ61 et après AFC et reconstitution f̂λ61 à
partir de 3 axes factoriels.

En effet d’après les annexes les fréquences marginales de l’image de départ et de l’image reconstituée
sont égales : νi. = ν̂i. et ν.j = ν̂.j (cf. annexes eq. A.4.50).

On obtient ainsi une carte de distances dont on calcule l’histogramme normalisé à 255 classes
(fig. 2.13). On constate que les histogrammes présentent les mêmes modes même ci-ceux-ci n’ont
pas la même amplitude. En outre, les plus fortes distances du chi deux (i.e. les niveaux de gris les
plus proches du blanc) sont réparties sur les vêtements de la personne. Ainsi l’erreur de reconstitution
est dispersée sur de nombreux pixels. On en conclut que les facteurs pixels des trois premiers axes
factoriels sont suffisants pour décrire l’image hyperspectrale. On est ainsi passé de 61 à 3 canaux d’où
une réduction de dimension conséquente.

Carte distances chi2 Histogramme

F
ré

qu
en

ce

0.000 0.004 0.008 0.012

0
10

00
20

00
30

00
40

00

Carte distances chi2 Histogramme

F
ré

qu
en

ce

0.000 0.002 0.004

0
50

0
10

00
15

00
20

00
25

00
30

00

3 axes 4 axes

FIG. 2.13 – Cartes des distances du chi deux entre l’image de départ fλ et l’image reconstituée f̂λ avec
3 axes ou avec 4 axes factoriels. Histogrammes de ces cartes.
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2.4.1.5 Exemple de la souris

On applique le même procédé sur l’image de souris « serim447 ». Les axes sont sélectionnés par
un seuil sur leur rapport signal à bruit. Le seuil est fixé à s = 0, 3 après observation des facteurs
pixels avec l’aide des médecins. Ce seuil sera réutilisé pour d’autres images hyperspectrales de souris
acquises avec le même protocole expérimental.
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FIG. 2.14 – Part d’inertie (a) et rapport signal à bruit sur les facteurs pixels cf
α sur les 30 premiers

axes de l’image « serim447 ». Le seuil à s = 0, 3 sur le rapport signal à bruit est indiqué en bleu.

Les facteurs pixels marqués en noir dans le tableau 2.1 et sur la figure 2.15 sont conservés alors
que ceux en rouge sont rejetés. On constate que les axes sélectionnés ne sont pas contigus. Ainsi 16
axes, dont les facteurs pixels ont un RSB supérieur à 0,3, sont retenus.

Observons maintenant quelques canaux avant et après reconstitution (fig. 2.16). Sur le canal fλ12 ,
on note bien l’alternance « sombre » « clair » entre les deux ventricules du cœur. Cette alternance est
bien conservée après reconstitution du canal f̂λ12 . De plus, on constate, de visu, que l’image f̂λ est
bien reconstituée et qu’une partie du bruit présent sur l’image de départ fλ a été éliminé par l’AFC.
Le bruit a donc été éliminé par un filtrage spectral dû à l’AFC. Les structures spatiales de l’image
ne sont donc pas touchées ce qui est très important pour faire de la segmentation par morphologie
mathématique. Nous allons étudier la réduction de bruit dans la partie 2.4.2 (p : 32).
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Axes 1 2 3 4 5 6 7 8 9 10
RSB 3,91 1,02 0,99 1,07 0,79 0,58 0,15 0,08 0,52 0,51

Inertie en % 14,63 5,73 3,91 3,33 2,27 2,12 1,78 1,71 1,19 1,15

Axes 11 12 13 14 15 16 17 18 19
RSB 0,52 0,51 0,39 0,29 0,33 0,38 0,32 0,35 0,33

Inertie en % 1,08 1,01 0,92 0,82 0,78 0,75 0,67 0,57 0,54

TAB. 2.1 – Les 16 axes conservés (en noir) et les 3 axes supprimés (en rouge), le RSB de leurs facteurs
pixels (>0,3 pour les axes conservés) et leurs parts d’inertie.

cfα1
14,63% cfα2

5,73% cfα3
3,91% cfα4

3,33% cfα5
2,27%

cfα6
2,12% cfα7

1,78% cfα8
1,71% cfα9

1,19% cfα10
1,15%

cfα11
1,08% cfα12

1,01% cfα13
0,92% cfα14

0,82% cfα15
0,78%

cfα16
0,75% cfα17

0,67% cfα18
0,57% cfα19

0,54%

FIG. 2.15 – Les facteurs pixels sur les 19 premiers axes et leurs inerties. Les axes marqués en noirs
sont conservés et ceux en rouge sont rejetés.
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fλ1 fλ12 fλ13 fλ256 fλ512

f̂λ1 f̂λ12 f̂λ13 f̂λ256 f̂λ512

FIG. 2.16 – Cinq canaux de l’image hyperspectrale de souris « serim447 » avant et après reconstitution
suite à une AFC à 16 axes. (Un zoom a été fait sur la souris)

2.4.2 Filtrage spectral du bruit par AFC

L’AFC permet d’effectuer un filtrage spectral des données. Benzécri [21, 20] et Orfeuil [140] ont
utilisé cette méthode de filtrage sur des tableaux de « données euclidiennes entachées d’erreur ».

Pour étudier la réduction du bruit spectral, nous avons choisi de bruiter l’image woman face et de
la reconstituer à partir de 3 axes factoriels.

L’image bruitée est notée f br
λ . On la bruite par un bruit blanc gaussien centré et d’écart type σ

multiplié par l’écart type du canal considéré σ(fλj
) : nλj

= N (0, σ × σ(fλj
)) :

f br
λj

(xi) = fλj
(xi) +N (0, σ × σ(fλj

)) (2.4.10)

Le rapport signal à bruit théorique pour un canal fλj
vaut donc :

RSBλj
=
var(signal)
var(bruit)

=
var(fλj

)
var(nλj

)
=

var(fλj
)

(σ × σ(fλj
))2

=
1
σ2

(2.4.11)

Le rapport signal à bruit RSBλj
est donc le même pour tous les canaux.

Le rapport signal à bruit hyperspectral entre l’image bruitée f br
λ et l’image initiale fλ est défini

comme :

RSBhyper(f br
λ ) =

∑L
j=1 var(fλj

)∑L
j=1 var(f

br
λj
− fλj

)
(2.4.12)

Dans le cadre du bruit nλj
= N (0, σ× σ(fλj

)), ce RSB hyperspectral vaut RSBhyper(f br
λ ) = 1/σ2 .

De même, on définit un rapport signal à bruit hyperspectral de l’image bruitée puis reconstituée
f̂ br
λ par rapport à l’image initiale fλ comme :

RSBhyper(f̂ br
λ ) =

∑L
j=1 var(fλj

)∑L
j=1 var(f̂

br
λj
− fλj

)
(2.4.13)
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Remarque 2.4.3. L’AFC nécessite un tableau de contingence avec des valeurs positives. Or l’ajout
de bruit peut créer des valeurs négatives. On force donc à 0 les valeurs négatives et à 1 les valeurs
supérieures à l’unité. Ce seuillage par hystérésis correspond à la dynamique maximale d’un capteur :
i.e. sur un capteur 8 bits les niveaux de gris sont nécessairement compris entre 0 et 255. Ce seuillage
modifie légèrement les rapports signaux à bruits f br

λ de l’image bruitée. Ces RSB restent néanmoins
quasiment identiques sur tous les canaux.

Choisissons un bruit tel que σ = 0, 5. Le rapport signal à bruit sur chaque canal vaut en théorie
RSBλj

= 1
σ2 = 4, mais du fait du seuillage il vaut en moyenne 4,68. De même le rapport signal à

bruit hyperspectral de l’image bruitée vaut en théorie RSBhyper(f br
λ ) = 4 mais en fait 4,63.

Appliquons maintenant l’AFC sur l’image bruitée f br
λ et reconstituons l’image f̂ br

λ .
Sur la figure 2.17, les facteurs pixels sur les 3 premiers axes sont bruités. Les facteurs pixels du

troisième axe ne contiennent quasiment que du bruit. Les canaux 38 et 61 de l’image bruitée puis
reconstituée f̂ br

λ38
, f̂ br

λ61
sont, de visu, moins bruité que les canaux 38 et 61 de l’image bruitée f br

λ38
,

f br
λ61

. Il y a donc bien eu un débruitage des spectres par l’AFC.

Le rapport signal à bruit hyperspectral de l’image bruitée puis reconstituée vautRSBhyper(f̂ br
λ ) =

60. D’où une amélioration d’un facteur 13 du RSB hyperspectral (i.e. 1200 %). Cependant même si
globalement tous les axes ont été améliorés, certains ont un meilleur rapport signal à bruit que d’autres
après l’AFC (fig. 2.18).

cf
br

α1
cf

br

α2
cf

br

α3

f br
λ38

f̂ br
λ38

f br
λ61

f̂ br
λ61

FIG. 2.17 – Facteurs pixels cfbr
α de l’image bruitée f br

λ , canaux 38 et 61 de l’image bruitée f br
λ38

, f br
λ61

et canaux 38 et 61 de l’image bruitée et reconstituée f̂ br
λ38

, f̂ br
λ61

.

L’influence de l’AFC sur les rapports signaux à bruits hyperspectraux, de l’image bruitéeRSBhyper(f br
λ )

puis reconstituée par AFC RSBhyper(f̂ br
λ ), est étudiée en fonction du coefficient multiplicateur de
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FIG. 2.18 – RSB sur les canaux de l’image bruitée f br
λ (en noir) et de l’image bruitée puis reconstituée

f̂ br
λ (en rouge) par AFC à 3 axes.
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FIG. 2.19 – RSB hyperspectraux de l’image bruitée RSBhyper(f br
λ ) (en noir) puis reconstituée par

AFC à 3 axes RSBhyper(f̂ br
λ ) (en rouge) en fonction du coefficient multiplicateur de l’écart type du

bruit σ (sigma). Pour σ = 0, RSBhyper(f br
λ )→∞ (en noir) est égale : l’image n’est pas bruitée.

l’écart type du bruit σ (fig. 2.19). On constate que les RSB augmentent après reconstitution de
l’image par AFC. L’AFC a donc bien une fonction de filtrage spectral des données. Pour σ = 0,
RSBhyper(f br

λ )→∞ car l’image n’est pas bruitée. On mesure donc le RSB entre l’image non bruitée
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fλ et elle même.

2.4.3 Filtrage spectral du bruit par ACP

On veut vérifier comment se comporte l’ACP vis-à vis de la réduction de bruit avec le même
protocole que présenté pour l’AFC dans la partie 2.4.2 (p : 32 et suivantes).

Comme pour l’AFC, l’influence de l’ACP sur les RSB hyperspectraux, de l’image bruitéeRSBhyper(f br
λ )

puis reconstituée par ACP RSBhyper(f̂ br
λ ), est étudiée en fonction du coefficient multiplicateur de

l’écart type du bruit σ (fig. 2.20). On constate que les RSB augmentent après reconstitution de l’image
par ACP. L’ACP a donc, comme l’AFC, une fonction de filtrage spectral des données.
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FIG. 2.20 – RSB hyperspectraux de l’image bruitée RSBhyper(f br
λ ) (en noir) puis reconstituée par

ACP à 3 axes RSBhyper(f̂ br
λ ) (en rouge) en fonction du coefficient multiplicateur de l’écart type du

bruit σ (sigma). Pour σ = 0, RSBhyper(f br
λ )→∞ (en noir) est égale : l’image n’est pas bruitée.

2.4.4 Composition d’AFC et de reconstitutions

Dans cette partie, nous démontrons l’impact de deux AFC et reconstitutions ζ̂−1 ◦ ζ successives
avec une translation des données tε (i.e. ajout d’une constante) pour la deuxième AFC et sa reconsti-
tution et enfin une soustraction de cette constante t−ε :

f̂ (2)
λ = tε ◦ ζ̂−1 ◦ ζ ◦ t−ε ◦ ζ̂−1 ◦ ζ(fλ) (2.4.14)

La translation tε s’exprime sous la forme :

tε :

{
T L → T L

fλ → tε(fλ) tel que ∀i = 1 . . . P , ∀j = 1 . . . L tε(fλj
)(xi) = fλj

(xi) + ε ε ∈ R
(2.4.15)
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La seconde AFC, avec reconstitution des données, n’est donc pas identique à la première car les
données sont légèrement modifiées par la translation.

2.4.4.1 Mise en évidence du phénomène

D’où vient cette idée un peu étrange d’ajouter une constante. Lorsque nous avons fait la recons-
titution des données avec la souris « serim447 », nous avons essayé de classifier les données dans
l’espace factoriel de l’AFC 1 cf (1)

α par kmeans (cf. partie 2.6, p : 57). Le résultat n’étant pas satis-
faisant, l’idée d’essayer un deuxième filtrage par AFC est apparue. Comme l’image reconstituée f̂ (1)

λ

après ζ̂−1 ◦ ζ présentait des valeurs négatives, il nous est venu l’idée d’ajouter une constante qui cor-
respondait à l’opposé du minimum de l’image. Ceci ayant pour but d’obtenir des valeurs positives
de l’image afin d’appliquer une AFC et sa reconstitution. Enfin, la constante est retranchée à l’image
reconstituée pour donner l’image f̂ (2)

λ . Finalement la classification dans le nouvel espace factoriel, de
l’AFC 2, cf (2)

α s’est avérée meilleure (fig. 2.21).
Par conséquent, la composition de deux AFC avec reconstitution semble faire diminuer le bruit

dans l’espace factoriel. Il reste maintenant à le montrer.

(a) (b)

FIG. 2.21 – Classifications kmeans en 5 classes dans l’espace factoriel (a) de l’AFC 1 cf (1)

α et (b) de
l’AFC 2 cf (2)

α .

2.4.4.2 Étude de la composition de deux AFC-reconstitutions

Effectuons maintenant la composition de deux AFC. On choisit comme valeur pour la translation :

ε = min
i,j

fλj
(xi) i = 1 . . . P j = 1 . . . L (2.4.16)

Comme on a défini l’image reconstituée après 2 AFC-reconstitutions f̂ (2)
λ , on définit l’image recons-

tituée après 3 AFC-reconstitutions f̂ (3)
λ :

f̂ (3)
λ = tε ◦ ζ̂−1 ◦ ζ ◦ t−ε(f̂

(2)
λ )

Le phénomène va être étudié sur l’image « woman face » que l’on a bruitée avec un bruit d’écart
type σ constant nλj

= N (0, σ) (eq. 2.4.10). Les canaux n’ont donc par un RSB constant, à la diffé-
rence de la partie 2.4.2 (p : 32).
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2.4.4.2.1 Inertie des axes Sur la figure 2.22, l’inertie expliquée par le sous espace F3 engendré
par les 3 premiers axes a tendance à diminuer avec l’augmentation du bruit (i.e. l’augmentation de σ).
Or le bruit fait aussi partie de l’inertie des données. Lorsqu’il augmente, la part exprimée par les 3
premiers axes, qui correspondent surtout au signal, a tendance à diminuer. Par conséquent, le bruit a
tendance à être rejeté sur les autres axes et donc influence l’inertie du sous-espace engendré par ces
derniers axes.

A partir de la deuxième itération l’inertie expliquée est proche de 100 %. En effet comme la

reconstitution après l’AFC 1 s’est faite avec 3 axes, l’image hyperspectrale f̂ br
λ

(1)
est dans un espace

dégénéré à 3 dimensions.
Ainsi seule la première AFC fixe la quantité d’inertie expliquée par les axes sélectionnés.
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FIG. 2.22 – Part d’inertie (en %) expliquée par les 3 premiers axes de chaque AFC en fonction de
l’écart type du bruit σ pour différentes itérations d’AFC (3 axes).

2.4.4.2.2 RSB des facteurs pixels Mesurons les RSB des facteurs pixels des images bruitées au
cours des itérations d’AFC cfbr(n)

α par rapport aux facteurs pixels de l’image non bruitée cf
α :

RSBαk
=
var(signal)
var(bruit)

=
var(cfαk

)
var(nαk

)
=

var(cfαk
)

var(cfbr(n)

αk
− cfαk

)
(2.4.17)

Remarque 2.4.4. Attention il y a un décalage d’indice entre les facteurs pixels et le numéro de l’AFC :
pour la première AFC les facteurs pixels sont notés cfbr(0)

α car ils sont associés à l’image de départ

f br(0)
λ . Après la première reconstitution on obtient l’image f̂ br

λ

(1)
dont les facteurs pixels sont obtenus

par la deuxième AFC cfbr(1)

α .

Observations : Sur la figure 2.25 pour l’image bruitée (σ > 0) le rapport signal sur bruit augmente
lors de la deuxième AFC puis se stabilise. Pour l’image non bruitée (σ = 0) le rapport signal sur bruit
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diminue avec les itérations. A la première itération et pour l’image non bruitée σ = 0, le RSB des
facteurs pixels tend vers l’infini car on calcule leurs RSB par rapport à eux-mêmes : i.e. cfbr(0)

α = cf
α

pour σ = 0. Pour l’image bruitée σ > 0, les RSB convergent à la deuxième itération d’AFC.
Interprétations : Itérer une AFC sur une image sans bruit fλ réduit l’information et fait augmenter

l’erreur sur ses facteurs pixels cf
α. Itérer une AFC sur une image bruitée f br

λ fait diminuer le bruit sur
ses facteurs pixels. Les RSB atteignent un point fixe à la deuxième itération d’AFC-reconstitution.

Conclusions : Pour obtenir des facteurs pixels avec le moins de bruit possible :
– sur une image sans bruit : prendre les facteurs cf

α pixels après une AFC ;
– sur une image bruitée : faire deux AFC-reconstitutions, pour obtenir un point fixe du RSB sur

les facteurs pixels, et prendre les facteurs pixels cfbr(2)

α .
Sur la figure 2.24, on peut vérifier de visu ces observations. Le bruit sur les facteurs pixels de

l’image non bruitée cf (n)

α augmente avec le nombre d’itérations alors que le bruit sur les facteurs
pixels de l’image bruitée cfbr(n)

α diminue avec le nombre d’itérations.

Remarque 2.4.5. On peut se demander pourquoi pour filtrer l’image bruitée une seule AFC suffit alors
que pour filtrer les facteurs pixels de cette même image bruitée il faut faire plusieurs AFC. En fait le
bruit sur les facteurs pixels a tendance à avoir moins d’importance lors de la reconstitution de l’image
puisque chaque facteur pixel est pondéré par sa valeur propre. En revanche pour éliminer plus de bruit
sur les facteurs pixels il faut itérer l’AFC.

0.0 0.1 0.2 0.3 0.4 0.5

1
2

3
4

5
6

7

RSB facteurs pixels axe 1

Ecart−type

R
S

B

Itération= 1
Itération= 2
Itération= 3

0.0 0.1 0.2 0.3 0.4 0.5

0
2

4
6

8

RSB facteurs pixels axe 2

Ecart−type

R
S

B

Itération= 1
Itération= 2
Itération= 3

0.0 0.1 0.2 0.3 0.4 0.5

0.
0

0.
4

0.
8

1.
2

RSB facteurs pixels axe 3

Ecart−type

R
S

B

Itération= 1
Itération= 2
Itération= 3

FIG. 2.23 – RSB sur les facteurs pixels de l’image bruitée cfbr(n)

α en fonction de l’écart type σ du bruit
pour différentes itérations d’AFC (3 axes).

2.4.4.2.3 Influence dans l’espace image On mesure le RSB hyperspectral dans l’espace image

f̂ br
λ

(n)
pour différentes itérations d’AFC-reconstitution par rapport à l’image sans bruit fλ (eq. 2.4.13).

Sur la figure 2.25, on constate que le RSB augmente entre l’image sans bruit (itération 0) et l’image

bruitée puis reconstituée par une AFC f̂ br
λ

(1)
(itération 1). Il est presque constant dès la deuxième

itération sauf pour l’image non bruitée fλ (σ = 0) où il décroît.

Remarque 2.4.6. Pour un écart type de 0, à l’itération 0, le RSB est égal à l’infini car il est calculé
entre l’image non bruitée fλ et elle même.



2.4 Filtrage et réduction de dimension 39

cf
(0)

α1
cf

(0)

α2
cf

(0)

α3
cf

br(0)

α1
cf

br(0)

α2
cf

br(0)

α3

cf
(1)

α1
cf

(1)

α2
cf

(1)

α3
cf

br(1)

α1
cf

br(1)

α2
cf

br(1)

α3

cf
(2)

α1
cf

(2)

α2
cf

(2)

α3
cf

br(2)

α1
cf

br(2)

α2
cf

br(2)

α3

FIG. 2.24 – Facteurs pixels pour différentes itérations de l’AFC sur l’image sans bruit fλ et sur l’image
bruitée f br

λ (σ = 0, 05).
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FIG. 2.25 – RSB hyperspectral de l’image bruitée f̂ br
λ

(n)
en fonction de l’écart type σ du bruit pour

différentes itérations d’AFC-reconstitution (3 axes).

Seule la première AFC-reconstitution permet de réduire le bruit. Au delà il n’y a aucun apport des
AFC-reconstitutions pour réduire le bruit. Pour une image sans bruit fλ, l’AFC introduit une erreur du
fait que l’on ne conserve pas tous les axes. A chaque itération de l’information est ainsi perdue.

Par conséquent une seule AFC-reconstitution suffit à débruiter l’image bruitée f br
λ (cf. remarque

2.4.5, p : 38).

2.4.4.3 Conclusion sur la composition d’AFC et de reconstitutions

Il apparaît ainsi que la composition d’AFC-reconstitutions permet de réduire le bruit sur une image
hyperspectrale. L’étude approfondie sur une image que l’on a bruitée a permis la mise en évidence de
plusieurs résultats intéressants :

– Pour une image hyperspectrale bruitée : faire une AFC afin de réduire la dimension et le bruit
spectral.

– Pour une image hyperspectrale non bruitée : faire une AFC pour réduire la dimension.
– Pour obtenir des facteurs pixels avec le moins de bruit possible :
• sur une image sans bruit : prendre les facteurs pixels après une AFC ;
• sur une image bruitée : faire une composition d’une AFC avec une AFC-reconstitution et

prendre les facteurs pixels cf (2)

α .
Pourquoi pour filtrer l’image bruitée une seule AFC suffit alors que pour filtrer les facteurs pixels

de cette même image bruitée il faut faire deux AFC ? En fait le bruit sur les facteurs pixels a tendance
à avoir moins d’importance lors de la reconstitution de l’image puisque chacun des facteurs pixels est
pondéré par sa valeur propre. En outre la reconstitution de l’image dépend du produit des fréquences
marginales νi.ν.j qui correspond à la reconstitution du centre de gravité ; ce centre donne l’apparence
générale de l’image. En revanche pour éliminer plus de bruit sur les facteurs pixels il faut itérer l’AFC.

En outre pour une image bruitée si le nombre d’axes décroît selon les nombre d’itérations, jusqu’à
ne garder que les axes contenant de l’information, le RSB s’améliore. Le bruit est ainsi mieux filtré.
Le cas idéal est donc de filtrer une image bruitée par composition d’AFC-reconstitutions avec un
nombre d’axes optimal dès la première itération. Si ce nombre d’axe est trop important lors la première
itération, il faut le réduire à l’itération suivante.
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2.4.5 Application de la composition d’AFC-reconstitutions

Afin de débruiter l’image IRM de souris « serim447 » et l’image « bouchon en plastique », on
utilise la composition de deux AFC-reconstitutions.

2.4.5.1 Image de souris

A partir des 16 axes factoriels retenus lors de la première AFC (cf. partie 2.4.1.5, p : 30), on
reconstitue l’image et on effectue une deuxième AFC-reconstitutions avec translation (eq. 2.4.14 p :
35).

Afin de vérifier l’utilité de 2 AFC-reconstitutions, les RSB sont estimés par ouverture sur les
canaux de l’image initiale fλ, reconstituée après 1 AFC f̂ (1)

λ et reconstituée après 2 AFC f̂ (2)
λ . Les

RSB sont également estimés sur les facteurs pixels de la première AFC cf (0)

α et de la deuxième AFC
cf (1)

α (fig. 2.26). On observe bien une amélioration du RSB dans l’espace image après la première
AFC. En revanche la deuxième AFC, n’apporte pas d’amélioration dans l’espace image. Dans l’espace
factoriel, le RSB sur les facteur pixels s’améliore à la deuxième itération d’AFC-reconstitution, par
rapport à la première. On retrouve bien le résultat de la partie 2.4.4.3 (p : 40).
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FIG. 2.26 – RSB sur les canaux de l’image et les facteurs pixels pour les différentes itérations d’AFC-
reconstitutions à 16 axes.

Remarque 2.4.7. Lors de la deuxième AFC, l’espace image est un espace dégénéré à 16 dimensions,
il y a donc 16 axes factoriels. Cependant, afin d’avoir des numéros d’axes de la deuxième AFC com-
parables à ceux la première AFC, on conserve les numéros des axes de la première AFC. Comme on
a supprimé, à la première AFC, les facteurs pixels associés aux axes 7 et 8, cf

(0)

α7
et cf

(0)

α8
, les facteurs

pixels associés au septième axe de la deuxième AFC sont notés cf
(0)

α9
. Lorsque l’on parle de l’inertie

des axes, on parle de l’inertie des axes de la première AFC qui est la seule à avoir un sens par rapport
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à l’ensemble de l’espace image. En effet, lors de la deuxième AFC la somme des inerties des axes,
conservés à la première AFC, est égale à 100% de la part d’inertie.

Observons les facteurs pixels lors de la deuxième AFC (fig. 2.27).
Après 2 AFC avec sélection du nombre d’axes par seuillage du RSB sur les facteurs pixels, on

calcule la valeur absolue du résidu, canal par canal, entre l’image de départ fλ et l’image reconstituée
après 2 AFC-reconstitutions f̂λ = f̂ (2)

λ :

∀i ∈ [1; 2; . . . ;P ], ∀j ∈ [1; 2; . . . ;L] rλj
(xi) = |fλj

(xi)− f̂λj
(xi)| (2.4.18)

On peut donc définir une image hyperspectrale de résidus rλ :

rλ = |fλ − f̂λ| (2.4.19)

dont les canaux rλj
sont définis par :

∀j ∈ [1; 2; . . . ;L] rλj
= |fλj

− f̂λj
|. (2.4.20)

Observons quelques canaux reconstitués après 2 AFC-reconstitutions (fig. 2.28) ainsi que les
images de résidus associés. On constate que du bruit a bien été retiré. Une discussion avec les méde-
cins, a montré qu’il s’agit d’un bruit lié à l’acquisition et qui est surtout présent au centre de l’image.

Les covariances spatiales centrées, grλj
, sur les canaux de ces résidus sont aussi mesurées :

∀j ∈ [1; 2; . . . ;L] grλj
= E[rλj

rλj
] (2.4.21)

avec rλj
= 1

P

∑P
i=1 rλj

(xi).
On remarque que les covariances centrées grλj

présentent bien un pic à l’origine ce qui signifie
que les résidus correspondent à du bruit et non à du signal (fig. 2.28).

Afin d’observer, l’influence du débruitage dans le domaine spectral, on trace les spectres fα(xi)
en quelques points (fig. 2.29). Les spectres filtrés par deux AFC-reconstitutions f̂ (2)

λ (xi) ont une va-
riabilité plus faible que les spectres non filtrés, en outre, ils permettent de mettre plus facilement en
évidence la tendance générale des spectres. Ainsi pour les spectres correspondant à la tumeur, i.e. les
points (22,81) et (30,90), la cinétique du signal est à l’augmentation. Ceci correspond à l’accumulation
du produit radioactif dans la tumeur.

Remarque 2.4.8. Dans la suite de ce travail, nous utiliserons la notation f̂λ pour les images reconsti-
tuées après composition de deux AFC-reconstitutions : f̂λ = f̂ (2)

λ .
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cf
(1)

α1
14,63% cf

(1)
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5,73% cf

(1)

α3
3,91% cf

(1)
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3,33% cf

(1)

α5
2,27%

cf
(1)
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2,12% cf

(1)

α9
1,19% cf

(1)

α10
1,15%

cf
(1)

α11
1,08% cf

(1)

α12
1,01% cf

(1)

α13
0,92% cf

(1)

α15
0,78%

cf
(1)

α16
0,75% cf

(1)

α17
0,67% cf

(1)

α18
0,57% cf

(1)

α19
0,54%

FIG. 2.27 – Les facteurs pixels sur les 16 axes de la deuxième AFC et les inerties des axes.
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fλ1 fλ12 fλ13 fλ256 fλ512

rλ1 rλ12 rλ13 rλ256 rλ512

f̂
(2)
λ1

f̂
(2)
λ12

f̂
(2)
λ13

f̂
(2)
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f̂
(2)
λ512
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grλ1
grλ12
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grλ256
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FIG. 2.28 – Cinq canaux de l’image hyperspectrale de souris « serim447 » avant F et après 2 AFC-
reconstitutions à 16 axes f̂ (2)

λ , leurs résidus rλ et leurs covariances grλ
. Pour des questions de visuali-

sation la dynamique de niveaux de gris des résidus à été étirées entre 0 et 255.
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FIG. 2.29 – Mesures de 5 spectres avant et après 2 AFC-reconstitutions à 16 axes ainsi que des résidus
associés.
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2.4.5.2 Image du bouchon en plastique

Sur l’image « bouchon en plastique », on effectue la composition deux AFC-reconstitutions. Par
observation des facteurs pixels et de leurs RSB et inerties on ne retient que deux axes factoriels (fig.
2.30).

cfα1
cfα2

cfα3
cfα4

cfα5
cfα6

τα1 = 13, 84% τα2 = 3, 13% τα3 = 1, 81% τα4 = 1, 80% τα5 = 1, 78% τα6 = 1, 77%

RSBα1 = 4, 35 RSBα2 = 1, 55 RSBα3 = 0, 17 RSBα4 = 0, 15 RSBα5 = 0, 21 RSBα6 = 0, 14

FIG. 2.30 – Facteurs pixels sur les 6 premiers axes factoriels de l’image bouchon en plastique, leurs
inerties τα et leurs RSB RSBα. Les facteurs pixels associés aux axes rejetés sont notés en rouge.

On observe l’effet du débruitage spectral dans le domaine spatial sur un canal et dans le domaine
spectral. On observe que le bruit a été réduit dans le domaine spectral (fig. 2.31).
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FIG. 2.31 – (a) Canal fλ50 . (b) Canal f̂λ50 après 2 AFC-reconstitutions à 2 axes, le point de mesure du
spectre est indiqué en rouge. (c) Spectre avant filtrage. (d) Spectre filtré.

2.4.6 Réduction de dimension par modélisation du spectre

La dernière méthode utilisée dans ce travail pour réduire les données est la modélisation du spectre
qui permet d’obtenir des cartes de paramètres utilisées ensuite, pour la classification et la segmentation
morphologique. L’ensemble des cartes de paramètres forme donc une image hyperspectrale :

p(x) = (p1(x), . . . , pM (x)) (2.4.22)

Un modèle mathématique de droite, rapide à calculer, a été ajusté sur une partie de la courbe des
spectres. On peut envisager d’ajuster des modèles plus complexes, mais ceux-ci qui tiennent compte
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de la physique du phénomène [13] seront plus longs à ajuster. Cependant, comme un des objectifs
de ce travail est de présenter des méthodes suffisamment générales pour être utilisées dans différents
types d’imagerie, nous avons uniquement étudié ce modèle mathématique.

Sur chaque spectre, de l’image filtrés f̂λ par deux AFC-reconstitutions, dont on a retiré les 20
premières valeurs correspondant au régime transitoire, on choisit d’ajuster le modèle de droite (fig.
2.32) :

f̂λ(xi) ∼ a(xi)λ+ b(xi) avec λ = λ21 . . . λ512 ∀i = 1 . . . P (2.4.23)

Ce modèle est composé de deux paramètres :
– la pente p1 = a

– l’ordonnée à l’origine p2 = b

Afin de tenir compte de l’information contenue dans le régime transitoire, qui correspond à l’injec-
tion du produit de contraste, on définit un troisième paramètre qui correspond à l’amplitude maximale
sur les 20 premières valeurs de chaque spectre. Ce paramètre, appelée « montée », p3 = m, est défini
par :

m(xi) = max
j∈[1:20]

(f̂λj
(xi))− min

j∈[1:20]
(f̂λj

(xi)) ∀i = 1 . . . P (2.4.24)

b a
m

canaux

amplitude f  xi

FIG. 2.32 – Ajustement du modèle sur un spectre fλ(xi).

Après ajustement du modèle pour chaque spectre fλ(xi), on obtient des cartes de paramètres (fig.
2.33). On observe que les principales structures morphologiques de la souris, i.e. le cœur, la tumeur et
les poumons, ressortent bien sur ces cartes de paramètres.

En outre, la réduction de données est forte puisque l’on passe d’une image hyperspectrale à 512
canaux à une image à 3 canaux.
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p1 = a p2 = b p3 = m

FIG. 2.33 – Cartes des paramètres de pente p1 = a, d’ordonnée à l’origine p2 = b et de montée
p3 = m.

2.4.7 D’autres méthodes pour la réduction de dimension

2.4.7.1 Combinaison de plusieurs AFC avec information spatio-spectrale

Afin d’introduire l’information spatiale dans l’AFC, on choisit de créer, à partir des facteurs pixels
cf

α = (cfα1
, cfα2

, cfα3
), de nouvelles variables qui tiennent compte de l’information spatiale. Ces nou-

velles variables sont ensuite filtrées par AFC et reconstituées. Puis on effectue une dernière reconsti-
tution pour récupérer l’image de départ à partir de ces variables (fig. 2.34).

Image
bruitée

Création de
nouvelles variables

sur le V8 des
facteurs pixels

Facteurs
pixels

Conservation des 3
variables centrales
(« zéro » du V8)

AFC 1 AFC 2

facteurs pixels sur 3 axes → 27 variables

facteurs pixels sur 3 axes ← 27 variables

ReconstitutionReconstitution

f 
br

c
f c

f vois
c
cfvois

c
f c

f vois

f 
brvois

FIG. 2.34 – Schéma de la méthode de combinaison d’AFC avec introduction d’information spatiale.

Les nouveaux facteurs pixels sont obtenus par remplacement de chaque pixel par un de ses voisins
sur un voisinage V 8 (fig. 2.35) à partir d’un facteur pixel cfαk

: {cfvois0
αk

, cfvois1
αk

, . . . , cfvois9
αk

}. On
remarque que cfαk

= cfvois0
αk

.
Les nouvelles variables sont donc :

cfvois
α = {cfvois0

α1
, cfvois1

α1
, . . . , cfvois9

α1
, . . . , cfvois0

αk
, cfvois1

αk
. . . , cfvois9

αk
, . . . , cfvois0

αK
, cfvois1

αK
. . . , cfvois9

αK
}

(2.4.25)
Sur les nouvelles variables cfvois

α , on applique une AFC et l’on conserve les facteurs pixels des
deux premiers axes factoriels ccfvois

α = (cc
fvois

α1
, cc

fvois

α2
).
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4 3 2
5 0 1
6 7 8

FIG. 2.35 – Voisinage V 8.

A partir de ces deux axes, on reconstitue les 27 variables ĉfvois
α . On sélectionne les 3 variables

correspondant à la position 0 : ĉfvois0
α1 , ĉfvois0

α2 , ĉfvois0
α3 . A partir des ces 3 variables correspondant aux

facteurs pixels cf
α = (cfα1

, cfα2
, cfα3

), on reconstitue l’image de départ f̂ br
λ

vois
.

Remarque 2.4.9. Dans la pratique, les nouvelles variables ccfvois

α sont obtenues par translation sur
un voisinage V 8. Il est à noter que pour éviter les problèmes de bord on réduit l’image des nouvelles
variables. Pour ce faire, on leur enlève un cadre extérieur d’un pixel d’épaisseur. On garde en mémoire
chacun des cadres, associés à chacun des axes, pour la reconstitution de l’image f̂vois

λ . En effet, on

rajoute alors ce cadre sur les variables ĉfvois0
α1 , ĉfvois0

α2 , ĉfvois0
α3 .

Pour faire la manipulation, on bruite une image par un bruit de Poisson de paramètre égal à l’am-
plitude de chaque point fλj

(xi) (fig. 2.36).

f br
λ39

−→ cfα1
cfα2

cfα3
−→ 27 variables

cc
fvois

α1
cc

fvois

α2
cc

fvois

α3
cc

fvois

α4
cc

fvois

α5
cc

fvois

α6

ĉfvois0
α1 ĉfvois0

α2 ĉfvois0
α3 −→ f̂λ39

vois

FIG. 2.36 – Facteurs pixels dans les différents espaces de composition d’AFC avec information spa-
tiale sur un voisinage V8. Les facteurs pixels des axes non retenus sont indiqués en rouge.
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On constate que cette analyse introduit sur l’image reconstituée un flou à cause de l’introduction
de la dimension spatiale. En outre les facteurs pixels de la deuxième AFC cc

fvois

α3
, cc

fvois

α4
, cc

fvois

α5
et

cc
fvois

α6
correspondent à la translation spatiale des facteurs cf

α. Dans notre analyse, ils ne sont pas
conservés, cependant ils pourraient être utilisés pour détecter le mouvement.

Afin de comprendre les effets de ces deux AFC avec introduction de l’information spatiale. On
décide de filtrer, par une moyenne sur un voisinage V 8, les facteurs pixels après la première AFC

cf
α, puis on reconstitue l’image de départ f̂ br

λ

filtre
. On trace la carte des distance du chi-deux, et

l’histogramme, entre l’image de départ fλ sans bruit et les images reconstituées après 2 AFC spatiales

f̂ br
λ

vois
, et 1 AFC avec filtrage par moyenne f̂ br

λ

filtre
(fig. 2.37). On constate que l’on obtient des

résultats similaires. Ainsi au niveau du rendu, la composition d’AFC spatiale revient au filtrage spatial
des facteurs pixels par moyenne.

(a) (b)

FIG. 2.37 – Cartes de distance du chi-deux, et histogrammes associés, (a) entre l’image sans bruit fλ et

l’image reconstituée après 2 AFC spatiales f̂ br
λ

vois
, (b) entre l’image sans bruit et l’image reconstituée

après 1 AFC avec filtrage par moyenne f̂ br
λ

filtre
.

2.4.7.2 Méthodes tensorielles

Les méthodes tensorielles [186], qui n’ont pas été utilisées dans cette thèse, pourraient servir à
analyser les images hyperspectrales, si l’on disposait de séries de transformations sur les canaux. Par
exemple des ouvertures γ et fermetures φ de taille croissante : γ1, γ2, γ3, . . . ou φ1, φ2, φ3, . . . (fig.
2.38). Dans [150], appliquent directement la méthode tensorielle sur le cube de données hyperspec-
trales, sans avoir d’autres descripteurs, comme les ouvertures ou les fermetures, ce qui est un peu
limitant. Les méthodes tensorielles sont aussi utilisées en imagerie médicale comme l’Imagerie par
Résonance Magnétique Fonctionnelle (FMRI) [15].
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FIG. 2.38 – Tenseur des fermetures suivies d’ouvertures γl ◦ φk de tailles croissantes pour différents
canaux de l’image « woman face ».

2.4.7.3 Sélection des bandes spectrales d’intérêt

Il existe de nombreuses méthodes pour sélectionner les bandes spectrales d’intérêt à partir de para-
mètre physiques des constituants d’une image. La thèse de F. Schmidt [158] présentent ces méthodes.

Lors d’une AFC ou d’une ACP, on peut également sélectionnées les canaux qui sont les plus
représentés par un axe factoriel à l’aide du cercle de corrélation. La corrélation d’un canal par rapport
à un axe factoriel est l’angle, normalisé entre -1 et 1, entre le vecteur associé au canal et l’axe factoriel
considéré (fig. 2.39). Par conséquent plus un canal est proche d’une axe extrémité d’un axe, plus il est
représenté par cet axe. En AFC, on ne parle pas de corrélation met de qualité de représentation sur un
axe.
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FIG. 2.39 – Cercle de corrélation des canaux de l’image « woman face » dans le plan factoriel AFC.
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2.4.8 Conclusion du filtrage et de la réduction de dimension

Les diverses méthodes de réduction de dimension présentées dans ce mémoire, permettent d’obte-
nir des espaces de dimension réduite et ainsi de lutter contre le phénomène de Hughes [81]. Dans les
nouveaux espaces ainsi créer, on va pouvoir classifier correctement les spectres, évitant ce phénomène
qui fait que les espaces de grande dimension sont très « vides ». On effectue ainsi une comparaison
entre les pixels vecteurs afin de les regrouper selon une similarité spectrale. Ainsi chaque pixel vecteur
est comparé à l’ensemble des autres. Il s’agit donc bien d’une comparaison globale sur l’image qui
est effectuée.

2.5 État de l’art de la classification

Dans cette partie nous présentons les méthodes utilisées dans ce travail et les méthodes non-
supervisées et supervisées les plus courantes. Les méthodes supervisées nécessitent un échantillon
d’apprentissage défini par un opérateur, sur lequel le classificateur est entraîné. Une fois que le clas-
sificateur est entraîné, on classifie les données sans intervention d’un utilisateur. Quant aux méthodes
non-supervisées, elles ne nécessitent pas d’ensemble d’entraînement. Par contre, il est nécessaire
d’avoir un a-priori comme le nombre de classes.

2.5.1 Kmeans

K-means est une méthode des plus connues pour la classification non-supervisée créée par Harti-
gan et Wong en 1979 [75]. Elle nécessite comme unique paramètre un nombre de classes. Elle corres-
pond à la méthode des « nuées dynamiques » créée en France par Diday en 1971 [51]. Cet algorithme
nécessite un nombre de classes pré-défini.

L’algorithme kmeans consiste à tirer aléatoirement des centres deK classes, puis de manière itérée
jusqu’à convergence :

– recherche de la classe la plus proche de chaque point ;
– échange de points entre deux classes. pour minimiser la somme des distances intra classeW (C)

(eq. 2.5.1)

W (C) =
1
2

K∑
k=1

∑
C(i)=k

∑
C(i′)=k

‖xi − xi′‖2 (2.5.1)

avec C(i) la classe du point xi, ‖xi − xi′‖2 la distance euclidienne carrée entre deux points xi et xi′ :
‖xi − xi′‖2 =

∑L
j=1(xij − xi′j)2.

La somme des distances intra-classe peut s’écrire [76] :

W (C) =
K∑

k=1

Nk

∑
C(i)=k

‖xi − xk‖2,

où xk = (x1k, . . . , xLk) est le vecteur moyen associé à la ke classe, et Nk =
∑P

i=1 I(C(i) = k). I(a)
est l’indicatrice de a qui vaut 1 si a est vérifiée et 0 sinon. Donc, le critère est minimisé en assignant
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les P observations auxK classes telles qu’à l’intérieur de chaque classe la différence des observations
à la moyenne de la classe, définie pas les points de la classe, soit minimale.

Un algorithme itératif, descendant, pour résoudre

C∗ = min
C

K∑
k=1

Nk

∑
C(i)=k

‖xi − xk‖2

peut être obtenu en remarquant que pour chaque ensemble d’observations S :

xS = argmin
m

∑
i∈S

‖xi −m‖2. (2.5.2)

Ainsi, on obtient C∗ en résolvant le problème d’optimisation :

min
C,{mk}K

1

K∑
k=1

Nk

∑
C(i)=k

‖xi − xk‖2. (2.5.3)

C∗ peut être minimisé par la procédure d’optimisation alternée décrite dans l’algorithme 1.

Algorithme 1 Classification kmeans
1: Pour une affectation donnée C des classes, la variance totale de la classe (eq. 2.5.3) est minimisée

par rapport à (m1, . . . ,mK) ce qui modifie les moyennes des classes actuellement définies (eq.
2.5.2).

2: Étant donné l’ensemble courant des moyennes (m1, . . . ,mK), l’équation 2.5.3 est minimisée par
affectation de chaque observation à la moyenne de la classe (courante) la plus proche, i.e. :

C(i) = argmin
1≤k≤K

‖xi −mk‖2

3: Les étapes 1 et 2 sont itérées jusqu’à ce que les assignation ne changent plus.

Remarque 2.5.1. Il est important d’exécuter l’algorithme de nombreuses fois avec des centres de
classes aléatoires, et de choisir la solution pour laquelle la fonction C∗ est minimale.

Remarque 2.5.2. La métrique associée à kmeans est la métrique euclidienne. Il est donc important
d’utiliser un espace ou les données sont euclidiennes. Les espaces factoriels de l’AFC ou de l’ACP
s’y prêtent donc naturellement puisque leur métrique est la métrique euclidienne. En outre ces espaces
sont de dimension réduites ce qui améliore les temps de calcul et réduit le phénomène de Hughes.

2.5.2 k-medoids

L’algorithme des k-medoids est non supervisé et nécessite comme unique paramètre un nombre
de classes.

L’algorithme kmeans nécessite une mesure de dissemblance qui est la distance euclidienne carrée
D(xi, xi′) [76]. La seule partie de kmeans qui suppose une distance euclidienne carrée est l’étape de
minimisation (eq. 2.5.2). Les représentants des classes {m1, . . . ,mK} (eq. 2.5.3) sont supposés être
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les moyennes des classes courantes. L’algorithme peut être généralisé avec une mesure de dissem-
blance quelconque D(xi, xi′) en remplaçant cette étape par une optimisation explicite par rapport à
{m1, . . . ,mK} dans l’équation 2.5.3. Dans les méthodes les plus communes, les centres de chaque
classe sont restreints à être une des observations affectées à la classe, comme expliqué dans l’al-
gorithme 2. On peut également utiliser cette méthode sur des données décrites par des matrices de
dissemblance. Il n’est pas nécessaire de calculer de manière explicite le centre des classes ; il suffit
juste des indices i∗k .

Remarque 2.5.3. Les mesures de dissemblance, à la différence des distances, ne vérifient pas l’inéga-
lité triangulaire.

Résoudre l’équation 2.5.2 pour chaque classe provisoire k requiert un nombre d’opérations pro-
portionnel au nombre d’observations qui lui sont affectées, tandis que pour résoudre l’équation 2.5.5
la complexité est en O(N2

k ). Étant donné un ensemble de centres de classes, {i1, . . . , iK}, l’obtention
des nouvelles affectations :

C(i) = argmin
1≤k≤K

Dxi,xi∗
k

(2.5.4)

requiert un nombre d’opérations proportionnel à K ×N . Par conséquent, l’algorithme des k-medoids
a un nombre de calculs beaucoup plus élevé que kmeans.

Algorithme 2 Classification k-medoids
1: Pour une affectation donnée C des classes, trouver l’observation de la classe qui minimise la

distance totale aux autres points dans cette classe (i.e. la médiane vectorielle) :

i∗k = argmin
{i:C(i)=k}

∑
C(i′)=k

D(xi, xi′) (2.5.5)

Alors les mk = xi∗k
, k = 1, 2, . . . ,K sont les estimations courantes des centres des classes.

2: Étant donné un ensemble courant des centres de classes (m1, . . . ,mK), minimiser l’erreur totale
en assignant chaque observation au centre de classe (courant) le plus proche :

C(i) = argmin
1≤k≤K

D(xi,mk)

3: Les étapes 1 et 2 sont itérées jusqu’à ce que les assignation ne changent plus.

L’alternance entre les équations 2.5.5 et 2.5.4 constitue une stratégie particulière de recherche
d’heuristique pour essayer de résoudre :

min
C,{ik}K

1

K∑
k=1

∑
C(i)=k

Dxi,xik
. (2.5.6)

Kaufman et Rousseuw [90], proposent une stratégie alternative qui résout directement l’équation
2.5.6 en échangeant provisoirement chaque centre ik avec une observation qui n’est pas un centre
courant ; ceci en sélectionnant les échanges qui donnent la plus grande réduction du critère (eq. 2.5.6).
Ce procédé est répété jusqu’à ce qu’aucun autre échange avantageux ne puisse t’être trouvé.
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Remarque 2.5.4. Comme l’algorithme des k-medoids est très coûteux en temps de calcul, Kaufman et
Rousseuw ont développé l’algorithme Clara (Clustering LArge Applications)

2.5.3 Clara

L’algorithme CLARA (Clustering Large Applications) a été créée par Kaufman et Rousseuw en
1986 [90] pour classifier des ensembles ayant beaucoup de données avec des temps de calcul accep-
tables. Clara est un algorithme non supervisé qui nécessite comme unique paramètre un nombre de
classes.

Sur un sous échantillon de l’ensemble des points à classer, une classification par k-medoids est
effectuée. k objets représentatifs sont ainsi déterminés. Les autres points sont classifiés selon le centre
de la classe qui leur est le plus proche. La distance moyenne obtenue pour l’affectation est utilisée
comme une mesure de qualité de la classification. Le procédé est répété 5 fois en tenant compte, à
chaque itération, des centres des classes de l’itération précédente. La classification retenue est celle
qui a la distance moyenne la plus faible.

Remarque 2.5.5. Cet algorithme a été très utilisé pour cette thèse en raison de son efficacité pour les
ensemble contenant beaucoup de points ; ce qui est le cas pour des images hyperspectrales.

2.5.4 LDA

L’Analyse Discriminante Linéaire, Linear Discriminant Analysis (LDA) en anglais, consiste à
séparer par des hyperplans linéaires les classes d’une classification. Pour dire si un point appartient
à une classe où à une autre, on utilise une fonction discriminante δk(x) pour chaque classe k et on
classifie le point x dans la classe qui a la plus grande valeur pour cette fonction discriminante.

Classifier revient à connaître les probabilités conjointes des classesG = k connaissant les données
X = x Pr(G|X) [76]. Supposons que fk(x) est la distribution conditionnelle de X dans la classe
G = k, et soit πk la probabilité a priori de la classe k, avec

∑K
k=1 πk = 1. L’application simple du

théorème de Bayes donne :

Pr(G = k|X = x) =
fk(x)πk∑K
l=1 fl(x)πl

. (2.5.7)

On remarque qu’en terme d’aptitude à classifier, connaître les fk(x) est pratiquement équivalent à
connaître Pr(G = k|X = x). La LDA est un modèle qui s’appuie sur la distribution des classes. La
LDA utilise des distributions gaussiennes multivariées :

fk(x) =
1

(2π)p/2|Σk|1/2
e−

1
2
(x−µk)tΣ−1

k (x−µk). (2.5.8)

La LDA est utilisée dans le cas particulier où l’on suppose que les classes k ont la même matrice
de covariance Σk = Σ ∀k. Par comparaison de deux classes k et l, en prenant le logarithme du
rapport, on obtient une équation linéaire en x :

ln
Pr(G = k|X = x)
Pr(G = l|X = x)

= ln
fk(x)
fk(l)

+ ln
πk

πl

= ln
πk

πl
− 1

2
(µk + µl)tΣ−1(µk − µl) + xtΣ−1(µk − µl). (2.5.9)
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Cette équation est celle de la frontière entre les classes k et l. C’est l’équation d’un hyperplan en
dimension p. Si l’on divise Rp en régions qui sont classifiées comme : classe 1, classe 2, ..., ces
régions seront séparées par des hyperplans.

De l’équation 2.5.9, on en déduit les fonctions discriminantes linéaires qui sont équivalentes à la
règle de décision, avec G(x) = argmaxk δk(x).

δk(x) = xtΣ−1µk −
1
2
µt

kΣ
−1µk + lnπk (2.5.10)

Dans la pratique les paramètres des distributions gaussiennes ne sont pas connus. Il est donc
nécessaire de les estimer sur l’ensemble d’entraînement :

– π̂k = Nk/N , où Nk est le cardinal de la classe k ;
– µ̂k =

∑
gi=k xi/Nk ;

– Σ̂ =
∑K

k=1

∑
gi=k(xi − µ̂k)(xi − µ̂k)t/(N − k).

Remarque 2.5.6. La LDA nécessite un ensemble d’entraînement pour apprendre les paramètres du
classificateur, un ensemble de validation pour mesurer les erreurs d’entraînement et de test et enfin
un ensemble de test : c’est à dire l’ensemble des données que l’on veut classifier. Souvent on parle
uniquement d’ensemble d’entraînement et d’ensemble de test. Dans ce cas l’ensemble de validation
est un sous-ensemble de l’ensemble d’entraînement. Lorsque l’on a peu de données, une technique
pour diviser l’ensemble d’entraînement en « train » et « validation » est la validation croisée ou
« cross-validation » [76].

La LDA est utilisée dans la littérature pour des données multivariées ; citons entre autres [180].

2.5.5 D’autres classificateurs

Il existe de nombreuses autres techniques de classification dont :

– les « Support Vector Machines » (SVM) [36]. Cette méthode n’est pas sensible au phénomène
de Hughes [104]. Une présentation concise de la méthode est faite dans [76]. Les SVM ont
notamment été appliqués en imagerie hyperspectrale dans [71, 105, 9] ;

– K-nearest neighbors : c’est à dire les k plus proches voisins [76, 97] classification par approche
spatio-spectrale [111, 148] ;

– de nombreuses méthodes de classification pour les images hyperspectrales sont recensées dans
la thèse de F. Schmidt [158].

Comme classification spatio-spectrale, citons entre autre Paclik [143] qui obtient, grâce à des
classificateurs statistiques les probabilités d’appartenance des pixels à des clusters dans le domaine
spectral et des probabilités d’appartenance des pixels dans le domaine spatial. Les probabilités d’ap-
partenance spatio-spectrales des pixels sont obtenues par multiplication des deux probabilités. En effet
on suppose que l’information spatiale et l’information spectrale sont indépendantes. Les pixels sont
ainsi classifiés et le procédé est répété jusqu’à convergence.
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2.6 Classification

Après avoir fait un état de l’art des différents classificateurs, nous présentons dans cette partie, nos
résultats de classification. Les classificateurs employés sont les suivants : kmeans, clara et l’Analyse
Discriminante Linéaire (LDA). Ils permettent de regrouper les pixels vecteurs en classes spectralement
homogènes. Chaque pixel est ainsi comparé à tous les autres présents dans l’image. Il s’agit donc bien
d’une analyse globale des spectres de l’image.

2.6.1 Kmeans

La métrique sous-jacente à l’algorithme kmeans est la métrique euclidienne. Il est donc important
d’appliquer cet algorithme dans un espace dont la métrique associée est la métrique euclidienne,
comme les espaces factoriels de l’AFC ou de l’ACP.

Appliquer kmeans directement dans l’espace image fλ le rendrait très dépendant aux points aber-
rants. Les normalisations effectuées sur chacune des variables (i.e. les canaux) par l’AFC ou l’ACP,
afin de créer des espaces euclidien, sont essentielles pour palier à ce problème.

Comme expliqué dans la partie 2.4.4 (p : 35) nous appliquons la composition de deux AFC-
reconstitutions sur les images bruitées comme celle de souris « serim447 » ou « bouchon en plastique »
afin de réduire le bruit dans l’espace factoriel. Pour une image quasiment sans bruit, comme l’image
« woman face », une seule AFC suffit.

Classifions les spectres dans l’espace factoriel en 5 classes. Les points de départs sont choisis aléa-
toirement (fig. 2.40). On relance kmeans 1000 fois avec 20 itérations d’échange de classes à chaque
fois. On observe que la classification κkmeans,5

cf
α

uniquement spectrale respecte les contours principaux

de l’image. Pour comparaison, on effectue une classification en 4 classes κkmeans,4
cf

α
. On constate que

les classes « cyan » et « verte » de la classification en 5 classes on été regroupées dans la classe
« verte » de la classification en 4 classes. On préférera, par la suite, conserver la classification en 5
classes κkmeans,5

cf
α

.
Pour l’image de souris « serim447 », on effectue une classification en 5 classes après deux AFC-

reconstitutions κkmeans,5 (2.41). On constate que l’anatomie de la souris ressort bien pour ce nombre
de classes :

– classe verte : correspond pour la grosse partie en haut à droite à la tumeur ;
– classe rouge : le fond même si certaines parties de la souris ont une réponse spectrale similaire

à celle du fond ;
– classe bleue : le cœur ;
– classe noire : poumon ;
– classe cyan : classe intermédiaire entre les poumons et l’extérieur du corps de la souris.
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FIG. 2.40 – Classification kmeans (5 classes) dans l’espace factoriel cf
α : (a) représentation des facteurs

pixels classifiés et des centres des classes dans l’espace factoriel formé des 3 axes factoriels et (b)
classification associée κkmeans,5

cf
α

. (c) Classification kmeans (4 classes) κkmeans,4
cf

α
.

FIG. 2.41 – Classification kmeans (5 classes) κkmeans,5
cf

α
dans l’espace factoriel cf

α.

2.6.2 Clara

En ce qui concerne l’image « bouchon en plastique », on cherche à détecter les tâches de colle.
Pour ce faire, on effectue une classification clara κclara,3

cf
α

en 3 classes dans l’espace factoriel cf
α

après deux AFC-reconstitutions. On constate que la classification fait apparaître les 3 tâches de colles.
Cependant la classe verte correspondant à la colle regroupe également d’autres parties du bouchon et
du fond (fig. 2.42).

Pour améliorer les résultats, on décide d’ajuster un modèle de droite sur l’image filtrée f̂λ sur les
spectres après avoir retiré les 10 premières valeurs correspondant au décalage :
f̂λ(x11), f̂λ(x12), . . . , f̂λ(x60). Les 10 premières valeurs sont utilisées pour ajuster le paramètre de
montée du modèle (cf. partie 2.4.6, p : 46). Des cartes de paramètres p = (a, b,m) sont ainsi obte-
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Référence κclara,3
cf

α

FIG. 2.42 – Référence et classification clara (3 classes) κclara,3
cf

α
dans l’espace factoriel cf

α pour l’image
« bouchon en plastique ».

nues (fig. 2.43).

a b m

FIG. 2.43 – Cartes des paramètres du modèle ajusté sur l’image « bouchon en plastique » filtrée f̂λ :
pente a, ordonnée à l’origine b et montée m.

Une classification clara en 9 classes dans l’espace des paramètres p est ensuite effectuée κclara,9
p .

On voit bien ressortir les tâches de colles sur la classe de couleur magenta (fig. 2.44 (a)). Les résultats
sont donc meilleurs que ceux obtenus avec la classification sur les axes factoriels κclara,3

cf
α

.
Comme on voudrait avoir une classification avec deux classes : la colle et le reste de l’image,

on utilise un autre procédé. En outre la métrique euclidienne dans l’espace des paramètres n’est pas
forcément adaptée. Il est donc nécessaire d’orthogonaliser les paramètres par une ACP. On ne conserve
que les deux premiers axes factoriels sur 3 axes factoriels après observation des RSB et des inerties
(fig. 2.45) :

cp
β = (cpβ1

, cpβ2
, cpβ3

) (2.6.1)

On effectue une classification clara 3 classes sur les facteurs pixels du l’axe 1 de l’ACP κclara,3
cpβ1

(fig. 2.46 (a)). On sélectionne la classe verte κclara,3
cpβ1

(verte) qui correspond au centre du bouchon,

c’est à dire là où se trouve la colle. On effectue ensuite une classification clara en deux classes,
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FIG. 2.44 – Classification clara pour l’image « bouchon en plastique » en 9 classes dans l’espace des
3 paramètres p = (a, b,m) κclara,9

p .

cpβ1
(b) cpβ2

(c) cpβ3

τβ1 = 97,24 % τβ2 = 2,10 % τβ3 = 0,66 %
RSBβ1 = 115 RSBβ2 = 6 RSBβ3 = 0,4

FIG. 2.45 – Facteurs pixels cp
β de l’ACP sur les paramètres p = (a, b,m), leurs parts d’inerties, τβ , et

leur RSB, RSBβ .

κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
, sur les facteurs pixels des deux axes, cpβ1

et cpβ2
, pour la restriction de leurs

pixels à la classe verte précédente x ∈ κclara,3
cpβ1

(verte). Les autres pixels sont mis dans la classe

correspondant au fond (fig. 2.46). On constate que la classification obtenue est très similaire à la
référence.
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(a) κclara,3
cpβ1

(b) ref (c) κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
(d) image différence

FIG. 2.46 – (a) Classification clara 3 classes sur les facteurs pixels du l’axe 1 de l’ACP κclara,3
cpβ1

, (b)

référence ref , (c) classification κclara,2

a,m|x∈κclara,3

c
p
β1

(verte)
clara en 2 classes sur les facteurs pixels cpβ1

et

cpβ2
des deux axes pour les pixels sélectionnés x ∈ κclara,3

cpβ1

(verte) et (d) image différence entre ref

et κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
.

2.6.3 Approche modèle

Nous avons introduit une nouvelle méthode de classification qui classifie le spectres par rapport à
des spectres de référence obtenus par classification kmeans (fig. 2.47). Plutôt que de travailler direc-
tement sur les spectres avec une métrique du chi-deux ce qui redonnerait la classification kmeans, on
utilise le modèle de droite ajusté sur le spectre et la métrique associée à la norme 1.

f  kmeans Spectres 
moyens

Ajustement 
du modèle Classification 

selon les 
spectres de 
référence


c
f
kmeans ,5

nombre de classes : 5

spf 
kmeans


spf
kmeans

Ajustement 
du modèle 

f 

f
mod ,5

FIG. 2.47 – Schéma de la classification par approche modèle.

Observons les spectres moyens de l’image filtrée f̂λ pour la classification kmeans (fig. 2.48). On
constate que les tendances des spectres moyens spkmeansbfλ correspondent à la cinétique du produit de
contraste injecté dans la souris. C’est à dire que :

– le produit s’accumule dans la tumeur (classe verte) ;
– le produit est expulsé des cavités cardiaques (classe bleue) car il est injecté dans l’aorte ;
– le spectre du fond est quasiment constant.

Sur ces spectres moyens, un modèle de droite est ajusté δ
spkmeansbfλ = δ

spkmeansbfλ
1 , . . . , δ

spkmeansbfλ
k , . . . , δ

spkmeansbfλ
5 .

On fait de même pour chaque pixel vecteur fλ(xi) et l’on note le modèle δbfλ = δ
bfλ
x1
, . . . , δ

bfλ
xi
, . . . , δ

bfλ
xP

.
On classifie chaque point xi par minimisation de la distance d1 entre modèle des spectres moyens
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δ
spkmeansbfλ
k et modèle des spectres en chaque pixel δbfλ

xi
. La classe du point xi est notée C(xi) (eq. 2.6.2,

fig. 2.49).
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FIG. 2.48 – Spectres moyens de la classification kmeans κkmeans,5
cf

α
.

C(xi) = argmin
k

d1(δ
spkmeansbfλ
k , δ

bfλ
xi

) = argmin
k

 L∑
j=1

∣∣∣∣∣δspkmeansbfλ
k (λj)− δ

bfλ
xi(λj)

∣∣∣∣∣
 (2.6.2)

La classification obtenue κmod,5bfλ , par approche modèle, donne un filtrage plus robuste qu’avec
kmeans car un filtrage statistique des données est fait par le modèle (fig. 2.50). La classification kmeans

est néanmoins nécessaire pour obtenir les spectres moyens δ
spkmeansbfλ
k .



2.6 Classification 63

canaux

amplitude amplitude

canaux

Modèle de spectre moyen (kmeans)Modèle de spectre en un pixel

Ecart entre modèles

k

spf
kmeans

xi

f 

FIG. 2.49 – Minimisation de la distance d1 entre modèle des spectres moyens δ
spkmeansbfλ
k et modèle des

spectres en chaque pixel δbfλ
xi

.

(a) ref (b) κkmeans,5
cf

α
(c) κmod,5bfλ

FIG. 2.50 – (a) Référence ref des médecins, (b) classification kmeans en 5 classes κkmeans,5
cf

α
, et (c)

classification par approche modèle κmod,5bfλ en 5 classes sur l’image filtrée par AFC f̂λ.

2.6.4 Analyse discriminante linéaire (LDA)

Comme expliqué dans la partie 2.5.4 (p : 55), la LDA requiert un ensemble d’entraînement. Pour
ce faire des pixels appartenant de manière certaine à quatre parties distinctes de l’anatomie de la
souris, sont sélectionnées :

– la tumeur en vert train(vert) = t1 ;
– les cavités cardiaques, encore appelées cœur, en bleu train(bleu) = t2 ;
– le fond en rouge train(rouge) = t3 ;
– les poumons en noir ou en blanc train(noir) = t4.

Chaque classe de l’ensemble d’entraînement T = train = (t1, t2, t3, t4) contient 80 pixels. On
mesure également les spectres moyens de l’image filtrée f̂λ sur ces classes sptrainbfλ (fig. 2.51). On
constate que les classes de l’ensemble d’entraînement, train, ont des cinétiques différentes.
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FIG. 2.51 – Classes de l’ensemble d’entraînement, train, et spectres moyens sptrainbfλ , sur l’image

filtrée f̂λ, associés à ces classes, pour l’image « serim447 ».

On va appliquer une classification LDA dans différents espaces (fig. 2.52) :
– les facteurs pixels ACP des spectres d’entraînement : ζ({f̂λ(x)|x ∈ T})
– sur les spectres d’entraînement : {f̂λ(x)|x ∈ T}
– sur les paramètres des spectres d’entraînement : {p(x)|x ∈ T}

Modèle

ACP sur le train t

LDAf  classif 

FIG. 2.52 – Schéma général de la classification supervisée par LDA.

Afin de connaître l’erreur d’entraînement et l’erreur de test, on effectue une validation croisée à
cinq sous-jeux de données « 5-fold cross-validation » [76]. Cette validation croisée consiste à séparer
l’ensemble d’entraînement en n = 5 sous-jeux contenant environ autant de pixels de chaque classe
tk après un mélange aléatoire dans chacune des classes. Ensuite un apprentissage du classificateur est
effectué sur n − 1 sous-jeux trainCV et une validation sur le dernier sous-jeu. On effectue ensuite
toutes les combinaisons possibles entre les n sous-jeux pour en avoir n − 1 pour l’entraînement et
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un pour la validation. L’erreur d’entraînement est estimée sur l’ensemble d’entraînement, formé des
n − 1 sous-jeux, et l’erreur de test est estimée sur l’ensemble de validation. Comme on connaît la
vérité donnée par l’utilisateur on peut mesurer les erreurs.

Pour le cas étudié, on considère 4 classes T = {t1, t2, t3, t4} de 80 points, c’est à dire 320 spectres.
On divise ces 320 spectres en k = 5 sous-jeux de 64 spectres chacun, pour la validation croisée,
G = {g1, g2, g3, g4, g5} . Chaque partie contient autant de spectres de chacune des 4 classes T =
{t1, t2, t3, t4}.

On effectue une classification sur l’ensemble d’entraînement trainCV . La validation est obtenue
par projection des points de l’ensemble de validation validCV sur la classification.

L’erreur d’entraînement errtrain est définie par :

errtrain =
1

card(trainCV )

card(trainCV )∑
i=1

L(yi, κ(f̂λ(xi)|xi ∈ trainCV )) (2.6.3)

avec yi la classe du point xi ∈ trainCV définie par l’opérateur, κ(f̂λ(xi)|xi ∈ trainCV ) la classe du
point xi donnée par le classificateur et L(p, q) la fonction coût qui vaut 1 si p = q et 0 sinon.

L’erreur de test errtrain est définie par :

errtest =
1

card(validCV )

card(validCV )∑
i=1

L(yi, κ(f̂λ(xi)|xi ∈ validCV )) (2.6.4)

2.6.4.1 LDA sur les facteurs pixels ACP

On effectue une ACP sur l’ensemble d’entraînement de la validation croisée trainCV , par exemple
trainCV = {gn}n=1,2,3,4, et on fait apprendre le classificateur LDA. Des classes sont obtenues sur
cet ensemble. On projette ensuite les points de l’ensemble de validation validCV = g5 sur ces classes.

Pour l’ACP, on ne conserve que les 3 premiers axes avec les parts d’inerties suivantes : 97,7% ;
1,51 % et 0,68 %.

Les résultats obtenus par validation croisée sont présentés dans le tableau 2.2. On observe que les
erreurs d’entraînement errtrain et de test errtest sont toujours nulles pour les différentes validation
croisées. Donc, le classificateur sépare très bien les classes.

Validation croisée CV1 CV2 CV3 CV4 CV5

trainCV {gn}n=1,2,3,4 {gn}n=1,3,4,5 {gn}n=1,2,4,5 {gn}n=1,2,3,5 {gn}n=2,3,4,5

validCV g5 g2 g3 g4 g1
errtrain 0 0 0 0 0
errtest 0 0 0 0 0

TAB. 2.2 – Ensembles d’entraînement trainCV et de validation validCV ainsi que les erreurs d’en-
traînement et de test par validation croisée à 5 sous-jeux de données sur les facteurs pixels ACP de
l’ensemble d’entraînement ζ({f̂λ(x)|x ∈ T}).

Après avoir mesuré les erreurs d’entraînement errtrain et de test errtest, on effectue une classifi-
cation LDA.
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Pour ce faire, le classificateur LDA est entraîné sur les facteurs pixels ACP des spectres d’entraî-
nement : ζ({f̂λ(x)|x ∈ T}) noté aussi ctrain

β (fig. 2.53). On constate qu’effectivement les classes sont
assez bien séparées.

On projette ensuite les autres spectres dans cet espace ACP comme points supplémentaires. On
prédit ensuite les classes de ces spectres grâce au classificateur (fig. 2.54). La classification obtenue
semble assez bonne puisque l’on aperçoit nettement les cavités cardiaques (en bleu) et la tumeur qui
correspond à la grosse zone verte.
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FIG. 2.53 – Espace LDA des facteurs pixels ACP des spectres de l’ensemble d’entraînement T =
{t1, t2, t3, t4}. Les 4 classes sont les suivantes : tumeur (vert), cœur (bleu), fond (rouge) et poumon
(noir). (a) Classification sur l’ensemble d’entraînement et (b) classification sur l’ensemble des pixels.

FIG. 2.54 – Classification LDA κLDA,4

ζ({bfλ(x)|x∈T})
en 4 classes des spectres de l’image filtrée f̂λ projetés

dans l’espace factoriel ACP des spectres de l’ensemble d’entraînement ζ({f̂λ(x)|x ∈ T}).
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2.6.4.2 LDA sur l’image

On essaye également une LDA directement sur l’image filtrée f̂λ sans appliquer d’AFC (fig. 2.55).
La classification se fait donc dans un espace à 512 dimensions ; ce qui n’est pas optimal pour la
précision du classificateur et pour les calculs. Les erreurs d’entraînement et de classification sont
toutes les deux nulles. La classification obtenue est quasiment identique à la précédente, ce qui montre
que la réduction de dimension par ACP à 3 axes, sur l’ensemble des spectres d’entraînement, est
correcte.

FIG. 2.55 – Classification LDA κLDA,4bfλ sur toute l’image après entraînement sur les spectres de

l’image filtrée : {f̂λ(x)|x ∈ T}.

2.6.4.3 LDA sur les cartes de paramètres

On effectue, en outre, une LDA directement sur les paramètres du modèle : pente a , ordonnée
à l’origine b et montée m. Dans le tableau 2.3, sont présentées les erreurs d’entraînements et de test
obtenues par validation croisée. On constate que ces erreurs sont quasiment nulles.

Validation croisée CV1 CV2 CV3 CV4 CV5

trainCV {gn}n=1,2,3,4 {gn}n=1,3,4,5 {gn}n=1,2,4,5 {gn}n=1,2,3,5 {gn}n=2,3,4,5

validCV g5 g2 g3 g4 g1
errtrain (%) 0 0,39 0,39 0 0
errtest (%) 0 1,56 1,56 0 0

TAB. 2.3 – Ensembles d’entraînement trainCV et de validation validCV ainsi que les erreurs d’en-
traînement et de test par validation croisée à 5 sous-jeux de données sur les paramètres de l’ensemble
d’entraînement {p(x)|x ∈ T}.

Les résultats de la classification sur l’ensemble de l’image formée par les paramètres sont visibles
sur la figure 2.56. On constate que la classification donne des résultats similaires aux classifications
LDA précédentes, même si les résultats sur l’espace des paramètres p semblent un peu moins bons
que dans l’espace image et dans l’espace ACP des spectres d’entraînement.
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FIG. 2.56 – Classification LDA κLDA,4
p sur toute l’image formée par les paramètres après entraîne-

ment sur les paramètres des spectres : {p(x)|x ∈ T}.

2.6.5 Classification sur des images similaires

La classification d’images similaires à une image ne pose aucun problème en classification non
supervisée, i.e. kmeans ou approche modèle. En classification supervisée, i.e. LDA, le niveau de gris
moyen n’étant pas le même d’une image à l’autre, il est nécessaire d’effectuer une normalisation
d’histogramme si l’on veut entraîner le classificateur sur un sous-ensemble d’une image et tester sur
les autres.

Nous disposions de 25 séquences d’images IRM de souris « serimxxx ». Après filtrage par com-
position de deux AFC-reconstitutions avec le même seuil de rapport signal à bruit sur les facteurs
pixels, nous avons effectué une classification.

Pour les classifications non supervisées, on applique directement les classificateurs kmeans ou
par approche modèle en 5 classes (fig. 2.57). Les classifications sont correctes par rapport à la réfé-
rence et donnent des résultats comparable aux classifications non supervisées de l’image de souris
« serim447 ».

ref κkmeans,5
cf

α
κmod,5bfλ

FIG. 2.57 – Classifications kmeans κkmeans,5
cf

α
et par approche modèle κmod,5bfλ sur une autre images de

souris « serim460 ».

On essaye directement la classification supervisée par LDA avec entraînement sur les facteurs
ACP de l’ensemble des pixels d’entraînement de l’image « serim447 » κLDA,4

ζ(bfλ(x)|x∈Ts447)
(cf. partie

2.6.4.1, p : 65). On teste ensuite la LDA sur l’image « serim460 » en projetant ses spectres filtrés
f̂λ dans l’espace ACP de l’ensemble d’entraînement κLDA,4

p(x)|x∈Ts447
. Les classifications obtenues sont

aberrantes (fig. 2.58). Il en est de même sur l’image des paramètres.
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(a) ref (b) κLDA,4

ζ(bfλ(x)|x∈Ts447)
(c) κLDA,4

p(x)|x∈Ts447

FIG. 2.58 – (a) Référence (b) Classification par LDA κLDA,4

ζ(bfλ(x)|x∈Ts447)
sur l’image « serim460 » proje-

tée dans l’espace factoriel ACP des spectres d’entraînement de l’image « serim447 » (c) Classification
par LDA sur les paramètres de l’image « serim460 » avec entraînement sur l’image « serim447 ».

En comparant les spectres moyens de zones homogènes, i.e. tumeur, cœur, fond et poumon, entre
les images « serim447 » et « serim460 », on constate que les dynamiques des spectres ne sont pas les
mêmes (fig. 2.59). Ceci pose des problèmes pour la segmentation supervisée.

Afin d’améliorer les segmentations on souhaite utiliser les cartes de paramètres qui semblent plus
robustes. Pour cela, on observe les fonctions de répartition à partir des histogrammes de chaque para-
mètre (fig. 2.60). Les histogrammes sont constitués de 255 classes.

On constate qu’il faut normaliser les fonctions de répartition des niveaux de gris. Pour chacune
des classes en abscisse de la fonction de répartition d’un paramètre, les niveaux de gris des pixels sont
mis à la valeur moyenne des niveaux de gris des pixels de la classe correspondante de la fonction de
répartition de l’image référence.

On choisit comme référence l’image « serim447 » sur laquelle l’apprentissage du classificateur a
été effectué. Après normalisation, les fonctions de répartitions se superposent bien (fig. 2.60). L’image
des paramètres normalisés est notée p̃.

La classification obtenue par LDA κLDA,4ep (fig. 2.61) est bien meilleure qu’avant la normalisation
des paramètres.

On compare également les classifications kmeans, par approche modèle et LDA sur d’autres
images (fig. 2.62). On constate que les classifications par approche modèle sont plus robustes que
celles obtenues par kmeans. La LDA fournit également de bonnes classifications qui présentent bien
les limites des cavités cardiaques (i.e. cœur). En outre sur les classifications LDA, les tumeurs res-
sortent comme étant les gros « amas » de la classe verte.

Remarque 2.6.1. Sur la figure 2.62, les classes de classifications non supervisées, kmeans et approche
modèle, n’ont pas les mêmes couleurs que la classification LDA car comme ce sont des classifications
non supervisées on ne sait pas à priori à quelle partie anatomique (par exemple le cœur) correspond
une classe. Ceci n’est pas le cas pour la LDA, puisqu’en raison de l’apprentissage, on connaît a
priori à quoi correspondent chacune des classes. Pour les classifications non supervisées, on pourrait
déterminer à quelle partie anatomique correspond une classe par comparaison des spectres moyens à
des spectres de référence.



70 Filtrage, réduction de dimension et classification

« serim447 » « serim460 »

●

●
●●●
●

●
●
●
●
●●
●

●

●

●
●
●

●

●
●

●●●
●●●

●

●

●

●
●

●

●●
●
●
●
●

●

●
●
●
●
●●●

●

●●●●

●
●

●●

●
●
●
●

●

●
●

●
●
●

●

●

●
●●
●

●

●

●●●

●
●●

●●

●
●

●●
●

●
●●●
●

●●●

●
●●
●●
●

●
●
●
●
●
●
●

●

●
●

●

●

●
●

●

●
●
●
●●
●

●

●
●
●

●●
●
●

●

●

●

●
●

●
●
●

●

●●

●●

●

●
●
●

●

●●

●
●●

●

●

●●

●

●

●
●
●
●

●

●

●●●
●●
●

●

●

●

●

●

●●

●

●
●

●

●

●

●
●
●

●
●
●

●
●
●
●●
●

●

●

●

●●

●

●●●

●

●
●
●●

●

●
●

●

●
●

●

●
●●
●

●●

●

●●

●
●●

●
●

●
●

●

●
●●●
●

●

●

●

●●
●●

●

●●

●
●
●
●
●●
●

●

●

●

●
●●●

●

●

●

●

●

●

●

●
●

●●

●●

●
●●

●

●
●●

●

●

●

●

●
●●

●

●
●●
●

●

●
●●
●

●

●

●

●
●●

●

●●

●

●
●

●
●
●
●

●

●

●●●

●
●●

●

●
●

●●
●

●

●
●

●

●
●●

●
●
●

●

●

●

●

●

●

●

●

●

●●

●●●

●

●

●
●
●
●
●●

●

●

●●

●

●

●
●

●

●

●

●●

●

●

●

●

●
●

●

●●

●

●

●

●
●●●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●
●●

●

●
●
●
●

●
●

●

●

●

●

●

●●

●

●

●

●

●
●
●

●
●

●

●●
●

●

●

●

●

●

●

●

●
●

●
●

●

●

●
●

●●

●

●

●●

●

●
●
●

●
●

●

●

●
●●●●

●

●

●

●

●

●

●

●

●

●

●

●

●

●●

●

●

●

●
●
●●

●

●

●

●●●

●

●

●

●
●

●●

0 100 200 300 400 500

12
00

14
00

16
00

spectre moyen tumeur

sp
ec

tr
e

●
●
●
●●●
●●●
●●

●

●●

●

●
●
●

●
●
●

●
●

●
●●●

●

●

●
●

●

●

●
●

●
●
●

●

●●

●

●
●
●

●
●●●●
●●
●●●
●●

●

●
●

●

●

●

●

●●

●

●●

●
●●
●●
●
●
●

●

●

●

●●
●
●
●●●
●

●●

●●

●

●●
●
●

●

●
●

●

●
●
●

●

●
●

●
●

●
●●

●

●

●
●●●
●

●●●●
●

●

●
●
●

●
●
●●●
●●

●
●
●
●●
●
●
●●
●

●
●●
●
●
●

●●●
●
●
●
●●

●

●
●
●

●

●
●
●

●

●

●

●●
●●●
●
●
●●●
●

●●
●

●

●

●

●

●
●
●●●
●

●

●
●

●

●

●

●

●●●
●●●
●●●

●

●
●●

●

●
●

●

●

●
●
●●●●
●
●●

●●

●
●●
●

●

●

●

●
●●●
●

●
●
●

●

●
●

●
●

●
●
●

●
●
●
●
●●

●

●●
●●●

●

●
●●●

●

●
●
●

●
●●
●●●●
●

●●●
●●
●●
●
●●●●

●

●

●
●●●●●●●

●

●●
●

●
●●●
●

●
●●
●●
●●
●●●

●
●
●

●

●●●●●
●

●●
●
●●●●●

●

●●
●
●●
●●
●●
●●
●
●
●●●●●●
●

●

●
●
●
●

●

●●●●
●●

●
●

●●●

●●●
●●
●
●

●
●●
●●●●●●●
●

●
●●
●
●●
●
●
●
●
●●
●●●●
●●
●●

●
●

●
●●●

●
●●
●
●
●●

●
●●

●
●

●

●

●

●
●●

●

●
●●●
●
●●●●●●
●

●
●

●

●
●
●
●●
●

●
●

●
●●

●●

●
●●●●●●
●
●
●
●●●●●

●
●
●
●●
●

●
●●●
●
●
●
●
●
●
●

●

●
●
●
●●●●
●
●

0 100 200 300 400 500

20
00

40
00

60
00

80
00

spectre moyen coeur

sp
ec

tr
e

●

●
●●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●

●

●

●

●
●

●

●

●

●

●

●

●
●

●

●
●
●

●

●

●
●

●

●

●

●
●

●

●●
●

●

●

●●

●

●●

●

●

●
●

●

●
●
●

●

●

●

●

●

●
●●●

●

●

●

●
●

●

●●

●

●

●

●●●●
●

●

●
●

●

●

●

●

●

●

●●

●

●

●

●

●

●
●

●

●

●

●

●
●

●

●
●

●

●●

●
●
●●
●
●

●

●

●

●
●
●●
●

●

●

●●

●●

●

●
●
●
●

●●

●

●

●

●

●

●

●

●

●

●●
●

●

●

●
●

●

●

●

●

●

●

●

●
●●

●

●

●●
●

●

●

●

●

●

●

●

●

●

●
●

●●

●

●

●

●

●

●

●

●

●

●

●●

●
●
●

●

●

●

●

●

●
●

●

●●

●

●
●

●

●

●

●

●

●

●

●

●

●●

●

●

●
●

●

●
●
●

●

●

●

●

●

●

●

●●

●

●

●

●
●
●

●

●

●

●
●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●
●

●

●
●

●

●

●

●●

●

●
●
●

●

●

●

●

●

●

●

●

●

●
●

●●

●

●

●
●

●
●

●

●

●

●
●
●

●

●●

●

●

●

●
●

●
●

●●

●●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●●
●

●
●
●●●

●

●●

●

●

●

●
●

●

●
●

●

●

●

●●

●

●

●

●

●

●

●

●

●

●●

●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●●

●

●

●

●

●

●

●●

●
●

●

●

●●

●
●
●
●
●

●
●

●
●
●

●

●

●●
●●

●

●

●

●

●

●

●

●

●

●

●●●

●

●

●

●

●

●

●

●
●

●●

●

●

●●

●

●

●
●

●

●
●

●

●
●●
●
●●

●

●

●

●

●●

●

●

●

●

●
●●

●●

●
●
●

●●

●

●

●●

●

●●

●

●

●

●

●

●

●

●

●

●

●

●●
●●

●

0 100 200 300 400 500

33
0

34
0

35
0

36
0

spectre moyen fond

sp
ec

tr
e

●

●

●●
●●
●●
●

●
●

●

●

●

●

●

●
●

●

●

●

●

●

●

●
●●

●

●

●●

●

●

●
●

●

●

●

●

●

●

●
●

●

●

●●

●

●

●

●
●

●

●

●

●

●

●
●

●●

●

●

●
●●●

●

●

●

●

●

●

●

●

●

●
●

●

●

●●

●●

●

●
●
●

●
●
●
●

●

●
●

●
●●

●
●

●

●

●●
●●
●

●

●

●

●●●●

●

●

●

●

●

●●●
●●●●

●
●

●

●

●

●

●

●
●

●

●●

●

●●
●

●

●

●

●

●●
●
●

●
●
●

●

●

●●

●

●

●
●

●
●

●

●

●

●●

●

●

●

●

●

●
●

●●
●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●
●
●

●

●●●

●
●

●

●

●

●●●●

●

●
●
●●

●

●

●●
●
●

●
●

●
●

●

●
●

●●

●
●

●

●

●●●
●
●

●●

●

●

●

●
●
●

●

●

●

●

●
●

●
●

●

●

●

●

●

●

●

●●

●

●

●
●

●

●●

●

●●
●

●

●

●

●

●●

●

●

●

●

●

●

●

●

●
●
●

●

●

●
●

●
●

●

●
●

●
●
●

●
●

●

●

●
●

●●●

●●

●

●

●●

●

●

●

●●●

●

●

●
●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●●

●

●

●

●●

●

●
●
●

●

●

●●

●

●

●

●●
●

●

●●

●

●

●

●

●

●
●

●
●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●●
●

●

●

●
●●●

●

●

●

●

●

●

●

●

●

●

●●

●

●

●

●

●

●
●

●

●

●

●

●●

●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●
●

●

●

●

●

●

●

●●

●

●

●

●

●

●●

●

●

●

●

●

●

●
●

●

●

●

●

●●

●

●

●

●

●

●

●

●●
●

●

●

●
●

●●

●

●

●

●

●

●●

0 100 200 300 400 500

10
00

20
00

30
00

spectre moyen poumon

sp
ec

tr
e

0 100 200 300 400 500

18
00

19
00

20
00

21
00

spectre moyen tumeur

sp
ec

tr
e

0 100 200 300 400 500

20
00

40
00

60
00

80
00

spectre moyen coeur

sp
ec

tr
e

0 100 200 300 400 500

89
5

90
5

91
5

spectre moyen fond

sp
ec

tr
e

0 100 200 300 400 500

15
00

25
00

35
00

spectre moyen poumon

sp
ec

tr
e

(a) (b)

FIG. 2.59 – Zones sélectionnées et spectres moyens associés pour les images « serim447 » et « se-
rim460 » après deux AFC-reconstitutions f̂λ (un zoom a été effectué sur l’image « serim447 »).
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FIG. 2.60 – Fonctions de répartitions, des paramètres, non normalisées (en haut) et normalisées (en
bas) avec comme référence l’image « serim447 ».

ref κLDA,4ep
FIG. 2.61 – Classifications LDA en 4 classes sur les cartes de paramètres de l’image « serim460 » après
normalisation des niveaux de gris et apprentissage sur les cartes de paramètres de l’image « serim447 »
κLDA,4ep .
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référence k-means modèle LDA référence k-means modèle LDA

« serim406 » « serim415 »

« serim450 » « serim457 »

« serim461 » « serim1441 »

FIG. 2.62 – Classifications kmeans κkmeans,5
cf

α
, par approche modèle κmod,5bfλ et LDA κLDA,4ep sur

d’autres images de souris « serimxxx ».
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2.6.6 Regroupement des canaux

Afin de réduire la dimension spectrale, il peut être intéressant de regrouper les canaux. L’AFC,
contrairement à l’ACP, se prête à ce regroupement de canaux grâce au principe d’équivalence distri-
butionnelle (cf. propriété A.4.1 en annexes, p : 207). On peut ainsi remplacer deux canaux quasiment
proportionnels par un canal somme des deux canaux précédents, sans que les résultats de l’AFC soient
changés.

Pour ce faire, on classifie les canaux de l’image « woman face » dans l’espace factoriel AFC en 5
classes grâce à k-means (fig. 2.63). On somme ensuite les canaux de chacune des classes et on obtient
une image à 5 canaux f5can

λ . (fig. 2.64). On compare ensuite les facteurs pixels associés aux trois
premiers axes sur l’image à 61 canaux f61can

λ et sur l’image à 5 canaux f5can
λ (fig. 2.65). Pour ce faire,

on mesure la somme des carrées des écarts moyens SCEM entre les facteurs pixels (eq. 2.6.5).

SCEMαk
=

∑P
i=1

(
cf

61can

αk
(xi)− cf

5can

αk
(xi)

)2

P
(2.6.5)

On constate que les SCEM sont toutes quasiment nulles (fig. 2.65). Par conséquent, on peut
effectuer une AFC sur l’image à 5 canaux regroupés f5can

λ sans changement notable par rapport à
l’image à 61 canaux f61can

λ .

−0.3 0.0

−
0.

10
−

0.
05

0.
00

0.
05

0.
10

Classes canaux

axe 1

ax
e 

2

−0.3 0.0

−
0.

04
−

0.
02

0.
00

0.
02

0.
04

Classes canaux

axe 1

ax
e 

3

−0.10 0.00 0.10

−
0.

04
−

0.
02

0.
00

0.
02

0.
04

Classes canaux

axe 2

ax
e 

3

FIG. 2.63 – Classification kmeans en 5 classes des facteurs canaux dα dans le plan factoriel AFC.
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fλj=1...13 fλj=14...17 fλj=18...26 fλj=27...37 fλj=38...61

400 à 460 nm 465 à 480 nm 485 à 525 nm 530 à 580 nm 585 à 700 nm

FIG. 2.64 – Image « woman face » après réduction à 5 canaux (195× 91× 5). Les nouveaux canaux
sont la somme des anciens.
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FIG. 2.65 – Facteurs pixels sur l’image « woman face » à 61 canaux f61can
λ et à 5 canaux f5can

λ et
somme des carrées des écarts moyens (SCEM) entre les facteurs pixels.
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2.7 Conclusion du chapitre

Dans ce chapitre, nous avons relevé plusieurs points importants concernant le début d’une chaîne
de traitement pour les images hyperspectrales. Il est ainsi nécessaire de réduire la dimension de l’es-
pace afin de lutter contre le phénomène de Hughes [81] et d’améliorer les temps de traitement. Pour
ce faire on utilise une approche par composition d’Analyse Factorielle des Correspondances et de
reconstitutions qui permet de réduire le bruit spectral sur les images bruitées. L’espace de dimension
réduite peut être constitué des facteurs pixels de l’espace factoriel ou des cartes de paramètres d’un
modèle ajusté sur l’image filtrée par AFC. On effectue ensuite une classification spectrale par une
méthode supervisée ou non supervisée. L’avantage de la méthode supervisée est qu’elle introduit une
connaissance supplémentaire qui améliore la classification et son inconvénient est qu’elle n’est pas
complètement automatique.

On pourrait se contenter des classifications spectrale obtenues, cependant leurs classes ne sont pas
connexes et en outre elles tiennent compte uniquement de l’information spectrale. Afin de résoudre ces
deux problèmes nous allons ajouter une étape de segmentation qui permet d’introduire l’information
spatiale et qui garantit la connexité des régions segmentées.
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Chapitre 3

Segmentation hyperspectrale par Ligne
de Partage des Eaux

Après avoir filtré le bruit, réduit la dimension et classifié les pixels des images hyperspectrales, on
cherche à avoir des classes connexes. En effet la classification fournissant des classes non connexes, il
est nécessaire d’introduire une étape de segmentation afin d’obtenir une partition connexe. Quelques
notions générales sur la théorie de la segmentation sont rappelées en annexe B. En outre, dans la
classification seule la dimension spectrale a été considérée, il est donc intéressant d’introduire la
dimension spatiale grâce à la segmentation.

Après un état de l’art sur la segmentation des images hyperspectrales, nous présenterons la problé-
matique de la segmentation morphologique d’images hyperspectrales, puis l’obtention de marqueurs
provenant de la classification spectrale et des gradient hyperspectraux pour la segmentation par Ligne
de Partage des Eaux.

Nous introduirons ensuite un algorithme innovant de segmentation des images hyperspectrales :
la Ligne de Partage des Eaux Probabiliste. Nous montrerons que cet algorithme est particulièrement
adapté pour renforcer et lisser les contours des régions les plus importantes, même faiblement contras-
tées. Nous montrerons également qu’il est possible, voire très performant, de conditionner cette seg-
mentation spatiale par la classification spectrale, ce qui conduit à une méthode spatio-spectrale de
segmentation.

Puis, nous présenterons une application de cet algorithme pour la détection de tumeurs sur des
images DCE-MRI bruitées de souris, avec une faible résolution spatiale et un faible contraste au
niveau de la tumeur.

Finalement, nous montrerons un schéma général de segmentation des images hyperspectrales par
LPE probabiliste à partir d’un procédé dont le seul paramètre est le nombre de classes spectrales de la
classification, qui est un paramètre robuste.
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3.1 État de l’art en segmentation des images hyperspectrales

Dans cet état de l’art, à l’exception de la classification par profil morphologique, on ne tient
pas compte des méthodes par classification qui ont été présentées dans le chapitre 2. En effet, nous
considérons la segmentation comme une partition de classes connexes. La classification fournit quant
à elle des classes non-connexes. Nous allons ainsi succinctement présenter des méthodes pouvant être
utilisées pour la segmentation des images hyperspectrales ou multivariées.

3.1.1 La Ligne de Partage des Eaux

En morphologie mathématique, la méthode la plus classique et puissante de segmentation est la
Ligne de Partage des Eaux (LPE) (« Watershed » en anglais), calculée sur l’image gradient à partir
des marqueurs des régions à extraire. Dans cette partie nous rappelons brièvement le principe de cet
outil de segmentation. Plus de détails sont donnés en annexe (sec. B, p : 233).

La Ligne de Partage des Eaux, comme son nom le laisse imaginer, trouve son origine dans une
interprétation topographique de l’image. La LPE a été introduite et formalisée par Lantuejoul et Beu-
cher [100, 28, 25, 29], avec des contributions très importantes de Meyer et Beucher sur la notion de
marqueurs [126] ainsi que sur son implémentation par files d’attente hiérarchiques [117], puis des
approches hiérarchiques multi-échelles à base de graphes [118, 121, 122]. L’algorithme original a été
amélioré par Vincent et Soille [188].

Plusieurs auteurs ont essayé des méthodes de segmentation des images hyperspectrales par LPE.
Flouzat et al. [57] utilisent une segmentation spatio-spectrale à partir d’un graphe d’adjacence de
régions construit sur l’image. Dans [109], les auteurs calculent un gradient morphologique multi-
échelles par sommation de gradients morphologiques avec des tailles croissantes d’éléments structu-
rants. Comme la LPE nécessite la norme d’un gradient (i.e. une image scalaire), les gradients sont
sommés entre eux avec les mêmes poids. Après un filtrage morphologique sur le gradient, les minima
locaux sont utilisés pour la LPE.

De la même manière Scheunders [142] calcule un gradient par sommation des gradients mar-
ginaux (i.e. sur chacun des canaux) avant d’effectuer une LPE. Soille [1] combine la classification
spectrale sur des histogrammes et la segmentation spatiale. L’histogramme multivarié est segmenté
par la LPE pour obtenir une image classifiée. Sur l’image classifiée les minima du gradient de l’image
hyperspectrale sont fixés par une connaissance a priori. La classification est ensuite filtrée pour obtenir
des marqueurs. Avec le gradient et les marqueurs, il effectue une segmentation par LPE.

3.1.2 Classification des profils morphologiques

Pour analyser les structures d’une image, Benediktsson et al. [19] ont développé le Profil Morpho-
logique (PM) [146] qui provient du principe de la granulométrie [159, 172]. Le profil morphologique
est composé du Profil d’Ouverture (PO), qui consiste en un ensemble d’ouvertures par reconstruction
de taille croissante, et du Profil de Fermeture (PF), obtenu par l’opération duale [172]. Les ouvertures
et fermetures par reconstruction sont des opérateurs connexes qui satisfont la propriété suivante : si la
structure de l’image ne peut contenir l’élément structurant, alors elle est totalement supprimée, sinon
elle est entièrement conservée. Pour un élément structurant donné, l’ouverture et la fermeture géodé-
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siques permettent de connaître la taille ou la forme des objets présents dans l’image. Ceux qui sont
supprimés sont plus petits que l’élément structurant, tandis que ceux qui sont plus grands sont conser-
vés. Pour déterminer la taille ou la forme de tous les éléments présents dans l’image, il est nécessaire
d’utiliser différentes tailles d’éléments structurants. Cette hypothèse conduit au PM :

PM(x) = {PFk(x), . . . , f(x), . . . , POk(x)} (3.1.1)

Les informations spatiales (taille, orientation, contraste local) sont incluses dans le PM. Cependant
l’information spectrale n’est pas prise en compte. Une méthode simple pour résoudre ce problème est
de construire le PM sur chacun des canaux d’une image hyperspectrale. Cette approche est appelée
Profil Morphologique Étendu (PME).

Afin de développer une approche morphologique étendue, Benediktsson et al. [18] proposent d’uti-
liser les premières composantes principales (cf

α) de l’image hyperspectrale. Les composantes princi-
pales cfαk

sont sélectionnées par leurs inerties. Les PM sont construits sur chacune des composantes
principales. Le profil morphologique étendu résultant est ainsi la pile des différents profils morpho-
logiques, qui peut être utilisée comme une collection de paramètres pour la classification. D’après la
notation précédente (eq. 3.1.1), le PME à la position x peut être simplement représenté par :

PMetend(x) = {PFcfα1
(x), . . . , f(x), . . . , PFcfαk

(x)} (3.1.2)

Il est intéressant de remarquer que le profil morphologique étendu prend en compte l’information
spatio-spectrale. Un classificateur, comme les SVM ou un réseau de neurones [18, 55], est ensuite ap-
pliqué sur le PME. Les classes obtenues ne sont pas connexes, il ne s’agit donc pas d’une segmentation
comme définie dans cette thèse.

3.1.3 D’autres techniques de segmentation hyperspectrales non morphologiques

Il existe de nombreuses autres méthodes de segmentations qui peuvent être utilisées pour des
images hyperspectrales.

– le seuillage [141, 62] ;
– la détection de contour (comme la LPE) ;
– la segmentation fondée sur la croissance de régions (comme la LPE) ;
– la segmentation par « Mean Shift », e.g. [43, 61, 144] ;
– la segmentation par coupe de graphes, e.g. [31] ;
– la segmentation à partir de modèles, e.g. [129, 16] ;
– les méthodes de segmentation à partir de techniques probabilistes comme les « Markov Chain

Monte Carlo » (MCMC), e.g. [181], les champs de Markov ou les arbres de Markov, e.g. [56,
144], ou encore les champs aléatoires, e.g. [91, 70].

Pour un état de l’art plus exhaustif sur la segmentation on peut consulter M. Sonka [174].

3.2 Comment segmenter une image hyperspectrale avec la LPE ?

Ayant choisi d’utiliser dans ce travail de thèse une approche morphologique à partir de la Ligne
de Partage des Eaux (LPE), nous allons présenter cette méthode et une méthodologie d’application
aux images hyperspectrales.
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3.2.1 Introduction à la LPE

Dans cette partie après avoir rappelé la définition de la LPE, nous expliquons les différentes ma-
nières de choisir les marqueurs : par imposition des minima ou par l’utilisation des fonctions d’ex-
tinction. De plus amples précisions sont données dans l’annexe B.5.

3.2.1.1 Définition de la LPE

La notion de LPE est étroitement liée à celle de minimum régional et de bassin versant. Considé-
rons, le relief de la fonction numérique f sous la pluie. Soit M un minimum régional de f . Le bassin
versant associé à M , noté BV (M), est l’ensemble des points x tels qu’une goutte d’eau tombant en
x rejoint finalement le fond de la vallée associée à M . La notion de bassin versant permet d’associer
à chaque minimum régional une portion de l’image : la vallée qui lui correspond. L’ensemble des
bassins versants associés à chaque minimum régional définit une partition de l’image. Il existe une
autre manière d’interpréter la LPE qui permet de régler les indéterminations des écoulements, e.g. où
va la goutte d’eau sur les plateaux de pixels ou bien sur les pixels ayant plus d’un voisin avec le niveau
de gris le plus faible. Imaginons que de l’eau jaillisse de chaque minimum régional et que la surface
soit inondée à partir de ces sources. Progressivement, le niveau de l’eau s’élève. Pour empêcher le
mélange des eaux venants de minimum différents, on crée un barrage élémentaire en chaque point de
contact. A la fin, ne restent que les digues achevées, entourées de l’eau : c’est la LPE. Dans ce qui
suit, on notera par LPE(f) la LPE de la fonction f .

Il faut noter que la LPE est un ensemble de zones disjointes, partitionnant l’espace de définition
de l’image. C’est à dire que la LPE fournit une partition.

La LPE est généralement calculée non pas sur l’image originale mais sur son gradient. De cette
manière, la LPE correspond aux points crêtes du gradient autour des minima, c’est à dire aux lieux
de forte transition d’intensité de la fonction initiale. Évidemment, les zones de fortes transition sont
associées aux frontières ou contours des régions homogènes de l’image. L’image sur laquelle est
appliquée la LPE, en général le gradient, est appelée fonction à segmenter ou fonction à inonder.

Meyer [118] a proposé des méthodes fondées sur des graphes qui ont abouti à des algorithmes
de segmentation hiérarchiques multi-échelles très rapides et efficaces, voir les thèses de Marcotegui
[112], Gomilla [63] et Zanoguera [190].

Il est à noter que le nombre de parties de la segmentation est fixé par le nombre de sources. Pour
choisir ce nombre de parties, on peut choisir a priori ou par filtrage le nombre de minima ou bien
sélectionner les minima sur des critères morphologiques grâce aux fonctions d’extinction. On parle
alors de LPE contrôlée par les marqueurs.

3.2.1.2 Choix des minima de la fonction à segmenter

Par définition, le nombre de régions de la LPE (sans utilisation de marqueurs) est égal au nombre
de minima régionaux de l’image gradient (i.e. la fonction à segmenter), et ceci correspond au nombre
de plateaux de l’image originale. Étant donné que pour les images réelles il y a un grand nombre de
minima présents sur leur gradient, l’effet est une sur-segmentation. Pour régler ce problème, l’idée
consiste à calculer la LPE à partir d’un nombre plus faible de minima, associés aux régions les plus
importantes. En pratique, on entend par marqueurs la fonctionmrk(x), oùmrk(x) = 1 si x appartient
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aux marqueurs et mrk(x) = 0 sinon, c’est à dire un ensemble de composantes connexes (les minima
de mrk), permettant de localiser les régions qui doivent être segmentées. Une manière de contrôler le
résultat de la segmentation est de modifier les minima de l’image sur laquelle on calcule la LPE, c’est
à dire d’imposer les minima de mrk comme seuls minima de l’image g. Pour effectuer ce marquage,
l’algorithme utilisé consiste en une fermeture par reconstruction, ou reconstruction géodésique, de
mrk selon (f + 1) ∧mrk(cf. annexe B.5.3.2, p : 250) :

f ′ = ϕrec(mrk, (f + 1) ∧mrk) .

On peut calculer alors la LPE sur la nouvelle fonction g′ dans laquelle il y aura un bassin versant
associé à chaque marqueur-minimum. Le nombre de régions obtenu est exactement égal au nombre
de marqueur-minimum. On peut noter cette transformation par LPE(g,mrk).

Les minima peuvent être obtenus par filtrage de l’image d’entrée ou bien par interaction avec
l’utilisateur. Il est donc possible d’introduire une connaissance a priori. La LPE est alors appelée LPE
contrôlée par marqueurs. En annexe, plus de détails sont donnés concernant la LPE avec imposition
des marqueurs (cf. annexe B.5.3, p : 248).

3.2.1.3 Extraction des marqueurs à l’aide des fonctions d’extinction

Il existe une manière « automatique » de choisir des marqueurs pertinents pour la LPE. On dispose
généralement d’informations permettant de caractériser les régions d’intérêt : leur contraste, taille,
forme, couleur, ... Extraire automatiquement des marqueurs pour les régions consiste donc à utiliser
l’ensemble de ces informations.

Les marqueurs sont des minima, par conséquent, le calcul des fonctions d’extinction des minima
permet de sélectionner les minima les plus significatifs selon un critère morphologique donné, comme
la dynamique maximale des niveaux de gris d’un bassin versant (BV), la surface de ce BV ou son
volume. La sélection des BV se fait par simple seuillage des fonctions d’extinction. La valeur du seuil
correspond à la dynamique, à la surface ou au volume du BV. Les valeurs d’extinction sont donc très
utiles pour la segmentation automatique des fonctions numériques. Pour une étude détaillée de ces
fonction, consulter les thèses de Grimaud [69] et Vachier [183]).

Donnons maintenant quelques propriétés des fonctions d’extinction. La dynamique est très sen-
sible lorsqu’elle calculée sur une image de gradient, aux variations locales d’intensité sur les lignes de
crête du gradient qui peuvent modifier radicalement les valeurs de la dynamique. Les valeurs d’extinc-
tion surfaciques calculées sur l’image gradient sont également une mesure de la surface des régions
de l’image : contrairement à la dynamique, il n’y a pas de différence d’interprétation entre la mesure
de surface calculée sur l’image originale et celle calculée sur l’image gradient, même si ces mesures
peuvent être différentes. Les fonctions d’extinction volumiques, qui tiennent compte à la fois de la
taille et du contraste des régions, sont aussi très utiles pour la segmentation.

3.2.2 La segmentation des images hyperspectrales par LPE

Segmenter une image par LPE nécessite deux éléments :

1. des marqueurs mrk ;

2. une fonction à inonder g.
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Les marqueurs peuvent être déterminés par l’utilisateur, selon un critère morphologique (e.g. vo-
lume du bassin versant) ou selon les classes de la classification. Les marqueurs issus de la classifica-
tion sur les spectres permettent d’introduire l’information spectrale dans la segmentation. Si on utilise
une classification spatio-spectrale, comme celle par profils morphologiques, on peut introduire une
information sur l’espace et sur le spectre. Dans ce travail de thèse nous avons utilisé uniquement des
classifications spectrales, car l’information spatiale a été introduite dans la fonction inonder.

La fonction à inonder est une fonction g : E → T , c’est à dire une image numérique (i.e. sca-
laire) 2D pour une image hyperspectrale 2D, i.e. E ⊂ R2. Nous avons ainsi développé une méthode
déterministe à partir d’un gradient, ou plutôt la norme d’un gradient. Nous avons aussi introduit une
nouvelle méthode probabiliste pour déterminer une fonction de densité de probabilité de contours pdf .
Cette pdf est conditionnée par la classification spectrale κ. La pdf est ensuite utilisée comme fonction
à inonder.

Une fonction à inonder comme le gradient contient l’information spatiale. Afin d’ajouter de l’in-
formation, nous avons introduit une nouvelle fonction à inonder g spatio-spectrale.

Après obtention des marqueursmrk et de la fonction à inonder g, on applique l’algorithme de LPE
qui utilise l’imposition des minima sur la fonction inonder. La segmentation fournie LPE(f,mrk),
est la Ligne de Partage des Eaux contrôlées par marqueur de l’image f . Il est également possible
d’utiliser les fonctions d’extinction, pour sélectionner les minima sur un critère morphologique (e.g. le
volume du bassin versant), à la place des marqueurs. La segmentation résultante est notéeLPE(f, ξN )
où ξ est le critère retenu pour le calcul des valeurs d’extinction (ξ = C pour le contraste, ξ = S pour la
surface et ξ = V pour le volume) etN est le nombre de régions retenues selon leur valeur d’extinction.

Le paradigme de segmentation par LPE est présenté sur la figure 3.1.

Image d'entrée

Marqueurs Fonction à inonder
- interaction utilisateur
- classification κ
- critère morphologique
 (fonction d'extinction)

- gradient
- pdf
- pdf conditionnée par la 
  classification κ

Information spatiale
ou spatio-spectraleInformation spectrale LPE

(imposition des minima)

LPE  f ,mrk  ou LPE  f ,N 

FIG. 3.1 – Schéma général de segmentation des images hyperspectrales par LPE.

3.3 Marqueurs provenant d’une classification

Comme vu précédemment, la LPE requiert des marqueurs qui seront des sources d’inondations
de la fonction à inonder. Nous introduirons tout d’abord une méthode de filtrage morphologique des
classes de la classification , puis nous présenterons des applications de cette méthode sur des exemples
d’image thermique, médicale et satellite.
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3.3.1 Le filtrage morphologique de la classification

Dans cette partie, nous présentons la méthode générale de filtrage morphologique de la classifica-
tion.

La classification spectrale κ fournit des marqueurs qui sont imposés comme sources de la fonction
à inonder par LPE. Les classes de la classification peuvent également servir de connaissance a priori
pour imposer une cohérence spectrale dans la construction de la fonction de densité de contours pdf
utilisée comme fonction à inonder probabiliste (section 3.7, p : 116).

Quelle que soit la finalité des classes, marqueurs ou connaissance a priori, il est souhaitable
qu’elles se rapprochent le plus possible des contours des objets à segmenter.

La classification fournit des classes non connexes. Or la segmentation doit conduire à une partition
connexe. On cherche donc à déterminer les composantes connexes pertinentes de la classification.
Pour ce faire, un filtrage spatial est appliqué afin de séparer les classes les unes des autres.

Les classes de la classification κ sont notées :

cl(κ) = {κ(1), . . . , κ(n), . . . , κ(N)} . (3.3.1)

On a bien sûr : κ = ∪nκ(n).
Les classes après filtrage spatial et un nouvel étiquetage sont notées :

C = {C1, . . . , Ck, . . . , CK} avec K > N . (3.3.2)

Pourquoi séparer spatialement les classes κ(n) ? Ces classes partitionnent complètement l’espace
E puisque κ = ∪nκ(n). Si on utilise directement ces classes comme marqueurs mrk, après un
nouvel étiquetage pour avoir des classes connexes, la LPE correspondra exactement à leurs frontières.
L’information apportée par la fonction à inonder ne sera donc pas prise en compte. Pour donner un
certain degré de liberté aux lignes de partage des eaux, il est nécessaire de séparer spatialement ces
classes les unes des autres.

Pour ce faire, on applique un filtrage morphologique sur l’image de la classification. Ce filtrage
s’effectue classe par classe c’est à dire que l’on considère une image binaire hκ(n) associée à la classe
κ(n) :

hκ(n)(x) =

{
1, si x ∈ κ(n);
0, sinon.

(3.3.3)

On applique un filtrage morphologique Υ sur hκ(n), ∀n = 1 . . . N , et on obtient h′κ(n). Ce filtrage
Υ recouvre deux objectifs :

– filtrer les composantes connexes associées à la classification avec un filtre anti-extensif (comme
une ouverture ou une érosion), afin d’éliminer les classes les plus petites et d’introduire une
nouvelle classe « vide », suivi d’un filtre extensif (comme une fermeture par reconstruction qui
bouche les trous) ;

– introduire des degrés de liberté sous forme d’une nouvelle classe dénommée classe « vide ».
Cela implique qu’il y aura des composantes connexes qui vont disparaître et que toutes les autres
seront plus petites.

Après le filtrage Υ un nouvel étiquetage Λ des parties connexes est effectué et l’on obtient :

C = Λ[{h′κ(n)}
N
n=1] = {C1, . . . , Ck, . . . , CK} avec K > N . (3.3.4)
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L’image marque mrk est donc définie par :

mrk = Λ[∪N
n=1h

′
κ(n)] . (3.3.5)

La figure 3.2 présente un schéma du filtrage morphologique Υ des classes de la classification κ.
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FIG. 3.2 – Schéma général de filtrage des marqueurs.

Nous allons maintenant présenter différentes applications pour lesquelles le filtrage de classe de
la classification a été nécessaire pour obtenir des marqueurs

3.3.2 Exemple A : Marqueurs de l’image « bouchon en plastique »

On cherche à détecter des zones de colles sur le bouchon. Le filtrage des marqueurs a été présenté
dans [134, 135]. On utilise la classification clara dans l’espace ACP des paramètres
κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
, notée plus simplement κ, et présentée dans la section 2.6.2 (p : 58).

On filtre les classes de la classification par ouverture morphologique avec un élément structurant
hexagonal dilaté cinq fois par lui-même (i.e. de taille 5). On détecte également le fond de l’image
bouchon. Pour ce faire on applique une LPE sur le gradient morphologique des facteurs pixels ACP
de l’axe 1 cpβ1

avec un marqueur externe sur le contour de l’image et un marqueur ponctuel au centre
du bouchon. On conserve la zone correspondant au fond que l’on érode (e.s. hexagonal de taille 12).
On fait ensuite l’union des marqueurs des taches de colle provenant de la classification mrkκ avec le
marqueur correspondant au fond mrkfond. Après étiquetage des classes connexes, on obtient l’image
des marqueurs mrk qui servira pour la LPE sur l’image hyperspectrale (fig. 3.3).

Remarque 3.3.1. Il est à noter que la partie en noir de l’image des marqueurs mrk sur la figure 3.3
(d) correspond à la classe « vide » et n’est donc pas considérée comme un marqueur.

Il est important de choisir un espace adapté à la classification pour obtenir de bons marqueurs.
Nous avons appliqué la classification clara dans plusieurs espaces (fig. 3.4) :

– l’espace image filtrée f̂λ, κclara,5bfλ , où l’on conserve la classe correspondant à la colle. La classi-
fication résultante n’est pas correcte comparée à la référence ;

– l’espace factoriel AFC cf
α, κclara,3

cf
α

, où l’on conserve la classe correspondant à la colle. La
classification résultante n’est pas correcte comparée à la référence ;
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(a) κ (b) mrkκ (c) mrkfond (d) mrk

FIG. 3.3 – (a) Classification spectrale κ = κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
, (b) marqueurs de la colle obtenus

par filtrage des classes la classification mrkκ par ouverture morphologique avec un élément struc-
turant hexagonal de taille 2, (c) marqueur du fond mrkfond et (d) marqueurs pour la segmentation
morphologique hyperspectrale (image « bouchon en plastique »).

– l’espace du paramètre d’ordonnée à l’origine b, κclara,4
b , où l’on sélectionne la classe du centre

du bouchon κclara,4
b (centre). On effectue ensuite une deuxième classification clara sur les para-

mètres de pente a et de montéem restreints à la classe centrale précédente κclara,2

a,m|x∈κclara,4
b (centre)

.

La classification obtenue est assez proche de la référence, mais moins bonne que la classifica-
tion dans l’espace ACP des paramètres κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
(fig. 3.3 (a)). Cependant, même

si la classification κclara,2

a,m|x∈κclara,4
b (centre)

est correcte, il n’en reste pas moins que la métrique

euclidienne, sous-jacente à l’algorithme clara, n’est pas adaptée à l’espace des paramètres p.

Suite à ces observations, on préférera utiliser la classification dans l’espace ACP des paramètres
κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
, notée plus simplement κ.

3.3.3 Exemple B : Marqueurs de l’image de souris

Pour cette image on cherche à détecter la zone cancéreuse présente sur la souris. Pour ce faire, on
effectue un filtrage morphologique sur la classification obtenue par approche modèle κmod,5bfλ et celle

par LDA sur l’image des paramètres κLDA,4
p .

Pour ce faire, on effectue une érosion, avec un élément structurant (e.s.) carré de taille 5×5 pixels,
suivie d’une fermeture par reconstruction, avec un e.s. de taille 3× 3 pixels. Une nouvelle classe, i.e.
la classe « vide », apparaît sur les images des marqueurs, par réduction de la surface des classes de la
classification (fig. 3.5). La classe « vide » est étiquetée en noir sur les images marqueurs mrk

κmod,5bfλ
et mrk

κLDA,4
p

. et ne sera pas considérée comme un marqueur pour la LPE. Elle correspond donc au
degré de liberté laissé aux contours de la LPE.

Les éléments structurants choisis ne doivent être de taille ni trop importante, pour ne pas faire
disparaître des marqueurs d’intérêt, ni trop petite pour laisser un espace suffisamment large lorsque la
LPE détermine les contours des régions.
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Référence

(a1) κclara,5bfλ (b1) κclara,3
cf

α
(c1) κclara,4

b

(a2) κclara,5bfλ (colle) (b2) κclara,3
cf

α
(colle) (c2) κclara,2

a,m|x∈κclara,4
b (centre)

FIG. 3.4 – (a1) Classification dans l’espace image filtrée κclara,5bfλ (a2) et la classe de la colle

κclara,5bfλ (colle). (b1) Classification dans l’espace factoriel AFC κclara,3
cf

α
(b2) et la classe de la colle

κclara,3
cf

α
(colle). (c1) Classification dans l’espace du paramètre d’ordonnée à l’origine b, κclara,4

b (c2)
et deuxième classification sur les paramètres de pente a et de montée m restreints à la classe centrale
précédente κclara,2

a,m|x∈κclara,4
b (centre)

(a) κmod,5bfλ (b) mrk
κmod,5bfλ (c) κLDA,4

p mrk
κLDA,4
p

(d)

FIG. 3.5 – (a) Classification spectrale par approche modèle κmod,5bfλ (b) et marqueurs associés. (c)

Classification par LDA sur l’image des paramètres κLDA,4
p (d) et marqueurs associés. (image souris

« serim447 »).

3.3.4 Exemple C : Marqueurs de l’image satellite

On utilise l’image satellite « Roujan » présentée dans la section 2.3 (p : 19). Sur la figure 3.6,
on peut voir l’image de synthèse couleur créée à partir de trois canaux de l’image hyperspectrale
« Roujan ».

On effectue une AFC en conservant les facteurs pixels associés aux axes 1 et 3 après seuillage du
rapport signal à bruit calculé sur ces facteurs (fig. 3.7).

On effectue une classification clara κ = κclara,3
cfαk=1;3

en 3 classes dans l’espace factoriel formé des
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FIG. 3.6 – Image de synthèse RVB créée à partir des canaux fλ3 , fλ2 et fλ1 de l’image satellite
« Roujan ».

cfα1
cfα2

cfα3
cfα4

τα1 = 84, 1% τα2 = 8, 7% τα3 = 6, 2% τα4 = 1%
RSBα1 = 5, 10 RSBα2 = 0 RSBα3 = 2, 84 RSBα4 = 0, 47

FIG. 3.7 – Facteurs pixels AFC cf
α sur les 4 axes factoriels de l’ image « Roujan » ainsi que leurs

inerties τα et leurs RSB RSBα associés. Les facteurs pixels cfαk
des axes non retenus sont indiqués

en rouge.

facteurs pixels : cfα1
et cfα3

. Pour obtenir l’image des marqueurs, mrkκ, on applique un filtrage mor-
phologique sur la classification. Ce filtrage est composé d’une érosion, avec un e.s. carré de taille 5×5
pixels, suivie d’une fermeture par reconstruction, avec un e.s. de taille 3×3 pixels (fig. 3.8). Il permet
de faire apparaître la classe « vide », en noir sur l’image marqueur mrkκ ; c’est à dire la classe dans
laquelle passera la Ligne de Partage des Eaux.

Remarque 3.3.2. Il est à noter que l’on a utilisé les mêmes e.s. que pour le filtrage morphologique
de la classification associée à l’image souris (cf. section 3.3.3). Ainsi la méthode de filtrage proposée
semble être assez robuste pour différents types d’images.

Sur la figure 3.9 on peut voir d’autres classifications sur des images satellites similaires de champs
« Roujan 0 2 », « Roujan 1 9 » et une image d’un port « Port de Bouc » et les marqueurs associés.

En conclusion de cette section, il est nécessaire de faire un filtrage morphologique Υ sur les classes
de la classification κ pour obtenir une image de marqueurs mrkκ pour la LPE. Ce filtrage assure un
certain degré de liberté à la LPE qui va passer dans la classe correspondant au fond.

En outre, au lieu d’utiliser des marqueurs provenant de la classification spectrale, on pourrait
choisir un nombre de régions par un critère morphologique comme le volume des bassins versants.
Cependant, cette dernière méthode ne prend pas en compte l’information spectrale contenue dans la
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(a) κ (b) mrkκ

FIG. 3.8 – (a) Classification clara κclara,3
cfαk=1;3

et (b) mrkκ marqueurs associés obtenus par filtrage mor-

phologique sur l’image satellite « Roujan ».

classification.
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RVB « Roujan 0 2 » κclara,3
cfαk=1;3

mrkκ

τα1 = 75, 6% τα3 = 9, 2%
RSBα1 = 5, 1 RSBα3 = 2, 84

RVB « Roujan 1 9 » κclara,3
cfαk=1;3

mrkκ

τα1 = 77, 5% τα3 = 9%
RSBα1 = 2, 66 RSBα3 = 2, 53

RVB « Port de Bouc » κclara,7
cfαk=1;2

mrkκ

τα1 = 60, 1% τα2 = 23, 4%
RSBα1 = 18, 7 RSBα2 = 3, 16

FIG. 3.9 – Image de synthèse RVB « Roujan 0 2 », « Roujan 1 9 » et « Port de Bouc » ainsi que les
classification clara κ et marqueurs associés mrkκ obtenus par filtrage morphologique de la classifica-
tion. L’inertie τα et les rapports signaux à bruits RSBα sont donnés pour les facteurs pixels utilisés
lors de la classification.

3.4 Gradients hyperspectraux et segmentation

Dans cette section nous présentons une méthodologie de création de fonction à inonder à partir
de gradients adaptés aux différents espaces de représentation des images multivariées. Ce cadre de
traitement a été publié dans [134, 135]. Les fonctions à inonder sont ensuite utilisées dans la LPE.
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Une image hyperspectrale peut être traitée :
– indépendamment sur chaque canal fλj

: dans ce cas de traitement marginal seule l’information
spatiale est prise en compte ;

– indépendamment en chaque pixel vecteur fλ(xi) : seule l’information spatiale est considérée
pour ce traitement spectral ;

– en considérant fλ comme une fonction spectrale et spatiale : on effectue alors un traitement
spatio-spectral.

Dans cette thèse nous avons privilégié la dernière approche qui tient compte de l’information spatio-
spectrale. Nous présenterons tout d’abord les gradient multivariés, puis les distances spectrales entre
pixels vecteurs et enfin nous appliquerons ces différents gradients afin de les comparer.

3.4.1 Gradients multivariés

Une image gradient %, en fait la norme, est une fonction scalaire. Pour pouvoir comparer ou
sommer des gradients entre eux, on normalise leurs valeurs dans l’espace réduit [0, 1] :

% : E → [0; 1] . (3.4.1)

Pour définir un gradient morphologique sur une image hyperspectrale, quatre méthodes sont consi-
dérées :

– un gradient morphologique sur chaque canal %(fλj
) (approche scalaire) ;

– un gradient supremum des gradients morphologiques sur chaque canal %∨fλ (approche margi-
nale) ;

– un gradient somme pondérée des gradients morphologiques sur chaque canal %+fλ (approche
marginale) ;

– un gradient construit sur une distance %dfλ (approche vectorielle).
On note %(fλj

) le gradient morphologique symétrique, ou gradient de Beucher, associé au résidu
d’une dilatation δB et d’une érosion εB sur un voisinage B. B(x) est ce voisinage centré au point
x ∈ E. Le gradient morphologique est défini comme :

%(fλj
) = δB(fλj

)− εB(fλj
) (3.4.2)

= ∨[fλj
(y), y ∈ B(x)]− ∧[fλj

(y), y ∈ B(x)] .

Le gradient supremum des gradients morphologiques sur chaque canal est un gradient marginal
défini comme :

%∨fλ(x) = ∨[%(fλj
(x)), j ∈ {1, . . . , L}] . (3.4.3)

Il est à noter que les valeurs de chaque gradient morphologique sont normalisées dans l’intervalle
[0, 1] avant de prendre la somme ; afin d’avoir des gradients comparables.

Au lieu de prendre le supremum des gradients morphologiques, on peut définir un gradient somme
pondérée des gradients morphologiques :

%+fλ(x) =
L∑

j=1

wλj
%(fλj

(x)) avec
∑

j

wλj
= 1 . (3.4.4)
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wλj
est le poids du gradient du canal fλj

. Ce gradient est un gradient marginal.
Le gradient construit sur une distance est un gradient vectoriel défini comme la différence entre le

supremum et l’infimum d’une distance d entre pixels sur un voisinage B :

%dfλ(x) = ∨[d(fλ(x), fλ(y)), y ∈ B(x)]− ∧[d(fλ(x), fλ(y)), y ∈ B(x)] . (3.4.5)

Ce gradient est une extension aux images multivariées du gradient morphologique défini sur des
images scalaires. Démontrons ce lien entre le gradient construit sur une distance %d et le gradient
morphologique %.

Démonstration 3.4.1 (D’après Hanbury et Serra [74]). Soit f une fonction scalaire, i.e. à niveaux de
gris. Le gradient morphologique est défini par :

%(fλj
) = ∨[fλj

(y), y ∈ B(x)]− ∧[fλj
(y), y ∈ B(x)] .

En utilisant la relation suivante :

{f(x)− ∨[f(y), y ∈ B(x)]} = ∧{f(x)− f(y), y ∈ B(x)]}

et la relation obtenue par inversion des suprema et des infima, on peut écrire le gradient morphologique
sous une forme qui ne contient que des accroissements :

%(f)(x) = ∨[f(x)− f(y), y ∈ B(x)]− ∧[f(x)− f(y), y ∈ B(x)] .

Pour passer des fonctions scalaires à des fonctions multivariées, il suffit de remplacer l’ accroissement
[f(x)− f(y)] par une distance entre pixels vecteurs d(fλ(x), fλ(y)) pour obtenir :

%dfλ(x) = ∨[d(fλ(x), fλ(y)), y ∈ B(x)]− ∧[d(fλ(x), fλ(y)), y ∈ B(x)] .

Cette dernière équation est celle du gradient construit sur une distance, %d.

Comme son nom l’indique, le gradient construit sur une distance nécessite une distance entre
pixels vecteurs.

3.4.2 Distances entre spectres

Nous allons maintenant introduire quelques distances ou métriques entre spectres, ou pixels vec-
teurs. Nous avons utilisé dans nos travaux trois distances :

– la distance euclidienne dE ;
– la distance inverse des variances d1/σ2 ;
– la distance du chi-deux dχ2 .

La distance euclidienne est définie par :

dE(fλ(x), fλ(y)) =

√√√√ L∑
j=1

(fλj
(x)− fλj

(y))2 . (3.4.6)
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La distance inverse des variances d1/σ2 vaut :

d1/σ2(fλ(x), fλ(y)) =

√√√√ L∑
j=1

(
fλj

(x)− fλj
(y)

σλj

)2

, (3.4.7)

avec σ2
j = E[(fλj

−mj)2] la variance du canal fλj
et mj = E[fλj

] sa moyenne.

Remarque 3.4.1. La distance Mahalanobis s’exprime sous la forme :

dM (f(x), f(y)) =
√

(f(x)− f(y))tΣ−1(f(x)− f(y)) (3.4.8)

où Σ est la matrice de covariance entre les variables. La distance inverse des variances correspond à la
distance de Mahalanobis si les variables (canaux) sont décorrélées. En effet la matrice de covariance
est alors diagonale et les valeurs de sa diagonale sont égales à la variance des canaux : σ2

j avec j =
1, . . . , L. Cependant, on a fait l’hypothèse que les canaux sont corrélés pour une image hyperspectrale
(dans l’espace image de départ).

La distance du chi-deux se définit comme :

dχ2(fλ(xi), fλ(xi′)) =

√√√√ L∑
j=1

N

f.λj

(
fλj

(xi)
fxi.

−
fλj

(xi′)
fxi′ .

)2

(3.4.9)

avec f.λj
=
∑P

i=1 fλj
(xi), fxi. =

∑J
j=1 fλj

(xi) et N =
∑L

j=1

∑P
i=1 fλj

(xi).
Le lien entre l’expression de la distance du chi-deux que nous venons de donner et son expression

dans l’équation 2.2.24 (p : 14) est expliqué dans l’annexe A.4.7.1 (p : 217) :

dχ2(fλ(xi), fλ(xi′)) = dE(cf ,AFC
α (xi), cf ,AFC

α (x′i)) . (3.4.10)

Pour une image hyperspectrale dont les valeurs sont positives, on utilise une AFC plutôt qu’une ACP
parce que les canaux peuvent être considérés comme des distributions de probabilités. La métrique
du chi-deux, utilisée en AFC, est adaptée aux lois de probabilité. En outre l’AFC présente l’avantage
de pouvoir représenter simultanément les facteurs associés aux pixels et les facteurs associés aux
variables dans un mêmes espace.

La métrique du chi-deux, entre spectres, dans l’espace image est équivalente à la métrique eucli-
dienne dans l’espace factoriel si tous les axes factoriels sont conservés. Si seule une partie des axes
factoriels est conservée alors la métrique euclidienne dans l’espace factoriel est une bonne approxi-
mation de la métrique du chi-deux entre spectres dans l’espace image [21].

Cette propriété est démontrée dans l’annexe A.4.7.2 (p : 217).
De même, dans le cas de l’ACP, la métrique inverse des variances entre spectres de l’image est

égale à la métrique euclidienne entre facteurs pixels dans l’espace factoriel ACP. La distance inverse
des variances sera donc employée pour des images dont les valeurs peuvent être négatives.

d1/σ2(fλ(xi), fλ(xi′)) = dE(cf ,ACP
α (xi), cf ,ACP

α (x′i)) . (3.4.11)

Cette propriété est démontrée dans l’annexe A.3.9 (p : 203).
Il existe d’autres distances utilisées en hyperspectral. Rappelons qu’une distance est définie de la

manière suivante.
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Définition 2. Soit T un ensemble. Une distance d(u, v) est une application T × T → R+ qui vérifie
les propriétés suivantes :

- la positivité ∀u, v ∈ T , d(u, v) ≥ 0
- la séparation ou identité ∀u, v ∈ T , u = v ⇔ d(u, v) = 0
- la symétrie ∀u, v ∈ T , d(u, v) = d(v, u)
- l’inégalité triangulaire ∀u, v, w ∈ T , d(u, v) ≤ d(u,w) + d(w, v)

Le coefficient de corrélation indique la ressemblance entre deux vecteurs :

cor(fλ(x), fλ(y)) =
E[(fλ(x)−mfλ(x))(fλ(y)−mfλ(y))]

σfλ(x)σfλ(y)

avec mfλ(x) la moyenne du pixel vecteur fλ(x) et σfλ(x) son écart type.
Un coefficient de corrélation de valeur 0 indique une décorrélation, +1 une corrélation parfaite et

−1 une anticorrélation. Le coefficient de corrélation n’est donc pas une distance au sens mathéma-
tique puisque qu’il ne vérifie pas les propriétés de positivité et d’inégalité triangulaire. Par contre le
« Spectral Angle Mapper » (MAP) qui correspond à l’angle associé au coefficient de corrélation est
une distance entre spectres :

dSAM (fλ(x), fλ(y)) = arccos(cor(fλ(x), fλ(y))) .

Comme nous n’avons pas utilisé cette méthode, nous invitons le lecteur à se référer à la thèse de F.
Schmidt [158] pour une démonstration des propriétés de la distance.

De nombreux articles traitent des distances utilisées en imagerie hyperspectrale, e.g. [92, 185, 53].

3.4.3 Choix d’une métrique adaptée à l’espace de représentation de l’image

Il est nécessaire de choisir une distance adaptée à l’espace de représentation. Nous avons effectué
les choix suivants :

– dans l’espace de l’image filtrée f̂λ : la distance du chi-deux dχ2 est utilisée car les canaux
peuvent être considérés comme des distributions de probabilités. En outre c’est la distance
associée à l’AFC ;

– dans l’espace factoriel AFC cf
α : on utilise la distance euclidienne dE qui est équivalente à la

distance du chi-deux calculée dans l’espace image ;
– dans l’espace formé par les cartes de paramètres p : on utilise la distance inverse des variances

qui permet de traiter les valeurs négatives des paramètres. Cette distance est celle associée à
l’ACP ;

– dans l’espace factoriel ACP des paramètres cp
β : la distance euclidienne est employée car elle

est équivalente à la distance inverse des variances calculée dans l’espace image.
Il serait bien sûr possible d’utiliser la distance inverse des variances dans l’espace image f̂λ. Ce-

pendant comme nous avons choisi d’appliquer l’AFC sur l’espace de l’image f̂λ dont les valeurs sont
positives, nous avons employé la distance du chi-deux.

3.4.4 Exemples comparatifs : Application à la segmentation en imagerie thermique

Après avoir défini les gradient multivariés et les distances entre spectres, intéressons nous main-
tenant à leur application sur l’image thermique « bouchon en plastique ».
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Nous présenterons tout d’abord pourquoi la segmentation sur un canal, même bien choisi, ne peut
pas fonctionner. Puis nous verrons divers gradients et segmentations dans l’espace de l’image, l’espace
factoriel AFC de l’image cf

α, l’espace des paramètres p et l’espace factoriel ACP des paramètres cp
β .

3.4.4.1 Segmentation sur un canal

La segmentation hyperspectrale est nécessaire. En effet, une méthode trop directe pourrait consis-
ter à choisir un canal bien contrasté et à appliquer une méthode de segmentation sur ce canal. Nous
avons testé cette méthode avec la LPE.

Le canal fλ60 qui est un des mieux contrasté a été retenu. Afin de réduire le nombre de minima du
gradient un filtrage morphologique a été effectué. Ce filtrage se compose :

– d’un filtre gaussien de taille 11 × 11 pixels destiné à améliorer le contraste entre la colle et le
bouchon ;

– et enfin d’un nivellement morphologique avec un e.s. hexagonal.
Son gradient morphologique a été calculé. La LPE est ensuite calculée à partir des minima du

gradient et d’un marqueur sur les bords de l’image LPE%(fλ60
). Cette méthode conduit à une sur-

segmentation (fig. 3.10), qui ne permet pas d’extraire les taches de colles.
Il est donc nécessaire de faire un traitement vectoriel des données et non un traitement marginal,

i.e. exclusivement sur un canal.

canal 60 fλ60 segmentation LPE%(fλ60
)

FIG. 3.10 – Segmentation par LPE sur le gradient morphologique du canal fλ60 . Un marqueur sur les
bords de l’image a été ajouté.

Comparons maintenant différents résultats de segmentation obtenus dans les espaces différents.

3.4.4.2 Segmentation dans l’espace image filtrée

Pour la segmentation dans les différents espaces et notamment l’espace image filtrée f̂λ, nous
avons procédé comme expliqué à la section 3.2.2 (p : 81) :

– classification κ dans l’espace considéré, filtrage morphologique Υ de cette classification et
ajout d’un marqueur correspondant au contour du bouchon suivi d’un étiquetage pour obtenir
les marqueurs mrk ;

– calcul d’un ou plusieurs gradients associés à l’image ;
– calcul de la LPE sur le gradient à partir des marqueurs mrk.
L’ajout du marqueur correspondant au contour du bouchon se fait comme expliqué à la section

3.3.2 (p : 84) si ce n’est qu’au lieu d’utiliser un gradient morphologique on utilise le gradient considéré
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(marginal ou vectoriel).
Dans l’espace image filtrée f̂λ, nous avons calculé un gradient construit sur la distance du chi-deux

%χ2 . La classe correspondant à la colle extraite par classification κclara,5bfλ (colle) est ensuite filtrée par
une ouverture morphologique de taille 5 puis étiquetée pour donner l’image marqueurmrk (fig. 3.11).
Comme la classification clara n’est pas adaptée à l’espace image (car la métrique utilisée est eucli-
dienne) les marqueurs ne sont pas bons. C’est ce qui explique les mauvais résultats de la segmentation
LPE

bfλ(%χ2 ,mrk) dans cet espace.

κclara,5bfλ (colle) mrk %χ2 LPE
bfλ(%χ2 ,mrk) ref

FIG. 3.11 – Classe « colle » de la classification κclara,5bfλ (colle), marqueurs mrk, gradient construit

sur la distance du chi-deux %χ2 , segmentation LPEbfλ(%χ2 ,mrk) dans l’espace image filtrée f̂λ et
référence ref . L’image du gradient a été multipliée par un facteur pour la visualisation.

3.4.4.3 Segmentation dans l’espace factoriel AFC de l’image

Dans l’espace factoriel AFC de l’image cf
α, la classe correspondant à la colle extraite par classi-

fication κclara,3
cf

α
(colle) est ensuite filtrée par une ouverture morphologique de taille 5 puis étiquetée

pour donner l’image marqueur mrk. Un gradient construit sur la métrique euclidienne %Ecf
α a ensuite

été calculée avant de le segmenter à l’aide des marqueurs mrk (fig. 3.12).
On constate que la segmentation résultante se rapproche de la référence. Ceci est dû aux marqueurs

et au gradient qui sont de meilleur qualité dans cet espace.
On peut également vérifier de visu que le gradient euclidien dans l’espace factoriel %Ecf

α est très
proche du gradient du chi-deux dans l’espace image %χ2 f̂λ (fig. 3.11).



96 Segmentation hyperspectrale par Ligne de Partage des Eaux

κclara,3
cf

α
(colle) mrk %E LPEcf

α(%E ,mrk) ref

FIG. 3.12 – Classe « colle » de la classification κclara,3
cf

α
(colle), marqueurs mrk, gradient construit sur

la distance euclidienne %E , segmentation LPEcf
α(%E ,mrk) dans l’espace factoriel AFC de l’image

cf
α et référence ref . L’image du gradient a été multipliée par un facteur pour la visualisation.

3.4.4.4 Segmentation dans l’espace des paramètres

Dans l’espace des paramètres p, on applique une ouverture morphologique de taille 5 (e.s. hexa-
gonal) sur la classe « colle » de la classification κclara,2

a,m|x∈κclara,4
b (centre)

(colle), notée plus simplement

κclara,2
a,m|x (colle).

Deux gradients sont ensuite construits :
– un gradient construit sur la distance inverse des variances %1/σ2 (gradient vectoriel) ;
– un gradient supremum des gradients morphologiques sur chaque canal %∨ (gradient marginal).
La LPE est ensuite appliquée sur les divers gradient et les marqueurs mrk (fig. 3.13). Les deux

segmentations sont bonnes par rapport à la référence.
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κclara,2
a,m|x (colle) mrk %1/σ2 LPEp(%1/σ2 ,mrk) ref

%∨ LPEp(%∨,mrk)

FIG. 3.13 – Classe « colle » de la classification κclara,2

a,m|x∈κclara,4
b (centre)

(colle), marqueursmrk, gradient

construit sur la distance inverse des variances %1/σ2 et gradient supremum %∨, segmentations associées
LPEp(%1/σ2 ,mrk) et LPEp(%∨,mrk) dans l’espace des paramètres p et référence ref . Les images
des gradients ont été multipliées par un facteur pour la visualisation.

3.4.4.5 Segmentation dans l’espace factoriel ACP des paramètres

Dans l’espace factoriel ACP des paramètres formé des deux premiers axes factoriels cp
β = (cpβ1

, cpβ2
),

on applique une ouverture morphologique de taille 5 (e.s. hexagonal) sur la classe correspondant à la
colle de la classification κclara,2

cpβ1
,cpβ2

|x∈κclara,3

c
p
β1

(verte)
(colle), notée plus simplement κclara,2

cpβk=1;2
|x(colle).

Plusieurs gradients ont été essayés :
– un gradient construit sur la distance euclidienne %E ;
– un gradient supremum des gradients morphologiques sur chaque canal %∨ ;
– un gradient somme pondérée des gradients morphologiques sur chaque canal %+. Pour ce der-

nier gradient les poids correspondent aux inerties des axes factoriels w1 = 0, 97, w2 = 0, 021
et w3 = 0, 0066.

La LPE est ensuite appliquée sur les divers gradients et les marqueursmrk (fig. 3.14). Les segmen-
tations sur le gradient euclidien %E et le gradient supremum %∨ sont bonnes comparées à la référence.
En revanche la segmentation sur le gradient somme pondérée %+ est moins bonne à cause de fuites
présentes sur le gradient au niveau des occlusions de colles.

On peut également remarquer la ressemblance entre le gradient construit sur la distance eucli-
dienne dans l’espace factoriel ACP des paramètres %Ecp

β et le gradient construit sur la distance inverse
des variances ρ1/σ2p dans l’espace des paramètres.
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κclara,2
cpβk=1;2

|x(colle) mrk %E LPEcp
β (%E ,mrk) ref

%∨ LPEcp
β (%∨,mrk)

%+ LPEcp
β (%+,mrk)

FIG. 3.14 – Classe « colle » de la classification κclara,2
cpβk=1;2

|x(colle), marqueurs mrk, gradient construit

sur la distance euclidienne %E , gradient supremum %∨ et gradient somme pondérée %+ (de poids w1 =
0, 97, w2 = 0, 021 et w3 = 0, 0066), segmentations associées LPEcb(%E ,mrk), LPE

cp
β (%∨,mrk)

et LPEcp
β (%+,mrk) dans l’espace ACP des paramètres cp

β et référence ref . Les images des gradients
ont été multipliées par un facteur pour la visualisation.

3.4.4.6 Comparaison des différentes segmentations

Afin d’établir une comparaison entre les différentes segmentations obtenues par LPE sur les gra-
dients multivariés à l’aide de marqueurs provenant de la classification, l’ensemble des résultats de
segmentation sont présentés sur la figure 3.15. On constate que les meilleurs segmentation sont ob-
tenues dans l’espace des paramètres p ou dans l’espace ACP des paramètres cp

β . En effet le modèle
ajusté a tendance à réduire l’entropie de l’image. Les résultats sont donc plus robustes. Dans l’espace
AFC cf

α on obtient également une bonne segmentation. Par contre dans l’espace image filtrée f̂λ la
segmentation est éloignée de la référence à cause des marqueurs qui ne sont pas corrects dans cet es-
pace. En fait l’espace image n’est pas adapté à la métrique euclidienne sous-jacente à la classification.
En outre le grand nombre de canaux dans cet espace augmente considérablement les temps de calculs
et pose des problèmes de séparabilité des classes à cause du phénomène de Hughes. Par conséquent il
est nécessaire d’effectuer la classification et la segmentation dans un espace de dimension réduite.
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f̂λ
60 canaux

mrk %χ2 LPE
bfλ (%χ2 ) ref

cf
α

2 canaux

mrk %E LPEcfα (%E)

p
3 canaux

mrk %1/σ2 LPEp(%1/σ2 ) %∨ LPEp(%∨)

cp
β

2 canaux

mrk %E LPE
c
p
β (%E) %∨ LPE

c
p
β (%∨) %+ LPE

c
p
β (%+)

FIG. 3.15 – Résultats de segmentation par LPE sur les gradients multivariés avec des marqueurs
provenant de la classification (image « bouchon en plastique »).

Dans cette section, nous avons présenté des méthodes de segmentation des images hyperspectrales
par LPE. Des marqueurs sont obtenus par classification spectrale et un gradient vectoriel ou marginal
permet d’introduire la dimension spatiale. Cette approche est complètement déterministe.

Une des limites de la LPE réside dans le fait qu’il est important de trouver des marqueurs perti-
nents. En outre une fuite sur le gradient, peut créer une segmentation aberrante. Afin de rendre plus
robustes les contours du gradient, on va utiliser une approche probabiliste qui consiste à tirer des
marqueurs aléatoires pour obtenir une fonction de densité de probabilités de contours qui est ensuite
segmentée. Nous allons détailler cette approche dans la section suivante.

3.5 Introduction de la LPE probabiliste

La segmentation par LPE probabiliste a été créée par J. Angulo et D. Jeulin pour des images à
niveaux de gris et des images couleurs [4]. Un des apports majeurs de cette thèse est son extension aux
images multivariées ou hyperspectrales [137, 139, 138]. Plus récemment Debeir et al. ont commencé
à développer une version plus basique appelée « Weak Watershed » [48].

Un des problème de la LPE est que les petites régions, ou les régions faiblement contrastées,
dépendent fortement de la position des marqueurs ou du critère morphologique associé au minima.
Un critère fréquemment utilisé est le volume qui est calculé comme l’intégrale des niveaux de gris du
bassin versant. En fait il existe deux types de contours associés à la LPE d’un gradient :



100 Segmentation hyperspectrale par Ligne de Partage des Eaux

– les contours du premier ordre qui correspondent aux régions significatives et qui sont relative-
ment indépendantes des marqueurs ;

– les contours du deuxième ordre associés aux régions de petite taille, faiblement contrastée ou
texturée et qui dépendent fortement de la position des marqueurs.

Le but de la LPE probabiliste est de rehausser les régions du premier ordre et de les rendre plus
robustes faces aux effets d’échantillonnage dus aux marqueurs.

Après avoir présenté la LPE probabiliste pour les images couleurs [4], nous montrons comment ti-
rer des marqueurs aléatoires pour des images hyperspectrales. A partir de ces marqueurs des fonctions
de densité de probabilité (pdf) de contours sont construites puis segmentées. Ces différentes étapes
sont illustrées par plusieurs applications dans les sections suivantes.

Nous présentons dans cette partie la LPE probabiliste telle que proposée par Angulo et Jeulin [4].

Nous expliquons tout d’abord les raisons de l’introduction de la LPE probabiliste, puis nous pré-
sentons quelques notions nécessaires à sa mise en pratique. Nous verrons ensuite la segmentation de
germes uniformément aléatoires, l’influence réelle des paramètres, la segmentation à partir de germes
aléatoires régionalisés. Enfin quelques considérations sur l’implémentation informatique seront ap-
portées.
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3.5.1 Motivations de la création de la LPE probabiliste

Il existe principalement deux approches hiérarchiques lorsque des marqueurs ne peuvent être dé-
finis :

1. l’algorithme des cascades (cf. annexe B.5.4, p : 252) ;

2. les hiérarchies de partition construites à partir des valeurs d’extinction qui permettent de sélec-
tionner les minima utilisés dans la LPE selon des critères morphologiques comme la dynamique,
la surface ou le volume des bassins versants.

La segmentation par critère volumique est très utilisée dans de nombreuses applications puisque
ce critère qui combine la dynamique et la surface des bassins versants sélectionne les régions les plus
significatives d’un point de vue perceptuel. Cependant les performances de cette approche s’ame-
nuisent lorsque l’image est segmentée en très peu de régions ; ce qui est justement le but de plusieurs
applications comme l’indexation d’image à partir de la segmentation en régions significatives.

La figure 3.16 montre quatre images couleurs segmentées par LPE en R = 10, 20 et 50 régions.
Nous pouvons observer que les régions les plus importantes ne sont pas bien déterminées (même
lorsque R = 50). La solution habituelle consiste à filtrer l’image afin de simplifier les détails et de
rehausser les principales régions, avec par exemple des filtres morphologiques comme les nivellements
[124].

Le problème se pose pour la détermination du critère volumique, calculé pour chacun des minima
de la fonction à inonder. Ce critère dépend de l’information locale sur l’image, alors que le processus
d’inondation est une compétition entre les différents minima pour déterminer la partition optimale. En
fait, c’est la recherche du plus court chemin lorsque le « coût » du chemin est le maximum des poids
des arc du graphe du chemin [123].

Le but de la LPE probabiliste est de détecter les contours qui sont les plus robustes par rapport
aux variations des conditions de segmentation. Plus précisément, nous allons explorer une approche
probabiliste à partir de marqueurs aléatoires utilisés pour construire une fonction de densité de proba-
bilité de contours pdf qui est ensuite segmentée, par exemple par LPE volumique [4], afin de définir
les régions les plus significatives. Il est important de noter que le but de la version originale de la LPE
probabiliste était la segmentation non supervisée des images naturelles en très peu de régions.

Auparavant la segmentation probabiliste avait déjà été étudiée dans la littérature, par exemple en
utilisant les probabilités de coocurrence sur les graphes [40], les méthodes bayésiennes [189], les
champs de Markov aléatoires [60] (combinés avec une segmentation par LPE [66]), les méthodes
« Markov Chain Monte Carlo » (MCMC) [181].

La LPE probabiliste est la première étude de segmentation probabiliste à partir de marqueurs
aléatoires pour la transformation par LPE. Les travaux antérieurs les plus proches de cette méthode
sont ceux de Serra [168], où la somme de LPE provenant de séries d’images polarimétriques est
utilisée pour définir une distribution de contours.
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f %LS+H(f) sgR−vol(f , 10) sgR−vol(f , 20) sgR−vol(f , 50)

FIG. 3.16 – Exemples d’images couleurs segmentées par LPE volumique en R régions. Première
colonne : images originales f , deuxième colonne : gradients couleurs %LS+H(f), troisième colonne :
segmentation volumique sgR−vol(%LS+H(f), 10), quatrième colonne : sgR−vol(%LS+H(f), 20) et der-
nière colonne : sgR−vol(%LS+H(f), 50) (Source J. Angulo [4]).

3.5.2 Quelques notions introductives

Introduisons tout d’abord quelques notions nécessaires à la suite de la présentation de la LPE
probabiliste.

3.5.2.1 Le gradient couleur

La fonction à inonder utilisée pour la transformation par LPE est en général une image de gradient.
Pour des images couleurs, selon les travaux d’Angulo et Serra [5], il est particulièrement intéressant
d’utiliser en gradient couleur dans l’espace de représentation couleur LSH : Luminance, Saturation
et Hue (teinte). En effet, il présente de meilleurs performances que les autres gradients couleurs.
Cependant, n’importe quel autre gradient couleur pourrait être utilisé, y compris un gradient marginal
en RVB. Soit f(x) = (fL(x), fS(x), fH(x)) une image couleur en représentation LSH. Le gradient
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couleur est défini par :

%LS+H(f(x)) = fS(x)× %◦(fH(x)) + (1− fS(x))× %(fL(x)) + %(fS(x)) (3.5.1)

où %(g(x)) est le gradient morphologique de la fonction scalaire g(x) et %◦(a(x)) est le gradient
circulaire centré de la fonction angulaire a(x).

3.5.2.2 Notation pour la segmentation par LPE

On note mrk(x), l’image des marqueurs. L’image binaire des contours issus de la segmentation
associés à ces marqueurs, selon le gradient %LS+H(f(x)), est, quant à elle, notée sgmrk(%LS+H(f(x))).
En utilisant le même gradient, la segmentation par LPE volumique est dénommée sgR−vol(%LS+H(f(x))).

3.5.2.3 Génération des germes aléatoires

Le paradigme de la segmentation par LPE repose sur le choix approprié des marqueurs, qui sont les
sources pour générer les bassins d’attractions [29, 26]. Il est notoire que la partie la plus « intelligente »
de cette technique est l’utilisation d’un critère utilisé pour sélectionner les marqueurs. Dans la présente
approche, nous suivons la direction opposée en sélectionnant des germes aléatoires comme marqueurs.
Ce choix arbitraire sera compensé par l’utilisation d’un nombre donnée M de réalisations, afin de
filtrer les fluctuations insignifiantes.

Un moyen naturel d’introduire des germes aléatoires [84], consiste à générer des réalisations d’un
processus de points de Poisson avec une intensité constante θ (à savoir le nombre de points moyens
par unité de surface). Il est bien connu que le nombre de points aléatoiresN tombant dans un domaine
D d’aire |D| suit une distribution de Poisson de paramètre θ|D|. En outre, conditionnellement au fait
que N = n, les n points sont distribués de manière indépendante et uniforme sur D. Dans ce qui
suit, nous fixerons la valeur N du nombre de germes aléatoires (au lieu d’utiliser un nombre aléatoire
comme pour le processus de points de Poisson), et nous générerons des réalisations indépendantes des
lieux des germes dansD. Dans certains cas, comme illustré ci-après, il peut être intéressant de générer
une distribution non uniforme de germes, avec une intensité régionale (ou mesure) θ(x). Dans les cas
de Poisson, N suit une distribution de Poisson de paramètre θ(D), et conditionnellement au fait que
N = n, les n points sont distribués indépendamment sur D avec la densité de probabilité θ(x)/θ(D).
Dans ce qui suit, l’intensité θ(x) sera générée à partir de l’image, et nous utiliserons un nombre de
germes fixe, comme pour le cas homogène.

3.5.2.4 La méthode de Parzen pour calculer une fonction de densité de probabilité

L’estimation de densité par une méthode à noyaux, ou méthode de la fenêtre de Parzen [54],
est une manière d’estimer la fonction de densité de probabilité (pdf) d’une variable aléatoire. Soient
x1,x2, . . . ,xM ∈ Rn M réalisations d’une variable aléatoire, l’approximation par noyau de la densité
de sa pdf est :

p̂dfh(x) =
1
Nh

M∑
i=1

K

(
x− xi

h

)
, (3.5.2)

où K(x) est un noyau et sa bande passante h un paramètre de lissage. Habituellement, on choisit pour
K(x) une fonction gaussienne de moyenne 0 et de variance σ2, qui détermine l’effet de lissage.
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3.5.3 Segmentation de germes uniformément aléatoires

Soit {mrki(x)}Mi=1, une série de M réalisations de N marqueurs uniformément aléatoires. Cha-
cune de ces images binaires de points est considérée comme les marqueurs d’une segmentation par
LPE du gradient couleur sgmrk(%LS+H(x)) et par conséquent, une série de segmentation est obtenue,
i.e. {sgmrk

i (x)}Mi=1 (fig. 3.17). Notons, que le nombre de points détermine le nombre de régions ob-
tenu, i.e. une propriété essentielle de la LPE. Comme nous pouvons le constater dans l’exemple, les
contours principaux apparaissent quelle que soit la position des germes.

A partir de M réalisations de contours, la densité de contours est calculée par la méthode de la
fenêtre de Parzen. L’effet de lissage du noyau gaussien (typiquement σ = 3 pixels pour ces exemples)
est important pour obtenir une fonction pour laquelle les contours fermés (e.g. dans les régions tex-
turées ou pour les petites régions) sont ajoutés. La densité de contours pdf(x) pourrait ensuite être
seuillée pour obtenir les contours les plus proéminents, cependant le résultat serait composé de mor-
ceaux de contours qui n’entoureraient pas les régions. De plus, nous avons étudié les histogrammes
pour divers exemples et il n’existe pas de seuil optimal pour séparer les classes de contours.

Un schéma présente les différentes étapes nécessaires à l’élaboration de la pdf (fig. 3.19).

i = 1 i = 2 · · · i = M

· · ·
mrk1(x) mrk2(x) mrkM (x)

· · ·
sgmrk

1 (x) sgmrk
2 (x) sgmrk

M (x)

N = 10, M = 50

pdf(x)

FIG. 3.17 – A gauche, M réalisations de N germes aléatoires uniformes, mrki(x), et contours asso-
ciés de la LPE contrôlée par marqueurs, sgmrk

i (x). A droite, la fonction de densité de probabilité de
contours calculée par la méthode de la fenêtre de Parzen pour N = 10 et M = 50.

L’inconvénient majeur lors de l’utilisation d’une distribution uniforme de marqueurs aléatoires est
d’induire une sur-segmentation des régions les plus grandes puisque le nombre moyen de germes tom-
bant dans une région donnée est proportionnel à sa surface. Ce phénomène est évité par l’emploi d’une
segmentation par LPE volumique, ou par l’utilisation d’une densité régionalisée de germes. Nous
proposons de partitionner la pdf(x) de contours avec la LPE volumique pour obtenir les R régions
les plus significatives, i.e. sgR−vol(pdf(x), R). Chaque bassin versant (chaque minimum) de pdf(x)
correspond à l’une des régions de la somme des différentes réalisations de segmentation sgmrk

i (x).
L’intégrale de chaque bassin versant correspond à la probabilité d’être une région de la segmenta-
tion. Par conséquent, la LPE volumique de pdf(x) donne des régions selon leur probabilité. La figure
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3.18 montre une comparaison de segmentation en R = 10, 20 et 50 régions pour deux pdf(x) diffé-
rentes. Les résultats peuvent être comparés avec ceux de la segmentation volumique (déterministe)
sgR−vol(%LS+H(x), R) (fig. 3.18). Une propriété du filtre gaussien, observée dans les exemples, est
la régularisation de la pdf(x) qui se compose de contours de LPE relativement arrondis.

N = 50, M = 100
pdf(x) R = 10 R = 20 R = 50

N = 100, M = 200
pdf(x) R = 10 R = 20 R = 50

FIG. 3.18 – A gauche, fonctions de densité de probabilités de contours, pdf(x) pour N germes uni-
formément aléatoires et M réalisations. A droite, segmentation par LPE volumique de pdf(x) en R
régions les plus significatives, sgR−vol(pdf,R).
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FIG. 3.19 – Schéma général de calcul de la pdf.

3.5.4 Influence des paramètres N et M

A partir des exemples de la figure 3.18, on constate que la méthode dépend très faiblement du
nombre de réalisations M , ce qui est caractéristique de sa robustesse. Il a été vérifié empiriquement
que la pdf(x) converge vers une distribution stable de contours même pour des faibles valeurs de M ,
20 ou 50. Nous proposons de toute manière, de prendre une plus grande valeur, par exemple M = 100
ou 200 afin d’obtenir des contours plus réguliers.

Les points aléatoires explorent uniformément l’image et le choix de M est important pour fixer
le degré d’échantillonnage probabiliste (notons que la probabilité dépend du ratio entre N et la taille
de l’image, c’est à dire du nombre de pixels). En outre, si la valeur de N est faible, une segmentation
en larges régions est privilégiée ; tandis qu’une forte valeur de N produira de plus petites régions. Si
N est trop grand, la sur-segmentation de sgmrk

i conduit à une pdf(x) très lisse. Elle perd alors ces
propriétés pour sélectionner les R contours. En fait, nous pouvons conclure que la segmentation par
germes uniformes dépend principalement du paramètre N qui est relié à R, i.e. le nombre de régions
à déterminer. Il est donc logique de prendre N > R. De plus, la méthode est assez robuste pour le
choix de N . Sur la figure 3.18, les images, de taille 256 × 256 pixels, à segmenter en R = 10, 20 ou
50 régions, le choix de N = 50 ou 100 fournit exactement le même résultat.



3.5 Introduction de la LPE probabiliste 107

3.5.5 Gradient probabiliste

La fonction pdf(x) peut être combinée avec le gradient initial afin de renforcer les contours du
gradient qui ont une forte probabilité :

%(x) = ω1%
LS+H(f(x)) + ω2pdf(x) (3.5.3)

avec l’utilisation d’une combinaison barycentrique : les deux fonctions définies sur [0; 1] et ω1 =
(1− ι) et ω2 = ι.

Nous avons étudié le comportement de %(x) pour la segmentation volumique, sgR−vol(ρ(x)),
selon la valeur ι. Remarquons que pour ι = 0 le gradient est obtenu alors que pour ι = 1, la pdf
est exclusivement prise en compte. Sur la figure 3.20, on peut observer un exemple de segmentation
en 20 régions pour différents ι. On constate que même pour de faibles valeurs de ι, les résultats
de la segmentation sont notoirement améliorés. Ceci est cohérent avec le fait que pdf(x), dérivée
du gradient, contient toutes les informations essentielles pour la segmentation. De toute façon, nous
avons la confirmation que lorsque ι = 0,5 (combinaison moyenne), les résultats sont en général plus
satisfaisants.

ι = 0 ι = 0, 33 ι = 0, 50 ι = 0, 66 ι = 1

FIG. 3.20 – Première ligne, gradients probabilistes %(x) (i.e., combinaison linéaire de gradient couleur
et de pdf) pour différentes valeurs de λ et deuxième ligne, segmentations associées par LPE volumique
en R = 20 régions.

3.5.6 Segmentation à partir de germes ponctuels aléatoires régionalisés

Dans l’algorithme précédent, les germes aléatoires étaient uniformément distribués dans le do-
maine de l’image. Une autre approche, pour construire la pdf, par régionalisation des germes a été
proposée par Angulo et Jeulin [4].

La première question est de savoir quelle fonction de régionalisation θ(x) utiliser. Plusieurs al-
ternatives sont possibles. Une première alternative consiste à travailler, pour les images couleur, sur
la composante de luminance θ(x) = fL(x) (respectivement, le négatif de la luminance f c

L(x)) de
telle manière que les régions les plus illuminées (respectivement, les régions sombres) produiront des
germes aléatoires. Cette forme de régionalisation n’est pas très utile pour la segmentation. Il semble
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plus naturel de travailler sur le gradient couleur, θ(x) = %LS+H(x). Dans ce cas, les germes de
mrkθ

i (x) sont localisés autour des zones de fort gradient, c’est à dire les zones proches des contours.
Une fois que les séries de M contours sgmrkθ

i (x) sont calculées, la densité de probabilité de contours
associée est obtenue par la méthode de la fenêtre de Parzen. Comme précédemment, cette fonction est
ensuite segmentée par une LPE volumique (fig. 3.21). On constate que les segmentations régionalisées
dépendent des propriétés de la dynamique du gradient couleur. En outre, les différentes réalisations
de points aléatoires, utilisant le même θ(x), sont assez similaires et par conséquent les réalisations
de contours aussi. A cause de cet échantillonnage régionalisé, une autre caractéristique de pdfθ(x)
est que la distribution est très similaire au gradient, uniquement là où les contours sont les plus im-
portants. Les résultats de segmentation de sgR−vol(pdfθ, R) sont de toute manière meilleurs que la
segmentation volumique du gradient sgR−vol(%LS+H , R). Le fait de prendre θ(x) égale au négatif du
gradient (i.e. localisés les germes sur les faibles zones du gradient) a aussi été étudiée. Cependant,
dans ce cas, trop de germes sont introduits dans chaque réalisation et la sur-segmentation fourni des
pdf inutiles.

i = 1 i = 2 · · · i = M

· · ·

· · ·

θ = rhoLS+H(x), M = 50

pdfθ(x)

sgR−vol(pdfθ, 20)(x)

FIG. 3.21 – A gauche, M réalisations de germes aléatoires régionalisés (la fonction de régionalisation
est le gradient couleur θ = %LS+H ), mrki(x), et les contours associés de la LPE par marqueurs,
sgmrkθ

i (x). A droite, la pdf calculée par la méthode de la fenêtre de Parzen pour M = 50, et la
segmentation volumique de pdfθ(x) en R = 20 régions.

Remarque 3.5.1. Angulo et Jeulin ont également développé des nivellements morphologiques à partir
de germes aléatoires. L’ensemble des réalisations des nivellements est ensuite utilisée pour faire une
segmentation par LPE probabiliste. L’intérêt d’utiliser des nivellements est de réduire le nombre de
minima du gradient d’une image. Cette approche donne de bons résultats. Nous invitons le lecteur
intéressé à se reporter à [4]. Cette méthode n’étant pas utilisée dans la suite de ce mémoire, il ne sera
pas donné plus de détails.



3.6 Densité de probabilité de contours pour les images hyperspectrales 109

3.5.7 Considérations sur l’implémentation informatique

Les M réalisations de contours pour des germes aléatoires, uniformes ou régionalisés, sont obte-
nues à partir de la même fonction (i.e. le gradient couleur) en utilisant différents marqueurs. Par consé-
quent, en utilisant le graphe de voisinage des bassins versants et son arbre de poids minimum, « Mi-
nimum Spanning Tree » (MST), [125], les N marqueurs aléatoires peuvent être considérés comme N
nœuds aléatoires du MST au lieu de N points de l’image. L’implémentation par graphe apporte deux
avantages principaux : primo, un calcul rapide de M segmentations avec des marqueurs différents sur
le même MST ; et secundo le contrôle du biais de la LPE pouvant être dû à la position aléatoire des
marqueurs [27].

Les implémentations rapides de la LPE (100ms pour une image 256×256 pixels sur un ordinateur
standard Pentium 4, 3 GHz, 2 Go de RAM) permettent de segmenter une image par la LPE probabiliste
en 10 secondes.

Après cette présentation de la LPE probabiliste pour les images couleurs, présentons maintenant
les extensions de cette technique aux images hyperspectrales.

3.6 Densité de probabilité de contours pour les images hyperspectrales

Dans cette partie nous présentons tout d’abord plusieurs méthodes pour élaborer des fonctions de
densité de probabilité pour les images hyperspectrales à partir de marqueurs uniformément aléatoires.

3.6.1 Densité de probabilité de contours marginale mpdf

Comment étendre les fonctions de densité de probabilités pdf de contours aux images hyperspec-
trales ? Pour ce faire, trois fonctions à inonder ont été étudiées :

– une approche marginale conduisant à une pdf marginale notée mpdf ;
– une approche vectorielle conduisant à une pdf vectorielle notée vpdf ;
– un gradient hyperspectral probabiliste %prob.
La pdf marginale pondérée mpdf est calculée selon l’algorithme 3. Un schéma représente égale-

ment les différentes étapes nécessaires à son calcul (fig. 3.22).
Le gradient hyperspectral probabiliste est défini comme la somme du gradient vectoriel construit

sur une distance et de la pdf marginale mpdf :

%prob = mpdf + %d . (3.6.3)

Il est à noter que les valeurs de la mpdf et du gradient distance %d ont été normalisés dans [0; 1].
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Algorithme 3 mpdf
1: Pour le gradient morphologique de chaque canal, %(fλj

) avec j = 1 . . . L, faire M réalisations
de N germes uniformément aléatoires, i.e. les marqueurs {mrkj

i }
j=1...L
i=1...M . Comme on génère M

réalisations de marqueurs pour chaque canal, il y a en tout M × L réalisations. Obtenir la série
de contours par segmentation LPE à partir des marqueurs sur les gradients morphologiques des
canaux, {sgmrk,j

i (x)}j=1...L
i=1...M .

2: Calculer par la méthode de la fenêtre de Parzen les pdf marginales sur chacun des canaux :

pdfj(x) =
1
M

M∑
i=1

sgj
i (x) ∗Gσ . (3.6.1)

3: Calculer la pdf marginale pondérée :

mpdf(x) =
L∑

j=1

wjpdfj(x) (3.6.2)

avec des poids wj . Dans l’espace image de dimension L, on peut prendre wj = 1/L et dans
l’espace factoriel prendre les poids wj égaux aux inerties des axes.
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FIG. 3.22 – Schéma général de calcul de la pdf marginale mpdf .
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3.6.2 Densité de probabilité de contours vectorielle vpdf

La pdf vectorielle vpdf est calculée selon l’algorithme 4. Les étapes pour l’obtention de la vpdf
sont présentées sur un schéma (fig. 3.23).

Algorithme 4 vpdf
1: Pour le gradient vectoriel %d(fλ), faire M × L réalisations de N germes uniformément aléa-

toires, i.e. les marqueurs {mrki}i=1...M×L, avec L le nombre de canaux. Obtenir la segmentation,
{sgi(x)}i=1...M×L, par LPE sur le gradient vectoriel construit sur une distance %d(fλ), avec d la
distance adaptée à l’espace de représentation : d = dχ2 dans l’espace image ou d = dE dans
l’espace factoriel.

2: Calculer la pdf vectorielle :

vpdf(x) =
1

M × L

M×L∑
i=1

sgi(x) ∗Gσ . (3.6.4)

PDF (méthode de Parzen)

Gradient vectoriel

LPE marqueurs

Marqueurs aléatoires Marqueurs aléatoires Marqueurs aléatoires
…

LPE marqueurs LPE marqueurs
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mrk(x) sgMxL
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∑
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×
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1
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( ))(,),(),()(
21

xfxfxfx
Lλλλλ K=fImage hyperspectrale

(vectorielle)

R régions

N marqueurs

L×M réalisations

R régions

LPE volumique

FIG. 3.23 – Schéma général de calcul de la pdf marginale vpdf .
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3.6.3 Comparaison entre les densités de probabilités de contours

Pour comparer ces trois fonctions à inonder, on les segmente par une LPE volumique avec une
contrainte de volume R. La comparaison s’effectue sur des images satellites dans l’espace image fλ
et dans l’espace factoriel cf

α. Les marqueurs sont des marqueurs uniformément aléatoires : mrki(x).
Dans l’espace image (fig. 3.24) on effectue 4 segmentations par LPE volumique à partir :
– du gradient construit sur la distance du chi-deux : sgR−vol(%χ2(fλ)) ;
– de la mpdf : sgR−vol(mpdf(fλ)) ;
– de la vpdf : sgR−vol(vpdf(fλ)) ;
– du gradient probabiliste : sgR−vol(%prob(fλ)).
On constate que les résultats de segmentations sont bien meilleurs (i.e. les contours sont plus

homogènes dans l’espace) pour les LPE volumique sur les fonctions d’inondation probabilistes :
mpdf(fλ), vpdf(fλ) et %prob(fλ) que sur le gradient vectoriel %χ2

(fλ) qui correspond à la LPE clas-
sique, i.e. déterministe. Par conséquent la LPE probabiliste est meilleure que la LPE déterministe sur
les images hyperspectrales. En outre le gradient probabiliste %prob, qui combine un gradient vectoriel
construit sur une distance %d et pdf marginale mpdf , améliore encore les contours puisqu’il permet de
segmenter à la fois les contours du premier ordre (les plus grandes régions) et les contours du second
ordre liés à des petites régions mais qui sont bien contrastées dans le gradient.

%χ2
(fλ) mpdf(fλ) vpdf(fλ) %prob(fλ)

sgR−vol(%χ2(fλ)) sgR−vol(mpdf(fλ)) sgR−vol(vpdf(fλ)) sgR−vol(%prob(fλ))

FIG. 3.24 – En haut : gradients et pdf ; en bas : segmentations LPE associés sur l’image « Roujan »
dans l’espace image fλ avec N = 50 points , M = 100 réalisations et R = 50 régions.

Nous avons fait une étude similaire dans l’espace factoriel AFC à une dimension cf
α = (cfα1

).
Comme seul le premier axe factoriel est conservé, le gradient construit sur la distance euclidienne %E

est très proche du gradient morphologique % sur les facteurs pixels de l’axe cfα1
. On utilisera donc le

gradient morphologique dans cet espace factoriel à une dimension. Le gradient probabiliste sera donc
défini comme la somme du gradient morphologique et de lampdf : %prob(cfα1

) = %(cfα1
)+mpdf(cfα1

).
Nous avons effectué les segmentation par LPE volumique associées (fig. 3.25) :
– au gradient construit sur la distance euclidienne : sgR−vol(%E(cf

α)) ;
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– à la mpdf : sgR−vol(mpdf(cf
α)) ;

– au gradient probabiliste : sgR−vol(%prob(cf
α)).

%(cfα1
) mpdf(cfα1

) %prob(cfα1
)

sgR−vol(%(cfα1
)) sgR−vol(mpdf(cfα1

)) sgR−vol(%prob(cfα1
))

FIG. 3.25 – Segmentations LPE dans l’espace factoriel AFC cf
α N = 50 points,M = 100 réalisations

et R = 50 régions.

On constate que les contours de la LPE du gradient morphologique %(cf
α) sont comparables à ceux

de la LPE sur les fonctions à inonder probabilistes : mpdf(cf
α) et %prob(cf

α). En effet, grâce à l’AFC,
le bruit à été réduit dans l’espace factoriel cf

α (cf. section 2.4.2, p : 32 et suivantes). Travailler dans cet
espace permet donc l’amélioration de la segmentation. Les contours du premier ordre (i.e. associés aux
régions les plus importantes) semblent meilleurs pour les fonctions à inonder probabilistes mpdf(cf

α)
et %prob(cf

α) que pour le gradient morphologique (i.e. déterministe) %(cf
α).

Nous avons également effectué des comparaison entre les fonctions à inonder probabilistes, mpdf
et vpdf , et le gradient construit à partir d’une distance %d (fig. 3.26 et 3.27). On constate que les
segmentations sur la pdf marginale mpdf sont aussi bonnes que celles sur la pdf vectorielle vpdf . Par
ailleurs la pdf vectorielle nécessite le choix d’une distance, alors que ce n’est pas le cas pour la pdf
marginale. Par conséquent, on utilisera par la suite la pdf marginale mpdf . Néanmoins, il peut être
intéressant d’utiliser la pdf vectorielle vpdf avec moins de réalisations : i.e. M au lieu de M × L.
Ainsi les temps de calculs sont accélérés par rapport à la mpdf où il faut faire M réalisations sur
chacun des L canaux.

Après avoir introduit des pdf pouvant être utilisées pour les images hyperspectrales, nous intro-
duisons de nouveaux marqueurs aléatoires régionalisés par la classification.
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Espace image Espace factoriel

%χ2
(fλ) sgR−vol(%χ2

(fλ)) %(cfα1
) sgR−vol(%(cfα1

))

mpdf(fλ) sgR−vol(mpdf(fλ)) mpdf(cfα1
) sgR−vol(mpdf(cfα1

))

vpdf(fλ) sgR−vol(vpdf(fλ))

FIG. 3.26 – Segmentations par LPE volumique et fonctions à inonder associées dans l’espace image
fλ et dans l’espace factoriel cf

α = (cfα1
) (inertie 77,4 %) pour l’image « Toulouse » (5 canaux) avec

N = 100, M = 100, R = 75.
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Espace image Espace factoriel

%χ2
(fλ) sgR−vol(%χ2

(fλ)) %(cfα1
) sgR−vol(%(cfα1

))

mpdf(fλ) sgR−vol(mpdf(fλ)) mpdf(cfα1
) sgR−vol(mpdf(cfα1

))

vpdf(fλ) sgR−vol(vpdf(fλ))

FIG. 3.27 – Segmentations par LPE volumique et fonctions à inonder associées dans l’espace image
fλ et dans l’espace factoriel cf

α = (cfα1
) (inertie 82,2%) pour l’image « Salon de Provence » (4 canaux)

avec N = 50, M = 100, R = 20.
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3.7 Conditionnement des germes de la pdf par la classification

La pdf avec des germes (ou marqueurs) uniformément aléatoires ne contient que de l’information
spatiale. Le conditionnement des germes aléatoires par la classification spectrale permet d’introduire
la dimension spectrale dans la pdf, ce qui conduit à une pdf spatio-spectrale.

Dans cette partie nous introduisons de nouveaux marqueurs aléatoires qui sont régionalisés par
une classification. Puis nous présentons des résultats de segmentation à partir de ces marqueurs.

Voici tout d’abord les différents types de marqueurs étudiés dans cette partie de la thèse :

1. des marqueurs uniformément aléatoires mrki(x) ;

2. des marqueurs aléatoires régionalisés mrkθ
i (x) ;

3. des marqueurs aléatoires régionalisés par une classification :

a) sous forme ponctuelle mrkκ−pt
i (x) ;

b) sous forme de boules où :
– une classe connexe peut être touchée au plus une fois mrkκ−b

i (x) ;
– une classe connexe peut être touchée plusieurs fois et l’on fait l’union des marqueurs

boules tombés dans une classe connexe mrkκ−∪b
i (x) ;

– une classe connexe peut être touchée plusieurs fois et l’on fait l’union des marqueurs
boules connexes tombés dans une classe connexe mrkκ−∪b−connex

i (x).

Les marqueurs uniformément aléatoires mrki(x) et les marqueurs régionalisés mrkθ
i (x) ont été

présentées dans la section 3.5 (p : 99). L’obtention des marqueurs uniformément aléatoires mrki(x)
consiste à tirer des N germes de manière uniforme dans l’espace image. Quant aux marqueurs aléa-
toires régionalisés mrkθ

i (x), leur tirage est effectué selon la densité de probabilité θ. On choisit sou-
vent un gradient normalisé comme densité θ.

Nous allons présenter des résultats sur l’image de souris « serim447 ». Plusieurs espaces de repré-
sentations sont considérés :

– l’espace factoriel AFC cf
α ;

– l’espace des paramètres p ;
– l’espace factoriel ACP de l’ensemble d’entraînement utilisé lors de la classification LDA ctrain

β ).
Ce dernier espace peut sembler « étrange », cependant il est adapté aux classes de la classifica-
tion par LDA et il a permis de bien les différencier.

3.7.1 LPE déterministe

Tout d’abord, les segmentations par LPE déterministes par marqueurs issus de la classification ou
sur critère volumique ne permettent pas de segmenter correctement l’image de la souris.

Pour les segmentations par méthode déterministe, on utilise des gradients construits sur une dis-
tance dont la distance est adaptée à l’espace image (fig. 3.28 et 3.29). On observe que même si un
certain nombre de régions sont détectées, les segmentations ne sont pas très bonnes. La segmentation
par marqueurs dans l’espace ACP des paramètres d’entraînement sg(%E(ctrain

β ),mrkκ) (fig. 3.29 c)
semble la meilleure mais reste limitée.
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Remarque 3.7.1. Le gradient construit sur distance a été calculé après filtrage par nivellement sur
chacun des canaux de l’espace image considéré. La référence pour le nivellement est obtenue par un
filtre gaussien de taille 11× 11 pixels.

Remarque 3.7.2. Les marqueurs mrkκ (fig. 3.28) ont été obtenus par filtrage morphologique de la
classification à partir d’une ouverture avec un e.s. hexagonal de taille 5 (cf. section 3.3, p : 82).

%E(cf
α) %1/σ2(p) %E(ctrain

β )

sgR−vol(%E(cf
α)) sgR−vol(%1/σ2(p)) sgR−vol(%E(ctrain

β ))
(a) (b) (c)

FIG. 3.28 – Gradients construits sur des distances et segmentations par LPE volumique associées en
R = 20 régions : (a) dans l’espace factoriel cf

α, (b) dans l’espace des paramètres p et (c) dans l’espace
ACP du train sur les paramètres ctrain

β ).

Les segmentations par LPE déterministes n’étant pas satisfaisantes, intéressons nous maintenant
à la LPE probabiliste.
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mrkκ mrkκ mrkκ

%E(cf
α) %1/σ2(p) %E(ctrain

β )

sg(%E(cf
α),mrkκ) sg(%1/σ2(p),mrkκ) sg(%E(ctrain

β ),mrkκ)
(a) (b) (c)

FIG. 3.29 – Segmentations LPE par marqueurs dans différents espaces : (a) dans l’espace factoriel cf
α,

(b) dans l’espace des paramètres p et (c) dans l’espace ACP du train sur les paramètres ctrain
β .

3.7.2 LPE probabiliste avec des germes uniformément aléatoires

Afin de renforcer les contours de la fonction à inonder, on emploie la LPE probabiliste avec des
marqueurs uniformément aléatoires mrki(x) comme expliqué à la section 3.6 (p : 109). Pour ce faire,
on utilise la pdf marginale mpdf avec N = 20 points et M = 100 réalisations. On effectue ensuite un
segmentation par LPE volumique en R = 20 régions (fig. 3.30). Les segmentations de la mpdf par
LPE volumique sont présentées sur un canal de l’espace de représentation considéré : espace factoriel
cf

α, espace des paramètres p et espace ACP d’entraînement ctrain
β .

Les résultats de segmentation sont meilleurs (au niveau de la tumeur) dans l’espace ACP de l’en-
semble d’entraînement ctrain

β . Cependant ils ne sont pas parfaits notamment au niveau des autres
organes.

Remarque 3.7.3. Pour éviter la segmentation du fond en plusieurs parties, il serait intéressant d’ajou-
ter un marqueur sur le contour de l’image pour chacune des réalisations des marqueurs aléatoires
mrki(x), avec i = 1 . . .M . Ce marqueur n’aurait bien sûr aucun impact sur la tumeur qui est située
à l’intérieur de l’image et non sur son bord.

Pour améliorer ces résultats nous allons conditionner les marqueurs par la classification spectrale
précédemment obtenue.
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mpdf(cf
α) mpdf(p) mpdf(ctrain

β )

sgR−vol(mpdf(cf
α)) sgR−vol(mpdf(p)) sgR−vol(mpdf(ctrain

β ))

FIG. 3.30 – Segmentation par LPE probabiliste sur la mpdf par critère volumique (N = 20 points, M
= 100 réalisations, R = 20 régions).

3.7.3 Germes ponctuels aléatoires régionalisés par une classification

Afin de tenir compte de l’information spectrale dans la construction de la pdf, on va tirer des
marqueurs conditionnellement à la classification κ.

Pour ce faire, les classes de la classification κ sont ré-étiquetées (cf. section 3.3.1, p : 83) pour
obtenir une partition κ̂ en composantes connexes de l’espace support de l’image E :

E = ∪kCk avec ∩ Ck = ∅ .

Il est à noter qu’il n’est pas nécessaire de faire un filtrage morphologique sur les classes. En effet
comme les classes connexes de la classification ne sont pas utilisées comme des marqueurs pour la
LPE sur la mpdf , la LPE ne requiert pas de degré de liberté entre les classes (cf. section 3.3.1, p : 83).

Des marqueurs ponctuels aléatoires régionalisésmrkκ−pt
i (x) sont tirés sur les classes connexe Ck

de la classification spectrale. Pour cela on effectue un tirage de N marqueurs aléatoires par accep-
tation rejet. Les marqueurs sont tirés uniformément sur les classes Ck. Si un marqueur tombe dans
une composante connexe Ck non encore marquée alors ce marqueur est conservé sinon il est rejeté
(cf. algorithme 5). Afin de réduire l’influence des trop petites classes on ajoute un paramètre d’aire
minimum S : i.e. aire(Ck) > S.

Il est à noter que, pour cette application, on ajoute un marqueur externe lors des réalisations des
marqueurs et que les marqueurs ne peuvent toucher la classe correspondant au fond, afin d’éviter
d’avoir des contours séparant le fond sur la pdf.

Remarque 3.7.4. Tous lesN marqueurs ne sont pas conservés dans cet algorithme. Il faut donc tirer un
nombre de points N suffisant pour que les principales classes puissent être marquées. Les marqueurs
conservés sont appelés marqueurs implantés.

Les segmentations de la mpdf par LPE volumique dans les différents espaces sont présentées sur
un canal de l’espace de représentation considéré : espace factoriel cf

α, espace des paramètres p et
espace ACP d’entraînement ctrain

β (fig. 3.31).
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Algorithme 5 Marqueurs ponctuels aléatoires régionalisés par une classification mrkκ−pt
i (x)

1: On fixe N le nombre de germes m tirés et S l’aire minimale d’une composante connexe.
2: indiquer éventuellement que la classe connexe du fond est marquée
3: ajouter éventuellement un marqueur contour sur la réalisation mrkκ−pt

i (x)
4: Pour tout marqueurs m de 1 à N Faire
5: Déterminer la composante connexe Ck telle que m ∈ Ck

6: Si Ck est non marquée et aire(Ck) ≥ S Alors
7: conserver m
8: indiquer que Ck est marquée
9: Fin Si

10: Fin Pour

κ̂kmeans,5bfλ κ̂mod,5bfλ κ̂LDA,4

ctrain
β

mpdf(fλ,mrkκ−pt) mpdf(cf
α,mrk

κ−pt) mpdf(ctrain
β ,mrkκ−pt)

sgR−vol(mpdf(fλ,mrkκ−pt)) sgR−vol(mpdf(cf
α,mrk

κ−pt)) sgR−vol(mpdf(ctrain
β ,mrkκ−pt))

FIG. 3.31 – Segmentations par LPE probabiliste par critère volumique sur la mpdf calculée avec
des marqueurs ponctuels aléatoires régionalisés par la classification κ (N = 100 points, M = 100
réalisations, R = 20 régions, aire S = 10 pixels).

Dans l’espace ACP d’entraînement, on utilise la classification par LDA sur cet espace κ
LDA,4

ctrain
β

et non sur les paramètres κLDA,4p . On pourrait néanmoins utiliser celle sur les paramètres qui est très
proche de celle dans l’espace ACP d’entraînement (cf. section 2.6.4, p : 63).

Pour avoir des segmentations comparables aux autres figures il faut prendre un nombre de points
N = 100 pour une aire minimale S = 10 pixels, ce qui fait que l’on a en moyenne 15 marqueurs
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implantés sur chacune des réalisation mrkκ−pt
i (x), avec i = 1 . . .M .

On observe que les fonctions à inondermpdf calculées avec des marqueurs ponctuels régionalisés
mrkκ−pt

i sont bien meilleures que les mpdf calculées avec des marqueurs ponctuels uniformément
aléatoires mrki. La segmentation dans l’espace des paramètres sgR−vol(mpdf(cf

α,mrk
κ−pt)), qui

nécessite une classification non supervisée, et la segmentation dans l’espace ACP de l’ensemble d’en-
traînement sgR−vol(mpdf(ctrain

β ,mrkκ−pt)) (classification semi-supervisée) sont les meilleures.

Remarque 3.7.5. Même si un marqueur contour sur les réalisations de marqueurs mrkκ−pt
i est ajouté,

pour le calcul de la pdf, et même si les marqueurs aléatoires ne peuvent toucher la classe correspondant
au fond de l’image, la segmentation de la pdf sépare la classe correspondant au fond en plusieurs
parties. En effet la pdf touche le bord de cette image, car l’espace support E de l’image est trop petit.
Lorsque l’on prend un espace support plus large le problème disparaît. Par la suite on n’utilisera pas
de marqueur externe.

Néanmoins, afin d’améliorer les pdf et donc les segmentations nous avons testés des marqueurs
boules aléatoires régionalisés par la classification.

3.7.4 Germes boules aléatoires régionalisés par une classification

Les marqueurs ponctuels présentent l’inconvénient d’accentuer les faibles contours. Avec des mar-
queurs non ponctuels on diminue la probabilité des contours peu importants. Plusieurs cas ont été
étudiés pour les marqueurs boules aléatoires régionalisés par une classification.

3.7.4.1 Une classe connexe peut être touchée au plus une fois

Les marqueurs boules aléatoires régionalisés sont un ensemble de boules de rayon aléatoire com-
pris dans [1;Rmax]. On tire les centres m de ces boules comme des marqueurs ponctuels aléatoires
régionalisés mrkκ−pt(x). Si le centre m est conservé on tire uniformément un rayon aléatoire r dans
[1;Rmax]. On ne conserve comme marqueur que l’intersection entre la boule, B(m, r) de centre m
et de rayon r , et la classe connexe Ck (cf. algorithme 6). Chaque classe connexe Ck ne peut donc être
touchée au plus qu’une fois. On note ces marqueurs mrkκ−b

i (x).
Pour cette application, les marqueurs ne peuvent toucher la classe correspondant au fond, afin

d’éviter d’avoir des contours séparant le fond sur la pdf.
Les segmentations dans les différents espaces sont présentées sur la figure 3.32. Du fait des mar-

queurs boules mrkκ−b plus larges que des marqueurs ponctuels mrkκ−pt les segmentations sont
meilleures qu’avec des marqueurs ponctuels aléatoires régionalisés par une classification.

La segmentation dans l’espace des paramètres, sgR−vol(mpdf(cf
α,mrk

κ−b)), (avec une classifi-
cation non supervisée), et la segmentation dans l’espace ACP de l’ensemble d’entraînement,
sgR−vol(mpdf(ctrain

β ,mrkκ−b)), (avec une classification semi-supervisée) restent les meilleures.
L’inconvénient de cette méthode est que seul un petit nombre de classes connexes Ck sont mar-

quées à chaque fois : en moyenne 15 classes sont marquées pour chaque réalisation de marqueurs
mrkκ−b, avec i = 1 . . .M , sur 41 classes connexes de la classification. Pour palier à cette limitation,
on va permettre aux marqueurs de toucher plusieurs fois une classe connexe.
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Algorithme 6 Marqueurs boules aléatoires régionalisés par une classification (chaque classe pouvant
être touché au plus une fois) mrkκ−b

i (x)
1: On fixe N le nombre de marqueurs m tirés et S l’aire minimale d’une composante connexe.
2: Pour tout marqueurs m de 1 à N Faire
3: Déterminer la composante connexe Ck telle que m ∈ Ck

4: Si Ck est non marquée et aire(Ck) ≥ S Alors
5: r = U [1, Rmax]
6: conserver comme marqueur B(m, r) ∩ Ck

7: indiquer que Ck est marquée
8: Fin Si
9: Fin Pour

κ̂kmeans,5bfλ κ̂mod,5bfλ κ̂LDA,4

ctrain
β

mpdf(fλ,mrkκ−b) mpdf(cf
α,mrk

κ−b) mpdf(ctrain
β ,mrkκ−b)

sgR−vol(mpdf(fλ,mrkκ−b)) sgR−vol(mpdf(cf
α,mrk

κ−b)) sgR−vol(mpdf(ctrain
β ,mrkκ−b))

FIG. 3.32 – Segmentation par LPE probabiliste par critère volumique sur la mpdf calculée avec des
marqueurs-boules aléatoires régionalisés (N = 100 points, M = 100 réalisations, R = 20 régions, aire
S = 10 pixels, Rmax = 30 pixels).

3.7.4.2 Une classe connexe peut être touchée plusieurs fois

Nous avons étudié deux possibilités pour ces marqueurs : l’union des marqueurs boules tombés
dans une classe connexe ou l’union des marqueurs boules connexes tombés dans une classe connexe. A
la différence des marqueurs boules aléatoires régionalisés par une classificationmrkκ−b

i (x), plusieurs
boules peuvent tomber dans une classe connexe Ck de la classification.
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3.7.4.2.1 Union des germes boules tombés dans une classe connexe
On tire les centres des boules aléatoirement. On ne conserve que l’intersection entre la boule,

B(mn, r) de centre mn et de rayon r, et la classe connexe Ck. Cette intersection est notée BCk
n =

B(mn, r) ∩ Ck. Lorsque plusieurs boules tombent dans une même classe Ck on fait l’union des mar-
queurs boules BCk

n de cette classe connexe : BCk
0 ∪ BCk

1 ∪ . . . ∪ BCk
N (cf. algorithme 7). On note ces

marqueurs mrkκ−∪b
i (x).

Algorithme 7 Marqueurs-boules aléatoires régionalisés avec union des boules dans chaque classe
connexe de la classification mrkκ−∪b

i (x)
1: On fixe N le nombre de points mn tirés et S l’aire minimale d’une composante connexe.
2: Pour tout points mn de 1 à N Faire
3: Déterminer la composante connexe Ck telle que mn ∈ Ck

4: Si aire(Ck) ≥ S Alors
5: r = U [1, Rmax]
6: BCk

n = (B(mn, r) ∩ Ck) ∪ BCk
n−1

7: Fin Si
8: Fin Pour

Comme on a vu précédemment que, pour l’exemple de la souris, la segmentation dans l’espace
des paramètres p donne de bons résultats, les segmentations suivantes sont faites uniquement dans cet
espace. Pour conditionner les marqueurs on utilise des classifications :

– par approche modèle, effectuée dans l’espace image filtré, κmod,5bfλ ;

– LDA, effectuée dans l’espace des paramètres, κLDA,4
p .

En outre, un filtrage morphologique des classes de la classification est appliqué (cf. section 3.3.3,
p : 85). Ce filtrage conduit aux images qui vont servir à conditionner les marqueurs aléatoiresmrkκ−∪b

i :
κ̂mod,5bfλ et κ̂LDA,4

p . Comme ces images peuvent aussi être utilisées comme marqueurs pour la LPE sur
la mpdf , elles sont également notées : mrk

κmod,5bfλ et mrk
κLDA,4
p

.

Ce filtrage a pour but :
– d’éviter qu’un marqueur aléatoire ne tombe sur la limite entre deux bassins versants et crée

ainsi une fuite. En réduisant la surface des classes connexes, de la classification, on diminue le
risque qu’une classe ne recouvre les limites du bassin versant auquel elle appartient ;

– d’augmenter les « degrés de libertés » de la LPE lors de la segmentation de la pdf.

Dans l’espace des paramètres, on utilise la classification par LDA sur cet espace κ
LDA,4

ctrain
β et

non sur les paramètres κLDA,4p . On pourrait néanmoins utilisée celle sur les paramètres qui est très
proche de celle dans l’espace ACP d’entraînement (cf. section 2.6.4, p : 63).

Remarque 3.7.6. Un marqueur contour est également ajouté lors des réalisations des marqueurs,
{mrkκ−∪b

i }i=1...M , pour le calcul de la pdf. De plus les marqueurs aléatoires ne peuvent toucher
la classe correspondant au fond de l’image.

Sur la figure 3.33, les segmentations de la mpdf par critère volumique ou bien par marqueurs
donnent de bons résultats.

Il est important de noter que l’on introduit ici le concept important de segmentation de lampdf par
une LPE à partir de marqueurs provenant de la classification. Nous reviendrons sur ces conséquences
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par la suite.
Un dernier test a été effectué en choisissant comme germes de la mpdf non plus des boules

tombées dans une classe connexe, de la classification, mais des boules connexes tombées dans une
classe connexe.
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κmod,5bfλ κLDA,4

ctrain
β

κ̂mod,5bfλ κ̂LDA,4

ctrain
β

ou mrk
κmod,5bfλ ou mrk

κLDA,4

ctrain
β

mpdf(p,mrkκmod−∪b) mpdf(p,mrkκLDA−∪b)

sgR−vol(mpdf(p,mrkκmod−∪b)) sgR−vol(mpdf(p,mrkκLDA−∪b))

sgmrk(mpdf(p,mrkκmod−∪b),mrk
κmod,5bfλ ) sgmrk(mpdf(p,mrkκLDA−∪b),mrk

κLDA,4
p

)

FIG. 3.33 – Segmentations par LPE probabiliste par critère volumique ou par marqueurs issus de
la classification sur la mpdf calculée dans l’espace des paramètres p. On utilise comme germes de
la mpdf des marqueurs-boules aléatoires régionalisés avec union des boules dans une même classe
connexe de la classification (N = 100 points, M = 100 réalisations, R = 30 régions, aire S = 2 pixels,
Rmax = 30 pixels).
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3.7.4.2.2 Union des germes boules connexes tombés dans une classe connexe On tire les centres
des boules aléatoirement. On ne conserve que l’intersection entre la boule, B(mn, r) de centre mn et
de rayon r , et la classe connexe Ck. Cette intersection est notée BCk

n = B(mn, r) ∩ Ck. Lorsque
plusieurs boules tombent dans une même classe Ck on fait l’union des marqueurs boules connexes
BCk

n de cette classe connexe ∪N
n=1B

Ck
n si ∩N

n=1B
Ck
n = ∅. Pour ce faire il suffit de ré-étiqueter les

classes connexes Al de l’image marqueurs pour obtenir comme marqueurs ∪lAl avec ∩lAl 6= ∅ (cf.
algorithme 8). On note ces marqueurs mrkκ−∪b−connex

i (x).

Algorithme 8 Marqueurs-boules aléatoires régionalisés avec union des boules connexes dans chaque
classe connexe de la classification mrkκ−∪b−connex

i (x)
1: On fixe N le nombre de points m tirés et S l’aire minimale d’une composante connexe.
2: Pour tout points mn de 1 à N Faire
3: Déterminer la composante connexe Ck telle que mn ∈ Ck

4: Si aire(Ck) ≥ S Alors
5: r = U [1, Rmax]
6: BCk

n = (B(mn, r) ∩ Ck) ∪ BCk
n−1

7: Fin Si
8: Fin Pour
9: Étiqueter les classes connexes {Al}l dans l’image marqueur

Comme précédemment, un marqueur contour est également ajouté lors des réalisations des mar-
queurs, {mrkκ−∪b−connex

i }i=1...M , pour le calcul de la pdf. De plus les marqueurs aléatoires ne
peuvent toucher la classe correspondant au fond de l’image.

En outre on réduit la taille des classes de la classification par filtrage morphologique (cf. para-
graphe 3.7.4.2.1 et section 3.3.3, p : 85)

Après calcul des mpdf dans l’espace des paramètres p à partir des germes mrkκ−∪b−connex
i , on

les segmente par une LPE volumique (fig. 3.34). La segmentation dans l’espace des paramètres avec
R = 20 régions à partir de la classification LDA semble être la meilleure.

Le calcul de la mpdf à partir de ces derniers germes, mrkκ−∪b−connex
i (x), nous a semblé donner

les meilleurs résultats.
Afin de bien comprendre comment sont utilisés les marqueurs-boules aléatoires régionalisés avec

union des boules connexes dans chaque classe connexe de la classification mrkκ−∪b−connex
i (x), on

observe sur la figure 3.35 quelques réalisations de marqueurs et de contours nécessaires à la construc-
tion de la mpdf . Les marqueurs aléatoires sont conditionnés par la classification LDA filtrée κ̂LDA,4

ctrain
β

avec N = 100 points, M = 100 réalisations et Rmax = 30 pixels.
Après cette étude sur les marqueurs, nous allons segmenter d’autres séries temporelles de DCE-

MRI de souris en vue d’une application d’aide au diagnostic pour la détection de tumeurs cancéreuses.
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κmod,5bfλ κLDA,4

ctrain
β

κ̂mod,5bfλ κ̂LDA,4

ctrain
β

mpdf(p,mrkκmod−∪b−connex) mpdf(p,mrkκLDA−∪b−connex)

sgR−vol(mpdf(p,mrkκmod−∪b−connex)) sgR−vol(mpdf(p,mrkκLDA−∪b−connex))
avec R = 30

sgR−vol(mpdf(p,mrkκLDA−∪b−connex))
avec R = 20

FIG. 3.34 – Segmentations par LPE probabiliste par critère volumique sur la mpdf calculée avec
des marqueurs-boules aléatoires régionalisés avec union des boules connexes dans une même classe
connexe de la classification (N = 100 points, M = 100 réalisations, R = 30 (ou 20) régions, aire S =
2 pixels, Rmax = 30 pixels).
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i = 1 i = 2 i = 3 i = 4 i = 5 i = 6 i = 7 i = 8 i = 9 i = 10

κ̂LDA,4

ctrain
β

FIG. 3.35 – Première ligne, quelques réalisations des contours nécessaires (haut) à la construction de
la mpdf et, sur la deuxième ligne, les marqueurs mrkκ−∪b−connex

i (x) régionalisés par classification
LDA filtrée κ̂LDA,4

ctrain
β

(avec N = 100 points, M = 100 réalisations et Rmax = 30 pixels).

3.8 Application à la détection de tumeurs cancéreuses

Une des applications très importantes de cette thèse, est la détection de tumeurs cancéreuses
sur des séries temporelles DCE-MRI de souris. Nous disposions de 25 séries d’images fournies par
l’équipe du Pr. C.-A. Cuenod du service imagerie de l’Hôpital Européen Georges Pompidou. Ces sé-
ries d’images de souris permettent de détecter des tumeurs par une cinétique croissante des spectres
correspondant à l’accumulation du produit de contraste dans la zone cancéreuse (cf. fig. 2.27, p : 43).
Cette application permet de montrer le potentiel de notre méthode de segmentation. Elle a été publiée
dans [139]. Elle ne constitue néanmoins pas une étude exhaustive pour la détection de tumeurs. Pour
ce faire, il faudrait une étude de validation complète sur des cas plus nombreux.

Pour pouvoir détecter des zones potentiellement tumorales nous avons choisi de segmenter ces
images par LPE probabiliste, puis, de classifier les régions de la segmentation en zones potentiellement
tumorales ou non tumorales. Le schéma complet de traitement des images est présenté en figure 3.36.
Plusieurs parties de ce schéma de traitement ont été abordées précédemment :

– le pré-traitement : réduction de bruit par AFC (cf. section 2.4.5.1 , p : 41) et ajustement d’un
modèle (cf. section 2.4.6 , p : 46) ;

– la classification par LDA après normalisation de l’histogramme des cartes de paramètres du
modèle ajusté (cf. section 2.6.5 , p : 68) ;

– la segmentation par LPE probabiliste par des germes-boules aléatoires régionalisés avec union
des boules connexes dans chaque classe connexe de la classification, mrkκ−∪b−connex

i (x) (cf.
section 3.7.4.2.2 , p : 126).

Dans cette partie, nous allons présenter la détection de tumeur et les cartes de confiance des zones
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tumorales permettant au médecin de juger sur le fait que la région détectée soit ou non une tumeur.

f 
Pré-traitement

AFC 
+ Modèle

Classification
Normalisation
d'histogramme

+ LDA

Segmentation
LPE stochastique

Détection
Sélections 
de régions

Zones
potentiellement
tumorales

FIG. 3.36 – Schéma de traitement pour la détection de tumeurs.

On choisit de travailler à partir d’une segmentation par LPE probabiliste sur les paramètres des
germes-boules aléatoires régionalisés mrkκ−∪b−connex

i (x). Pour conditionner les marqueurs, on uti-
lise la classification LDA dans l’espace des paramètres, κLDA,4

p . Cette classification nécessite un ap-
prentissage sur un seule série. Après cet apprentissage, notre méthode est entièrement automatique.

La détection des régions potentiellement tumorales dépend de deux critères définis empirique-
ment. Ces régions doivent avoir :

– un paramètre moyen de pente a positif ;
– une ordonnée à l’origine moyenne b supérieure à 800 pour éliminer les zones correspondant au

fond et qui peuvent avoir un paramètre ajusté de pente très légèrement positif. Cette valeur de
seuil est la même pour toutes les séries d’images car les histogrammes des paramètres ont été
normalisés.

Afin de permettre au médecin de juger de la pertinence des zones sélectionnées : on fournit des
cartes de confiance sur les paramètres. Pour ce faire, sur chaque zone on calcule le coefficient de
variation βa de la pente et d’ordonnée à l’origine βb :

βa =
σa

E{a}
et βb =

σb

E{b}
(3.8.1)

avec σ l’écart type et E la moyenne du paramètre sur la zone considérée. Ces coefficients sont ensuite
seuillés :

– pour la pente a à 5 ;
– pour l’ordonnée à l’origine b à 1.

Plus les coefficients de variation sont proche de zéro plus la confiance dans le paramètre est grande,
plus il s’en éloigne plus la confiance est faible. Une échelle de visualisation est ensuite appliquée : le
bleu correspond à la plus grande confiance β = 0 et le rouge à la plus faible confiance βa ≥ 5 ou
βb ≥ 1.

La détection det(x) et les cartes de confiance obtenues pour l’image de souris « serim447 » sont
présentées sur la figure 3.37. Les résultats de segmentation sgR−vol(mpdf) et de détection det(x)
sont affichés sur le canal f̂λ512 de l’image filtrée.

On constate que la grosse zone potentiellement tumorale pour laquelle on a une confiance élevée
(en bleu) correspond bien à la tumeur sur l’image référence ref donnée par les médecins. En revanche,
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la petite zone potentiellement tumorale pour laquelle on a une confiance faible (en rouge) n’est pas
une tumeur sur l’image de référence. La méthode de détection fonctionne donc.

Nous avons appliqué cette méthode sur les 25 séries d’images. Nous présentons les résultats pour
6 images (fig. 3.38). On constate que les détections de zones correspondent bien aux références ref
des médecins. Sur les images « serim450 » et « serim457 », des zones potentiellement tumorales avec
un degré élevé de confiance sont détectées, alors qu’elle ne sont pas indiquées sur la référence.

κLDA,4
p κ̂LDA,4

p = mrkκ mpdf(p,mrkκ) sgR−vol(mpdf)
5

0

1

0
ref det(x) βa βb

FIG. 3.37 – Classification LDA dans l’espace des paramètres κ̂LDA,4
p , filtrage morphologique de la

classification pour obtenir les marqueurs mrkκ, mpdf avec des germes-boules aléatoires régionalisés
par la classification mpdf(p,mrkκ) (N = 100 points, M = 100 réalisations, aire S = 10 pixels,
Rmax = 30 pixels), segmentation par LPE volumique associée en R = 20 régions sgR−vol(mpdf),
référence ref , détection det(x) des zones potentiellement tumorales (moy(a) > 0 etmoy(b) > 800),
cartes de confiance sur la pente βa et sur l’ordonnée à l’origine βb.

Pour quelques séries d’images, des segmentations anatomiques manuelles ont été réalisées par le
Pr. C.A. Cuenod. Elles sont présentées sur la figure 3.39. Les couleurs des classes correspondent aux
parties anatomiques de la façon suivante :

– classe verte : tumeurs ;
– classe bleue : cavité cardiaques (appelées parfois cœur) ;
– classe rouge : fond ;
– classe cyan : poumons.

On constate que notre méthode automatique a détecté, pour ces images, toutes les tumeurs. Afin
d’améliorer les contours des zones potentiellement tumorales, il pourrait être intéressant de faire un
apprentissage de la pdf sur les contours des classes de la segmentation manuelle afin de construire les
pdf des autres images.
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ref(x) mpdf(x) det(x) βa(x) βb(x)
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FIG. 3.38 – Référence des médecins ref , pdf marginalempdf(p,mrkκLDA
)(x) (germes-boules aléa-

toires régionalisés avec union des boules connexes, N = 100 points, M = 100 réalisations, aire
S = 10 pixels, Rmax = 30 pixels), détection det(x) des zones potentiellement tumorales dans l’es-
pace des paramètres (recalés) (moy(a) > 0 et moy(b) > 800) et cartes de confiance sur la pente βa

et sur l’ordonnée à l’origine βb.
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verite(x) mpdf(x) det(x) βa(x) βb(x)
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FIG. 3.39 – Segmentation anatomique manuelle des médecins verite, pdf marginale
mpdf(p,mrkκLDA

)(x) (germes-boules aléatoires régionalisés avec union des boules connexes,
N = 100 points, M = 100 réalisations, aire S = 10 pixels, Rmax = 30 pixels), détection
det(x) des zones potentiellement tumorales dans l’espace des paramètres (recalés) (moy(a) > 0 et
moy(b) > 800) et cartes de confiance sur la pente βa et sur l’ordonnée à l’origine βb.
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3.9 Méthode générale de segmentation des images hyperspectrales

Introduisons maintenant une méthode générale de segmentation des images hyperspectrales. Les
résultats sont présenté sur des images satellites. Cette méthode a été publiée dans [138].

Le diagramme de la méthode est présenté sur la figure 3.40. Les différentes étapes sont les sui-
vantes :

– le filtrage spectral par AFC avec éventuellement une composition d’AFC-reconstitutions (cf.
section 2.4.4, p : 35 et section 2.4.5, p : 41). L’AFC permet également d’effectuer ne réduction
de dimension (cf. section 2.4.1, p : 23) ;

– la précédente étape s’accompagne de la sélection des axes factoriels par le rapport signal à bruit
des facteurs pixels (cf. section 2.4.1.1, p : 23) ;

– un modèle spectral peut éventuellement être ajusté sur l’image reconstituée f̂λ (cf. section 2.4.6,
p : 46) ;

– une classification spectrale (cf. section 2.6, p : 57) ;
– un filtrage morphologique Υ de chacune des classes (cf. section 3.3, p : 82) ;
– le calcul d’une fonction de densité de probabilité (pdf) de contours marginale, ou vectorielle,
mpdf , ou vpdf respectivement, (cf. section 3.6, p : 109) à partir d’un gradient sur l’image et
de germes-boules aléatoires régionalisés par la classification spectrale (cf. section 3.7.4.2.2, p :
126) ;

– une segmentation de la pdf par une LPE contrôlée par des marqueurs provenant des classes de
la classification.

Nous allons illustrer notre démarche sur une image hyperspectrale satellite. Pour cet exemple on
travaille dans l’espace image fλ à 5 dimension pour montrer la pertinence de notre méthode sur de
nombreux canaux. Il pourrait être intéressant de travailler dans l’espace factoriel à 2 canaux (cfα1

, cfα3
).

Pour ce faire, on compare la LPE contrôlée par les marqueurs provenant de la classification κ
sur une pdf probabiliste mpdf(fλ,mrkbκ−∪b−connex), calculée avec des germes-boules aléatoires avec
union des boules connexes dans chaque classe connexe de la classification mrkκ−∪b−connex

i (x), avec
une LPE contrôlée par les mêmes marqueurs sur un gradient construit sur la distance du chi-deux dχ2

(fig. 3.41). Les paramètres pour la LPE probabiliste avec des paramètres provenant de la classification
filtrée, κ̂, sont :

– le nombre de classe de la classification κ : Q = 3. C’est le seul paramètre important ;
– le nombre maximum de germes-boules aléatoires : N = 50 qui doit être suffisamment élevé et

du même ordre de grandeur que le nombre de régions dans l’image ;
– le nombre de réalisations pour chaque canal : M = 100 qui a toujours la même valeur ;
– l’aire minimum pour les classes connexes de la classification S = 10 pixels. Ce paramètre est

fonction de la taille de l’image ;
– du rayon maximal des boules Rmax = 30, qui est généralement le même.
On constate que les contours de l’approche probabiliste, sgmrk(mpdf(fλ,mrkbκ), κ̂), sont plus

lisses et suivent mieux les limites des régions que ceux de l’approche déterministe, sgmrk(%χ2
(fλ), κ̂).

Pour l’image « Port de Bouc » classifiés en Q = 7 classes (cf. section 3.3.4, p : 86), on observe les
mêmes résultats (fig. 3.42).

Afin de comparer la segmentation par marqueurs avec la segmentation avec un nombre de régions
ayant le plus gros volume, on choisit d’autres images « Roujan 0 2 » et « Roujan 1 9 » similaires à
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FIG. 3.40 – Schéma général de la LPE probabiliste contrôlée par une classification, avec des germes-
boules aléatoires régionalisés.

l’image « Roujan », mais qui ont des nombres de régions différents. Comme pour l’image « Roujan »,
les facteurs pixels des axes factoriels 1 et 3 sont conservés (cfα1

, cfα3
). On effectue une classification



3.9 Méthode générale de segmentation des images hyperspectrales 135

κ κ̂

%χ2
(fλ) sgmrk(%χ2

(fλ), κ̂) zoom sgmrk(%χ2
(fλ), κ̂)

mpdf(fλ,mrkbκ−∪b−connex) sgmrk(mpdf(fλ,mrkbκ), κ̂) zoom sgmrk(mpdf(fλ,mrkbκ), κ̂)

FIG. 3.41 – Classification en 3 classes et marqueurs provenant de la classification κ̂ (pre-
mière ligne), approche déterministe sgmrk(%χ2

(fλ), κ̂) sur le gradient construit sur la distance
du chi-deux %χ2

(fλ) (deuxième ligne) et approche probabiliste sgmrk(mpdf(fλ,mrkbκ), κ̂) sur la
mpdf(fλ,mrkbκ−∪b−connex) (troisième ligne) pour l’image « Roujan ». Dans les deux cas, les mar-
queurs de la LPE sur le gradient ou lampdf sont les classes de la classification filtrée κ̂ (Q = 3 classes,
N = 50 germes, M = 100 réalisations aire minimale S = 10 pixels, rayon maximum Rmax = 30
pixels). Pour la présentation des images sans zoom, les contours sont dilatés par un e.s. 3× 3 pixels.

dans l’espace factoriel que l’on filtre ensuite (cf. section 3.3.4, p : 86).

On constate, sur la figure 3.43, que le nombre de régions résultant de la segmentation, dépend
fortement de l’image, tandis que le nombre de classes est le même pour des images similaires. En fait
le nombre de régions pour la LPE volumique, sgR−vol(mpdf(fλ,mrkbκ)), doit être choisi en fonction
de l’image considérée, et ne peut être fixé a priori comme dans cet exemple où l’on a choisi R = 50
régions. En effet, le nombre de régions dépend fortement de la taille et de la complexité de l’image,
tandis que le nombre de classes dépend du contenu spectral. En conséquence, la LPE par marqueurs
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FIG. 3.42 – Classification en 7 classes et marqueurs provenant de la classification κ̂ (première ligne),
approche déterministe sgmrk(%χ2

(fλ), κ̂) sur le gradient du chi-deux %χ2
(fλ) (deuxième ligne) et ap-

proche probabiliste sgmrk(mpdf(fλ,mrkbκ), κ̂) sur la mpdf(fλ,mrkbκ−∪b−connex) (troisième ligne)
pour l’image « Port de Bouc ». Dans les deux cas, les marqueurs de la LPE sur le gradient ou la mpdf
sont les classes de la classification filtrée κ̂ (Q = 7 classes, N = 50 germes, M = 100 réalisations
aire minimale S = 10 pixels, rayon maximum Rmax = 30 pixels). Pour la présentation des images
sans zoom, les contours sont dilatés par un e.s. 3× 3 pixels.

issus de la classification est plus pertinente que la LPE volumique, pour les images hyperspectrales.
Un seul paramètre est requis pour la LPE par marqueurs : le nombre de classes de la classification. Ce
paramètre est plus robuste que le nombre de régions puisqu’il est le même pour des images similaires.
La LPE par marqueurs produit donc des segmentations plus robustes que la LPE volumique.
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κ̂ sgmrk(mpdf(fλ,mrkbκ), κ̂) sgR−vol(mpdf(fλ,mrkbκ))

140 régions 50 régions
« Roujan »

162 régions 50 régions
« Roujan 0 2 »

142 régions 50 régions
« Roujan 1 9 »

FIG. 3.43 – Comparaison entre les segmentations dempdf(fλ,mrkbκ−∪b−connex) par LPE probabiliste
contrôlée par marqueurs issus de la classification sgmrk(mpdf(fλ,mrkbκ), κ̂) ou par LPE probabiliste
avec un nombre de régions, R = 50, défini a priori sgR−vol(mpdf(fλ,mrkbκ)). Les résultats sont
présentés sur les images : « Roujan », « Roujan 0 2 », « Roujan 1 9 ».
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3.10 Autres pistes de travail et perspectives

Dans cette partie, nous présentons des pistes de travail étudiées et les perspectives à venir concer-
nant l’estimation spatio-spectrale des pdf de contours et les développements futurs de la morphologie
mathématique multivariée.

3.10.1 Estimation des densités de probabilités de contours par noyaux spatio-spectraux

Dans le futur, il serait particulièrement intéressant de construire des pdf à partir de noyaux spatio-
spectraux. On peut étendre l’expression de la pdf pour un canal (eq. 3.6.1 , p : 110) à l’ensemble de
l’image :

pdf(x) =
1
ML

L∑
j=1

M∑
i=1

(sgλj

i (x) ∗Gσx)× (sgλj

i (x) ∗Gσλj
) (3.10.1)

avec j = 1 . . . L l’indice des canaux, i = 1 . . .M l’indice des réalisations, Gσx un noyau gaussien
spatial d’écart type σx et Gσλj

un noyau gaussien spectral d’écart type σλj
.

Les marqueurs aléatoires tirés pour une réalisation doivent être les mêmes pour tous les canaux
afin d’obtenir des contours cohérents dans la dimension spectrale.

3.10.2 Morphologie mathématique sur les facteurs pixels

Nous avons effectué plusieurs essais concernant des opérations morphologiques sur les facteurs
pixels de l’espace factoriel. Cette approche peut sembler intéressante car elle pourrait permettre de
faire un filtrage morphologiques (spatial) sur les facteurs pixels en plus du filtrage spectral de l’AFC.
L’application de filtres spatiaux sur les facteurs pixels peut être intéressante si l’on ne reconstitue pas
l’image à partir des facteurs modifiés. Sinon, cette approche introduit de fausses couleurs lors de la
reconstitution.

Afin de représenter l’impact des transformations dans l’espace image avant et après reconstitution
avec modification des facteurs pixels, on crée une image composite couleur. Pour ce faire, les canaux
retenus sont les suivants : fλ61 (700 nm) pour le rouge, fλ30 (545 nm) pour le vert et fλ8 (435 nm)
pour le bleu. Ces canaux sont affichés individuellement et sous forme d’une image composite couleur
(fig. 3.44).

Observons les effets d’une ouverture φB , par une e.s carré 3× 3 pixels dilaté 5 fois par lui même
(i.e. de taille 5), sur les facteurs pixels cf

α de l’image « woman face » (fig. 3.45). On constate que les
facteurs pixels cf

α sont très modifiés par cette opération morphologique.
Reconstituons l’image à partir de ces facteurs pixels (fig. 3.46). On constate que les canaux re-

constitués f̂γ
λi

sont peu modifiés par rapport aux facteurs pixels γBc
f
αi

. La reconstitution par AFC
nécessite en fait le produit des fréquences marginales qui elles restent inchangées par le filtrage. Ces
fréquences marginales correspondent aux fréquences de l’image si les canaux étaient indépendants
des variables. Elles constituent donc une sorte d’« image moyenne » (cf. annexe A.4.6, p : 215).
On constate néanmoins l’apparition de fausses couleurs sur l’image synthétique après reconstitution
RV Bγ .

Le filtrage des facteurs pixels cf
α introduit de fausses couleurs dans l’image de synthèse couleur.

Plusieurs raisons peuvent expliquer ces effets. Les facteurs pixels vérifient certaines propriétés (cf.
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fλ61 fλ30 fλ8 RV B

FIG. 3.44 – Facteurs pixels des canaux fλ61 : 700 nm (rouge), fλ30 : 545 nm (vert) et fλ8 : 435 nm
(bleu) et image couleur RV B associée.

cfα1
cfα2

cfα3

γBc
f
α1

γBc
f
α2

γBc
f
α3

FIG. 3.45 – Facteurs pixels avant cf
α et après ouverture γBcf

α par un e.s. carré 3× 3 pixels de taille 5.

section A.4.3.4, p : 211) qui ne sont plus respectées lors du filtrage morphologique. A savoir :
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f̂γ
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FIG. 3.46 – Canaux après reconstitution des facteurs pixels sur lesquels une ouverture morphologique
avec e.s carré 3×3 pixels de taille 5 f̂γ

λ61
, f̂γ

λ30
et f̂γ

λ8
. Image couleur après reconstitution associée

RV Bγ .

– Les codages sont centrés :

1
P

P∑
k=1

Cα(k) =
1
P

P∑
i=1

fi.c
α
i =

P∑
i=1

νi.c
α
i = 0

– Les variances des codages sont les valeurs propres µα

1
P

P∑
k=1

[Cα(k)]2 =
1
P

P∑
i=1

fi.(cαi )2 =
P∑

i=1

νi.(cαi )2 = µα

– Les covariances entre codages différents sont nulles

1
P

P∑
k=1

Cα(k)Cβ(k) =
1
P

P∑
i=1

fi.c
α
i c

β
i =

P∑
i=1

νi.c
α
i c

β
i = 0

En outre les formules de transition, liant les facteurs pixels aux facteurs canaux, ne sont pas véri-
fiées après modification des facteurs pixels (eq. 2.2.34, p : 16).

Comme ces différentes propriétés ne sont plus valables après filtrage morphologique, de fausses
couleurs sont donc introduites. Nous avons également essayé de forcer les facteurs pixels modifiés à
respecter certaines de ces propriétés. Cependant elles ne peuvent pas être toutes respectées à la fois.
De fausses couleurs apparaissent donc toujours.

Si la morphologie mathématique sur les facteurs pixels ne fonctionne pas, la morphologie mathé-
matique pour les images multivariées n’est pas encore établie.

3.10.3 Morphologie mathématique multivariée

Plusieurs essais ont été effectués pour développer une morphologie mathématique multivariée
ou hyperspectrale. Angulo [3] définit la morphologie couleur sur des images multivariées à 3 com-
posantes. Aptoula et Lefèvre [6] présentent un état de l’art exhaustif des méthodes pour faire de la
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morphologie mathématique vectorielle, i.e. hyperspectrale. La difficulté consiste à trouver un ordre
pour les vecteurs [64]. Chanussot [39] a également proposé un ordre de vecteurs par entrelacement
de bits. Li ordonne les vecteurs selon les composantes principales [108]. Citons aussi des travaux très
récents de Köppen et Franke sur la morphologie couleur [93]. A. Plaza et al. [147], quant à eux, pro-
posent d’ordonner les vecteurs en utilisant leurs distances cumulées à tous les autres. Ils utilisent le
fait que la morphologie mathématique puisse être définie en terme de distance.

En effet l’érosion εB et la dilatation δB sur un élément structurant B sont définies comme :

εB(f(x)) = {f(y)|f(y) = ∧[f(z)], z ∈ Bx}
δB(f(x)) = {f(y)|f(y) = ∨[f(z)], z ∈ Bx}

En général, pour les images à niveaux de gris, le premier plan correspond aux pixels les plus clairs
(proches de tmax) et le fond aux pixels sombres (proches de tmin).

Après avoir défini comme référence le niveau de gris maximum g0 = tmax, la morphologie ma-
thématique à niveau de gris peut être interprétée en terme de distance à cette référence [3] :

– la dilatation δ a tendance à rapprocher les niveaux de gris de la référence : c’est à dire que δ,
au point x, est le niveau de gris qui a la distance minimale à la référence g0 dans l’élément
structurant B centré en x :

δB(f(x)) = {f(y)|y = arginf
z

(f(z)− tmax), z ∈ Bx} ;

– l’érosion ε a tendance à éloigner les niveaux de gris, de la référence g0 : c’est à dire que ε est la
valeur ayant la distance maximale à g0 :

εB(f(x)) = {f(y)|y = argsup
z

(f(z)− tmax), z ∈ Bx} ;

C’est l’unique convention que nous avons choisie. En effet, il est aussi possible de définir la
dilatation (l’érosion) comme l’opération qui a tendance à éloigner (à rapprocher) de la référence g0,
qui est définie dans ce cas comme g0 = tmin. Dans ce cas la dilatation est définie comme :

δB(f(x)) = {f(y)|y = argsup
z

(f(z)− tin), z ∈ Bx}

et l’érosion est définie par la relation duale.
La figure 3.47 (b) donne un exemple de dilatation et d’érosion à niveaux de gris en terme de

distance à une valeur de référence g0 = tmax. On remarque qu’il est nécessaire d’avoir une référence.
En fait, il serait intéressant de définir deux opérateurs à partir de la distance entre les niveaux de

gris et qui soient aussi indépendants de la référence. Pour ce faire, il faut d’abord calculer la distance
cumulée de chaque point à tous les autres à l’intérieur d’un élément structurant Bx :

D(f(x)) =
∑

k

dE(f(x), f(k)) k ∈ Bx ,

avec dE(f(x), f(k)) la distance euclidienne f(x) et f(k).
Ensuite, la médiane calculée à partir d’une distance est définie par :

µε(f(x)) = f(y)|y = arginf
z

[D(f(z))], z ∈ Bx} .
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Par dualité, l’anti-médiane calculée à partir d’une distance se définit comme :

µδ(f(x)) = {f(y)|y = argsup
z

[D(f(z))], z ∈ Bx} .

La figure 3.47 (c) montre un exemple de ces opérateurs « excentriques » qui ne donnent pas les
mêmes valeurs qu’une dilatation δ ou une érosion ε classiques. Une généralisation de ces opérateurs,
calculés à partir des médianes ou anti-médianes, aux images hyperspectrales conduit aux filtres par
médiane vectorielle [11, 145]. Les travaux de A. Plaza et al. [147], proposent d’utiliser ces deux filtres
pour définir des opérateurs morphologiques hyperspectraux. Cependant, il est facile de remarquer que
les opérateurs obtenus ne sont pas des érosions, ou dilatations, par adjonction. En particulier, µε et µδ

ne commutent pas l’infimum et le supremum, respectivement ; c’est à dire une propriété sous-jacente à
la définition de la dilatation et de l’érosion. Tout au plus, µε et µδ peuvent être considérés comme des
opérateurs pseudo-morphologiques. Nous pensons, en effet, que toute généralisation des opérateurs
morphologiques aux fonctions multivariées (i.e. images hyperspectrales) doit être compatible avec la
définition de ces opérateurs pour les fonctions univariées (i.e. les images à niveau de gris).

FIG. 3.47 – Exemple de dilatation et d’érosion à niveaux de gris en terme de distance à la valeur de
référence : (a) quatre points scalaires de départ, gi ∈ T , (b) les valeurs correspondantes de dilatation
δ et d’érosion ε quand la référence est g0 = tmax. En (c) sont données les valeurs de la médiane µε

et de l’anti-médiane µδ définies en terme de distance cumulée. (Source : J. Angulo [3]).

Même s’il existe un certain nombre d’opérateurs morphologiques multivariés, ceux-ci ne sont pas
encore pertinents pour le traitement d’image (introduction de fausses couleurs, compatibilité avec les
opérateurs à niveaux de gris, ...). Des opérateurs morphologiques multivariés pertinents restent donc
encore à définir.
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3.11 Conclusion du chapitre

Ce chapitre eu pour but de présenter les travaux effectués en segmentation d’images hyperspec-
trales par des méthodes morphologiques. Pour cela nous avons montré qu’une approche par Ligne de
Partage des Eaux contrôlée par marqueurs provenant d’une classification spectrale était la méthode la
plus adaptée pour segmenter ces images. En outre nous avons étendu aux images hyperspectrales une
méthode récemment introduite : la Ligne de Partage des Eaux Probabiliste. Cette méthode consiste à
construire une carte de probabilité de contours, pdf, par des simulations de Monte Carlo. Des germes
aléatoires utilisés comme marqueurs pour une LPE sont tirés sur l’espace image. A l’aide d’un gra-
dient sur l’image, ou sur ses canaux, et des germes aléatoires, la LPE permet d’obtenir des contours.
La répétition des réalisations de contours permet d’obtenir la carte de probabilité de contour grâce à
une estimation de la densité de probabilité de contours par une méthode à noyau. Les germes de la
pdf peuvent être conditionnés par la classification spectrale, ce qui permet la construction d’une pdf
contenant à la fois l’information spatiale et l’information spectrale. En outre, si les marqueurs sont
des boules aléatoires les contours de la pdf sont encore plus précis.

Cette pdf est très pertinente pour la segmentation des images en un faible nombre de régions puis-
qu’elle privilégie les grandes régions fortement contrastées aux petites régions faiblement contrastées
ou texturées mais apparaissant dans les gradients déterministes.

Une fois cette pdf obtenue, elle est segmentée par une LPE volumique ou contrôlée par des mar-
queurs provenant de la classification spectrale. Une méthode complète de segmentation des images
hyperspectrales par LPE probabiliste a ainsi été introduite. Cette méthode repose sur un nombre de
classes spectrales de la classification, qui est un critère plus robuste que le nombre de régions de
l’image.

Au niveau des perspectives, deux points semblent particulièrement intéressants : d’une part faire
de l’apprentissage de la pdf à partir de segmentations manuelles et d’autre part estimer la pdf à partir
d’un noyau spatio-spectral.
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Chapitre 4

Géodésie, connexions et images
multivariées

La géodésie est une notion très utilisée en morphologie mathématique. Elle conduit à la définition
d’une classe d’opérateurs géodésiques.

La connexion, quant à elle, est une notion de nature topologique qui conduit à des segmenta-
tions. Les connexions considérées dans le cadre de la théorie des treillis appliquée aux structures
spatiales, sans prendre en compte de la topologie, constituent un cadre plus général mis en évidence
par Serra [166] pour la définition des segmentations. La Ligne de Partage des Eaux qui est la méthode
morphologique par excellence est elle même une connexion. Néanmoins il existe d’autres méthodes
de segmentation morphologiques comme les zones plates ou quasi plates qui sont également des
connexions. Après avoir présenté des notions introductives, nous proposons tout d’abord d’améliorer
les zones quasi-plates qui ne prennent en compte que l’information locale par introduction d’infor-
mation régionale. Ceci conduit à la définition de nouvelles zones : les régions η-bornées et les boules
µ-géodésiques. Ces nouvelles segmentations sont extensibles aux images hyperspectrales par l’utili-
sation de distances entre spectres. On aboutit ainsi à la création d’autres méthodes de segmentation
spatio-spectrales.

Les boules µ-géodésiques comme leur nom l’indique nécessitent l’utilisation de distances géodé-
siques.

Un autre point très important est le calcul de toutes les paires de distances géodésiques entre les
pixels d’une image. Ce calcul est très coûteux en temps de calcul et en terme d’algorithme. Néanmoins
un tel tableau de paires de distances géodésique pourrait être très utile pour la réduction de données des
images hyperspectrales par tableau de masses et distances [21] ou par des méthodes comme ISOMAP
[177, 178] utilisant le calcul de paires de distances géodésiques. Ce tableau est également utilisé pour
la segmentation par distance géodésique à partir de coupes de graphes, e.g. [175].

Il est tout d’abord nécessaire de préciser quelques notions introductives.

145
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4.1 Notions introductives

Des définitions et des propriétés plus complètes sur les notions de segmentation et de connexité
selon Serra [166] sont détaillées en annexes B.2 (p : 235) et B.3 (p : 238).

4.1.1 La segmentation par critère

Définition 3 (Critère). Soient E et T deux ensembles arbitraires et soit F une famille de fonctions de
E dans T . Un critère σ sur la classe F est une fonction binaire de F ⊗ P(E) dans {0, 1} telle que,
pour chaque fonction f ∈ F , et pour chaque ensemble A ∈ P(E), l’on ait :

ou bien σ[f,A] = 1 (le critère est satisfait sur A)

ou bien σ[f,A] = 0 (le critère est refusé sur A).

De plus, de manière conventionnelle, on décide que, pour toutes les fonctions, tous les critères sont
satisfaits sur l’ensemble vide, i.e.

σ[f, ∅] = 1 ∀f ∈ F

Définition 4 (Critère connectif). Un critère σ : F ⊗ P(E)→ [0, 1] est connectif :
– quand il est vérifié sur la classe S des singletons

∀f ∈ F , {x} ∈ S ⇒ σ[f, {x}] = 1

– et quand pour toute fonction f ∈ F et pour toute famille {Ai} dans P(E) on a

∩Ai 6= ∅ et ∧ σ[f,Ai] = 1⇒ σ[f,∪Ai] = 1

Autrement dit, si le critère est vérifié par la fonction f sur deux ensembles A et B de l’espace, et
queA etB ont un point en commun, alors il est aussi vérifié sur réunionA∪B. Les critères connectifs
caractérisent les processus de segmentation comme le montre le théorème suivant :

Théorème 4.1.1 (Segmentation - J. Serra). Considérons deux ensembles arbitraires E et T , et une
famille F de fonctions f : E → T . Soit d’autre part σ un critère sur la classe F . Alors les trois
propositions suivantes sont équivalentes :

1. le critère σ est connectif ;

2. pour chaque fonction f ∈ F , les ensembles sur lesquels le critère σ est satisfait génèrent une
connexion C :

C = {A|A ∈ P(E)} et σ[f,A] = 1} ;

3. le critère σ segmente toutes les fonctions de la famille F .

Le théorème 4.1.1 relie la segmentation à la propriété de critère connectif qui est bien plus mani-
pulable. Il est remarquable, que l’on ait pu identifier la notion de segmentation à certaines familles de
connexions sans avoir eu à doter l’espace de départ E, ni celui d’arrivé T d’aucune propriété. Aussi
le théorème ouvre la voie à toutes les applications où des variables hétérogènes sont définies sur un
même espace. Ces circonstances se produisent par exemple :

– en imagerie couleur, avec la teinte,
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– en géographie, où des données radiométriques (satellites) cohabitent avec des variables phy-
siques (altitude, pente du sol, ensoleillement, distance à la mer, ...) et avec des données sta-
tistiques (démographies, fortunes, épidémies, ...) [167]. Parmi cet ensemble de données se
trouvent les images multivariées dont on a supposé les canaux définis sur le même espace sup-
port E.

Intéressons nous maintenant aux segmentations définies par des connexions.

4.1.2 Les segmentations définies par des connexions

Définissons tout d’abord ce qu’est une connexion.

4.1.2.1 Connexion et partitions

Définition 5 (Connexion). Soit E un ensemble arbitraire non vide. On appelle classe connexe ou
connexion C toute famille de P(E) telle que :

– (0) ∅ ∈ C
– (i) quel que soit x ∈ E, {x} ∈ C,
– (ii) pour toute famille {Ci, i ∈ I} de C, ∩iCi 6= ∅ entraîne ∪iCi ∈ C.

où {x} désigne un singleton, i.e. un élément ponctuel deP(E). Tout ensembleC d’une classe connexe
C est dit connexe

Les connexions induisent des partitions et donc des segmentations.
Définissons ce qu’est une partition

Définition 6 (Partition). Soit E un ensemble arbitraire. On appelle partition de l’espace E toute
application D : E → D(E) telle que :

– (i) ∀x ∈ E : x ∈ D(x) et
– (ii) ∀x, y ∈ E : D(x) = D(y) ou D(x) ∩D(y) = ∅.

D(x) se nomme la classe de la partition qui contient x.

L’ensemble des partitions d’un ensemble arbitraire E est ordonné comme suit.

Définition 7 (Ordre de partitions). Une partition A est dite plus fine (respectivement plus grossière)
qu’une partition B, A ≤ B (respectivement A ≥ B), quand chaque classe de A est incluse dans une
classe de B.

Ceci conduit à la notion de hiérarchie ordonnée de partitions ΠN
i=1Di, telle que Di ≤ Di+1 et

même de treillis complet (cf. annexe B.3, p : 238) [166].
Après avoir défini la notion générale de connexion, intéressons nous à un cas particulier, celui des

connexions par sauts qui conduisent à des segmentations.

4.1.2.2 Segmentation par connexion par sauts

La connexion par sauts est une méthode de segmentation par croissance de régions proposée par
J. Serra [161, 163], et qui consiste en des variations bornées d’amplitude, en fixant les origines des
variations aux minima ou aux maxima de la fonction f . On remarque ici l’intérêt des extrema pour
marquer les structures remarquables de l’image.
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Définition 8 (Connexion par sauts). Soit m un minimum de la fonction f . Pour une variation d’am-
plitude k donnée, considérons la composante connexe qui contient m et dont les points z accusent un
dénivelé f(z)−m au dessus de m tel que 0 < f(z)−m ≤ k,

A(m) = {z : z ∈ E, 0 < f(z)−m ≤ k} .

Soit Dk,m la partition composée de A(m) plus les classes ponctuelles sur E\A(m). On prend le
supremum Dk de toutes les partitions Dk,m associées à tous les minima de la fonction. Puis on peut
itérer le processus sur l’ensemble E\A(m), i.e. zones de dénivelé k < f(z) −m ≤ 2k, puis 2k <
f(z)−m ≤ 3k, ...

La segmentation selon ce critère connectif, noté σJC
k , engendre la connexion par sauts. La pro-

cédure alternative à partir des maxima se construit par dualité, et l’on peut combiner les deux dans
une démarche symétrique, où la remontée s’arrête quand elle rencontre une descente, et où les zones
à cheval entre montée et descente sont subdivisées.

Étant donné qu’elle dépend d’un paramètre croissant k, la connexion par sauts engendre une
pyramide. Par ailleurs, elle est aussi une granulométrie lorsque l’on restreint les valeurs du paramètre
aux progressions géométriques [165].

En pratique la segmentation par sauts s’avère une bonne méthode de partition : peu de zones
ponctuelles et de classes visuellement significatives (fig. 4.1).

La segmentation par sauts fait partie des méthodes plus générales de segmentation à partir de
germes comme notamment :

– les méthodes de croissance de régions comme l’algorithme des Nuées Dynamiques [51] encore
appelé kmeans [75] ;

– la Ligne de Partage des Eaux et les segmentations par « snakes » [89].

4.1.3 Les zones plates et quasi-plates

Les zones plates d’une fonction f sont les composantes connexes de f ayant une valeur constante.
La notion de zones plates d’une image est due à Salembier et Serra [155, 156] et a été très utilisée

par Crespo [46]. Elle constitue un critère connectif de segmentation.
La définition des zones plates nécessite la notion de chemin.

Définition 9 (Chemin). Un chemin C de longueur l(C) = n + 1 ayant comme extrémités les points
p et q (ou Cp,q) dans la trame VG (de voisinage associé NG) est un (n + 1)-uplet (p0, p1, . . . , pn) de
pixels tels que :

p0 = p et pn = q

∀i ∈ [1, n], pi ∈ NG(pi−1) .

Les zones plates sont définies de la manière suivante :

Définition 10 (Zones plates). Deux points x, y ∈ E appartiennent à la même zone plate d’une fonction
f si et seulement s’il existe un chemin de points (p0, p1, . . . , pn) tel que p0 = x et pn = y et, ∀i,
(pi, pi+1) ∈ E2 sont voisins et f(pi) = f(pi+1).
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(a) (b) (c) (d)

(e) (f) (g) (h)

FIG. 4.1 – Pyramides de segmentation paramétrique de l’image « lenna » : (a) image initiale, (b) à (d)
connexion par sauts de paramètres k = 5, 10 et 30 respectivement, (e) zones plates, (f) à (h) zones
quasi-plates de paramètre λ = 5, 10 et 30 respectivement.

Si on obtient les zones plates d’une image brute, la partition obtenue n’est guère intéressante à
cause d’une sur-segmentation. Il existe quelques alternatives à suivre. Par exemple, filtrer préalable-
ment l’image f pour obtenir une simplification des détails. Pour ce faire, on doit utiliser un filtre
connexe, typiquement un nivellement dont l’une des propriétés principales est l’élargissement des
zones plates. Si on considère maintenant une séquence de nivellements avec des marqueurs de plus
en plus forts (une pyramide de nivellements), les zones plates associées à la famille de fonctions suc-
cessives constituent une hiérarchie ou pyramide. Pour de plus amples détails sur les nivellements, se
référer à l’annexe B.4 (p : 240).

Une autre possibilité, étudiée par Angulo [2], est la fusion de zones plates selon un critère donné.
En outre on peut sélectionner des sous-ensembles de zones plates qui sont des marqueurs pour la LPE
[47].

La notion de zones quasi-plates a été introduite par Meyer [119, 120] en élargissant la définition
des zones plates, ce qui conduit à des partitions beaucoup plus significatives.

Définition 11 (Zones quasi-plates ou zones λ-plates). Deux points x, y ∈ E appartiennent à la même
zone quasi-plate d’une image hyperspectrale fλ si et seulement s’il existe un chemin (p0, p1, . . . , pn) ∈
En tel que p0 = x and pn = y et, si, pour tout i, (pi, pi+1) ∈ E2 sont voisins et f(pi) ≈ f(pi+1).

Des zones quasi-plates avec des caractéristiques différentes sont obtenues selon la définition de la
relation ≈. Nous allons utiliser la plus directe qui pour les images à niveaux de gris s’écrit : f(p) ≈
f(q) ⇔ f(q) − λ < f(q) < f(q) + λ, avec λ ∈ R+. C’est à dire qu’un ensemble de pixels est
considéré comme appartenant à la même zone quasi-plate de paramètre λ (ou zone λ plate) si pour
toute paire de pixels il existe un chemin tel que l’écart entre deux pixels adjacents est inférieur à λ.
Pour λ = 0, on retrouve les zones plates. Cette connexion est notée σQFZ

λ .
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A nouveau, le paramètre croisant λ engendre une hiérarchie ou pyramide de partitions. La figure
4.1 illustre quatre niveaux d’une telle hiérarchie. On trouve une certaine correspondance dans les
objets mis en évidence par la segmentation par sauts et les zones quasi-plates.

Les zones plates, et leur généralisation, les zones quasi-plates ou zones λ-plates, initialement
introduites pour des fonctions scalaires (i.e des images à niveau de gris), ont été généralisées aux
images couleurs, et multivariées, par Zanoguera et Meyer [191] grâce à la distance spectrale :

Définition 12 (Distance spectrale). Une distance spectrale est une fonction d : T L × T L → R+ qui
vérifie, pour si, sj , sk ∈ T L, les propriétés suivantes :

1. d(si, sj) ≥ 0 (positivité) ;

2. d(si, sj) = 0⇔ si = sj (séparation ou identité) ;

3. d(si, sj) = d(sj , si) (symétrie) ;

4. d(si, sj) ≤ d(si, sk) + d(sk, sj) (inégalité triangulaire).

La relation ≈ s’écrit alors pour les images multivariées : fλ(p) ≈ fλ(q) ⇔ d(fλ(p), fλ(q)) < λ,
avec λ ∈ R+.

Pour le choix d’une distance spectrale adaptée à l’espace de représentation de l’image, on peut se
reporter à la section 3.4.2 (p : 91). De nouveau, le paramètre croissant λ engendre une hiérarchie ou
pyramide de partitions (cf. annexe B.2, p : 235).

4.1.4 Notions géodésiques

La notion de géodésie est d’une importance capitale en morphologie mathématique, puisqu’ac-
tuellement tous les opérateurs les plus évolués et les plus puissants se fondent sur la géodésie.

Nous verrons comment la distance géodésique est définie pour des images binaires et pour des
images à niveau de gris. Nous montrerons ensuite comment l’étendre aux images hyperspectrales.

4.1.4.1 Géodésie pour des images binaires

Le point d’entrée de la géodésie est la notion de distance géodésique restreinte à un ensemble de
référence X .

Définition 13 (Distance géodésique binaire). Soit X un ensemble de Z2 (binaire). La distance géodé-
sique entre deux points p et q à l’intérieur de l’ensemble X (p, q ∈ X) est la longueur du plus court
chemin Cp,q entre p et q restant à l’intérieur de X , i.e.

dg
X(p, q) = inf{l(Cp,q)} .

On considère par définition que cette distance vaut +∞ s’il n’existe aucun chemin entre p et q à
l’intérieur de X : i.e. si X n’est pas simplement connexe.

L’ensemble X est appelé masque géodésique (binaire). Il peut exister plusieurs chemins reliant
p à q dans X et qui peuvent avoir la longueur minimale dg

X(p, q). Les chemins les plus courts sont
appelés géodésiques. Un chemin géodésique est illustré sur la figure 4.2.
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X

p

q

FIG. 4.2 – Géodésique entre p et q à l’intérieur du masque X .

La distance géodésique satisfait aux quatre axiomes d’une distance (cf. définition 12), mais elle a
ses valeurs dans R+ ∪∞ plutôt que dans R+. On l’appelle donc une distance généralisée.

La boule géodésique de rayon n ∈ Z+ et centrée au point p ∈ X est l’ensemble BX(p, n) défini
par : BX(p, n) = {p′ ∈ X, dg

X(p′, p) ≤ n}.
On peut interpréter cette définition de manière intuitive : lorsque n augmente, les boules pro-

gressent comme le front d’une onde émise depuis p dans l’environnement de X .

Remarque 4.1.1. Il existe également la notion de distance géodésique d’un point p à un ensemble Y ,
avec p ∈ X et Y ⊂ X , nous invitons le lecteur intéressé à se reporter au livre de Soille [172].

Plusieurs opérateurs ont été établis à partir de cette distance grâce aux travaux de Lantuejoul et
Beucher [98, 99].

4.1.4.2 Géodésie généralisée aux images à niveau de gris

Nous utilisons ici l’approche présentée par Soille dans [172].
Les opérateurs géodésiques avec des masques géodésiques binaires peuvent être généralisés aux

opérateurs avec des masques géodésiques à niveau de gris par Soille [173]. Les propagations géodé-
siques sont alors contrôlées par les valeurs du masque à niveau de gris.

Plusieurs algorithmes de calcul des chemins géodésiques existent, parmi eux citons celui de Soille
[171, 172] et celui des « Fast Marching » initié par Sethian [169, 42, 170].

Considérons un chemin P défini sur le domaine de définition E d’une image à niveau de gris ou
d’une fonction positive intégrable f . Le temps nécessaire pour parcourir P est défini comme l’inté-
grale des valeurs de f le long de P et noté τf (P) :

τf (P) =
∫
P
f(s)ds. (4.1.1)

Remarquons que l’appellation « temps » se justifie en considérant les unités comme l’inverse
d’une vitesse qui serait mesurée par les niveaux de gris d’une image f : plus le niveau de gris est
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faible, plus la vitesse est élevée. Une définition adaptée aux images à niveau de gris est maintenant
donnée :

Définition 14 (Temps géodésique pour les images à niveau de gris). Le temps τf (P) nécessaire pour
parcourir un chemin discret P de longueur l défini sur une image discrète à niveaux de gris (positifs)
est égal à la moyenne des valeurs de f prises à un instant donné le long de P :

τf (P) =
l∑

i=1

f(pi−1) + f(pi)
2

=
f(p0)

2
+
f(pl)

2
+

l−1∑
i=1

f(pi) . (4.1.2)

Le temps géodésique τf (p, q) séparant deux points p et q dans une image à niveaux de gris f est le
temps le plus court permettant de relier p à q dans f :

τf (p, q) = inf{Tf (P)|P reliant p et q}. (4.1.3)

Les géodésiques pour une image à niveaux de gris sont les chemins qui relient les points d’une image
en un minimum de temps. Il peut y avoir plus d’une géodésique entre deux points.

Contrairement à la distance géodésique pour les images binaires, le temps géodésique τf (p, q)
ne définit pas une métrique mais un écart puisque la propriété de séparation n’est pas vérifiée, i.e.
τf (p, q) = 0 ; p = q. En effet d’après l’équation 4.1.1, on a τf (p, q) = 0⇒ f(x) = 0 pour x ∈ P .
Par abus de langage on parle quand même de distance géodésique que l’on note :

dg
f (p, q) = τf (p, q) . (4.1.4)

Attention tout de même, car τf (P) est indépendant de la direction prise pour parcourir le chemin
ce qui en trame carrée peut provoquer des écarts de 41 %. Pour calculer de manière efficace une
distance sur trame carrée on peut se référer aux travaux de Borgefors [30]. Cependant si on ne veut
pas pondérer la distance sur trame carrée par la distance entre pixels, il est possible de travailler
directement avec les temps géodésiques. Dans ce mémoire c’est cette dernière option que nous avons
retenue.

4.1.4.3 Extension de la géodésie aux images hyperspectrales

De la même manière que pour les images à niveaux de gris, un chemin (p0, p1, . . . , pn) sur une
image hyperspectrale peut être vu comme un graphe pour lequel les nœuds correspondent aux pixels
vecteurs reliés entre eux par des arêtes. Pour tout i = 0 . . . n, les arêtes entre les nœuds pi et pi+1 sont
pondérées par la distance d(fλ(pi), fλ(pi+1)).

On peut donc définir le chemin géodésique pour une image hyperspectrale.

Définition 15 (Chemin géodésique dans un graphe valué). Étant donné le graphe associé à une image
dont les nœuds correspondent aux pixels et les poids des arêtes aux distances entre pixels, le chemin
géodésique entre deux points x et y de E est le chemin de poids minimum.

La distance géodésique entre deux points p et q d’une image hyperspectrale (en fait un écart) est
définie comme étant le poids du chemin de poids minimum :

dg
fλ

(p, q) = inf
P=(p0,...,pn)

n∑
i=0

d(fλ(pi), fλ(pi+1)) avec p0 = p et pn = q. (4.1.5)
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Différents travaux concernent la segmentation d’images couleur à partir de métriques géodésiques,
e.g. [8, 7].

Remarque 4.1.2. Pour une image hyperspectrale la distance entre deux points voisins pi et pi+1 sur
un chemin vaut d(fλ(pi), fλ(pi+1)). Sur une image à niveaux de gris cette distance correspondrait à la
normeL1 entre les niveaux de gris : |fλ(pi)−fλ(pi+1)|. Dans l’équation 4.1.2 du temps géodésique on
utilise comme distance entre pixels voisins la moyenne de leurs niveaux de gris (fλ(pi)+fλ(pi+1))/2
qui permet d’incrémenter le temps géodésique pour deux points voisins appartenant à une zone plate,
i.e. ayant le même niveau de gris. Par contre, si on utilise leur différence de niveaux de gris, la distance
géodésique sur les zones plates de l’image n’augmente pas, i.e. |fλ(pi) − fλ(pi+1)| = 0 si fλ(pi) =
fλ(pi+1). Néanmoins pour une extension aux images hyperspectrales, il est nécessaire de passer par
une distance entre spectres. Il pourrait être intéressant de définir une métrique qui tiendrait compte à
la fois de la distance spectrale et de la distance spatiale pour ensuite calculer une distance géodésique.

4.1.5 Médiane vectorielle

Pour les images multivariées, les extrema (i.e. minimum ou maximum) n’étant pas définis, la
médiane vectorielle est une notion très intéressante pour trier et sélectionner des pixels vecteurs [11].

Définition 16 (Médiane vectorielle). Une médiane vectorielle d’un ensemble R ⊂ E est toute valeur
fλ(k) de l’ensemble au point k ∈ R telle que :

k = argmin
p∈R

∑
i/xi∈R

d (fλ(p), fλ(xi)) = argmin
p∈R

∆R(fλ(p)) (4.1.6)

La médiane vectorielle est donc un des points qui minimisent la somme des distances à tous les
autres. Afin de calculer la médiane vectorielle fλ(k), k ∈ R, la distance cumulée ∆R (fλ(p)) doit
être calculée pour tous les points p ∈ R. L’ensemble de ces distances cumulées est ensuite trié par
ordre croissant de distance et dénommé « liste par ordre croissant de distances cumulées », ∆R. Cet
ensemble se note :

∆R = {∆R(fλ(p0)),∆R(fλ(p1)), . . . ,∆R(fλ(pn))}
tel que ∆R(fλ(p0)) < ∆R(fλ(p1)) < . . . < ∆R(fλ(pn)) .

(4.1.7)

Le premier élément de la liste ∆R(fλ(p0)) est une médiane vectorielle fλ(k). Le dernier élément
∆R(fλ(pn)) est considéré comme l’anti-médiane.

4.2 Segmentation par connexions sur des images hyperspectrales

Le but de cette partie est d’introduire les connexions η et µ afin d’ajouter de l’information régio-
nale aux zones λ-plates, qui ne prennent en compte que l’information locale. Une approche « top-
down » est utilisée. Tout d’abord les zones λ-plates sont calculées de manière à produire une sous-
segmentation. Puis une segmentation plus fine est obtenue en calculant les régions η-bornées et les
boules µ-géodésiques à l’intérieur des zones λ-plates. Ces nouvelles zones ont été développées au
cours de cette thèse et ont fait l’objet d’une publication [136].
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4.2.1 Motivations pour élaborer de nouvelles connexions

Habituellement, les zones λ-plates permettent d’obtenir une première partition de l’image, i.e. une
partition fine. L’inconvénient est que cette partition présente des petites régions dans les zones de fort
gradient (e.g. régions proches des contours, texturées, etc ). Plusieurs travaux précédents présentent
des méthodes pour le résoudre. Brunner et Soille [35] proposent une méthode pour réduire la sur-
segmentation des zones quasi plates. Ils utilisent un algorithme itératif, sur les images hyperspectrales
à partir de germes de plus grande surface qu’un seuil donné. Leur approche consiste à calculer une sur-
segmentation puis à fusionner les petites régions. En outre, Salembier et al. ont développé une autre
méthode pour supprimer les régions plates d’aire inférieure à un seuil donné [154]. Ils travaillent sur
le graphe d’adjacence des zones plates et ils définissent un ordre de fusion qui utilise des critères entre
régions. De plus, une zone, en dessous d’une certaine taille, ne peut pas être partagée par plusieurs
zones plates. Crespo et al. ont également introduit une approche similaire [47].

L’inconvénient principal des zones λ-plates, pour la partition de l’espace, est qu’elles sont très
sensibles à de petites variations du paramètre λ. L’exemple pédagogique de la figure 4.3 montre que
l’on a soit 21 régions soit 1 région selon une très faible variation du paramètre λ. En fait, le problème
des zones λ-plates provient de leur définition exclusivement locale : l’information régionale n’est pas
prise en compte. Dans l’exemple, pour λ = 10, on obtient une seule région connexe, qui présente une
faible variation locale mais qui induit une forte variation régionale. Ce problème est plus difficile à
résoudre que la suppression des petites régions.

1         5        10      15       20 
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FIG. 4.3 – Zones λ-plates de l’image « dents de scie » (21 × 21 pixels). (a) Image « dents de scie »,
(b) profil ligne, (c) λ = 9.9 (21 zones), (d) λ = 10 (1 zone).
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Le but de ces nouvelles connexions est de traiter ce problème. On débute par une partition initiale
en zones λ-plates, avec une valeur suffisamment élevée de λ, de telle manière que son choix ne soit
pas critique, et qui conduit à une sous-segmentation, i.e. de larges classes dans la partition. Puis, pour
chaque région, on souhaite introduire une deuxième segmentation selon un critère régional. En fait,
deux nouvelles connexions sont introduites et qui correspondent aux :

1. régions η-bornées ;

2. boules µ-géodésiques.

Leurs algorithmes utilisent la croissance de régions à partir de germes à l’intérieur des zones
λ-plates. On montre que les segmentations obtenues sont moins critiques par rapport au choix du
paramètre λ et qu’elles sont plus appropriées pour les images hyperspectrales.

Nous allons maintenant exprimer ces régions d’un point de vue théorique grâce à la théorie de la
segmentation de Serra [166] (cf. section 4.1, p : 146).

4.2.2 Régions η-bornées

Un des principes majeurs est de comprendre que, pour les zones quasi-plates, la distance, ou pente,
entre deux pixels voisins doit être inférieure au paramètre λ pour qu’ils fassent partie de la même zone.
On peut établir une comparaison avec un marcheur, partant d’un point et qui ne se préoccuperait que
de la pente locale et non du dénivelé global qu’il parcourerait à l’intérieur d’une zone λ-plate. Afin
de prendre en compte cette limitation, on définit une nouvelle sorte de boules-régionales selon la
connexion suivante.

Définition 17 (Connexion η-bornée). Soit une image hyperspectrale fλ et sa partition initiale en zones
λ-plates, λFZ, où λFZi est la classe connexe i et Ri ⊆ E (de cardinal K) est l’ensemble des points
pk, k = 0, 1, 2, . . . ,K − 1, qui appartiennent à la classe i. Soit p0 un point de Ri, appelé le centre de
la classe i, et soit η ∈ R+ un réel positif. Un point pk appartient à la composante η-connexe centrée
en p0, et notée ηBRp0

i , si et seulement si d(fλ(p0), fλ(pk)) ≤ η et p0 et pk sont connexes.

Pour chaque λFZi la méthode est itérée en utilisant différents centres pj (j = 0, 1, . . . , J)
jusqu’à ce que tout l’espace de la composante λ-connexe soit segmenté : ∪J

j=0ηBR
pj

i = λFZi,
∩J

j=0ηBR
pj

i = ∅, où les régions η-bornées sont connexes. Chaque centre pj appartient à λFZi \
∪j−1

l=0 ηBR
pl
i .

La nouvelle partition de l’image, associée aux connexions η-bornées, est notée ηBR. Il est évident
que cette connexion de deuxième ordre est incluse dans la connexion initiale λFZ, i.e. ηBR(x) ≤
λFZ(x). Comme montré par Serra [166], un centre ou graine pj est nécessaire pour garantir la
connexité. Pour être précis, la région est bornée selon son centre. La connexion η-bornée est une
généralisation de la connexion par saut, à la différence que sur des images hyperspectrales, les germes
pj ne peuvent pas être des minima ou des maxima. On propose de calculer la valeur médiane comme
germe initial.

Remarque 4.2.1. La méthode peut aussi être appliquée directement sur l’espace E de l’image initiale
fλ sans considérer la segmentation en zones λ-plates, λFZ, initiale ; ce qui équivaut à prendre une
valeur λ égale à la dynamique maximale de l’image. L’avantage de notre approche est que nous avons
maintenant un contrôle de la variation locale, par le paramètre λ, et de la variation régionale, bornée
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par η. En outre le calcul des germes est plus cohérent lorsqu’il est fait dans des régions relativement
homogènes.

En pratique, la méthode de partition fonctionne de la manière suivante. Pour obtenir les germes, la
liste par ordre croissant des distances cumulées ∆i est calculée pour chacun des K points de chaque
zone λ-plate λFZi. Puis le premier élément de la liste, i.e. la médiane vectorielle, est utilisé comme
premier germe k de la région ηBR1

i . On mesure la distance depuis le germe à chaque point p ∈ λFZi,
telle que ce point p soit voisin d’un point de la région ηBR1

i , i.e. p ∈ vois(q), sachant que q ∈ ηBR1
i .

Si la distance est inférieure à η alors p est ajouté à la région η-bornée ηBR1
i et retiré de la liste ∆i.

Pour tous les autres points q ∈ λFZi \ ηBR1
i , le premier point de la liste ∆i est le germe de la

deuxième région η-bornée ηBR2
i . Ensuite, le procédé est itéré jusqu’à ce que tous les points de la

zone λ-plate λFZi soient affectés à une région η-bornée. L’algorithme 9 explique en détail comment
les régions η-bornées sont calculées.

Algorithme 9 Régions η-bornées
1: Soient une distance d, la segmentation en zones λ-plates, λFZ, d’une image fλ, ∆ une liste

croissante de distances cumulées, Q une file d’attente et imOut une image scalaire de sortie
2: Initialiser la valeur de η
3: currentlabel← 0
4: Pour tout λFZ ∈ fλ Faire
5: Pour tout point p ∈ λFZ Faire
6: distance←

∑
q∈λFZ d (p, q)

7: ∆← ajouter la paire (p, distance)
8: Fin Pour
9: Tri par ordre croissant sur le paramètre distance de ∆

10: Tant que ∆ n’est pas vide Faire
11: k ← premier point de ∆
12: Q← push(k)
13: Tant que Q n’est pas vide Faire
14: p← pop(Q)
15: imOut(p)← currentlabel

16: Supprimer q et sa distance dans ∆
17: Pour tout q ∈ vois(p) et q ∈ ∆ Faire
18: Si d (k, q) ≤ η Alors
19: Q← push(q)
20: Fin Si
21: Fin Pour
22: Fin Tant que
23: currentlabel← currentlabel + 1
24: Fin Tant que
25: Fin Pour

Pour comprendre de manière plus intuitive, on peut utiliser la comparaison de la « montagne » :
un marcheur qui part d’un point selon une marche restreinte en différence d’altitude à une boule de
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diamètre 2η centrée au point de départ. Il ne peut aller au dessus ou au dessous de cette frontière.
Les points qui peuvent être atteints par le marcheur, étant données les conditions précédentes, sont
connexes et constituent une région η-bornée.

Pour comprendre les effets de ces régions, elles sont appliquées à l’image « dents de scies » avec
une distance euclidienne dE (fig. 4.4). Pour la clarté, on considère une image à un seul canal dont les
niveaux de gris ont une forme de « dents de scie » (fig. 4.3 b). On pourrait néanmoins ajouter d’autres
canaux de valeur constante ce qui ne changerait pas le résultat.

Sur la figure 4.4, on constate que plus le paramètre η est petit, plus la surface des régions η-bornées
est faible. En outre, les régions η-bornées sont très sensibles aux pics. En effet, si η est inférieur à la
différence d’altitude entre le germe et le pic, les points entre le germe et le pic sont dans la même
région η-bornée. Cependant, si η est plus grand que cette différence d’altitude entre le germe et le pic,
les points situés derrière le pic, pour lesquels la différence d’altitude avec le germe est inférieure à η,
sont dans la même région η-bornée (fig. 4.5).

(a) (b) (c) (d) (e)

FIG. 4.4 – Régions η-bornées de l’image « dents de scie » (21× 21 pixels) pour λ = 10. Les germes
sont indiqués grâce à un point blanc (ou noir), lorsqu’ils ne sont pas triviaux. (a) λFZ pour λ = 10.
ηBR pour λ = 10 et (b) η = 0, (c) η = 10, (d) η = 20, (e) η = 30.

4.2.3 Boules µ-géodésiques

De la même manière que pour les régions η-bornées, nous avons créé les boules µ-géodésiques,
µGB, afin d’améliorer les zones λ-plates, mais en introduisant maintenant un contrôle sur la « di-
mension géodésique » de la zone. Tout d’abord, les zones λ-plates sont construites. Puis le dénivelé
cumulé est mesuré depuis le point de départ (i.e. le germe) dans chaque zone λ-plate. A partir de ce
germe, une boule géodésique de rayon µ est calculée. Cette zone est dénommée boule µ-géodésique.
Elle correspond au nombre maximum de pas (i.e. de points) qui peuvent être atteints par un mar-
cheur partant du germe à l’intérieur de la zone λ-plate pour un dénivelé cumulé donné. Les boules
µ-géodésiques sont définies en utilisant la connexion suivante :

Définition 18 (Connexion µ-géodésique). Soient une image hyperspectrale fλ(x) et sa partition ini-
tiale en zones λ-plates, λFZ, où λFZi est la classe connexe i et Ri ⊆ E (de cardinal K) est l’en-
semble des points pk, k = 0, 1, 2, ...,K − 1, qui appartiennent à la classe i. Soit p0 un point de Ri,
appelé le centre de la classe i, et soit µ ∈ R+ un réel positif. Un point pk appartient à la composante
µ-géodésique centrée en p0, notée µGBp0

i , si et seulement si dgeo(fλ(p0), fλ(pk)) ≤ µ.
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FIG. 4.5 – Régions η-bornées et boules µ-géodésiques (en vert) sur le profil de l’image « dents de
scie » pour λ = 10 et (a) η = 20, (b) η = 30, (c) µ = 20, (d) µ = 60.

Il est important de noter, que les chemins géodésiques imposent la connexité aux boules µ-
géodésiques.

En pratique, pour chaque zone λ-plate λFZi la liste par ordre croissant des distances cumulées
∆i est calculée. Pour la première boule µ-géodésique µGB1

i , d’une zone λ-plate, le premier élément
de la liste ∆i (i.e. la médiane vectorielle de λFZi) est utilisé comme germe p0. Puis une propagation
géodésique depuis le germe à chaque point p ∈ λFZi est calculée. Si dgeo(fλ(p0), fλ(p)) ≤ µ alors
p est affecté à la boule µ-géodésique µGB1

i et retiré de la liste ∆i. Pour tous les autres points q ∈
λFZi \µGB1

i , le premier point de la liste ∆i est le germe de la deuxième boule µ-géodésique µGB2
i .

Ensuite, le procédé est itéré jusqu’à ce que tous les points de la zone λ-plate λFZi soient affectés à
une boule µ-géodésique. L’algorithme 10 explique en détail comment les boules µ-géodésiques sont
calculées.

La nouvelle partition de l’image associée à la connexion µ-géodésique est notée µGB. Comme
pour les connexions η-bornées, cette connexion de second ordre est contenue dans la connexion ini-
tiale λFZ, i.e. µGB(x) ≤ λFZ(x). L’avantage de cette approche est que l’on a maintenant un
contrôle régional de la « taille géodésique » des classes en mesurant leur distance géodésique, limitée
par µ à l’intérieur de la variation locale limitée, elle, par λ. En pratique, les boules µ-géodésiques sont
construites de la même manière que les régions η-bornées, sauf qu’à partir de chaque germe une boule
géodésique est calculée dans la zone λ-plate.

Les boules µ géodésiques sont calculées avec une distance euclidienne dE pour l’image « dents de
scie » (fig. 4.6). On constate que plus µ est petit, plus petite est la surface des boules µ-géodésiques. En
outre, ces boules sont peu sensibles aux pics. En effet, si µ est inférieur à la différence d’altitude entre
le germe et le pic, les points situés entre ce germe et ce pic sont dans la même boule µ-géodésique.
Cependant, si µ est plus grand que cette différence d’altitude entre le germe et le pic, seuls les points
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Algorithme 10 Boules µ-géodésiques
1: Soient une distance d, la segmentation en zones λ-plates, λFZ, d’une image fλ, ∆ une liste

croissante de distances cumulées, Q une file d’attente et imOut une image scalaire de sortie
2: Initialiser la valeur de µ
3: currentlabel← 0
4: Pour tout λFZ ∈ fλ Faire
5: Pour tout point p ∈ λFZ Faire
6: distance←

∑
q∈λFZ d (p, q)

7: ∆← ajouter la paire (p, distance)
8: Fin Pour
9: Tri par ordre croissant sur le paramètre distance de ∆

10: Tant que ∆ n’est pas vide Faire
11: k ← premier point de ∆
12: Pour tout point p à l’intérieur de la boule µ-géodésique de centre k et de rayon µ à

l’intérieur de la λFZ Faire
13: imOut(p)← currentlabel

14: Retirer p et sa distance dans ∆
15: Fin Pour
16: currentlabel← currentlabel + 1
17: Fin Tant que
18: Fin Pour

situés derrière le pic, pour lesquels le dénivelé cumulé depuis la graine est inférieur à µ, sont dans la
même boule µ-géodésique (fig. 4.5).

(a) (b) (c) (d) (e)

FIG. 4.6 – Boules µ-géodésiques de l’image « dents de scie » (21 × 21 pixels) pour λ = 10. Les
germes sont indiqués grâce à un point blanc (ou noir), lorsqu’ils ne sont pas triviaux. (a) λFZ pour
λ = 10. µGB pour λ = 10 et (b) µ = 0, (c) µ = 20, (d) µ = 40, (e) µ = 100.



160 Géodésie, connexions et images multivariées

4.2.4 Résultats de segmentation

Illustrons maintenant ces connexions sur des images réelles : « woman face » et l’image satellite
« Roujan ». Auparavant, afin de réduire le nombre de zones plates dans les images, un nivellement
morphologique est appliqué sur chaque canal, avec des marqueurs obtenus par un filtre alterné sé-
quentiel (ouverture puis fermeture) par un élément structurant (e.s.) 3 × 3 pixels, i.e. ψ1φ1. Ensuite
les zones spectrales λ-plates sont calculées.

Les temps de calculs sont très rapides : avec notre implémentation Python le calcul est inférieur à
une minute pour les images satellites. Une implémentation C + + serait beaucoup plus rapide.

4.2.4.1 Segmentations dans l’espace image avec des germes issus de la « médiane »

Nous allons tout d’abord réaliser des segmentations par les connexions η et µ en utilisant la liste
par ordre croissant des distances cumulées dont le premier élément est la médiane vectorielle de la
zones λ-plate considérée.

Pour segmenter par ces connexions, il est important de choisir une distance appropriée à l’espace
de représentation. Dans l’espace image, fλ, on choisit la distance du chi-deux et dans l’espace factoriel,
cf

α, la distance euclidienne (cf. section 3.4.2, p : 91). Sur la figure 4.7 plusieurs segmentations par
zones λ-plates sont produites à partir de la médiane vectorielle utilisée comme germe et de la distance
du chi-deux. On constate que les segmentations sont formées soit de très petites zones (souvent de
taille 1 pixel) soit de zones λ-plates très étendues.

fλ61 λFZ λFZ λFZ λFZ
(45× 76× 61) λ = 0, 003 λ = 0, 004 λ = 0, 005 λ = 0, 006

FIG. 4.7 – Canal fλ61 de l’image « woman face » et zones λ-plates (de l’image à 61 canaux) pour
λ = 0, 003 ; λ = 0, 004 ; λ = 0, 005 et λ = 0, 006.

Sur la figure 4.8, on constate que les régions η-bornées et les boules µ-géodésiques permettent de
palier aux limitations des zones λ-plates, puisque même des petites régions comme les yeux sont bien
détectées. On part d’une sous-segmentation en zones λ-plates (avec λ = 0, 005). Puis on applique
les connexions η et µ. On peut également vérifier que les régions η-bornées sont moins sensibles
que les boules µ-géodésiques aux faibles variations de distance entre les points. Cependant, l’aire des
boules µ-géodésiques est plus contrôlée que l’aire des régions η-bornées. Par conséquent, les régions
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η-bornées sont meilleures pour trouver les détails et les boules µ-géodésiques sont meilleures pour
obtenir des zones plus lisses et de taille plus homogènes.

λFZ

λ = 0, 005

ηBR ηBR ηBR ηBR

η = 0, 007 η = 0, 009 η = 0, 011 η = 0, 02

µGB µGB µGB µGB

µ = 0, 01 µ = 0, 02 µ = 0, 03 µ = 0, 05

FIG. 4.8 – Segmentations par des régions η-bornées, ηBR, ou des boules µ-géodésiques, µGB, à
partir des zones λ-plates de l’image « woman face » avec λ = 0, 005. La distance du chi-deux est ici
utilisée dans l’espace image fλ.

On mesure également pour chaque segmentation le nombre de zones η-bornées ou boules µ-
géodésiques moins le nombre de zones λ-plates. Ce nombre de zones décroît avec les paramètres η
ou µ. L’allure de la courbe est une exponentielle décroissante caractéristique d’un processus de file
d’attente (fig. 4.9).
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FIG. 4.9 – Variations du nombre de (a) régions η-bornées, ηBR, ou (b) µ-géodésiques, µGB, moins
le nombre de zones λ-plates, λFZ, en fonction du paramètre η ou µ dans l’image « woman face »
pour λ = 0, 005 avec la distance du chi-deux dχ2 dans l’espace image fλ.

4.2.4.2 Segmentations dans l’espace image avec des germes issus de l’« anti-médiane »

De plus, afin d’évaluer l’importance du choix de germe, on décide d’utiliser le dernier élément de
la liste par ordre croissant des distances cumulées qui correspond à l’anti-médiane vectorielle. Sur la
figure 4.10 et par comparaison avec la figure 4.8, on constate que les segmentations par connexions
η ou µ à partir de germes issus de l’anti-médiane sont similaires à celles obtenues par des germes
issus de la médiane. En conséquence, les régions η-bornées et les boules µ-géodésiques ont une faible
dépendance aux germes choisis. Ces méthodes sont donc robustes par rapport aux germes.

λFZ ηBR ηBR µGB µGB

λ = 0, 005 η = 0, 009 η = 0, 011 µ = 0, 02 µ = 0, 03

FIG. 4.10 – Régions η-bornées, ηBR, et boules µ-géodésiques, µGB, calculées avec des germes
issus de l’anti-médiane dans les zones λ-plates pour λ = 0, 005 sur l’image « woman face » (avec la
distance du chi-deux dχ2).
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4.2.4.3 Segmentations dans l’espace factoriel

D’autres segmentations peuvent être obtenues dans l’espace factoriel cf
α avec une distance eucli-

dienne parce qu’elle est équivalente à la distance du chi-deux dans l’espace image fλ (fig. 4.11). En
outre, à cause de la réduction du volume de données, le temps de calcul est meilleur. On travaille dans
l’espace factoriel à 3 axes d’inerties respectives : τα1 = 87, 8%, τα2 = 10, 2% et τα3 = 1, 5%. Les
germes utilisés sont issus de la « médiane ».

λFZ ηBR ηBR µGB µGB

λ = 0, 04 η = 0, 1 η = 0, 15 µ = 0, 1 µ = 0, 3

FIG. 4.11 – Régions η-bornées, ηBR, et boules µ-géodésiques, µGB, calculées avec des germes,
issus de la médiane, dans les zones λ-plates pour λ = 0, 04. Les segmentations sont effectuées dans
l’espace factoriel AFC cf

α de l’image « woman face » (avec la distance euclidienne dE).

4.2.4.4 D’autres résultats sur une image satellite

Afin de tester la pertinence de la méthode sur des images plus complexes, on réalise des segmen-
tations par connexions η et µ sur l’image satellite « Roujan » à 5 canaux (cf. section 2.3, p : 19).

On calcule tout d’abord les zones λ-plates et on retient la sous-segmentation pour le paramètre λ =
0, 015 (fig. 4.12). Sur cette segmentation, on définit les segmentations du second ordre : les régions
η-bornées et les boules µ-géodésiques (fig. 4.13). Par rapport à la segmentation par connexion λ, ces
nouvelles segmentations conduisent à un meilleur découpage des zones de l’image en introduisant de
l’information régionale qui permet de contrôler la taille des régions.
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RVB synthétique λFZ λFZ

λ = 0, 005 λ = 0, 010

λFZ λFZ

λ = 0, 012 λ = 0, 015

FIG. 4.12 – Image de synthèse RVB et zones λ-plates, λFZ, pour l’image « Roujan ».

RVB synthétique

λFZ

λ = 0, 015

ηBR ηBR ηBR

η = 0, 02 η = 0, 03 η = 0, 04

µGB µGB µGB

µ = 0, 1 µ = 0, 2 µ = 0, 3

FIG. 4.13 – Régions η-bornées, ηBR, et boules µ-géodésiques, µGB, calculées dans les zones λ-
plates, λFZ, pour λ = 0, 015 sur l’image satellite « Roujan » (avec la distance du chi-deux dχ2).
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4.2.5 Conclusion et perspectives sur la segmentation hyperspectrale par connexions

Les connexions η et µ améliorent la segmentation par zones λ-plates, qui ne prennent en compte
que l’information locale, grâce à l’introduction de l’information régionale. En outre, ces nouvelles
connexions sont de second ordre car elles sont incluses dans les zones connexes λ-plates. Afin de
construire ces nouvelles zones, la méthode consiste à sélectionner un paramètre λ suffisamment élevé
pour obtenir une sous-segmentation. Puis, les régions η-bornées et les boules µ-géodésiques sont
construites, conduisant à une segmentation par agrégation « top-down ». Les régions η-bornées in-
troduisent un paramètre qui contrôle les variations spectrales (i.e. le dénivelé spectral) dans les zones
λ-plates, tandis que les boules µ-géodésiques introduisent un paramètre de contrôle de la taille des
boules par la mesure de la distance spectrale cumulée dans les zones λ-plates.

En outre, ces connexions du second ordre produisent des pyramides de partition avec un nombre
décroissant de régions quand la valeur η ou µ croît, jusqu’à atteindre la partition associée au niveau qui
correspond à celle des zones λ-plates. Cependant, il est intéressant de remarquer que cette pyramide
ne constitue pas une hiérarchie ordonnée en raison des classes qui ne sont pas ordonnées par niveau
croissant.

De plus, nous avons proposé des algorithmes pour la construction des partitions associées à ces
deux connexions η et µ. Ils utilisent des files d’attentes avec un tri des germes selon leur distance
cumulée à tous les autres points d’une zone λ-plate.

Ces nouvelles segmentations pourraient constituer des pré-segmentations utilisables comme mar-
queurs pour la Ligne de Partage des Eaux. Une autre application pourrait concerner la détection et la
caractérisation des textures.

Au niveau des perspectives, on peut remarquer que notre méthode ne résout pas le problème des
petites classes de la partition initiale en zones λ-plates. Il pourrait être intéressant de combiner notre
méthode avec les approches d’agrégation des petites régions aux plus importantes [35, 47, 162]. Une
autre piste intéressante consisterait à sélectionner les germes de manière plus avancée en déterminant
localement pour chaque zone λ-plate la valeur appropriée de η ou de µ.
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4.3 Calcul de toutes les paires de distances géodésiques d’une image

Dans cette section, une nouvelle méthode, très efficace, de calcul du tableau de paires de distances
géodésiques entre les pixels d’une image est présentée.

4.3.1 Motivations

Un tableau de paires de distances géodésiques entre les pixels d’une image pourrait être très utile
pour faire de la réduction de dimension spatio-spectrale grâce à l’analyse par tableau de masses et
distances introduite par Benzécri [21]. En effet, on peut combiner linéairement le carré d’une distance
spectrale avec le carré de la distance géodésique entre pixels pour créer une distance au carrée spatio-
spectrale. Les tableaux de paires de distances sont également utilisés dans la segmentation par coupes
de graphes [175]. La méthode de réduction de données Isomap [177, 178] utilise également les dis-
tances géodésiques calculées sur un voisinage. Avec un tel tableau on pourrait envisager de travailler
sur toute l’image ou du moins sur un voisinage plus grand. Présentons tout d’abord la problématique
de ce calcul.

Calculer toutes les paires de distances géodésiques entre les pixels d’une image est très coûteux
en temps de calcul. L’approche naïve consiste en effet à relancer P fois, avec P le nombre de pixels,
l’algorithme de propagation géodésique utilisé qui est de complexitéM . La complexité totale est donc
en O(P ×M).

Comme algorithme de propagation géodésique il existe notamment l’algorithme des Fast Mar-
ching [169], ou encore l’algorithme proposé par Soille [171]. Afin de comparer nos méthodes de
calculs des paires de distances géodésiques nous avons choisi d’utiliser ce dernier algorithme qui
s’applique très facilement sur les trames carrées.

4.3.2 Introduction du problème

Il existe une propriété intéressante pour les chemins géodésiques utilisée par Bertelli et al. [24]
pour réduire le nombre de chemins géodésiques à calculer.

Propriété 4.3.1. Soit un chemin géodésique (p0, p1, . . . , pn). La distance géodésique, dgeo(pi, pj),
entre deux point pi et pj , i < j, du chemin est égale à la différence dgeo(p0, pj)− dgeo(p0, pi).

Vérifions cette propriété par l’absurde.

Démonstration 4.3.1. Considérons un chemin géodésique reliant un point A à un point B et sup-
posons que les points C et D appartiennent à ce chemin géodésique (fig. 4.14) qui est celui de plus
courte distance entre A et B. On a donc :

dgeo(C,D) = dgeo(A,D)− dgeo(A,C) (4.3.1)

Supposons qu’il y ait un autre chemin reliant C à D qui soit plus court :

dgeo(C,D)path2 < dgeo(C,D)path1

On peut alors écrire :

dgeo(A,C)path1 + dgeo(C,D)path2 + dgeo(D,B)path2 < dgeo(A,B)path1,
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ce qui est une contradiction et ce qui prouve que dgeo(C,D)path1 correspond au chemin minimum.

A C

D

B

FIG. 4.14 – Le chemin noir est le plus court chemin entre A et B, qui est aussi le plus court chemin
entre toutes les paires de points le long de ce chemin (dans cet exemple C et D). Tout autre chemin
entre C et D donnerait une distance supérieure (ou égale).

D’après cette propriété, lorsque la distance géodésique entre deux points de l’image est calculée,
on connaît donc la distance entre toutes les paires de points situées sur le chemin géodésique reliant
ces deux points. Le remplissage du tableau des paires de distance Tab s’effectue donc plus vite en
utilisant cette redondance.

Pour calculer facilement les distances entre les points le long des chemins géodésiques, il est
intéressant d’allouer un arbre pour chaque propagation géodésique [24]. Dans cet arbre, on distingue
trois types de nœuds :

1. la racine qui est le point de départ de la propagation géodésique et qui a une distance nulle et
qui n’a pas de parents ;

2. les nœuds qui sont des points avec à la fois des parents et des enfants ;

3. les feuilles qui sont des points sans enfants.

En partant des feuilles et en remontant à la racine (ou bien en partant de la racine vers les feuilles),
les distances entre les points appartenant au même chemin minimum peuvent être estimées. La dis-
tance géodésique entre deux points d’un chemin le plus court (i.e. géodésique) est la différence entre
leurs distances depuis la racine. Sur la figure 4.15, la distance géodésique entre p0 et p5 est simplement
d5 − d1.

Une autre propriété des chemins géodésiques est particulièrement intéressante pour calculer un
tableau de paires de distances.

Propriété 4.3.2. Plus les chemins géodésiques sont longs, plus on peut calculer de paires de distances
pour une propagation géodésique.

Afin de tirer parti de cette propriété, Bertelli et al. [24] choisissent comme point de départ des
propagations géodésiques (points sources) des points tirés aléatoirement en spirale depuis les bords
de l’image vers le centre de l’image. En effet les points des bords ont tendance à avoir des chemins
géodésiques plus longs que les points situés au centre. Cette approche qui peut être intéressante d’un
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FIG. 4.15 – Arbre géodésique : en chaque nœud la position du point et sa distance d à la racine sont
conservées en mémoire.

point de vue pratique ne garantit néanmoins pas que l’on choisisse des points sources pour lesquels
les chemins géodésiques sont les plus longs. Cette méthode sera dénommée ci-après : « méthode
spirale ».

Plusieurs mesures de dissimilarités peuvent être considérées entre deux pixels de position xi et xi′

et de valeur de niveau de gris f(xi) et f(xi′) :
– Écart L1 :

d(xi, xi′) = |f(xi)− f(xi′)| (4.3.2)

– Écart somme des niveaux de gris :

d(xi, xi′) = f(xi) + f(xi′) (4.3.3)

– Écart moyenne des niveaux de gris (similaire à l’écart précédent) :

d(xi, xi′) =
f(xi) + f(xi′)

2
(4.3.4)

Par la suite, nous préférerons l’écart somme des niveaux de gris par rapport à la métrique L1 car
elle permet de faire croître la distance géodésique pour un chemin passant par une zone plate (cf.
remarque 4.1.2, p : 153).

4.3.3 Méthode spirale

La méthode spirale [24] consiste à choisir des points de manière aléatoire sur les spires concen-
triques de l’image. Une spire concentrique est un cadre d’épaisseur un pixel dont le coin supérieur
gauche est à la position (1, 1) ou (2, 2) ou (3, 3) ou . . .. La figure 4.16 en donne un exemple. Tant que
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tous les pixels de la spire ne sont pas pleins, on tire aléatoirement un point de la spire sinon on passe
à la spire suivante (algorithme 11).

FIG. 4.16 – Les spirales sur une image 9× 9 pixels.

Algorithme 11 Méthode spirale
1: Soit D le tableau de distances de taille P × P
2: Tant que D n’est pas plein Faire
3: Prendre la spire la plus extérieure non remplie
4: Déterminer S la liste des points non remplis de la spire
5: Tant que S n’est pas vide Faire
6: choisir un point source s aléatoirement dans S
7: calculer l’arbre de propagation géodésique depuis s
8: remplir le tableau D
9: retirer les points de S qui sont remplis

10: Fin Tant que
11: Fin Tant que

Comme signalé précédemment, pour le calcul de la distance géodésique, on préfère utiliser l’écart
somme des niveaux de gris puisqu’il permet d’augmenter la distance géodésique sur les zones plates
(cf. section 4.1.4.2, p : 151).

On va tester et comparer la méthode spirale avec d’autres méthodes que nous avons conçues sur
des images de test. Ces images ont de fortes dynamiques de niveaux de gris compris dans l’intervalle
[1; 255]. La valeur 0 est exclue de la dynamique car elle conduit à une distance géodésique nulle entre
deux pixels voisins. Ces images ont une taille de 25× 25 pixels (fig. 4.17).

Afin de juger de l’efficacité d’une méthode par rapport à une autre, on mesure le taux de remplis-
sage T ux du tableau des paires de distances géodésiquesD de taille P×P , avec P le nombre de pixels
de l’image. Ce taux est défini comme le rapport entre le nombre de chemins calculés NbChCalc et le
nombre de chemin initiaux NbChIni. Le nombre de chemins initiaux NbChIni est égal au nombre
d’éléments du tableau auquel on retranche le nombre d’éléments de la diagonale car la distance d’un
point à lui-même est nulle. Comme la distance (ou l’écart) utilisée est symétrique, ces deux nombres
sont en fait divisés par deux.

Pour des images de taille 25 × 25 pixels, le nombre total de pixels est donc P = 25 × 25 = 625
pixels. Le tableau des paires de distance à donc une taille de 625× 625 = P 2 éléments. On comprend
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1

1255
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170

255
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128

Image « bosses » Image « lacets » Image « random »

FIG. 4.17 – Images de test 25× 25 pixels « bosses », « lacets » et « random » dont les niveaux de gris
sont compris entre 1 et 255.

donc que le calcul de l’ensemble des paires de distances géodésiques est très coûteux en temps de
calcul et en espace mémoire pour des images de taille beaucoup plus grande.

Le nombre de chemin initiaux NbChIni à calculer vaut :

NbChIni =
P 2 − P

2
. (4.3.5)

Le nombre de chemins calculés NbChCalc est déterminé par un comptage des éléments remplis
du tableau D. En pratique, il est intéressant d’avoir un tableau de booléens Dmrk de taille P × P et
dont les éléments valent 1, si la distance entre les deux pixels correspondant au numéro de la ligne et
au numéro de la colonne a été calculée, et 0 sinon. Il ne reste ensuite plus qu’à faire la somme des
éléments de cette matrice, à lui retrancher sa trace et à diviser le tout par deux :

NbChCalc =
1
2

[(
P∑

k=1

P∑
l=1

Dmrk(k, l)

)
− trace(Dmrk)

]
. (4.3.6)

Le taux de remplissage vaut donc :

T ux =
NbChCalc

NbChIni
. (4.3.7)

On est également capable de mesurer la proportion de chemins restant à calculer pour un pixel xi

donné. On parlera de remplissage d’un point :

T ux(xi) =

(∑P
k=1Dmrk(k, i)

)
−Dmrk(i, i)

P − 1
. (4.3.8)

Lorsque toutes les distances d’un point xi à tous les autres ont été calculées, i.e. T ux(xi) = P−1
P−1 = 1,

on dit que ce point est « rempli ».
Observons maintenant le remplissage des points de l’image selon les itérations. Lorsqu’un point

est rempli il est marqué en vert, lorsqu’il s’agit du point source de la propagation on le marque en
rouge, sinon il garde son niveau de gris. Sur la figure 4.19 le remplissage des points de l’image
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« bosses » pour les 100 premiers points sources déterminés par la méthode spirale est représenté. On
constate que même si les points sont remplis en priorité par couches concentriques en partant du bord
de l’image, d’autres points sont également remplis, notamment ceux situés dans le coin inférieur droit.
La méthode de remplissage en spirale permet donc d’accélérer le remplissage du tableau de distances.
Observons également le remplissage pour les images « lacets » (fig. 4.19) et « random » (fig. 4.20).

Pour chacune des images, on trace le taux de remplissage en fonction du nombre de propagations
géodésiques effectuées (fig. 4.21). Par la méthode naïve, le taux de remplissage T x a une variation
linéaire en fonction du nombre de propagations. La méthode spirale est donc bien meilleure que la
méthode naïve puisque le tableau de distances est bien plus vite rempli (tableau 4.1).

Méthode Méthode Écart
spirale naïve

« Bosses » 465 625 25,6 %
« Lacets » 541 625 13,4 %

« Random » 524 625 16,6 %

TAB. 4.1 – Comparaison du nombre de propagation nécessaires pour remplir le tableau des distances
par la méthode naïve et par la méthode spirale.

Nous avons cherché à améliorer la méthode spirale en cherchant les extrema géodésiques.
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001 002 003 004 005 006 007 008 009 010

011 012 013 014 015 016 017 018 019 020

021 022 023 024 025 026 027 028 029 030

031 032 033 034 035 036 037 038 039 040

041 042 043 044 045 046 047 048 049 050

051 052 053 054 055 056 057 058 059 060

061 062 063 064 065 066 067 068 069 070

071 072 073 074 075 076 077 078 079 080

081 082 083 084 085 086 087 088 089 090

091 092 093 094 095 096 097 098 099 100

FIG. 4.18 – Remplissage (pixels verts) de l’image « bosses » pour les 100 premiers points sources (en
rouge) par la méthode spirale.
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001 050 100 150 200 250 300 350 400 450

500 541

FIG. 4.19 – Quelques images du remplissage (pixels verts) de l’image « lacets » pour différents points
sources (en rouge) par la méthode spirale.

001 050 100 150 200 250 300 350 400 450

500 524

FIG. 4.20 – Quelques images du remplissage (pixels verts) de l’image « random » pour différents
points sources (en rouge) par la méthode spirale.
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FIG. 4.21 – Comparaison des taux de remplissage, du tableau de paires de distances, entre la méthode
naïve (en rouge) et la méthode spirale (en bleu) pour les images « bosses », « lacets » et « random ».
Le nombre de propagations nécessaires pour remplir le tableau par la méthode spirale est indiqué sur
la ligne du bas.
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4.3.4 Méthode des extrema géodésiques

Comme les chemins géodésiques les plus longs sont ceux qui remplissent le plus vite le tableau
de distance, on cherche les extrema géodésiques de l’image. Pour calculer les extrema géodésiques,
on utilise deux propagations géodésiques :

– une propagation depuis les pixels du bord de l’image. A partir de cette propagation on choi-
sit un des points c ayant la plus grande distance aux bords. Ce point est appelé le centroïde
géodésique ;

– une deuxième propagation depuis le centroïde géodésique qui permet d’obtenir les points les
plus éloignés du centroïde, i.e. les extrema géodésiques de l’image.

La figure 4.22 montre les résultats de ces deux propagations. On constate qu’effectivement les
extrema géodésiques se trouvent plutôt sur les bords de l’image.

On trie ensuite les pixels de l’image par distance géodésique décroissante au centroïde dans le
liste Ext, i.e. la liste des extrema géodésiques. Cette liste est utilisée pour choisir les points sources
s des propagations géodésiques. Si plusieurs points ont la même distance géodésique par rapport au
centroïde, alors on choisit le moins rempli (algorithme 12).

Algorithme 12 Méthode des extrema
1: Soient D le tableau de distances de taille P × P
2: Calculer la liste décroissante des extrema géodésiques Ext dont le premier élément Ext[1] est le

plus grand extrema géodésique non rempli
3: Initialiser à zéro la liste, de taille P , des taux de remplissage des points T ux

4: Tant que D n’est pas plein Faire
5: A← {x ∈ Ext|dgeo(x, c) = dgeo(Ext[1], c)}
6: Si Card{A} > 1 Alors
7: s← argminx∈A T

ux(x)
8: Sinon
9: s← x

10: Fin Si
11: calculer l’arbre de propagation géodésique depuis s
12: remplir le tableau D
13: retirer les points de Ext qui sont remplis
14: mettre à jour la liste des taux de remplissage T ux

15: Fin Tant que

Observons le remplissage de l’image « lacets » pour quelques propagations (fig. 4.23). On constate
que la méthode par extrema permet d’accélérer le remplissage du tableau de distances.

Afin de quantifier cette amélioration, traçons les taux de remplissage en fonction du nombre de
propagations (fig. 4.24). Le nombre de propagations nécessaires au remplissage du tableau est égale-
ment calculé (tableau 4.2). Notons qu’il faut rajouter une propagation géodésique afin de déterminer le
centroïde géodésique. On observe que le taux de remplissage de la méthode par extrema est inférieur
au taux de remplissage de la méthode spirale pour les propagations du début. Ensuite les tendances
s’inversent. Comme ce qui nous importe est d’avoir un tableau entièrement rempli, la méthode par
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extrema est donc légèrement meilleure que la méthode spirale. D’ailleurs, dans le tableau 4.2, l’écart
relatif entre la méthode extrema et la méthode spirale est de l’ordre de 5%.

Méthode Méthode Écart Méthode Écart
extrema naïve (extrema-naïve) spirale (extrema-spirale)

« Bosses » 437 625 30,1 % 465 6,0 %
« Lacets » 513 625 17,9 % 541 5,2 %

« Random » 506 625 19,0 % 524 3,4 %

TAB. 4.2 – Comparaison du nombre de propagation nécessaires pour remplir le tableau des distances
par la méthode extrema, par la méthode naïve et par la méthode spirale.

Remarque 4.3.1. D’autres essais consistant à recalculer la liste des extrema géodésiques à différentes
étapes ont été effectués. Cependant on ne note pas d’amélioration puisqu’en fait à part pour les pre-
mières propagations, c’est surtout le taux de remplissage qui est intéressant pour remplir plus rapide-
ment le tableau.
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FIG. 4.22 – Distances géodésiques depuis les bords de l’image (deuxième ligne) et depuis le centroïde
en rouge (troisième ligne) pour les images « bosses », « lacets » et « random ». Histogrammes des
extrema géodésiques (quatrième ligne).
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FIG. 4.23 – Quelques images du remplissage (pixels verts) de l’image « lacets » pour différents points
sources (en rouge) par la méthode des extrema géodésiques.
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FIG. 4.24 – Comparaison des taux de remplissage, du tableau de paires de distances, entre la méthode
spirale (en rouge) et la méthode extrema (en bleu) pour les images « bosses », « lacets » et « random ».
Le nombre de propagations nécessaires pour remplir le tableau par la méthode extrema est indiqué sur
la ligne du bas.
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4.3.5 Méthode taux de remplissage

Plutôt que de choisir les points selon leur distance géodésique au centroïde géodésique, on sé-
lectionne en priorité les points les moins remplis. Pour ce faire, on calcule après chaque propagation
géodésique le taux de remplissage. On sélectionne ensuite le point le moins rempli comme source de
la propagation. S’il y a plusieurs points parmi les moins remplis, on prend le plus grand extremum
géodésique parmi ces points. La méthode de choix des sources propagations géodésiques est décrite
dans l’algorithme 13.

Algorithme 13 Méthode du taux de remplissage
1: Soient D le tableau de distances de taille P × P
2: Calculer la liste décroissante des extrema géodésiques Ext
3: Initialiser à zéro la liste, de taille P , des taux de remplissage des points T ux

4: Tant que D n’est pas plein Faire
5: B← {argminx∈E Rempl[x]}
6: Si Card{B} > 1 Alors
7: s← argminx∈B Ext[x]
8: Sinon
9: s← argminx∈E T

ux[x]
10: Fin Si
11: calculer l’arbre de propagation géodésique depuis s
12: remplir le tableau D
13: retirer les points de Ext qui sont remplis
14: mettre à jour la liste des taux de remplissage T ux

15: Fin Tant que

Le remplissage pour l’image « lacets » est présenté en superposition de cette image sur la figure
4.25. On compare également les taux de remplissage de cette méthode dite « taux de remplissage »
à ceux de la méthode « spirale » (fig. 4.25). On fait de même pour le nombre de propagations néces-
saires pour remplir le tableau de distances D (tableau 4.26). On constate que la méthode par taux de
remplissage est bien meilleure que la méthode spirale sur toutes les images. Il est important de remar-
quer que même pour l’image « random », pour laquelle en pratique on ne calcule pas de propagation
géodésique, notre méthode est meilleure.

001 050 100 150 200 250 300 350 400 440

FIG. 4.25 – Quelques images du remplissage (pixels verts) de l’image « lacets » pour différents points
sources (en rouge) par la méthode des taux de remplissage.
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FIG. 4.26 – Comparaison des taux de remplissage, du tableau de paires de distances, entre la méthode
spirale (en rouge) et la méthode par taux de remplissage (en bleu) pour les images « bosses », « lacets »
et « random ». Le nombre de propagations nécessaires pour remplir le tableau par la méthode par taux
de remplissage est indiqué sur la ligne du bas.

Méthode Méthode Écart Méthode Écart
extrema naïve (Taux remplissage-naïve) spirale (Taux remplissage-spirale)

« Bosses » 315 625 49,6 % 465 32,3 %
« Lacets » 440 625 29,6 % 541 18,7 %

« Random » 510 625 18,4 % 524 2,7 %

TAB. 4.3 – Comparaison du nombre de propagation nécessaires pour remplir le tableau des distances
par la méthode par taux de remplissage, par la méthode naïve et par la méthode spirale.

4.3.6 Méthode spirale avec répulsion

La méthode spirale donne quand même de bons résultats. En outre, deux points voisins ont une
forte probabilité d’avoir des arbres géodésiques très proches l’un de l’autre. Par conséquent, nous
avons proposé une méthode avec un phénomène de répulsion entre les points tirés aléatoirement en
spirales (algorithme 14). Divers essais nous ont montré qu’une distance de répulsion de trois pixels de
part et d’autre de chaque point donne les meilleurs taux de remplissage.

Comme pour les autres méthodes on présente les remplissages pour quelques propagations géo-
désiques sur l’image « lacets » (fig. 4.27). On mesure également le taux de remplissage de la méthode
spirale avec répulsion par rapport à celui de la méthode spirale (fig. 4.28). On fait de même pour le
nombre de propagations nécessaires pour remplir la tableau de distances D (tableau 4.4). A partir de
ces différents résultats, on constate que la répulsion entre les sources de propagation améliore le taux
de remplissage.
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Algorithme 14 Méthode spirale avec répulsion
1: Soit D le tableau de distances de taille P × P
2: Soit h la distance de répulsion : h← 3 pixels
3: Tant que D n’est pas plein Faire
4: Prendre la spire la plus extérieure non remplie
5: Déterminer S la liste des points non remplis de la spire
6: Tant que S n’est pas vide Faire
7: choisir un point source s aléatoirement dans S
8: retirer de la liste S les deux points à gauche de s et les deux points à droite de s s’il sont

toujours dans S
9: calculer l’arbre de propagation géodésique depuis s

10: remplir le tableau D
11: retirer les points de S qui sont remplis
12: Fin Tant que
13: Fin Tant que

001 050 100 150 200 250 300 350 400 450

460

FIG. 4.27 – Quelques images du remplissage (pixels verts) de l’image « lacets » pour différents points
sources (en rouge) par la méthode spirale avec répulsion de trois pixels.

Méthode Méthode Écart Méthode Écart
extrema naïve (spirale répulsion-naïve) spirale (spirale répulsion-spirale)

« Bosses » 384 625 38,6 % 465 17,4 %
« Lacets » 460 625 26,4 % 541 15,0 %

« Random » 496 625 20,6 % 524 5,3 %

TAB. 4.4 – Comparaison du nombre de propagation nécessaires pour remplir le tableau des distances
par la méthode spirale avec répulsion de trois pixels, par la méthode naïve et par la méthode spirale.
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FIG. 4.28 – Comparaison des taux de remplissage, du tableau de paires de distances, entre la mé-
thode spirale (en rouge) et la méthode spirale avec répulsion de trois pixels (en bleu) pour les images
« bosses », « lacets » et « random ». Le nombre de propagations nécessaires pour remplir le tableau
par la méthode spirale avec répulsion est indiqué sur la ligne du bas.
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4.3.7 Comparaison des méthodes

Après avoir présenté et testé différentes méthodes de remplissage du tableau de distances, com-
parons les entre elles. Pour ce faire, on compare les taux de remplissage sur les images « Bosses »,
« Lacets » et « random » (fig. 4.29) pour les méthodes :

– spirale ;
– extrema ;
– taux de remplissage ;
– spirale avec répulsion de 3 pixels.
On en conclut que la méthode par taux de remplissage est la meilleure, sur les différentes images,

pour remplir le tableau des paires de distances géodésiques. En effet, selon les images on diminue de
18 % à 50 % le nombre de propagations géodésiques par rapport à la méthode naïve (cf. tableau 4.3,
p : 179). En outre on améliore nettement la méthode spirale de Bertelli et al. [24] puisqu’on arrive à
gagner jusqu’à 32 % de propagations géodésiques par rapport à leur méthode.
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FIG. 4.29 – Comparaison des taux de remplissage, du tableau de paires de distances, pour les mé-
thodes : spirale, extrema, taux de remplissage et spirale avec répulsion de 3 pixels pour les images
« bosses », « lacets » et « random ».
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4.4 Conclusion du chapitre

Dans ce chapitre deux point on été abordés : l’introduction de nouvelles connexions η et µ et la
conception d’une méthode de calcul efficace des paires de distances géodésiques.

Les nouvelles connexions η et µ permettent de palier le problème de segmentation des zones quasi-
plates ; à savoir de faibles variations d’amplitudes locales conduisent à des fortes variations régionales.
A partir d’un paramètre λ, non critique, des zones quasi-plates, choisi suffisamment grand, on introduit
un paramètre de contrôle régional de la taille des régions. Ce paramètre renforce considérablement les
zones quasi-plates. Ces nouvelles segmentations en régions η-bornées ou en boules µ-géodésiques,
peuvent servir de pré-segmentation pour obtenir des marqueurs pertinents pour la Ligne de Partage
des Eaux. Dans le cas des images hyperspectrales, ces segmentations tiennent compte de l’information
spatiale, par les paramètres locaux et régionaux, et de l’information spectrale par les distances entre
spectres.

En outre, un autre point particulièrement intéressant a été traité : la création d’une méthode de
calcul efficace du tableau de paires de distances géodésiques. Sur des petites images de taille 25× 25
pixels, on arrive à gagner jusqu’à 50% de propagations géodésiques par rapport à une méthode naïve.
Pour ce faire, on exploite la redondance des propagations géodésiques grâce à l’utilisation d’un arbre
géodésique. Pour des images plus grandes, Bertelli et al. [24] ont montré que les résultats s’améliorent
avec les méthodes d’exploitation de la redondance des arbres géodésiques. Notre méthode qui est
meilleure que la leur, dite « spirale » (jusqu’à 32 % de calculs en moins), pourra donc permettre le
calcul efficace de tableaux de plus grandes dimensions.

Les tableaux de paires de distances géodésiques pourraient en effet être utilisés pour des méthodes
d’analyse de données par tableau de masses et distances [21]. On pourrait ainsi envisager de faire de la
réduction de données spatio-spectrale en combinant des tableaux de paires de distances géodésiques
et de distances spectrales. En outre, les tableaux de paires de distances géodésiques sont également
utilisées dans la segmentation par coupes de graphes, e.g. [175].
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Chapitre 5

Conclusion

Ce dernier chapitre constitue la conclusion de ce travail et montre les perspectives de développe-
ments futurs. Dans ce mémoire, nous avons présenté les avancées les plus récentes en segmentation
morphologiques hyperspectrales. Nous allons maintenant faire la synthèse des différentes méthodes et
présenter leurs apports pour la construction de l’analyse des images hyperspectrales par morphologie
mathématique.

5.1 Apports de cette thèse

Cette thèse constitue la mise en place des bases du traitement morphologiques des images hy-
perspectrales et plus particulièrement de leur segmentation. Une chaîne complète de segmentation
morphologique hyperspectrale a ainsi été introduite. Cette chaîne se compose de plusieurs étapes.

La première partie consiste à filtrer le bruit spectral de l’image, à réduire sa dimension et à effec-
tuer une classification. De manière plus détaillée nous avons procédé de la manière suivante :

– après avoir introduit les notations et hypothèses de calcul indispensables, nous avons fait l’état
de l’art sur la réduction de dimension ;

– afin de nous assurer de la robustesse de nos algorithmes d’analyse et de traitement, nous avons
fait un choix d’images hyperspectrales diversifiées : des images acquises dans domaine des
longueurs d’ondes, des séquences temporelles d’imagerie résonance magnétique dynamique
(DCE-MRI), des images thermiques et des images satellites ;

– la première étape du traitement est la réduction de dimension de l’image et le filtrage spectral du
bruit. Nous avons ainsi développé une méthode de débruitage, à la fois pertinente et rapide, par
composition de deux AFC-reconstitutions. Cette méthode de débruitage spectral, qui conserve
les contours spatiaux tout en réduisant le bruit, offre l’avantage d’avoir des contours les plus
nets possibles en vue du traitement morphologique ;

– après avoir débruité l’image, nous avons présenté des méthodes de réduction de dimension
par Analyse Factorielle des Correspondances et par Analyse en Composantes principales afin
de normaliser les données ainsi qu’une méthode de modélisation du spectre. Les canaux de
l’image sont ainsi transformés pour obtenir un espace de dimension réduite composé de facteurs
pixels (i.e. vecteurs propres de l’AFC ou de l’ACP) ou des cartes des paramètres du modèle qui
constituent une nouvelle représentation de l’image hyperspectrale de départ. Par ailleurs, une
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nouvelle méthode de sélection des axes factoriels par leur rapport signal à bruit a été développée.
Elle s’avère être particulièrement intéressante car elle prend en compte l’information spatiale
portée par les axes et non plus un critère statistique.

– à partir des canaux de ces images hyperspectrales de dimension réduite on effectue une classifi-
cation spectrale non supervisée (k-means ou clara) ou supervisée (LDA) à partir d’un ensemble
d’apprentissage. La classification supervisée donnant de meilleurs résultats, pour l’appliquer
à différentes images à partir d’un apprentissage effectué sur une seule image hyperspectrale,
nous avons proposé une méthode par normalisation d’histogrammes des cartes de paramètres
du modèle ajusté. Cette méthode s’est révélée être la plus robuste. Néanmoins le traitement
morphologique ne peut se contenter de classes de spectres non connexes. En outre, seule l’in-
formation spectrale a, jusqu’à présent, été prise en compte ;

– nous avons également proposé une méthode de réduction spatio-spectrale de bruit par AFC sur
le voisinage spatial des facteurs pixels.

Après ces étapes de filtrage spectral, de réduction de dimension et de classification spectrale, nous
avons développé la segmentation morphologique des images hyperspectrales par Ligne de Partage des
Eaux (LPE) afin d’obtenir des régions connexes. Plusieurs études ont été effectuées :

– tout d’abord nous présentons une méthodologie de segmentation des images hyperspectrales par
LPE. L’approche par LPE nécessite en effet une fonction à inonder scalaire (i.e. une image à
niveaux de gris) et des marqueurs. Pour obtenir ces marqueurs, nous avons montré qu’il est pos-
sible d’utiliser les classes de la classification spectrale précédemment obtenues après quelques
traitements mineurs (réduction de leur surface et ré-étiquetage) ;

– nous avons également montré qu’une fonction à inonder représentée par un gradient marginal
ou vectoriel nécessite une distance spectrale adaptée à l’espace image de représentation ;

– nous avons fait clairement apparaître que pour les images hyperspectrales, la LPE probabiliste
est bien adaptée si l’on construit des densités de probabilités de contours (pdf) pour ces images
à partir de germes tirés aléatoirement ; ceci pour obtenir plusieurs réalisations de contours par
LPE. Ces réalisations permettent ensuite d’estimer la densité de contours par des méthodes à
noyau. L’estimation effectuée est donc de type Monte-Carlo ;

– nous avons également introduit un tirage de germes boules aléatoires conditionnés par la clas-
sification spectrale. Dans ces conditions, la densité de probabilité de contours (pdf) obtenue
prend donc à la fois en compte l’information spatiale et l’information spectrale ;

– la pdf présente les contours de régions selon leur importance. Les plus importantes et les plus
contrastées ont des probabilités élevées (i.e. niveaux de gris proches du blanc) et les plus fai-
blement contrastées ont des probabilités beaucoup plus faibles (i.e. niveaux de gris proches du
noir). La segmentation de cette fonction est ensuite effectuée par LPE sur un critère morpho-
logique permettant de sélectionner un nombre a priori de régions selon le volume du bassin
versant associé. Nous avons également développé une approche plus robuste que le critère du
nombre de régions. Il en effet particulièrement intéressant d’utiliser des marqueurs issus de la
classification spectrale, pour choisir les régions, puisque seul le nombre de classes est requis. Ce
critère est plus robuste que le nombre de régions car il est le même pour des images similaires
présentant le même nombre de classes spectrales alors que ce n’est pas le cas pour le nombre
de régions. Cette méthode de segmentation nous semble donc la plus aboutie pour la segmenta-
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tion hyperspectrale car elle permet d’obtenir de manière automatique une segmentation sur des
images similaires ;

– cette méthode a été illustrée de manière très détaillée sur les séries temporelles DCE-MRI afin
de fournir une segmentation en vue de la détection de tumeurs cancéreuses sur des souris. Les
régions de la segmentation sont en effet classifiées pour détecter des zones potentiellement
tumorales.

– finalement l’approche globale de segmentation des images hyperspectrales est résumée depuis
les étapes de filtrage et de réduction de dimension.

Dans un autre étape, nous avons introduit de nouvelles méthodes de segmentations, par connexions,
qui sont étendues aux images hyperspectrales :

– afin d’améliorer la segmentation des zones quasi-plates qui ne prennent en compte que l’infor-
mation locale, nous avons introduit deux nouvelles connexions utilisant l’information régionale.
Ces connexions conduisent aux régions η-bornées et aux boules µ-géodésiques qui sont des mé-
thodes spatio-spectrales de segmentation. Ces segmentations ne sont pas aussi régulières que
celles obtenues par la LPE probabiliste. C’est pourquoi ces connexions pourraient être utilisées
pour obtenir des pré-segmentations pouvant servir comme marqueurs pour la LPE.

– enfin nous avons présenté une méthode de calcul très efficace des paires de distances géodé-
siques entre les pixels d’une image puisqu’elle permet de réduire de 50 % le nombre d’opéra-
tions par rapport à une approche naïve et qu’elle permet une diminution d’opérations jusqu’à
30 % par rapport à une méthode précédemment existante.

5.2 Perspectives

Intéressons nous maintenant aux perspectives créées par ce travail.
Tout d’abord nous avons répondu aux objectifs fixés puisqu’une méthodologie complète de seg-

mentation a été proposée depuis le débruitage et la réduction de dimension en passant par la classifica-
tion spectrale jusqu’à la segmentation morphologique par LPE probabiliste. Cette segmentation utilise
une pdf dont le tirage des marqueurs peut être conditionné par la classification spectrale. La pdf est
calculée pour le moment en utilisant un noyau spatial. Il serait intéressant d’essayer un noyau spatio-
spectral sur ces images. En outre à partir de segmentation manuelle, il pourrait être envisageable de
développer une méthode d’apprentissage de la densité de probabilité de contours pdf .

Au niveau de la classification, des classificateurs spatio-spectraux pourraient être utilisés en veillant
bien à l’équilibre entre l’amélioration des résultats et l’augmentation inévitable du temps de calcul.

D’autres perspectives sont à explorer du côté de la segmentation par connexions η et µ puisqu’on
pourrait imaginer de sélectionner les paramètres η et µ de manière locale et non plus globale.

Pour la réduction de dimensions d’autres méthodes non linéaires pourraient être testées en prenant
en compte l’amélioration réelle apportée par rapport aux méthodes linéaires en vue de la segmentation
morphologique.

Grâce à notre méthode de calcul du tableau de paires de distances géodésiques, de nouvelles
perspectives semblent maintenant envisageables. Il sera en effet possible d’effectuer une réduction de
dimension spatio-spectrale en utilisant une combinaison linéaire de la distance géodésique et d’une
distance spectrale dans une analyse par tableau de masses et distances [21]. Cette analyse semble très
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prometteuse à cause de l’utilisation de ces deux informations et notamment de l’information spatiale
sur toute l’image et non pas sur un voisinage local.

Une autre méthode d’analyses de données semble également très intéressante : l’Analyse des Cor-
respondances d’un tableau de contingence dont les lignes et les colonnes sont munies d’une structure
de graphe bistochastique [131]. On peut en effet introduire un graphe sur le voisinage de chacun des
pixels et donc ajouter de l’information spatiale de manière locale.

La perspective à venir la plus importante est certainement le développement d’opérateurs de mor-
phologie mathématique multivariés (érosion, dilatation, ...) qui soient réellement pertinents. Pour cela
il sera nécessaire de définir une relation d’ordre entre les pixels vecteurs dans l’idée de ce qui a été
fait par Angulo [3] pour les images couleurs. La réduction de dimension aura là toute son importance
et pourra permettre de d’obtenir des espaces bien adaptés à la définition d’un ordre total entre les
vecteurs.

Comme on l’aura compris, le champ à explorer pour la création de la morphologie mathématique
multivariée reste important et prometteur. Nous espérons que cette thèse aura permis de poser les
bases de la morphologie mathématique sur les images hyperspectrales et plus particulièrement de la
segmentation morphologique.



Annexe A

Filtrage, réduction de dimension et
classification

Cette annexe se veut un complément détailler du chapitre 2. Y sont ainsi présentés : une introduc-
tion à l’analyse de données, puis l’Analyse Factorielle sur un espace euclidien qui est une formulation
plus générale de l’Analyse en Composantes Principales (ACP) et de l’Analyse Factorielle des Corres-
pondances (AFC). Ensuite nous présentons des compléments sur l’AFC par rapport à la réduction de
bruit et notamment la méthode que nous avons développée : sur la composition d’AFC et de reconsti-
tution pour le filtrage spectral. Nous donnons ensuite des précisions sur les rapports signaux à bruits
calculés à partir de la covariance.

A.1 Introduction à l’analyse de données

Nous introduirons l’Analyse Factorielle (AF) comme une analyse sur un tableau muni de masses
et de distances dans un espace euclidien. Nous utiliserons les résultats de l’AF pour en déduire ceux de
l’Analyse en Composantes Principales (ACP) et ceux de l’Analyse Factorielle des Correspondances
(AFC) en spécifiant la distance et la masse utilisée en chaque point.

La réduction de données pour la dimension spectrale, consiste à appliquer une transformation
sur l’espace image à L dimensions (i.e. canaux) pour obtenir un autre espace de représentation à K
dimensions avec K < L et souvent K � L.

Notons F la matrice P ×L de représentation de l’image fλ. F est composée de P lignes représen-
tant les pixels vecteurs (i.e. les individus) et de L colonnes représentant les canaux (i.e. les variables).
En termes mathématiques, la dimension intrinsèque signifie que les individus dans le jeux de don-
nées F sont situés, ou presque situés, dans un sous espace de dimension K inclus dans l’espace de
dimension L.

Pour alléger la notation, on s’autorise pour les calculs matriciels à utiliser la notation :

fij = fλj
(xi) fj = fλj

fi = fλ(xi) (A.1.1)

On considère un tableau F à P lignes et L colonnes, dont les éléments sont constitués des valeurs
(i.e. des nombres réels) de l’image fλ (eq. A.1.2). Les colonnes de ce tableaux correspondent aux
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canaux de l’image qui ont été transformés de matrices 2D en vecteurs 1D.

F =



f11 · · · f1j · · · f1L
...

...
...

fi1 · · · fij · · · fiL
...

...
...

fP1 · · · fPj · · · fPL


(A.1.2)

où fij ∈ R, ∀i = 1 . . . P , ∀j = 1 . . . L.
Les vecteurs-lignes (i.e. vecteurs pixels) de F sont les éléments de T L et sont assimilés à des

vecteurs de RL :

fi = (fi1, . . . , fij , . . . , fiL) (A.1.3)

avec fi = fλ(xi).
Les vecteurs-colonnes (i.e canaux) de F sont les éléments de RP et sont assimilés à des vecteurs

de RP :

fj = (f1j , . . . , fij , . . . , fPj) (A.1.4)

avec fj = fλj
.

Dans cette partie nous présenterons l’Analyse Factorielle sur une espace euclidien. Puis nous
montrerons que l’Analyse en Composantes Principales et l’Analyse Factorielle des Correspondances
s’en déduisent grâce à des poids affectées à chacun des points de la matrice F qui correspondent au
passage de la distance « inverse des variances » en ACP, ou de la métrique du χ2 en AFC, à la métrique
euclidienne.

Ainsi dans [22], Benzécri, indique que l’ACP et l’AFC se déduisent de l’Analyse Factorielle sur
un espace euclidien. Mais alors qu’en AFC on représente la colonne fλj

de la matrice F par son profil
(en divisant chaque nombre de la colonne par le total de la colonne), l’usage en ACP est d’amener
chaque colonne à avoir moyenne nulle et variance 1. C’est à dire que les colonnes fλj

(i.e. les canaux)
sont centrées réduites.

A.2 Analyse factorielle sur un espace euclidien

Cette analyse est décrite théoriquement dans [132]. Nous résumons ici cette approche.
Les méthodes d’analyse factorielle présentée dans ces annexes : Analyse en Composantes Prin-

cipales (ACP), Analyse Factorielle des Correspondances (AFC) sont toutes fondées sur la même dé-
marche : « l’Analyse Factorielle d’un nuage de points ». Étant donné un ensemble de P points dans
une espace vectoriel RL, munis chacun d’un poids, on cherche les « axes d’inertie » du nuage de
points, qui sont tels que les projections des points sur les premiers axes factoriels vont fournir les
« meilleures » représentations du nuage dans des sous-espaces de faible dimension.

L’ACP et l’AFC se différencieront par :
– les poids attribués aux points des nuages. Dans cette partie, les poids seront à priori quel-

conques ;
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– la métrique utilisée dans RL pour calculer les distances entre points. Toutefois on montrera que,
moyennant une transformation préalable des données en ACP et en AFC, on peut toujours se
ramener à l’utilisation de la métrique euclidienne canonique.

A.2.1 Notations. L’espace euclidien RL

Dans un espace vectoriel RL muni du produit scalaire canonique défini par :

∀x =

 x1

...
xL

 ∈ RL , ∀y =

 y1

...
yL

 ∈ RL : (x|y) =
L∑

j=1

xjyj = xty (A.2.1)

Ce produit scalaire fait de RL un espace vectoriel euclidien.
‖x‖ =

√
(x|x) définit la norme euclidienne canonique.

d(x, y) = ‖x − y‖ = sqrt
∑L

j=1(x
j − yj)2 définit la distance euclidienne canonique qui fait de RL

un espace métrique.
On munit RL, i.e. l’espace dans lequel sont représentés les individus, de sa base canonique

(e1 . . . ej . . . eL). On munit également RP , i.e. l’espace dans lequel sont représentés les variables,
de sa base canonique (e′1 . . . e

′
i . . . e

′
P ).

On considère un tableau X à P lignes et L colonnes, dont les éléments sont constitués de nombres
réels (eq. A.2.2).

X =



x1
1 · · · xj

1 · · · xL
1

...
...

...
x1

i · · · xj
i · · · xL

i
...

...
...

x1
P · · · xj

P · · · xL
P


(A.2.2)

où xj
i ∈ R, ∀i = 1 . . . P , ∀j = 1 . . . L.

Les vecteurs-lignes (i.e. vecteurs pixels) de X sont les éléments de RL :

xi = (x1
i , . . . , x

j
i , . . . , x

L
i ) (A.2.3)

Les vecteurs-colonnes (i.e canaux) de X sont les éléments de RP :

xj = (xj
1, . . . , x

j
i , . . . , x

j
P ) (A.2.4)

On munit les P vecteurs lignes x1, . . . , xi, . . . , xP de T L de poids p1, . . . , pi, . . . , pP avec ∀i =
1 . . . P , pi > 0 et

∑P
i=1 pi = 1.

L’ensemble de ces points affectés de poids constitue un nuage de points NI :

NI = {(xi, pi)}i=1...P . (A.2.5)

Le centre de gravité est noté :

g =
P∑

i=1

pixi (A.2.6)
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A.2.2 Choix du sous-espace

La réduction de dimension consiste à chercher à représenter le nuage NI dans un espace de plus
faible dimension K < L.

On note H, de dimension K < L, le sous-espace sur lequel on va projeter le nuage. On note
x̂i = PH(xi) la projection orthogonale de xi sur H : x̂i est l’unique point de H tel que x̂i − xi soit
orthogonal à H, et vérifie : d(xi, x̂i) = « distance » du point x au sous-espace H.

On va chercher le sous-espace H « le plus proche du nuage » (critère de proximité). Pour cela, on
souhaite que les distances d(xi, x̂i) entre les points du nuage et leurs projections soient les plus petites
possibles. On va choisir comme critère la minimisation du moment d’inertie du nuage NI par rapport
au sous-espace H :

M ent(H) =
P∑

i=1

pid
2(xi, x̂i) (A.2.7)

On montre, en utilisant le théorème de Huygens [21], que H passe nécessairement par le centre de
gravité g du nuage NI . On montre également que le critère de proximité est équivalent à un critère de
fidélité des distances. Ce dernier critère fait que H est tel que les distances entre les points projetés sur
H sont les plus proches possibles des distances entre les points du nuage NI .

A.2.3 Inertie expliquée, inertie résiduelle

On supposera dorénavant que le centre de gravité du nuage est confondu avec l’origine : g = 0
(ce qui revient à faire un changement d’origine dans RP ) ; le nuage est dit centré.

Pour K (≤ L) fixé, on va chercher le sous-espace affine FK de dimension K passant par g = 0
(assimilé à un sous-espace vectoriel) minimisant M ent(H) :

∀H sous-espace affine de dimension K, M ent(H) ≥M ent(FK)

O xi

xi

H┴

H

FIG. A.1 – Projection d’un point xi sur les sous-espace H. Le projeté de xi sur H est noté x̂i. H⊥ =
est le sous-espace orthogonal à H.
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Définition 19. On appelle inertie expliquée par H la quantité :

I(H) =
P∑

i=1

pi‖x̂i‖2 (A.2.8)

L’inertie résiduelle autour de H est la quantité :

P∑
i=1

pi‖xi − x̂i‖2 (A.2.9)

L’inertie totale du nuage par rapport à son centre de gravité, est la quantité :

I0 = Ig = sumP
i=1pi‖xi‖2 (A.2.10)

D’après le théorème de Pythagore, on a :

∀i = 1 . . . P ‖xi‖2 = ‖x̂i‖2 + ‖xi − x̂i‖2 (A.2.11)

D’où la relation :

Inertie totale = Inertie expliquée + Inertie résiduelle

Si on note N̂(P ) = {(x̂i, pi)}1≤i≤P le nuage projeté sur H, qui a aussi l’origine pour centre de
gravité, alors :

– l’inertie expliquée par H est l’inertie totale de N̂ par rapport à O ; c’est aussi le moment d’inertie
de N par rapport à H⊥ ;

– l’inertie résiduelle est l’inertie par rapport à O du nuage projeté sur H⊥ ; c’est aussi le moment
d’inertie de N par rapport à H.

Le critère choisi pour la détermination de FK est donc la minimisation de l’inertie résiduelle, ou
de façon équivalente, la maximisation de l’inertie expliquée : on cherche à ce que le nuage projeté sur
FK ait une dispersion maximale autour de l’origine O.

A.2.4 Expression matricielle de l’inertie

Soit ∆u une droite passant par l’origine (qui est le centre de gravité du nuage) engendrés par le
vecteur normé u (‖u‖ = 1).

O u xi

xi

Δu

FIG. A.2 – Projection x̂i d’un point xi sur la droite ∆u

La projection orthogonale d’un point xi du nuage sur la droite ∆u vaut :

x̂i = (xi|u)u = (xi
tu)u
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L’inertie expliquée par une droite ∆u vaut

I(∆u) =
P∑

1=1

pi‖x̂i‖2 = utVu où V =
P∑

i=1

pixixi
t =t XDX (A.2.12)

où D est la matrice diagonale dont les éléments sont les poids des individus p1, . . . , pi, . . . pP .

Définition 20. La matrice d’inertie du nuage est notée V : elle a pour terme général :

vjj′ =
P∑

i=1

pix
j
ix

j′

i , 1 ≤ j ≤ L , 1 ≤ j′ ≤ L (A.2.13)

Sous forme matricielle V s’exprime comme :

V =t XDX (A.2.14)

où D est la matrice diagonale dont les éléments sont les poids des individus p1, . . . , pi, . . . pP .

D =



p1

. . . 0
pi

0
. . .

pP


(A.2.15)

La matrice d’inertie V est carrée, symétrique, positive : utVu ≥ 0 ∀u ∈ RL (car une inertie est
toujours positive ou nulle). Elle est donc diagonalisable.

L’inertie du nuageNI expliquée par un sous-espace H de dimension k passant par l’origine a pour
expression :

I(H) = Trace(VP) (A.2.16)

avec P la matrice du projecteur orthogonal sur H.
On montre que l’inertie expliquée par la somme directe de deux sous-espaces orthogonaux vaut :

I(H1 ⊕H2) = I(H1) + I(H2) (A.2.17)

A.2.5 Recherche des sous-espaces de projection

A.2.5.1 Lemme fondamental

Lemme A.2.1. Soit k < L ; si Fk est le sous-espace vectoriel de dimension k d’inertie expliquée
maximale, alors le sous-espace vectoriel de dimension k+1 d’inertie expliquée maximale est Fk+1 =
Fk ⊕∆u, ∆u est la droite vectorielle orthogonale à Fk d’inertie expliquée maximale.

Par conséquent la recherche des sous-espaces Fk s’effectuera de proche en proche :
– pour déterminer la droite F1 = ∆u1, on cherche le vecteur normé u1 solution du problème :

max
u∈RL

I(∆u)
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– pour déterminer le plan F2, le lemme indique que :

a) F2 contient F1 : on peut donc écrire F2 = ∆u1⊕∆u2, où le vecteur normé u2 est orthogonal
à u1

b) u2 est solution du problème :

max
u∈RL , u⊥u1

I(∆u)

– etc ...
Les droites ∆u1,∆u2, . . . ,∆uL sont appelées 1er, 2ème, ..., pème axe principal d’inertie du nuage.

A.2.5.2 Détermination du premier axe principal d’inertie

On cherche un vecteur u de RL, normé, tel que l’inertie expliquée par la droite ∆u soit maximale.
Cette inertie s’écrit :

I(∆u) = utVu

D’après une propriété classique démontrée dans tout bon ouvrage d’algèbre linéaire, la matrice V de
RL, symétrique, est diagonalisable, et il existe une base orthonormée (u1 . . . uk . . . uL) de RL formée
de vecteurs propres de V :

∀k = 1 . . . p Vuk = µkuk (A.2.18)

On numérote les uk de façon que : µ1 ≥ . . . ≥ µk ≥ . . . ≥ µN .
Alors, I(∆u) est maximale pour u = u1, et on a :

I(∆u1) = µ1 (A.2.19)

Remarque A.2.1. u1 est un vecteur normé arbitraire dans le sous-espace propre associé à la plus grande
valeur propre µ1 de V ; en particulier u1 est défini au signe près si µ1 est d’ordre de multiplicité égal
à 1.

A.2.5.3 Détermination du kème axe principal d’inertie

On raisonne par récurrence : on suppose que les k − 1 premiers axes principaux sont engendrés
respectivement par u1 . . . uk−1. On cherche un vecteur u de RL, normé, orthogonal à u1 . . . uk−1, tel
que I(∆u) soit maximale.

Alors, I(∆u) est maximale pour u = uk, et on a :

∀k = 1 . . . L I(∆uk) = µk (A.2.20)

Remarque A.2.2. Toute inertie étant positive ou nulle, on en déduit que µk ≥ 0 ∀k = 1 . . . L (cela
vient de ce que V est une matrice positive : ∀u ∈ RL utVu ≥ 0).



196 Annexe A : Filtrage, réduction de dimension et classification

A.2.5.4 Bilan

Le sous-espace vectoriel de dimension k qui explique le mieux l’inertie du nuage, appelé « sous-
espace principal de dimension k », est :

Fk = ∆u1 ⊕ . . .⊕∆uk

avec I(Fk) = µ1 + . . .+ µk
(A.2.21)

Si k = L, on obtient : RL = ∆u1 ⊕ . . .⊕∆uL.
L’inertie totale du nuage par rapport à l’origine est l’inertie expliquée par RL :

I0 =
L∑

α=1

µα = Tr(V) (A.2.22)

On appelle part d’inertie expliquée par l’axe principal ∆uα la quantité :

τα =
I(∆uα)
I0

=
µα∑L
j=1 µj

(A.2.23)

La part d’inertie expliquée par le sous-espace principal Fk est égale à :

I(Fk)
I0

=
∑k

α=1 µα∑L
j=1 µj

(A.2.24)

A.2.6 Facteurs principaux

Définition 21. On appelle α-ème facteur principal (ou facteur pixel) le vecteur cα de RP dont les
composantes sont les coordonnées cαi des points xi de RL sur le α-ème axe principal ∆uα.

cα =



cα1
...
cαi
...
cαn


=



x1
tuα
...

xi
tuα
...

xP
tuα


=



x1
t

...
xi

t

...
xP

t


uα = Xuα ∈ RP (A.2.25)

avec cαi = (xi|uα) = xi
tuα les coordonnées de xi sur ∆uα.

xi '

xi

c i '
 u

eL

e1

e j
c i
u

u

FIG. A.3 – Projection cαi uα d’un point xi sur l’axe factoriel ∆uα.
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Remarque A.2.3. L’« analyse factorielle » d’un nuage de points doit son nom à ce qu’elle peut être
présentée comme étant la recherche des « facteurs principaux », associés aux axes principaux (appelés
aussi « axes factoriels »), du nuage.

On montre [132] que les facteurs principaux ont les propriétés suivantes :
P∑

i=1

pic
α
i = 0

P∑
i=1

pi(cαi )2 = µα (A.2.26)

P∑
i=1

pic
α
i c

β
i = 0 si α 6= β

A.3 L’Analyse en Composantes Principales

L’Analyse en Composantes Principales à été développée par H. Hotelling en 1933 [79, 80].
Les résultats de la partie précédente A.2 vont être appliqués à l’étude du tableau correspondant à

la matrice F après une transformation des données. Les vecteurs pixels correspondent aux individus i
et les canaux aux variables j.

A.3.1 Distance entre individus

Un des objectifs de l’ACP est de décrire les ressemblances et les oppositions entre individus
(pixels), en essayant de mettre en évidence des groupes homogènes d’individus. Pour évaluer les
ressemblances, ou proximités, on munit RL de la distance « inverse des variances » :

d2
1/σ2(fi, fi′) =

L∑
j=1

1
σ2

j

(fij − fi′j)2 =
L∑

j=1

(
fij −mj

σj
−
fi′j −mj

σj

)2

(A.3.1)

avec mj = E[fj ] la moyenne de la variable fj et σ2
j = E[(fj −mj)2] sa variance.

Cette distance, qui pondère les quantités (fij − fi′j)2 relatives à une variable fj par l’inverse de
sa variance (d’où sa dénomination), revient à utiliser les variables fj/σj , dites « variables réduites »,
plutôt que les variables initiales. Elle offre les avantages suivants :

– les variables fj/σj étant sans dimension, les distances ne dépendent pas des unités de mesure
– on utilise de fait comme unité de mesure pour la variable fj son écart type σj ; on donne ainsi

la même importance à toutes les variables (la variance de chaque variable réduite vaut 1).

Remarque A.3.1. La distance Mahalanobis s’exprime sous la forme :

d2
M (fi, fi′) = (fi − fi′)tΣ−1(fi − fi′) (A.3.2)

où Σ est la matrice de covariance entre les variables. La distance « inverse des variances » correspond à
la distance de Mahalanobis si les variables (canaux) sont décorrélés. En effet la matrice de covariance
est alors diagonale et les valeurs de sa diagonale sont égales à la variance des canaux : σ2

j avec
j = 1, . . . , L. Cependant si l’on veut appliquer une ACP les canaux sont en général corrélés puisque
l’un des objectifs de l’ACP est de décorréler des variables.
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A.3.2 Transformation des données

Afin de se ramener au cas de l’Analyse Factorielle sur un espace euclidien, et ainsi utiliser la
métrique euclidienne canonique, on transforme les données de la manière suivante :

∀i = 1 . . . P ∀j = 1 . . . L xj
i =

fij −mj

σj
(A.3.3)

Cette opération consiste à centrer et réduire les variables fj , i.e. à remplacer la variable fj par la
variable centrée (i.e. de moyenne nulle) et réduite (i.e. de variance 1) fj−mj

σj
.

Chaque individu est maintenant représenté par le vecteur :

xi =



x1
i
...
xj

i
...
xL

i


∈ RL (A.3.4)

Le nuage des individus est le nuage de point de RL :

NI = {(xi,
1
P

)}i=1...P (A.3.5)

A.3.3 Justification de la transformation des données

Deux raisons justifient la transformation des données :

1. Centrer les variables permet de faire coïncider le centre de gravité du nuage des individus avec
l’origine :

g =
P∑

i=1

1
P
xi =

P∑
i=1

1
P

 L∑
j=1

xj
iej

 =
L∑

j=1

(
1
P

P∑
i=1

xj
i

)
ej =

L∑
j=1

xjej = 0

où xj = 1
P

∑P
i=1 x

j
i est la moyenne de la variable centrée réduite (fj −mj)/σj qui vaut 0.

On appelle individu moyen de la population, un individu qui prendrait, pour chaque variable
fj , une valeur égale à la moyenne mj de cette variable. L’individu moyen est représenté par le
centre de gravité, donc l’origine de RL.

2. Réduire les variables permet d’avoir l’équivalence entre la distance euclidienne entre les indivi-
dus xi dans un espace euclidien et la distance « inverse des variances » entre les individus dans
l’espace image (i.e. les vecteurs pixels) :

d2
E(xi, xi′) =

L∑
j=1

(xj
i − x

j
i′)

2 =
L∑

j=1

(
fij −mj

σj
−
fi′j −mj

σj

)2

=
L∑

j=1

1
σ2

j

(fij − fi′j)2 = d2
1/σ2(fi, fi′) (A.3.6)
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A.3.4 Analyse du nuage des individus

La matrice d’inertie s’écrit ici
V =

1
P

XtX (A.3.7)

puisque la matrice diagonale des poids est D = 1
P I . Elle a pour terme général

vjj′ =
1
P
xjt
xj′ =

1
σjσj′

1
P

(fj −mj)t(fj′ −mj′) =
Cov(fj , fj′)

σjσj′
= Cor(fj , fj′)

avec Cor(fj , fj′) le cœfficient de corrélation et Cov(fj , fj′) la covariance centrée entre les variables
fj et fj′ .

V est donc la matrice des corrélations des variables (canaux) fj , j = 1 . . . L.
L’inertie totale du nuage vaut :

I0 = L (A.3.8)

Démonstration A.3.1.

I0 = Tr(V) =
L∑

j=1

Cor(fj , fj) =
L∑

j=1

1 = L

Comme dans l’équation A.2.18, les axes principaux sont les vecteurs propres normés de V :

Vuα = µαuα , α = 1 . . . p , ‖uα‖ = 1 (A.3.9)

De même que dans l’équation A.2.25, les facteurs principaux sont des vecteurs de RP :

cα =



cα1
...
cαi
...
cαP


= Xuα , α = 1 . . . L (A.3.10)

où cαi = xi
tuα est la coordonnée de l’individu i sur l’axe ∆uα.

Remarque A.3.2. cα = 0 si α > rang(X)

Les composantes principales ont les propriétés suivantes :

Propriété A.3.1. Les facteurs principaux cα sont des combinaisons linéaires des variables centrés
fj −mj .

cα =
L∑

j=1

uj
α

σj
(fj −mj) (A.3.11)

Donc cα est elle même une variable centrée : cα = 0.

Propriété A.3.2. Les composantes principales sont centrées, on a :

∀α, β = 1 . . . L (α 6= β) V ar(cα) = µα , Cov(cα, cβ) = 0 (A.3.12)
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A.3.5 Analyse du nuage des variables

De même que l’on fait une analyse du nuage des individus, une analyse du nuage des variables
est effectuée. Les démonstrations liées à cette analyse sont faites dans [132]. Nous résumons ici les
principaux résultats.

On associe à chaque variable fj le vecteur zj de RP représentant la variable centrée réduite (fj −
mj)/σj :

zj =
1√
P

P∑
i=1

fij −mj

σj
=

1√
P

P∑
i=1

xj
ie
′
i =

1√
P
xj (A.3.13)

où xj est le j-ème vecteur-colonne de X. Le facteur 1/
√
P permet une interprétation statistique du

produit scalaire et de la norme :

‖zj‖2 =
1
P

P∑
i=1

(xj
i )

2 = V ar(xj)

(zj |zj′) =
1
P

P∑
i=1

xj
ix

j′

i = Cov(xj , xj′) (A.3.14)

cos(zj , zj′) =
(zj |zj′)
‖zj‖‖zj′‖

=
Cov(xj , xj′)√
V ar(xj)V ar(xj′)

= Cor(xj , xj′)

Le nuage des points associés aux variables est défini de la manière suivante :

NV = {(zj ,
1
L

)}j=1...L (A.3.15)

Remarque A.3.3. Ce nuage n’est pas centré : il n’y a aucune raison pour que l’on ait 1
L

∑L
j=1 z

j = 0.
Ce nuage est situé sur la sphère-unité de RP puisque ∀j ‖zj‖ = 1.

Le tableau associé à ce nuage de points est :

Z =



z1t

...
zjt

...
zLt


=

1√
P



x1t

...
xjt

...
xLt


=

1√
P

Xt (A.3.16)

On va effectuer l’analyse du nuage NV sans le centrer.
La matrice d’inertie W associée au nuage des variables est égale à :

W =
1
L

ZtZ =
1
PL

XXt (A.3.17)

On peut montrer [132] que les axes principaux associés au nuage NV sont égaux à cα
√

Pµα
. Les axes

principaux sont ainsi engendrés par les facteurs principaux cα du nuage NI . Les facteurs principaux
de NV sont les vecteurs de RL :

dα = Z
cα√
Pµα

=
1

P
√
µα

Xtcα =
1
√
µα

(
1
P

XtX)uα =
1
√
µα

Vuα =
√
µαuα (A.3.18)

Par conséquent, les facteurs principaux de NV engendrent les axes principaux du nuage des individus
NI .
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A.3.6 Relation de transition entre les facteurs « individus » et les facteurs « variables »

De la relation cαi = (xi|uα) = 1√
µα

(xi|dα), on en déduit la relation de transition entre les facteurs
des individus et les facteurs des variables :

cαi =
1
√
µα

L∑
j=1

fij −mj

σj
dj

α (A.3.19)

La coordonnée cαi de l’individu (i.e. pixel vecteur) sur le α-ème axe principal (dans RL) est une
combinaison linéaire des coordonnées dj

α des variables (i.e. canaux) fj , j = 1 . . . L, sur le α-ème axe
principal (dans RP ).

A.3.7 Reconstitution des données

Il est possible de reconstituer les données à partir des axes factoriels. La formule de reconstitution
des données, s’écrit pour le nuage des individus :

xj
i =

L∑
α=1

cαi u
j
α (A.3.20)

puisque cα est la projection de xi sur uα. En introduisant les variables fj , cette formule devient :

fij −mj

σj
=

L∑
α=1

cαi d
j
α√
µα

(A.3.21)

En se limitant aux K premiers axes factoriels, avec K < L, on obtient une approximation x̃j
i de

(fij −mj)/σj .

Propriété A.3.3. Il est intéressant de noter que l’erreur moyenne de reconstitution est égale à la
somme des valeurs propres des axes rejetés [59] :

err2 = ‖X− X̂‖2 =
L∑

j=1

‖xj − x̂j‖2 =
L∑

j=K+1

µαj K < L (A.3.22)

avec X̂ la matrice X reconstituée.

A.3.8 Choix du nombre d’axes

Comme expliqué dans [132, 107], deux critères sont principalement utilisés : le critère de Kaiser
[87] et le « scree-test » de Cattell [88].

La α-ème valeur propre µα est l’inertie expliquée par le α-ème axe principal du nuage, et c’est
aussi la variance de la composante principal cα. Plus la valeur propre est grande, plus la composante
principale est intéressante, car la forte variabilité fait d’elle une variable (synthétique) pertinente pour
étudier, et différencier, les individus.

Les deux valeurs extrêmes que peut prendre la première valeur propre sont les suivantes :
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– µ1 = L d’où µ2 = . . . = µL = 0 (car I0 =
∑L

α=1 µα = L) Dans ce cas, les matrices V
et X sont de rang 1, i.e. toutes les variables centrées réduites sont proportionnelles. Donc les
variables (i.e. canaux) fj se déduisent l’une de l’autre par une transformation affine.

– µ1 = 1 d’où µ2 = . . . = µL = 1 Dans ce cas là, le nuage des individus NI , de même que
le nuage des variables NV , est « sphérique » ; i.e. il n’y a pas de direction privilégiée. Ceci se
produit lorsque les variables de départ sont toutes non corrélées.

L’inertie expliquée par un axe quelconque de la base canonique vaut 1 (ou, de façon équivalente,
les variables de départ (fj −mj)/σj ont pour variance 1). Seuls sont intéressants les axes principaux
qui apportent une information supérieure à celle d’un axe de la base canonique, i.e. dont l’inertie
expliquée est supérieure à 1 (ou de façon équivalente, seules présentent un intérêt les composantes
principales de variance supérieure à 1).

Ceci conduit à un premier critère possible pour choisir le nombre d’axes que l’on va chercher à
interpréter, le critère de Kaiser : retenir les axes tels que µα > 1.

Définition 22 (Critère de Kaiser [87]). On retient un axe si sa part d’inertie expliquée τα est supérieure
à la part d’inertie expliquée « moyenne », égale à 1/L, où L est le nombre maximum d’axes :

τα >
1
L
⇔ µα

I0
>

1
L
⇔ µα > 1 car I0 = L (A.3.23)

Définition 23. Le « Scree-test » de Cattell [88] consiste à repérer s’il existe un point d’inflexion
dans la courbe des valeurs propres, et à retenir les axes dont le numéro est inférieur ou égal à celui
correspondant au point d’inflexion.

A la droite de ce point, on suppose que se trouvent les facteurs « scree ». « scree » en anglais se
traduisant par le terme de géologie : éboulis, c’est à dire les morceaux de rochers qui sont tombés sur
la partie inférieures d’une pente rocheuse.

Les deux critères ont été étudiés en détail dans [34, 38, 73, 110, 182]. On peut évaluer ces critères,
de manière théorique, en générant des données aléatoires à partir d’un nombre de facteurs donné. On
peut alors savoir si le nombre de facteurs est précisément détecté par ces critères.En utilisant cette
technique, la première méthode, « critère de Kaiser », retient parfois trop de facteurs, tandis que la
seconde technique, « scree test », en retient parfois trop peu. Cependant, les deux fonctionnent assez
bien dans des conditions normales, c’est à dire lorsqu’il y a relativement peu de facteurs et beaucoup
de réalisations.

Une variante graphique du « Scree-test » est la règle du « coude » : chercher le « coude » dans la
courbe des valeurs propres, i.e. l’axe à partir duquel la décroissance des valeurs propres devient plus
lente, et ne retenir que les axes qui précèdent le coude.

Le simple examen des parts d’inertie expliquée par les axes (τα) ne permet pas de juger si un axe
est significatif ou non. Il faut en effet tenir compte du nombre de variables : τα = 10% est une valeur
faible si le tableau à 8 variables, forte si le tableau a 100 variables.

La règle qui est peut-être la plus utile dans la pratique est la suivante : ne retenir parmi les axes
principaux (ou les composantes principales) que ceux que l’on parvient à interpréter. C’est à dire, dans
le traitement de l’image, ceux qui contribuent le plus à l’objet que l’on considère. C’est à dire que l’on
observe la forme que peuvent avoir les facteurs principaux représentés sur la grille bitmap de l’image.
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Les règles précédentes ont néanmoins leur intérêt, comme indications a priori du nombre d’axes
que l’on a de bonnes chances de conserver, ce qui permet d’avoir une estimation du nombre d’axes
à conserver. Mais ne pas les appliquer aveuglément permet de ne pas rejeter des axes parfaitement
interprétables et qui n’auraient pas été retenus, ou au contraire de ne pas chercher des interprétations
par trop hasardeuses pour des axes sélectionnés.

A.3.9 Équivalence entre distance inverse des variances dans l’espace image et distance
euclidienne dans l’espace factoriel

Dans le cas de l’ACP, la métrique inverse des variances entre spectres de l’image est égale à la
métrique euclidienne entre facteurs pixels dans l’espace factoriel ACP lorsque tous les axes factoriels
sont conservés. Si seule une partie des axes est conservée la métrique euclidienne dans l’espace fac-
toriel est une bonne approximation de la métrique inverse des variances dans l’espace image. On se
propose de démontrer cette propriété.

Démonstration A.3.2 (Distance inverse des variances et distance euclidienne).

d2
1/σ2(fi, fi′) =

L∑
j=1

(
fij −mj

σj
−
fi′j −mj

σj

)2

(cf. équation A.3.1, p : 197)

= d2
E(xi, xi′) (cf. équation A.3.6, p : 198)

D’après l’équation A.3.10 (p : 199), la projection des données s’écrit cα = Xuα. On en déduit
que le vecteur ligne xi de X s’écrit :

xi '
L∑

j=1

xj
iej '

L∑
j=1

(
K∑

α=1

uα
j c

α
i

)
ej

avec {ej}j=1...L la base canonique de RL. Si K = (L − 1) l’équation de reconstitution est alors
exacte.
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La distance euclidienne entre vecteurs lignes xi et xi′ vaut alors :

d2
E(xi, xi′) '

L∑
j=1

[
(

K∑
α=1

uα
j c

α
i )− (

K∑
α=1

uα
j c

α
i′)

]2

'
L∑

j=1

[
K∑

α=1

uα
j (cαi − cαi′)

]2

'
L∑

j=1

[
K∑

α=1

(uα
j (cαi − cαi′))2

]
car

L∑
j=1

ual
j u

al′
j = 0

'
K∑

α=1

(cαi − cαi′)2
L∑

j=1

(uα
j )2


'

K∑
α=1

[
(cαi − cαi′)2

]
' d2

E(ci, ci′)

' d2
E(cfα(xi), cfα(x′i))

D’après les équations A.3.24 et A.3.24, on a l’équivalence entre distance inverse des variances
entre spectres dans l’espace image et distance euclidienne entre spectres des facteurs pixels dans
l’espace factoriel ACP :

d1/σ2(fλ(xi), fλ(xi′)) = dE(cfα(xi), cfα(x′i)) . (A.3.24)

A.4 L’Analyse Factorielle des Correspondances

L’Analyse Factorielle des Correspondances a été introduite, développée puis publiée par J.P. Ben-
zécri en 1973 [21]. Une référence en langue anglaise pour cette analyse est M.J. Greenacre [68]. Cette
partie s’appuie sur les références [21, 22, 132].

A.4.1 Le tableau de données

A.4.1.1 Introduction des notations de l’AFC

On considère la matrice F associée à l’image hyperspectrale fλ comme un tableau de contingence
(ou tableau croisé) ventilant une population d’individus Ω = {1 . . . ω . . . n}, avec n = P × L, selon
deux variables X et Y . L’ensemble des modalités de X est noté I = {1 . . . i . . . P}, l’ensemble des
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modalités de Y est noté J = {1 . . . j . . . L}.

F =



f11 · · · f1j · · · f1L
...

...
...

fi1 · · · fij · · · fiL
...

...
...

fP1 · · · fPj · · · fPL


fi. ← modalité i de X

f.j f

↑
modalité j de Y

(A.4.1)

où fij est la valeur de l’individu de modalité i pour la variable de modalité j.

Remarque A.4.1. Les valeurs fij en AFC doivent être positives car l’AFC repose sur le calcul de
fréquences et de probabilités.

On note les effectifs marginaux :

fi. =
L∑

j=1

fij , f.j =
P∑

i=1

fij (A.4.2)

L’effectif total de la population est :

f =
P∑

i=1

fi. =
L∑

j=1

f.j =
P∑

i=1

L∑
j=1

fij (A.4.3)

Le tableau de fréquence Φ = νIJ se déduit du tableau F en divisant chaque effectif fij par
l’effectif total f .

νIJ = Φ =


...

· · · νij · · ·
...

 νi. , où νij = fij

f

ν.j

(A.4.4)

On note les fréquences marginales :

νi. =
L∑

j=1

νij , ν.j =
P∑

i=1

νij (A.4.5)

On a :

1 =
P∑

i=1

νi. =
L∑

j=1

ν.j =
P∑

i=1

L∑
j=1

νij (A.4.6)

On peut considérer que l’on a ainsi défini une loi de probabilité sur l’ensemble produit I × J .
On note :

νI = {νi.|i ∈ I} , νJ = {ν.j |j ∈ J} (A.4.7)
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Ces lois sont dites lois marginales du tableau.
νI = {νi.|i ∈ I} est la loi de probabilité marginale ou distribution marginale de X définie sur I .
νJ = {ν.j |j ∈ J} est la loi de probabilité marginale ou distribution marginale de Y définie sur J .
Par division de chaque ligne {νij |j ∈ J} du tableau de fréquence par sa masse totale νi. (total de

la ligne) on définit le profil de la ligne i :

νi
J = {νi

j |j ∈ J} =
{
νij

νi.
|j ∈ J

}
(A.4.8)

Ce profil νi
J est appelé loi conditionnelle, ou distribution conditionnelle, de j pour i donné ou encore

i-ème profil ligne.
De même, par division de chaque colonne {νij |i ∈ I} du tableau de fréquence par sa masse totale

ν.j (total de la colonne) on définit le profil de la colonne j :

νj
I = {νj

i |i ∈ I} =
{
νij

ν.j
|i ∈ I

}
(A.4.9)

Ce profil νj
I est appelé loi conditionnelle, ou distribution conditionnelle, de i pour j donné ou encore

j-ème profil colonne.
On montre [132] que les variables X et Y sont indépendantes (dans la population Ω) si et seule-

ment si l’une des 3 conditions (équivalentes entre elles) est vérifiée :

1. tous les profils-lignes sont égaux

νi
J = νJ ∀i ∈ I (A.4.10)

2. ou tous les profils-colonnes sont égaux

νj
I = νI ∀j ∈ J (A.4.11)

A partir des deux premières conditions, on retrouve la propriété connue suivante : la propor-
tionnalité des lignes d’un tableau entraîne celle des colonnes (et réciproquement). Ou de façon
plus savante : le rang d’une matrice, qui vaut ici 1, est égal au rang de sa transposée.

3. ou la loi de probabilité sur l’ensemble produit est égale au produit des lois de probabilités
marginales :

νij = νi.ν.j ∀i ∈ I ∀j ∈ J (A.4.12)

On retrouve là la notion classique d’indépendance au sens de la théorie des probabilités.

A.4.1.2 Les objectifs de l’AFC :

L’AFC est une technique de description d’un tableau de contingence, qui va permettre de :
– comparer les profils lignes entre eux, i.e. les distributions de la variable Y dans les P sous-

populations de Ω définies par les modalités I de X , en faisant apparaître les modalités de X qui
se ressemblent, celles qui s’opposent, celles où la distribution de Y est très différente de celle
observée dans l’ensemble de la population ;
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– comparer les profils-colonnes entre eux, i.e. les distributions de la variables X dans les L sous-
populations de Ω définies par les modalités de J de Y ;

– repérer les cases du tableau où les effectifs observés fij sont nettement différents des quanti-
tés fi.f.j

f , appelées effectifs « théoriques », qui seraient ceux que l’on observerait s’il y avait
indépendance entre X et Y .

D’une façon générale, l’AFC peut être présentée comme une méthode faisant apparaître, par ordre
d’importance décroissant, les écarts à la situation d’indépendance, tant au niveau des lignes, que des
colonnes, ou des cases du tableau de contingence.

A.4.2 Les nuages de points

A.4.2.1 Le nuage représentant les modalités de X :

A chaque modalité i de X on associe le vecteur de RL représentant le profil-ligne de j sachant i :

νi
J =

(
νi
1 . . . ν

i
L

)
∈ RL

Pour mesurer les proximités entre les modalités i, on doit définir une distance dans RL. Si l’on
choisit la distance euclidienne canonique :

d2
E(νi

J , ν
i′
J ) =

L∑
j=1

(
νij

νi.
−
νi′j

νi′.

)2

=
L∑

j=1

(
νi

j − νi′
j

)2

on risque de donner plus d’importance aux différences νi
j − νi′

j , concernant les modalités j de Y les
plus fréquentes, pour lesquelles, en général, les νi

j vont le plus varier (en valeur absolue) selon i.
Par exemple, pour une modalité j rare, telle que ν.j = 5 %, les νi

j varieront, selon les modalités i,
de 1% à 5%, alors qu’une modalité j′ fréquente (ν.j′ = 40%) variera de 30 % à 50 % selon les i.

Pour éviter cet inconvénient, on pondère les quantités (νi
j−νi′

j )2 par les inverses des poids ν.j des
modalités j : on augmente ainsi l’importance des petits écarts dans les colonnes νj de poids faible.

La distance ainsi définie s’appelle la distance du chi-deux entre profils-lignes :

d2
χ2(νi

J , ν
i′
J ) =

L∑
j=1

1
ν.j

(
νij

νi.
−
νi′j

νi′.

)2

=
L∑

j=1

1
ν.j

(
νi

j − νi′
j

)2
(A.4.13)

Remarque A.4.2. Si p, q, r sont trois lois de probabilité définies sur une populationP = {1 . . . i . . . P},
on appelle « distance du chi-deux entre p et q centrée sur r » la quantité :

P∑
i=1

(pi − qi)2

ri

La distance définie auparavant apparaît donc comme la distance du chi-deux entre les distributions
conditionnelles de j sachant i et sachant i′, centrée sur la distribution marginale de Y .

Propriété A.4.1. « Équivalence distributionnelle » : si l’on agrège deux colonnes du tableau de
contingence F ayant même profil, i.e. si on remplace deux colonnes proportionnelles par une seule
colonne somme des deux précédentes, alors les distances du chi-deux entre profils-lignes restent in-
changées, (de même bien sûr que les distances du chi-deux entre les profils-colonnes).
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Remarque A.4.3. En statistique pour éprouver l’hypothèse qu’un échantillon de profil νi
J et d’effectif

fi. est issu d’une loi de probabilité pJ , on doit apprécier si l’écart entre νi
J et pJ peut n’être dû

qu’aux fluctuations d’échantillonnage ; ce qu’on fait depuis Pearson en calculant sous le nom de χ2

la distance d2
χ2(pJ , ν

i
J) (avec pour cœfficients les 1/pj , inverses des composantes de pJ ) ; et l’on

compare d2
χ2(pJ , ν

i
J)fi. à des valeurs numériques lues sur une table.

Pour pouvoir utiliser les résultats de la partie A.2, on se ramène à la distance euclidienne canonique
en représentant chaque modalité i de X par le vecteur :

xi =



x1
i
...
xj

i
...
xL

i


où xj

i =
νi

j√
ν.j

=
νij√
ν.jνi.

(A.4.14)

On a alors l’égalité entre la distance euclidienne entre xi et xi′ et la distance du chi-deux entre les
profils-lignes νi

J et νi′
J :

d2
E(xi, xi′) = d2

χ2(νi
J , ν

i′
J ) (A.4.15)

On pose :

X
(P,L)

=


...

· · · xj
i · · ·
...

 DX

(P, P )
=

 νi. 0
. . .

0 νP.

 DY

(L,L)
=

 ν.1 0
. . .

0 ν.L


Alors :

X = D−1
X ΦD−1/2

Y (A.4.16)

où D−1
X est la matrice diagonale de terme général 1/νi. , D−1/2

Y la matrice diagonale de terme général
1/√ν.j et Φ la matrice de fréquence de terme général νij .

On munit chaque point xi d’un poids égal à la fréquence νi. de la modalité i dans la population :
DX est la matrice des poids des lignes.

On note NI le nuage représentant les modalités de X ainsi défini :

NI = {(xi, νi.)}i=1...P (A.4.17)

Le centre de gravité du nuage NI est :

gX =
L∑

j=1

√
ν.jej (A.4.18)

Remarque A.4.4. NI est inclus dans l’hyperplan affine S de RL défini par :

S = {z =
L∑

j=1

zjej} tel que
P∑

j=1

√
ν.jzj = 1 (A.4.19)
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En effet : ∀i = 1 . . . P
∑L

j=1
√
ν.jx

j
i =

∑L
j=1

νij

νi.
= νi.

νi.
= 1.

Propriété A.4.2. On montre que [132] le vecteur gX est normé et orthogonal à l’hyperplan affine S.

L’inertie totale du nuage NI par rapport à son centre de gravité vaut :

I(NI) =
P∑

i=1

L∑
j=1

(νij − νi.ν.j)2

νi.ν.j
=
χ2

f
= ϕ2 (A.4.20)

où χ2 désigne la statistique du chi-deux associée au tableau de contingence F, et ϕ2 le « phi-deux
de contingence ». Ces quantités mesurent l’écart entre le tableau observé F et le tableau théorique
correspondant à la situation d’indépendance entre les deux variables.

Contrairement au cas de l’ACP, l’inertie du nuage a ici une interprétation statistique : elle mesure
l’intensité de la liaison entre les variables X et Y

Démonstration A.4.1.

I(NI) =
∑

i

νi.‖xi − gX‖2 =
∑

i

∑
j

νi.
1
ν.j

(
νij

νi.
− ν.j

)2

=
∑

i

∑
j

(νij − νi.ν.j)2

νi.ν.j
= ϕ2

A.4.2.2 Le nuage représentant les modalités de Y :

La variable en ligne X et la variable en colonne Y jouent en AFC des rôles parfaitement symé-
triques. Le nuage représentant les modalités de Y est donc défini de façon analogue au nuage NI .

On représente chaque modalité j de Y par le vecteur :

yj =



y1
j
...
yi

j
...
yP

j


où yi

j =
νj

i√
νi.

=
νij√
νi.ν.j

(A.4.21)

On a alors comme distance du chi-deux entre le profils-colonnes :

d2(yj , yj′) = d2
χ2(νj

I , ν
j′

I ) =
P∑

i=1

1
νi.

(νj
i − ν

j′

i )2 (A.4.22)

On pose :

Y
(L,P )

=


...

· · · yi
j · · ·
...

 (A.4.23)

(les yj sont les lignes du tableau Y).
Alors :

Y = D−1
Y

tΦD−1/2
X (A.4.24)
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On munit chaque point yj d’un poids égal à la fréquence ν.j de la modalité j de Y dans la popu-
lation : DY est la matrice des poids des colonnes.

On note NJ le nuage représentant les modalités de Y ainsi défini :

NJ = {(yj , ν.j)}1=j...L (A.4.25)

NJ est inclus dans un hyperplan affine de RP .
Le centre de gravité de NJ est :

gY =
P∑

i=1

√
νi.e

′
i (A.4.26)

gY représente la distribution marginale, ou profil moyen de X . Il est orthogonal en GY , défini par−−−→
OGY = gY , à l’hyperplan affine.

L’inertie de NJ par rapport à son centre de gravité vaut, par raison de symétrie :

I(NJ) =
χ2

f
= ϕ2 = I(NI) (A.4.27)

A.4.3 Analyse du nuage des modalités de X :

L’analyse du nuage NI consiste à chercher les axes principaux du nuage préalablement centré,
de façon à obtenir des représentations planes de NI restituant avec le plus de fidélité possible les
distances du chi-deux entre les modalités i de X .

A.4.3.1 Matrices d’inertie

Propriété A.4.3. La matrice d’inertie de NI par rapport à son centre de gravité vaut :

VX =
P∑

i=1

νi.(xi − gX)(xi − gX)t (A.4.28)

La matrice d’inertie de NI par rapport à l’origine vaut :

VX
0 =

P∑
i=1

νi.xixi
t (A.4.29)

On montre la relation suivante qui est une généralisation du théorème de Huygens :

VX
0 = VX + gXgX

t (A.4.30)

A.4.3.2 Axes principaux

D’après la propriété A.4.2, l’axe ∆(O, gX) est orthogonal en GX (le centre de gravité de NI ) au
support S du nuage : c’est donc un axe principal, associé à la valeur propre 0. On vérifie d’ailleurs
facilement que VXgX = 0, car gX est orthogonal à xi − gX ∀i. On notera cet axe avec l’indice 0
(µ0 = 0).

Les L− 1 autres axes principaux sont engendrés par les autres vecteurs propres normés de VX :

VXuα = µαuα , α = 1 . . . L− 1 , ‖uα‖ = 1 (A.4.31)
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A.4.3.3 Facteurs principaux

Les facteurs principaux sont les vecteurs de RP :

cα =



cα1
...
cαi
...
cαP


= Xuα =

L∑
j=1

uj
αx

j , α = 1 . . . L− 1 (A.4.32)

où cαi = xi
tuα coordonnée de la modalité i sur l’axe ∆uα, xj j-ème vecteur-colonne de X.

Remarque A.4.5. La composante principale c0 est le vecteur nul.

Le vecteur cα définit une application de I dans R : i → cαi . L’application Cα = cα ◦ X de
l’ensemble Ω des individus dans R est une variable numérique définie sur R : on dit que l’on a défini
un codage de la variable X .

A.4.3.4 Propriétés des codages

Propriété A.4.4. On considère les codages Cα définis par les composantes principales cal, 1 ≤ α ≤
L− 1 (le codage associé à c0 est constant et égal à 0). On a les propriétés suivantes qui résultent des
propriétés des facteurs vues dans la partie A.2 :

1. Les codages sont centrés :

1
P

P∑
k=1

Cα(k) =
1
P

P∑
i=1

fi.c
α
i =

P∑
i=1

νi.c
α
i = 0

2. Les variances des codages sont les valeurs propres µα

1
P

P∑
k=1

[Cα(k)]2 =
1
P

P∑
i=1

fi.(cαi )2 =
P∑

i=1

νi.(cαi )2 = µα

3. Les covariances entre codages différents sont nulles

1
P

P∑
k=1

Cα(k)Cβ(k) =
1
P

P∑
i=1

fi.c
α
i c

β
i =

P∑
i=1

νi.c
α
i c

β
i = 0

A.4.3.5 Aspects techniques de l’analyse

Propriété A.4.5. VX et VX
0 ont les mêmes vecteurs propres, relatifs aux mêmes valeurs propres, à

l’exception du vecteur gX : vecteur propre de VX pour la valeur propre 0, il est aussi vecteur propre
de V X

0 , mais pour la valeur propre 1.

Démonstration A.4.2. Un vecteur propre uα ( 6= gX ) de VX ( 1 ≤ α ≤ L − 1 ) relatif à la valeur
propre µα, est orthogonal à gX , puisque les vecteurs propres de VX sont deux à deux orthogonaux ;
donc :
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– VX
0 uα = VXuα + gX

tgXuα = µαuα + 0 = µαuα

– VX
0 gX = VXgX + gX

tgXgX = 0 + gX = gX (car gX est normé)

Pour déterminer les axes principaux de NI , on diagonalise la matrice VX
0 (qui est plus simple

que VX), en ne tenant pas compte du vecteur propre gX associé à la valeur propre triviale 1 (qui est,
comme on le verra plus tard, supérieure aux autres valeurs propres). On notera ∆uα ( 1 ≤ α ≤ L−1 )
les axes principaux de NI .

Ceci revient à faire l’analyse « non centrée » du nuage (i.e. par rapport à l’origine), au lieu de
l’analyse « centrée » (i.e. par rapport à GX ). C’est l’orthogonalité de l’axe principal ∆(O, gX) avec
l’hyperplan affine S support du nuage qui explique, géométriquement, l’équivalence entre les deux
analyses : les projections de NI sur un axe ∆(0, u) et sur un axes ∆(GX , u), où u est un vecteur
quelconque orthogonal à gX , sont les mêmes.

La matrice d’inertie par rapport à l’origine (« non centrée ») VX
0 s’exprime de manière matricielle

avec :

VX
0 =

P∑
i=1

νi.xixi
t = XtDXX = (D−1

X ΦD−1/2
Y )tDX(D−1

X ΦD−1/2
Y ) = D−1/2

Y ΦtD−1
X ΦD−1/2

Y

soit :
VX

0 = HtH avec H = D−1/2
X ΦD−1/2

Y (A.4.33)

H est la matrice, de format (P,L), de terme général :

νij√
νi.ν.j

(1 ≤ i ≤ P , 1 ≤ j ≤ L)

A.4.4 Analyse du nuage des modalités de Y :

L’analyse du nuage NJ est analogue à celle de NI ; il suffit de permuter les indices i et j, et les
notations X et Y .

A.4.4.1 Matrices d’inertie

La matrice d’inertie de NY par rapport au centre de gravité GY est :

VY =
J∑

j=1

ν.j(xyj − gY )(yj − gY )t = VY
0 − gY gY

t (A.4.34)

avec :
VY

0 = HHt (A.4.35)

A.4.4.2 Axes principaux

∆(O, gY ) est un axe principal deNJ , associé à la valeur propre 0 (respectivement 1) dans l’analyse
centrée (respectivement non centrée). Les autres axes principaux sont ∆(GY , vα), notés ∆vα ( pour
1 ≤ α ≤ P − 1 ), où les vα sont les vecteurs propres normés de VY

0 , ou de VY, orthogonaux à gY ,
associés aux valeurs propres µα.
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A.4.4.3 Facteurs principaux

Ce sont les vecteurs de RL :

dα =



dα
1
...
dα

j
...
dα

L


= Yvα =

P∑
i=1

vi
αy

i , α = 1 . . . L− 1 (A.4.36)

où dα
j = yj

tvα coordonnée de la modalité j sur l’axe principal ∆vα, yi i-ème vecteur-colonne de Y.
L’application Dα = dα ◦ Y définit un codage sur J de la variable Y . Les codages Dα ont des

propriétés analogues à celles des codages Cα.

A.4.5 Liens entre les deux analyses :

A.4.5.1 Valeurs propres, axes principaux

Les matrices d’inertie (par rapport à l’origine) des deux nuages ont pour expression :

VX
0 = HtH VY

0 = HHt avec H = D−1/2
X ΦD−1/2

Y (A.4.37)

Propriété A.4.6. On en déduit les propriétés suivantes :

1. Le nombre d’axes principaux associés à des valeurs propres non nulles est le même dans les
deux analyses. On le notera q. On a q ≤ inf(P,L), en comptant l’axe principal associé à la
valeur propre triviale 1.

2. Les inerties expliquées par les axes principaux sont identiques dans les deux analyses. Les iner-
ties totales des deux nuages étant égales, les parts d’inertie expliquée par les axes principaux
sont identiques dans les deux analyses.

Remarque A.4.6. Pour le calcul des parts d’inertie, on ne tient pas compte de la valeur propre triviale
égale à 1 :

τα =
µα∑q−1

α=1 µα

(A.4.38)

où
∑q−1

α=1 µα est l’inertie du nuage par rapport à son centre de gravité.

A.4.5.2 Axes principaux et facteurs principaux

Les facteurs principaux d’un nuage se déduisent des axes principaux de l’autre nuage :

cα = Xuα = D−1/2
X Huα =

1
√
µα

D−1/2
X HHtvα =

1
√
µα

D−1/2
X (µαvα)

soit :
cα =

√
µαD−1/2

X vα (A.4.39)



214 Annexe A : Filtrage, réduction de dimension et classification

De même :
dα =

√
µαD−1/2

Y uα (A.4.40)

On déduit des relations précédentes :

√
µαd

α =
√
µαYvα = YD1/2

X cα

soit d’après l’équation A.4.21 :
√
µαd

α = D−1
Y Φtcα (A.4.41)

De même :
√
µαc

α = D−1
X Φtdα (A.4.42)

Ces relations peuvent s’écrire sous la forme suivante

√
µαc

α
i =

L∑
j=1

νij

νi.
dα

j =
L∑

j=1

νi
jd

α
j

√
µαd

α
j =

P∑
i=1

νij

ν.j
cαi =

P∑
i=1

νj
i c

α
i

(A.4.43)

Ces formules permettent donc de « transiter » de RP dans RL, et réciproquement, pour représenter
les facteurs principaux des deux analyses. Elles justifient la représentation graphique simultanée des
résultats des deux analyses que l’on utilise habituellement en AFC : on confond formellement l’axe
(GX , uα) de RL et l’axe (GY , vα) de RP , ainsi que (GX , uβ) et (GY , vβ). Sur le graphe déterminé
par ces deux axes (fig. A.4), notés ∆α et ∆β , on représente la modalité i, notée Xi, de X par un point
de coordonnées (cαi , c

β
i ), et la modalité j, notée Yj , de Y par un point de coordonnées (dα

j , d
β
j ). On

superpose ainsi les projections de chacun des deux nuages NI et NJ sur des plans engendrés par des
axes de même rang (bien que NI et NJ soient situés dans des espaces différents).





•

c i


c i


d j


d j


x
x

x x

x•

• •

•

•
•

•
x

x
X i

Y j

FIG. A.4 – Plan factoriel.

L’origine de ce graphe représente à la fois GX et GY , centres de gravité des nuages NI et NJ .
Les relations ci-dessus peuvent se traduire de la façon suivante :
– le point de coordonnées (

√
µαd

α
j ,
√
µβd

β
j ) est le barycentre des points (cαi , c

β
i ) représentant les

modalités i de X , affectés de poids égaux aux fréquences conditionnelles νj
i .
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– de même le point (
√
µαc

α
i ,
√
µβc

β
i ) est le barycentre des points de modalité j affectés des poids

f i
j .

Ces formules de transition sont aussi appelées relations « barycentriques ».
Comme conséquence des relations barycentriques on montre que :

∀α 0 ≤ µα ≤ 1 (A.4.44)

A.4.6 Reconstitution des données :

A.4.6.1 Reconstitution des profils-lignes

On cherche à reconstituer les valeurs xj
i = νij√

ν.jνi.
=

νi
j√
ν.j

.
On se place dans un plan engendré par deux axes principaux ∆uα et ∆uβ ; on note êj la projection

orthogonale sur ce plan du vecteur ej de la base canonique de RL.
On obtient une approximation de la valeur xj

i −
√
ν.j (car l’origine est le centre de gravité gX de

NI ) par :

(xi − gX |êj) = cαi u
j
α + cβi u

j
β = proj(Xi|êj)‖êj)‖

en notant proj(Xi|êj) la coordonnée de la projection orthogonale du point xi représentatif de la
modalité i, notée Xi, sur l’axe engendré par êj) (fig. A.5).

u

u

c i


c i
 •X i

e j

FIG. A.5 – Plan factoriel utilisé pour la reconstitution du profil-ligne.

On obtient donc une reconstitution de la fréquence conditionnelle νi
j = νij/νi. du profil-ligne :

ν̂i
j = ν.j +

√
ν.jproj(Xi|êj)‖êj‖

= ν.j +
√
ν.j(cαi u

j
α + cβi u

j
β) (A.4.45)

A.4.6.2 Reconstitution des profils-colonnes

La méthode est analogue à celle du paragraphe précédent. On a cette fois :

ν̂j
i = νi. +

√
νi.proj(Yj |ê′i)‖ê′i‖

= νi. +
√
νi.(dα

j v
i
α + dβ

j v
i
β) (A.4.46)
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A.4.6.3 Reconstitution du tableau de fréquences

La reconstitution de νi
j = νij/νi. présentée ci-dessus (eq. A.4.45) s’écrit en utilisant les équations

A.4.39 et A.4.40 :

ν̂i
j =

ν̂ij

νi.
= ν.j +

√
ν.j

(
cαi
√
ν.j

1
√
µα
dα

j + cβi
√
ν.j

1
√
µα
dβ

j

)
= ν.j

(
1 +

1
√
µα
cαi d

α
j +

1
µβ
cβi d

β
j

)
Soit :

ν̂i
j = ν.j

(
1 +

1
√
µα
cαi d

α
j +

1
√
µβ
cβi d

β
j

)
La reconstitution de νj

i conduit à la même expression pour ν̂ij , qui est symétrique en i et j.
Plus généralement, la formule de reconstitution à partir des k premiers axes ∆1, . . . ,∆α, . . . ,∆k

s’écrit :

ν̂
(k)
ij = νi.ν.j

(
1 +

k∑
α=1

µ−1/2
α cαi d

α
j

)
(A.4.47)

L’AFC apparaît ainsi comme une méthode de reconstitution d’un tableau de fréquences à partir de ses
fréquences marginales :

– à l’étape 0, l’approximation du tableau est le tableau « produit des marges » :

ν̂
(k)
ij = νi.ν.j (A.4.48)

(correspondant à la situation d’indépendance entre X et Y)
– les approximations successives sont de plus en plus fidèles au tableau de départ, au sens d’une

distance entre tableaux
– on obtient une reconstitution exacte du tableau de départ en considérant les q axes factoriels

associés aux q valeurs propres non nulles :

νij = νi.ν.j

(
1 +

q−1∑
α=1

µ−1/2
α cαi d

α
j

)
(A.4.49)

On peut remarquer que les marges du tableau reconstitué, quel que soit le nombre d’axes retenus,
sont toujours égales aux marges du tableau de départ. Par exemple :

ν̂i. =
∑

j

ν̂ij =
∑

j

νi.ν.j

(
1 +

k∑
α=1

1
√
µα
cαi d

α
j

)
= νi.

1 +
k∑

α=1

1
√
µα
cαi (
∑

j

ν.jd
α
j )

 = νi.

(A.4.50)
car
∑

j ν.jd
α
j = 0 ∀α (l’origine du graphe représente le centre de gravité de NI ).

Remarque A.4.7. D’après [22], du point de vue de l’interprétation, l’approximation d’ordre k du
tableau, que donne la formule :

f̂
(k)
ij = fνi.ν.j

(
1 +

k∑
α=1

µ−1/2
α cαi d

α
j

)
(A.4.51)

apparaît comme une schématisation ne tenant compte que des qualités associées aux k premiers fac-
teurs. D’une part, cette schématisation est économique en ce que f̂ (k)

ij est complètement engendré par
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les facteurs et les marges ; soit au total, pour un grand tableau, beaucoup moins de nombres que n’en
contient le tableau initial (e.g. si Card I = 152× 91 = 13 832 pixels vecteurs, Card J = 61 canaux, k =
3, les 3 premiers facteurs sur I représentent 3 × 13 832 = 41 496 nombres ; ceux de J : 3 × 61 = 183
nombres ; les marges νi. et ν.j : 13 832 + 61 = 13 893 nombres ; soit, au total, 55 572 nombres au lieu
de 13 832 × 61 = 843 752 nombres qui constituent le tableau F). D’autre part, si les facteurs de rang
supérieur à k n’ont pas reçu d’interprétation, cette schématisation est l’expression numérique de ce
que l’on est parvenu à comprendre des données. D’un point de vue statistique, on peut ajouter que ces
facteurs de rang élevé peuvent être dépourvus de toute signification, s’ils sont seulement l’expression
de fluctuations statistiques.

Ainsi, le tableau approché à l’ordre k ne sera pas seulement plus simple que le tableau initial. Il
sera véritablement plus fidèle au réel, plus juste : en éliminant le résidu d’inertie associé aux derniers
axes, i.e le bruit, la formule de reconstitution où n’entrent que des nombres directement porteurs de
signification aura filtré le tableau brut de ce qu’il contenait d’aléatoire.

A.4.7 Quelques démonstrations concernant les distances

Dans cette partie nous démontrons quelques résultats concernant la distance du chi-deux et la
distance euclidienne.

A.4.7.1 Écriture de la distance du chi-deux selon les profils lignes selon les pixels vecteurs

La distance du chi-deux est une distance entre profils lignes νi
J et νi′

J (eq. A.4.13, p : 207) :

dχ2(νi
J , ν

i′
J ) =

√√√√ L∑
j=1

1
ν.j

(
νij

νi.
−
νi′j

νi′.

)2

=

√√√√ L∑
j=1

1
ν.j

(
νi

j − νi′
j

)2

Par extension elle correspond à une distance entre pixels vecteurs fλ(xi) et fλ(xi′) :

dχ2(fλ(xi), fλ(xi′)) =

√√√√ L∑
j=1

N

f.λj

(
fλj

(xi)
fxi.

−
fλj

(xi′)
fxi′ .

)2

avec f.λj
=
∑P

i=1 fλj
(xi), fxi. =

∑J
j=1 fλj

(xi) et N =
∑L

j=1

∑P
i=1 fλj

(xi).
Montrons l’égalité entre ces deux écritures.
Comme νij = fλj

(xi)/N , ν.j = f.λj
/N et νi. = fxi./N on a l’égalité :

dχ2(νi
J , ν

i′
J ) = dχ2(fλ(xi), fλ(xi′)) , (A.4.52)

A.4.7.2 Équivalence entre distance du chi-deux dans l’espace image et distance euclidienne
dans l’espace factoriel

La métrique du chi-deux, entre spectres, dans l’espace image est équivalente à la métrique eu-
clidienne dans l’espace factoriel si tous les axes factoriels sont conservés. Si seule une partie des
axes factoriels est conservée, alors la métrique euclidienne dans l’espace factoriel est une bonne ap-
proximation de la métrique du chi-deux entre spectres dans l’espace image [21]. On se propose de
démontrer cette propriété.
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Démonstration A.4.3 (Distance du chi-deux et distance euclidienne).

d2
χ2(fλ(xi), fλ(xi′)) = dχ2(νi

J , ν
i′
J ) (cf. équation A.4.52)

= d2
E(xi, xi′) (cf. équation A.4.15, p : 208)

(A.4.53)

Or d’après l’équation 2.2.30 (p : 15) la projection des données s’écrit C = XU. La reconstitution
s’écrit donc :

X ' C × Ut

(P,L) (P,K) (K,L)
.

Si K = (L− 1) l’équation de reconstitution est alors exacte X = CUt. On en déduit que le vecteur
ligne xi de X s’écrit :

xi =
L∑

j=1

xj
iej '

L∑
j=1

(
K∑

α=1

uα
j c

α
i

)
ej

avec {ej}j=1...L la base canonique de RL.
La distance euclidienne entre vecteurs lignes xi et xi′ vaut alors :

d2
E(xi, xi′) '

L∑
j=1

[
(

K∑
α=1

uα
j c

α
i )− (

K∑
α=1

uα
j c

α
i′)

]2

(A.4.54)

'
L∑

j=1

[
K∑

α=1

uα
j (cαi − cαi′)

]2

'
L∑

j=1

[
K∑

α=1

(uα
j (cαi − cαi′))2

]
car

L∑
j=1

ual
j u

al′
j = 0

'
K∑

α=1

(cαi − cαi′)2
L∑

j=1

(uα
j )2


'

K∑
α=1

[
(cαi − cαi′)2

]
' d2

E(ci, ci′)

' d2
E(cfα(xi), cfα(x′i))

D’après les équations A.4.53 et A.4.54, on a l’équivalence entre distance du chi-deux entre spectres
dans l’espace image et distance euclidienne entre spectres des facteurs pixels dans l’espace factoriel
AFC :

dχ2(fλ(xi), fλ(xi′)) = dE(cfα(xi), cfα(x′i)) . (A.4.55)

A.5 L’AFC et le bruit

Cette partie vient compléter la partie 2.4.2.
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On observe l’influence du bruit sur l’inertie des axes factoriels, c’est à dire les valeurs propres de
la matrice d’inertie. Le phénomène va être étudié sur l’image « woman face » que l’on a bruitée avec
un bruit d’écart type σ constant nλj

= N (0, σ) (eq. 2.4.10, p : 32). Les canaux n’ont donc par un
RSB constant.

On trace l’inertie des axes factoriels pour différents écart types σ du bruit (fig. A.6). On constate
que l’inertie du premier axe diminue avec l’augmentation du bruit alors que l’inertie des autres axes
augmente avec le bruit. Or lorsque le bruit augmente, la part d’inertie créée par l’information est
plus faible alors que la part d’inertie correspondant au bruit augmente. Donc, le premier axe dont
l’inertie diminue avec le bruit, est porteur de l’information ; alors que les autres axes contiennent
principalement du bruit, i.e. leur inertie augmente.
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FIG. A.6 – Comparaison des inertie des axes factoriels pour différents écart types σ du bruit.

A.6 Composition d’AFC et de reconstitutions pour le filtrage spectral

Dans cette partie, plusieurs études sur le filtrage spectral des données bruitées par AFC ont été
ajoutés afin de compléter l’étude sur la bruit (annexe partie A.6). Ces résultats présentent un intérêt
pour la compréhension de la réduction de bruit. Ils sont placés en annexe, et non dans le corps du
manuscrit, afin de ne pas entraver la compréhension du lecteur.

A.6.1 Rapport [S]/[B] pour un nombre d’axes variable

(annexes)
Une AFC récursive est effectuée sur l’image bruitée par un bruit blanc gaussien d’écart type

σ = 0, 25. On utilise l’image « woman face » que l’on a bruitée avec un bruit d’écart type σ constant
nλj

= N (0, σ) (eq. 2.4.10, p : 32). Les canaux n’ont donc par un RSB constant. Le nombre d’axes
décroît selon les itérations de la manière suivante :
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– Première itération : 6 axes factoriels ;
– Deuxième itération : 3 axes factoriels ;
– Troisième itération : 1 axe factoriel.

Remarque A.6.1. Le nombre d’axes ne croît pas. En effet, lorsque l’on reconstitue, après avoir choisi
un nombre donné d’axes, l’espace image est dégénéré et de dimension égale au nombre d’axes. Ainsi
lors de l’AFC suivante le nombre d’axes doit être inférieur ou égal au nombre d’axes de l’AFC précé-
dente.

On observe le canal fλ39 non bruité, après bruitage f br
λ39

et après plusieurs itérations d’AFC f̂ br
λ39

(n)

(fig. A.7). Les images des facteurs pixels pour les différentes itérations d’AFC-reconstitutions sont
visibles sur la figure A.9.

fλ39 f br
λ39

f̂ br
λ39

(1)
6 axes f̂ br

λ39

(2)
3 axes f̂ br

λ39

(3)
1 axe

FIG. A.7 – Canal 39 de l’image sans bruit fλ39 , bruitée f br
λ39

et reconstituée après différentes itérations

f̂ br
λ39

(n)
(bruit blanc gaussien d’écart type σ = 0, 25).

On mesure le rapport signal sur bruit (RSB) hyperspectral selon les itérations comme dans l’équa-
tion 2.4.13 (p : 32).

Sur la figure A.8, on constate que le RSB est bien meilleur à la troisième itération lorsque le
nombre d’axes décroît que lorsqu’il reste constant. En effet les facteurs pixels sur les axes 2 et 3
contiennent beaucoup de bruit, à toutes les itérations (fig. A.9). Ces axes diminuent les performances
de la composition d’AFC-reconstitution à nombre d’axes constant. En outre, dans cet exemple, seuls
les facteurs pixels sur le premier axe contiennent réellement de l’information, d’où l’importance du
choix d’un nombre d’axes pertinent dès la première itération.

Une AFC récursive avec nombre d’axes décroissant (bien choisis !) est donc meilleure.

A.6.2 Comparaison entre une composition d’AFC sur quelques canaux et sur tous les
canaux

On veut observer l’influence que peut avoir le nombre de canaux sur le rapport signal sur bruit
pour la composition d’AFC-reconstitutions sur une image bruité f br

λ . Pour cela on effectue :
– une AFC-reconstitution sur tous les canaux (61 canaux) ;
– une AFC-reconstitution sur une image contenant les canaux f br

λ1
, f br

λ10
, f br

λ20
, f br

λ30
, f br

λ40
, f br

λ50
et

f br
λ60

(7 canaux).
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FIG. A.8 – Comparaison des RSB hyperspectraux de l’image bruitée f br
λ pour un nombre d’axes

fixe ou variable pour différentes itérations d’AFC-reconstitutions (bruit blanc gaussien d’écart type
σ = 0, 25).

On considère un image bruitée par un bruit blanc gaussien d’écart type σ = 0, 25. On mesure

les RSB hyperspectraux entre les images reconstituées f̂ br
λ

(n)
et l’image de départ fλ pour différentes

itérations d’AFC-reconstitutions (fig. A.10). Les RSB sont plus élevés pour l’image à 61 canaux que
pour l’image à 7 canaux.

C’est donc bien le nombre de canaux, c’est à dire la redondance d’information entre les canaux,
qui permet de réduire le bruit.
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FIG. A.9 – Images des facteurs pixels de l’image bruitée pour différentes itérations d’AFC-
reconstitution (bruit blanc gaussien d’écart type σ = 0, 25).
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FIG. A.10 – Comparaison des RSB hyperspectraux de l’image bruitée à 7 canaux et de l’image bruitée
à 61 canaux f br

λ pour différentes itérations (bruit blanc gaussien d’écart type σ = 0, 25).
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A.7 Influence de la translation des données sur l’AFC

Dans cette partie, on étudie l’influence de la translation, également appelée décalage, des données
sur l’AFC. Pour cette étude, une seule AFC est effectuée, c’est à dire que la composition d’AFC-
reconstitutions n’est pas utilisée.

A.7.1 Image sans bruit

Afin d’observer l’influence de la translation sur l’AFC on ajoute à l’image hyperspectrale fλ, sans
bruit, une constante positive ε en chaque point (xi, λj). L’image obtenue est appelée image décalée et
est notée f∗λ :

f∗λj
(xi) = fλj

(xi) + ε = tε(fλj
)(xi) (A.7.1)

avec la translation tε qui s’exprime sous la forme :

tε :

{
T L → T L

fλ → tε(fλ) tel que ∀i = 1 . . . P , ∀j = 1 . . . L tε(fλj
)(xi) = fλj

(xi) + ε ε ∈ R
(A.7.2)

La valeur de ε est faible par rapport à la dynamique des niveaux de gris des canaux. En général,
elle est de l’ordre de grandeur du minimum, en valeur absolue, de l’image reconstituée après une AFC
sans translation : f̂λ.

Sur l’image dont les valeurs ont été translatées f∗λ , on applique une AFC. On ne conserve que
les facteurs pixels cf∗

α = (cf
∗

α1
, cf

∗
α2
, cf

∗
α3

) associés aux 3 premiers axes factoriels. A partir de ces axes
factoriels on reconstitue l’image f̂∗λ . On retranche ensuite la constante ε à cette image reconstituée :

f̂∗−ε
λ = f̂∗λ − ε = t−ε

(
f̂∗λ
)

= t−ε

(
t̂ε(fλ)

)
(A.7.3)

On mesure le rapport signal sur bruit entre l’image fλ et l’image reconstituée f̂∗−ε
λ , eq. 2.4.13,

ainsi qu’entre les axes factoriels de l’image de départ cf
α et les axes de l’image translatée cf∗

α :

RSBαk
=
var(signal)
var(bruit)

=
var(cfαk

)
var(cf∗αk

− cfαk
)

(A.7.4)

La somme Sχ2 des carrés des distances du chi deux entre l’image fλ et l’image décalée et reconstituée

f̂∗−ε
λ = f̂∗λ − ε centrée sur la distribution marginale ν.λj

, i.e. la référence, s’écrit :

Sχ2 =
P∑

i=1

d2
χ2

(
fλ(xi), ̂fλ(xi)∗−ε

)
=

P∑
i=1

L∑
j=1

1
ν.j

νij

νi.
−
ν̂∗−ε

ij

ν̂∗−ε
i.

 =
P∑

i=1

L∑
j=1

f

f.j

fij

fi.
−
f̂∗−ε

ij

f̂∗−ε
i.


(A.7.5)

avec f =
∑P

i=1

∑L
j=1 fij . Cette somme permet de mesurer les écarts, dans l’espace image, entre

l’image fλ et l’image décalée et reconstituée f̂∗−ε
λ .

La somme des carrés des écarts entre les facteurs pixels de l’image de départ cf
α et ceux de l’image

décalée cf∗
α vaut :

SCE =
P∑

i=1

K∑
k=1

(
cfαk

(xi)− cf
∗

αk
(xi)

)2
(A.7.6)
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Cette somme permet de mesurer les écarts, dans l’espace factoriel, entre les facteurs pixels de l’image
de départ cf

α et ceux de l’image décalée cf∗
α .

Les courbes correspondantes sont tracées sur la figure A.11 ainsi que les facteurs canaux dans le
plan factoriel (fig. A.12).

Remarque A.7.1. Comme les axes factoriels peuvent changer de sens selon les analyses [21], il est
important de les mettre tous dans le même sens. Ainsi pour les facteurs pixels, comme pour les facteurs
canaux, on calcule le cœfficient de corrélation entre les facteurs de l’image de départ et les facteurs de
l’image décalée. Si ce cœfficient est négatif, on change le signe des facteurs de l’image décalée pour
l’affichage dans le plan factoriel.

Observations :
– La somme des distances du chi-deux Sχ2 entre l’image de départ fλ et l’image décalée et re-

constituée f̂∗−ε
λ augmente avec la valeur de la translation ε.

– Le RSB de l’image décalée et reconstituée f̂∗−ε
λ diminue avec l’augmentation de la translation.

– La somme des carrés des écarts SCE entre les facteurs pixels de l’image de départ cf
α et les

facteurs pixels de l’image décalée cf∗
α augmente avec la valeur de la translation ε.

– Le RSB des facteurs pixels de l’image décalée cf
∗

αk
diminue avec la valeur de la translation ε.

– L’inertie de chacun des axes de l’image décalée diminue avec la valeur de la translation ε.
– Les facteurs canaux sont « plus resserrés » dans le plan factoriel engendré par les deux premiers

axes lorsque la translation augmente.
Interprétations : La translation ε a pour effet d’éloigner de l’image de départ fλ sa reconstitution

f̂∗−ε
λ . Il en va de même pour les facteurs pixels sur les axes factoriels de l’image reconstituée cf∗

α qui
s’éloignent de ceux de l’image de départ cf

α. Ceci se traduit par une diminution du RSB en fonction
de la valeur de la translation et une augmentation de la somme des carrés des distances du chi-deux
Sχ2 dans l’espace image. De même, il se produit une augmentation de la somme des carrés des écarts
SCE dans l’espace factoriel.

Remarque A.7.2. Il est à noter, qu’à cause de la translation, le centre de gravité du nuage des pixels
et du nuage des canaux est changé.
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FIG. A.11 – Influence de la translation ε sur l’AFC entre l’image de départ fλ et l’image décalée et
reconstituée f̂∗−ε

λ : (a) Somme des distances du chi deux (référence image fλ), (b) RSB de l’image
décalée et reconstituée, (c) Somme des carrés des écarts entre les facteurs pixels cf

α et cf∗
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FIG. A.12 – Influence du décalage ε ∈ [0; 0, 2] sur les facteurs canaux dans le plan factoriel formé par
les 2 premiers axes.
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A.7.2 Image bruitée

A.7.2.1 Image bruitée avec un bruit blanc gaussien d’écart type constant

On considère une image de référence sans bruit fλ. A cette image on ajoute un bruit blanc gaussien
centré d’écart type σ = 0, 05, n = N (0, σ = 0, 05), et une constante positive ε en chaque point
(xi, λj). L’image obtenue est notée f br∗

λ :

f br∗
λj

(xi) = fλj
(xi) + n+ ε = f br

λj
(xi) + ε = tε(f br

λj
)(xi) (A.7.7)

Sur l’image bruitée dont les valeurs ont été translatées f br∗
λ , on applique le même procédé que

dans la partie A.7.1. On ne conserve que les facteurs pixels cf∗
α = (cf

br∗
α1

, cf
br∗

α2
, cf

br∗
α3

) associés aux 3

premiers axes factoriels de l’AFC et on reconstitue l’image f̂ br∗
λ . On retranche ensuite la constante ε

à cette image reconstituée :

f̂ br∗−ε
λ = f̂ br∗

λ − ε = t−ε

(
f̂ br∗
λ

)
= t−ε

(
t̂ε(f br

λ )
)

(A.7.8)

Les courbes correspondantes sont sur la figure A.13. On trace également l’inertie des 5 premiers
axes et les facteurs canaux dans le plan factoriel (fig. A.14).

Observations :
– La somme des distances du chi-deux Sχ2 entre l’image de départ fλ et l’image bruitée décalée

et reconstituée f̂ br∗−ε
λ diminue avec la valeur de la translation ε.

– Le RSB de l’image bruitée décalée et reconstituée f̂ br∗−ε
λ augmente avec l’augmentation de la

translation ε.
– La somme des carrés des écarts SCE entre les facteurs pixels de l’image de départ cf

α et les
facteurs pixels de l’image bruitée-décalée cfbr∗

α diminue avec la valeur de la translation ε.
– Le RSB des facteurs pixels de l’image bruitée-décalée cf

br∗
αk

présente un maximum en fonction
de ε. Ce maximum n’est pas le même selon les axes et augmente avec ε selon l’ordre des axes
factoriels.

– Le RSB hyperspectral sur l’ensemble des facteurs pixels de l’image bruitée-décalée cfbr∗
α pré-

sente également un maximum en fonction de ε.
– L’inertie de chacun des axes diminue avec l’augmentation du décalage.
– Les facteurs canaux de l’image bruitée et décalée cfbr∗

α sont différents de ceux de l’image sans
bruit cf

α dans le plan factoriel (fig. A.14 (a)).
– Les facteurs canaux sont « plus resserrés » dans le plan factoriel lorsque le décalage ε augmente

(fig. A.14 (b)).
Interprétations : La translation ε a pour effet de rapprocher de l’image de départ fλ sa reconstitu-

tion f̂ br∗−ε
λ . Il est important de noter que le RSB des facteurs pixels de l’image bruitée et reconstituée

cfbr∗
α s’améliore jusqu’à un maximum. Il est alors intéressant de se placer à ce maximum pour réduire

l’influence du bruit sur les facteurs pixels. En outre la somme des carrés des écarts entre les facteurs
pixels de l’image bruitée-décalée cfbr∗

α et ceux de l’image de référence cf
α diminue. Ceci montre que

l’AFC avec décalage permet de réduire encore plus le bruit.
Conclusions : Ajouter une constante, correspondant au maximum du RSB des facteurs pixels, à

l’image permet d’obtenir des axes factoriels et une image reconstituée moins bruités.
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Remarque A.7.3. Après cette observation très importante, comment trouver a priori la translation ε
correspondant à ce maximum ? Nous proposons de choisir comme valeur de ε le minimum, en valeur
absolue, de l’image après reconstitution f̂λ.
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FIG. A.14 – (a) Comparaison entre les facteurs canaux de l’image sans bruit fλ et de l’image bruitée
f br∗
λ (σ = 0, 05) (b) Influence du décalage ε ∈ [0; 0, 2] sur les facteurs canaux dans le plan factoriel

formé par les 2 premiers axes.

A.8 Covariance et rapports signaux à bruits

Dans la partie 2.4 (p : 22 et suivantes), est expliqué comment mesurer les RSB par ouverture
morphologique et comment sont estimées les covariances spatiales gλj

et spectrales Σλj ,λj′ .
Sur la figure A.15, les covariances spatiales et spectrales sont tracées pour les canaux fλ50 et fλ13 .
Pour le canal fλ50 , on constate que :
– gλ50

(0) = 2 207 890
– Σ(λ50, λ50) = 2 208 140

donc gλ50
(0) ' Σ(λ50, λ50). L’ écart relatif de gλ50

(0) par rapport à Σ(λ50, λ50) vaut 0,01 %.
Pour le canal fλ13 , on constate que :
– gλ13

(0) = 4 080 225
– Σ(λ13, λ13) = 4 080 688

donc gλ13
(0) ' Σ(λ13, λ13). L’ écart relatif de gλ13

(0) par rapport à Σ(λ13, λ13) vaut 0,01 %.
On va comparer le RSB de chacun des canaux par ouverture dans le domaine spatial et dans le

domaine spectral. Pour le domaine spatial on procède par ouverture bidimensionnelle avec un élé-
ment structurant 3 × 3 pixels (eq. 2.4.11 p : 32). Pour le domaine spectral, on effectue une ouverture
unidimensionnelle (1D) avec un élément structurant (e.s.) centré de longueur 3 pixels :

RSBspectral
λj

=
V ar(signal)
V ar(bruit)

=
γΣ(λj , λj)

Σ(λj , λj)− γΣ(λj , λj)
(A.8.1)

On observe que sur la figure A.16, pour le canal fλ50 , la covariance spectrale présente un minimum
local au point λ50 de valeur Σ(λ50, λ50). Ainsi l’ouverture de la covariance en ce point γΣ(λ50, λ50)
est égale à la valeur avant ouverture Σ(λ50, λ50). Comme la variance du bruit est estimée par la
différence Σ(λ50, λ50) − γΣ(λ50, λ50) et que cette différence est nulle, on trouve une valeur nulle
pour la variance du bruit et donc un RSB infini !

La covariance spectrale Σ(λ50, λj) ne devrait pas présenter de minimum local en λ50. En fait
l’échantillonnage dans la dimension temporelle ne respecte pas le théorème de Shannon. En effet,
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FIG. A.15 – Comparaison entre la covariance spectrale Σ(λ50, λj) et la covariance spatiale gλ50
(h)

ainsi que Σ(λ13, λj) et gλ13
(h).

d’après les médecins, entre deux canaux il y a eu 4 ou 5 battements cardiaques et la fréquence d’ac-
quisition n’est a priori pas en phase avec la fréquence cardiaque. L’échantillonnage spectral ne permet
donc pas d’estimer le RSB spectral par ouverture sur le canal fλ50 .

Par contre, pour le canal fλ13 on a :
– Σ(λ13, λ13) = 4 080 688.
– γΣ(λ13, λ13) = 3 260 230.
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FIG. A.16 – Covariances spectrales Σ(λj , λj′) pour les canaux fλ50 et fλ13 avant et après ouverture γ
unidimensionnelle par un e.s. centré de taille 3 pixels.

– le RSB spectral vaut donc RSBspectral
λ13

= 3,97.
Cette valeur correspond plutôt à un ordre de grandeur qu’à une valeur précise car l’échantillonnage
spectral ne respecte pas le théorème de Shannon.

En utilisant la covariance spatiale gλj
(h) (fig. A.15) on trouve pour le canal fλ13 :

– gλ13
(0) = 4 080 225.

– γgλ13
(0) = 3 827 412.

– le RSB spatial vaut donc RSBλ13 = 15,14.
De même pour le canal fλ50 :
– gλ50

(0) = 2 207 890.
– γgλ50

(0) = 2 049 623.
– le RSB spatial vaut donc RSBλ50 = 12,95.
Au vu de ces résultats, on constate que le RSB spectral ne peut pas être calculé pour tous les

canaux, et que même pour les canaux pour lesquels il peut être calculé on n’obtient qu’un ordre de
grandeur. Par conséquent, on utilise uniquement le RSB spatial.
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Annexe B

Segmentation morphologique

La morphologie mathématique est une méthode non-linéaire de traitement d’image initiée dans
les années 60 par les travaux de G. Matheron [113, 115] et J. Serra [159, 160] à l’Ecole des Mines de
Paris. Aujourd’hui, la morphologie mathématique est considérée comme une branche très importante
de l’analyse d’image avec des opérateurs capables de réaliser des tâches très sophistiquées sur des
images binaires, à niveaux de gris, couleurs, hyperspectrales, des images 3D et des séquences vidéo ...

Cette partie n’étant pas introduction à la morphologie, a pour but de rappeler quelques notions de
segmentation morphologique utilisées dans ce mémoire. Le lecteur intéressé pourra se reporter aux
ouvrages de référence de : G. Matheron [113, 115], J. Serra [159, 160] ainsi qu’aux livres de Coster
et Chermant [44], Heijmans [77] et Soille [172]. Pour la morphologie couleur la thèse de J. Angulo
[2] et [3] constituent une bonne référence.

Pour présenter cette partie nous nous sommes inspirés de [2] qui présente de manière concise la
morphologie mathématique. Ce chapitre vient compléter celui sur la segmentation (chapitre 3).

B.1 Notions élémentaires

Introduisons tout d’abord quelques notions sur les treillis et quelques propriétés de base des trans-
formations morphologiques.

B.1.1 Treillis et morphologie mathématique

La structure fondamentale en morphologie mathématique est le treillis complet et les lois pre-
mières sont le supremum et l’infimum.

Définition 24 (Treillis complet). Un treillis complet L est un ensemble muni d’une relation d’ordre
partiel ≤ (x ≤ x, x ≤ y, y ≤ x⇒ x = y, x ≤ y, y ≤ z ⇒ x ≤ z, x, y, z ∈ L) tel que pour tout
sous-ensemble K fini ou non il, existe un infimum (plus grand minorant) ∧K et un supremum (plus
petit majorant) ∨K ; où K = {Xi, i ∈ I}. L’infimum et le supremum sont donnés par ∧Xi et ∨Xi

respectivement.

Les opérateurs morphologiques agissent sur des ensembles en morphologie binaire et sur des
fonctions en morphologie numérique. Nous allons donc présenter les treillis correspondant à ces deux
types d’images,

233
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Définition 25 (Treillis des parties d’un ensemble). SoitE un ensemble arbitraire non vide. L’ensemble
P(E) de tous les sous-ensembles de E, dont l’ordre est défini par la relation d’inclusion ⊆, est un
treillis complet pour les opérations ∪ (union) et ∩ (intersection). De plus pour chaque élément X ∈
P(E) il existe un uniqueXC ∈ P(E), appelé le complément deX , tel queX∩XC = ∅ etX∪XC =
E.

L’ensemble des réels R = R∪ {−∞,+∞} est un treillis complet. De même pour l’ensemble des
entiers relatifs Z = Z ∪ {−∞,+∞}.

Définition 26 (Treillis des fonctions numériques). Étant donnésE un espace arbitraire et T désignant
R, Z ou une de leurs parties fermées, les fonctions F = {f : E → T } forment à leur tour un treillis,
noté FE ou F(E,F), pour l’ordre suivant ∀f, g ∈ F , f ≤ g ⇔ ∀x ∈ E, f(x) ≤ g(x) ; et où le
supremum et l’infimum dérivent des sup et inf numériques, i.e. f = ∨fi ⇔ f(x) = sup fi(x) et
f ′ = ∧fi ⇔ f(x) = inf fi(x), ∀x ∈ E.

Dans [2], cette démarche s’étend directement aux produits de treillis de type T , c’est à dire aux
fonctions multivariées (images couleur).

B.1.2 Propriétés de base des transformations morphologiques

En général, les transformations morphologiques sont dotées de propriétés importantes relatives
aux opérations sur les treillis. Nous allons présenter ces propriétés pour les treillis de l’ensemble des
parties de E, P(E), et des fonctions numériques (i.e. scalaires ou à niveaux de gris), F(E, T ).

Définition 27 (Croissance). Une transformation ψ est dite croissante si et seulement si elle préserve
l’ordre :

∀X,Y ∈ P(E), X ⊆ Y ⇒ ψ(X) ⊆ ψ(Y ), ou ∀f, g ∈ F , f ≤ g ⇒ ψ(f) ≤ ψ(g) .

Dans le cas contraire (X ⊆ Y ⇒ ψ(X) ⊇ ψ(Y ), ou f ≤ g ⇒ ψ(f) ≥ ψ(g)), la transformation ψ
est dite décroissante. La préservation de l’ordre dans les opérateurs (i.e. opérateurs croissants) est une
caractéristique fondamentale des transformations morphologiques premières. Elle assure que l’ordre,
structure de base du treillis, est conservé lors d’un filtrage morphologique.

Définition 28 (Extensivité). Une transformation ψ est dite extensive si et seulement si son résultat est
toujours plus grand que l’original :

∀X ∈ P(E), X ⊆ ψ(X), ou ∀f ∈ F , f ≤ ψ(f) .

Dans le cas contraire (X ⊇ ψ(X), ou f ≥ ψ(f)), la transformation ψ est dite anti-extensive.

Définition 29 (Idempotence). Une transformation ψ est dite idempotente lorsqu’elle est invariante par
itération :

ψ(ψ) = ψ ◦ ψ = ψ .
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Définition 30 (Dualité). Deux transformations ψ1 et ψ2 sont duales si et seulement si appliquer l’une
revient à appliquer l’autre sur le complémentaire (symétrie ou négation pour les fonctions) de l’initial
puis à complémenter le résultat final :

∀X ∈ P(E), ψ1(X) = [ψ2(XC)]C , ou ∀f ∈ F , ψ1(f) = −(ψ2(−f)) .

En fait, la dualité fondamentale entre le supremum et l’infimum se transmet à tous les outils de la
morphologie mathématique. En général, les transformations vont par paires qui se correspondent par
dualité (par exemple l’érosion et la dilatation). On trouve aussi des opérateurs autoduaux, i.e. ψ(X) =
[ψ(X)]C .

B.2 Théorie générale de la segmentation

Dans cette section nous résumons les résultats principaux de la définition formelle de la segmen-
tation d’image dans le cadre de la théorie des treillis introduite récemment par Serra [166].

B.2.1 Critère et segmentation

Habituellement, on appelle critère une clef qui permet de distinguer entre des assertions vraies et
fausses. Dans le domaine de la segmentation, la notion est formalisée de la manière suivante [166] :

Définition 31 (Critère). Soient E et T deux ensembles arbitraires et soit F une famille de fonctions
de E dans T . Un critère σ sur la classe F est une fonction binaire de F ⊗P(E) dans {0, 1} telle que,
pour chaque fonction f ∈ F , et pour chaque ensemble A ∈ P(E), l’on ait :

ou bien σ[f,A] = 1 (le critères est satisfait sur A)

ou bien σ[f,A] = 0 (le critères est refusé sur A).

De plus, de manière conventionnelle, on décide que, pour toutes les fonctions, tous les critères sont
satisfaits sur l’ensemble vide, i.e.

σ[f, ∅] = 1 ∀f ∈ F

Par exemple, le critère qui est satisfait si

x ∈ A, t0 ≤ f(x) ≤ t1

avec t0 et t1 fixés, et t0 ≤ t1, définit le critère de seuillage appliqué à la fonction f .

Définition 32 (Partition). Soit E un ensemble arbitraire. On appelle partition de l’espace E toute
application D : E → D(E) telle que :

– (i) ∀x ∈ E : x ∈ D(x) et
– (ii) ∀x, y ∈ E : D(x) = D(y) ou D(x) ∩D(y) = ∅.

D(x) se nomme la classe de la partition qui contient x.

L’ensemble des partitions d’un ensemble arbitraire E est ordonné comme suit.

Définition 33 (Ordre de partitions). Une partition A est dite plus fine (respectivement plus grossière)
qu’une partition B, A ≤ B (respectivement A ≥ B), quand chaque classe de A est incluse dans une
classe de B.
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A B sup(A,B) inf(A,B)

FIG. B.1 – Exemple de supremum et d’infimum de deux partitions A et B.

Ceci conduit à la notion de hiérarchie ordonnée de partitions ΠN
i=1Di, telle que Di ≤ Di+1.

Définition 34 (Hiérarchie de partitions). Soit Π un ensemble de partitions {Di}, i ∈ I associées à
l’espace E. Nous dirons que Π forme une hiérarchie de partitions s’il est possible d’établir un ordre
d’inclusion parmi toute paire d’éléments de l’ensemble Π = {Di}, i.e. ∀i, j Di ∩Dj ∈ {Di, Dj}.

Le fait d’avoir un ordre entre les partitions implique que la hiérarchie de partitions forme un treillis
complet [166].

Définition 35 (Treillis de partitions). Pour l’ensemble arbitraire E, les partitions D : E → P(E)
forment un treillis complet D, où le plus grand élément de D est E lui-même, et le plus petit celui qui
pulvérise E en la totalité de ses points. Étant donnée la famille de partitions indexées {Di, i ∈ I},
l’application D : E → P(E) définie à partir de ses classes D(x) = ∧{Di, i ∈ I} génère une
partition où ∀x ∈ E, D(x) est le plus grand élément de P(E) qui est contenu dans chaque Di(x). Par
conséquent,D est l’inf des Di. L’expression du sup, D = ∨Di, signifie que ∀x ∈ E, ∀i ∈ I , la classe
Di(x) est le plus petit ensemble qui est l’union des classes Di(y), y ∈ E, voir figure B.1.

Pour une partition donnée, on peut toujours construire une partition plus fine, à savoir celle qui
réduit l’espace P(E) à tous ses singletons. Cette remarque nous conduit à remplacer la notion de
partition par la notion de segmentation.

Quand σ[f,A] = 1, on dit que f est homogène dans A pour le critère σ.

Définition 36 (Segmentation). Étant donnés une fonction f ∈ F , un ensemble arbitraire A ⊆ E et un
critère σ, soit {Di(A), i ∈ I} la famille de toutes les partitions de l’ensemble A en zones homogènes
de f selon σ. Le critère σ segmente la fonction f lorsque,

– (i) σ[f, {x}] = 1, ∀{x} ∈ P(E) ;
– (ii) la famille {Di(A)} admet un supremum gDi(A).

Alors la partition supremum gDi(A) définit la segmentation de f sur l’ensemble A selon le critère σ.

Cette définition est cohérente : selon le premier axiome, la partition de A en tous ses singletons
appartient à la famille {Di(A)}, qui, donc, n’est jamais vide. En particulier, quand A coïncide avec
l’espace E de définition de f , alors gDi(E) est la partition maximale de tout l’espace. L’axiome
σ[f, {x}] = 1 nous garantit que quel que soit le critère considéré, il y a toujours au moins une
manière de partitionner E en zones (les singletons) qui le satisfasse. C’est une condition nécessaire
pour pouvoir alors parler de plus grande partition.

La partition de segmentation D = g{Di(A)} = g{Di(f)} décompose E en zones qui sont :
– disjointes et qui couvrent la totalité de l’espace E ;
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– où la fonction f est homogène selon le critère σ ;
– et où la classe de la partition en chaque point est la plus grande possible à vérifier le critère σ.
Pour utiliser cette notion en pratique, à moins que nous nous mettions à vérifier toutes les partitions

possibles pour chaque fonction f , nous avons besoin d’un théorème qui relie le concept de segmenta-
tion avec des outils manipulables. La notion qui convient ici est le concept de critère connectif.

B.2.2 Critères connectifs et théorème de la segmentation

Il faut ensuite caractériser les conditions que doit vérifier le critère σ pour devenir un outil de
segmentation. L’apparition de partitions maximales, comme aussi bien l’exemple des zones plates
nous orientent vers l’axiomatique des connexions par l’intermédiaire du concept de critère connectif.

Définition 37 (Critère connectif). Un critère σ : F ⊗ P(E)→ [0, 1] est connectif :
– quand il est vérifié sur la classe S des singletons

∀f ∈ F , {x} ∈ S ⇒ σ[f, {x}] = 1

– et quand pour toute fonction f ∈ F et pour toute famille {Ai} dans P(E) on a

∩Ai 6= ∅ et ∧ σ[f,Ai] = 1⇒ σ[f,∪Ai] = 1

Autrement dit, si le critère est vérifié par la fonction f sur un ensemble de régions Ai de l’espace,
et que ces régions ont un point en commun, alors il est aussi vérifié sur réunion ∪Ai. Les critères
connectifs caractérisent les processus de segmentation comme le montre le théorème suivant :

Théorème B.2.1 (Segmentation - J. Serra). Considérons deux ensembles arbitraires E et T , et une
famille F de fonctions f : E → T . Soit d’autre part σ un critère sur la classe F . Alors les trois
propositions suivantes sont équivalentes :

1. le critère σ est connectif ;

2. pour chaque fonction f ∈ F , les ensembles sur lesquels le critère σ est satisfait génèrent une
connexion C :

C = {A|A ∈ P(E)} et σ[f,A] = 1} ;

3. le critère σ segmente toutes les fonctions de la famille F .

La segmentation de la fonction f par rapport au critère connectif σ est la partition Dσ(f(x))
(σ[f ]→ Dσ(f(x))) dont la classe pour chaque point x est donnée par :

Dσ(f(x)) = ∩{A : A ∈ P(E), x ∈ A, σ[f,A] = 1}, x ∈ E.

Le théorème n’aurait pas pu être énoncé dans le cadre de la seule connectivité par arcs : beaucoup
de critères de segmentation ne mettent pas en jeu de chemins, comme par exemple la connexion par
sauts [166]. En fait la notion de connexion possède exactement le niveau de généralité pour que son
identification à la segmentation soit possible.

Très souvent en pratique, lorsque la fonction f est fixée, la fonctionnelle marginale σ[f,A] :
P(E)→ {0, 1} est décroissante, i.e.

σ[f,A] = 1 et B ⊆ A⇒ σ[f,B] = 1 .
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Si cette implication est vraie pour toutes les fonctions f ∈ F , on dit que le critère est décroissant. Le
théorème de la segmentation est donc accompagné de la proposition suivante :

Proposition B.2.2. Si un critère σ sur F ⊗ P(E) est décroissant, les deux énoncés suivants sont
équivalents :

1. le critère σ est connectif ;

2. le critère σ segmente toutes les fonctions de la famille F .

Le théorème et la proposition associée appartiennent à cette catégorie de résultats qui reformulent
une définition impossible à mettre en œuvre (comment savoir si une partition du plan est la plus grande
possible ?) en critères plus faciles à manipuler. Cependant, en lui-même, le théorème ne fournit aucune
« recette » pour découvrir tel ou tel « bon » critère connectif.

B.2.3 Demi-treillis des critères connectifs

Nous considérons maintenant que la fonction f ∈ F est fixée, et nous étudions la structure logique
de plusieurs critères connectifs qu’on peut appliquer à f . Voici les deux propositions de Serra qui
aident à combiner les segmentations entre elles.

Proposition B.2.3. Lorsque la fonction f est fixée, la famille Σ de tous les critères connectifs forme un
demi-treillis où l’infimum correspond à l’intersection logique des critères, et où le plus petit élément
est la partition de l’espace en ses singletons.

Par exemple, le critère « la fonction f est constante surA » conduit à partitionnerE selon toutes les
valeurs de seuil de f . Si l’on impose en plus queA doive être connexe, on obtient alors la segmentation
de f en zones plates et connexes.

La bonne propriété de « ET » logique des critères connectifs n’a malheureusement pas de contre-
partie pour le « OU », car le supremum de partitions ne met pas en jeu des classes sur lesquelles un
seul critère au moins serait vérifié. La proposition suivante montre cependant qu’en posant le pro-
blème différemment, on peut préciser sous quelles conditions le « OU » logique de critères connectifs
signifie quelque chose.

Proposition B.2.4. Soient f ∈ F une fonction donnée, et {Di, i ∈ I} une famille de segmentations de
f de critères {σi, i ∈ I}. Le supremum D′ = gDi est aussi la plus grande partition de E en classes
où un critère σi0 au moins est vérifié si et seulement si chaque classe D′(x) de D′ est simultanément
une classe d’une partition Di au moins.

En pratique cette proposition sert surtout lorsque la classe non ponctuelle Di0(x) recouvre des
classes non ponctuelles pour tous les autres critères σi, i 6= i0.

B.3 Connexion

La notion de connexion a fait l’objet d’importants travaux théoriques récents, notamment les
contributions de Serra [161, 162, 163], Ronse [151, 152] et Braga-Neto et Goutsias [32, 33]. Nous
allons suivre le raisonnement de Serra dans [165] pour arriver au concept de connexion.
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En mathématiques, la connexité est une notion ensembliste de nature topologique, qui s’exprime
de deux façons. D’une manière générale, on dit qu’un ensemble est connexe quand on ne peut pas le
partitionner en deux régions non vides. Toutefois, par sa généralité même, elle ne peut tirer avantage
de la régularité de certains contextes, comme l’espace euclidien. C’est ici qu’apparaît la connexité par
arcs, selon laquelle un ensemble A est connexe, lorsque pour toute paire de points a, b ∈ A, on peut
trouver une application continue ψ de [0, 1] dansA telle que ψ(0) = a et ψ(1) = b. Cette connexité est
plus restrictive que la première ; cependant dans Rn, les deux notions coïncident pour les ensembles
ouverts. Dans le cas discret, les connexités numériques transposent la démarche euclidienne par arcs,
en introduisant des arcs élémentaires entre points voisins (ce qui correspond au concept de voisinage
à 4 ou 8 connexité de la trame carrée).

L’une et l’autre définition mènent à la propriété suivante, qui est plus riche de sens. Si l’on prend
une famille d’ensemble connexes qui possèdent au moins un point en commun, alors leur réunion est
elle aussi connexe :

{Ai connexes} et {∩Ai 6= ∅} ⇒ {∪Ai connexe} . (B.3.1)

Cependant, la définition de connexité topologique n’est guère pratique qu’en traitement des images
binaires. En effet, les objets d’étude ne sont pas toujours des ensembles, mais surtout des fonctions
numériques ou vectorielles. De plus, une bonne définition de la connexité devrait être plus opérante et
généralisable. Cette critique et d’autres sont à l’origine de la notion de connexion proposée par Serra
[160] :

Définition 38 (Connexion). Soit E un ensemble arbitraire non vide. On appelle classe connexe ou
connexion C toute famille de P(E) telle que :

– (0) ∅ ∈ C
– (i) quel que soit x ∈ E, {x} ∈ C,
– (ii) pour toute famille {Ci, i ∈ I} de C, ∩iCi 6= ∅ entraîne ∪iCi ∈ C.

où {x} désigne un singleton, i.e. un élément ponctuel de P(E).

A partir de cette définition, tout ensemble C d’une classe connexe C est dit connexe. En outre, un
espace topologique donné induit une connexité unique, alors qu’on trouvera en général une infinité de
connexions dans P(E). Il est clair qu’une telle définition ne nécessite aucune notion topologique. Les
notions classiques (e.g. la connexité numérique ou par arcs euclidiens) sont donc des cas particuliers.

Étant donnés un ensemble A ∈ P(E) et un point x ∈ A, l’axiome (ii) suggère de prêter une
attention particulière à la réunion, elle-même connexe, de toutes les composantes connexes contenant
x et incluses dans A :

γx(A) = ∪{C;C ∈ C, x ∈ C ⊆ A} . (B.3.2)

Voici maintenant deux propriétés de base des connexions, qui sont très intéressantes pour la théorie
de la segmentation.

Proposition B.3.1 (Treillis des connexions). L’ensemble de toutes les connexions sur P(E) est stable
pour l’intersection ; c’est même un treillis complet dans lequel le supremum de la famille {Ci, i ∈ I}
est la plus petite connexion contenant ∪Ci [161].

Proposition B.3.2 (Croissance). Si C et C′ sont deux connexions sur P(E), avec C ⊆ C′, alors toute
C′-composante de A est le supremum des C-composantes de A qu’elle majore [160].
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B.4 Nivellements

Les nivellements ont été introduits par Meyer [119, 120, 127, 128], comme opérateurs connexes
agissant sur les fonctions numériques et définies sur R2 muni d’une connexité par arcs. La théorie a
aussi été développée par Matheron [116], qui a proposé une généralisation à un espace arbitraire (sans
une connexion a priori). Serra [162] a également ré-interprétés les nivellements comme des opérateurs
binaires dans le cadre d’un espace E quelconque muni de la connexion C pour ensuite les étendre aux
fonctions numériques.

Nous présentons dans cette section quelques résultats sur cette classe de filtres morphologiques
qui devient de plus en plus importante dans les applications de segmentation [63, 190] ; car les nivel-
lements simplifient les images sans déformer ni déplacer les objets.

Nous présentons les nivellements en terme de voisinage. Pour ce faire nous avons suivi le raison-
nement de Zanoguera [190]. Il existe une autre formulation en terme de ensembliste définie par Serra
[162]. Pour en avoir un aperçu, nous invitons le lecteur à se reporter à [2].

Étant donnée une fonction numérique f ∈ F(E, T ), nous noterons ici par fs la valeur de la
fonction f au point s ∈ E. Quelques définitions préalables sont nécessaires :

Définition 39 (Zones plates). Deux points x, y inE appartiennent à la même zone plate d’une fonction
f si et seulement s’il existe un chemin de points (p0, p1, . . . , pn) tel que p0 = x et pn = y et, ∀i,
(pi, pi+1) ∈ E2 sont voisins et fpi = fpi+1 .

Notons qu’il n’y a pas de restriction sur la taille minimale ni maximale des zones plates, qui
peuvent d’ailleurs être constituées d’un seul point. Remarquons aussi que l’ensemble des zones plates
d’une image constitue une partition du support de cette image puisque tout point de l’image appartient
à une et une seule zone plate. Par opposition avec les zones plates, nous définissons les zones de
transition :

Définition 40 (Zones de transition). Deux points voisins (, q) forment une transition s’ils n’appar-
tiennent pas à la même zone plate, i.e. fp > fq ou fp < fq.

On note le niveau de gris de la fonction f au point p : f(p) = fp.
Cette définition nous permet de définir un opérateur connexe ψ associé à une certaine connexion :

Définition 41 (Opérateur connexe). Un opérateur connexe ψ transforme une fonction f en une fonc-
tion g = ψ(f) de façon que ∀(p, q) voisins on ait fp = fq ⇒ gp = gq.

C’est à dire qu’à toute zone plate dans f correspond forcément une zone plate dans g et par
conséquent g a, au plus, le même nombre de zones plates que f ; et à toute transition dans g doit
correspondre une transition dans f . Un opérateur connexe agit donc par fusion des zones plates de la
fonction de départ.

A partir de ces différentes notions, nous pouvons, maintenant, introduire les nivellements.

Définition 42 (Sous-nivellement). Une fonction g est un sous-nivellement d’une fonction f si et
seulement si pour toute paire de points voisins p et q :

gp > gq ⇒ gq ≥ fq
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Définition 43 (Sur-nivellement). Une fonction g est un sur-nivellement d’une fonction f si et seule-
ment si pour toute paire de points voisins p et q :

gp > gq ⇒ gp ≤ fp

Définition 44 (Nivellement). Une fonction g est un nivellement d’une fonction f si et seulement si
elle est un sous- et un sur-nivellement de f :

gp > gq ⇒ fp ≥ gp ≥ gq ≥ fq

Les nivellements agissent en imposant deux conditions supplémentaires à la condition de connexité :

1. la réduction de la dynamique de transitions à la sortie : c’est à dire que pour chacune des
transitions de la fonction g, la transition correspondante sur f a une amplitude égale ou plus
grande que celle de g ;

2. le couplage du sens de la variation des transitions : ainsi, une transition de haut en bas sur la
fonction g correspondra forcément à une transition de haut en bas sur f , et vice-versa.

Étant données une fonction f , dite fonction référence, et une fonction quelconque g qu’on appelle
marqueur, il existe des algorithmes permettant de transformer la fonction marqueur g en un nivelle-
ment g′ = λ(f, g) de f . On obtient le sous- ou sur- nivellement de f à partir d’un marqueur g par
itération jusqu’à idempotence des algorithmes suivants, où δ et ε sont respectivement la dilatation et
l’érosion morphologique unitaire :

1. sous-nivellement, nivδ : pour tout pixel p, si gp < fp, alors g′p = fp ∧ (δg)p ;

2. sur-nivellement, nivε : pour tout pixel p, si gp > fp, alors g′p = fp ∨ (εg)p .

En appliquant le sous-nivellement lorsque g < f et le sur-nivellement quand g > f on obtient
un algorithme parallèle autodual des nivellements qui consiste à itérer jusqu’à idempotence la trans-
formation élémentaire g′ = (f ∧ δg) ∨ εg. Les nivellements peuvent être programmés de façon plus
efficace, voir [63].

Le choix de la fonction marqueur g détermine le degré de simplification obtenu. Ainsi, des sim-
plifications plus ou moins fortes peuvent être obtenues en choisissant des marqueurs plus ou moins
éloignés de la fonction de référence f .

B.5 La segmentation morphologique : du SKIZ à la LPE

Dans cette sous-section et la suivante, nous reprenons les explications du livre de Soille [172].
La segmentation d’une image f est une partition de son domaine de définition Df = E en n

ensembles disjoints non vides X1, X2, . . . , Xn appelés les segments telle que l’union des segments
soit égale à Df . Pour une théorie de la segmentation se reporter à la sous-section B.2.

Introduisons tout d’abord les techniques qu’utilise la Ligne de Partage des Eaux ou LPE : la
croissance de région et la détection de contours.

Dans le cadre de la croissance de région, les régions homogènes sont d’abord détectées. La crois-
sance de ces régions se fait à partir de mesure de ressemblance qui combinent des attributs spatiaux et
spectraux. Cette croissance est appliquée jusqu’à ce que tous les pixels soient assignés à une région.
Les frontières de régions sont crées lorsque deux régions croissantes se rencontrent.
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Les techniques par détection de contours, procèdent de la manière opposée. Comme les objets de
l’image sont supposés avoir de faibles variations de niveaux de gris, leurs contours sont caractérisés
par de fortes variations de niveaux de gris dans leur voisinage. La tâche de la détection de contour,
consiste à améliorer et à détecter ces variations. Les variations de niveaux de gris locales sont amélio-
rées par un opérateur gradient. L’image du gradient (i.e. sa norme) est alors utilisée pour déterminer
une carte de contours. Une approche simpliste consiste à seuiller l’image gradient pour toutes les
valeurs du gradient supérieures à un seuil. Malheureusement, les contours résultants sont rarement
connexes. Un traitement supplémentaire est nécessaire pour obtenir des contours fermés correspon-
dant aux frontières des objets.

L’approche morphologique de la segmentation d’image combine les techniques de croissance de
région et de détection de contours : elle regroupe les pixels autour des minima régionaux de l’image
et les frontières des groupes adjacents qui sont précisément situées le long des lignes de crêtes de
l’image gradient. Ceci est réalisé par une transformation appelée la Ligne de Partage des Eaux (LPE).

B.5.1 Le squelette par zones d’influence : SKIZ

Dans cette section, nous introduisons le squelette par zones d’influence : SKIZ.

Définition 45 (Squelette par Zones d’Influence : SKIZ - C. Lantuejoul). Considérons un compact X
de R2. La zone d’influence d’une composanteXi deX est l’ensemble des points du plan qui sont plus
près de Xi que de toute autre composante. Le SKIZ est alors la frontière de ces zones d’influence.

Un exemple de SKIZ est montré sur la figure B.2.

FIG. B.2 – Squelette par zones d’influence (SKIZ). (Source : Cours J. Serra [164]).

La définition du SKIZ nécessite l’utilisation d’une distance pour définir les zones d’influence.
Dans la segmentation par LPE on sera amené à utiliser les zones d’influences géodésiques et le SKIZ
géodésique.

Définition 46 (Zone d’influence géodésique). Soit, dans R2, Y = ∪i∈IYi formée de I composantes
connexes compactes, toutes incluses dans le compact X . La zone d’influence géodésique de Yi dans
X se définit comme le lieu des points a deX qui sont géodésiquement plus proches de Yi que de toute
autre composante connexe de Y :

ZIX(Yi) = {a ∈ X, ∀k 6= i, dX(a, Yj) ≤ dX(a, Yk)} (B.5.1)

La distance géodésique dX(a, Y ) est la plus petite des distances géodésiques du point a à tous
ceux de l’ensemble Y .

Définition 47 (SKIZ géodésique). Le SKIZ géodésique est alors la frontière entre les différentes zones
d’influence géodésiques.
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FIG. B.3 – Squelette par zones d’influence géodésique (SKIZ géodésique). (Source : Cours J. Serra
[164]).

B.5.2 La Ligne de Partage des Eaux (LPE)

Considérons la représentation topographique d’une image à niveaux de gris, i.e. on associe une
cote z au niveau de gris du pixel à la position (x, y). Maintenant, considérons une goutte d’une chute
d’eau tombant sur une telle surface. Selon les lois de la gravité, elle va s’écouler le long de la pente
la plus raide jusqu’à atteindre un minimum. L’ensemble des points de la surface dont les chemins les
plus raides rejoignent un minimum donné constituent un bassin versant associé à ce minimum. Les
lignes de partage des eaux sont les zones qui divisent les bassins versants adjacents (fig. B.4).

minima

bassins versants

(a) (b) (c)

FIG. B.4 – (a) Image de départ, (b) surface topographique avec les bassins versants et
les minima, (c) ligne de partage des eaux. (Source : S. Beucher - CMM - ENSMP,
http://cmm.ensmp.fr/~beucher/wtshed.html)

La LPE est un outil très puissant de segmentation. En effet, à condition que l’image d’entrée ait
été transformée pour que ses minima marquent les objets pertinents de l’image et que ses lignes de
crêtes correspondent aux frontières des objets de l’image, la LPE aura partitionné l’image en régions
significatives. Dans la présente partie, nous allons introduire deux définitions équivalentes de la LPE.

B.5.2.1 Définition de la LPE en terme de simulation d’une inondation

Le concept de LPE exprimé en terme d’écoulement d’eau n’est pas approprié pour une définition
simple et formelle parce qu’il existe de nombreuses situations pour lesquelles la direction de l’écou-
lement en un point donné n’est pas déterminé (e.g. les plateaux de pixels ou bien les pixels ayant plus

http://cmm.ensmp.fr/~beucher/wtshed.html
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d’un voisin avec le niveau de gris le plus faible). Cependant, une définition en terme de simulation
d’inondations résout ce problème.

Considérons de nouveau l’image à niveaux de gris comme une surface topographique et suppo-
sons que des trous aient été percés en chaque minimum régional de la surface.La surface est alors
lentement immergée dans l’eau. Partant des minima de plus faible altitude, l’eau va progressivement
inonder les bassins versants de l’image. En outre, des barrages sont dressés aux lieux pour lesquels les
eaux provenant de différents minima se rencontrent (fig. B.5). A la fin de ce processus d’inondation,
chaque minimum est entouré de barrages délimitant son bassin versant. L’ensemble des barrages cor-
respondant à la ligne de partage des eaux, forment une partition de l’image d’entrée en ses différents
bassins versants.

FIG. B.5 – Construction de barrages sur les lieux où les eaux provenant de deux minima différents se
rencontrent. (Source : Cours J. Serra [164]).

Formalisons maintenant ce processus d’inondation. La plus petite valeur prise par l’image à ni-
veaux de gris f sur son domaine Df est notée hmin et la plus grande valeur hmax. Le bassin versant
associé à un minimum M est noté BV (M). Les points de ce bassin versant qui ont une altitude
inférieure ou égale à h sont notés BVh(M) :

BVh(M) = {p ∈ BV (M)|f(p) ≤ h} = BV (M) ∩ Tt≤h(f)

avec Tt≤h(f) le seuillage de la fonction f : [Tt≤h(f)](x) =

{
1, si (f(x) = t) ≤ h ;
0, sinon .

On note Xh le sous-ensemble de tous les bassins versants qui ont une valeur de niveau de gris
inférieure ou égale à h :

Xh = ∪iBVh(Mi)

Finalement, l’ensemble des points appartenant aux minima régionaux d’altitude h sont notésRMINh(f).
Les bassins versants sont maintenant progressivement construits en simulant le processus d’inon-

dation. Les premiers points de l’image qui sont atteints par l’eau sont les points de plus faible niveau
de gris. Ces points appartiennent aux minima régionaux de l’image au niveau hmin. Ils sont aussi
équivalents à Xhmin

:

Xhmin
= Thmin

(f) = RMINhmin
(f) .
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La définition de Xhmin+1
est fondée sur l’analyse du processus d’inondation jusqu’à l’altitude

hmin + 1. Soit l’eau agrandit les régions des bassins versants déjà atteints par l’eau soit l’eau com-
mence à inonder les bassins versants dont les minima ont une altitude égale à hmin +1 (fig. B.6). Plus
précisément, il y a trois possibilités d’inclusion entre une composante connexe Y de Tt≤hmin+1(f) et
l’intersection entre Y et Xhmin

:
(a) ∩Xhmin

= ∅ (fig. B.6 a). Il s’ensuit que Y est un nouveau minimum régional de f au niveau
hmin + 1 puisque

i) ∀p ∈ Y

{
p /∈ Xhmin

⇒ f(p) ≥ hmin + 1 ;
p ∈ Y ⇒ f(p) ≤ hmin + 1 .

ii) ∀p ∈ δ(1)(Y )\Y , f(p) > hmin + 1 .
avec δ(1)(Y ) la dilatation géodésique de Y (eq. 48). L’ensemble de tous les minima de niveau
hmin + 1, i.e. RMINhmin+1, sera considéré pour définir Xhmin+1.

(b) Y ∩ Xhmin
6= ∅ et sont connexes (fig. B.6 b). Dans ce cas, Y correspond exactement aux

pixels appartenant au bassin versant associé au minimum Y ∩Xhmin
et ayant un niveau de gris

inférieur ou égal à hmin + 1 :

Y = BVhmin+1(Y ∩Xhmin
) = ZIY (Y ∩Xhmin

).

avec ZIY (Y ∩Xhmin
) la zone d’influence de Y ∩Xhmin

dans Y (eq. B.5.1, p : 242).
(c) Y ∩Xhmin

6= ∅ et sont connexes (fig. B.6 c). Par conséquent, Y contient plus d’un minimum
de f de niveau hmin. Notons Z1, Z2, . . . , Zk ces minima, et soit Zi un de ceux-ci. A cette
étape, la meilleure approximation possible de BVhmin+1(Zi) correspond à la zone d’influence
géodésique de Zi à l’intérieur de Y :

BVhmin+1(Zi) = ZIY (Zi).

La dilatation géodésique binaire se définit de la manière qui suit.

Définition 48 (Dilatation géodésique binaire). La dilatation géodésique binaire de taille 1 de l’en-
semble X ⊂ Df par rapport à f est notée δ(n)(f) et est définie par l’ensemble des points de Df dont
la distance géodésique dgeo à X est inférieure ou égale à n :

δ
(n)
f (X) = {p ∈ Df |dgeo(p,X) ≤ n}

Les deux dernières relations d’inclusion correspondent à l’expansion des régions des bassins ver-
sants déjà atteints par l’eau. Ces régions en expansion peuvent être définies en terme d’une unique zone
d’influence géodésique, i.e. la zone d’influence de Xhmin

dans Tt≤hmin+1. Il s’ensuit que Xhmin+1

est défini comme l’union de ces zones d’influence géodésiques avec les nouveaux minima régionaux
découverts :

Xhmin+1 = RMINhmin+1(f) ∪ ZITt≤hmin+1(f)(Xhmin
).

Cette relation récursive est valable pour tous les niveaux h. Elle est illustrée sur la figure B.7.
L’ensemble des bassins versants d’une image à niveaux de gris f est égal à l’ensemble Xhmax , i.e.

lorsque tous les niveaux ont été inondés :
(i) Xhmin

= Thmin
(f) ;
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(a) Y ∩Xhmin
= ∅ (b) Y ∩Xhmin

6= ∅, (c) Y ∩Xhmin
6= ∅,

et sont connexes et sont non connexes

FIG. B.6 – Relations d’inclusions apparaissant durant l’inondation d’une image à niveaux de gris.
Les régions sombres indiquent les pixels qui ont déjà été inondés au niveau hmin, i.e. les pixels de
Xhmin

. Les régions en gris clair sont inondées quand l’eau atteint le niveau hmin + 1. (a) Un nouveau
minimum a été découvert au niveau hmin + 1. (b) La région inondée d’un bassin versant dont le
minimum est au niveau hmin + 1 est étendue. (c) Les régions inondées des bassins versants de deux
minima distincts au niveau hmin s’étendent et fusionnent.

X h T h1 X h1

FIG. B.7 – Relation récursive entre Xh et Xh+1. (Source : Cours J. Serra [164]).

(ii) ∀h ∈ [hmin, hmax − 1], Xh+1 = RMINh+1(f) ∪ ZITt≤hmin+1(f)(Xh) .

L’image des bassins versantsBV d’une image à niveaux de gris est représentée comme une image
d’étiquette, chaque région étiquetée correspond au bassin versant d’un minimum régional de l’image
d’entrée. La Ligne de Partage des Eaux LPE de f correspond aux frontières des bassins versants de
f . La figure B.8 illustre la construction itérative des bassins versants sur une image de synthèse.

B.5.2.2 Définition de la LPE en termes géodésiques

Les bassins versants d’une image à niveaux de gris, peuvent aussi être considérés comme les zones
d’influence des minima régionaux de l’image. Dans ce sens ci, la LPE n’est autre que le squelette
par zones d’influence géodésique (SKIZ géodésique) de l’image des minima. Cette idée peut être
formalisée avec des notions géodésiques.

Les minima régionaux RMIN de l’image d’entrée f sont tout d’abord mis à la valeur minimale
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(a) Image d’entrée (b) Minima Xhmin=1 et seuillage Thmin+1=2

(c) Xhmin+1 = RMINhmin+1(f)∪ (d) Minima Xhmin+1=2 et
ZITt≤hmin+1(f)(Xhmin

) seuillage Thmin+2=3

(e) Xhmin+2 = RMINhmin+2(f)∪ (f) LPE(f) superposée sur f
ZITt≤hmin+2(f)(Xhmin+1)

FIG. B.8 – LPE sur une image de synthèse composée de 4 niveaux de gris : illustration de la définition
à partir de seuillages successifs et de zones d’influences géodésiques. (Source : Cours J. Serra [164]).

hmin de l’image. L’image résultante est notée f ′ :

f ′(x) =

{
hmin, si p ∈ RMIN(f) ;
f(x), sinon.

(B.5.2)

Les figures B.9 (a) et (b) illustrent cette transformation sur un signal 1D.
Considérons un chemin P = (x1, . . . , xP ) défini sur le domaine de définition d’une image à
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niveau de gris ou d’une fonction intégrable f . Le temps nécessaire pour parcourir P est défini comme
l’intégrale des valeurs de f le long de P et noté τf (P) :

τf (P) =
∫
P
f(s)ds.

Par conséquent, la fonction temps géodésique correspond à une intégration des niveaux de gris du
masque géodésique (qui définit le chemin géodésique), à partir d’un ensemble de référence donné. En
appliquant ce procédé sur le gradient morphologique interne %−(f ′) de f ′ et en utilisant les minima
régionaux comme ensemble de référence, l’image f ′ peut être reconstruite (fig. B.9 (d)) :

f ′ = τ%−(f ′)[RMIN(f)] ,

où le gradient interne est défini comme suit.

Définition 49 (Gradient morphologique interne). Le gradient morphologique interne %− est défini
comme la différence entre l’image originale f et son érodée εB(f) sur l’élément structurant B :

%−B(f) = f − εB(f) . (B.5.3)

La figure B.9 (c) montre un exemple de LPE en termes géodésiques sur un signal 1D.
Les points pour lesquels les fronts d’ondes, provenant de deux minima distincts, se rencontrent

définissent la LPE de l’image originale à niveaux de gris :

LPE(f) = SKIZ%−(f ′)[RMIN(f ′)] . (B.5.4)

Les bassins versants sont définis en utilisant les zones d’influences géodésiques correspondantes :

BV (f) = ZI%−(f ′)[RMIN(f ′)] . (B.5.5)

La première étape qui consiste à mettre tous les minima à la valeur minimale de l’image garantit
que le processus d’intégration sera retardé proportionnellement à la hauteur de ces minima. Ceci imite
le processus d’inondation qui commence par les minima les plus faibles et atteint progressivement tous
les pixels de l’image.

Il existe également un lien entre la LPE d’une image et son squelette à niveaux de gris. En effet,
la LPE est une sous-ensemble des pixels du squelette à niveaux de gris qui n’appartiennent pas à un
minimum régional :

LPE(f) ⊆ [RMIN [SK(f)]]c .

B.5.3 La LPE contrôlée par marqueurs

Dans cette partie, on présente tout d’abord la sélection des minima par filtrage, puis l’imposi-
tion des minima. Le principe de la segmentation contrôlée par marqueurs. Quelques remarques sont
également faites sur l’implémentation de la LPE.
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FIG. B.9 – Les bassins versants sont des zones d’influence généralisées. Le gradient interne du signal
d’entrée est tout d’abord calculé et utilisé comme masque géodésique à niveau de gris pour calculer
les zones d’influence géodésiques des minima M de l’image d’entrée.

B.5.3.1 Sélection des minima par filtrage

En règle générale, les images ont trop de minima, et le calcul sans précaution de la LPE conduit
à une sur-segmentation désastreuse. Pour avoir des minima significatifs, on peut procéder par filtrage
(fig. B.10) :

– soit « horizontal » par filtres alternés plans avec reconstruction ou non ;
– soit « vertical » par les fermetures de dynamique h ϕrec(f, f + h). En particulier, pour h = 1

on extrait tous les minima.
Rappelons maintenant comment calculer la fermeture par dynamique ou contraste à partir de la

reconstruction géodésique.

Définition 50 (Érosion géodésique numérique). Soit f ∈ F(E, T ) une fonction numérique sur le
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(a) filtrage « horizontal » (b) filtrage « vertical »

FIG. B.10 – Filtrage des marqueurs. (Source : Cours J. Serra [164]).

masque géodésique g ∈ F(E, T ) (f ≥ g), l’érosion géodésique de taille n est définie par :

ε(n)
g (f) = ε(1)g [ε(n−1)

g (f)]

où l’érosion géodésique unitaire est donnée par :

ε(1)g (f) = εB(f) ∨ g

Définition 51 (Fermeture par reconstruction numérique). La fermeture par reconstruction numérique,
ou reconstruction par érosion numérique, d’une image f selon une image g (Df = Dg et f ≥ g) est
définie comme l’érosion géodésique de f selon g itérée jusqu’à atteindre l’idempotence. Elle est notée
ϕrec(f, g) :

ϕrec(f, g) = ε(n)
g (f) avec ε(n)

g (f) = ε(n+1)
g (f) .

B.5.3.2 Imposition des marqueurs comme des minima

Les marqueurs n’ont souvent aucune raison de coïncider avec des minima de l’image f . La notion
d’imposition des minima ou « swamping » permet de dissocier complètement les deux aspects.

Étant donnés une fonction f ≥ 0, et un jeu M de marqueurs, le swamping consiste à trouver l’inf
des fonctions :

– qui admettent pour minima les seules composantes connexes de M ;
– qui valent zéro sur M et sont supérieurs ou égales à f sur le complémentaire de M : M c.
L’image marqueur fm est définie comme ce qui suit :

fm(p) =

{
0, si p ∈M ;
maxx(f(x)), si p /∈M .

L’imposition des minima sur l’image d’entrée f se fait en deux étapes. Tout d’abord, l’image
minimum, pixel à pixel, entre l’image d’entrée et l’image marqueur est calculée : f ∧ fm. Par ce
moyen, les minima sont créés aux lieux correspondants aux marqueurs (s’ils n’existent pas déjà)
et on est assuré que l’image résultante est inférieure ou égale à l’image marqueur. En outre deux
minima distincts à imposer peuvent tomber dans un minimum de f de niveau 0. Il est donc nécessaire
de considérer (f + 1) ∧ fm plutôt que f ∧ fm. La deuxième étape consiste en une fermeture par
reconstruction de (f + 1) ∧ fm depuis l’image marqueur fm (cf. définition 51, p : 250) :

ϕrec(fm, (f + 1) ∧ fm) .
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FIG. B.11 – Imposition des minima ou swamping. (Source : Cours J. Serra [164]).

B.5.3.3 Paradigme de la segmentation par LPE

L’idée fondamentale derrière la segmentation contrôlée par marqueurs est de transformer l’image
d’entrée de telle manière que la LPE de l’image transformée corresponde aux frontières des objets si-
gnificatifs. L’image transformée est appelée « fonction de segmentation » ou « fonction à segmenter ».
En pratique, un calcul direct de la LPE de la fonction de segmentation fournit une sur-segmentation
qui est due à la présence d’une pléthore de minima. Par conséquent, la fonction de segmentation doit
être filtrée avant de calculer sa LPE afin de supprimer tous les minima non pertinents. Toute technique
de filtrage peut être considérée. Cependant, la technique d’imposition des minima associés à des mar-
queurs, que nous venons de décrire, est le filtre le plus approprié pour de nombreuses applications.
Elle nécessite la détermination d’une fonction marqueur qui marque les objets pertinents de l’image
et leur fond. Les marqueurs correspondants sont ensuite utilisés somme un ensemble de minima à
imposer à la fonction de segmentation.

Le schéma de cette méthode est présenté dans la figure B.12. Les marqueurs des objets sont extraits
de l’image en utilisant des détecteurs de caractéristiques. Le choix des détecteurs de caractéristiques
repose sur une connaissance a priori ou des hypothèses sur les propriétés d’un objet de l’image. Les
caractéristiques les plus courantes concernent les extrema de l’image, les zones plates (i.e. les compo-
santes connexes de pixels de même niveau de gris), les zones de texture homogène, ... Pour certaines
applications, les marqueurs peuvent être définis manuellement. Un marqueur par région est nécessaire
puisqu’il existe une correspondance entre le marqueur et le segment associé de la partition finale.
Cependant, si la classe de l’objet repéré par chaque marqueur est connue, plusieurs marqueurs de la
même classe peuvent être considérés pour chaque objet de l’image. La taille des marqueurs peut aller
d’un pixel unique à de grandes composantes connexes de pixels. Lorsque l’on travaille sur des images
bruitée, les grands marqueurs fonctionnent mieux que les petits.

La détermination de la fonction de segmentation se fait à partir d’un modèle pour la définition
de la frontière de l’objet. Par exemple, si les objets de l’image sont définis comme des régions aux
niveaux de gris quasiment constants, un opérateur de gradient morphologique améliorera les frontières
des objets. Si les objets de l’image sont des régions à la texture homogène, les opérateurs rehaussant
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Image d'entrée

Modèle des 
marqueurs
des objets

Détection de
caractéristiques

Fonction 
marqueur

Interaction
utilisateur

Modèle des 
frontières des objets
e.g. forte variations 
des niveaux de gris

Amélioration des 
frontières des objets

Fonction de 
segmentation

Imposition des 
minima

LPE

Image segmentée

FIG. B.12 – Paradigme morphologique pour la segmentation d’image. La compréhension d’image est
faite aux premières étapes du processus. La clef du succès consiste à générer des marqueurs et des
fonctions de segmentation pertinents. Alors, le reste de la procédure est non-paramétrique.

les transitions entre deux textures peuvent être utilisés.
Les marqueurs des objets sont ensuite utilisés comme ensemble de marqueurs à imposer à la

fonction de segmentation. Finalement, les frontières des objets sont obtenues en calculant les LPE des
fonctions de segmentation filtrées.

B.5.3.4 Calcul direct de la LPE avec des marqueurs

Meyer [117] a proposé une extension de l’algorithme de LPE qui combine l’imposition des mi-
nima et la calcul de la LPE dans un seul algorithme. Ceci est effectué grâce à des files d’attentes
hiérarchiques. Pour plus de détail se reporter à [29].

B.5.4 LPE hiérarchique : algorithme des cascades

Meyer [118] a proposé des méthodes utilisant des graphes qui ont abouti à des algorithmes de
segmentation hiérarchiques multi-échelles très rapides et efficaces.

Nous présentons ici un autre algorithme de LPE hiérarchique non-paramétrique : l’algorithme
des cascades de LPE, proposé par Beucher [26]. Si la LPE est construite sur l’image gradient, cette
méthode repose sur l’hypothèse que les contours les plus forts correspondent aux objets à segmenter.
Concrètement à chaque étape de cette segmentation hiérarchique, on cherche à supprimer les contours
les plus faibles entourés de contours de valeurs plus élevées, en fusionnant les bassins versants des
contours supprimés. Un tel processus peut être itéré de façon à supprimer, lors d’une nouvelle passe,
l’ensemble des contours devenus à leur tour les plus faibles. Demarty [49] a proposé un algorithme
pour cette procédure de segmentation hiérarchique fondé sur un graphe de voisinage entre régions
(sans avoir besoin de l’image mosaïque).
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L’implémentation la plus simple de l’algorithme de cascades se fonde sur la reconstruction de
la fonction gradient de l’image mosaïque avec sa LPE. Soyons plus précis. L’image à niveaux de
gris à segmenter et son gradient sont respectivement f et g, avec f, g : E → T = {tmin, tmin +
1, . . . , tmax}. Soit LPE(g) la LPE du gradient g. L’image mosaïque m est obtenue comme la valeur
moyenne de la fonction f dans chaque bassin versant de LPE(g). Puis, on calcule le gradient de la
mosaïque, qu’on notera g1. L’algorithme de cascades est comme suit :

Algorithme 15 Algorithme des cascades
1: Calculer la LPE de la fonction g1 : LPE(g1).
2: Définir une nouvelle fonction numérique, h :

h(x) =

{
g1(x) si x ∈ LPE(g1)
tmax si x ∈ LPEc(g1)

On a f ≥ g1.
3: Reconstruire g1 à partir de h par érosion géodésique : g∗1 = εrec

g1
(h). En fait la reconstruction va

remplir chaque bassin versant avec un plateau de hauteur égal à la profondeur minimale des lignes
de la LPE qui entourent le bassin versant. Par conséquent, s’il y a un bassin versant adjacent avec
une hauteur inférieure à celle définie, le plateau généré ne sera pas un minimum.

4: Calculer la LPE de la fonction g∗1 : les bassins versants sont associés aux minima significatifs.
5: Construire une nouvelle mosaïque à partir de cette dernière LPE, m1, sur laquelle on calcule le

gradient g2 et ensuite on peut itérer l’algorithme pour obtenir la hiérarchie.
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