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SOL ET REPRÉSENTATION EN MOTS VISUELS DES IMAGES

SATELLITAIRES

soutenue le 02-03-2009 devant le jury composé de :
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oublier Camille, Jérémie, Aymen, Charles et les autres.
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Résumé

La reconnaissance de la couverture des sols à partir de classifications automatiques est
l’une des recherches méthodologiques importantes en télédétection. Par ailleurs, l’obten-
tion de résultats fidèles aux attentes des utilisateurs nécessite d’aborder la classification
d’un point de vue sémantique. Cette thèse s’inscrit dans ce contexte, et vise l’élaboration
de méthodes automatiques capables d’apprendre des classes sémantiques définies par
des experts de la production des cartes d’occupation du sol, et d’annoter automatique-
ment de nouvelles images à l’aide de cette classification.

A partir des cartes issues de la classification CORINE Land Cover, et des images satel-
litaires multispectrales ayant contribué à la constitution de ces cartes, nous montrons tout
d’abord que si les approches classiques de la littérature basées sur le pixel ou la région
sont suffisantes pour identifier les classes homogènes d’occupation du sol telles que les
champs, elles peinent cependant à retrouver les classes de haut-niveau sémantique, dites
de mélange, parce qu’étant composées de différents types de couverture des terres.

Pour détecter de telles classes complexes, nous représentons les images sous une
forme particulière basée sur les régions ou objets. Cette représentation de l’image, dite
en mots visuels, permet d’exploiter des outils de l’analyse de textes qui ont montré leur
efficacité dans le domaine de la fouille de données textuelles et en classification d’images
multimédia. A l’aide d’approches supervisées et non supervisées, nous exploitons d’une
part, la notion de compositionnalité sémantique, en mettant en évidence l’importance des
relations spatiales entre les mots visuels dans la détermination des classes de haut-niveau
sémantique. D’autre part, nous proposons une méthode d’annotation utilisant un modèle
d’analyse statistique de textes : l’Allocation Dirichlet Latente. Nous nous basons sur ce
modèle de mélange, qui requiert une représentation de l’image dite en sacs-de-mots vi-
suels, pour modéliser judicieusement les classes riches en sémantique. Les évaluations
des approches proposées et des études comparatives menées avec les modèles gaussiens
et dérivés, ainsi qu’avec le classificateur SVM, sont illustrées sur des images SPOT et
QuickBird entre autres.

Mots-clés : apprentissage automatique, modèle LDA, classification, sémantique, repré-
sentation en mots visuels, images satellitaires, cartographie.
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Abstract

Land cover recognition from automatic classifications is one of the important me-
thodological researches in remote sensing. Besides, getting results corresponding to the
user expectations requires approaching the classification from a semantic point of view.
Within this frame, this work aims at the elaboration of automatic methods capable of lear-
ning classes defined by cartography experts, and of automatically annotating unknown
images based on this classification.

Using CORINE Land Cover maps, we first show that classical approaches in the state-
of-the-art are able to well-identify homogeneous classes such as fields, but have difficulty
in finding high-level semantic classes, also called mixed classes because they consist of
various land cover categories.

To detect such classes, we represent images into visual words, in order to use text
analysis tools which showed their efficiency in the field of text mining. By means of su-
pervised and not supervised approaches on one hand, we exploit the notion of seman-
tic compositionnality : image structures which are considered as mixtures of land cover
types, are detected by bringing out the importance of spatial relations between the visual
words. On the other hand, we propose a semantic annotation method using a statistical
text analysis model : Latent Dirichlet Allocation. We rely on this mixture model, which re-
quires a bags-of-words representation of images, to properly model high-level semantic
classes. The proposed approach and the comparative studies with Gaussian and GMM
models, as well as SVM classifier, are assessed using SPOT and QuickBird images among
others.

Keywords : machine learning, LDA model, classification, semantic level, visual words
representation, satellite images, cartography.
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3.2.3 Primitives géométriques . . . . . . . . . . . . . . . . . . . . . . . . . 40
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Chapitre 1

Introduction

1.1 Contexte et problématique

Durant les dernières années, les progrès technologiques en termes d’acquisition des
images (microscopes, caméras, capteurs) ont entraı̂né une augmentation considérable du
nombre d’images disponibles. Par exemple, dans le domaine de la télédétection pour
l’observation de la Terre, de grandes quantités d’images ont été délivrées par différents
capteurs radars à synthèse d’ouverture (Synthetic Aperture Radar ou SAR), et optiques de
type SPOT1 ou Landsat2. Plusieurs teraoctets sont encore produits chaque jour, grâce à
une nouvelle génération de capteurs à haute résolution qui fournit en permanence de
nouvelles images de la Terre. Le satellite QuickBird par exemple, est capable d’acquérir
annuellement des données couvrant plus de 75 millions de km2. Par ailleurs, de nom-
breux autres satellites sont attendus dans les années à venir, notamment la famille de sa-
tellites optiques Pléiades de résolution sub-métrique. Ce large éventail d’images variées
d’observation de la Terre est exploité dans divers domaines d’applications liés aux res-
sources naturelles et aux activités humaines : la reconnaissance des cultures, les risques
environnementaux , la surveillance planétaire, l’aménagement du territoire et en particu-
lier l’occupation des sols.

Par ailleurs, ce volume important d’images disponibles et les avancées en termes de
stockage de données engendrent des bases de données de plus en plus riches en infor-
mation. Il devient alors difficile pour l’humain, d’exploiter les informations contenues
dans ces grandes bases d’images. En effet, les tâches de classification et d’indexation
d’images effectuées manuellement nécessitent des efforts humains et financiers impor-
tants, le temps requis, le caractère répétitif de la tâche et la concentration nécessaire étant
problématiques. Les cartes CORINE Land Cover3, utilisées à l’échelle européenne, illus-
trent bien cette situation. Ces cartes sont générées à partir d’images satellitaires qui sont
interprétées visuellement par un expert, s’aidant de données exogènes (photographies
aériennes, cartes topographiques et thématiques, etc). Des centaines de milliers de km2

devant être décrits, le processus est long et délicat. Il serait donc intéressant de disposer
de méthodes automatiques pour l’analyse et l’interprétation de telles bases d’images.

1Satellite Pour l’observation de la Terre (http ://www.spotimage.fr)
2Ce programme américain de télédétection spatiale (NASA) a été le premier programme civil d’observa-

tion de la Terre par satellite. Il a commencé avec le lancement du premier LANDSAT en juillet 1972.
3Le projet européen CORINE Land Cover a pour objectif de produire un inventaire biophysique de l’oc-

cupation des sols européens. Cette description repose sur une taxinomie précise afin d’assurer la consistance
des résultats produits par les photointerprètes.



16 1. INTRODUCTION

Le besoin d’automatiser les méthodes de classification et d’indexation se justifie en
outre par la nécessité d’avoir des systèmes efficaces de gestion, d’accès et de recherche
dans les banques d’images. Des études récentes menées à ce propos utilisent le contenu
visuel des images pour les répertorier, c’est-à-dire qu’elles font usage de l’information
portée par des attributs numériques directement calculés sur l’image, tels que la couleur
ou la texture, encore appelés caractéristiques de “bas-niveau”. Cependant, ces méthodes
d’indexation par le contenu visuel ne sont pas suffisantes pour communiquer des résultats
fidèles aux attentes des utilisateurs humains, car ces derniers effectuent plutôt des requê-
tes sémantiques par mots-clés ou en langage naturel (montagne, forêt, zone urbaine,
etc). Ce problème se traduit par le “fossé sémantique” (ou semantic gap), qui est défini
dans [Smeulders et al., 2000], comme “le manque de concordance entre les informations
qu’on peut extraire des données visuelles et l’interprétation de ces mêmes données par
un utilisateur dans une situation déterminée”. Un accès efficace aux images, à un niveau
sémantique, est donc un défi à relever pour permettre aux utilisateurs de profiter du
contenu des bases d’images et répondre à leur besoin d’information.

Ainsi, l’organisation des bases de données en classes sémantiques dépendant du con-
texte de l’utilisateur est souhaitable, voire nécessaire. Dans ce contexte, nous nous intéres-
sons dans cette thèse, à un problème actuel présent dans les tâches de classification et
extraction du contenu des images satellitaires, à savoir la construction d’un système qui
apprend de manière automatique, des informations de haut-niveau sémantique (c’est-à-
dire définies par des utilisateurs) contenues dans une image.

1.2 Objectifs et contributions

La nécessité de disposer de méthodes d’apprentissage automatique pour la classifica-
tion des images satellitaires présente un intérêt particulier pour les applications de type
cartographie de l’occupation du sol. Les images satellitaires se prêtent particulièrement
bien à la planification urbaine et rurale, puisque grâce à leur haute fréquence, elles don-
nent une image complète de la trame urbaine et de son arrière-pays. Elles forment une
source de données fonctionnelles, facilement utilisables par les Systèmes d’Information
Géographiques (SIG). Quelques exemples d’images satellitaires délivrées par différents
capteurs optiques sont exposés dans la figure 1.1. Suivant la résolution des images, il est
possible d’y identifier différents types d’occupation du sol, correspondant à des classes
sémantiques différentes. Par exemple, dans les images à faible résolution telles que SPOT2
(figure 1.1(a)), on trouve des forêts, des champs, des villes, etc. Au fur et à mesure que la
résolution croı̂t, les classes identifiées sont plus localisées et plus riches en sémantique. Il
s’agit par exemple des zones résidentielles, des routes, des bâtiments, des parkings, etc.
Ainsi, suivant la résolution des images, les types d’occupation du sol recherchés par les
experts dans les images diffèrent.

Pour de telles applications, nous souhaitons élaborer des méthodes capables d’ap-
prendre automatiquement une taxinomie définie par des experts. La classification hiérar-
chique de CORINE Land Cover par exemple, repose sur une telle taxinomie et les cartes
établies par les experts constituent une référence. Il serait donc intéressant d’utiliser cette
classification en vue d’apprendre les règles de décision pour la classification automatique
de terrains inconnus à partir d’images satellitaires.

Un large éventail de méthodes de classification ont été développées dans la littérature
pour extraire des informations de couverture des sols (land cover) à partir d’images de
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(a) Loiret : SPOT2, 20 m ©CNES (b) Barcelone : SPOT5, 5 m ©CNES

(c) Bagdad : Ikonos, 1 m ©Space Imaging (d) Las Vegas : Quickbird, 61 cm
©DigitalGlobe

FIG. 1.1 – Exemples d’images délivrées par différents capteurs optiques, à différentes
résolutions.

télédétection pour l’observation de la Terre. Une image étant un tableau de pixels, les
méthodes classiques utilisent une approche basée sur le pixel, supervisée ou non [Jensen,
1986; Gong et al., 1992; Casals-Carrasco et al., 2000]. Chaque pixel de l’image est attribué
à une classe, principalement à partir de propriétés locales (spectrales et/ou texturelles).
La classification basée sur le Maximum de vraisemblance, qui est la méthode basée sur
le pixel la plus utilisée, est limitée dans la mesure où elle ne tient pas compte de l’in-
formation contextuelle [Zhou & Robson, 2001; Dean & Smith, 2003]. Cette limitation se
traduit par une mauvaise identification de certaines classes dites “de mélange”. En ef-
fet, il s’agit de classes qui sont composées de différents types de couverture des terres,
et qui présentent des difficultés à être bien identifiées de manière automatique, avec de
telles approches. Cette critique reste valable pour les approches orientées régions ou ob-
jets [Baraldi & Parmiggiani, 1990; Kusaka et al., 1990], qui considèrent l’image comme un
ensemble de régions significatives obtenues via une segmentation de l’image effectuée au
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préalable, et classifient chaque région indépendamment.

Dans cette thèse, les études que nous avons tout d’abord menées avec la taxinomie
de CORINE Land Cover ont confirmé ces observations, notamment avec la classe des
forêts mélangées, qui sont une combinaison de forêts de feuillus et de forêts de conifères, ces
dernières étant elles-mêmes des classes à part entière. De même, les classes présentes
dans des images à plus haute résolution telles que les banlieues résidentielles sont com-
posées de plusieurs classes élémentaires (maisons, jardins, piscines, etc).

L’approche développée dans cette thèse pour pallier de telles difficultés repose sur
le choix d’une représentation des images, motivé par les limitations rencontrées. Cette
représentation de l’image, dite en mots visuels, est basée sur une approche orientée
région. Mais contrairement aux méthodes de classification qui classifient chaque région,
nous nous intéressons à une telle représentation pour ses capacités de mise en évidence
des structures de l’image, facilitant ainsi son exploration et son interprétation. En outre,
elle constitue une représentation concise de l’image, qui peut ensuite être utilisée à plu-
sieurs fins, notamment avec les méthodes inspirées de l’analyse de textes, telles que les
modèles à variable latente, qui ont déjà prouvé leur efficacité.

Partant de cette représentation, nous proposons d’exploiter le principe de composi-
tionnalité sémantique [Pelletier, 1994], très utilisé en Traitement Automatique des Lan-
gues (TAL), et de l’appliquer aux images satellitaires afin d’analyser leur contenu, et
en particulier identifier les classes de mélange. Ce principe établit que la signification
d’une expression complexe est fonction de la signification de ses parties et de leurs re-
lations syntaxiques. Nous proposons donc de mener l’opération de reconnaissance des
classes de mélange, en identifiant des structures de l’image potentiellement porteuses de
sémantique. Une structure étant considérée comme un groupe de mots visuels (régions
élémentaires) connexes, la mise en évidence des structures est donc effectuée via la prise
en compte des relations spatiales entre les mots visuels de l’image, ainsi que leur modéli-
sation.

Par ailleurs, nous proposons une méthode d’annotation des grandes images satel-
litaires, basée sur un modèle d’analyse statistique de texte : les portions de l’image,
qui dans notre cas peuvent être considérées comme des structures, sont associées à des
concepts sémantiques définis au préalable par l’utilisateur. Il s’agit en fait d’une anno-
tation sémantique de l’image abordée comme un problème de classification supervisée,
les classes pouvant être pures ou de mélange. L’idée est de profiter de la hiérarchie du
modèle textuel choisi, et du fait que la représentation de l’image que nous avons adoptée
est appropriée pour ce modèle, pour mieux classifier les classes de mélange. En effet, ces
dernières peuvent être vues comme une hiérarchie sémantique dans laquelle les compo-
santes du mélange, qui sont les mots visuels dans le cas des structures, appartiendraient
au niveau inférieur à celui de la classe de mélange.

Nous menons une étude comparative approfondie, théorique et expérimentale, entre
la classification proposée et d’autres approches basées sur le modèle gaussien et le classi-
ficateur SVM (Séparateur à Vaste Marge ou Support Vector Machine). Il s’agit d’évaluer la
contribution de l’approche par structures que nous proposons par rapport aux approches
classiques, dans la détermination des classes de mélange en particulier.
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1.3 Organisation du document

Pour présenter plus en détail nos réflexions sur les méthodes de classification automa-
tique des images satellitaires pour les applications de type cartographie de l’occupation
du sol, le présent document est structuré en huit chapitres.

Le chapitre 2 introduit la notion d’apprentissage automatique en général, et se foca-
lise sur son application à la classification supervisée. Nous nous intéressons à l’imagerie
de télédétection, et présentons un état de l’art des méthodes de classification d’images
satellitaires pour les applications de cartographie de l’occupation du sol.

Dans le chapitre 3, nous détaillons chacune des étapes importantes du processus de
classification supervisée des images basée sur un algorithme d’apprentissage automa-
tique. Les différents algorithmes et outils de la classification supervisée y sont exposés,
ainsi que les avantages et inconvénients de chacun d’eux. En effet, du choix des primi-
tives, de la méthode de classification, de l’algorithme d’apprentissage automatique et
éventuellement du modèle utilisé, dépendent les performances de la classification.

Le chapitre 4 quant à lui, illustre une application de l’apprentissage automatique pour
la classification supervisée, tel qu’on peut le faire avec des approches classiques. En ef-
fet, les images satellitaires utilisées pour produire les cartes CORINE Land Cover sont
analysées via une approche pixel, pour apprendre les classes sémantiques définies par
des experts. La difficulté d’apprendre les classes de mélange et de les reconnaı̂tre dans de
nouvelles images nous a conduit, dans le chapitre 5 à faire un choix de représentation de
l’image pouvant permettre d’aborder ce problème.

En effet, la représentation en mots visuels est introduite dans le chapitre 5. Nous y
montrons le potentiel d’une telle représentation et son intérêt pour notre problématique.
Elle permet entre autres de pouvoir identifier les structures de l’image, tout en exploitant
les outils de l’analyse de textes qui paraissent performants.

Le chapitre 6 exploite la compositionnalité sémantique et utilise les relations spatiales
entre les mots visuels composant la représentation de l’image, pour déterminer les struc-
tures et les classes de mélange. Le chapitre 7 quant à lui, propose une méthode d’annota-
tion de grandes images à l’aide d’un modèle de fouille de textes adapté à la représentation
en mots visuels : l’Allocation Dirichlet Latente (LDA), utilisant une représentation dite
en sacs-de-mots. Les classes sémantiques utilisées étant pures ou mélangées, la struc-
ture hiérarchique du modèle est exploitée pour la bonne identification de ces dernières
classes. Enfin, nous comparons notre approche avec celles de la littérature, notamment
les classificateurs utilisant les modèles gaussiens et mélanges de gaussiennes, mais aussi
l’algorithme SVM.

Nous concluons dans le chapitre 8 en résumant nos principales contributions. Nous y
dégageons également quelques pistes de recherche intéressantes autour de nos travaux.
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Chapitre 2

Apprentissage automatique et
classification supervisée en imagerie
satellitaire

Dans plusieurs secteurs d’activité, l’augmentation permanente de la quantité des don-
nées rend plus complexes les tâches d’analyse des données par les experts. Avec le déve-
loppement d’ordinateurs de plus en plus performants, il est possible d’automatiser de
tels processus, et d’aider les experts à comprendre de grands ensembles de données très
complexes afin de prendre des décisions : c’est l’objet de l’apprentissage automatique.
Né des efforts communs des chercheurs issus des domaines de l’informatique et de la
statistique, l’apprentissage automatique a pour but d’extraire automatiquement des in-
formations à partir de données, via des approches statistiques ou structurelles. Tandis
que les méthodes statistiques, dérivées de la théorie de Vapnik-Chervonenkis [Vapnik,
1996], tentent d’expliquer l’apprentissage d’un point de vue statistique, les méthodes
structurelles font usage de l’inférence grammaticale qui dégage les règles d’un langage
formel (sa grammaire) à partir d’exemples positifs ou négatifs, ou de la constitution de
prototypes. Elles s’appuient sur la comparaison des représentations structurées avec des
représentations prototypes conservées en mémoire : comparaison de graphes, de chaı̂nes
et d’arbres. Dans nos travaux, nous nous intéressons particulièrement à l’apprentissage
automatique statistique qui regroupe les méthodes d’inférence statistique s’appuyant sur
une description des données et/ou de la tâche par des modèles probabilistes. Dans ce
contexte, nous présentons dans ce chapitre, la problématique de l’apprentissage automa-
tique, et nous intéressons à son utilisation pour la classification supervisée des images
satellitaires en particulier.

2.1 Notion d’apprentissage automatique

A la croisée de plusieurs disciplines telles que les statistiques et l’intelligence artifi-
cielle, l’apprentissage automatique (ou machine learning) offre un cadre méthodologique
et théorique pour l’inférence à partir de données [Hastie et al., 2001; Alpaydin, 2004;
Mitchell, 1997]. En effet, il a pour objectif d’extraire et d’exploiter automatiquement l’in-
formation présente dans un jeu de données obtenues à partir d’expériences ou d’obser-
vations.

Avant 1985, il n’existait quasiment aucune application commerciale de l’apprentis-
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sage automatique. Mais actuellement, il est utilisé dans plusieurs domaines de la science,
la finance, le commerce et l’industrie [Hastie et al., 2001; Alpaydin, 2004]. Dans le sec-
teur commercial par exemple, les sociétés de vente au détail analysent leurs données
de vente passées pour apprendre le comportement de leurs clients, afin d’améliorer la
gestion de la relation clientèle. De même en finance, les banques étudient les anciennes
données pour construire des modèles qui seront utilisés dans les applications de crédit et
de détection de fraudes. Dans le secteur industriel, les robots par exemple, apprennent à
optimiser leur comportement pour accomplir des tâches en utilisant le minimum de res-
sources. En médécine, l’apprentissage automatique est utilisé pour le diagnostic médical,
tandis qu’en bioinformatique, il intervient dans l’analyse du génome, pour l’expression
des gènes dans différentes situations biologiques.

On trouve également plusieurs applications de l’apprentissage automatique dans le
domaine du traitement du signal, des images et de la vidéo [Camastra & Vinciarelli,
2008; Theodoridis & Koutroumbas, 2003]. Il est par exemple utilisé pour la reconnais-
sance des formes, qui englobe entre autres, la reconnaissance de la parole où l’on doit
apprendre l’association d’un signal acoustique à un mot dans un langage donné. Par
ailleurs, plusieurs systèmes de vision par ordinateur, depuis ceux de reconnaissance des
visages jusqu’aux systèmes qui classifient automatiquement les images microscopiques
de cellules, sont développés à l’aide des techniques d’apprentissage automatique, car les
systèmes résultants sont plus précis que les programmes développés manuellement. En
télédétection, l’apprentissage automatique est utilisé pour l’analyse et la classification des
images de télédétection (optiques, radar, aériennes), pour des applications telles que la
gestion urbaine, la production des cartes d’occupation du sol (land cover) ou encore l’ana-
lyse des séismes et autres catastrophes naturelles.

Par ailleurs, l’apprentissage automatique est étroitement lié à l’intelligence artificielle
[Russell & Norvig, 1995], dans la mesure où un système intelligent présent dans un en-
vironnement qui évolue doit être capable d’apprendre pour s’adapter aux changements
de son environnement. Il joue également un rôle clé dans le domaine de la fouille de
données.

2.1.1 Fouille de données

La fouille de données (ou data mining) est l’application des méthodes d’apprentis-
sage automatique aux grandes bases de données [Weiss & Indurkhya, 1998; Duda et al.,
2000]. En effet, elle consiste à rechercher et extraire l’information utile de gros volumes
de données, ce qui fait d’elle l’un des maillons de la chaı̂ne de traitement pour l’extrac-
tion des connaissances à partir des données (ECD ou knowledge discovery in databases)
[Fayyad et al., 1996; Frawley et al., 1992].

L’extraction de connaissances dans les bases de données consiste à analyser un en-
semble de données brutes de façon à en extraire des connaissances exploitables. En fonc-
tion de ses objectifs, un expert du domaine relatif aux données va les sélectionner et utili-
ser des outils de fouille de données pour construire des modèles expliquant les données.
L’expert peut ensuite sélectionner et exploiter les modèles qui représentent un point de
vue satisfaisant. Pour mener à bien son activité, l’analyste met à contribution ses connais-
sances mais aussi un ensemble d’outils regroupés au sein d’un système d’ECD. L’ECD est
un processus complexe qui se déroule suivant une suite d’opérations :

– la préparation des données : sélection des descripteurs, constitution d’une table,
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discrétisation. Cette première phase est cruciale car du choix des descripteurs et de
la connaissance précise de la population, va dépendre la mise au point des modèles
de prédiction,

– l’ extraction de connaissances à l’aide d’algorithmes de calcul : c’est la fouille de
données, qui produit des motifs potentiellement intéressants. Les données peuvent
être stockées dans des entrepôts (data warehouse), dans des bases de données dis-
tribuées, ou sur Internet (web mining). La fouille de données ne se limite pas au
traitement des données structurées sous forme de tables numériques, elle offre
des moyens pour aborder les corpus en langage naturel (text mining), les images
(image mining), le son (sound mining) ou la video et dans ce cas, on parle alors plus
généralement de multimedia mining.

– et la visualisation et l’interprétation des résultats lors d’interactions avec l’expert.
L’ECD peut être ainsi vue comme le processus alimentant un système à base de connais-

sances : les connaissances extraites sont stockées dans la base pour être réutilisées dans
d’autres applications et mises à jour le cas échéant.

2.1.2 Catégories d’apprentissage automatique

L’apprentissage automatique regroupe un ensemble de méthodes et théories d’ana-
lyse des données. Ces méthodes peuvent être classées en fonction du type d’apprentis-
sage utilisé. En effet, les problèmes d’apprentissage peuvent être soit supervisés, soit non
supervisés.

Dans l’apprentissage supervisé, le but est de prédire la valeur d’une mesure de sortie,
en se basant sur un certain nombre de mesures d’entrée. Le terme “supervisé” est jus-
tifié par la présence de la variable de sortie qui guide le processus d’apprentissage (un
expert étiquette correctement les valeurs d’entrée). L’on dispose donc d’un échantillon
d’exemples constitués de paires entrées/sorties, à partir duquel on veut concevoir une
règle générale ou un modèle qui représente la relation entrée/sortie sous-jacente. La va-
leur de sortie peut être soit un code de classe (sortie qualitative), et on parle alors d’un
problème de classification ou encore de discrimination ou d’apprentissage de concepts à
partir d’exemples, soit une valeur numérique (sortie quantitative), et dans ce cas, il s’agit
d’un problème de régression.

Dans l’apprentissage non supervisé, l’on ne dispose que des données d’entrée et il
n’y a aucune mesure de la sortie (il n’y a pas d’expert pour étiquetter correctement
les exemples). Le but est donc de décrire comment les données sont organisées ou re-
groupées, c’est-à-dire, les associations et régularités dans les mesures d’entrée. En statis-
tiques, on parle d’estimation de densité, dont une méthode est le clustering.

Plusieurs algorithmes sont utilisés pour l’extraction automatique d’un modèle à par-
tir d’un échantillon d’observations décrites par des variables. On distingue entre autres,
les réseaux de neurones pour un apprentissage supervisé ou non, la méthode des k-
plus proches voisins pour un apprentissage supervisé, ainsi que les arbres de décision
[Breiman et al., 1984; Quinlan, 1993], les méthodes bayésiennes comme le classificateur
bayésien naı̈f, et plus récemment, les machines à vecteurs de support ou SVM (Support
Vector Machines) [Cortes & Vapnik, 1995], qui permettent le traitement de problèmes de
très grande dimension, en particulier dans les cas où les objets sont représentés par un
très grand nombre de variables d’entrée.

La tâche la plus étudiée en apprentissage automatique consiste à inférer une fonc-
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tion classant des exemples représentés comme vecteurs de traits distinctifs dans une
catégorie parmi un ensemble fini de catégories données. Dans la section suivante, nous
nous intéressons plus en détail au principe de l’apprentissage automatique supervisé
pour la classification.

2.2 Application à la classification supervisée

Les méthodes de classification ont pour but d’identifier les classes auxquelles appar-
tiennent des objets, à partir de certains traits descriptifs. Elles s’appliquent à un grand
nombre d’activités humaines et conviennent en particulier au problème de la prise de
décision automatisée.

2.2.1 Principe

Le principe de l’apprentissage automatique peut être appliqué à la classification. L’in-
formation fournie en entrée d’un algorithme d’apprentissage supervisé pour la classifi-
cation est un échantillon d’objets ou d’exemples décrits par des variables d’entrée et par
une variable de sortie. Pour chaque objet, la valeur de la variable de sortie (la classe) est
connue et fournie à la méthode. Dans le cas particulier de la classification d’images, les
exemples sont des images étiquettées. Le but de l’apprentissage automatique est alors
de modéliser les relations entre les entrées et sorties de l’échantillon d’objets. Un tel
échantillon est appelé “ensemble d’apprentissage”, et sa constitution est réalisée par
un expert du domaine, son expérience étant ainsi exploitée implicitement. Le modèle
construit est ensuite utilisé pour prendre une décision quant à la classe d’un nouvel ob-
jet.

Le problème de la classification peut être décrit par le formalisme suivant : on dispose
d’un ensembleX ⊂ R, constitué deN objets xn. Chaque donnée xn est caractérisée parD
attributs et par sa classe yn ∈ {Ck, k = 1 . . .K}. Le problème consiste alors, en s’appuyant
sur l’ensemble des données :

X = {(xn, yn), n = 1 . . . N} (2.1)

à prédire la classe de toute nouvelle donnée x ∈ R.
Les algorithmes d’apprentissage utilisent donc les données pour construire un modèle

de manière automatique : c’est la phase d’apprentissage. Une fois le modèle construit, on
peut vérifier s’il permet une généralisation au-delà de l’ensemble d’apprentissage. Pour
cela, on utilise un échantillon de test, contenant des objets distincts de ceux de l’ensemble
d’apprentissage. La précision du modèle est généralement exprimée par son taux d’er-
reur ou son taux de bonne reconnaissance sur cet échantillon de test. C’est la phase de
prédiction, qui consiste à utiliser le modèle construit pour attribuer une classe à un nou-
vel objet x ∈ R.

Pour une bonne généralisation, il est nécessaire que la complexité du modèle et celle
de la fonction générant les données correspondent. Si le modèle construit est trop simple,
on parle de sous-apprentissage et on exprime la composante dominante de l’erreur par
le biais. D’autre part, un apprentissage trop précis peut ne pas être généralisable. Ce
phénomène est appelé sur-apprentissage, et l’erreur est exprimée sous la forme d’une
variance. Les deux sources d’erreur : le biais et la variance, sont liées à la complexité
du modèle, mais de manière opposée. On parle alors du compromis biais / variance
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FIG. 2.1 – Comportement de l’erreur de prédiction lorsque la complexité du modèle varie.

[Hastie et al., 2001]. La figure 2.1 montre le comportement de l’erreur de prédiction lors-
que la complexité du modèle varie.

2.2.2 Etat de l’art en imagerie satellitaire

Depuis plusieurs années, les capteurs optiques fournissent aux thématiciens de la
télédétection pour l’observation de la Terre, des images de plus en plus nombreuses et
de plus en plus riches. Pour exploiter correctement et efficacement la quantité d’infor-
mations contenue dans les images satellitaires, et en particulier pour produire des cartes
thématiques de haute qualité, des méthodes de traitement et d’analyse automatiques des
images ont été développées. Dans la littérature, des efforts importants ont été consacrés
aux techniques d’apprentissage automatique pour la classification. Et actuellement, ces
méthodes font encore l’objet de nombreux travaux. En effet, la classification est vue
comme un processus fondamental en télédétection, se situant au coeur de la chaı̂ne de
transformation de l’image satellitaire en un produit géographique utilisable : elle fournit
une couche classifiée, à mettre en correspondance avec des informations d’autres sources
dans un Système d’Information Géographique (SIG), ou bien à utiliser comme donnée de
base dans la construction d’un modèle dynamique de l’environnement.

Les méthodes de classification supervisée utilisent en général deux types d’approches :
celles qui sont basées sur le pixel (pixel-based approach) et celles qui sont basées sur la
région (region-based approach), appelée objet dans certains travaux (object-based approach).
Une image étant un tableau de pixels, les techniques classiques utilisent l’approche basée
sur le pixel [Jensen, 1986; Casals-Carrasco et al., 2000]. Dans les méthodes supervisées,
chaque pixel de l’image est attribué à une classe définie au préalable, principalement à
partir de ses caractéristiques de bas-niveau. Les méthodes utilisant des fenêtres de pixels
[Keramitsoglou et al., 2006] sont souvent associées à ce type d’approches. Quant à l’ap-
proche par régions, elle considère l’image comme un ensemble de régions significatives
(ou objets) obtenues via un partitionnement de l’image effectué au préalable (une seg-
mentation par exemple), et classifie ainsi des régions homogènes de l’image, plutôt que
chaque pixel séparément [Baraldi & Parmiggiani, 1990; Kusaka et al., 1990]. Par rapport
à la première approche, celle-ci présente donc l’avantage de tenir compte de l’arrange-
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ment spatial, c’est-à-dire de l’aspect contextuel, qui peut être exploité par la suite pour
améliorer les performances de classification. En imagerie satellitaire, suivant la résolution
des images et l’application souhaitée, l’une ou l’autre approche peut être appropriée.

La diversité des méthodes de classification présentes dans la littérature découle prin-
cipalement de la variété des algorithmes d’apprentissage automatique et des types d’in-
formation utilisés. En effet, Wilkinson [Wilkinson, 2005] montre que ces deux éléments de
la procédure de classification sont parmi ceux qui ont le plus évolué ces dernières années.

2.2.2.1 Algorithmes d’apprentissage

La procédure statistique de classification basée sur le Maximum de Vraisemblance
(MV) et exploitant principalement les propriétés spectrales, est la plus utilisée dans les
approches basées sur le pixel. Elle est très rapidement devenue une méthode standard,
plusieurs dérivés de cet algorithme développés par la suite ayant pour but de dépasser
les performances du classificateur MV. Par exemple, dans [Gorte & Stein, 1998], les au-
teurs proposent une méthode de classification bayésienne au niveau du pixel, basée sur
une extension itérative de la méthode du Maximum a Posteriori (MAP), qui elle-même,
est une généralisation de celle du maximum de vraisemblance lorsque la distribution a
priori n’est pas uniforme. A chaque itération, les probabilités a posteriori pour chaque
classe sont utilisées non seulement pour la classification, mais aussi pour obtenir les esti-
mations des surfaces de chaque classe. Ces dernières sont ensuite utilisées pour calculer
un ensemble de probabilités a priori actualisé qui sera utilisé dans la prochaine itération.
La méthode, illustrée sur une image Landsat TM, permet de mieux identifier des classes
telles que les zones industrielles, l’agriculture, les zones résidentielles, et la végétation
naturelle, par rapport à la méthode classique du maximum de vraisemblance.

De manière générale, dans la plupart des travaux de classification supervisé, et même
dans les approches par régions, la classification basée sur le maximum de vraisemblance
est comparée aux méthodes proposées, afin de juger des performances de ces dernières
[Casals-Carrasco et al., 2000; Dean & Smith, 2003; Yan et al., 2006]. Gao et ses collègues
[Yan et al., 2006] par exemple, comparent une classification supervisée basée sur le maxi-
mum de vraisemblance et opérée sur chaque pixel, et une classification orientée objet.
Cette dernière partitionne d’abord l’image à l’aide d’une segmentation multi-résolution
par croissance de régions, puis utilise un classificateur soft basé sur les plus proches voi-
sins. L’évaluation de ces deux méthodes utilisées pour cartographier l’occupation des
terres dans une région de feu de charbon en Chine, montre que la classification orientée
objet présente un taux global de bonne classification supérieur de 37% à celui de l’autre
classification. De même, Frizelle et Moody [Frizelle & Moody, 2001] opposent un classi-
ficateur basé sur le maximum de vraisemblance et un classificateur basé sur les réseaux
de neurones, en les utilisant pour caractériser l’occupation des terres comme des champs
continus représentant soit les proportions des classes, soit la certitude de classification.

Par ailleurs, de nombreux autres travaux de classification présents dans la littérature
sollicitent les réseaux de neurones [Bischof et al., 1992; Serpico & Roli, 1995; Peng et al.,
2003]. Dans [Bischof et al., 1992], les auteurs présentent une application de réseaux à trois
couches avec rétro-propagation, pour la classification d’images Landsat TM, basée sur
une approche pixel. Ils montrent que cette méthode donne de meilleures performances
que celles obtenues avec un classificateur gaussien au sens du maximum de vraisem-
blance. Certaines études telles que [Peng et al., 2003], étendent l’utilisation des réseaux
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de neurones pour la classification en les combinant avec d’autres types de traitements,
afin d’en améliorer l’efficacité. En effet, Peng, Li et Su proposent une méthode de clas-
sification des images de télédétection basée sur la théorie de l’évidence de Dempster-
Shafer [Shafer, 1976] et les réseaux de neurones. L’image d’origine est d’abord lissée,
puis un réseau de neurones avec rétro-propagation est utilisé pour apprendre et classi-
fier séparément l’image originale et l’image lissée. Le résultat de classification final est
obtenu en fusionnant à l’aide de la théorie de l’évidence, les deux classifications pro-
duites par le réseau de neurones. Les auteurs soutiennent que cette méthode améliore de
manière notable, les performances de classification données par l’utilisation des réseaux
de neurones uniquement.

Les arbres de décision [Hansen et al., 1996], encore appelés arbres de classification,
sont une alternative intéressante aux approches traditionnelles de classification de l’occu-
pation des sols. En effet, les arbres fournissent une méthode de classification hiérarchique
et non-linéaire, et sont bien adaptés pour manipuler des données d’apprentissage non-
paramétriques, aussi bien que des données catégoriques ou manquantes. Hansen et ses
collègues [Hansen et al., 1996] montrent que les performances obtenues avec les arbres
de décision sont comparables à celles données par le maximum de vraisemblance. Par
ailleurs, ils affirment que les arbres peuvent être utilisés pour réduire la dimensionnalité
des données et trouver des métriques utiles pour faire la distinction entre les différents
types d’occupation du sol. Pal et Mather [Pal & Mather, 2003] quant à eux, utilisent des
images de deux zones géographiques différentes, obtenues avec les capteurs Multispec-
tral Landsat ETM+ et Hyperspectral DAIS, pour juger des performances des arbres de
décision à une et plusieurs variables, pour la classification de l’occupation des sols. Le
degré d’exactitude de la classification réalisée par les arbres de décision est comparé aux
résultats obtenus avec les classificateurs basés sur les réseaux de neurones artificiels avec
rétro-propagation et le maximum de vraisemblance. Comme dans [Hansen et al., 1996],
les performances du classificateur par arbres de décision sont comparables à celles des
deux autres classificateurs, sauf pour les données de grande dimension pour lesquelles
les arbres de décisions sont moins efficaces que les réseaux de neurones et le maximum
de vraisemblance.

Pour traiter des données de grande dimension, les SVM (Machines à vecteurs de sup-
port ou Support Vector Machines) constituent une méthode de classification supervisée
particulièrement bien adaptée. Les résultats produits par cette méthode sont souvent
comparés à ceux d’autres algorithmes tels que les k-plus proches voisins, les réseaux de
neurones artificiels ou encore les arbres de décision univariés [Melgani & Bruzzone, 2004;
Pal & Mather, 2004; Zammit et al., 2007]. Et, comme Melgani et Bruzzone l’ont conclu, les
SVM s’avèrent être une alternative valide et efficace aux approches conventionnelles de
reconnaissance des formes pour la classification de données de télédétection hyperspec-
trales par exemple.

D’autres méthodes de classification, moins utilisées dans la littérature, sont basées
sur les fonctions densité de probabilité n−dimensionnelles [Cetin et al., 1993], ou encore
l’analyse de forme spectrale [Carlotto, 1998] pour les données multispectrales, la forme
spectrale d’une classe étant un vecteur d’attributs binaires qui décrivent les valeurs rela-
tives entre les bandes spectrales.
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2.2.2.2 Types d’information

La variété des méthodes de classification provient aussi de la diversité des informa-
tions utilisées. Il s’agit des différents types d’information extraites des images, de l’utilisa-
tion de données multisources ou encore de l’information exogène. Nous nous intéressons
dans cette analyse uniquement aux données provenant des images.

Les primitives triviales utilisées pour la classification sont spectrales ou basées sur
les niveaux de gris. Dans le cas d’images à plusieurs bandes spectrales, ces dernières
peuvent être combinées pour mettre en évidence des thèmes particuliers de l’image : ce
sont les néocanaux. Les plus populaires sont les indices de végétation, qui sont utilisés
pour déterminer le taux de végétation dans l’image. Dans leurs travaux de classification
d’images satellitaires, [Kusaka et al., 1990] et [Unsalan & Boyer, 2004] utilisent l’indice de
végétation normalisé (NDVI ou Normalized Difference Vegetation Index) comme une infor-
mation multispectrale additionnelle.

D’autres primitives ont été extraites des images, et sont généralement combinées
aux caractéristiques spectrales afin d’améliorer les performances de classification. Parmi
elles, les mesures de texture sont les plus utilisées [Song et al., 2006; He & Collet, 1999;
Gong et al., 1992]. Dans [He & Collet, 1999] par exemple, les auteurs proposent une procé-
dure de classification d’images multispectrales de type SPOT XS, qui introduit des ca-
ractéristiques texturelles issues de matrices de co-occurrence des niveaux de gris, dans
une classification conventionnelle basée sur le pixel, et implémentée à l’aide des réseaux
de neurones. De même, Aksoy et ses collègues [Aksoy et al., 2005] fusionnent les ca-
ractéristiques spectrales, texturelles basées sur les filtres de Gabor, et des données an-
cillaires, pour classifier des scènes Landsat, dans un cadre bayésien. Song, Li et Yang
[Song et al., 2006] quant à eux, proposent une mesure de texture appelée Local Binary
Pattern, dont la version à plusieurs variables est utilisée dans le processus de classifica-
tion d’images de télédétection multispectrales. Les auteurs montrent que cette méthode
peut améliorer les performances de classification de manière significative, par rapport à
la classification spectrale.

D’autre part, les caractéristiques spatiales et structurelles, qui tiennent compte de l’in-
formation contextuelle, peuvent également être utilisées pour la classification, générale-
ment avec des approches basées sur la région. Dans [Kusaka et al., 1990] par exemple, les
auteurs classifient une image SPOT multispectrale en utilisant les caractéristiques spec-
trales et spatiales de ses régions primitives obtenues via une technique de segmenta-
tion basée sur les contours. Ils montrent que l’ajout des caractéristiques spatiales telles
que le facteur de forme, la compacité ou encore la variation de luminosité des régions
primitives, améliore la qualité de la classification. Gong et Howarth [Gong & Howarth,
1990] décrivent une méthodologie pour incorporer l’information structurelle dans les
procédures de classification conventionnelles. Cette information est contenue dans une
image de densité des contours, obtenue en appliquant un filtre passe-haut Laplacien
et en extrayant les contours. En utilisant l’image de densité des contours comme une
bande additionnelle dans le classificateur de Mahalanobis, cette méthode améliore de
9.5%, les performances de la classification conventionnelle par maximum de vraisem-
blance. De même, Dell’Acqua et ses collègues [Dell’Acqua et al., 2004] combinent l’infor-
mation spectrale et l’information spatiale obtenue à l’aide des profils morphologiques
basés sur la morphologie mathémathique, pour classifier les images hyperspectrales à
haute résolution.

Certaines méthodes de classification font usage de plusieurs images issues de cap-
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teurs différents, ou du même capteur mais à des résolutions différentes. C’est dans ce
contexte que s’effectuent les tâches de fusion de données optiques et radar pour l’ana-
lyse d’images. Cependant ici, nous ne nous intéressons qu’aux images issues de cap-
teurs optiques uniquement. Unsalan et Boyer [Unsalan & Boyer, 2004] par exemple, pro-
posent une méthode de classification du développement des sols à partir d’images à
haute résolution, basée sur l’utilisation de primitives spectrales et structurales hybrides.
L’information structurale est extraite d’une image Ikonos Panchromatique à 1 m de réso-
lution, sous la forme de lignes droites photométriques et leur arrangement spatial dans
un voisinage, tandis que la réponse multispectrale est issue d’une image Ikonos à 4 m
de résolution, et est exprimée par le NDVI et sa forme linéarisée. Les caractéristiques
hybrides, obtenues en combinant l’information structurale et la réponse multispectrale,
permettent de mieux distinguer les régions urbaines des régions rurales que chaque ca-
ractéristique séparément. Dans le même ordre d’idées, le système GeoIRIS [Shyu et al.,
2007], développé pour la recherche et l’indexation par le contenu, utilise des informations
provenant de bases de données hétérogènes. En effet, dans leur système, les auteurs ex-
traient des caractéristiques d’une image panchromatique à haute résolution (0.6 - 1 m) et
d’une image satellitaire multispectrale (2.4 - 4 m), qui ont été fusionnées pour créer une
image multispectrale à 0.6 - 1 m de résolution, avec la même résolution spatiale pour tous
les canaux, y compris l’infrarouge.

D’autres facteurs liés à la nature même du système de classification, peuvent être pris
en compte pour traduire la multiplicité des méthodes de classification dans la littérature.
En effet, il existe par exemple des systèmes de classification floue [Zhang & Foody, 1998]
qui “arrondissent” les résultats donnés par les classificateurs durs, et les systèmes multi-
classificateurs [Wilkinson et al., 1995] qui intègrent les sorties de plusieurs classificateurs
de base.

2.3 Conclusions

La reconnaissance de la couverture du sol à partir des classifications automatiques
est l’une des recherches méthodologiques importantes en télédétection. Ces méthodes de
classification utilisent des algorithmes d’apprentissage pour construire de manière auto-
matique un modèle de classification à partir d’images étiquetées. L’information contenue
dans ce modèle permet de prendre une décision quant à la classe d’une nouvelle image.
De cette étude, nous retenons donc que la diversité des méthodes de classification dépend
principalement des algorithmes d’apprentissage utilisés. Cependant, elle est également
fonction des choix possibles pour les différents éléments du processus complet de classi-
fication, entre autres le choix des primitives. Dans le chapitre suivant, nous décrivons en
détail chacune des étapes de la chaı̂ne de classification supervisée.

Nous notons en outre, les fortes occurrences de la méthode classique de classification
basée sur le maximum de vraisemblance dans les travaux existants, méthode très souvent
utilisée pour effectuer un comparatif avec les approches proposées, et ainsi juger des
performances de ces dernières.
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Chapitre 3

Processus de classification
automatique supervisée

Dans nos travaux, nous nous intéressons à un problème actuel lié à la classification
automatique d’images satellitaires à l’aide de classes définies au préalable, pour les ap-
plications de type cartographie de l’occupation du sol. Nous présentons donc dans ce
chapitre, une description des différentes étapes de la chaı̂ne de classification supervisée,
depuis l’extraction des primitives jusqu’aux méthodes d’optimisation de la classification.
Nous exposons tout d’abord, les traitements de bas-niveau opérés sur l’image, car les
performances de la classification dépendent entre autres, de cette information portée par
des attributs numériques directement calculés sur l’image. Nous nous servirons ensuite
de cette information comme d’une base pour décrire le contenu sémantique de l’image.

3.1 Du pixel à la région : la segmentation

Les images peuvent être analysées au niveau de la scène, suivant une approche basée
sur le pixel, ou encore une approche basée sur la région. Cette dernière approche consiste
à extraire des caractéristiques des régions de l’image, obtenues via une segmentation.

La segmentation a pour but de partitionner l’image en régions homogènes, grâce à
un critère prédéfini. Idéalement, cette homogénéité est sémantique, de telle sorte que les
différentes régions de la segmentation correspondent aux différents objets de l’image.
Cependant, en pratique, les algorithmes de segmentation produisent des régions ho-
mogènes suivant des attributs de bas-niveau.

Il existe des centaines d’algorithmes de segmentation dans la littérature. Pal et Pal
[Pal & Pal, 1993] proposent une critique de quelques algorithmes de segmentation. Cer-
taines méthodes, basées sur les histogrammes, sont de mise en oeuvre assez simple et
ont des performances souvent réduites, car elles ne tirent pas profit de l’aspect spatial de
l’information d’image. L’idée générale de ces méthodes consiste à isoler les pics de l’his-
togramme : à une dimension, on procède donc à des seuillages [Otsu, 1979] ou des multi-
seuillages [Nakagawa & Rosenfeld, 1979; Taxt et al., 1989], tandis qu’à n dimensions, on
opère des classifications [Dubuisson, 1990].

Certaines méthodes de segmentation, telles que la croissance de régions (region gro-
wing) [Adams & Bishof, 1994] ou le partage et la réunion de régions (split and merge),
opèrent directement sur les pixels de l’image. Par ailleurs, d’autres techniques basées
sur la détection de contours, qui essaye de localiser les points de changement brusque
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d’intensité dans l’image, cherchent à exploiter le fait qu’il existe une transition détectable
entre deux régions connexes. Ces deux types d’approches de la segmentation sont par-
ticulièrement détaillées dans [Bolon et al., 1995]. Mueller et ses collègues [Mueller et al.,
2004], quant à eux, proposent une méthode de segmentation basée à la fois sur les régions
et les contours, pour l’extraction de champs d’agriculture dans les images satellitaires à
haute résolution.

Plusieurs travaux sur la segmentation des images utilisent les modèles d’interaction
spatiale tels que les champs de Markov (Markov Random Fields ou MRF) ou de Gibbs
(Gibbs Random Fields ou GRF), pour modéliser les images [Derin & Elliot, 1987; Jain, 1981].
Plus récemment, Deng et Clausi [Deng & Clausi, 2004], présentent une méthode classique
de segmentation basée sur les MRF, dans laquelle le poids du terme de régularisation
varie selon les itérations de l’algorithme. De même, dans [Poggi et al., 2005], les auteurs
utilisent les champs de Markov structurés en arbre, pour améliorer les performances de
la segmentation. Par ailleurs, les réseaux de neurones, qui permettent d’avoir la sortie
en temps réel grâce à leur aptitude à effectuer des traitements en parallèle, ont montré
de bonnes performances pour la segmentation d’images, même quand le niveau de bruit
est très élevé. Blanz et Gish [Blanz & Gish, 1990] par exemple, ont utilisé un réseau à
trois couches pour la segmentation des images, dans lequel le nombre de neurones dans
la couche d’entrée dépend du nombre de primitives d’entrée pour chaque pixel, et le
nombre de neurones dans la couche de sortie est égal au nombre de classes.

On distingue en outre, les méthodes basées sur le partitionnement de graphes, comme
les Normalized cuts [Shi & Malik, 2000]. L’image est modélisée par un graphe pondéré
non dirigé, chaque pixel étant un noeud du graphe et un arc étant formé entre toute
paire de pixels. Les approches théoriques d’ensembles flous introduits par Zadeh [Zadeh,
1965], mais aussi les méthodes de segmentation multi-échelle [Salembier & Garrido, 2000;
Vanhamel et al., 2003] sont d’autres techniques de segmentation non sans intérêt.

De toutes ces méthodes, aucune d’elles ne peut être considérée comme performante
sur toutes les images, tout comme toutes les méthodes ne peuvent avoir la même perfor-
mance sur un type d’image particulier. Ci-dessous, nous présentons des méthodes de seg-
mentation souvent utilisées pour l’analyse et l’interprétation des images de télédétection.
Parmi les algorithmes de segmentation les plus utilisés dans la littérature pour l’annota-
tion et la recherche d’images par le contenu, on trouve la Ligne de Partage des Eaux (LPE
ou watershed) et les Normalized cuts.

Watershed : Le watershed [Beucher & Meyer, 1993] utilise la description des images en
termes géographiques. En effet, cet algorithme considère qu’une image peut être perçue
comme un relief si l’on associe le niveau de gris de chaque point à une altitude. Il est
alors possible de définir la ligne de partage des eaux comme étant la crête formant la
limite entre deux bassins versants. Appliqué à une image de gradient, cet algorithme
fournit une partition de l’image où une région est associée à chaque minimum du gra-
dient. La prolifération de minima dans l’image de gradient conduit systématiquement à
une sur-segmentation de l’image originale. La figure 3.1 présente une image multispec-
trale Pelican à 50 cm de résolution (figure 3.1(a)) et sa segmentation obtenue à l’aide du
watershed (figure 3.1(b)). On remarque la présence de plusieurs petites régions au ni-
veau des frontières et au niveau des lignes sur la route. De même, les zones de végétation
ont tendance à être découpées en plusieurs régions homogènes. Une amélioration de
la segmentation est possible en appliquant une fermeture morphologique à l’image de
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FIG. 3.1 – Test de segmentation par l’algorithme Watershed. (a) Image Pelican à 50 cm de
Toulouse. (b) Segmentation obtenue : 1300 régions.

gradient, pour réduire le nombre de minima. La taille de l’élément structurant utilisé
influence directement le nombre final de régions obtenues.

Partitionnement de graphes : L’algorithme des Normalized cuts [Shi & Malik, 2000] est
courant dans la littérature pour l’annotation et la recherche d’images. Proposée par Shi
et Malik, cette approche traite la segmentation comme un problème de partionnement de
graphe. Le critère de segmentation du graphe, “normalized cut”, mesure la dissimilarité
totale inter-groupes, ainsi que la similarité totale intra-groupe. Cette méthode de segmen-
tation produit quelquefois des régions de petite taille et instables. Dans [Barnard et al.,
2003] et [Duygulu et al., 2002], les régions plus petites qu’un certain seuil ne sont pas uti-
lisées pour l’annotation. Une technique de calcul efficace basée sur un système généralisé
de valeurs propres peut être utilisée pour optimiser ce critère. Dans la même catégorie
d’approche, on trouve les hypergraphes. En effet, l’image peut aussi être représentée par
un hypergraphe [Berge, 1973; Bretto & Ubéda, 1996], qui est une généralisation du graphe
dans la mesure où les relations entre les pixels n’y sont pas exclusivement binaires.

Avec un concept légèrement similaire aux Normalized cuts, la méthode de segmen-
tation proposée par Lersch et al. [Lersch et al., 1996] et utilisée dans [Watanabe et al.,
2002], est basée sur le calcul de l’arbre recouvrant de poids minimal du graphe de pixels
de l’image. L’algorithme de coupure de l’arbre est basé sur un moyennage spectral, en
commençant à chaque itération, par l’arête de poids minimum. Ainsi, les arcs de poids
supérieur à un certain seuil sont éliminés, et les arcs restants ont tendance à connecter
les pixels de couleur similaire, constituant ainsi des régions potentielles de l’image. La
figure 3.2(a) montre un exemple de segmentation de l’image de la figure 3.1(a) par cet
algorithme. Visuellement, cette segmentation est plus intéressante que le watershed car
les régions obtenues correspondent mieux aux objets de l’image (surtout végétation et
bâtiments). Cependant le nombre de régions est élevé (1800 dans ce cas), le seuil ayant
été fixé ici à 45. Plus la valeur du seuil augmente, plus la segmentation est grossière et
donc, le nombre de régions diminue.

Mean shift : Une autre méthode de segmentation est Le Mean Shift [Comaniciu & Meer,
2002], qui est une procédure itérative de montée de gradient, utilisée pour estimer les
modes d’une fonction densité associée à un échantillon d’observations. Soit une variable
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FIG. 3.2 – Autres tests de segmentation sur l’image de la figure 3.1(a). (a) Image seg-
mentée par la méthode de Lersch basée sur le calcul de l’arbre recouvrant de poids mi-
nimal : 1800 régions. Le seuil a été fixé à 45. (b) Image segmentée par Mean shift : 1393
régions. La taille de la région minimale est de 20 pixels.

aléatoire x avec la distribution p(x), l’idée est d’estimer directement le gradient de p(x)
et d’en chercher les zéros, sans estimer au préalable p̂(x). L’optimisation de montée de
gradient consiste en l’itération du Mean Shift jusqu’à la convergence. En contrôlant la
taille de la région minimale, il est possible de contrôler le nombre de régions de l’image
segmentée. Un exemple de segmentation par mean shift est donné dans la figure 3.1(b),
où il ya moins de petites régions car la taille de la région minimale est de 20 pixels.

D’autres méthodes de segmentation sont aussi utilisées. Par exemple, [Aksoy et al.,
2005] applique un algorithme de type “décomposition et fusion” de régions (split and
merge), basé sur des opérateurs morphologiques, pour segmenter une image de pixels
étiquetés.

3.2 Extraction de primitives

Pour toute opération d’analyse et de fouille d’images, le type de primitives utilisées,
encore appelés attributs ou caractéristiques, est essentiel, car le succès des opérations
ultérieures dépend de cette information de bas-niveau, extraite de l’image. Dans la littéra-
ture, ces attributs caractérisent des pixels, mais aussi des régions ou des objets de l’image,
et peuvent être classés en trois catégories : spectrales, texturelles et géométriques.

3.2.1 Primitives spectrales

La littérature propose outre le niveau de gris de chaque pixel pour chaque bande
spectrale (vecteur multispectral), les caractéristiques statistiques et ce que l’on appelle les
néocanaux, résultant de traitements élaborés à partir de plusieurs bandes spectrales.

Les caractéristiques statistiques sont en général la moyenne et l’écart-type (moments
statistiques du premier et second ordre), calculés dans un certain voisinage. Les moments
statistiques d’ordre supérieur tels que l’asymétrie (skewness) et l’aplatissement (kurtosis)
peuvent aussi être utilisés pour décrire l’image. Soit I , une image en niveaux de gris, sa
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moyenne s’exprime de la manière suivante :

m1 =
1

NlNc

Nl∑
l=1

Nc∑
c=1

Ilc (3.1)

et son écart-type, qui mesure la dispersion des échantillons autour de la moyenne, est
donné par :

m2 =

√√√√ 1
NlNc

Nl∑
l=1

Nc∑
c=1

(Ilc −m1)2 (3.2)

Cependant, il y a un risque de perte d’information lorsque le voisinage est grand. Une
alternative est alors d’utiliser les histogrammes [Swain & Ballard, 1991].

Les néocanaux sont des analyses multivariées, très utilisées dans le traitement des
images satellitaires. Il s’agit souvent d’opérations mathématiques visant soit à réduire la
somme d’informations (en codage RVB par exemple, on ne peut visualiser que 3 canaux
en même temps), soit la mise en évidence de thèmes particuliers (végétation, sols, ...). Les
indices de végétation, par exemple, sont utilisés pour déterminer le taux de végétation
dans l’image (Leaf Area Index ou LAI) et ceci, pixel par pixel. Il en existe plusieurs, sépara-
bles en 3 catégories : les indices intrinsèques (NDVI), les indices liés aux variations du
sol (PVI, WDVI) et les indices liés aux propriétés de l’atmosphère tels que ARVI et GEMI
[Rondeaux et al., 1996]. Ils diffèrent par leur capacité à bien estimer le LAI, et par leur
sensibilité à la brillance des sols ou aux effets de l’atmosphère [Bannari et al., 1997]. Le
plus utilisé est le NDVI (Normalized Difference Vegetation Index), défini par :

NDV I =
PIR−R
PIR+R

(3.3)

où PIR et R sont respectivement les réflectances (mesure de la puissance réfléchie sur la
puissance reçue) dans les canaux proche infrarouge et rouge. Il a été élaboré à partir des
canaux 5 et 7 de Landsat MSS, puis étendu à d’autres types de capteurs. La réponse spec-
trale d’un couvert végétal dense est forte dans les longueurs d’onde proche infrarouge
et faible dans les longueurs d’onde rouge (la chlorophylle absorbe le rayonnement in-
cident de la partie visible du spectre électromagnétique), alors que la réponse spectrale
d’un couvert clairsemé est inverse. La différence normalisée permet de rendre compte de
ces deux phénomènes sur une même image. Le néocanal résultant présente un gradient
croissant d’activité végétale allant du noir signifiant l’absence de couverture, au blanc qui
rend compte d’une activité chlorophyllienne très élevée. La figure 3.3 montre l’exemple
d’une image SPOT à 20 m de résolution et l’image NDVI correspondante.

Par ailleurs, au lieu d’utiliser les caractéristiques statistiques d’une part et le NDVI
d’autre part, Ünsalan et Boyer [Unsalan & Boyer, 2004] ont eu l’idée de les utiliser conjoin-
tement. En effet, en plus du NDVI, ils calculent une version linéarisée de cet index notée
θ. C’est une mesure d’angle qui évite le problème de saturation du NDVI, présent lorsque
le degré de végétation augmente : θ = 4

π arctan(NDV I). Les caractéristiques multispec-
trales considérées sont alors les moyenne, variance, skewness et kurtosis de ces deux
grandeurs.

Il existe d’autres indices, tels que les indices de brillance et de clarté, qui permettent
d’identifier les sols nus en les différenciant de la roche, ou encore l’indice de bâti décrit
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(a) (b)

FIG. 3.3 – Exemple d’une image SPOT à 20 m de résolution (figure 3.3(a)) et l’image NDVI
correspondante (figure 3.3(b)). Cette dernière présente un gradient croissant d’activité
végétale allant du noir signifiant l’absence de couverture, au blanc qui rend compte d’une
activité chlorophyllienne très élevée.

dans [Abdellaoui & Rougab, 1997] pour caractériser le bâti. L’indice de brillance IB et
l’indice de bâti noté ISU s’expriment par :

IB =
√
R2 + PIR2 et ISU = A−B. R

PIR
(3.4)

où A et B sont des constantes égales respectivement à 100 et 25 pour une image HRV de
SPOT.

Dans les approches par régions ou par objets, les moyennes ou médianes de ces va-
leurs sont utilisées. Par exemple, pour les images SPOT, le niveau de gris moyen de la
région dans les bandes 2 et 3 est utilisé pour calculer l’indice de végétation [Kusaka et al.,
1990; Baraldi & Parmiggiani, 1990].

3.2.2 Primitives de texture

Selon Forsyth et Ponce [Forsyth & Ponce, 2003], la texture est un phénomène très cou-
rant dans les images, facile à reconnaı̂tre, mais difficile à définir [Forsyth & Ponce, 2003].
Il en existe d’ailleurs plusieurs définitions différentes dans la littérature, entre autres, plu-
sieurs occurrences d’un élément de base de l’image (souvent appelé texton), organisées
d’une manière particulière, ou encore une structure périodique détectable avec des ou-
tils d’analyse fréquentielle tels que la transformée de Fourier. Dans ses travaux de thèse,
Coggins [Coggins, 1982] fournit un récapitulatif des différentes définitions de la texture
dans le domaine de la vision par ordinateur.

La texture peut être utilisée pour faire la différence entre deux objets de même ra-
diométrie. Et parce que la texture est liée aux propriétés physiques des objets, il est pos-
sible d’identifier, au moins en partie, le contenu d’une région grâce à sa texture. En effet,
la texture est caractérisée par des variations dans une image, généralement causées par
une variation physique fondamentale dans la scène (comme par exemple, les vagues dans



3.2. EXTRACTION DE PRIMITIVES 37

(a) (b) (c) (d)

FIG. 3.4 – Exemples d’images texturées, extraites de scènes SPOT5 ©CNES : (a) forêt, (b)
ville, (c) mer et (d) champs.

l’eau). La modélisation de cette variation physique étant très difficile, la texture est sou-
vent caractérisée par les variations bidimensionnelles des intensités de l’image. La figure
3.4 montre des exemples de textures dans les images satellitaires.

Dans la littérature, il existe plusieurs comparaisons expérimentales des algorithmes
d’extraction de textures [Singh & Singh, 2002; Grigorescu et al., 2000]. En exploitant les
propriétés des textures, Tuceryan et Jain [Tuceryan & Jain, 1998] proposent une taxono-
mie des méthodes d’extraction de textures, et les classifient en géométriques, structurales,
statistiques, basées sur les modèles et basées sur le traitement du signal. Par la suite, Ran-
den et Husoy [Randen & Husoy, 1999] concluent que la plupart des travaux utilisent les
trois dernières techniques.

La texture implique la distribution spatiale des niveaux de gris. L’utilisation des ca-
ractéristiques statistiques est par conséquent l’une des premières méthodes proposées
dans la littérature. Parmi elles, on trouve les très populaires matrices de cooccurrence
[Haralick et al., 1973], utilisées par exemple dans [Steinnocher et al., 2003] pour la dériva-
tion d’un détecteur de zones urbaines, simple et efficace, et les caractéristiques d’au-
tocorrelation. Par ailleurs, la fonction d’autocorrelation d’une image peut être utilisée
pour évaluer la quantité de régularité ainsi que la finesse ou la grossièreté de la texture
présente dans l’image. Plus simplement, les textures peuvent aussi être décrites par des
histogrammes [Lowitz, 1983].

Plusieurs méthodes d’analyse de texture reposent sur les techniques de traitement du
signal. Dans ces approches, l’image texturée est soumise à une transformation linéaire, un
filtre ou un banc de filtres. Les méthodes basées sur la transformée de Fourier permettent
d’extraire l’orientation locale et la périodicité, mais ne sont pas localisées, contrairement
aux approches basées sur les ondelettes [Mallat, 1989], filtres de Gabor [Dunn & Higgins,
1995; Dunn et al., 1994], et filtres miroirs en quadrature (Quadrature Mirrors Filters ou
QMF) [Mallat, 2003], qui tiennent compte de la localisation dans le domaine spatial. Hsu,
Calway et Wilson [Hsu et al., 1993], font usage de l’analyse de Fourier pour la descrip-
tion de textures, ceci en utilisant la transformée de Fourier multirésolution pour la seg-
mentation de l’image et la synthèse de textures, tout en tenant compte de la déformation
géométrique typique des images de textures naturelles. Par ailleurs, Myint et ses collègues
[Myint et al., 2004] présentent une caractéristique de texture basée sur les ondelettes pour
la classification des types d’utilisation des terres des zones urbaines et suburbaines en
imagerie satellitaire à haute résolution, et la comparent aux descripteurs basés sur les
fractales ou aux matrices de cooccurrences.

Les méthodes d’analyse de texture, basées sur la construction d’un modèle de l’image,
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regroupent entre autres les champs de Markov (Markov Random Fields ou MRF) et la di-
mension fractale, très utilisés pour la classification des images de télédétection. Utilisés
dans [Cross & Jain, 1983], les champs de Markov sont capables de capturer l’information
contextuelle locale (spatiale) dans une image. Ces modèles supposent que l’intensité de
chaque pixel de l’image dépend uniquement de l’intensité des pixels de son voisinage.
Les attributs issus de la modélisation de l’image par les champs de Gauss Markov (Gauss
Markov Random Field ou GMRF) sont utilisés dans le système KIM [Datcu et al., 2003]. La
dimension fractale [Mandelbrot, 1983], quant à elle, est souvent utilisée pour mesurer la
rugosité d’une surface : plus grande est la dimension fractale, plus rugueuse est la texture.

Par ailleurs, certains travaux font une utilisation jointe de la couleur et de la tex-
ture. Les auteurs de [Greenhill et al., 2003] par exemple, proposent de calculer des ca-
ractéristiques de texture, non pas sur les données d’intensité brutes, mais sur un canal
radiométrique transformé, comme le NDVI par exemple. Cependant, dans leur étude
comparative des algorithmes de classification des images naturelles de textures en cou-
leurs, Mäenpää et Pietikäinen [Mäenpää & Pietikäinen, 2004] montrent que la couleur et
la texture sont des phénomènes séparés qui doivent être traités séparément.

Dans la suite de cette section, nous détaillons quelques méthodes d’extraction des
caractéristiques de texture, ayant déjà été mises en oeuvre lors de précédents travaux
effectués dans le cadre du Centre de Compétences, et donc particulièrement adaptées à
notre problématique.

Caractéristiques de Haralick La méthode de Haralick, présentée dans [Haralick et al.,
1973], est basée sur les matrices de cooccurrence. L’idée principale de cette méthode est
que toutes les informations de texture peuvent être exprimées par un ensemble de ma-
trices de dépendance spatiale des niveaux de gris, calculées pour différents angles θ, en
général θ = 0°, 45°, 90° et 135°. Soit une image I(x, y), de taille Nx × Ny, ces matrices,
dites de co-occurence, sont calculées pour une paire de pixels de coordonnées (m,n) et
(m ± δ, n ± δ), qui sont séparés de δ pixels et ayant un angle θ par rapport à l’axe hori-
zontal :

P (li, lj , δ, θ) = #{I(m,n) = li, I(m± δ, n± δ) = lj , θ} (3.5)

où li, lj ∈ {1, 2, . . . Ng}, Ng étant le nombre de niveaux de gris dans l’image.
Partant de l’hypothèse que toutes les informations de texture sont contenues dans les

matrices de cooccurrence, 13 descripteurs statistiques en sont extraits. Ces descripteurs,
détaillés en annexe B, résument bien le comportement de ces matrices, car ils expriment
leur homogénéité, leur contraste, leur corrélation, etc.

Pour une distance δ fixée et 4 directions (θ = 0°, 45°, 90° et 135°), les caractéristiques
statistiques, ainsi que leurs moyennes et variances sont utilisées. Au total, il y a 6×13 = 78
descripteurs de Haralick pour chaque image.

Caractéristiques de Gabor La méthode Gabor [Dunn & Higgins, 1995; Dunn et al., 1994],
est basée sur les filtres de Gabor, qui sont une variante des ondelettes, en termes d’ana-
lyse. Les filtres de Gabor simulent bien le système visuel humain (SVH), qui effectue une
analyse spatio-fréquentielle minimisant l’incertitude à la fois dans les domaines spatial
et fréquentiel.
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(a) (b) (c)

FIG. 3.5 – Exemple d’un filtre de Gabor (a) dans le domaine spatial et (b) dans le domaine
fréquentiel. (c) Filtres de Gabor dans le domaine fréquentiel, pour 4 échelles (de 0.05 à
0.4) et 6 orientations (de 0° à 150° par pas de 30°).

Un filtre de Gabor est une fonction sinusoı̈dale qu’on multiplie par une enveloppe
gaussienne, la fonction sinusoı̈dale étant caractérisée par sa fréquence et par son orienta-
tion. Sa réponse dans le domaine spatial est donnée par :

h(x, y;u, θ) = exp
(
−1

2

[
x′2

σ2
x

+
y′2

σ2
y

])
cos(2πux′) (3.6)

où x′ = x cos θ + y sin θ et y′ = −x sin θ + y cos θ. u est la fréquence sinusoı̈dale le long de
la direction θ par rapport à l’axe des x. Les variances σx et σy spécifient l’enveloppe de la
fonction gaussienne et déterminent la largeur de bande du filtre de Gabor.

La transformée de Fourier de l’équation 3.6 est définie comme suit :

H(U, V ) = 2πσxσy
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V 2
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]}+ exp{−1
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[
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+
V 2

σv2
]}
)

(3.7)

avec σu = 1
2πσx

et σv = 1
2πσy

.
La figure 3.5 montre un exemple de filtre de Gabor dans les domaines spatial et

fréquentiel.
Les ondelettes de Gabor sont obtenues par translation et dilatation de l’équation 3.6,

de telle sorte qu’ils puissent couvrir le domaine fréquentiel quasi uniformément. Ainsi
pour une échelle n et une orientation m :

gmn(x, y) = a−mh(x′, y′), a > 1 (3.8)

où

x′ = a−m(x cos θ + y sin θ) (3.9)
y′ = a−m(−x sin θ + y cos θ) (3.10)

θ =
nπ

K
(3.11)

K étant le nombre total d’orientations et a−m est le facteur de la mième échelle.
S étant le nombre total d’échelles, les caractéristiques extraites des filtres de Ga-

bor sont la moyenne et la variance des sorties de chacun des S × K filtres (images
filtrées), représentant la statistique de la distribution d’énergie dans chaque filtre. Ces
caractéristiques sont calculées dans le domaine fréquentiel, et il est alors possible d’obte-
nir un vecteur de caractéristiques invariant par rotation [Manthalkar et al., 2003].
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FIG. 3.6 – Décomposition QMF dans le cas monodimensionnel.

Caractéristiques QMF La méthode QMF ou Quadratic Mirror Filters [Mallat, 2003] est
basée sur les filtres miroirs en quadrature. Ces derniers sont utilisés pour reconstruire
des signaux à partir de composantes basses fréquences et hautes fréquences, bien que ces
composantes ne respectent pas le théorème de Shannon : le sous-échantillonnage induit
un repliement spectral. Toutefois la forme complémentaire des filtres passe-bas et passe-
haut garantit une reconstruction exacte [Vetterli, 1986]. La représentation en ondelettes
peut être obtenue par des itérations d’un banc de filtres sur la sortie du canal passe-bas.

Le principe du filtrage QMF est illustré dans la figure 3.6, dans le cas monodimen-
sionnel. Il consiste en deux filtres orthogonaux : un filtre passe-bas H0, et un filtre passe-
haut H1, qui sont appliqués sur le signal d’entrée. Après l’étape de sous-échantillonnage,
deux sous-bandes sont obtenues : la sous-bande L correspondant au filtrage passe-bas,
et la sous-bande H pour le fitrage passe-haut. L’itération suivante est opérée sur la sous-
bande L.

Dans le cas où le signal d’entrée est bidimensionnel, comme les images, le filtrage est
effectué dans les directions horizontale et verticale par des filtres séparables, construits
par convolution des filtres monodimensionnels. On obtient ainsi 4 sorties : LL, LH , HL
etHH , la sous-bandeHL par exemple, étant obtenue en appliquant le filtrage passe-haut
dans la direction horizontale et le filtrage passe-bas dans la direction verticale. Comme
dans le cas monodimensionnel, la décomposition suivante est appliquée sur la sous-
bande LL, considérée comme étant la bande fréquentielle la plus représentative.

Les caractéristiques QMF sont alors les moyennes et variances des coefficients des
sous-bandes HH , HL et LH , représentant la statistique de la distribution d’énergie dans
chaque sous-bande.Pour s échelles, on a donc s×2×3 caractéristiques QMF pour l’image.

3.2.3 Primitives géométriques

En ce qui concerne les régions issues d’une segmentation ou d’un processus de classi-
fication, outre la couleur et la texture, les attributs géométriques sont très souvent utilisés.
La géométrie est une caractéristique visuelle importante : elle fait partie des caractéristi-
ques de base, nécessaires pour la description du contenu d’une image.

Zhang et Lu [Zhang & Lu, 2004] et Loncaric [Loncaric, 1998] proposent une analyse
étendue des techniques de description de la géométrie. En effet, les auteurs les classifient
en descripteurs basés sur les contours et ceux basés sur les régions. L’analyse est détaillée,
depuis les caractéristiques simples comme la surface, l’ecentricité, la compacité, les mo-
ments, l’orientation, etc, jusqu’aux caractéristiques structurales complexes basées sur la
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grammaire. Très souvent, parmi les caractéristiques simples, la quantité IM = 4ΠS
P 2 , ap-

pelée indice de Miller, est utilisée pour juger de la régularité de la forme de la région. S
et P sont respectivement l’aire et le périmètre de la région. IM est compris entre 0 et 1, et
est maximal pour un cercle.

En outre, certains travaux utilisent des modèles de forme pour améliorer les tâches de
segmentation [Fua & Hanson, 1987]. Ces modèles sont définis en utilisant une grammaire
de primitives de l’image (bords, pixels, ...) et de relations (lignes, coin, jonction T, pa-
rallèle, ...). Les travaux de Aksoy [Aksoy et al., 2005] rejoignent ce type de modélisation.
Dans [Jibrini, 2002], se trouve une approche plus récente de grammaires de forme pour la
reconnaissance de bâtiments dans les images aériennes. Dans [Peura & Iivarinen, 1997],
les auteurs ont examiné l’efficacité de quelques descripteurs géométriques simples (con-
vexité, rapport des axes principaux, ...) et affirment qu’en général, il n’est pas nécessaire
d’utiliser des descripteurs géométriques complexes et longs à calculer.

Par ailleurs, dans [Pesaresi & Benediktsson, 2001], les auteurs proposent d’utiliser
des caractéristiques morphologiques (appelées Differential Morphological Profiles ou DMP)
pour décrire des objets et structures d’une image à haute résolution. Ainsi, un objet ou
une structure de l’image pourrait être une région de pixels avec les mêmes caractéristiques
morphologiques. Il est commun d’utiliser les opérateurs morphologiques d’ouverture et
de fermeture pour isoler les structures claires et sombres de l’image. Une combinaison
de ces deux opérateurs peut donc aboutir à la définition des attributs morphologiques.
[Shyu et al., 2007] utilise une extension des DMPs basée sur une approche multi-échelle,
pour encoder l’information sur la présence d’objets à différentes échelles spatiales (taille
de l’élément structurant).

3.3 Sélection de primitives

Après la procédure d’extraction de primitives, l’image est donc représentée comme
un ensemble de ces primitives. Comme indiqué dans la section 2.2.2, ces caractéristiques
sont souvent combinées ou concaténées pour améliorer les performances de la classifica-
tion. Les images peuvent par conséquent être décrites par des dizaines de caractéristiques.
Il est donc important de prendre en compte la dimensionnalité des données, c’est-à-dire
le nombre de caractéristiques, ce dernier pouvant influencer de manière significative les
résultats de classification [Bishop, 2006]. En effet, contrairement à ce que l’intuition peut
laisser penser, la performance des classificateurs n’augmente pas indéfiniment avec la
taille du vecteur de caractéristiques. Après avoir augmenté en fonction du nombre de
primitives, l’efficacité atteint un plateau et quelquefois se met à décroı̂tre au-delà d’un
certain nombre de primitives : c’est ce qu’on appelle la ”malédiction de la dimensionna-
lité” [Bellman, 1961]. Par ailleurs la complexité de la classification, en termes de temps de
calcul, augmente avec la taille du vecteur de caractéristiques. Il est donc intéressant de
limiter le nombre de descripteurs effectifs au nombre ”optimal”, en sélectionnant les des-
cripteurs les plus pertinents : c’est l’objet de la sélection automatique de caractéristiques
[Blum & Langley, 1997; Guyon & Elisseeff, 2003].

Afin de déterminer les bonnes caractéristiques à employer pour décrire le contenu
des images, plusieurs méthodes et algorithmes supervisés ou non, ont été proposés dans
la littérature. Ils se répartissent en deux groupes principaux : les “filters”, qui exploitent
les propriétés intrinsèques des caractéristiques utilisées sans référence à une quelconque
application, et les “wrappers”, qui définissent la pertinence des caractéristiques par l’in-
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termédiaire de la prédiction de la performance du système final. Campedel et Mou-
lines [Campedel & Moulines, 2005] comparent l’efficacité de tels algorithmes récents de
sélection des modèles de texture.

Par ailleurs, dans [Peng et al., 2005] les auteurs proposent un algorithme de sélection
d’attributs, à l’aide du critère de dépendance statistique maximale basé sur l’information
mutuelle. En utilisant d’abord le critère de redondance minimale et pertinence maximale
(mRMR) qu’ils combinent ensuite à d’autres algorithmes de sélection de type “wrapper”,
ils arrivent à sélectionner à un très faible coût, un ensemble réduit de caractéristiques.
Cette méthode, comparée à d’autres algorithmes de sélection tels que la pertinence maxi-
male, en utilisant trois classificateurs différents (le classificateur bayésien naı̈f, les SVM et
l’analyse discriminante linéaire), améliore les performances de classification de manière
prometteuse. De même, Charou et ses collègues [Charou et al., 2005] proposent une mé-
thode de sélection d’attributs utilisé en classification d’images multispectrales pour le
contrôle de la qualité de l’eau. Ce nouvel algorithme de sélection, nommé Greedy Non-
Redundant (GreeNRed), est basé sur la théorie de l’information, et sélectionne de manière
gloutonne, les caractéristiques ne contenant pas d’information redondante. L’évaluation
de l’algorithme de sélection, opérée en utilisant les classificateurs k−plus proches voisins
et SVM, montre que GreeNRed permet d’obtenir de meilleures performances de classifi-
cation.

D’autre part, une méthode de sélection automatique non supervisée, d’attributs issus
d’un ensemble très redondant est proposée dans [Campedel et al., 2008]. Cette méthode
repose sur l’algorithme de clustering k−moyennes, et sur la sélection des caractéristiques
les plus proches des centroı̈des des clusters. Les auteurs montrent que, testée avec un clas-
sificateur SVM à noyau gaussien sur des images satellitaires SPOT5, la méthode proposée
permet d’avoir des performances de classification comparables à celles obtenues en utili-
sant une méthode supervisée de sélection d’attributs. Tenant compte de ces résultats, un
algorithme de sélection basé sur un consensus de clusterings est présenté en outre. Ce
dernier combine les résultats des clusterings des k−moyennes, avec différentes initialisa-
tions et plusieurs valeurs possibles pour k, afin d’obtenir entre autres, les caractéristiques
stables.

3.4 Méthodes de classification supervisée

Nous présentons ci-dessous, des méthodes de classification par apprentissage super-
visé. Nous nous intéressons particulièrement à trois d’entre elles, très utilisées dans la
littérature pour le problème de la classification d’images : les k−plus proches voisins, la
classification bayésienne, et les machines à vecteurs de support (SVM).

3.4.1 k-plus-proches voisins (k-ppv)

L’algorithme des plus proches voisins est l’un des plus simples en apprentissage au-
tomatique. Le principe de cette méthode consiste à attribuer à un nouvel objet, la classe
majoritaire parmi les classes de ses k plus proches voisins dans l’échantillon d’apprentis-
sage. La notion de voisinage ou de similarité est caractérisée par une mesure de distance
dans l’espace des attributs des objets : norme L1, distance euclidienne, distance de Ma-
halanobis, etc. L’étape d’apprentissage requiert simplement le stockage de l’échantillon
d’apprentissage dans un tableau. Le calcul des distances et le tri des plus proches voisins
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sont effectués lors de la phase de prédiction d’un objet inconnu, via le parcours exhaus-
tif de l’échantillon d’apprentissage. Un désavantage de cette méthode est la difficulté de
traiter avec précision, des bases de données de grandes dimensions en termes de nombre
d’attributs (“malédiction de la dimension”).

3.4.2 Classification bayésienne

3.4.2.1 Théorie de la décision bayésienne

La théorie de la décision bayésienne, très développée dans la littérature, est une ap-
proche statistique fondamentale au problème de la reconnaissance des formes [Duda et al.,
2000; Nadler & Smith, 1993]. Cette approche est basée sur l’hypothèse que le problème de
décision peut être spécifié en termes de probabilités. Et sous ces hypothèses, la décision
bayésienne peut être considérée comme optimale. En fait, les données proviennent d’un
processus qui n’est pas entièrement connu. Ce manque de connaissance est signifié en
modélisant le processus comme aléatoire, et en utilisant la théorie des probabilités pour
l’analyser.

Principe Soient {Ck, k = 1 . . .K}, un ensemble de K classes, et x, un vecteur de ca-
ractéristiques. Pour chaque classe Ck, on suppose connaı̂tre :

– P (Ck), la probabilité a priori de la classe,
– P (x | Ck), la densité de probabilité de x, conditionnée par cette classe.
Alors, la probabilité jointe entre l’échantillon x et la classe Ck se définit comme suit :

P (Ck, x) = P (x, Ck)
P (Ck|x)P (x) = P (x|Ck)P (Ck)

On en déduit la règle de Bayes, qui exprime la probabilité a posteriori de la classe Ck
sachant l’exemple x :

P (Ck|x) =
P (x|Ck)P (Ck)

P (x)
(3.12)

avec P (x) =
∑K

k=1 P (x|Ck)P (Ck).
C’est une règle d’apprentissage, car elle indique comment ajuster la probabilité at-

tribuée à la véracité d’une hypothèse lorsque notre état de connaissances change avec
l’acquisition des données. P (x|Ck) est appelé vraisemblance, et P (x) est la probabilité
marginale de x, utilisée comme facteur de normalisation.

Ainsi, la règle de Bayes permet de déterminer la probabilité a posteriori que l’exemple
x appartienne à chacune des classes, et la règle de décision de Bayes permet de rendre
optimales, les décisions basées sur cette connaissance. En effet, la théorie de la décision
bayésienne établit que la stratégie qui consiste à affecter une nouvelle observation à la
classe ayant la plus grande probabilité a posteriori est optimale, c’est à dire génère un
plus petit nombre d’erreurs que toute autre stratégie.

Cependant, en pratique, nous ne disposons pas de ces probabilités (vraisemblance,
probabilité a priori, probabilité marginale), mais uniquement de données exemples xn.
Il s’agit donc d’estimer ces probabilités à partir d’un ensemble d’apprentissage donné.
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Nous considérons une approche paramétrique, dans laquelle nous supposons que les
données exemples sont obtenues à partir d’une distribution d’un modèle connu (gaussien
par exemple). L’avantage de l’approche paramétrique est que le modèle est défini par
un petit nombre de paramètres (par exemple, la moyenne et la variance pour le modèle
gaussien), et une fois que ces paramètres sont estimés à partir des données, la distribution
complète est connue.

Estimation statistique des paramètres Les approches d’estimation étudient les consé-
quences du choix d’un modèle particulier, supposé “vrai”. En effet, dans un problème
d’estimation, on suppose que le modèle est vrai pour une valeur (inconnue) θ0 de ses
paramètres, et l’on explore les contraintes imposées aux paramètres par les données.

Les paramètres du modèle sont estimés à partir des données, de telle sorte qu’ils ex-
pliquent le mieux l’ensemble des observations. La distribution estimée est ensuite utilisée
pour la prise de décision. Dans la littérature, on trouve deux principales méthodes pour
estimer les paramètres d’une distribution : le maximum de vraisemblance et l’estimation
bayésienne [Mclachlan & Peel, 2000; Bishop, 2006; Duda et al., 2000].

Maximum de vraisemblance Soit X = {xn}Nn=1, une séquence de N vecteurs xn
indépendants et identiquement distribués (i.i.d.). Supposons que les exemples xn sont les
réalisations d’une variable aléatoire x à densité de probabilité connue p(x | θ), θ étant le
vecteur de paramètres inconnus gouvernant la distribution de x :

xn ∼ p(x | θ) (3.13)

Les xn étant indépendants, la vraisemblance de l’ensemble X , sachant le paramètre θ
est le produit des vraisemblances de chaque exemple :

L(θ | X) ≡ p(X | θ) =
N∏
n=1

p(xn | θ) (3.14)

La méthode d’estimation par Maximum de Vraisemblance (MV) cherche le paramètre
θ qui maximise la vraisemblance de l’ensemble, c’est-à-dire, la probabilité que la variable
aléatoire x génère l’ensemble des données X , notée L(θ | X). En pratique, il est plus
simple d’utiliser la log-vraisemblance L ≡ log(L). Le problème d’estimation par maxi-
mum de vraisemblance devient alors :

θ̂MV = arg max
θ
L(θ | X) = arg max

θ

N∑
n=1

log(p(xn | θ)) (3.15)

Il est à noter que la solution des moindres carrés est un cas particulier de celle du
maximum de vraisemblance, lorsque la distribution est gaussienne. Par ailleurs, le très
populaire algorithme d’estimation des paramètres, Espérance - Maximisation (Expecta-
tion - Maximisation ou EM) [Dempster et al., 1977] , est basé sur la méthode du maximum
de vraisemblance.

Estimation bayésienne Comme son nom l’indique, cette méthode d’estimation fait
un large usage de la règle de Bayes. Un exemple d’estimateur bayésien particulier est
l’estimateur du Maximum a Posteriori (MAP), qui est très similaire à celui du maximum
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de vraisemblance, mais qui permet d’introduire une connaissance a priori sur les pa-
ramètres, en les pondérant avec une distribution a priori p(θ), via la formule de Bayes :

θ̂MAP = arg max
θ

p(θ | X) = arg max
θ

(p(X | θ) p(θ)) (3.16)

Plus généralement, l’estimation bayésienne considère les paramètres comme des va-
riables aléatoires, avec une distribution a priori connue. Cette dernière est utilisée conjoin-
tement avec les données, pour calculer la probabilité a posteriori, suivant la règle de
Bayes. Et puisque le calcul n’est plus réduit à la recherche d’un maximum, il est nécessaire
de calculer le terme de normalisation, c’est-à-dire, la probabilité marginale de X : p(X).

Une présentation plus détaillée ainsi qu’une comparaison de ces approches sont dis-
ponibles dans [Heinrich, 2008; Duda et al., 2000].

En pratique, pour des tâches de traitement d’images par exemple, pour lesquelles on
peut disposer de centaines de milliers d’échantillons de très grande dimension, l’estima-
tion bayésienne est coûteuse en temps de calcul, tandis que l’estimateur du maximum de
vraisemblance est plus rapide et donne des résultats plus faciles à interpréter. En outre,
pour de grands volumes de données, les deux approches donnent des résultats simi-
laires. Donc, dans la suite, nous considérerons plus souvent l’estimateur du maximum
de vraisemblance.

3.4.2.2 Modèle bayésien naı̈f

Soit un vecteur x ∈ X , caractérisé par D attributs : x = (x1, x2, . . . , xD). Soit θ, l’en-
semble des paramètres du modèle décrivant X . D’après la formule de Bayes, la proba-
bilité a posteriori p(θ | x) est proportionnelle au produit de la probabilité a priori p(x) et
de la vraisemblance p(x | θ) , ces deux dernières probabilités étant à estimer à partir des
données.

Cependant, l’estimation de la vraisemblance est souvent plus difficile que celle de l’a
priori, car l’espace des caractéristiques peut être très grand et il faudrait un échantillon
X de taille trop importante pour pouvoir estimer convenablement ces quantités :

p(x | θ) = p(x1, x2, ..., xD | θ) (3.17)

p(x | θ) =
D∏
d=1

p(xd | xd−1, . . . , θ) (3.18)

Le modèle naı̈f de Bayes repose sur une hypothèse très forte, qui stipule que la donnée
x est une conjonction de valeurs d’attributs. En d’autres termes, l’hypothèse de Bayes
naı̈ve consiste à supposer que les attributs sont des variables aléatoires indépendantes :

p(x | θ) =
D∏
d=1

p(xd | θ) (3.19)

et chaque facteur p(xd | θ) est estimé à l’aide de l’ensemble d’exemples. Cette hy-
pothèse permet de faire les calculs simplement, et finalement, les résultats obtenus ne
sont pas sans intérêt d’un point de vue pratique.

Le classificateur bayésien naı̈f combine ce modèle avec une règle de décision. Soit
{Ck, k = 1, . . .K}, un ensemble de K classes. Sous les hypothèses usuelles d’existence
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des lois de probabilité, le classificateur bayésien naı̈f attribue toute nouvelle donnée x,
à la classe Ck̂ qui maximise sa probabilité a posteriori (règle de décision du Maximum
a Posteriori) ou sa vraisemblance lorsque l’a priori est uniforme (règle de décision du
Maximum de vraisemblance) :

k̂ = arg max
k

p(Ck) p(x | Ck) = arg max
k

p(Ck)
D∏
d=1

p(xd | Ck) (3.20)

Le classificateur bayésien naı̈f est efficace et, dans certains domaines, ses résultats sont
compétitifs à ceux des meilleures méthodes. Cette efficacité s’applique même dans les do-
maines où la présupposition d’indépendance des attributs ne s’applique pas tout à fait :
le domaine de la classification de documents, en particulier, est un domaine pour lequel
les classificateurs bayésiens naı̈fs sont souvent utilisés avec succès, malgré la dépendance
entre les attributs (mots d’un document) [Mitchell, 1997; Witten & Frank, 2005].

3.4.2.3 Modèle de mélange de gaussiennes

Les modèles de mélange sont très utilisés pour représenter les données en classifi-
cation automatique. Une loi de mélange se définit comme une combinaison linéaire de
plusieurs fonctions densité pk(x) :

K∑
k=1

αk pk(x), K > 1 (3.21)

avec
∑

k αk = 1, αk représentant la proportion du modèle k dans le mélange.
En général, les fonctions densité pk appartiennent à une famille paramétrique, de pa-

ramètre inconnu θk, conduisant ainsi au modèle de mélange paramétrique :

K∑
k=1

αk p(x | θk) (3.22)

Ainsi, αk = p(x ∈ k | θk), est la probabilité a priori que toute donnée x appartienne à une
seule composante k du mélange, et p(x | θk) est la densité de probabilité conditionnelle
que le vecteur x appartienne au modèle k.

Dans le cas particulier et très courant où les p(x | θk) sont des distributions gaus-
siennes, on parle de mélange gaussien ou Gaussian Mixture Model (GMM). θk représente
alors la moyenne µk et la matrice de covariance Σk à estimer.

Soit X , un ensemble de N exemples xn, ayant chacun D caractéristiques. Sous l’hy-
pothèse que les exemples xn, n = 1 . . . N sont indépendamment distribués,X est modéli-
sé par un mélange fini de gaussiennes, de paramètre global Θ et de fonction de vraisem-
blance p(X | Θ), définie comme le produit des probabilités conditionnelles de chaque
vecteur de caractéristiques xn :

p(X | Θ) =
N∏
n=1

K∑
k=1

αk p(xn | µk,Σk) (3.23)

où Θ = {αk, µk,Σk, k = 1 . . .K} regroupe tous les paramètres des modèles, et p(xn |
µk,Σk) est la distribution gaussienne multidimensionnelle :
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p(xn | µk,Σk) = N (xn;µk,Σk) =
1

(2π)D/2|Σk|1/2
exp

(
−1

2
(xn − µk)Σ−1

k (xn − µk)′
)

(3.24)
L’estimation des paramètres αk, µk et Σk est effectuée par l’algorithme EM basé sur le

maximum de vraisemblance et décrit ci-dessous.

Algorithme EM Pour les calculs de maximum de vraisemblance, il est possible d’uti-
liser des procédures d’optimisation telles que l’algorithme d’Espérance - Maximisation
(EM) [Dempster et al., 1977; Mclachlan & Peel, 2000]. Il est utilisé pour simplifier les problèmes
difficiles de maximum de vraisemblance, en élargissant l’ensemble des exemples avec des
données dites latentes ou cachées, dont l’observation aurait simplifié la maximisation de
la vraisemblance. Cependant, il est à noter que l’algorithme EM peut ne pas converger
vers le principal mode de la vraisemblance. Et dans plusieurs cas, la vraisemblance n’est
pas bornée, le résultat de l’estimateur de vraisemblance est alors un maximum local.

L’algorithme EM est un algorithme d’optimisation itératif, chaque itération se résu-
mant en deux étapes : l’étape E (Espérance) qui calcule l’espérance de la vraisemblance en
incluant les variables latentes comme si elle avaient été observées, et l’étape M (Maximi-
sation) qui consiste à calculer le vecteur de paramètres, en maximisant la vraisemblance
trouvée à l’étape E.

Dans le cas particulier d’un modèle de mélange de gaussiennes, la log-vraisemblance
de l’ensemble des données X est définie en utilisant les équations 3.23 et 3.15 :

L(Θ | X) =
N∑
n=1

log

(
K∑
k=1

αk p(xn | µk,Σk)

)
(3.25)

Cependant, la maximisation de cette fonction par rapport à Θ est très complexe. La
méthode de l’algorithme EM consiste donc à ajouter aux données, un complément Z
constituant les données manquantes ou cachées. Le couple (X,Z) forme ainsi les données
complétées, dont la log-vraisemblance s’exprime par :

Lc(Θ | X,Z) =
N∑
n=1

K∑
k=1

znk log (αk p(xn | µk,Σk)) (3.26)

où znk = 1 si la donnée xn appartient à la composante k du mélange de gaussiennes,
et 0 sinon. On considère la loi de Z sachant X , en calculant l’espérance de la vraisem-
blance complétée, conditionnellement aux données observées et au paramètre courant,
noté Θ(0) :

Q(Θ | Θ(0), X) = E(Lc(Θ | X,Z) | Θ(0), X) (3.27)

=
N∑
n=1

K∑
k=1

E(znk | Θ(0), X) log (αk p(xn | µk,Σk)) (3.28)

L’algorithme EM construit donc une suite d’estimateurs Θ̂(q), q = 1, 2, . . . , par itération
des étapes Espérance et Maximisation, jusqu’à convergence :
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1. Etape E : on calcule Q(Θ | Θ(q), X) = E(Lc(Θ | X,Z) | Θ(q), X). Si on note
t
(q)
nk = E(znk | Θ(q), X), les probabilités a posteriori que xn appartienne au modèle
k, cette étape nécessite simplement de calculer les t(q)nk , en utilisant la loi d’inversion
de Bayes :

t
(q)
nk =

α
(q)
k p(xn | µ(q)

k ,Σ(q)
k )∑K

k=1 α
(q)
k p(xn | µ(q)

k ,Σ(q)
k )

(3.29)

2. Etape M : on calcule le paramètre Θ(q+1) qui maximise l’espérance Q(Θ | Θ(q), X)

Θ̂(q+1) = arg max
θ
Q(Θ | Θ(q), X) (3.30)

Cette maximisation fournit les paramètres :

α
(q+1)
k =

1
N

N∑
n=1

t
(q)
nk (3.31)

µ
(q+1)
k =

∑N
n=1 t

(q)
nkxn∑N

n=1 t
(q)
nk

(3.32)

Σ(q+1)
k =

∑N
n=1 t

(q)
nk (xn − µ(q+1)

k )′(xn − µ(q+1)
k )∑N

n=1 t
(q)
nk

(3.33)

Une propriété de cet algorithme est que la vraisemblance observée augmente à chaque
itération : L(Θ̂(q+1) | X) ≥ L(Θ̂(q). Ainsi, la suite Θ̂(q) converge vers un extremum local
ou un point-selle de la fonction de vraisemblance. Et dans le cas général, il n’y a pas de
convergence vers l’extremum global. On peut en déduire que l’algorithme EM dépend
de la condition initiale θ(0). Les versions stochastiques de EM ou stochastic EM (SEM)
sont des propositions de solutions pour pallier ce problème [Celeux & Diebolt, 1985]. Par
ailleurs, une autre difficulté avec l’algorithme EM est que le calcul de Q(Θ | Θ(q), X)
n’est pas toujours possible. On peut alors remplacer l’espérance par une approximation
de Monte Carlo (MCEM).

D’autres variantes de l’algorithme EM existent, entre autres, la classification EM (CEM),
qui permet de prendre en compte l’aspect classification lors de l’estimation. [Bishop, 2006;
Mclachlan & Peel, 2000; Govaert & Nadif, 2005] proposent une présentation détaillée de
ces algorithmes dérivés de EM.

3.4.3 Machines à vecteurs de support (SVM)

Les méthodes SVM [Cortes & Vapnik, 1995] ont d’ores et déjà montré leur efficacité
dans des problèmes divers d’apprentissages à partir d’exemples pour la classification
et la régression. Les classificateurs SVM sont initialement des classificateurs linéaires
à deux classes, reposant sur un critère de maximisation de la marge de séparation des
deux classes. En effet, il s’agit de déterminer un hyperplan dont la distance aux exemples
d’apprentissage les plus proches (vecteurs de support) est maximale. L’hyperplan qui
maximise cette distance appelée “marge”, est l’hyperplan séparateur optimal (figure 3.7).
La robustesse des classificateurs SVM provient de l’introduction d’une pénalisation des
erreurs de classification dans le critère à optimiser, pénalisation qui assure une meilleure
capacité de généralisation.
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FIG. 3.7 – Principe du SVM : détermination de l’hyperplan optimal maximisant la marge
de séparation.

Le problème de classification est le suivant : on souhaite trouver la fonction de décision
f , qui basée sur un ensemble X de N observations indépendantes de dimension D, at-
tribue un exemple x ∈ X à l’une des deux classes y ∈ {−1,+1}. La forme générale de la
fonction de décision est :

f(x) = y = sgn(g(x)) et g(x) = w.x+ b (3.34)

où ’.’ représente le produit scalaire, et w et b, les paramètres à estimer. Le signe de w.x+ b
est donc utilisé pour classifier l’exemple x dans l’une des deux classes. En effet, choisir la
classe (à valeur dans {−1,+1}) d’une donnée consiste à déterminer de quel côté du plan
d’équation w.x+ b = 0 elle se situe.

Lorsque les données d’apprentissage sont linéairement séparables, le classificateur
SVM détermine les poids wj , j = 1, . . . , D et le biais réel b qui maximisent la marge de
séparation. Cette dernière étant de 2

‖w‖ , cela revient à :

minimiser ‖ w ‖2

sous la contrainte yi(w.xi + b) ≥ 1, i = 1, . . . , N.

qui exprime la condition de parfaite classification.
Les vecteurs de support sont les données xi qui vérifient exactement la contrainte :

yi(w.xi + b) = 1.
On passe au problème dual en introduisant les multiplicateurs de Lagrange pour

chaque contrainte. C’est un problème de programmation quadratique de dimension N :

maximiser G(α) =
∑N

i=1 αi −
1
2

∑N
i,j=1 αiαjyiyjK(xi, xj)

sous la contrainte
∑N

i=1 αiyi = 0, αi ≥ 0, i = 1, . . . , N.

où K(xi, xj) = xi.xj est la fonction noyau dans le cas linéaire, et les αi sont tous nuls,
exceptés ceux correspondant aux vecteurs de support. La résolution de cette dernière
équation permet de déterminer le score du classificateur g(x) et par conséquent, la classe
prédite y :

g(x) =
N∑
i=1

αiyiK(xi, x) + b et y = sgn(g(x)). (3.35)
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Lorsque les données ne sont pas linéairement séparables, la fonction noyau K corres-
pond à une transformation Φ qui projette les données dans un espace dans lequel elles
seront considérées comme linéairement séparables :

K(xi, xj) = Φ(xi).Φ(xj) (3.36)

Et dans ce cas, f : f(x) = sgn(w.Φ(x) + b). Cependant, le problème de la classifica-
tion SVM s’exprime uniquement à l’aide de K, sans avoir à expliciter la fonction Φ. Les
noyaux les plus utilisés sont le noyau polynomial et le noyau gaussien qui ne nécessite
qu’un paramètre.

Prenant en compte le cas réel où les données sont bruitées, une contrainte de régulari-
sation est introduite. Le problème peut alors prendre la forme suivante :

minimiser ‖ w ‖2 +C
∑N

i=1 εi

sous la contrainte yi(w.xi + b) ≥ 1− εi, εi > 0, i = 1, . . . , N

Nous utilisons dans notre étude, l’implantation des SVM appelée “libsvm” version
2.5 [Chang & Lin, 2004].

3.5 Evaluation de la classification

Il est nécessaire d’évaluer la qualité d’une classification afin de pouvoir comparer
des méthodes de classification, et en choisir la meilleure pour une application donnée,
ou pour sélectionner le meilleur ensemble de paramètres. En particulier, cette étape est
indispensable pour comparer une classification à une classification de référence (carte
thématique).

Dans [Smits & Dellepiane, 1999], les auteurs explorent le problème de l’évaluation
des algorithmes de classification de l’occupation des terres, et concluent que les méthodes
d’évaluation basées sur les matrices de confusion et la statistique KHAT [Wilkinson, 2005]
sont les plus appropriées pour comparer les classificateurs.

Encore appelée tableau de contingence, la matrice de confusion est une matrice affi-
chant les statistiques de la précision de classification d’une image, notamment le degré de
classification erronée parmi les diverses classes. On peut en extraire la précision globale
de la classification, qui est la proportion du nombre total de pixels correctement clas-
sifiés par rapport au nombre total de pixels de la matrice. Il est également possible d’en
déduire des mesures de la qualité de la classification pour chaque classe : la précision de
production et la précision de l’utilisateur. La précision de production donne une mesure
de la qualité de l’analyse lors de la production de la carte classifiée, et s’exprime par la
proportion des pixels correctement classifiés dans la classe par rapport aux pixels appar-
tenant à cette classe dans la classification de référence. La précision de l’utilisateur, quant
à elle, fournit à l’utilisateur une mesure de la probabilité d’une classification adéquate
des pixels durant le processus de classification de la carte. Elle s’exprime par le rapport
du nombre de pixels correctement classifiés dans la classe sur le nombre total de pixels
attribués à cette classe par le système de classification.

La statistique KHAT, approximation du paramètre Kappa [Mitra et al., 2002] est une
mesure moins intuitive, mais plus objective de la qualité globale de la classification. Elle
s’exprime par :
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KHAT =
N
∑K

i=1Xii −
∑K

i=1(Xi+ ×X+i)

N2 −
∑K

i=1(Xi+ ×X+i)
(3.37)

où K est le nombre de classes, N est le nombre total d’exemples, Xii est le nombre de
pixels correctement classifiés de la classe i, Xi+ est le nombre de pixels appartenant à la
classe i selon la classification de référence, et X+i est le nombre de pixels classifiés par le
classificateur dans la classe i.

Meila [Meila, 2002] propose un critère basé sur la théorie de l’information, pour com-
parer deux partitions d’un même ensemble de données. Ce critère, appelé “variation de
l’information (VI)”, mesure la quantité d’information perdue et gagnée lorsqu’on passe
d’une partition à l’autre.

Par ailleurs, Canters [Canters, 1997], dans ses travaux sur la classification floue de
l’occupation des terres, utilise la probabilité a posteriori d’appartenance à chaque classe
avec un classificateur basé sur le maximum de vraisemblance, comme une mesure de la
qualité de classification de chaque pixel.

3.6 Sélection de modèles

La sélection de modèles est un problème bien connu en statistiques, apprentissage
automatique et fouille de données. Etant donné un ensemble d’apprentissage composé
de paires entrées / sorties, un modèle est construit pour prédire la sortie à partir de
l’entrée. Mais l’apprentissage est un problème mal-posé, et dans un grand nombre de
situations, les connaissances a priori sur les données ne permettent pas de déterminer
un unique modèle pour réaliser l’inférence. Nous devons donc faire des hypothèses
supplémentaires pour trouver une unique solution à partir des données. L’ensemble de
ces hypothèses est appelé “biais inductif”, sans lequel l’apprentissage est impossible.
La sélection de modèles a pour objectif de choisir le “bon” biais [Alpaydin, 2004]. En
d’autres termes, c’est la tâche qui consiste à choisir un modèle avec un biais inductif cor-
rect, parmi un ensemble de modèles potentiels, ce qui en pratique, signifie sélectionner
des paramètres dans le but de créer un modèle de complexité optimale, étant donné l’en-
semble d’apprentissage.

Depuis la fin des années 70, des méthodes pour la sélection de modèles à partir de
données ont été développées. Les exemples classiques d’application de ces méthodes
sont la sélection de variables, ou le choix du nombre de composantes d’un mélange de
lois ou de l’ordre d’une chaı̂ne de Markov. Soit X , un ensemble de N données, suppo-
sons que nous disposons d’un ensemble de modèles candidatsMm,m = 1, . . . ,M et des
paramètres correspondants θm, de dimension dm. Nous souhaitons trouver le modèle
décrivant le mieux l’ensemble X . Une taxonomie des méthodes de sélection de modèles
les classifie en méthodes empiriques telles que la validation croisée et le rapport signal
sur bruit, et en méthodes théoriques comme le Bayesian Information criterion (BIC) et le
Minimum Description Length (MDL).

3.6.1 Validation croisée

En pratique, la validation croisée est l’une des méthodes les plus utilisées pour l’esti-
mation de l’erreur de prédiction. En effet, cette heuristique est facile à utiliser, à implémen-
ter et à comprendre (au moins au niveau intuitif). En outre, elle ne nécessite pas d’hy-
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pothèses supplémentaires et donne des résultats qui ont prouvé être difficiles à améliorer
en général.

La validation croisée estime directement l’erreur de généralisation. S’il est suffisam-
ment grand, l’ensemble de données est divisé en deux parties : un ensemble d’apprentis-
sage et un ensemble de validation, utilisé pour évaluer la performance du modèle obtenu
à partir de l’ensemble d’apprentissage. En général, l’ensemble des données est divisé de
manière aléatoire en K parties égales. Ainsi, à chaque boucle, K − 1 sous-ensembles sont
utilisées pour l’apprentissage du modèle, et l’erreur de prédiction du modèle construit
est calculée sur le sous-ensemble restant. Chaque sous-ensemble est utilisé une fois et
une seule pour les tests. La procédure est récapitulée dans l’algorithme 3.6.1.

Algorithme 3.6.1 : Procédure de validation croisée

1 : L’ensemble X des N données (xn, yn) est divisé aléatoirement en K parties égales

Xi, i = 1, . . . ,K.

2 : Pour chaque i, une fonction f̂i est obtenue à partir des données d’apprentissage⋃
j 6=iXj . L’erreur de généralisation, calculée sur Xi, est estimée par :

CV (f̂i, Xi) = 1
|Xi|

∑N
n=1 L(yn, f̂i(xn)), où L(yn, f̂i(xn)) = I(yn 6= f̂i(xn)) par exem-

ple.

3 : L’ensemble X entier est ensuite utilisé comme ensemble d’apprentissage, pour

obtenir une fonction f̂ . L’estimée de l’erreur de prédiction de la validation croisée

CV (f̂) est la moyenne des estimées CV (f̂i, Xi).

Etant donné un ensemble de modèles, la validation croisée est utilisée pour la sélection
de modèles en calculant l’estimée de l’erreur de prédiction pour chaque modèle candi-
dat, puis en choisissant le modèle qui a la plus petite estimée de l’erreur de prédiction de
la validation croisée.

En général, K prend les valeurs 5 ou 10, et lorsque K = N , il s’agit de la validation
croisée Leave-one-out, utilisée en général lorsque N est petit.

Cependant, en pratique, il n’y a pas de garantie que l’estimée de l’erreur de prédiction
CV (f̂) soit proche de l’erreur. Malgré cela, la sélection de modèles par validation croisée
reste très utilisée et a prouvé son efficacité dans une vaste gamme de problèmes.

3.6.2 Les méthodes statistiques

L’une des réponses apportées par les statisticiens au problème de la sélection de
modèles est la minimisation d’un critère pénalisé. Les premiers critères apparaissant
dans la littérature sont basés sur la théorie de l’information : l’Akaike Information Criterion
(AIC) [Akaike, 1973], le Bayesian information Criterion (BIC) [Schwarz, 1978] et le Mini-
mum Description Length (MDL) [Rissanen, 1978]. D’un point de vue théorique, plusieurs
travaux ont été réalisés concernant leurs propriétés statistiques et leur adaptation à des
modèles spécifiques. En particulier, plusieurs versions corrigées du critère AIC sont été
proposées [Hurvich & Tsai, 1989; Sugiura, 1978]. Il existe ainsi une littérature très fournie
sur la sélection de modèles par critère pénalisé, qui se développe encore actuellement
avec l’utilisation d’outils complexes de probabilité, comme par exemple les inégalités
de concentration et de déviation, permettant à la fois la construction des critères et leur
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étude.

3.6.2.1 Akaike Information Criterion

Nous souhaitons trouver le modèle qui approxime le mieux la réalité, à partir d’un
ensemble de données. En d’autres termes, il s’agit de minimiser la fonction de perte d’in-
formation, qui mesure l’erreur entre le modèle et la réalité. L’information de Kullback-
Leibler, développée dans [Kullback & Leibler, 1951], est une mesure pour représenter
l’information perdue lors de l’approximation de la réalité, sachant qu’un bon modèle mi-
nimise la perte d’information. Quelques années plus tard, Akaike [Akaike, 1973] propose
d’utiliser cette mesure pour la sélection de modèles, et établit un lien entre la méthode
d’estimation du maximum de vraisemblance et l’information de Kullback-Leibler. L’AIC
est donc un critère pour estimer l’information de Kullback-Leibler, et est définie comme
suit, pour un ensemble de données X et un modèle dont le vecteur de paramètres θ est
de dimension d :

AIC = −2 logP (X | θ̂) + 2d (3.38)

Ainsi, pour un ensemble de modèles candidatsMm,m = 1, . . . ,M , le meilleur modèle
Mm̂ est celui qui minimise le critère AIC :

m̂ = arg min
m

AICm = arg min
m

(
−2 logP (X | θ̂m) + 2dm

)
(3.39)

Dans ses travaux, Stone [Stone, 1977] montre que le critère AIC et la validation croisée
leave-one-out sont asymptotiquement équivalents.

3.6.2.2 Bayesian Information Criterion

Le critère BIC [Schwarz, 1978] se place dans un contexte bayésien de sélection de
modèles et, comme le critère AIC, est applicable dans les situations où l’apprentissage
est effectué par la maximisation d’une log-vraisemblance. En effet, le critère BIC est une
approximation du calcul de la vraisemblance des données conditionnellement au modèle
fixé. Il est donc défini par :

BIC = −2 logP (X | θ̂) + d log(N) (3.40)

pour un ensemble X de N données et un modèle dont le vecteur de paramètres θ est de
dimension d. Comme pour le critère AIC, la minimisation de BIC permet d’identifier le
meilleur modèle.

Les critères AIC et BIC ont souvent fait l’objet de comparaisons [Burnham & Anderson,
2002; Bozdogan, 1987]. Dans la pratique, le critère BIC a tendance à sélectionner les
modèles simples, contrairement à AIC qui choisit des modèles plus complexes. Ceci n’est
guère surprenant puisque le critère BIC a un terme de pénalité plus lourd que AIC.

3.6.2.3 Minimum Description Length

L’approche MDL donne un critère de sélection formellement identique au critère BIC,
mais établi d’un point de vue de codage optimal, l’apprentissage étant vu comme un
problème de compression des données. Introduit par Rissanen [Rissanen, 1978, 1983], le
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principe de la minimisation de la longueur de description est basé sur la minimisation de
la complexité stochastique.

La complexité stochastique a ses racines dans la notion de complexité algorithmique
[Kolmogorov, 1965]. L’idée de base est que le meilleur modèle pour décrire un ensemble
de données est celui qui permet de le coder avec la plus petite longueur, exprimée en
bits. En d’autres termes, l’ensemble de données est d’autant mieux compris que la lon-
gueur du code utilisée pour le représenter est minimale. En effet, toutes les régularités
ou dépendances d’un ensemble de données doivent être extraites pour pouvoir compres-
ser au maximum l’information qui y est contenue. Plus la longueur de code est courte,
plus l’ensemble de données est régulier ou simple. Le principe de la minimisation de la
complexité stochastique peut donc être vu comme une formalisation du principe du “ra-
soir d’Ockham” [Blumer et al., 1987], qui stipule que le modèle le plus simple expliquant
toutes les observations est le meilleur.

Les théorèmes de codage de Shannon donnent le nombre minimal de bits nécessaires
pour encoder les données. Cependant, en réalité, pour compléter la description, l’on a
aussi besoin de spécifier le modèle parmi un certain nombre de choix, et cela nécessite
aussi un certain nombre de bits. La longueur de description LX d’un ensemble X de N
données décrites par un modèle dont le vecteur de paramètres θ est de dimension d, est
ainsi constituée de deux parties :

– la longueur de code nécessaire pour décrire les paramètres du modèle : L(θ̂),
– et la longueur de code nécessaire pour décrire les données connaissant les pa-

ramètres du modèle : L(X | θ̂).
La longueur de description prend ainsi la forme d’une vraisemblance pénalisée, la

pénalité étant le coût de l’encodage des paramètres estimés (L(θ̂)). Dans la littérature,

L(θ̂) ≈ d

2
log(N) et L(X | θ̂) = − log(P (X | θ̂) (3.41)

Au final :

LX = L(X | θ̂) + L(θ̂) (3.42)

LX = − logP (X | θ̂) +
d

2
log(N) (3.43)

Etant donné un ensemble de modèles candidats pour représenter un ensemble de
données, le principe MDL préconise de choisir le modèle qui minimise l’équation 3.43.

3.7 Méthodes de régularisation

La régularisation est la procédure qui consiste à corriger une image classifiée pour
obtenir une structure acceptable : la sortie d’un système de classification est souvent im-
parfaite, en particulier lorsque la classification s’est déroulée selon une approche pixel.
En effet, la classification basée sur le pixel suppose en général l’indépendance d’un pixel
vis-à-vis de son environnement, ce qui introduit un bruit “poivre et sel” dans l’image
classifiée, qui est généralement supprimé en prenant en compte l’information spatiale et
contextuelle.

3.7.1 Vote majoritaire

La post-classification par vote majoritaire permet de prendre en compte le contexte
d’un pixel afin d’améliorer la classification finale sur l’image. Ce traitement, opéré sur la
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sortie du classificateur, parcourt simplement l’image classifiée avec une fenêtre entourant
le pixel classé et détermine la classe majoritaire autour de ce pixel. Si la classe majoritaire
est complètement différente du pixel central, on lui attribue une nouvelle classe, sinon on
ne fait rien. Cette technique est très utilisée pour éliminer tous les défauts de classification
liés au bruit sur les images ou à la mauvaise estimation statistique des paramètres.

3.7.2 Champs de Markov

Une méthode de régularisation très connue utilise les champs de Markov (Markov
Random Fields ou MRF) [Kindermann & Snel, 1980], initialisé avec le résultat de la classifi-
cation. Le formalisme des champs de Markov permet aisément d’exprimer des contraintes
de voisinage entre les pixels et d’améliorer la classification obtenue [Huang & Liao, 2008;
Pony et al., 2000; Jhung & Swain, 1994]. En effet, ce type de méthode suppose en général
une dépendance locale entre un pixel et son voisinage, et le résultat de la classification
est obtenu de manière itérative.

Une image est modélisée par deux champs aléatoires : X = {xs, s ∈ S}, le champ
des classes, et Y = {ys, s ∈ S}, le champ des observations, S représentant l’ensemble
des pixels ou sites s de l’image. xs est une valeur dans un ensemble fini de classes Λ de
cardinal K. D’une façon générale, X est un processus contenant l’information que l’on
cherche mais n’est pas directement observable. On observe Y = y et on cherche à trouver
ou à estimer, la réalisation inaccessible X = x, à partir du champ Y .

Le champ des classesX est supposé markovien, autrement dit la probabilité de chaque
pixel individuel s ne dépend que de son voisinage Vs. On a alors pour tout s :

P (Xs = xs/x
s) = P (Xs = xs / xt, t ∈ Vs) (3.44)

où xs = (xt)t6=s est la configuration de l’image excepté le site s, et Vs est le système de
voisinage pour le site s, et est défini comme :

1. s /∈ Vs
2. et t ∈ Vs si et seulement si s ∈ Vt.
En supposant que le voisinage et la loi conditionnelle de Xs ne dépendent pas de la

position de s et que toutes les configurations X sont de probabilité non nulle (théorème
de Hammersley-Clifford), X suit une distribution de Gibbs. Sous cette hypothèse, la pro-
babilité a priori de X s’écrit :

P (X = x) =
1
Z

exp(−U(x)) =
1
Z

exp

(
−
∑
c∈C

Uc(x)

)
(3.45)

où Z est une constante de normalisation incalculable en pratique, U(x) est l’énergie totale
de la configuration x, et Uc(x) est le potentiel d’une clique, une clique c étant un ensemble
non vide de sites vérifiant : ∀(s, t) ∈ c, (s 6= t ⇒ s ∈ Vt). La probabilité conditionnelle
locale en un site s s’écrit donc :

P (Xs = xs/X
s = xs) =

exp(−Us(xs/Vs))∑
xs∈Λ exp(−Us(xs/Vs))

(3.46)

où Us(xs/Vs) =
∑

c∈C,s∈c Uc(xs, Vs) est l’énergie locale, ne faisant intervenir que les voi-
sins de s. L’équation 3.46, qui permet donc de calculer la probabilité conditionnelle locale
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en chaque site, est à la base de tous les algorithmes de simulation des champs marko-
viens.

Une méthode de classification contextuelle de type markovien, très présente dans la
littérature est l’algorithme des modes conditionnels itérés (Iterated Conditional Mode ou
ICM).

ICM est un algorithme de relaxation déterministe et itératif, basé sur une stratégie
de descente de gradient qui converge rapidement vers un minimum local de la fonction
d’énergie. Il peut être considéré comme un cas particulier du recuit simulé, avec une
température nulle. Son principe est le suivant : partant d’une configuration initiale d’un
champ d’étiquettes, tous les sites de l’image sont visités suivant une stratégie prédéfinie,
et leurs étiquettes sont mises à jour par celles qui minimisent l’énergie locale condi-
tionnelle. Puisque la modification de l’étiquette d’un site peut modifier l’énergie locale
des sites voisins, le processus est répété jusqu’à convergence vers un minimum local de
l’énergie globale. Cet algorithme est très rapide, contrairement au recuit simulé, et peu
coûteux en temps de calcul. Cependant ses performances dépendent très fortement de
l’initialisation, puisqu’il converge vers un minimum local.

3.8 Conclusions

Dans ce chapitre, nous avons présenté en détail chacune des étapes importantes du
processus de classification supervisée des images basée sur une procédure d’apprentis-
sage automatique. En effet, ce sont des notions importantes que nous devons prendre
en compte pour espérer mener à bien notre tâche de classification supervisée des images
satellitaires. En effet, que ce soit le type de primitives extraites de l’image, l’algorithme
d’apprentissage utilisé ou le modèle adopté pour la classification, ou encore la méthode
d’évaluation de la qualité des résultats, ils doivent être choisis en fonction du type de
données disponibles, mais aussi de l’application. Un compromis est à trouver pour chaque
type d’application, entre l’utilisation systématique des traitements simples et rapides et
la mise en oeuvre d’algorithmes efficaces, mais de complexité informatique importante.
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Chapitre 4

Apprentissage automatique de la
production des cartes d’occupation
d’occupation du sol

La classification des données de couverture et d’occupation des terres, généralement
effectuée par des experts, requiert un effort humain considérable et coûteux, dû au man-
que de méthodes automatiques pour traiter des tâches complexes de classification telles
que l’extraction des classes de CORINE Land Cover (CLC). Les cartes CORINE Land Co-
ver sont générées à partir d’images satellitaires qui sont interprétées visuellement par
un photointerprète, s’aidant de données exogènes (photographies aériennes, cartes to-
pographiques, etc). Des centaines de milliers de km2 devant être décrits, il serait donc
intéressant de disposer de méthodes automatiques pour la génération et la mise à jour de
telles cartes.

Nous nous proposons donc dans ce chapitre, d’étudier les possibilités d’apprentissage
automatique de classification d’un système d’interprétation des images pour l’observa-
tion de la Terre, par l’utilisation des bases de données constituées par CORINE Land
Cover. En effet, nous souhaitons utiliser la partition géographique et la classification de
CORINE Land Cover pour guider et renseigner un système automatique d’interprétation
d’images, utilisant uniquement des informations contenues dans les images (données
spectrales, textures, etc.) pour apprendre des caractéristiques spécifiques des paysages.
Ces caractéristiques contribuent à l’indexation des images et permettront de retrouver
ces paysages dans d’autres scènes.

Etant donné la forte utilisation des méthodes de classification basées sur le maximum
de vraisemblance dans la littérature (voir section 2.2.2), nous proposons dans ce cha-
pitre, d’illustrer une application de l’apprentissage automatique avec de telles méthodes
classiques. Nous pourrons ainsi témoigner de la portée de ce type d’approche, et nous
aguerrir grâce à ses limitations.

4.1 Description des données

Notre objectif est d’utiliser CORINE Land Cover pour l’apprentissage automatique
en télédétection. En effet, nous nous proposons d’utiliser une classification conforme à
celle de CORINE Land Cover sur des zones test pour lesquelles nous posséderons :

– les cartes d’occupation des sols conformes aux recommandations de CORINE,
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FIG. 4.1 – Carte CORINE Land Cover de la région du Loiret et la légende associée.

– les images satellitaires multispectrales ayant contribué à la construction de ces car-
tes,

de façon à apprendre des règles de décision pour la classification automatique de terrains
inconnus à partir d’images de télédétection.

4.1.1 CORINE Land Cover

CORINE Land Cover est un inventaire biophysique de l’occupation des terres, four-
nissant une information géographique de référence pour 29 Etats européens et pour les
bandes côtières du Maroc et de la Tunisie. Cette description repose sur une taxinomie
précise afin d’assurer la consistence des résultats produits par les photointerprètes. Cette
base de données géographiques est produite, gérée et utilisée à l’aide d’un Système d’In-
formation Géographique (SIG). La figure 4.1 montre un exemple de carte CLC de la
région du Loiret (France), et la légende associée. Une présentation détaillée de CORINE
Land Cover est disponible en annexe A, incluant la définition des principes de base à
respecter lors de la génération des cartes, un descriptif de la méthode utilisée par les pho-
tointerprètes (section A.1), ainsi que la nomenclature standard hiérarchisée en 3 niveaux
et 44 postes (section A.2). Néanmoins, afin que le lecteur prenne pleinement conscience
du problème, nous souhaitons insister ici sur certains aspects qui traduisent la complexité
de cette classification hiérarchique, et donc la délicatesse de la tâche d’automatisation du
processus de génération des cartes CORINE Land Cover.

Tout d’abord, l’unité spatiale au sens de CLC est une zone dont la couverture peut
être considérée comme homogène, ou être perçue comme une combinaison de zones
élémentaires qui représente une structure d’occupation, le critère d’homogénéité selon
CLC stipulant qu’au moins 75% de la superficie de l’unité paysagère doit appartenir à
une même classe d’occupation du sol. Ceci signifie que dans une région appartenant à
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une certaine classe CLC, 25% des terres peuvent appartenir à une autre classe, pouvant
ainsi entraı̂ner certaines confusions.

De plus, la légende de CLC ne fait pas uniquement référence à l’occupation du sol,
mais aussi parfois à son utilisation. Par conséquent, la classification hiérarchique CO-
RINE Land Cover propose aussi des classes qui sont plus du type land use que land co-
ver. C’est le cas des classes du type 1 d’occupation du territoire (Territoires artificialisés),
dans lesquelles pour chacune des classes, on retrouve un peu de bâti, des espaces verts,
des routes, ... mais dans des proportions différentes. L’identification automatique de ces
classes qui font référence à un usage des sols peut se heurter à des difficultés particulières.

En outre, le respect du critère de superficie minimale (25 hectares) a souvent poussé à
regrouper certains modes d’occupation du territoire au sein de postes appelés “postes à
caractère mixte” (classes 242 et 243). En effet, ce sont des “pots-pourris” de petites régions
de catégories différentes, mais mises ensemble pour satisfaire la condition de superficie
minimale de l’unité cartographiée. Par ailleurs, lorsqu’une zone homogène est inférieure
à 25 hectares, des règles précises de généralisation ont été adoptées, ces dernières variant
suivant la classe concernée.

La constitution des cartes CLC exige donc de respecter un certain nombre de règles
qui doivent toutes être prises en compte lors de la génération automatique de telles cartes.

Pour notre étude, nous disposons des données CLC pour les régions du Loiret (45),
du Bas-Rhin (67) et de la Somme (80). Ces cartes sont issus de la base CLC90, réalisée à
partir d’images satellitaires acquises entre 1987 et 1994. La figure 4.1 montre la carte CLC
de la région du Loiret, accompagnée de sa légende.

4.1.2 Images SPOT

Nous avons à notre disposition, des scènes SPOT à 20 m de résolution et 3 canaux :
rouge (R), vert (V), et Proche InfraRouge (PIR). Ces images SPOT correspondent à cer-
taines régions du Loiret, du Bas-Rhin et de la Somme pour lesquelles nous possédons
des cartes CLC1. Les caractéristiques des 5 scènes SPOT reçues sont récapitulées dans le
tableau 4.1.

TAB. 4.1 – Caractéristiques des données images SPOT.

Région
Scènes

Format
Date de

Corrections
SPOT prise de vue

Loiret
39-253 TIFF 08-09-1989 radiométrique, géoréférencée
41-253 TIFF 09-09-1989 radiométrique, géoréférencée

Bas-Rhin 50-251 Brut 12-07-1990 radiométrique, non géoréférencée

Somme
37-248 TIFF 13-10-1992 radiométrique, géoréférencée
40-249 Brut 30-07-1992 radiométrique, non géoréférencée

Nous avons par ailleurs acquis, pour ces régions, les cartes numériques de l’IGN
(références CDB367N, CDB380E, CDB380O, CDB345E, CDB345O), qui nous donnent des
informations complémentaires sur la topographie et l’occupation des sols.

1Les cartes CLC issues de l’IFEN, ainsi que les images SPOT nous ont été fournies par le CNES.
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FIG. 4.2 – Couche CLC vectorielle de la région du Loiret superposée à deux scènes SPOT
(39-253 à gauche et 41-253 à droite). L’apprentissage de la classification ne pourra s’ef-
fectuer que sur les zones communes (intersections). Le rectangle bleu représente la zone
utilisée pour les tests.

4.1.3 Gestion des données

Les données ont été manipulées grâce au système d’information géographique (SIG)
GRASS2.

Pour stocker les données et les cartes, il existe principalement deux formats : le format
raster ou point par point, dans lequel les cartes sont en fait un ensemble de points d’une
grille régulière et dense auxquels on peut rattacher des données comme l’altitude par
exemple, et le format vectoriel dans lequel on définit des zones géographiques à l’aide de
vecteurs, les données ne sont plus rattachées à des points mais à des polygones.

Les cartes CLC sont disponibles au format vectoriel et les images satellitaires, au for-
mat raster. Ainsi, avec GRASS, il a été possible de :

– visualiser les données CLC vecteur puis raster de nos 3 régions, et d’y associer le
code des couleurs des cartes CLC.

– importer les images SPOT dans GRASS et les superposer avec les couches CLC

2GRASS : Geographic Resources Analysis Support System, est un SIG open source, sous licence GPL,
utilisé pour le traitement des images, la production de graphiques, la modélisation spatiale et la visualisation
de plusieurs types de données.
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FIG. 4.3 – Couche CLC vectorielle, superposée à l’image SPOT correspondante sur la
région du Loiret (Bois de Bucy) extraite de la scène complète de la figure 4.2.

vectorielles, ceci pour juger de la correspondance entre les images et les cartes.
– produire une couche raster “masque” à partir des cartes CLC pour isoler une zone

d’intérêt. Par la suite, la visualisation des images ne fait apparaitre que la partie de
l’image correspondant à cette zone.

– manipuler, analyser et produire des couches de données raster par des opérations
arithmétiques et logiques.

– développer des scripts à partir des modules de GRASS, et en particulier pour l’au-
tomatisation du processus de génération des zones d’intérêt et des images satelli-
taires correspondant à ces zones, et l’exportation des résultats (format raster) obte-
nus, pour une utilisation éventuelle en Matlab ou en C.

La figure 4.2 montre la couche CLC vectorielle du Loiret, superposée aux deux scènes
SPOT couvrant des parties de la même région, tandis que la figure 4.3 montre une sous-
partie de ce recouvrement.
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TAB. 4.2 – Les 22 classes CLC présentes dans la région de test ainsi que le nombre de
pixels pour chaque classe.

CLC Nomenclature Nombre de pixels
111 Tissu urbain continu 4231
112 Tissu urbain discontinu 161008
121 Zones industrielles et commerciales 37849
122 Réseaux routiers et ferroviaires et espaces associés 2878
124 Aéroports 17412
131 Extraction de matériaux 2283
141 Espaces verts urbains 4014
142 Equipements sportifs et de loisirs 4919
211 Terres arables hors périmètres d’irrigation 1105189
221 Vignobles 687
222 Vergers et petits fruits 17972
231 Prairies 3063
242 Systèmes culturaux et parcellaires complexes 93528

243
Surfaces essentiellement agricoles

16018
interrompues par des espaces naturels importants

311 Forêts de feuillus 227825
312 Forêts de conifères 23648
313 Forêts mélangées 12062
324 Forêt et végétation arbustive en mutation 6309
331 Plages, dunes et sable 2042
411 Marais intérieurs 1165
511 Cours et voies d’eau 14236
512 Plans d’eau 2198

4.1.4 Description de la zone de test

Nous avons choisi de travailler sur la zone du Loiret qui est géoréférencée. En fait,
la zone-test est une partie de la scène 39-253 (scène à gauche sur la figure 4.2) : elle est
délimitée en bleu sur la figure 4.2.

La région test choisie contient 22 classes CLC, réparties comme indiqué dans le ta-
bleau 4.2. Elle a une taille de 1226×1436 pixels, c’est-à-dire de 1 760 536 pixels. Rappelons
que la taille d’un pixel est de 20m× 20m.

Nous observons que ces classes sont très inégalement réparties dans l’image. Ceci
est mis en évidence dans la figure 4.4, qui montre les populations des classes les plus
nombreuses triées par taille et sur la figure 4.5 le pourcentage de l’image traitée si l’on se
restreint aux n classes les plus nombreuses.

La classe des terres arables est largement majoritaire dans la scène (plus de 62 % des
surfaces). Suit la classe des forêts de feuillus, puis, par ordre décroissant, le tissu urbain
discontinu, les systèmes parcellaires complexes et les zones industrielles et commerciales. Nous
notons que la classe la moins peuplée, celle des vignobles dispose tout de même de 687
échantillons (suffisamment pour procéder à un apprentissage), même si sa représentativi-
té n’excède pas 4 pour 10 000.
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FIG. 4.4 – Les classes ordonnées par leur effectif. La classe des terrains arables est 5 fois
plus représentée que la seconde classe, celle des forêts de feuillus.

Nous notons qu’un certain nombre de classes ne se distinguent que par une analyse
contextuelle de l’image et ne pourront probablement pas être séparées par une classifica-
tion sur la seule radiométrie. Il s’agit :

– des classes 511 et 512 : cours et voies d’eau et plans d’eau.
– de la classe 313 et l’ensemble {311 + 312} : forêts mélangées et de l’ensemble {forêts

de feuillus + forêts de conifères },
– de la classe 242 (systèmes culturaux et parcellaires complexes) et la classe 243 (surfaces

agricoles interrompues),
– des classes 112 et 121 : tissu urbain discontinu et zones industrielles et commerciales,
Enfin, des échantillons appartenant aux classes 124 (aéroports) et 142 (équipements spor-

tifs) pourront basculer dans des classes différentes : 231 (prairies) ou 122 (réseaux routiers
ou ferroviaires), voire 121 (zones industrielles et commerciales) par une classification non-
contextuelle.

4.2 Méthodologie d’apprentissage et de classification

4.2.1 Protocole

La méthodologie que nous nous proposons de suivre est la suivante :

1. CLC nous propose une partition de l’image et une classification de chaque région.
Nous allons accepter tout d’abord cette partition et cette classification et déterminer
les éléments qui nous permettent de retrouver cette classification à partir de l’image
seule, sur de simples critères de radiométrie. Nous aurons ainsi à déterminer :
– les primitives de l’image qui sont les plus discriminantes,
– les méthodes de classification les plus pertinentes.

2. Nous serons probablement alors amenés à remettre en cause certaines classes qui
sont inaccessibles avec nos outils (éliminer des classes trop rares, fusionner des
classes trop semblables, répartir les classes correspondants aux mélanges). Nous
nous appuierons pour cela sur les remarques faites à la section 4.1.4, ainsi que sur
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FIG. 4.5 – Le pourcentage de la surface de l’image couverte par les n classes les plus riches
de la scène.

les confusions créées sur la zone test à l’étape 1 ci-dessus. Après ces simplifications,
nous reprendrons l’apprentissage 1 sur un corpus de classes plus réduit.

3. Nous remettrons alors en cause la partition en nous appuyant sur les spécificités de
CLC (simplification des formes, mélanges assimilés à des classes pures, etc.). Ceci
nous amènera probablement à des déterminations plus précises des classes pures.

4. Enfin nous nous attacherons aux classes complexes qui ne se discriminent que par
des primitives plus compliquées (par exemple des primitives de texture) ou par
une analyse macroscopique de la classification mettant en oeuvre des éléments de
géométrie (par exemple la classe des champs mélangés).

Dans toute cette démarche, nous serons amenés à définir de nombreux éléments de
la méthodologie : les primitives issues de l’image (R, V, PIR, IB, NDVI, ISU, voire pri-
mitives de texture), la méthode de classification, les modèles de données (explicites ou
paramétriques), les critères de qualité de la classification (taux global de fausse classifica-
tion, trace de la matrice de confusion, coût bayésien, erreur moyenne, erreur maximale,
...), la stratégie globale de reconnaissance (arbre de décision, partition, un contre tous, ...).

Bien sûr, une démarche optimale devrait déterminer tous ces éléments simultanément,
mais la complexité de cette tâche nous semble nécessiter une démarche séquentielle fai-
te de fréquents retours aux optimisations précédentes afin d’évoluer vers un “optimum
raisonnable”.

4.2.2 Hypothèses

Nous nous plaçons tout d’abord dans une hypothèse de stationnarité des processus
aléatoires, c’est à dire qu’une même classe Ci (i = 1, . . . , N ), représentée dans l’image par
ni régions Rij (j = 1, . . . , ni) se caractérisera par sa probabilité à priori pi, constante dans
toute l’image et aura pour chaque région la même probabilité conditionnelle de classe
p(x|i), où x est toute mesure faite en un pixel d’image (les intensités R, V ou PIR, les
mesures ISU, NDVI ou IB, etc.). Nous faisons également l’hypothèse que les pixels d’une
même région sont indépendants les uns des autres (de même, a fortiori, que les pixels
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adjacents de 2 classes différentes). Nous constaterons certainement les limites de cette
hypothèse qui conduit traditionnellement à des effets “poivre et sel” dans les classifica-
tions. Nous y pallierons alors par des méthodes contextuelles.

4.2.3 Combinatoire des choix

Les primitives Comme précisé précédemment, nous choisissons de n’examiner tout
d’abord que les mesures ponctuelles radiométriques faites sur un seul pixel, à l’exclusion
des primitives de texture ou de structure.

Nous disposons du vecteur multispectral {PIR, R,V}, et calculons de plus, l’indice de
végétation NDVI, l’indice de brillance IB ainsi que l’indice de bâti ISU, comme décrits
dans la section 3.2.1.

Il est à noter que les indices sus-présentés devraient être calculés à partir des réflectan-
ces issues des différents canaux et non à partir des radiométries calibrées. Ce ne sont
donc que des “pseudo-indices”, car ne disposant pas de ces données, nous avons utilisé
les niveaux de gris.

Le nombre d’attributs pour chaque pixel n’étant pas très élevé (6 attributs pour chaque
pixel), nous pouvons nous permettre de faire des combinaisons manuelles, afin d’identi-
fier l’ensemble de primitives le plus discriminant. Nous établissons donc 3 ensembles de
primitives qui nous permettront de juger de l’influence des indices de combinaison des
bandes spectrales :

– PIR, R et V noté {EP1}
– PIR, R, V, NDVI et IB noté {EP2}
– PIR, R, V, NDVI, IB et ISU noté {EP3}.

Les modèles de distribution des radiométries Sous l’hypothèse de stationnarité des
distributions, nous pouvons adopter 2 approches pour représenter les mesures caractéri-
sant une classe :

– un modèle explicite dans lequel une primitive x prenant les valeurs r ∈ R se ca-
ractérise par une loi de probabilité conditionnelle à la classe i représentée par les
valeurs pi(x = r), ∀r ∈ R.

– un modèle paramétrique qui sera en l’occurence gaussien et se réduira donc au
doublet x̄, σx moyenne et variance de la classe.

Nous serons cependant amenés à travailler avec des variables de dimension 3 à 6, qui
conduiraient, dans le modèle explicite à des représentations très côuteuses en stockage et
très peu fiables en estimation. Nous choisirons donc systématiquement la représentation
paramétrique gaussienne. Nous testerons la gaussianité des variables aux diverses étapes
du traitement. En effet, nous pouvons nous attendre à rencontrer des classes très inho-
mogènes lors des premières classifications, en raison du principe même de construction
de CLC. Nous améliorerons alors les estimations en rejetant les éléments les moins pro-
bables sur divers critères et itérerons le processus.

La méthode de classification Comme indiqué au début de ce chapitre, la technique
utilisée pour l’apprentissage et la classification repose sur la classification bayésienne. Ici,
elle consiste à maximiser la probabilité à postériori de chaque mesure faite en un pixel de
l’image. Cela revient à maximiser p(x|Ci)p(Ci), le modèle étant supposé gaussien (voir
equation 3.24). Lorsque la distribution a priori est uniforme, la classification est basée sur
le maximum de vraisemblance.
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Evaluation de la qualité Dans ce chapitre, la qualité de la classification est évaluée de
plusieurs façons :

1. Des critères subjectifs par examen visuel des cartes de classification automatique.

2. un critère objectif complet : la matrice de confusion M(Ci, Cj) qui exprime la pro-
babilité de reconnaı̂tre dans la classe Cj , un pixel issu de la classe Ci. Mais cette
matrice très volumineuse est difficile à exploiter (plus de 400 termes pour les 22
classes initiales de la zone test). On peut en extraire des mesures plus synthétiques ;

3. la trace TM de M(Ci, Cj) divisée par N le nombre de classes, que l’on souhaite
proche de 1 :

TM =
∑
M(Ci, Ci)
N

4. le même critère pondéré par la population des classes, ṪM :

ṪM =
∑
P (Ci)M(Ci, Ci)∑

P (Ci)

5. l’entropie jointe entre la classification CLC, C, et la classification finale apprise, C ′.
Il s’agit de la variation de l’information [Meila, 2002] :

V I = H(C) +H(C ′)− 2I(C,C ′)

avec H(C) et H(C ′), les entropies des classifications C et C ′, et I(C,C ′), l’informa-
tion mutuelle entre elles.
H(C) = −

∑
p(Ci) log p(Ci), et I(C,C ′) =

∑
p(Ci, Ci) log p(Ci|C ′i), où Ci est la

classe i dans CLC et C ′i la classe i dans l’image.

Prise en compte de l’information contextuelle La définition de l’homogénéité d’une
classe selon CLC n’étant pas absolue (au moins 75% de la superficie de l’unité paysagère
doit appartenir à une même classe d’occupation du sol)[Gregorio & Jansen, 1998], la plu-
part des classes CORINE Land Cover sont très mélangées dans l’espace des caractéristi-
ques. Nous avons donc mis en oeuvre diverses manières d’éliminer les pixels ayant les
plus faibles probabilités d’appartenance à une classe, ceci afin d’améliorer les estimations.

– un vote majoritaire dans une fenêtre 3 × 3, qui procède par un balayage arbitraire
de l’image et attribue un pixel à la classe la plus représentée ;

– un procédé itératif qui consiste à recalculer la moyenne et la matrice de cova-
riance, après élimination des pixels ayant une probabilité d’appartenance à la classe
inférieure à une probabilité seuil. La probabilité seuil π est calculée comme :

π = p(x = x̄± 3σx)

permettant ainsi de garder plus de 99% de l’information. Les calculs sont répétés
jusqu’à stabilisation de la moyenne.

– les champs markoviens, qui bénéficieront de la connaissance d’un modèle d’at-
tache aux données (ici gaussien) et d’une connaissance des paramètres du terme
d’attache aux données (la moyenne mj et la variance σj de la classe j). L’approche
markovienne utilisée ici est basée sur l’algorithme des modes conditionnels itérés
(Iterated Conditional Mode ou ICM) décrit dans la section 3.7.
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FIG. 4.6 – Région 1 : carte CORINE Land Cover représentant la région de test contenant
22 classes.

Nous avons considéré les cliques de second ordre associés à un 8-voisinage et utilisé
un modèle de Potts [Wu, 1982] pour calculer la fonction d’énergie U(xs), xs étant
l’étiquette en un site (pixel) s :

U(xs) = − ln(P (ys/xs)) +
∑
t∈Vs

βδ(xs, xt) (4.1)

où δ(xs, xt) est le symbole de Kronecker, β est un terme de régularisation, et Vs est
le système de voisinage pour le site s.

4.3 Classification sur critères radiométriques

Les tests ont été menés avec la classification bayésienne pour les 22 classes CLC
présentes dans la région du Loiret de la figure 4.6, et sur les 3 ensembles de primitives :
{EP1}, {EP2} et {EP3}. Ceci permettra d’avoir une idée des attributs spectraux discrimi-
nant le mieux une classe donnée. La prise en compte du voisinage d’un pixel lors de la
classification est effectuée via les champs markoviens, en utilisant l’algorithme ICM tel
que décrit précédemment.

Les tests de l’apprentissage fait par une approche bayésienne avec le Maximum a
Postériori (MAP) donnent les résultats exposés dans les tableaux 4.3, 4.4 et 4.5 respec-
tivement pour les ensembles d’attributs {EP1}, {EP2} et {EP3}. Un exemple visuel de
résultat avec {EP1} est présenté dans la figure 4.7.
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FIG. 4.7 – Résultat de la classification obtenue avec le Maximum a postériori et les primi-
tives {EP1}. Le bruit dit “poivre-sel” présent dans l’image classifiée, est dû au traitement
suivant une approche pixel.

4.3.1 Analyse des résultats

En examinant ces matrices, nous constatons que la diagonale de la matrice est généra-
lement très faible et il existe plusieurs classes qui ne sont quasiment pas identifiées (124,
141, 142, 222, 242, ...). Ces mauvaises détections peuvent s’expliquer par plusieurs causes :

Classes rares : Certaines classes sont très peu représentées. Une classification bayésien-
ne aura tendance à mal les classer chaque fois qu’elles seront en conflit avec des classes
plus peuplées. C’est probablement le cas des classes 124 (aéroports), 141 (espaces verts ur-
bains), 142 (équipements sportifs) ci-dessus.

Mélanges : Cela était prévisible pour certaines classes comme celles dites “à caractère
mixte” (242, 243) [Ins, 2005b] qui sont des regroupements de catégories d’occupation des
terres, dont la superficie pour chaque catégorie ne satisfait pas le critère de superficie
minimale des unités cartographiées (25 ha), pour être considérée comme une classe CLC
à part entière. Et donc, les pixels que nous classifions sont naturellement catalogués dans
la classe CLC correspondante, et non dans celle de regroupement. Ainsi, les pixels de
la classe 242 (Réseau de cultures variées) sont classifiées dans les classes 312, 211 et 324. Il
faudra donc certainement tenir compte des critères spatiaux et contextuels pour classifier
plus correctement ce type de classes.

Classes texturées : D’autre part, étant donné que nous avons utilisé uniquement des
attributs spectraux, des classes non ou peu identifiées peuvent provenir de la confusion
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avec des classes ressemblantes radiométriquement, mais distinguable sur leur texture.
C’est probablement le cas de la végétation : les classes 221 (vignobles) et 222 (vergers) ne
peuvent se distinguer des forêts ou prairies.

Classes indiscernables : Il est aussi à noter que les images satellitaires ne fournissant
pas d’information pertinente sur la hauteur des arbres, les classes 3.1 (forêts) et 3.2 (ar-
bustes, broussailles et savanes) sont donc souvent confondues. De plus la classe 324 (forêt en
mutation) par exemple, est naturellement classifiée dans 311, 312 ou 313, les 3 classes de
forêts forêts de feuillus, de conifères et mélangées les plus représentées.

Malgré ces défauts prévisibles et attendus, nous notons qu’il existe quelques classes
assez bien reconnues telles 111 (tissu urbain continu), 311 (forêts de feuillus), 211 (terres
arables) et 511 (cours et voies d’eau). Ces zones représentant plus de 75 % de la surface de
l’image, nous pouvons espérer une classification raisonnable (mais grossière).

Certains indices décrivent mieux certaines classes. En particulier, le meilleur taux de
reconnaissance de la classe 211 (terres arables) (78%) est obtenu avec l’ensemble de ca-
ractéristiques {EP1}, tandis que {EP2} est le plus pertinent pour reconnaı̂tre les fôrets de
feuillus (classe 311), et avec {EP3}, on passe de 44% à 69% pour le tissu urbain continu
(classe 111).

4.3.2 Comparaison de classifications

Par ailleurs, les différentes classifications que nous avons obtenues ont été comparées
à la carte CLC, à l’aide de V I et ṪM . La variation de l’information est une métrique : plus
elle est petite, plus la classification est proche de celle de CORINE Land Cover ; tandis que
ṪM tend vers 1 lorsque la classification se rapproche de celle de CORINE Land Cover.

Nous avons obtenu les résultats du tableau 4.6 pour ces tests. Nous remarquons que
d’après V I et ṪM , la classification conduite avec {EP1} est la plus proche de CLC.

TAB. 4.6 – Critères de comparaison de classifications obtenues avec le MAP, pour chaque
ensemble de caractéristiques.

Critères {EP1} {EP2} {EP3}

MAP
VI 2.11 2.52 2.66
ṪM 0.63 0.52 0.33

Observant visuellement les classifications, on constate l’importance des inclusions de
très petites zones dans des classes. La nécessité de mettre en œuvre une procédure contex-
tuelle semble donc s’imposer.

4.3.3 Traitement contextuel

Le traitement post-classification que nous avons ensuite appliqué à l’image classifiée
avait pour but de tenir compte du voisinage des pixels pour éliminer l’aspect “poivre-sel”
(homogénéiser les régions) de l’image classifiée, comme le montre la figure 4.8 obtenue
avec les caractéristiques {EP1}. Par ailleurs, la matrice de confusion exprimée en pour-
centage, pour le même ensemble d’attributs est consignée dans le tableau 4.7. Celles des
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FIG. 4.8 – Résultat de la classification obtenue avec les primitives {EP1} et le Maximum
a postériori (figure 4.7), suivie d’un traitement contextuel par champs de Markov.

ensembles {EP2} et {EP3} sont données en annexe A.3, dans les tableaux A.1 et A.2 res-
pectivement.

Nous remarquons que, par rapport au cas précédent, le taux de reconnaissance des
classes qui étaient déjà assez bien identifiées augmente de manière notable. Par exemple
pour la classe 111, on passe de 69% à 91% avec {EP3}. Cependant, concernant les fortes
confusions entre les classes, nous remarquons que plusieurs pixels d’autres classes sont
catalogués comme appartenant à 211, 311, 312 ou encore 112. Ceci pourrait être dû au
fait que ces dernières classes sont bien représentées (nombre élevé de pixels) et donc, ont
tendance à absorber les petites classes.

Tout comme dans le cas précédent, nous observons que certains indices mettaient
mieux en évidence certaines classes. Le tableau 4.8, donne les classes reconnues à plus de
80%, à plus de 40% et pas reconnues du tout, pour chaque ensemble de caractéristiques.

En d’autres termes, pour isoler la classe 211 par exemple (Terres arables hors périmètre
d’irrigation) et espérer avoir un taux de reconnaissance de plus de 80%, nous pouvons
utiliser une classification MAP+voisinage et les caractéristiques {EP1}. De même, avec
le même classifieur et les caractéristiques {EP3}, nous ne pourrons jamais isoler la classe
112 ou la classe 231.

Les indices de qualité, calculés pour comparer ces classifications avec CLC donnent
les résultats du tableau 4.9.

Il en résulte que d’après VI et ṪM , les classifications bayésiennes avec le MAP suivi
de la prise en compte du voisinage des pixels (MAP+voisinage) sont plus proches de la
classification de CLC que celles obtenues avec le MAP seul. En outre, VI et ṪM indiquent
qu’avec le MAP+voisinage, la classification la plus proche de CLC est réalisée avec l’en-
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TAB. 4.8 – Classes reconnues à plus de 80%, à plus de 40% et à 0%, pour chaque ensemble
de caractéristiques, en utilisant le classificateur MAP+voisinage.

{EP1} {EP2} {EP3}
+ de 80 % 211 311, 511 111
+ de 40 % 112, 411 231, 313

0 %
122, 141, 221,

141, 242
112, 121, 124, 141,

242, 512 142, 221, 231, 242

TAB. 4.9 – Critères de comparaison de classifications calculés avec le MAP+ voisinage
pour l’élimination de l’aspect “poivre et sel”, et chaque ensemble de caractéristiques.

Critères {EP1} {EP2} {EP3}
MAP VI 1.76 2.17 2.47

+voisinage ṪM 0.69 0.59 0.37

semble d’attributs {EP1}.

4.3.4 Remarques

– la classe 111 (tissu urbain continu) est souvent classifiée en 511 (cours et voies d’eau).
– le tissu urbain discontinu (112) se retrouve souvent en 211 (terres arables, ce qui est

logique si l’emprise des villages est large.
– les classes 121 (zones industrielles) et 122 (réseaux routiers) sont reconnues en 111

(tissu urbain continu) et 112 (tissu urbain discontinu).
– la classe aéroports (124) est classifiée en terres arables et prairies.
– la classe 211, la plus peuplée, absorbe toutes les classes de terres cultivées et de

prairies, ce qui semble logique,
– une bonne partie des classes 221 (vignobles), 222 (vergers et petits fruits) et 243 (sur-

faces agricoles interrompues par des espaces naturels) sont classifiées dans 312 (fôrets
de conifères) et 324 (fôrets et végétation arbustive en mutation). Tout comme la classe
des fôrets mélangées (313), ces dernières sont à leur tour absorbées par la classe 311,
la plus peuplée des fôrets. L’autre partie des classes 221, 222 et 243 est cataloguée
comme étant des terres arables.

– la classe 512 (plans d’eau) est systématiquement mal classée en 111 (tissu urbain
continu) (on peut s’interroger sur la dimension de ces étendues d’eau).

– Les marais intérieurs (411) sont partiellement classés en 311 (forêts de feuillus) et 211
(terres arables).

Il est donc assez clair que la classification vérifie bien les défauts que nous attendions
dès l’analyse de la cartographie locale, en section 1 :

1. les zones mélangées sont distribuées dans leurs composantes élémentaires,

2. la classification bayésienne, en cas d’ambiguı̈té, favorise les classes les plus peu-
plées,

3. les zones texturées sont mal distinguées avec nos seuls critères radiométriques.
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Des conclusions supplémentaires apparaissent :

1. les zones de cours d’eau sont confondues avec les zones urbaines,

2. les zones de marais n’ont pas de signature radiométrique discriminante.

4.3.5 Solutions possibles

Regroupement de classes Une première solution consiste à s’appuyer sur les remar-
ques ci-dessus et regrouper les classes comme présenté dans le tableau 4.10.

TAB. 4.10 – Regroupement des classes en fonction des mélanges.

Classes CLC Groupe
111 + 512 {1} : urbain continu

211+231+242+124 {2} : champs
311+ 312+313+221 {3} : fôrets

+222+324+243
112+121+122 {4} : urbain discontinu

511 {5} : eau
131+141+142+331+411 {6} : autres

Ainsi, si l’on procède à ces regroupements, on obtient le tableau de confusion présenté
en 4.11, bâti à partir de la table 4.7 en réunissant les lignes et les colonnes conformément
aux conventions de la table 4.10.

TAB. 4.11 – Construction de classes artificielles par regroupement de classes CLC
conformément au tableau 4.10 ; classification par MAP, avec le jeu de primitives {EP1}
et élimination de l’effet “poivre et sel”.

{1} {2} {3} {4} {5} {6}
superclasse {1} 68,50 6,50 4,50 5,00 15,50 0,50
superclasse {2} 0,50 66,50 26,83 3,83 0,33 1,33
superclasse {3} 20,33 77,83 0,83 0,33 0,33
superclasse {4} 30,00 19,67 6,67 32,67 7,67 2,00
superclasse {5} 1,00 4,00 11,00 3,00 78,00 2,00
superclasse {6} 15,33 28,17 32,17 3,67 4,33 14,00

On voit que 4 superclasses sont assez bien reconnues : l’urbain continu, les champs,
les forêts et l’eau. Comme il se doit l’urbain discontinu est également dispersé entre ur-
bain continu, champs et urbain discontinu (ce qui prouve la nécessité de déterminer cette
classe sur des critères plus macroscopiques). Enfin la classe ”‘autres”’ reste dispersée.

Méthodes hiérarchiques Une autre solution est de procéder de façon hiérarchique, par
exemple en éliminant les classes trop rares et en isolant celles qui sont “correctement”
identifiées. Cela pourrait aboutir à une classification par arbre de décision, c’est à dire
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que nous pourrions construire un arbre de manière à identifier chaque classe CLC l’une
après l’autre, ceci en utilisant bien sûr d’autres attributs et/ou d’autres classifieurs.

Nous approfondirons ces directions de recherche dans la section 4.5.

Par ailleurs, l’inégale répartition de ces classes a entraı̂né un phénomène d’absorp-
tion des classes très peu représentées par les plus peuplées (favorisé par la classification
bayésienne). De plus, l’utilisation des seules caractéristiques radiométriques s’est avérée
insuffisante pour l’identification de certaines classes riches en texture et ainsi pour éviter
les confusions entre certaines catégories. Une prise en compte des paramètres de texture
s’impose donc pour améliorer cette classification.

4.4 Prise en compte des textures

4.4.1 Caractéristiques QMF

Parmi les grandes catégories d’attributs de texture, nous avons utilisé les caractéristi-
ques QMF ou Quadratic Mirror Filters [Mallat, 2003], décrites dans la section 3.2.2. De
précédents travaux du Centre de Compétences ont montré que ces primitives basées sur
les filtres en quadrature de phase donnaient de bonnes performances lors de l’indexation
d’images satellitaires [Campedel et al., December 2004].

Pour extraire les paramètres QMF, la bande PIR a été découpée en de petites fenêtres.
Travaillant avec des images SPOT à 20 m de résolution, il nous a fallu mener quelques
expérimentations pour ces images, alors que nos expériences antérieures étaient condui-
tes en SPOT 5 Panchro à 5m. Nous avons essayé plusieurs tailles : 16 × 16 avec un
pas de 8 pixels, 32 × 32 avec un pas de 5 pixels,... Expérimentalement, les imagettes
de taille 32 × 32 avec un pas de 8 pixels ont donné les meilleurs résultats (qmf328).
Dans l’expérimentation nous utilisons 2 échelles, ce qui donne 14 caractéristiques pour
la moyenne et la variance de l’imagette, dont 8 sont utilisées (variances des coefficients
des sous-bandes HH, HL, LH et LL, et moyenne de LL). Une interpolation bilinéaire est
appliquée aux coefficients QMF pour revenir à la taille initiale de l’image.

Le tableau 4.12 donne les résultats de classification MAP sur les paramètres de texture
uniquement, ainsi que la trace pondérée par la population des classes ṪM .

Nous constatons que certaines classes sont mieux reconnues, notamment celles du
type 1 d’occupation du territoire (Territoires artificialisés). La classe 111 par exemple (Tissu
urbain continu) est reconnue à 97%, avec très peu de confusions avec les autres classes. Il
en est de même pour les Vignobles (classe 221).

Cependant, certaines classes restent dominées par 211 (Terres arables), 121 (zones indus-
trielles et commerciales) et 324 (Fôret et végétation arbustive en mutation). De plus, les classes
de forêts (311, 312, et 313) sont pratiquement inexistantes. En outre, la trace pondérée de
la matrice de confusion (0.47) est faible par rapport au cas de la classification spectrale
(0.69). Il pourrait être intéressant de combiner les caractéristiques pour bénéficier de la
bonne identification des classes et d’une bonne classification globale.

4.4.2 Utilisation combinée des caractéristiques spectrales et texturelles

Les 8 coefficients QMF ont été concaténés à chaque ensemble de primitives spec-
trales ({EP1}, {EP2} et {EP3}), et ce pour chaque pixel. Les résultats obtenus pour les ca-
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ractéristiques ({EP2} + qmf328) avec la prise en compte du voisinage à l’aide des champs
de Markov sont consignés dans le tableau 4.13 pour ({EP2} + qmf328).

Ce tableau montre que certaines classes sont presque parfaitement identifiées : la
classe 221 (Vignobles) à 99 % et la classe 111 (Tissu urbain continu) à 97%. Aussi, nous
pouvons constater que, par rapport au cas de l’utilisation de la texture seule, les classes
du type 1 d’occupation du territoire (Territoires artificialisés) sont mieux reconnues. C’est
le cas de la classe 131 (Extraction de matériaux) dont le taux de reconnaissance passe de
50% à 85%.

Par ailleurs, les classes 324 et 211 sont bien reconnues, mais continuent d’absorber une
partie non négligeable des pixels appartenant à certaines autres classes, entraı̂nant ainsi
des fausses alarmes. Ainsi la plupart des échantillons des classes de forêts (311, 312, 313)
sont classifiés dans 324 (Forêt et végétation arbustive en mutation). Pareillement, les classes
242 (Réseaux de cultures variées) et 243 (Surfaces essentiellement agricoles, interrompues par des
espaces naturels importants) sont réparties dans presque toutes les classes.

Ces confusions sont liées, soit à une similarité conjoncturelle et inopinée entre les
classes, soit au fait que les classes font partie de celles dites “à caractère mixte”, c’est-à-
dire des classes mélangées par définition. Pour pallier ce problème, nous avons exploré
et mis en œuvre plusieurs types de traitements qui sont vus dans la section suivante.

4.5 Amélioration de la classification

Parmi les méthodes déployées pour améliorer la classification et nous rapprocher sur
certains points de l’approche conduite lors de la construction des cartes CORINE, nous
avons testé, entre autres, la classification hiérarchique, le regroupement de classes et la
représentation de l’image par graphes d’adjacence.

4.5.1 Classification hiérarchique

Le principe de cette classification, comme son nom l’indique, procède par des déci-
sions successives qui isolent progressivement les classes difficiles à distinguer. Ce prin-
cipe est schématisé dans la figure 4.9. Un premier test est effectué sur l’ensemble des
échantillons. De la classification obtenue, les modèles des classes bien identifiées (sui-
vant CORINE Land Cover) et ayant peu de fausses alarmes sont supprimés, ainsi que
les pixels assignés à ces classes. Un autre test est appliqué sur les pixels restants et, de
la même manière, les classes bien reconnues sont isolées. Cette opération est reconduite
tant que des classes peuvent être “correctement” écartées. A chaque étape, il est possible
d’utiliser un classificateur et des paramètres différents de ceux de l’étape précédente car,
comme nous l’avons déjà vu, certaines caractéristiques décrivent mieux certaines classes
et donc, nous pouvons espérer de meilleures performances de cette diversité. En outre,
avant un test, des classes qui ont tendance à se mélanger peuvent être regroupées, ceci
pour augmenter la capacité de reconnaissance. Cela pourra aboutir à une classification
par arbres de décision, c’est-à-dire qu’une fois les petits groupes bien identifiés, et sa-
chant quelles classes CLC sont incluses dans chaque groupe, il serait possible d’identifier
chaque classe CLC l’une après l’autre, ceci en utilisant bien sûr d’autres attributs et/ou
d’autres classifieurs.

Cependant pour pouvoir isoler une classe, il faut que cette dernière ait un bon taux
de reconnaissance et peu de confusions avec les autres classes. Nous ne nous intéressons
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FIG. 4.9 – Principe de la classification hiérarchique : le test et seuil évoluent à chaque
itération.

donc plus aux performances de la classification dans sa globalité, mais à celles de chaque
classe individuellement. Outre le taux de bonne classification pour chaque classe (produ-
cer’s accuracy), le critère utilisé pour la décision et défini pour chaque classe est le rapport
de la somme des pourcentages des mauvaises classifications et des fausses alarmes sur
le pourcentage de bonnes classifications. Ce critère (indci) est indépendant du nombre
d’échantillons par classe et vaut 0 lorsqu’il n’y a pas de fausses alarmes, ni de mauvaises
classifications.

indci =
100 + %n′i − 2×%nic

%nic
(4.2)

où %nic est le pourcentage d’échantillons bien classifiés, et %n′i est la somme des pour-
centages des pixels assignés à cette classe.

Un exemple de résultats de tests effectués par cette méthode est donné par l’arbo-
rescence de la figure 4.10. Le seuil étant expérimentalement fixé à 0.35, toutes les classes
dont le critère indci est inférieur ou égal à 0.35 sont considérées comme isolables. L’arbre
donne les pourcentages de bonne classification de chaque classe isolable, sous réserve de
l’erreur du test précédent. Pour chaque niveau de la hiérarchie, nous avons utilisé soit
{EP1}+qmf328, soit {EP2}+qmf328. Comme le montrent le taux de bonne classification
et indci, un niveau de plus dans l’arbre permet d’isoler des classes qu’on ne pouvait bien
identifier au niveau précédent. Des regroupements ont été effectués et les deux groupes
du troisième niveau ont pu être dissociés. Cependant, dans chaque groupe, les classes
restent emmêlées.

Une autre manière d’aborder cette classification hiérarchique est de considérer chaque
classe mélangée (par exemple les classes 112 (Tissu urbain discontinu) ou 242 (Réseau de
cultures variées)) et d’y effectuer un clustering. L’intérêt est d’isoler les différents consti-
tuants de ces classes hybrides et de trouver un modèle pour chaque constituant. Alors,
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FIG. 4.10 – Région 1 : résultats de la classification hiérarchique avec un seuil pour indci
fixé à 0.35. A chaque niveau de la hiérarchie, le pourcentage de bonne classification est
donné pour chaque classe, sous réserve de l’erreur du niveau précédent. La valeur indci
est indiquée au-dessous de chaque bloc, plus elle est faible, meilleure est la décision.

lors de la classification, le modèle pour ce type de classes est remplacé par ceux des
différents constituants. Cette procédure est une sorte de classification hiérarchique as-
cendante. Les tests effectués sur notre base de données ne nous ont pas donné entière
satisfaction. En effet, les sous-classes obtenues par la méthode des k-means ne corres-
pondent pas toujours aux différents constituants de la classe mélangée. Par exemple, la
classe 112 (Tissu urbain discontinu) a été décomposée en 3 sous-classes, mais reste classée
à 50% dans les zones industrielles et commerciales, tandis que les 3 petits groupes créés
retiennent à peine 0%, 1% et 3% de bons échantillons. Ce problème peut être en partie
résolu par la détermination automatique du nombre de clusters dans un ensemble de
données, via des méthodes basées sur la théorie taux - distorsion [Sugar & James, 2003]
ou de type AutoClass. Cependant, le risque qu’il y ait beaucoup de clusters est grand car
aucune classe CLC n’est homogène à 100%.

4.5.2 Regroupement des classes

En s’appuyant sur les remarques faites après la classification dans la section précéden-
te, les classes sont regroupées en hyperclasses. Au regard de la matrice de confusion,
le regroupement des classes revient à inclure dans la classe dominante, les classes qui
sont absorbées par cette dernière. Cependant, il arrive très souvent qu’une classe soit
répartie de manière presque uniforme entre plusieurs classes (par exemple, les classes 242
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et 243 dans le tableau 4.13). Alors, le choix pourrait se faire en considérant celle qui est la
plus proche de la classe concernée suivant la classification hiérarchique de CORINE Land
Cover. Cela entraı̂nera certainement des confusions entre la nouvelle classe dominante et
celles qui ont été écartées. A chaque fois, le modèle utilisé pour la classification est celui
de la classe considérée comme dominante. Les modèles des autres classes constituant le
groupe sont supprimés.

Les classes doivent être associées de manière “judicieuse” pour donner de bons résul-
tats. Nous verrons s’il est possible de définir ce critère d’association des classes de manière
automatique, au regard de la matrice de confusion.

Pour juger de la qualité de la classification et donc de ces regroupements, outre le
critère indci pour évaluer chaque classe séparément et la trace pondérée déjà utilisée,
nous introduisons le paramètreKappa(κ) , défini dans la section 3.5, qui est un indicateur
global et plus objectif de la qualité de la classification.

Le tableau 4.14 et le tableau A.3 présenté en annexe A, exposent les résultats obtenus
pour certaines combinaisons de regroupements. Les classes ont été associées en tenant
compte des matrices de confusion précédemment obtenues et des similarités sémantiques
entre les classes telles que définies par CLC. Le tableau 4.13 montrait qu’il existe de
grandes confusions entre les postes des types d’occupation du sol 1 (Territoires artifi-
cialisés) et 2 (Territoires agricoles), et que globalement, les classes de type Forêts (type 3)
sont mélangées entre elles. Un regroupement grossier basé sur ces remarques donne les
résultats du tableau 4.14, avec deux hyperclasses (H1={112, 121, 122, 124, 131, 141, 142,
211, 222, 231, 242, 243} = 211, c’est-à-dire que nous avons gardé le modèle de la classe 211
pour cette hyperclasse et H2={311, 312, 313, 324, 331}= 324). Les tests effectués avec un
regroupement un peu plus fin donnent les résultats exposés dans le tableau A.3.

TAB. 4.14 – Région 1 : matrice de confusion obtenue en appliquant le MAP sur les groupes
H1 et H2 et les classes restantes. Les caractéristiques utilisées sont {EP2} et qmf328 ;
ṪM=0.9039.

clc 111 H1 221 H2 411 511 512

111 98 2
H1 1 93 2 1 2 1
221 100
H2 17 76 3 4
411 8 4 89
511 2 95 3
512 3 3 94

Les indicateurs de bonne classification ṪM et κ pour le regroupement grossier (res-
pectivement 0.90 et 0.69) sont meilleurs que lorsque les groupes sont plus dissociés (0.77
et 0.59), preuve de l’existence de similarités assez fortes entre les classes de chaque hyper-
classe. Notons aussi que 17% des pixels de H2 sont classifiés dans H1. De même, dans le
tableau A.3, tandis que les autres classes sont assez bien identifiées, le groupe {112 + 121
+ 142} est le plus mal reconnu avec un taux de 53% seulement. Ceci s’explique par le fait
que les classes de type territoires artificialisés qui sont plus du type “land use” que “land
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FIG. 4.11 – Région 1 : résultats de la classification avec regroupement de classes. Certaines
régions présentes dans la classification sont absentes dans la carte, illustrant ainsi une
règle de généralisation de CLC.

cover”, sont très proches (on retrouve dans chacune d’elles, un peu d’espaces verts, des
routes, du bâti) et se distinguent en général par le contexte. Ainsi, le groupe {112 + 121 +
142} est réparti dans 122 (Réseaux routiers et ferroviaires) à 8%, dans 124 (Aéroports) à 10%,
dans 141 (Espaces verts urbains) à 8%, mais aussi dans le groupe des terres arables {211 +
231 + 242 + 243}.

Une autre cause de ce faible taux de classification est que le modèle considéré pour
chaque groupe est celui de la classe qui a tendance à attirer les autres. Dans le cas de
{112 + 121 + 142}, le modèle choisi est celui de la classe 121 (Zones industrielles et commer-
ciales). Ceci veut dire que les pixels initialement bien classifiés dans 112 et 142 ont une
grande probabilité d’être mal classifiés. Il serait alors intéressant de trouver un modèle
qui décrirait assez bien les différents groupes, en considérant chaque hyperclasse comme
un mélange de gaussiennes. L’algorithme EM (Expectation Maximisation) [Dempster et al.,
1977] permet de mettre cette technique en œuvre.

Les figures 4.6 et 4.11 montrent respectivement la carte CLC et l’image classifiée ob-
tenue après le regroupement. On note la présence de plusieurs régions qui ont disparu
avec les règles de généralisation de CORINE Land Cover. Nous avons essayé de traiter
ce problème avec les graphes d’adjacence.

4.5.3 Graphes d’adjacence

Pour la prise en compte des zones de mélange, nous avons procédé à une représenta-
tion de la zone par graphe d’adjacence [Trémeau & Colantoni, 2000], après une première
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classification, puis à un traitement structurel du graphe en détectant les petites zones
candidates à des regroupements, c’est-à-dire les régions ne respectant pas le critère de
superficie minimale de CORINE Land Cover. Ces régions ont été associées à l’une de
leurs voisines suivant un critère de distance minimale (distance euclidienne, distance de
Mahalanobis). Il en est ressorti que la seule distance n’était pas suffisante pour retrouver
les classes mélangées de CORINE Land Cover, et que le critère utilisé doit absolument
tenir compte de la catégorie des classes voisines, et donc du contexte. Il existe des règles
de priorité lorsque deux ou plusieurs grandes régions sont en conflit pour absorber une
petite, cependant ces règles sont propres à chaque pays car établies selon la végétation et
le type du paysage.

4.6 Applications sur un terrain inconnu

Nous testons l’apprentissage, non plus sur les données d’apprentissage, mais sur une
autre région test, ceci pour mieux évaluer les capacités des méthodes que nous avons
développées, à reproduire des cartes de type CORINE Land Cover sur des terrains in-
connus.

Les données d’apprentissage et de test étant différentes, nous avons étudié deux cas :
celui où les deux types de données appartiennent à la même scène, et celui où les deux
types de données appartiennent à des scènes différentes. Seul le premier cas est présenté
ici. Le deuxième est détaillé dans la section A.4 de l’annexe A.

Considérons la région 1. Ici, pour chaque classe, l’apprentissage s’est fait sur 80% des
données choisies de manière aléatoire, et les tests, sur les 20% d’échantillons restants. La
procédure suivie pour la classification est la même que précédemment.

Les tests ont été effectués en combinant les caractéristiques spectrales et texturelles et
en tenant compte de l’information spatiale. Comme l’indique le tableau A.4 de l’annexe
A présentant la matrice de confusion et la trace pondérée obtenues avec les primitives
{EP2} et qmf328, les résultats sont assez similaires à ceux de la section précédente, où les
tests étaient effectués sur les données d’apprentissage.

En effet, le tableau 4.15 récapitulant les traces pondérées obtenues dans les deux cas
de figure pour chaque ensemble de caractéristiques, montre que les résultats des tests sur
des données autres que celles d’apprentissage restent proches du cas où les deux types
de données sont identiques. De plus, l’évolution des classes est la même, c’est-à-dire que
les taux de reconnaissance de chaque classe diffèrent peu et restent du même ordre de
grandeur. Par exemple, avec les caractéristiques {EP2}+ qmf328, la classe 111 (Tissu ur-
bain continu) présente respectivement 97% et 96% de bonne classification.

TAB. 4.15 – Traces pondérées des matrices de confusion obtenues lors des tests sur les
données d’apprentissage et sur des données différentes appartenant à la même scène.

{EP1}+ qmf328 {EP2}+ qmf328 {EP3}+ qmf328
Données d’apprentissage

0.6257 0.6413 0.6007≡ données de tests
Données d’apprentissage

0.6000 0.6378 0.58026= données de tests
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De même, le regroupement de régions tel que décrit dans la section 4.5.2, donne les
résultats du tableau A.5 en annexe A, qui varient certes pour certaines classes, mais glo-
balement restent proches des résultats du tableau A.3 lorsque les tests étaient effectués
sur les données d’apprentissage. En effet, pour la même combinaison de regroupements,
les indicateurs de bonne classification ṪM et κ pour le cas des données d’apprentissage et
de tests différents (0.74 et 0.55 repectivement) ne sont pas très éloignés de ceux présentés
par les tests sur les données d’apprentissage (0.77 et 0.59).

De manière individuelle, tandis que le taux de reconnaissance de certaines classes va-
rie peu ou pas du tout (111, 122, 221, 331, 512, ...), d’autres classes sont mieux identifiées ;
c’est le cas des espaces verts urbains (classe 141) qui a un taux de 86% (par rapport à 82%
lorsque les données d’apprentissage et de test sont identiques), et le groupe {112, 121
et 142} dont le taux augmente de 4%. Par contre, le groupe {222, 311, 312, 313 et 324}
n’est reconnu qu’à 71% (contre 82% lorsque les données d’apprentissage et de test sont
identiques). Ces différences étaient prévisibles et sont en partie reliées à l’hypothèse de
stationnarité des processus aléatoires (voir section 4.2.2).

L’application de l’apprentissage sur des données inconnues de la même scène donne
des résultats proches et en accord avec ceux obtenus lors des tests sur les données d’ap-
prentissage.

4.7 Conclusions

Cette étude que nous avons menée apporte des enseignements nombreux, enrichis-
sant ainsi notre connaissance du domaine de la construction automatique de cartes théma-
tiques d’occupation du sol.

Remarques générales Nous souhaitions élaborer une méthode dans laquelle quelques
couples {images SPOT XS + cartes CORINE Land Cover} sont utilisés pour faire l’ap-
prentissage des caractéristiques discriminantes des classes ; les connaissances ainsi ac-
quises étant ensuite utilisées pour proposer des cartes Corine à partir des seules images
SPOT XS. De cette étude, plusieurs points ont été mis en évidence.

Nous avons tout d’abord confirmé ce que l’évidence laissait prévoir : un petit nombre
de classes ne seront pas aisément accessibles par des techniques de classification seules
(même si elles utilisent des primitives avancées comme la texture où la morphologie des
régions) car elles font référence à un usage des sols.

Par ailleurs, nous avons montré qu’il était possible, au sein d’une même image, de
généraliser très efficacement une cartographie connue à partir de quelques zones d’ap-
prentissage seulement. Pour cela, nous avons dégagé des primitives importantes radiomé-
triques, et texturales et montré qu’elles étaient toutes les deux indispensables.

Mais surtout, nous avons montré comment il était souhaitable de combiner les classes
et comment il fallait assembler les tests pour arriver à de tels résultats de façon hiérarchi-
que en soulignant le rôle particulier joué par quelques classes très majoritaires qui ab-
sorbent les moins peuplées.

De plus, nous avons mis en évidence le fait que cette démarche était relativement
robuste et pouvait se faire à partir d’un petit ensemble d’apprentissage à condition que
la généralisation se fasse sur la même scène. En effet, même avec des images corrigées
radiométriquement des dérives des capteurs, il n’est pas possible de transposer des tests
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radiométriques multispectraux d’une image SPOT XS à une autre image, diachronique-
ment peu différente. Si l’on souhaite faire ce transfert, il nous semble indispensable de
repasser à des images de réflectance des sols, corrigeant donc les variations de condi-
tions atmosphériques.

Nous insistons sur le fait que les taux d’erreurs que nous mesurons ne sont pas si-
gnificatifs. En effet, Nous mesurons le taux d’erreur en comparant nos classifications aux
classes obtenues par CLC, mais les spécifications de CLC ne nous garantissent pas qu’une
surface est pure à plus de 75 %. Rien ne nous permet ainsi de savoir quel est le taux exact
de reconnaissance de nos algorithmes et nous ne pouvons conclure que sur la similarité
de nos résultats avec ceux de CLC. Il se peut qu’ils soient nettement meilleurs, ... ou bien
plus mauvais.

A propos des classes fonctionnelles Comme nous l’avons dit, les classes fonction-
nelles telles que les réseaux routiers et ferroviaires et espaces associés ou les aéroports, posent
des problèmes particuliers. Les critères radiométriques sont impropres à les mettre en
évidence, ainsi que les critères texturaux. Il serait possible d’extraire des primitives struc-
turelles (contours, régions, parallèles, etc.) qui seraient ajoutées aux primitives de ra-
diométrie et de texture. Elles alourdiraient notablement le traitement et la classification,
sans garantir des performances plus grandes car rappelons que les images SPOT uti-
lisées ont une résolution de 20m. Les techniques plus classiques (par exemple utilisant
des descripteurs locaux autour de points caractéristiques, comme les SIFT) semblent mal
adaptées sur des images basses résolutions comme SPOT 2 XS. Elles sont pourtant ca-
pables de bonnes performances sur les éléments structurés d’un paysage, comme les
pistes et taxi-ways d’un aéroport.

Le cas des classes de mélange Dans CLC, des règles strictes existent sur les tailles mi-
nimales des zones représentées. De plus des règles strictes existent sur la façon d’assem-
bler des zones élémentaires ne vérifiant pas les règles ci-dessus, pour obtenir des zones
conformes. Ceci peut nous amener à nous interroger sur l’intérêt d’une étude au niveau
de la région, et non plus au niveau pixellaire comme nous l’avons fait jusqu’à présent. En
effet, une classification basée sur le pixel peinera à retrouver ce type de classes si elle n’est
pas suivie d’un traitement visant à regrouper, probablement en utilisant des critères en
plus (géométriques par exemple), de petites zones connexes candidates pour une classe
de mélange. Cependant, s’il semble probable que nous trouverons des mélanges dont les
proportions répondent bien à celles des exemples appris dans CLC, il est peu probable
que nous aurons appris les véritables critères qui président au choix des frontières des
classes de mélange. Il est en effet probable que les critères adoptés par le cartographe
relèvent de décisions géomorphologiques (appartenance à un même bassin versant par
exemple) ou à des critères administratifs (limites de départements) qui ne seront pas re-
connus par l’apprentissage, d’où l’importance de l’information exogène dans CORINE
Land Cover.

Dans la suite de ce document, nous nous focalisons sur ce problème tangible, et pro-
posons de nous appuyer sur une approche par régions pour aborder le problème de
l’identification des classes de mélange à partir d’une image satellitaire.
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Chapitre 5

Représentation des images basée sur
une approche par régions

Les études menées dans le chapitre 4 mettent en évidence les limitations des ap-
proches classiques pour l’identification de classes dites de mélange. La difficulté d’ap-
prendre les classes de mélange, telles que les forêts mélangées dans la classification CORI-
NE Land Cover (CLC), et de les reconnaı̂tre dans de nouvelles images est un obstacle ma-
jeur pour la production automatique des cartes d’occupation du sol. En effet, ces classes
sémantiques qui sont des mélanges ou regroupements d’autres types d’occupation des
terres, sont très présentes dans les images satellitaires, qu’elles soient à haute ou à basse
résolution. Par exemple, nous avons identifié dans des images Quickbird de Las Vegas à
61 cm de résolution, la classe des banlieues résidentielles, qui est principalement composée
de maisons, d’espaces verts, de terrains nus et de piscines (voir figure 5.1). Ainsi, comme
pour les forêts mélangées ou les systèmes culturaux et parcellaires complexes dans CLC, une
classification basée sur une approche classique ne sera pas suffisante pour identifier cor-
rectement les banlieues résidentielles.

Forts des conclusions tirées des expérimentations effectuées dans le chapitre 4, nous
remettons en cause l’étude basée sur une approche au niveau du pixel et proposons donc
dans ce chapitre, de nous appuyer sur une approche par régions pour déterminer les
classes de mélange dans les images satellitaires. Contrairement aux méthodes de clas-
sification basées sur une approche par régions présentées dans l’état de l’art, nous ne
souhaitons pas classifier chaque région. L’idée ici, est de représenter les images sous une
forme particulière basée sur les régions, de manière à profiter des propriétés de chacune
d’elles, mais aussi des relations existant entre elles.

5.1 Potentiel de l’approche par régions

L’intérêt d’une telle approche est multiple. Outre le fait que le partitionnement de
l’image en régions tient déjà compte de l’information spatiale, et permet de manipuler
des régions homogènes, elle réduit aussi de manière considérable la taille des données. En
outre, suivant la qualité du partitionnement, elle peut faire émerger des régions saillantes
ou des objets de l’image.

Mais surtout, l’intérêt de cette approche, en ce qui nous concerne, est que, présentée
sous une certaine forme, elle permet l’utilisation des méthodes de traitement des données
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FIG. 5.1 – Image Quickbird de Las Vegas à 61 cm de résolution, appartenant à la classe des
banlieues résidentielles. C’est une classe de mélange, constituée principalement de maisons,
d’espaces verts, de terrains nus et de piscines.

textuelles exprimées dans une langue. Nous nous intéressons ici aux notions de “compo-
sitionnalité sémantique” et de “représentation en sacs-de-mots” du langage textuel.

5.1.1 Principe de compositionnalité sémantique

Nous souhaitons exploiter le “principe de compositionnalité sémantique” [Pelletier,
1994], et l’appliquer aux images satellitaires. Très utilisé en traitement automatique des
langues (TAL), le “principe de compositionnalité sémantique”, encore appelé “principe
de Frege”, spécifie que la signification d’une expression complexe est fonction de la si-
gnification de ses parties et de leurs relations syntaxiques. En effet, le principe de com-
positionnalité présente une démarche très utilisée pour le traitement automatique de la
sémantique. Il permet de formuler un ensemble de règles de combinaison pour dériver
le sens d’un énoncé à partir de celui de ses composantes. Prenons l’exemple de la phrase
suivante, présentée dans [Bouillon & Vandooren, 1998] : “Le petit chat que Marie a acheté
s’est endormi en ronronnant”. Le sens de cette phrase contient bien, entre autres, les sens
de petit, chat, acheté, endormi, ronronnant, et les liens entre eux.

Ainsi, de même que la compréhension d’une phrase nécessite de comprendre les
mots et la syntaxe entre ces mots, nous nous proposons d’exploiter l’information spatiale
existant entre les régions d’une image satellitaire, afin d’analyser et décrire son contenu
sémantique.

Cependant, l’application de ce principe n’est pas toujours simple, car il ne se vérifie
pas pour toutes les expressions de la langue naturelle (expressions idiomatiques par
exemple). De plus, le principe de compositionnalité est compliqué par le fait que les re-
lations entre les structures syntaxique et sémantique d’un énoncé ne sont pas toujours
biunivoques : à une seule structure syntaxique, peut correspondre plus d’une représenta-
tion sémantique et vice versa. En ce qui concerne les images, et en particulier les images
satellitaires, il nous paraı̂t plus naturel de supposer qu’à chaque unité syntaxique, cor-
respond une règle d’interprétation sémantique unique, par exemple, une maison et une
piscine correspondent à une villa : c’est l’hypothèse forte du principe de compositionna-
lité (rule-to-rule hypothesis). Par conséquent, nous ne tiendrons compte que du sens propre
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des images.

5.1.2 Approche par sacs-de-mots

Nous proposons par ailleurs, d’utiliser les techniques basées sur une représentation
dite en “sacs-de-mots” (bags-of-words) pour classifier les images satellitaires, et en parti-
culier identifier les classes complexes telles que celles de mélange. Le modèle par sac-de-
mots est devenu particulièrement populaire durant ces dernières années, en raison de la
qualité des résultats qu’il permet d’obtenir dans le domaine de la fouille de données dans
les textes. Ce type de représentation, très utilisée en analyse de texte, suppose que l’ordre
des mots dans un document peut être négligé. Cela consiste à décrire chaque document
au moyen d’un histogramme des occurrences de chaque mot du vocabulaire. L’histo-
gramme, plus ou moins pondéré par la fréquence d’apparition des mots dans toute la
langue, est ensuite utilisé comme vecteur de forme par un algorithme de classification,
utilisant des modèles génératifs ou la classification par recherche de fonctions discrimi-
nantes.

Cette approche a été adaptée pour l’annotation automatique et la recherche d’images
multimédia par le contenu sémantique [Monay & Gatica-Perez, 2003; Fei-Fei & Perona,
2005; Lazebnik et al., 2006; Larlus & Jurie, 2008].

Nous nous intéressons ici, à l’exploitation d’une telle approche pour l’annotation de
grandes images satellitaires.

L’utilisation des techniques textuelles pour les images, que ce soit pour l’exploita-
tion du principe de compositionnalité sémantique ou de l’approche par sacs-de-mots,
nécessite que l’image soit décrite sous forme de “mots visuels”, par analogie au texte. Ce-
pendant, les images n’ont pas de vocabulaire a priori, le “vocabulaire visuel” doit donc
être construit pour répondre à des attentes particulières. La section suivante est consacrée
à la définition des mots visuels, et à la construction du vocabulaire.

5.2 Codage de l’image : les mots visuels

5.2.1 Le vocabulaire visuel

Le vocabulaire visuel est défini par analogie avec le vocabulaire de mots textuels,
dans le but de pouvoir appliquer les techniques statistiques de textes aux images. Aucun
vocabulaire visuel n’existant de manière explicite, il faut donc le construire de manière
à ce qu’il représente au mieux les données. Les mots visuels sont obtenus par quantifi-
cation vectorielle de descripteurs locaux extraits des images : il s’agit d’une transforma-
tion de l’espace de description vers un espace discret d’étiquettes. La représentation de
l’image par des mots visuels peut donc être vue comme une sorte de codage de l’image.
De manière générale, un codage permet de passer d’une représentation des données à
une autre. En compression des données (théorie de l’information), l’information à com-
presser est vue comme la sortie d’une source de symboles qui produit des textes finis
selon certaines règles et le but est de minimiser la taille moyenne des textes obtenus en
réduisant l’information répétitive, c’est-à-dire la redondance. En effet, la compression des
données permet de réduire l’espace nécessaire à la représentation d’une certaine quantité
d’information. Par analogie, le codage de l’image consiste à transformer l’image en une
représentation plus concise et facilement exploitable par l’utilisateur, tout en préservant
son contenu informationnel.
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La technique la plus utilisée pour construire un vocabulaire visuel consiste à répartir
dans des groupes (clusters), des descripteurs locaux extraits des images d’apprentissage,
le nombre de clusters représentant la taille du vocabulaire. La construction d’un voca-
bulaire visuel dépend donc fortement du type de primitives extraites localement des
images, et de l’algorithme utilisé pour la quantification.

5.2.2 Etat de l’art

Etant donné un ensemble d’images, la méthode la plus courante de codage est celle
utilisée dans [Barnard et al., 2003; Duygulu et al., 2002; Jeon et al., 2003]. Elle consiste à
segmenter les images en régions, et à extraire pour chaque région, un vecteur de ca-
ractéristiques (spectrales, texturelles, formes, etc.) qui la représente. Ces représentations
des régions sont ensuite quantifiées par un algorithme de clustering (en général les k-
means). Les groupes de régions (clusters) obtenus, que nous appellerons blobs comme
dans [Jeon et al., 2003; Barnard et al., 2003; Duygulu et al., 2002], sont représentés chacun
par un “mot visuel”, qui est le centroı̈de du cluster. Ainsi, chaque blob a une étiquette
qui permet de l’identifier. Les étiquettes sont assimilées à un dictionnaire visuel pouvant
être utilisé pour décrire le contenu visuel de l’image. Une variante de cette méthode de
codage est de découper l’image en imagettes en utilisant une grille régulière, plutôt que
de la segmenter. Cette dernière technique est utilisée dans les travaux de Mori et ses
collègues [Mori et al., 1999] et Li et Bretschneider [Li & Bretschneider, 2006].

Par ailleurs, au lieu de traiter l’image de manière dense, il est possible de sélectionner
un sous ensemble de points qui sont plus informatifs que les autres, à l’aide d’un critère
de saillance, réduisant ainsi la quantité d’information à traiter. Par exemple, Fei-Fei et
Perona [Fei-Fei & Perona, 2005], dans leur approche d’identification de la sémantique
des scènes naturelles, construisent un vocabulaire visuel à partir d’une base d’apprentis-
sage sur lesquelles sont extraites des régions d’intérêt, obtenues de 4 manières différentes
(entre autres le détecteur de Kadir et Brady). Les descripteurs locaux SIFT [Lowe, 2004]
sont calculés sur ces régions, puis regroupés en clusters avec les k-means pour obtenir
les mots du vocabulaire visuel, dénués de sémantique, mais constituant une description
pertinente des images (voir figure 5.2). De même, dans [Marszaek & Schmid, 2006], les
auteurs construisent un vocabulaire visuel en extrayant des descripteurs SIFT de points
d’intérêt repérés avec les détecteurs de Harris-Laplace et Laplacien, puis en les quanti-
fiant à l’aide des k−means. Leibe et ses collègues [Leibe et al., 2006] quant à eux, utilisent
plutôt un algorithme de quantification hiérarchique pour regrouper les descripteurs.

D’autre part, une autre méthode, moins classique, de codage d’images couleur est
détaillée dans [Watanabe et al., 2002] et propose un schéma de représentation de l’image
basé sur la compression de données. L’image est segmentée puis chaque région est en-
codée en un texte : chaque région est tout d’abord représentée par un graphe pondéré
dans lequel les noeuds sont les pixels de la région et le poids d’un arc est donné par la
différence spectrale entre les deux noeuds reliés ; puis, l’arbre recouvrant de poids mini-
mal de ce graphe est extrait et parcouru selon une certaine direction. Une quantification
vectorielle appliquée sur les couleurs des noeuds et les directions de parcours permet
d’obtenir le texte code. Ensuite, un ensemble de compresseurs de texte est utilisé pour
générer un vecteur de taux de compression qui servira de caractéristique pour la région.
Il est aussi possible de travailler directement sur toute l’image pour obtenir un vecteur
de taux de compression caractérisant l’image.
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(a) (b)

FIG. 5.2 – (a) Exemple de mots du vocabulaire visuel utilisé par Fei-Fei et Perona. Ces
mots visuels, qui sont des fenêtres de pixels, sont issus d’images naturelles (b) apparte-
nant à 13 concepts sémantiques, tels que chambres, salons, bureau, paysages, forêts ou
encore autoroutes.

Une fois l’image caractérisée par l’une des méthodes que nous venons de décrire, en
fonction de l’application, différentes techniques (généralement d’apprentissage) sont uti-
lisées pour introduire une sémantique. En effet, dans la littérature, outre les tâches de
compression pour la transmission, le codage d’une image a par ailleurs été utilisé pour
interpréter sémantiquement des scènes ou rechercher des images par mots-clés : on parle
alors de “codage sémantique”. C’est une étape nécessaire dans le processus d’analyse de
l’image pour des applications telles que l’annotation, la correspondance ou la reconnais-
sance d’objets dans les images naturelles. Notons que l’opération d’annotation est une
forme de codage sémantique pour lequel les mots sont directement les symboles utilisés
pour le codage.

5.2.3 Approche choisie

La question de la construction d’un vocabulaire visuel pertinent est donc essentielle,
car de l’aptitude des mots visuels à bien représenter les images de l’ensemble d’apprentis-
sage, dépendent les performances des traitements ultérieurs (catégorisation, annotation,
etc).

Nos travaux concernent les images satellitaires, qui en général sont riches en informa-
tion. Afin de supprimer tout risque de manquer des informations utiles à la classification,
certains travaux considèrent tous les pixels de l’image sans aucune sélection [Winn et al.,
2005], ou alors échantillonnent les images aussi densément que possible. Cependant ces
méthodes traitent chaque pixel séparément, ce qui n’est pas notre objectif. Nous avons
donc considéré deux types d’approches :

– Les images sont découpées suivant une grille régulière dont la taille dépend de
la résolution de l’image et du type de classes sémantiques recherchées. Les mots
visuels seront donc calculés à partir de fenêtres de pixels.

– Les images sont partitionnées en régions à l’aide d’un algorithme de segmentation.
L’étape de segmentation est essentielle, car elle est irréversible : une mauvaise seg-
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mentation se répercute en cascade sur la qualité des traitements ultérieurs. Ici, nous
avons utilisé l’algorithme Mean shift présenté dans la section 3.1, qui en permettant
de fixer la taille de la région minimale, permet de contrôler le nombre de régions de
l’image segmentée. Nous évitons ainsi le nombre important de petites régions non
significatives qu’on obtient avec l’algorithme watershed par exemple. L’évaluation
de la qualité de la segmentation est visuelle. Il s’agit de voir si les régions de l’image
segmentée correspondent plus ou moins à certains objets de l’image ou à des par-
ties évidentes d’un objet. Une image légèrement sursegmentée ne serait donc pas
problématique. Proposer une évaluation objective de la qualité des segmentations
produites n’est pas simple, nous pourrions les comparer par exemple à l’aide de
critères entropiques [Meila, 2002].

Les primitives extraites des images dépendent essentiellement du type et de la résolu-
tion des images. L’étude effectuée dans le chapitre 4 sur CORINE Land Cover, à l’aide
des images SPOT2 XS a montré que pour ces images, la combinaison des caractéristiques
spectrales, y compris les néocanaux, et texturelles donne en général de meilleurs résultats.
Dans le chapitre 7, lors de l’annotation des images Quickbird panchromatiques de Las
Vegas à 60 cm de résolution, nous avons utilisé la moyenne et la variance comme des-
cripteurs des fenêtres de pixels issues du découpage suivant une grille régulière, cepen-
dant les coefficients de l’analyse en composantes principales (ACP) sont une alternative.
Lorsque les images seront segmentées au préalable, nous extrairons en plus pour chaque
région, des caractéristiques de forme que nous définirons lors de leur utilisation.

L’étape de quantification vectorielle est basée sur l’algorithme de clustering k−means.
Cependant, un paramètre important à déterminer est le nombre de clusters, qui représen-
te la taille du vocabulaire. Afin de déterminer le nombre optimal de clusters, nous utili-
sons le critère KMDL (kernel MDL) décrit dans [Kyrgyzov et al., 2007], qui modélise les
descripteurs par un mélange de gaussiennes, et utilise le critère de la longueur de des-
cription minimale (Minimal Description Length ou MDL) pour accéder à la complexité
optimale du modèle. De cette manière, les centroı̈des des clusters produits en utilisant
les k−means et le nombre optimal de clusters obtenu, constituent les mots visuels du vo-
cabulaire.

Chaque région ou fenêtre de pixels de l’image est ainsi assimilée au mot visuel qui lui
est associé, et a donc une étiquette.

5.3 Relations spatiales et représentation

Une fois l’image décomposée en mots visuels, la détermination de la sémantique de
l’image peut être facilitée par une étape de prise en compte de relations syntaxiques,
suivant le principe de compositionnalité sémantique. En effet, les régions élémentaires
peuvent être regroupées de manière à prendre en compte les relations spatiales et contex-
tuelles, pour former des structures sémantiques.

5.3.1 Analyse syntaxique

Il est possible d’exploiter les relations syntaxiques entre les mots visuels pour détermi-
ner la sémantique de l’image. Par exemple, des méthodes faisant usage de réseaux bayé-
siens exploitent les relations entre les régions de l’image issues d’une segmentation. Dans
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leur méthode contextuelle par boucle de pertinence [Li & Bretschneider, 2006], Li et Bret-
schneider modélisent les liens entre les codes des paires de régions adjacentes (mots
visuels) de l’image et les concepts sémantiques, pour calculer des fonctions de score
sémantique. Ces dernières mesurent l’importance du lien entre une image ou une région,
et un concept sémantique en se basant sur les matrices de cooccurrence des codes. Aksoy
et ses collègues [Aksoy et al., 2005] utilisent une modélisation floue des relations spatiales
entre des paires de régions pour décrire des concepts de haut niveau (disjoints, proche,
droite, etc). Dans le domaine du texte, les relations spatiales sont introduites par exemple
en comptant les occurrences des paires de mots dans un texte.

Dans cet ordre d’idées, nous nous intéressons donc à l’analyse des relations spatiales
entre les mots du vocabulaire visuel pour mettre en évidence, les structures d’intérêt de
l’image. Les relations spatiales constituent un élément essentiel des descriptions d’agen-
cement spatial entre les regions d’une scène et sont donc utiles à un grand nombre de
tâches liées à la reconnaissance des formes, la vision par ordinateur, les systèmes d’in-
formation géographique (SIG), et plus particulièrement l’interprétation des scènes. En
effet, nous utilisons considérablement les relations spatiales pour décrire, détecter et re-
connaı̂tre les objets d’une scène. Par exemple, dans leur architecture multi-spécialistes
pour l’interprétation d’images MESSIE [Giraudon et al., 1992], Giraudon, Garnesson et
Montésinos proposent de modéliser les objets physiques d’une scène, en se basant sur
une organisation selon 4 points de vue : la forme géométrique de l’objet, sa radiométrie,
ses relations spatiales avec d’autres objets et sa fonctionnalité. Ils traduisent les relations
spatiales par une liste “d’heuristiques de localisation” qui expriment des relations topo-
logiques entre différents objets ou parties d’objets, par exemple, une ombre est à côté
d’un bâtiment, un pont est sur une rivière, etc. Cette prise en compte du contexte permet,
soit de valider un objet par l’existence d’autres objets déjà détectés dans son contexte réel,
soit d’inférer une nouvelle hypothèse d’objet.

La description de l’agencement spatial peut varier très significativement d’une langue
à l’autre [Landau & Jackendoff, 1996]. Freeman [Freeman, 1975] a étudié l’ensemble de
ces relations pour la langue anglaise et a proposé une liste de treize relations spatiales
de base pour décrire la position relative de deux objets dans un espace bidimensionnel.
Dans la littérature, ces relations sont généralement classées en trois familles : relations
topologiques, relations métriques (ou distances) et directions. On rajoute souvent à ces
trois familles les relations morphologiques ou encore les relations de symétrie.

Les relations topologiques sont les relations de contact et de connexité entre deux
régions. Elles font appel à des notions de la théorie des ensembles (à l’intérieur de, à
l’extérieur de,) ou des notions de voisinage (adjacence). Les relations métriques sont
celles qui ont un lien direct avec la distance qui sépare les deux objets concernés (proche
de, loin de). Les relations directionnelles, quant à elles, regroupent l’ensemble des re-
lations faisant appel à une direction de l’espace ou du plan (à droite de, à gauche de,
au-dessus de, en-dessous de, devant, derrière).

5.3.2 Représentation des relations spatiales

Pour représenter ces relations spatiales, deux types de modèles sont utilisés dans la
littérature : les modèles de représentation qualitative souvent liés à la logique formelle
ou à la classification des intervalles temporels [Zahzah et al., 2003], et les modèles de
représentation quantitative plutôt rattachés à la logique floue ou aux probabilités [Bloch,
2005]. La première catégorie de modèles a été développée pour représenter les rela-
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tions spatiales topologiques [Mark & Egenhofer, 1994; Clementini & Felice, 1997]. On y
retrouve aussi les modèles reposant sur la théorie de la méréotopologie. Par ailleurs, il
existe quelques approches qualitatives des relations directionnelles [Freksa & Zimmerman,
1992]. Cependant, certains résultats obtenus via cette approche sont imprécis, plusieurs
configurations étant possibles.

L’ambiguı̈té liée à la définition des relations spatiales a encouragé plusieurs cher-
cheurs à adopter les relations floues introduites par Zadeh [Zadeh, 1965]. Le formalisme
flou permet de prendre en compte l’imprécision et l’incertitude attachées d’une part aux
caractéristiques des relations elles-mêmes (certaines relations comme les directions sont
intrinsèquement imprécises), et d’autre part, aux imperfections des données issues des
images. De plus, cette démarche fournit une évaluation numérique de la satisfaction des
relations dans une image donnée (degré de satisfaction et non plus relation binaire). On
peut distinguer deux types d’approches floues pour la représentation des relations spa-
tiales : soit on définit une valeur représentant le degré de satisfaction des relations entre
deux objets donnés, soit on définit un ensemble flou représentant en tous points de l’es-
pace, le degré de satisfaction de la relation par rapport à un objet de référence. Aksoy
et ses collègues [Aksoy et al., 2005] se basent sur la première approche et utilisent une
modélisation floue des relations spatiales entre des paires de régions pour décrire des
concepts de haut niveau (disjoints, proche, droite, etc).

Contrairement aux relations topologiques, les relations de distance ont essentielle-
ment été traitées par des approches quantitatives. Il est cependant possible de définir
une relation floue à partir d’une relation binaire, ce qui donne naissance par exemple à
l’adjacence floue [Bloch et al., 1997].

Dans notre étude, nous nous intéressons aux relations topologiques et plus parti-
culièrement, à l’adjacence. En effet, les relations spatiales sont étudiées entre deux régions
voisines, c’est-à-dire que deux régions élémentaires ne peuvent être regroupées que si
elles sont adjacentes. Nous exploitons la notion d’adjacence floue dans le sens où un
degré d’adjacence est défini entre deux régions voisines de l’image. Ce degré d’adjacence
est en général une fonction décroissante de la distance entre les deux objets considérés.
Dans notre cas, elle dépendra de paramètres géométriques tels que la forme ou la com-
pacité des régions ainsi que de la taille relative de la frontière commune entre les deux
régions. Ces critères ont leur influence dans la prise de décision quant au regroupement
d’une région élémentaire avec une autre.

5.4 Apprentissage

Les mots visuels sont largement utilisés dans les méthodes d’apprentissage appliquées
aux images, basés sur une représentation en sacs-de-mots. Cette représentation d’images
suppose la non-pertinence de l’ordre d’apparition des mots dans un document : les ima-
ges sont donc vues comme des collections de mots visuels au même titre que les textes
sont vus comme des collections de mots. Les méthodes de classification de texte basées
sur les mots deviennent donc applicables. En effet, la représentation en sacs-de-mots s’est
avérée très efficace pour la classification, mais aussi l’annotation d’images. Sa principale
force réside dans la représentation compacte associée à chaque image : un histogramme
de fréquence des mots visuels dont la dimension est égale à la taille du vocabulaire vi-
suel. Cette représentation est souple, et assez robuste à certaines variations des objets
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de l’image. L’histogramme (qui peut être normalisé pour s’affranchir de la taille du do-
cument et pour donner plus d’importance aux mots discriminants et/ou fréquents) est
ensuite utilisé comme vecteur de forme par un algorithme de classification.

Dans la littérature, les travaux de classification, d’annotation ou de recherche d’images
multimédia par le contenu, utilisant une approche par sacs-de-mots sont nombreuses.
Nous nous intéressons plus particulièrement à l’annotation automatique d’images, qui
est un domaine du traitement d’images, permettant d’associer automatiquement des
mots-clés ou du texte à des images, afin de pouvoir ensuite rechercher les images par
requête textuelle.

5.4.1 Annotation automatique d’images

Parmi les méthodes d’annotation utilisant une représentation de l’image en sacs-de-
mots, on distingue les annotations directes qui font directement le lien entre les caractéris-
tiques bas-niveau et les annotations sémantiques, et les approches faisant usage d’une ou
de plusieurs couches intermédiaires.

5.4.1.1 Annotation directe

Au lieu de chercher à attribuer un ou plusieurs mots-clés à l’image en la considérant
comme un tout, la plupart de ces méthodes indiquent en général les correspondances
entre les mots-clés et les parties de l’image, ce qui peut s’avérer plus intéressant, car
plus précis. En effet, s’il est vrai que certains concepts peuvent concerner l’ensemble de
l’image (intérieur, extérieur, etc), d’autres par contre sont plus spécifiques à une partie de
l’image (fleur, tigre, ciel, etc). Dans ces approches, l’on s’intéresse à la probabilité d’asso-
cier les mots-clés aux régions de l’image appartenant aux différents blobs. Chaque région
étant traitée indépendamment des autres, l’image est donc représentée comme un sac de
mots.

Mori, Takahashi et Oka [Mori et al., 1999] proposent une méthode pour associer des
mots aux régions de l’image, à partir d’images annotées globalement, ce qui permet de
s’affranchir de l’étape laborieuse de constitution manuelle d’une base de régions. A l’aide
d’une grille rectangulaire de taille évolutive, chaque image d’apprentissage annotée est
divisée en blocs, qui héritent chacun des annotations de l’image globale. Une quantifi-
cation vectorielle est ensuite appliquée sur les caractéristiques extraites de chaque bloc
(histogramme RVB cubique ainsi que des histogrammes de direction des contours de So-
bel), de manière à former des clusters ou blobs. C’est l’étape de codage de l’image. Un
modèle de cooccurrence des mots mi et des clusters cj obtenus est alors appris en esti-
mant la probabilité conditionnelle d’un mot sachant un cluster P (mi | cj).

De même, les travaux menés par Duygulu [Duygulu et al., 2002] utilisent un “modèle
de traduction” pour associer un mot à une région individuelle de l’image, à partir d’an-
notations attachées à l’image entière. Ce modèle se comporte comme un “lexique” qui,
sachant les mots dans une langue, les prédirait dans une autre langue : la reconnaissance
d’objets est assimilée à un système de traduction automatique, qui transformerait un vo-
cabulaire de blobs en un vocabulaire de mots. Cette correspondance entre les régions
de l’image et les mots peut être apprise grâce à une méthode basée sur EM (Expectation
Maximisation). En effet, un ensemble d’apprentissage est utilisé pour construire une table
(pouvant être apprise de manière itérative) représentant les probabilités conditionnelles
d’un mot sachant une région. Etant donnée une nouvelle image dont les blobs ont été
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identifiés, le mot ayant la plus forte probabilité sachant le blob est attribué aux régions
contenues dans ce blob. Cette méthode a été approfondie et comparée à d’autres modèles
dans [Barnard et al., 2003].

En outre, dans [Jeon et al., 2003], les images sont aussi décrites en utilisant un voca-
bulaire de blobs, puis un modèle de pertinence cross-media (cross-media relevance model)
est utilisé pour estimer la probabilité conjointe de la présence d’un mot et d’une région
dans une image donnée. Ce modèle a été adapté dans [Lavrenko et al., 2003] pour utiliser
une fonction de densité de probabilité continue (CRM ou continuous relevant model), afin
de décrire le processus de génération des caractéristiques à partir des régions, espérant
éviter la perte d’information causée par la quantification.

Notons justement que les performances d’annotation des méthodes que nous venons
de décrire dépendent énormément de la qualité du clustering effectué au niveau des
régions. En effet, un nombre de clusters trop grand ou trop petit peut être pénalisant
pour l’annotation. Pour remédier à ce problème, une approche proposée dans [Yang et al.,
2005] consiste à utiliser le Multiple Instance Learning.

5.4.1.2 Annotation utilisant un niveau intermédiaire

Le fossé sémantique existant entre les caractéristiques bas-niveau et la sémantique
de l’image a récemment poussé certains travaux de recherche vers l’utilisation d’une
représentation sémantique intermédiaire pour réduire ce fossé, en utilisant la connais-
sance que nous avons des images. Cette approche, connue sous le nom de “modélisation
sémantique” (semantic modelling), propose d’utiliser cette information supplémentaire
pour améliorer les performances des classifieurs entraı̂nés uniquement à partir de ca-
ractéristiques de bas-niveau. Pour la reconnaissance des scènes, l’étape intermédiaire
peut être la reconnaissance des objets de l’image par analyse de régions, l’extraction de
descripteurs locaux autour de points d’intérêt afin de faire la classification (identification
des mots visuels, puis apprentissage), ou encore l’utilisation des propriétés sémantiques
de l’image.

Dans le système KIM (Knowledge-driven Information Mining) [Datcu et al., 2003], un
modèle hiérarchique à 5 niveaux est utilisé pour l’interprétation sémantique du contenu
de l’image tel que défini par l’utilisateur, à partir des données D correspondant au ni-
veau 0 (figure 5.3). Les niveaux 1 et 2 correspondent à l’extraction des caractéristiques
et des métacaractéristiques. Des modèles stochastiques M sont utilisés pour capturer les
structures spatiales, spectrales et géométriques de l’image. Ces modèles, paramétriques,
sont décrits en termes de formalisme bayésien par p(D | θ,M), qui correspond à la pro-
babilité d’une réalisation de D pour une valeur particulière du vecteur de paramètres
θ. Le but est d’inférer le vecteur de caractéristiques θ, sachant les données D, à l’aide
de différents estimateurs tels que le Maximum a Posteriori (MAP). A partir de cette
modélisation bayésienne, les métacaractéristiques du niveau 2 sont générées. Ensuite,
à partir des éléments obtenus aux niveaux 1 et 2, un vocabulaire de classes signal wi est
obtenu pour chaque modèle M , via une classification non supervisée. Notons que cette
étape de caractérisation de l’image (niveaux 1 à 3) est complètement non supervisée, et
donc objective. Alors, l’utilisateur entre en action et définit les concepts sémantiques qui
l’intéressent. Ces concepts sémantiques Lν sont liés à des combinaisons du vocabulaire
de classes signal en utilisant des réseaux bayésiens : p(wi | Lν). Ces liens sont mis à jour
grâce au retour de l’utilisateur pendant le processus d’apprentissage. De ce qui précède,
la relation entre les données D et les classes sémantiques est obtenue par :
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FIG. 5.3 – Description hiérarchique du contenu de l’image et de la sémantique de l’utili-
sateur utilisée dans le système KIM.

p(Lν | D) =
∑
i

p(Lν | wi) p(wi | D). (5.1)

Cette méthode est basée sur un apprentissage interactif (Interactive learning). En effet,
quelques systèmes ont intégré des interfaces où les utilisateurs peuvent interagir avec le
système, afin d’améliorer les résultats de l’annotation. Le système peut ainsi apprendre
les intentions de l’utilisateur et rendre des résultats pouvant le satisfaire. Cet enrichisse-
ment de la requête se traduit par la boucle de pertinence (Relevance Feedback). Au début,
les poids des descripteurs pour chaque image de la base sont fixes et objectifs, puisque
calculés de façon indépendante, tandis que les requêtes de l’utilisateur sont subjectives
par nature. L’objectif est de faire des interactions entre le système et l’utilisateur afin de
faire refléter cette subjectivité dans le poids des descripteurs.

Une autre catégorie de ces approches est celle basée sur les modèles génératifs pro-
babilistes à variable latente tels que la pLSA (probabilistic Latent Semantic analysis), le
LDA (Latent Dirichlet Allocation) et leurs dérivés. Ces modèles fournissent une approche
probabiliste de la modélisation de documents textuels comme un mélange d’aspects ou
“topics” intermédiaires, émergeant du document de manière non supervisée. En effet,
les modèles pLSA et LDA sont hiérarchiques et modélisent chaque mot d’un document
comme étant émis par une variable latente, qui a une distribution dépendant de chaque
document, et qui représente les topics présents dans celui-ci. Dans les images, les poids
des topics latents dans le mélange indique la proportion de chaque objet ou structure
dans l’image. Nous décrivons ces deux modèles plus en détail et discutons de leur utili-
sation pour la modélisation des images dans la section 5.4.2.

Dans cet ordre d’idées, Fei-Fei et Perona [Fei-Fei & Perona, 2005] proposent une ap-
proche d’identification de la sémantique des scènes naturelles, en se basant sur le modèle
LDA. Les auteurs construisent un vocabulaire visuel, à partir d’une base d’apprentissage
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sur lesquelles sont extraites des régions d’intérêt. Les descripteurs locaux SIFT [Lowe,
2004] sont calculés sur ces régions, puis regroupés en clusters pour obtenir les mots du
vocabulaire visuel, dénués de sémantique, mais constituant une description pertinente
des images. La description en sacs-de-mots de l’image est utilisée pour l’apprentissage
de 13 catégories sémantiques : chambre, salon, autoroutes, grands bâtiments, banlieues,
côte, cuisine, bureau, centre-villes, rues, forêts, montagnes et paysages. Les mots sont
d’abord classés localement en différents topics intermédiaires, représentant des concepts
sémantiques locaux, puis en catégories sémantiques.

Dans [Monay & Gatica-Perez, 2003], les auteurs utilisent le modèle pLSA pour anno-
ter des images naturelles entières. Dans leur approche, les images sont tout d’abord seg-
mentées en 3 régions fixées : le centre, la partie haute et la partie basse. Les histogrammes
de couleur extraits de chaque région sont quantifiés, et rassembles dans un sac-de-mots.
Pour les images d’apprentissage qui sont annotées, les occurrences des termes de l’anno-
tation sont rajoutées dans le sac de mots. Cette représentation de l’image est utilisée avec
le modèle pLSA pour l’annotation des images, ainsi qu’avec sa version non probabiliste
LSA (Latent Semantic Analysis) [Deerwester et al., 1990], basée sur une décomposition en
valeurs singulières (SVD). Les auteurs montrent que les performances sont comparables,
malgré le fait que modèle pLSA soit plus complexe que le modèle LSA.

De même, Bosch et ses collègues [Bosch et al., 2006] calculent des sacs-de-mots à par-
tir des descripteurs locaux SIFT, déterminés à partir d’une grille régulière. La représenta-
tion en sacs-de-mots des images est utilisée pour l’apprentissage des objets ou catégories
de l’image, à l’aide du modèle pLSA. Puis un classifieur des plus proches voisins est
appliqué sur la distribution des objets dans les images afin de les classifier. Les perfor-
mances obtenues par cette approche sont très satisfaisantes.

Par ailleurs, Blei et Jordan [Blei & Jordan, 2003] utilisent des paires de modules LDA
pour modéliser les relations par exemple entre les images et les légendes qui leur corres-
pondent, mais aussi entre les articles et leur bibliographie, etc. Chaque image d’appren-
tissage annotée avec 2 à 4 mots, est segmentée en une dizaine de régions maximum. Et
le vocabulaire de 168 mots est obtenu à partir de caractéristiques extraites des régions de
l’image, puis quantifiées. Les auteurs testent trois modèles hiérarchiques de génération
de données annotées : le Gaussian-multinomial mixture model (GM-mixture) dans lequel les
régions et les mots sont générés indépendamment et la correspondance entre les régions
et les mots est ignorée, le Gaussian Multinomial LDA (GM-LDA) qui capture la possibilité
d’avoir des mots et des régions issues du même modèle, mais ne fait pas de lien direct
entre la description d’une région et son annotation, et le correspondence LDA (corr-LDA)
qui combine la flexibilité de GM-LDA et l’associativité de GM-mixture. Ils montrent que
ce dernier modèle a de meilleures performances et annote correctement la plupart des
images de test, comme illustré dans la figure 5.4.

Toutes ces approches d’annotation ont chacune leurs avantages et leurs inconvénients,
et le choix d’un type d’approche est fonction des données, des moyens dont on dispose,
et de l’application visée. Par ailleurs, elles ont toujours été testées sur des images mul-
timédia. Ici, nous nous questionnons sur l’efficacité de telles méthodes sur les images
satellitaires, et nous intéressons aux modèles génératifs probabilistes à variable latente
de l’analyse textuelle, qui ont été adapté avec succès pour le traitement des images mul-
timédia.
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FIG. 5.4 – Exemples d’images de l’ensemble de test et leurs annotations automatiques
obtenus avec les différents modèles présentés dans [Blei & Jordan, 2003], et basés sur une
représentation en sacs-de-mots.

5.4.2 Modèles de mélange de l’analyse de texte

Comme indiqué dans la section 5.4.1.2, des modèles génératifs initialement dévelop-
pés pour la modélisation de grands corpus textuels, ont récemment été utilisés avec
succès pour la classification et l’annotation des images multimédia. Dans cette section,
nous nous intéressons à de tels modèles probabilistes, plus particulièrement à l’analyse
sémantique latente probabiliste ( probabilistic Latent Semantic Analysis ou pLSA) et à l’Al-
location Dirichlet Latente (Latent Dirichlet Allocation ou LDA). Ces deux modèles sont
basés sur l’hypothèse de “sacs-de-mots”, qui suppose que l’ordre des mots dans un do-
cument peut être négligé. Cette hypothèse, dite d’échangeabilité [Aldous, 1985], est aussi
valable pour les documents d’un corpus. Par ailleurs, un théorème, mis en évidence par
De Finetti (1990), établit que toute collection de variables aléatoires échangeables a une
représentation sous la forme d’un mélange de distributions. Ainsi, les modèles pLSA
et LDA sont des modèles de mélange. Par rapport au modèle unigramme, un modèle
de mélange tient compte de l’hétérogénéité des données, et permet ainsi de mieux les
décrire, moyennant une complication de modèle. Dans le cas des modèles pLSA et LDA,
les poids des différents modèles dans le mélange représentent les poids des “topics” la-
tents, dont la structure capture la sémantique du document.

5.4.2.1 Analyse sémantique latente probabiliste (pLSA)

Proposé par Hoffman [Hofmann, 1999], le modèle pLSA est un modèle génératif très
utilisé dans le domaine de la modélisation de textes. C’est l’une des premières méthodes
à fournir une approche probabiliste vers la modélisation des documents textuels comme
des mélanges de topics latents. En fait, le modèle pLSA suppose l’existence d’une va-
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riable latente z (topic) dans le processus génératif de chaque mot wn d’un document w.
Etant donnée cette variable cachée, chaque mot wn est indépendant du document à partir
duquel il a été généré. La probabilité jointe des variables observées est donc :

p(w, wn) = p(w)
∑
z

p(wn | z)p(z | w) (5.2)

Le modèle pLSA capture ainsi la possibilité qu’un document contienne plusieurs to-
pics, p(z | w) représentant la proportion de chaque topic dans le document w. Cepen-
dant, le modèle pLSA n’apprend les probabilités p(z | w) que pour les documents de
l’ensemble d’apprentissage. Par conséquent, il n’est pas un modèle génératif bien défini,
car il n’existe aucun moyen direct d’attribuer une probabilité à un document n’appar-
tenant pas à l’ensemble d’apprentissage. En outre, le nombre de paramètres à estimer
croı̂t linéairement avec la taille de l’ensemble d’apprentissage, ce qui peut provoquer des
problèmes de surapprentissage. Le modèle LDA résout ces limitations en considérant
que les poids des topics sont générés à partir d’une distribution de Dirichlet commune,
plutôt que de les considérer comme un grand ensemble de paramètres individuels ex-
plicitement liés à l’ensemble d’apprentissage. Pour ces raisons, le modèle LDA est très
souvent préféré au modèle pLSA.

5.4.2.2 Allocation Dirichlet Latente (LDA)

Le modèle LDA [Blei et al., 2003b] est un modèle génératif probabiliste pour les collec-
tions de données discrètes telles que les corpus textuels. Ce modèle bayésien hiérarchique
à trois niveaux représente les documents d’un corpus comme des mélanges aléatoires
sur des topics latents obtenus de manière non supervisée. Chaque topic est à son tour,
caractérisé par une distribution sur des mots. Le modèle LDA suppose le processus
génératif suivant (algorithme 5.4.2.2), pour chaque document w appartenant à un cor-
pus D :

Algorithme 5.4.2.2 : Processus génératif du modèle LDA

1 : Tirer N , suivant une loi de Poisson de paramètre ξ

2 : Tirer θ suivant une distribution de Dirichlet de paramètre α, θ étant de dimension

K.

3 : Pour chaque position n des N mots du document :

3.1 : Tirer un topic zn selon une loi multinomiale de paramètre θ,

3.2 : Tirer un mot wn suivant la loi p(wn | zn, β), loi multinomiale conditionnée

par le topic zn.

où :

– N est le nombre de mots dans le document w = (w1, . . . wN ). N étant indépendant
des autres données générant les variables, le fait qu’elle soit une variable aléatoire
est en général ignoré.

– La dimensionnalité K de la variable aléatoire θ, et donc celle de la variable topic z,
est supposée connue. θ peut prendre ses valeurs dans le (K−1) simplexe (car θk ≥ 0
et
∑K

k=1 θk = 1), et chaque θk indique la proportion du topic k dans le document w.
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– V étant la taille du vocabulaire, β est une matrice K × V de paramètres à estimer
telle que ∀k ∈ {1 . . .K},

∑V
v=1 βkv = 1. Les βkv sont les probabilités des mots sa-

chant le topic : βkv = p(w = v | z = k).
Ainsi, la probabilité de générer un document w sachant les paramètres α et β est :

p(w | α, β) =
∫
p(θ | α)

(
N∏
n=1

∑
zn

p(zn | θ)p(wn | zn, β)

)
dθ (5.3)

L’ordre des documents dans le corpus étant également supposé non pertinent, la vrai-
semblance du corpus D est donc déterminée par le produit des probabilités marginales
des différents documents :

p(D | α, β) =
M∏
d=1

p(wd | α, β) (5.4)

Cette grandeur est utilisée durant la phase d’estimation du modèle LDA, qui consiste
à déterminer les paramètres α et β qui maximisent la log-vraisemblance de la collec-
tion de documents. Comme nous l’avons mentionné plus haut, si le modèle LDA permet
de mieux décrire les données, l’estimation de ses paramètres est en revanche, plus ar-
due. En effet, l’équation 5.3 n’étant pas traitable pour une inférence exacte, la solution
consiste à utiliser des algorithmes d’approximation tels que la méthode Expectation - pro-
pagation [Minka & Lafferty, 2002], l’échantillonneur de Gibbs [Griffiths & Steyvers, 2002]
ou encore l’inférence variationnelle [Blei et al., 2003b]. Cette dernière méthode, qui selon
Blei et ses collègues permet d’estimer correctement les paramètres, exploite l’inégalité de
Jensen pour obtenir une borne inférieure de la log-vraisemblance. Cette borne peut être
maximisée par rapport à α et β, via une procédure de maximisation de l’espérance (EM)
avec des paramètres variationnels.

Une fois les paramètres du modèle déterminés, il est alors possible d’attribuer une
probabilité à un document n’appartenant pas à l’ensemble d’apprentissage. Cette pro-
priété fait du LDA, un modèle génératif complet.

Les avantages des modèles génératifs tels que le LDA incluent leur modularité et leur
extensibilité. En effet, le LDA peut être utilisé comme un module d’un modèle plus com-
plexe. Dans de récents travaux, Blei et Jordan [Blei & Jordan, 2003] utilisent des paires de
modules LDA pour modéliser les relations entre deux types de données, l’un étant l’an-
notation de l’autre (par exemple des articles et leur bibliographie). En outre, plusieurs
modèles, dérivés du LDA ont été proposés dans la littérature. On peut citer, entre autres,
le Correlated topic model [Blei & Lafferty, 2006] qui expose la correlation entre les propor-
tions de topics, en utilisant la distribution normale logistique plutôt que la distribution
de Dirichlet, et le hierarchical LDA [Blei et al., 2003a] dans lequel les topics sont regroupés
dans une hiérarchie.

Dans un autre registre, se trouve le modèle Spatial LDA (SLDA) [Wang & Grimson,
2008], qui s’attaque au problème de l’information spatiale, si importante dans plusieurs
travaux de vision par ordinateur, mais pourtant négligée dans le modèle LDA. En effet,
le modèle SLDA encode la structure spatiale des mots visuels, cette information spatiale
étant utilisée dans la conception des documents. Contrairement au modèle LDA dans
lequel le partitionnement des mots dans le document est connu a priori, l’attribution
mots / documents dans le SLDA est une variable aléatoire cachée. Il existe un processus
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génératif, dans lequel la connaissance de la structure spatiale peut être rajoutée comme
étant un a priori, groupant ainsi les mots visuels proches dans l’espace dans le même
document. Dans le chapitre 7, nous considérons ce problème de l’information spatiale
dans l’utilisation du modèle LDA pour l’annotation sémantique de grandes images sa-
tellitaires.

5.4.2.3 Utilisation pour la modélisation des images

Tel que mentionné dans la section 5.4.1.2, les modèles statistiques de fouille de textes
comme la pLSA et le LDA ont été utilisés pour modéliser les images. Cependant, l’utili-
sation de ces modèles implique que les entités soient représentées sous une forme parti-
culière, dite en sacs-de-mots, qui suppose la non pertinence de l’ordre d’apparition des
mots et l’existence d’un vocabulaire fixe et fini. En analyse de texte, cela se traduit par
un vocabulaire qui peut se limiter aux radicaux des mots. Cependant, comme indiqué
précédemment, la notion de “mot” est moins évidente en ce qui concerne les images, qui
par conséquent, n’ont pas de vocabulaire a priori. Afin de construire un vocabulaire pour
la collection d’images, il est nécessaire tout d’abord, d’établir une équivalence entre les
différentes terminologies, c’est-à-dire, de définir à quoi correspondent un mot, un docu-
ment et un corpus pour les images.

Mots et documents pour les images Dans le domaine textuel, chacun des mots du
vocabulaire exprime une idée, et apporte indépendamment des autres, une information
importante pour le document. Cette information à elle-seule n’est pas forcément discri-
minante pour identifier le document, cependant, elle donne des indications sur sa na-
ture. Un document étant formé de plusieurs mots du vocabulaire dans des proportions
différentes, les informations apportées par les différents mots sont combinées pour ca-
ractériser le document. Dans le domaine des images, et plus particulièrement en imagerie
satellitaire, le choix d’un mot dépend de taille de l’image, de sa résolution, de l’objectif
visé, ainsi que du niveau de sémantique des concepts identifiés dans l’image par un uti-
lisateur. Du choix du type de mot, dépendent le vocabulaire et le type du document. En
effet, si l’on souhaite par exemple classifier les régions d’une grande image, un mot peut
être un pixel de l’image, et dans ce cas, un document est un segment de l’image. Le cor-
pus peut ainsi correspondre à l’ensemble des segments de la grande image. Par ailleurs,
pour des opérations de recherche d’images par le contenu dans de grandes bases, un
mot peut être une fenêtre de pixels ou une région de l’image obtenue via une segmenta-
tion. Le document correspond alors à l’image elle-même, et le corpus est l’ensemble des
images de la base. Par exemple, les mots utilisés par Fei-Fei et Perona [Fei-Fei & Perona,
2005], dans leurs travaux de reconnaissance de la sémantique des scènes naturelles, sont
des fenêtres de pixels (figure 5.2). Cependant, dans la littérature, la plupart des travaux
représentent les mots par les segments de l’image, qui ont l’avantage de partitionner
l’image de manière plus naturelle, plutôt que par les fenêtres de pixels obtenues par
découpage suivant une grille [Barnard et al., 2003; Monay & Gatica-Perez, 2003].

Construction du vocabulaire de mots visuels Une fois que les mots sont définis, l’étape
suivante est de construire le vocabulaire visuel, comme détaillé dans la section 5.2, afin
de réduire le nombre de mots dans la base d’images. Malgré tout, nous en présentons
un résumé succinct pour clarifier la notion de “mot visuel”, à ne pas confondre avec
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(a) (b) (c)

FIG. 5.5 – Image de banlieue résidentielle issue d’une image satellitaire Quickbird de Las
Vegas à 60 cm de résolution (a), ainsi que sa représentation à l’aide des mots visuels (b),
et des topics obtenus de manière non supervisée (c).

“mot”. Des caractéristiques de bas-niveau (radiométrie, texture, etc) sont automatique-
ment extraites de chaque mot de la base d’images. Une quantification vectorielle est en-
suite appliquée sur l’ensemble des primitives de manière à les répartir dans des clusters,
nous permettant ainsi de travailler à partir d’une collection discrète de caractéristiques.
En effet, deux mots appartenant au même cluster sont considérés équivalents et sont
représentés par le vecteur quantifié : le mot visuel. Le nombre de mots visuels V est la
taille du vocabulaire. Etant donné le vocabulaire, chaque image I est représentée par une
séquence de N mots visuels. Le compte des occurrences des mots visuels engendrant un
vecteur de fréquences pour chaque image de la collection, la base d’images peut alors être
décrite dans une matrice de cooccurrence de taille V ×M où M est le nombre d’images
dans la base.

La figure 5.5(a) montre une image de banlieue résidentielle, issue d’une image satelli-
taire Quickbird de Las Vegas à 60 cm de résolution, et la figure 5.5(b) montre la même
image dans laquelle chaque mot est remplacé par le mot visuel correspondant. Les mots
visuels sont obtenus à partir de fenêtres de taille 10 × 10 pixels, issues du découpage de
l’image suivant une grille régulière, puis quantifiées.

Détermination des topics Le modèle LDA modélise chaque mot d’une image comme
un échantillon d’un modèle de mélange, où les composantes du mélange peuvent être
vues comme des représentations des topics. Il est ainsi possible d’assigner un topic diffé-
rent à chaque mot de l’image, et plusieurs mots peuvent appartenir au même topic latent.
Cette structure latente, obtenue de manière non supervisée, peut capturer une informa-
tion sémantique dans l’image. Les figures 5.5(c) et 5.6 montrent un exemple de la distribu-
tion mots / topics respectivement dans l’image et dans l’espace des primitives, obtenue
à partir de l’image de banlieue résidentielle de la figure 5.5(a). Les principaux topics qui y
apparaissent ont pu être identifiés comme étant les maisons et arbres (bleu), les terrains
nus (vert), les terrains de sable (rouge). Le quatrième topic (noir) et le dernier (rose), très
peu représentés, ne correspondent à aucun objet en particulier. Notons en outre que des
mots éloignés dans l’espace des attributs peuvent être regroupés dans le même topic (par
exemple, le topic rouge). Cette manière de regrouper des mots ayant des caractéristiques
physiques différentes est un pas vers l’émergence de la sémantique, et peut au moins
donner des indications sémantiques fortes. Ainsi, un topic peut correspondre à un type
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FIG. 5.6 – Distribution mots / topics dans l’espace des primitives (moyenne et variance),
de l’image de la figure 5.5(a). Chaque couleur correspond à un topic, et nous pouvons
attribuer une sémantique aux principaux topics - bleu : maisons et arbres, vert : terrains
nus, rouge : terrains de sable, noir et rose : aucun objet en particulier.

(a) (b)

FIG. 5.7 – Exemple d’une image multispectrale de Roujan ©CNES, à 1 m de résolution
(a), et la distribution des topics dans l’image (b). Chaque couleur représente un topic,
qui correspond ici à une partie de l’image : les bâtiments, région périurbaine et champs
cultivés. Les caractéristiques utilisées sont radiométriques.

d’objet ou de partie d’objet de l’image, et le mélange de topics latents indique les propor-
tions de chaque type d’objet dans l’image.

Précisons que dans cet exemple, nous n’avons utilisé que la moyenne et la variance
comme primitives pour la construction du vocabulaire. L’utilisation de primitives plus
riches peut aboutir à la détermination de topics se rapprochant de plus en plus des parties
ou des objets de l’image (figure 5.7). Et bien sûr, le choix du nombre de mots visuels et du
nombre de topics est déterminant pour faire apparaı̂tre la sémantique. Nous considérons
ce problème dans le chapitre 7.
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5.5 Conclusions

Dans ce chapitre, nous avons introduit et justifié notre choix de représentation des
images, motivé par les difficultés rencontrées lors d’une étude précédente pour l’identifi-
cation des classes de mélange. En effet, nous avons analysé le potentiel de la représenta-
tion de l’image par des mots visuels, et montré son intérêt pour notre problème, en
l’occurrence, elle permet de tirer profit des techniques textuelles. En outre, nous avons
précisé dans les détails, les différentes étapes de construction de notre vocabulaire vi-
suel. Les différentes directions, pour lesquelles nous avons adopté cette représentation,
c’est-à-dire l’exploitation du principe de compositionnalité sémantique et l’utilisation
des modèles probabilistes de l’analyse de textes basés sur une représentation en sacs-
de-mots, ont été présentées, ainsi que les réflexions sur leur utilisation pour les images.
Ces applications sont explorées dans les chapitres suivants. En effet, le chapitre 6 étudie
les relations spatiales d’adjacence entre les mots visuels afin de déterminer des classes
mélangées, tandis que le chapitre 7 s’intéresse à un modèle textuel : le LDA, qui, au terme
de l’étude approfondie que nous avons faite dans ce chapitre, nous semble pertinent pour
notre tâche d’association des régions de l’image à des classes sémantiques simples et de
mélange.
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Chapitre 6

Relations spatiales entre les mots
visuels

Dans ce chapitre, nous nous proposons d’identifier les classes de mélange dans les
images satellitaires en exploitant le principe de compositionnalité sémantique, défini
dans le chapitre 5. Ce principe stipule que la signification d’une expression complexe
est fonction de la signification de ses parties et de leurs relations syntaxiques. En ce qui
concerne les images, après la détermination des mots visuels, décrits dans le chapitre 5,
il s’agit de tirer profit des relations spatiales, plus particulièrement des relations d’adja-
cence entre ces mots visuels.

Dans un premier temps, nous proposons une approche non supervisée, pour détermi-
ner les structures et objets d’intérêt de l’image. Ces derniers, obtenus par regroupement
des mots visuels suivant un critère à définir, peuvent éventuellement correspondre à une
classe sémantique.

Nous décrivons ensuite une approche supervisée d’apprentissage des relations d’ad-
jacence entre les mots visuels d’une classe sémantique donnée (une classe de mélange),
et sa généralisation sur des zones inconnues.

Cependant, l’exploitation des relations d’adjacence entre des mots visuels voisins
dépend fortement du mode de représentation de l’information sous-jacente. Dans la sec-
tion suivante, nous proposons donc d’abord une analyse, puis une discussion des diffé-
rents choix possibles de représentation.

6.1 Représentation des informations extraites

Le mode de représentation des informations extraites de l’image conditionne la maniè-
re dont l’image, une fois codée (décomposée en mots visuels), est manipulée. Le choix
d’une bonne représentation est important car de cette représentation, dépend l’aisance
de l’utilisateur à exploiter ces informations.

Dans notre étude, nous nous sommes intéressés à trois types de représentation des
connaissances : les représentations par graphes plus utilisées dans la littérature, les repré-
sentations par hypergraphes qui sont une généralisation des graphes, et enfin les repré-
sentations de l’image par un texte ou une chaı̂ne.
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6.1.1 Les graphes d’adjacence

Un grand nombre de systèmes ou structures peuvent être considérés de façon abs-
traite comme un ensemble d’éléments, certains étant en relation, d’autres pas. Il est alors
souvent profitable de les représenter à l’aide d’un graphe [Fournier, 2007]. En effet, ils
proposent une représentation compacte, structurée, complète et facile à manipuler.

Les graphes d’adjacence décrivent les relations de voisinage entre les éléments de
l’image. L’image peut donc être représentée par un graphe d’adjacence connexe, dans
lequel les pixels (graphe de pixels) ou les régions élémentaires (graphe d’adjacence des
régions) constituent les sommets du graphe. Classiquement, il existe, aux variantes près,
trois façons de représenter les graphes en vue d’un traitement algorithmique : la ma-
trice d’adjacence, les listes d’adjacence et la liste des arêtes. La représentation par matrice
d’adjacence est simple et commode par exemple, pour tester l’existence d’une arête entre
deux sommets donnés. Son principal inconvénient est son encombrement mémoire qui
est en O(|X|2) où |X| est le nombre de sommets du graphe. L’idée de la représentation
par listes d’adjacence est de s’affranchir du format imposé d’une matrice et de ne stocker
que les informations pertinentes, correspondant aux arêtes. Ainsi, elle est plus adaptée
pour représenter les graphes creux. La représentation par listes d’arêtes, quant à elle, est
semblable à celle par listes d’adjacence, sauf que le mode d’entrée dans le graphe se fait
par les arêtes.

Les utilisations de la théorie des graphes sont variées, avec des applications dans les
domaines du traitement d’images (segmentation, détection de contours), de la reconnais-
sance des formes ou encore l’interprétation des scènes structurées. Ce succès est en partie
dû au fait qu’il existe plusieurs algorithmes pour extraire, manipuler et exploiter l’infor-
mation contenue dans les graphes : entre autres, les parcours de graphes (parcours en
largeur d’abord et en profondeur d’abord), la recherche de l’arbre recouvrant de poids
minimal, le flot maximum (et coupe de capacité minimale) et les recherches de chemins
optimaux.

6.1.2 Les hypergraphes

Malgré leur efficacité, les graphes présentent un inconvénient majeur résidant dans
le fait que les relations entre les sommets sont binaires. En effet, ce type de relations ne
peut pas bien traduire le processus de structuration d’objets de nature arbitraire. Tenant
compte de ce handicap, Berge a généralisé le concept de graphe en introduisant les hyper-
graphes [Berge, 1973], où les relations de voisinage ne sont plus exclusivement binaires.

Définition : Soit une image I représentée par :

I : X ⊆ Z2 → Ω ⊆ Zn avec n ≥ 1 (6.1)

où les éléments de X sont les coordonnées des pixels de l’image et Ω est l’ensemble de
leurs caractéristiques radiométriques. Un hypergraphe H sur un ensemble X est une
famille (Ei)i∈I de parties non vides de X appelées hyperarêtes, dont la réunion sur I est
X . Mathématiquement :

∀i ∈ I, Ei 6= ∅⋃
i∈I Ei = X.

(6.2)
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FIG. 6.1 – Représentation d’un hypergraphe.

Les éléments de X sont, comme dans la théorie des graphes, appelés sommets, alors que
les éléments (Ei)i∈I sont des hyperarêtes. Ainsi, la notion de graphe est bien généralisée
par celle d’hypergraphe puisque les arêtes y sont remplacées par des ensembles de taille
arbitraire.

Un hypergraphe H est souvent représenté en dessinant sur le plan, des points repré-
sentant ses sommets. L’hyperarête Ej sera réprésentée par un trait continu joignant ses
deux éléments si |Ej | = 2, par une boucle si |Ej | = 1, et par un trait plein entourant ses
éléments si |Ej | ≥ 3 (voir figure 6.1).

Hypergraphe de voisinage d’une image à niveau de gris : Soient une distance colo-
rimétrique d′ sur Ω et une distance de grille d sur X . Soient α et β, deux réels strictement
positifs. A chaque pixel x de X , il est possible d’associer un unique voisinage Γα,β(x)
pour l’image I :

Γα,β(x) = {y ∈ X, y 6= x tel que d′(I(x), I(y)) ≤ α et d(x, y) ≤ β} (6.3)

α et β sont appelés respectivement seuil colorimétrique et seuil spatial. Γα,β est le voisinage
spatiocolorimétrique, qui permet de décrire un certain niveau de cohérence (homogénéité)
entre un pixel et son environnement dans l’image, ceci sous réserve que les seuils α et β
soient suffisamment “bien” choisis.

Ainsi, à partir de chaque pixel x ∈ X et de Γα,β(x), il est possible d’associer pour
chaque image I , un hypergraphe de voisinage Hα,β défini comme :

H = (X,Eα,β(x)), avec Eα,β(x) = ({x} ∪ Γα,β(x))x∈X (6.4)

Eα,β(x) étant l’hyperarête centrée en x.

Il est évidemment possible d’associer à tout graphe (X,E), un hypergraphe de la
manière suivante : à chaque sommet x du graphe, on peut associer le voisinage Γ(x) de
ce sommet, défini comme l’ensemble :

Γ(x) = {y ∈ X tel que {x, y} ∈ E} (6.5)

Ainsi, l’ensemble {x} ∪ Γ(x) est l’hyperarête engendrée par le sommet x du graphe.

En ce qui concerne les images en couleur, l’application de la représentation par hyper-
graphes de voisinage peut se faire suivant deux approches : l’approche marginale dans
laquelle chacune des composantes est traitée séparément, et l’approche vectorielle où on
utilise des vecteurs plutôt que des intensités scalaires dans une image à niveau de gris.
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6.1.3 Représentation de l’image en un texte

Cette méthode, présentée dans [Watanabe et al., 2002], a déjà été évoquée dans le cha-
pitre précédent pour exposer un cas particulier de codage de l’image en mots visuels. Ici,
nous insistons sur la technique de prise en compte des relations spatiales entre ces mots
visuels qui y est proposée. Il s’agit de transformer l’image en un texte, ce qui présente
l’avantage de la rendre linéaire.

Pour générer le texte ou la chaı̂ne, on construit d’abord le graphe pondéré des pixels
de l’image, dans lequel le poids d’une arête est la différence spectrale (calculée en utili-
sant une fonction distance appropriée) entre ses extrémités. Puis, l’arbre recouvrant de
poids minimal est construit à partir de ce graphe, en supprimant progressivement les
arêtes de manière à ce que la somme des poids soit minimale. Partant d’un noeud ini-
tial (en général en haut à gauche de l’image), l’arbre est parcouru suivant les arêtes de
poids les plus faibles. Ce qui produit au final une séquence qui, pour chaque pixel par-
couru, donne un couple formé du vecteur d’attributs du pixel, et la direction traversée
du noeud précédent au noeud courant dans l’arbre. L’ensemble des directions possibles
peut être défini suivant le code de Freeman. Enfin, une quantification de la séquence per-
met d’obtenir un texte code pour l’image, pour lequel la taille de l’alphabet est le nombre
de groupes obtenus. En effet, chaque pixel est associé à une lettre de l’alphabet, qui est
fonction des caractéristiques du pixel et du noeud voisin le précédant lors du parcours de
l’arbre. Watanabe et ses collègues utilisent cette représentation de l’image pour générer
des taux de compression entre des images de référence et une image test. Cette dernière
sera classée avec l’image de référence avec qui elle a le plus petit taux de compression.

Le plus intéressant pour nous est qu’il est également possible de travailler sur des
régions au lieu des pixels. Dans ce cas, l’image est d’abord segmentée et l’arbre recou-
vrant de poids minimal est extrait du graphe pondéré d’adjacence des régions. Au final,
l’image est représenté par un texte dans lequel chaque région a un identifiant qui dépend
des caractéristiques de la région, mais aussi de la région voisine l’ayant précédé dans le
balayage de l’arbre.

6.1.4 Analyse et choix d’une représentation

Rappelons que nous souhaitons déterminer les structures sémantiques de l’image,
en exploitant les relations spatiales et contextuelles entre les mots visuels. Nous avons
donc testé les différents modes de représentation sus-présentés, afin de choisir la mieux
appropriée pour notre objectif.

En ce qui concerne les hypergraphes, l’idée est de mêler segmentation et reconnais-
sance pour mettre directement en évidence les structures de l’image. Pour ce faire, nous
nous proposons d’exploiter les outils de partitionnement des hypergraphes pour la seg-
mentation d’images, les relations spatiales et contextuelles étant alors prises en compte
directement dans la segmentation. La procédure que nous avons adoptée est la suivante.
A partir de l’image multispectrale, l’hypergraphe de voisinage spatiocolorimétrique de
l’image est construit. Nous avons choisi de suivre une approche vectorielle qui prend en
compte les dépendances entre les composantes. La distance colorimétrique permettant
de générer les hyperarêtes est la distance euclidienne, appliquée dans une grille rectan-
gulaire et un 8-voisinage.

La figure 6.2(a) montre une image dont l’hypergraphe a été construit en utilisant un
seuil colorimétrique fixé à 35. Afin de visualiser le comportement de l’hypergraphe ob-
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(a)

(b)

FIG. 6.2 – Visualisation du comportement d’un hypergraphe de voisinage spatiocolo-
rimétrique vectoriel avec un seuil de 35. (a) Image Pelican de Toulouse, à 1 m ; (b) Chaque
pixel de l’image a une intensité qui est fonction du nombre de pixels de son voisinage
qui appartiennent à l’hyperarête dont il est le centre : les zones blanches sont les plus
homogènes.

tenu, nous présentons dans la figure 6.2(b), la même image dans laquelle chaque pixel
a un niveau de gris dépendant du nombre de pixels de son voisinage qui appartiennent
à l’hyperarête centrée en ce pixel : plus un pixel a de voisins appartenant à l’hyperarête
dont il est le centre, plus son intensité est forte. Donc dans la figure 6.2(b), les zones
blanches sont les plus homogènes.

Le but d’un k-partitionnement d’hypergraphes1 est de partitionner les noeuds de
l’hypergraphe en k sous-ensembles disjoints, de telle sorte qu’une certaine fonction défi-
nie sur les hyperarêtes soit optimisée (minimisation de la coupe des hyperarêtes, mini-
misation de la somme des degrés externes). Une représentation par hypergraphes paraı̂t
donc intéressante pour représenter plus efficacement le contenu de l’image de façon à
faire apparaı̂tre les structures d’intérêt pour l’utilisateur. Mais cela nécessite de définir
une fonction adéquate sur les hyperarêtes (par exemple une fonction de saillance parti-
culière), ce qui n’est guère trivial. Et lorsqu’elle est mal choisie, cela peut aboutir à un

1Pour ce faire, il existe un outil de partitionnement d’hypergraphes appelé HMETIS : http ://gla-
ros.dtc.umn.edu/gkhome/metis/hmetis/overview
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(a) (b)

FIG. 6.3 – Test de codage de l’image en un texte, puis segmentation de l’image par parti-
tionnement du texte. (a) Image Pelican de Toulouse à 1 m de résolution ; (b) Image seg-
mentée : une région est une suite de lettres dans le texte et les frontières des régions
sont données par les noeuds terminaux dans l’arbre recouvrant de poids minimal. Les
couleurs sont distribuées de manière aléatoire.

partitionnement de l’image totalement non intuitif.

Par ailleurs, nous avons testé la représentation de l’image en un texte sur une image
Pelican. L’idée était de transformer l’image en un texte et d’utiliser cette représentation
linéaire qui conserve l’information spatiale (puisque la suite de lettres est obtenue par
parcours de l’arbre recouvrant de poids minimal) pour identifier des suites de lettres
ou des sous-séquences particulières pouvant représenter des objets ou structures parti-
culiers de l’image. Un partitionnement judicieux (suivant un critère d’entropie minimale
par exemple) du texte code de l’image pourrait nous aider à parvenir à nos fins. De même,
l’utilisation de méthodes a contrario, afin de mettre en évidence des sous-séquences sin-
gulières de la chaı̂ne, pourrait être une alternative intéressante. Cependant, les difficultés
liées à la manipulation et à l’exploitation des informations contenues dans le texte pour
nos besoins, ainsi que la longueur du texte pour de grandes images se sont avérées très
contraignantes. En effet, les tests de partitionnements du texte que nous avons effectués
ne nous ont guère donné de résultats convaincants. La figure 6.3 montre un exemple de
segmentation de l’image par partitionnement du texte, où les frontières des régions sont
données par les noeuds terminaux des brins de l’arbre pendant le parcours selon 4 di-
rections. Outre les structures linéaires qui sont assez bien détectées, les autres structures
ou objets de l’image sont assez confuses. Différents autres tests ont été effectués sur des
images synthétiques plus simples, généralement avec des résultats décevants.

Précisons que si dans ces expérimentations nous avons travaillé avec le pixel, cela
est tout à fait généralisable au niveau de la région, en segmentant l’image au préalable
et en considérant un noeud comme étant une région. Par ailleurs, ces deux modes de
représentation, d’une manière ou d’une autre, sont basés sur les graphes qui sont un
outil classique pour ce type de problème. Donc dans la suite, nous utiliserons les graphes
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FIG. 6.4 – Chaı̂ne de traitement définie pour la détection des structures dans une image.

d’adjacence comme mode de représentation dans nos expérimentations. Nous en ferons
usage comme d’un outil pour le regroupement spatial des régions.

6.2 Détermination non supervisée de structures d’intérêt

Suivant le principe de compositionnalité sémantique, l’image est d’abord décomposée
en zones élémentaires à l’aide d’une segmentation. Notons qu’il est également possible
de détecter des formes particulières de l’image telles que les réseaux routiers ou flu-
viaux ; cependant, nous n’en tiendrons pas compte dans cette expérimentation. Les zones
élémentaires sont ensuite quantifiées pour créer les mots visuels. Puis, de même que la
compréhension d’une phrase nécessite de comprendre les mots et la syntaxe entre ces
mots, nous exploitons les relations existant entre ces mots visuels, en particulier les re-
lations d’adjacence. Les mots visuels peuvent donc être regroupés suivant leurs attri-
buts géométriques et/ou topologiques afin de former des structures d’intérêt, c’est-à-dire
saillantes au regard d’un critère à définir.

La figure 6.4 récapitule les étapes que nous avons définies pour la mise en évidence
des structures potentiellement intéressantes de l’image.

6.2.1 Protocole

La procédure suivie est celle schématisée dans la figure 6.4. L’image est donc d’abord
partitionnée en régions élémentaires. Après l’étape de quantification, une étiquette est
associée à chaque cluster, représenté par un mot visuel. Chaque région de l’image est
ainsi doté d’une étiquette, signifiant son appartenance à un cluster. Par la suite, nous
ne manipulons plus les caractéristiques de bas niveau et nous intéressons aux relations
d’adjacence entre les régions.

Pour représenter cette adjacence, nous avons utilisé les graphes. Ainsi, nous avons
créé le graphe pondéré d’adjacence des régions, dans lequel le poids d’une arête détermi-
ne le dégré d’adjacence entre ses deux extrémités. Le degré d’adjacence représente la force
du lien entre les deux régions voisines. Il peut s’exprimer de plusieurs manières :

– la compacité ou la forme de la région finale obtenue par regroupement, ceci afin de
juger de la régularité de la forme de la région obtenue. elle peut être déterminée à
l’aide du rapport isopérimétrique que nous détaillons dans la section suivante.
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– la longueur relative de la frontière commune, c’est-à-dire le nombre de pixels ap-
partenant aux deux régions adjacentes normalisé par le périmètre de la région fi-
nale.

– la distance entre les centres de gravité des deux régions élémentaires.
– ...
Des opérations sur les graphes sont ensuite menées, pour détecter de manière non

supervisée, les objets et structures de l’image. L’algorithme proposé est le suivant (algo-
rithme 6.2.1) :

Algorithme 6.2.1 : Pseudo-code pour la détection non superviséee des structures.

1 : Construire le graphe pondéré d’adjacence des régions,

2 : Calculer une matrice de probabilités Pi,j , représentant la probabilité qu’une

région d’étiquette i soit adjacente à une région d’étiquette j,

3 : Identifier le couple d’étiquettes (i∗, j∗) tel que P (i∗, j∗) = maxi,j P (i, j),

4 : Extraire toutes les régions d’étiquette i∗ adjacentes à des régions d’étiquette j∗,

5 : Pour chacune des paires de régions adjacentes d’étiquette i∗ et j∗, décider de les

associer suivant un certain critère tenant compte du poids de l’arête.

6 : Attribuer une même nouvelle étiquette aux régions issues des regroupements,

7 : Retourner à l’étape 1, tant que les groupements effectués sont significatifs.

La matrice de probabilitésPi,j peut juste compter les occurrences des paires de régions
adjacentes d’étiquette i et j, ou introduire une pondération en tenant compte du degré
d’adjacence entre les différents couples de régions. Par ailleurs, la décision d’associer
une région de la classe i∗ à une région de la classe j∗ se fait suivant un certain critère
dépendant du poids de l’arête. Par exemple, si le poids de l’arc qui les relie est supérieur à
ceux des autres arêtes ayant l’une des deux régions pour extrémité, ou plus généralement,
si le poids de l’arc entre les deux régions est supérieur à un certain seuil. En modifiant le
critère associé au poids des arcs et la valeur du seuil, différents regroupements peuvent
être envisagés. En particulier, si l’utilisateur peut interagir avec ces paramètres (soit direc-
tement, soit par apprentissage à travers des exemples), les structures mises en évidence
n’en seront que plus pertinentes.

6.2.2 Détection des bâtiments et de leurs ombres

Dans cette section, nous nous focalisons sur le problème actuel de la détection des
bâtiments et des ombres associées. Cette problématique est présente, entre autres, dans
les tâches de reconstruction 3D des bâtiments, de mesure du degré d’urbanisation d’une
commune ou encore de mise à jour de bases de données 2D. Dans la littérature, grand
nombre des méthodes de détection des bâtiments sont basées sur la morphologie mathé-
matique, mais peuvent cependant nécessiter une intervention forte de l’utilisateur dans
le processus. Par exemple, dans [Matti-Gallice & Collet, 2004], les auteurs appliquent une
classification supervisée en post-traitement des résultats fournis par les opérateurs mor-
phologiques, pour l’extraction du bâti en milieu périurbain. D’autres méthodes réclament
des données spécifiques telles que les modèles numériques d’élevation (MNE). Ainsi,
disposant de modèles numériques d’élevation haute résolution, Ortner et ses collègues
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[Ortner et al., 2003] modélisent un bâtiment par une silhouette rectangulaire, une fonc-
tion de coût indiquant la pertinence de la silhouette proposée, et un estimateur de toit
permettant de construire un toit pour une silhouette pertinente donnée.

Nous proposons ici, une méthode non supervisée qui permet de détecter directement,
dans une image satellitaire à haute résolution, des bâtiments et les ombres qui leur sont
associées.

Nous avons effectué des tests sur une image Pelican à 50 cm de résolution, visua-
lisée en fausses couleurs dans la figure 6.5 en haut à gauche. Cette image représentant le
tissu urbain de la ville de Toulouse a tout d’abord été segmentée par l’algorithme Mean
shift, puis les caractéristiques spectrales et géométriques de régions élémentaires obte-
nues ont subi une quantification vectorielle, suivant la procédure précédemment décrite.
Le graphe d’adjacence des régions de l’image est pondéré par le rapport du nombre
de pixels communs et du périmètre de la région formée en fusionnant les deux régions
élémentaires :

ηa,b =
ξa,b

πa + πb − 2.ξa,b
(6.6)

où πa et πb sont les périmètres des régions Ra et Rb respectivement, et ξa,b est la longueur
de la frontière commune entre ces deux régions.

Lors du premier balayage, les deux mots du vocabulaire visuel les plus souvent as-
sociés, c’est-à-dire maximisant la matrice des probabilités d’adjacence, correspondent à
deux classes d’objets que nous sommes en mesure de nommer : il s’agit des bâtiments et
des ombres, représentés en blanc et en marron (figure 6.5 en bas à gauche). Cependant,
nous pouvons constater qu’il n’est pas possible de grouper systématiquement toutes les
ombres adjacentes aux bâtiments. En effet, on y trouve les ombres des grands arbres, qui
ne peuvent être associés aux bâtiments, mais aussi une ombre peut être adjacente à deux
bâtiments proches. Le choix du seuil permet alors de prendre une décision par rapport
aux deux régions à être groupées. Ici, le critère de regroupement tient compte de la com-
pacité, c’est-à-dire de la régularité de la forme de la région obtenue, déterminée à l’aide
du rapport isopérimétrique :

CM =
4πS
P 2

(6.7)

où S et P sont respectivement la surface et le périmètre de la région finale. La compa-
cité est comprise entre 0 et 1, et est maximale pour un cercle. La compacité de la région
obtenue par fusion de deux régions à grouper doit donc être supérieure à un seuil. En
cas de conflit, si par exemple il est possible de grouper une région “ombre” avec chacune
des deux régions “bâtiments” qui lui sont adacentes, on groupe l’ombre avec le bâtiment
qui, fusionné à l’ombre, donne une région dont la forme est plus régulière. Dans la fi-
gure 6.5 en bas à gauche, les régions encerclées sont des exemples de bâtiments associés
automatiquement à leurs ombres, même pour de fortes valeurs du seuil.

De manière itérative, il est possible de détecter aussi les grands arbres et leurs ombres,
puis les bâtiments et les ombres avec les pelouses voisines, etc. C’est une hiérarchie de
l’information pouvant mettre en évidence des structures sémantiques appartenant à des
classes de mélange.

6.3 Apprentissage supervisé des relations entre les mots visuels

Dans cette section, nous revenons sur un problème rencontré au chapitre 4, pour la
reconnaissance des classes de mélange de CORINE Land Cover, telles que les zones indus-
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FIG. 6.5 – Exemple d’utilisation des relations d’adjacence entre les mots visuels pour la
détection non supervisée des bâtiments et des ombres. Les “bâtiments” et les “ombres”
ont été obtenus en exploitant la matrice de probabilité d’adjacence des mots visuels. Les
régions encerclées sont des exemples de bâtiments associées à leurs ombres, même pour
de fortes valeurs du seuil.

trielles ou commerciales ou les forêts mélangées. En effet, un algorithme de classification basé
sur le pixel n’était pas apte à identifier ce genre de classes, qui sont en fait des regrou-
pements d’autres types de couverture et d’utilisation des terres. Nous proposons donc
ici d’introduire une analyse au niveau de la région, et d’exploiter le principe de com-
positionnalité sémantique pour améliorer l’identification de telles classes. En effet, ces
dernières peuvent être considérées comme des structures dans lesquelles chaque région
représentée par un mot visuel est un composant de la classe de mélange.

6.3.1 Méthodologie

La méthodologie que nous avons suivie pour cet apprentissage est la suivante :

1. Après la procédure de création des mots visuels par segmentation de l’image sui-
vie d’une quantification, nous identifions les mots visuels appartenant aux classes
pures et construisons le graphe pondéré d’adjacence des régions. Il est également
possible de partir d’une classification régularisée contextuellement, telle que pro-
posée au chapitre 4. Dans ce cas, la taille du vocabulaire de mots visuels correspond
au nombre de classes de l’image : chaque région a donc une étiquette.

2. Nous nous intéressons aux sous-graphes constitués :
– des zones de taille inférieure à la taille minimale tolérée par CLC,
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– des régions connexes à ces zones.

3. Nous considérons uniquement les nœuds dont l’étiquette est une étiquette d’une
classe pure pouvant contribuer à une classe de mélange par exemple :
– pour la classe 313 (Forêts mélangées), 311 (Forêts de feuillus) ou 312 (Forêts de co-

nifères) ;
– pour la classe 243 (Systèmes culturaux et parcellaires complexes : 211 (Terres arables),

211 (Vignobles), 231 (Prairies) ;
– pour la classe 112 (Tissu urbain discontinu) : 111 (Tissu urbain continu), 141 (Tissu

urbain verts) et 142 (Equipements sportifs et de loisirs).

4. Pour ces nœuds, nous examinons la façon dont ils ont été associés dans la zone
d’apprentissage de CLC en prenant en compte deux choses :

(a) les étiquettes de l’image recouvertes par une étiquette unique de CLC,

(b) les étiquettes de l’image qui sont laissées à l’extérieur de la zone de mélange
de CLC.

5. Travaillant sur toutes les zones connexes d’intérêt du graphe, et cumulant ces asso-
ciations et non-associations, nous essayons de tirer une règle de décision statistique.

6.3.2 Expérimentations sur les forêts mélangées

Sans aucune perte de généralité, nous nous intéressons dans la suite au cas particu-
lier des forêts mélangées (classe 313), principalement composées des forêts de feuillus et des
forêts de conifères. A partir de l’image de régions étiquetées (classification), il s’agit d’ap-
prendre les règles de regroupement sur le graphe pondéré d’adjacence des régions, ceci
en exploitant les règles de base de CORINE. En effet, l’apprentissage doit être effectué
sous la contrainte du respect de la taille de la région minimale dans CORINE Land Co-
ver, et de sa nomenclature, qui définit les forêts mélangées comme des formations végétales
principalement constituées par des arbres, mais aussi par des buissons et des arbustes, où ni les
feuillus, ni les conifères ne dominent. Ensuite, forts de cet apprentissage, nous allons essayer
de retrouver les zones de forêts mélangées dans les images.

Les regroupements des régions sur le graphe sont effectués par croissance de régions.
Partant d’une région initiale appartenant soit aux forêts de feuillus, soit aux forêts de co-
nifères, le graphe est parcouru en largeur d’abord. L’algorithme de parcours en largeur
d’abord découvre tous les sommets à distance k avant de découvrir un sommet à dis-
tance k+ 1. Ayant découvert tous les sommets à distance k− 1 et une partie des sommets
à distance k, on commence par découvrir tous les voisins des sommets à distance k − 1
avant de commencer à considérer les voisins des sommets à distance k.

A chaque étape du parcours du graphe, le coût de regroupement des deux régions
est calculé. La fonction de coût utilisée est conçue en tenant compte au minimum des
contraintes de superficie et de proportion de chacune des composantes dans une zone de
forêts mélangées. En effet, on vérifie les conditions suivantes :

– La superficie de la région obtenue par regroupement est supérieure à la superficie
de la région minimale dans CORINE Land Cover, soit smin = 25ha.

– Les proportions de forêts de feuillus et de conifères dans la nouvelle région sont
respectées. Soient αmin et αmax, les bornes inférieure et supérieure de la proportion
de feuillus ou de conifères devant être présentes dans la région, soient βf et βc, les
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(a)

(b)

FIG. 6.6 – Fonctions de coût de regroupement associées à la contrainte de superficie (a) et
à la contrainte de proportion des feuillus ou de conifères (b) dans la région obtenue.

proportions effectives de feuillus et de conifères présentes dans la nouvelle région,
alors : 

αmin ≤ βf ≤ αmax
αmin ≤ βc ≤ αmax
etβf + βc ≤ 1

Les différents coûts Cp et Cs associés à chaque contrainte peuvent s’exprimer à l’aide
des équations suivantes par exemple :

Cp = max
(

1− f(βf − αmin) + f(βf − αmax), 1− f(βc − αmin) + f(βc − αmax)
)

Cs =
1
π
.
(

arctan(−(s− smin)) +
π

2

)
(6.8)

où f est une fonction sigmoı̈de telle que :

f(x) =
1

1 + exp(λx)

Ces contraintes sont représentées dans les figures 6.6(a) et 6.6(b). Le coût total s’ex-
prime alors par : C = a.Cs + b.Cp, les coefficients a et b exprimant le poids accordé à
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FIG. 6.7 – Image SPOT de la région du Loiret, 20m de résolution et 3 bandes spectrales :
R, V et PIR. Les zones (1 à 5) détourées en blanc sont des forêts mélangées suivant la clas-
sification de CORINE Land Cover.

chaque contrainte.
Bien sûr, d’autres contraintes peuvent être prises en compte, à l’instar du nombre de

noeuds moyen (régions élémentaires) dans la région obtenue, de la taille moyenne des
noeuds, etc.

Sur les zones de forêts mélangées utilisées pour l’apprentissage, le graphe est donc par-
couru, les relations spatiales entre les régions sont apprises de cette manière, en calculant
la fonction de coût.

Sur une image test décomposée en mots visuels, le graphe est parcouru à partir d’une
région initiale. Et pour chaque regroupement, la fonction de coût est calculée. Si le coût
obtenu est supérieur à un seuil déterminé lors de l’apprentissage, l’algorithme arrête les
regroupements pour cette région d’initialisation et passe à une autre région pour initiali-
ser un nouveau regroupement ou une nouvelle structure.

La figure 6.7 montre une image SPOT de la région du Loiret dans laquelle les zones
de forêts mélangées selon CORINE Land Cover sont détourées (zones 1 à 5). Les tests ef-
fectués avec la méthode décrite ci-dessus ont donné les résultats de la figure 6.8. Les
zones détectées comme étant des forêts mélangées (détourées en vert) peuvent être classées
en deux catégories : celles qui ont une intersection avec une forêt mélangée de CORINE, et
les fausses alarmes.

Dans le premier cas, les délimitations des zones détectées comme étant des forêts
mélangées ne sont pas les mêmes que celles données par CORINE. Par exemple, lors des
tests de regroupement, certaines régions de la zone 2 ont été associées à d’autres régions
pour former une forêt mélangée recouvrant partiellement la zone 2. Pour évaluer l’identi-
fication des zones de forêt mélangée données par la vérité de terrain, nous avons utilisé la
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FIG. 6.8 – Résultats donnés par les tests de regoupement : les zones détourées en vert
représentent les forêts mélangées obtenues.

TAB. 6.1 – Evaluation de la reconnaissance par regroupement des régions élémentaires,
des zones de forêts mélangées délimitées par la classification de CORINE Land Cover.

Zone 1 Zone 2 Zone 3 Zone 4 Zone 5
Ncom
Nv

0.50 0.47 0 0.80 0.34
Ncom
Nc

0.84 0.48 0 0.51 0.36
tR 0.42 0.23 0 0.40 0.12

F − score 0.63 0.48 0 0.61 0.34

quantité tR, définie comme suit :

tR =
Ncom

Nv
.
Ncom

Nc
(6.9)

où Ncom est la taille (nombre de pixels) de la zone commune entre la forêt mélangée réelle
et celle détectée, Nv, la taille de la forêt mélangée selon la vérité de terrain, et Nc, la taille
de la forêt mélangée obtenue. tR est égale à 1 lorsque la zone détectée après regroupement
des régions est identique à celle de la vérité de terrain, et nulle lorsqu’il n’y a aucune
intersection. La grandeur Ncom

Nv
est appelée rappel, tandis que Ncom

Nc
est la précision. Une

mesure populaire qui combine la précision et le rappel est leur pondération, nommée
F-score :

F − score = 2.
precision× rappel
precision+ rappel

(6.10)

La table 6.1 montre les résultats obtenus pour les 5 régions. On note que la région 1 est la
mieux identifiée.
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FIG. 6.9 – Exemple de zone détectée comme forêt mélangée (détourée en vert), par re-
groupement de régions élémentaires. La zone détourée en blanc est la forêt mélangée
correspondant à la vérité de terrain CLC. La région initiale a été choisie manuellement.

Les frontières des régions obtenues varient en fonction de la région initiale choisie
pour le parcours du graphe. Lorsque la région est choisie de manière judicieuse, il est pos-
sible d’obtenir une forêt mélangée plus proche de celle de CORINE. La figure 6.9 montre
un exemple de forêt mélangée obtenue (en vert) tandis que dans la vérité de terrain, la forêt
mélangée est la zone détourée en blanc. Dans ce cas, tR vaut 0.46 (au lieu de 0.23). Notons
que les contours des deux zones ne coincident toujours pas. Ceci peut être dû au fait que
la classification de CORINE est manuelle et peut être remise en cause.

En ce qui concerne les fausses alarmes, ces zones détectées comme étant des forêts
mélangées satisfont les contraintes de CORINE. En effet, chacune de ces zones respecte
le critère de superficie minimale et répond à la définition d’une forêt mélangée donnée
par la nomenclature. Dans la figure 6.8, les régions rouges correspondent aux forêts de
feuillus, tandis que les régions sombres sont des forêts de conifères. La plupart des forêts
mélangées détectées contiennent en majorité ces deux classes. Ceci nous amène à penser
qu’il existe des informations utilisées par la classification de CORINE dont nous n’avons
pas tenu compte. Ces informations pourraient être présentes dans l’image, mais surtout
extérieures à l’image satellitaire, d’où l’importance des données exogènes dans la consti-
tution des cartes CORINE Land Cover.

6.4 Conclusions

Dans ce chapitre, nous illustrons le principe de compositionnalité sémantique que
nous avons appliqué aux images. En effet, l’importance de l’utilisation des relations spa-
tiales entre les mots visuels pour identifier des classes de mélange est mise en évidence.
Nous avons tout d’abord insisté sur le choix du mode de représentation de ces relations
spatiales, important pour exploiter efficacement les liens d’adjacence entre les mots vi-
suels. Deux approches ont été présentées, faisant usage des graphes pour manipuler les
relations d’adjacence : une approche non supervisée nous permettant de déterminer les
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structures dans l’image, exemplifiée par la détection des bâtiments et leurs ombres dans
les images satellitaires, et une approche supervisée d’apprentissage des relations spa-
tiales, testée sur la classe des forêts mélangées de CORINE Land Cover. Dans le chapitre
suivant, nous nous attachons à résoudre notre problème à l’aide de modèles statistiques
d’analyse textuelle, qui ne prennent pas en compte les relations spatiales entre les mots
visuels.
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Chapitre 7

Annotation sémantique des images
satellitaires basée sur le modèle LDA

Dans cette partie, nous mettons en oeuvre un apprentissage sémantique supervisé
basé sur un modèle faisant abstraction des relations d’adjacence entre les mots visuels,
afin d’attribuer aux régions de l’image, une sémantique dépendant du contexte de l’utili-
sateur. Nous l’illustrons via une application très présente dans la littérature, et qui est en-
core l’objet de plusieurs travaux (voir section 5.4.1) : l’annotation sémantique d’images.
Différentes approches ont été proposées pour annoter les images naturelles. Ici, nous
nous intéressons aux images satellitaires et proposons d’utiliser une méthode d’analyse
de textes : l’Allocation Dirichlet Latente (Latent Dirichlet Allocation ou LDA) [Blei et al.,
2003b] pour l’annotation de grandes images satellitaires, en utilisant des concepts séman-
tiques définis par l’utilisateur. L’approche présentée ici combine une étape de classifica-
tion supervisée d’imagettes extraites de la grande image à annoter, et une phase de prise
en compte de l’information spatiale entre ces imagettes.

7.1 Approche d’annotation sémantique de grandes images

Dans cette partie, nous décrivons notre approche d’annotation sémantique de gran-
des images satellitaires, exploitant le modèle LDA.

Soient S concepts sémantiques définis par l’utilisateur. Pour chaque concept, ce der-
nier fournit un ensemble d’images exemples qui seront utilisées pour l’apprentissage.
Soit une grande image I à annoter avec les S concepts sémantiques, nous appelerons
ensemble de test, la collection des imagettes Id, de taille égale, telles que :⋃

d

Id = I (7.1)

L’annotation de la grande image I sera considérée pour nous, comme la classification
supervisée des imagettes Id en S classes Cs, s ∈ {1, . . . , S} correspondant aux concepts
sémantiques définis par l’utilisateur. La classification supervisée est basée sur le modèle
LDA proposé dans [Blei et al., 2003b]. Par définition, l’Allocation Dirichlet Latente est
un modèle génératif probabiliste pour les collections de données discrètes telles que
les corpus de texte. Comme détaillé dans la section 5.4.2.2, l’idée de base de ce modèle
hiérarchique à trois niveaux, basé sur une représentation en sac-de-mots, est que les docu-
ments d’un corpus sont représentés comme des mélanges sur des topics latents, chaque
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FIG. 7.1 – Les différentes étapes de notre algorithme d’annotation sémantique d’images
de grande taille.

topic étant caractérisé par une distribution sur des mots. Dans la section 5.4.2.3, nous
avons détaillé le processus d’utilisation du LDA pour la modélisation des images. Notre
tâche de classification inclut donc le calcul des mots visuels pour la représentation des
images, la génération du modèle pour chaque classe lors de l’apprentissage, et l’applica-
tion sur les images de l’ensemble de test.

Par ailleurs, l’ordre des images dans une collection étant négligé dans le modèle LDA,
nous introduisons l’information spatiale entre les imagettes de l’ensemble de test, de
manière à prendre en compte les relations entre des imagettes voisines dans la grande
image. Nous montrerons par la suite, à l’aide d’expérimentations effectuées sur une série
d’images, que cette opération améliore la tâche d’annotation de manière notable.

Les différentes étapes de notre approche d’annotation sont récapitulées dans la figure
7.1.

7.1.1 Classification supervisée des imagettes

L’utilisation du modèle LDA pour classifier les images de la base de test en S classes
sémantiques nécessite une étape de pré-traitement des données. En effet, disposant d’un
ensemble d’images d’apprentissage fournies par l’utilisateur pour chaque classe, et d’un
ensemble d’images de test, la première étape consiste à calculer les mots visuels pour la
représentation en sac-de-mots des images de la base de données. Suivant la procédure
décrite dans la section 5.4.2.3 pour la construction d’un vocabulaire visuel, chaque image
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de la base (apprentissage et test) est décomposée en mots, d’où sont automatiquement
extraites des primitives. La quantification vectorielle sur l’ensemble des primitives de la
base d’apprentissage pour la construction du vocabulaire, est effectuée via l’algorithme
classique d’agrégation de données (clustering) k-means. Afin de déterminer le nombre
optimal de clusters, nous utilisons une approche décrite dans [Kyrgyzov et al., 2007], qui
modélise les descripteurs par un mélange de gaussiennes, et utilise le critère de la lon-
gueur de description minimale (Minimal Description Length ou MDL) pour accéder à la
complexité optimale du modèle. La taille du vocabulaire V correspond au nombre opti-
mal de clusters, dont les centres représentent les mots visuels.

Une fois les images représentées comme des séquences de mots visuels, le modèle
de génération des images d’apprentissage pour chaque classe est obtenu par le LDA.
Chaque image étant modélisée comme un mélange de topics latents appris de manière
non supervisée, il est au préalable nécessaire de déterminer le nombre de topics pour
chaque classe. Une mesure appropriée pour évaluer la performance du modèle en fonc-
tion de ce paramètre est donc nécessaire. Utilisée par convention dans le domaine de
la modélisation du langage, la perplexité est une mesure qui quantifie la capacité d’un
modèle à prédire de nouvelles données. Pour un ensemble de test Dtest = {w1, . . . ,wM}
de M images, la perplexité est donnée par l’expression :

perplexite(Dtest) = exp

(
−
∑M

d=1 log p(wd)∑M
d=1Nd

)
(7.2)

Cette mesure est décroissante en fonction de la vraisemblance de l’ensemble de test,
qui dépend du nombre de topics dans la collection. Une valeur faible de la perplexité
est donc indicatrice d’une bonne performance de généralisation aux nouvelles données.
Ainsi, pour chaque classe, différents modèles LDA sont appris en utilisant différents
nombres de topics latents. La perplexité est ensuite calculée pour chaque modèle sur un
ensemble d’images test, permettant ainsi d’exprimer la valeur de la perplexité en fonc-
tion du nombre d’aspects latents. Le nombre optimal de topics pour la classe est celui qui
minimise la perplexité.

L’apprentissage basé sur le LDA utilise donc un nombre fini de topics latents pour
générer un modèle représentant le mieux la distribution des mots visuels pour chaque
classe.

Soit une image w de l’ensemble de test, représentée par une séquence de mots visuels,
nous souhaitons calculer la probabilité de chaque classeCs, s ∈ {1, . . . , S} : p(Cs|w, αs, βs),
où αs et βs sont les paramètres du modèle appris à partir de l’ensemble d’apprentissage
de la classe sémantique Cs. Selon la formule de Bayes :

p(Cs|w, αs, βs) ∝ p(w|αs, βs)× p(Cs) (7.3)

En général, la distribution de p(Cs) est supposée uniforme et fixée, et s’exprime dans
notre cas par p(Cs) = 1/S. Il en résulte que :

p(Cs|w, αs, βs) ∝ p(w|αs, βs) (7.4)

où p(w|αs, βs) est la vraisemblance de l’image pour la classe Cs, définie dans l’équation
5.3. En tenant compte de toutes les classes, on obtient ainsi un vecteur de probabilités
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[p(w|α1, β1) p(w|α2, β2) . . . p(w|αS , βS)] pour chaque image w de l’ensemble de tests. La
prise de décision repose sur la méthode du Maximum de Vraisemblance (MV)qui attribue
l’image w à la classe qui maximise la vraisemblance :

s∗ = argmaxs p(w|αs, βs) (7.5)

7.1.2 Prise en compte de l’information spatiale

L’approche que nous avons adoptée pour l’annotation de grandes images est de clas-
sifier à l’aide du modèle LDA, des imagettes extraites de la grande et obtenues par
découpage suivant une grille régulière. L’ordre des documents dans un corpus étant
supposé non pertinent dans le modèle LDA, l’information spatiale entre des imagettes
adjacentes est perdue lors de la classification. Afin de conserver cette information et l’ex-
ploiter pour améliorer l’annotation, nous proposons de découper la grande image en ima-
gettes de taille d×d suivant un maillage régulier de pas p, avec p < d de sorte qu’il y ait un
recouvrement entre les imagettes. En d’autres termes, plusieurs imagettes de l’ensemble
de test peuvent avoir des zones en commun, que nous appellerons patches, de taille p× p.
Cela introduit une redondance qui est ensuite exploitée après le processus de classifica-
tion basé sur le LDA. En effet, des imagettes voisines peuvent être attribuées à des classes
différentes, aboutissant ainsi à plusieurs possibilités de classes pour les patches qu’elles
partagent. Pour remédier à cela, un vote majoritaire est opéré sur chaque patch, en l’at-
tribuant à la classe la plus représentée dans l’ensemble des différentes classes possibles
pour ce patch. Au final, cela revient à classifier les patches en S classes sémantiques, en
exploitant les relations de voisinage. Les patches étant de taille plus petite que les ima-
gettes, l’annotation de la grande image est plus fine.

7.2 Expérimentations et résultats

Plusieurs séries d’expérimentations ont été menées pour tester l’approche sus-décrite.
En fait, deux bases d’images satellitaires, à des résolutions différentes, nous ont permis
de juger de l’intérêt de cette méthode :

– les images Quickbird Panchromatiques de Las Vegas (USA), à 60 cm de résolution :
avec cette base, nous évaluons l’influence de l’information spatiale dans notre ap-
proche d’annotation d’images, en effectuant deux types de tests : sans et avec prise
en compte des relations de voisinage entre les imagettes.

– les images Quickbird Multispectrales de Marseille (France), à 2.44 m de résolution :
ici, les caractéristiques radiométriques ainsi que des primitives de texture sont prises
en compte.

Pour chaque base d’images, les images exemples pour l’apprentissage, fournies par
l’utilisateur pour chaque classe n’appartiennent pas à l’image test à annoter.

En outre, dans toutes les expérimentations présentées dans cette section, les mots et
les documents sont des fenêtres de pixels, dont les tailles dépendent de la résolution des
images et du niveau de sémantique des concepts définis pour chaque base, comme nous
le verrons lors dees tests.
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(a) (b) (c)

(d) (e)

FIG. 7.2 – Exemples d’images de la base d’apprentissage Quickbird de Las Ve-
gas, appartenant aux cinq classes reliées aux concepts sémantiques utilisés dans nos
expérimentations. (a) : banlieues résidentielles (BR), (b) : déserts (DS), (c) : zones com-
merciales (ZC), (d) : zones urbaines (ZU), (e) : terrains de golf (TG).

7.2.1 Influence de l’information spatiale

7.2.1.1 Description des données

Les tests sont effectués sur des images Quickbird Panchromatiques de Las Vegas, à 60
cm de résolution. La base d’apprentissage fournie par l’utilisateur contient 200 images de
taille variant de 150 × 150 à 500 × 500 pixels. Ces images, dont quelques exemples sont
exposés dans la figure 7.2, sont également réparties entre 5 classes correspondant aux
concepts suivants : banlieues résidentielles (BR), déserts (DS), zones commerciales (ZC),
zones urbaines (ZU) et terrains de golf (TG).

La grande image à annoter avec les concepts que nous venons de définir est de taille
6000 × 6000 pixels (voir figure 7.3). Elle contient toutes les classes sus-présentées, mais
aussi d’autres classes non apprises, comme les axes routiers principaux.

7.2.1.2 Réglage des paramètres et tests

Dans cette expérimentation, un mot correspond à une fenêtre de taille 10× 10 pixels,
déterminée de manière empirique. En effet, la taille du mot doit être suffisamment grande
pour contenir au minimum une partie d’un objet de l’image, et suffisamment petite pour
contenir une information homogène, c’est-à-dire ne pas mêler des informations apparte-
nant à des objets différents par exemple. Diverses expérimentations ont donc été menées
avec des fenêtres de taille 10 × 10, 15 × 15 et 20 × 20 pixels, et la décision s’est faite sur
les performances des tests de validation croisée. Nous avons utilisé une procédure de
validation croisée à 5 boucles : l’ensemble des données de la base d’apprentissage est di-
visé de manière aléatoire en 5 sous-ensembles. Ainsi, 20% des images sont utilisées pour
tester l’apprentissage fait à partir de 80% de la population, chaque sous-ensemble étant
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FIG. 7.3 – Image Quickbird de Las Vegas à annoter.

utilisé une fois et une seule pour les tests. Les meilleures performances ont été obtenues
avec les mots de taille 10× 10 pixels.

Disposant d’images panchromatiques, les caractéristiques de bas-niveau automati-
quement extraites de chaque mot de la base de données sont simplement la moyenne et
l’écart-type. En fait, nous avons effectué des tests avec d’autres descripteurs tels que la
médiane et la variation totale, et le couple de primitives retenu s’est avéré être le plus
pertinent en termes de performance et de nombre de caractéristiques. Par exemple, l’uti-
lisation simultanée de la moyenne, la variance et la variation totale n’améliore pas pour
autant les performances des tests de validation croisée obtenues avec la moyenne et la
variance.

Le nombre optimal de clusters pour nos données, déterminé à l’aide du critère MDL
est de 20, comme le montre la figure 7.4. Quant au nombre de topics pour chaque classe,
il est estimé grâce à la perplexité. La figure 7.5 montre la courbe de la perplexité en fonc-
tion du nombre de topics pour la classe des banlieues résidentielles. Le nombre optimal
d’aspects latents est celui qui minimise la complexité, en l’occurrence, 5 dans le cas des
banlieues résidentielles.

Les modèles sont évalués par une procédure de validation croisée à 5 boucles. Les per-
formances des modèles des différentes classes sont détaillées dans la matrice de confu-
sion exposée dans le tableau 7.1. Nous constatons qu’il existe quelques confusions justi-
fiables entre certaines classes. En effet, des images de la classe déserts par exemple sont
classifiées en tant que terrains de golf, et vice versa. Ce qui n’est pas vraiment étonnant
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FIG. 7.4 – Courbe de la longueur du code en fonction du nombre de clusters pour l’en-
semble des données. Le nombre optimal de clusters est celui qui minimise longueur de
description, c’est-à-dire 20 dans ce cas.

FIG. 7.5 – Courbe de la perplexité en fonction du nombre de topics pour la classe des
banlieues résidentielles. Le nombre de topics optimal est celui qui minimise la perplexité,
c’est-à-dire 5 dans ce cas.

puisque les terrains de golf sont principalement composés de champs, déserts et lacs.
L’ensemble de test contient des imagettes issues de la grande image (figure 7.3), et

de taille 150 × 150 pixels choisie expérimentalement. Chaque imagette contient donc
225 mots. Nous avons effectué deux types de tests sur l’image à annoter : sans et avec
recouvrement entre les imagettes. Nous comparons ensuite les deux images annotées
résultantes, afin de juger de l’apport de la prise en compte de l’information spatiale.
L’évaluation des résultats est visuelle, en utilisant les cartes Google comme vérité de
terrain.

7.2.1.3 Analyse des résultats

La figure 7.6 représente l’image de test, annotée avec les cinq concepts sémantiques
et sans prise en compte de l’information de voisinage. En d’autres termes, les imagettes
de l’ensemble de test sont obtenues par partitionnement de l’image à annoter, selon une
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TAB. 7.1 – Matrice de confusion obtenue pour la validation croisée à 5 boucles. Les
lignes représentent la vérité de terrain et les colonnes correspondent aux modèles des
différentes classes. La performance moyenne est de 96.5%.

BR DS ZC ZU TG

BR 97.5 0 0 2.5 0

DS 2.5 95.0 0 0 2.5

ZC 0 0 97.5 2.5 0

ZU 2.5 0 0 97.5 0

TG 2.5 5.0 0 0 92.5

FIG. 7.6 – Image annotée sans prise en compte de l’information de voisinage, en utilisant
les 5 concepts sémantiques suivants : déserts (rose), zones commerciales (vert), zones
urbaines (jaune), terrains de golf (bleu) et banlieues résidentielles (sans couleur).

grille régulière dont le pas est égal à la taille des imagettes. L’ensemble de test contient
donc 40 × 40 imagettes, à classifier en cinq classes. De manière globale les résultats sont
intéressants, d’autant plus que les descripteurs utilisés pour le calcul des mots visuels
sont sobres. Nous constatons cependant des confusions entre les classes déserts et banlieues
résidentielles. Ceci est dû au fait que les banlieues résidentielles sont une classe de mélange,
principalement composée de maisons, déserts et de petits espaces verts. En outre, plu-
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sieurs régions mal annotées sont celles qui ne correspondent à aucun des concepts définis
par l’utilisateur. Par exemple, les routes principales sont attribuées aux zones commer-
ciales, tandis que les pelouses sont classifiées comme étant des terrains de golf. Rappelons
que les caractéristiques bas-niveau utilisées pour ces expérimentations sont simplement
la moyenne et l’écart-type, et la décision pour la classification est faite par Maximum
de Vraisemblance. Donc ces erreurs d’annotation ne sont guère surprenantes. Pour y
remédier, nous projetons d’introduire une classe de rejet pour les zones ne correspon-
dant à aucun des concepts utilisés, ou alors de définir des concepts sémantiques cou-
vrant toutes les régions possibles de l’image de test. De même, des descripteurs locaux
plus riches pourraient largement réduire les erreurs d’annotation.

Dans la seconde expérimentation, les imagettes de l’ensemble de test sont obtenues
par découpage de l’image à annoter avec un recouvrement de 50 pixels. Ainsi, après la
classification des 118×118 imagettes de l’ensemble de test en 5 classes, un vote majoritaire
est mis en oeuvre pour reconstruire l’image, en tenant compte des relations de voisinage
entre les imagettes. Les résultats semblent satisfaisants, comme le montre la figure 7.7.
Par rapport au test précédent, l’amélioration de l’annotation est flagrante : il y a moins
d’imagettes isolées puisque les relations de voisinage sont introduites, et les zones de
l’image appartenant aux différents concepts sont moins grossières et mieux délimitées.
En effet, le grand terrain de golf en haut de l’image par exemple, correspond mieux à la
vérité de terrain avec ce second test.

Par conséquent, dans la suite, nous ne présenterons que les résultats des expérimenta-
tions qui tiennent compte de l’information de voisinage.

7.2.2 Utilisation des caractéristiques radiométriques et texturelles

7.2.2.1 Description des données

Les images Quickbird de Marseille à notre disposition sont multispectrales à 4 canaux
(rouge, vert, bleu et infrarouge). La base d’apprentissage est constituée de 320 images de
même taille, dont quelques exemples sont présentés dans la figure 7.9. Les concepts sui-
vants sont utilisés pour les expérimentations : carrières (CA), espaces verts (EV), grands
bâtiments (GB), mer (ME), montagne (MT), ports (PO), zones résidentielles (ZR) et zones
urbaines (ZU).

L’image de test, de taille 2400 × 3040 pixels, est assez complexe (figure 7.8). En effet,
plusieurs petites régions, appartenant à des classes sémantiques différentes, sont mêlées
les unes avec les autres, rendant ainsi épineuse toute tentative d’annotation manuelle
complète de l’image.

7.2.2.2 Protocole de tests

Les images de la base ayant une résolution de 2.44 m par pixel, un mot correspond
ici à une fenêtre de taille 4 × 4 pixels. Les caractéristiques bas-niveau extraites des mots
sont la moyenne pour chaque bande spectrale, l’indice de végétation NDVI, l’indice de
brillance IB et l’indice de bâti ISU. Nous introduirons ensuite des primitives de texture,
basées sur les filtres miroirs en quadrature (Quadrature Mirrors Filters ou QMF). Ces pri-
mitives sont extraites de fenêtres de taille 64×64 obtenues par découpage de l’image avec
un recouvrement. puis interpolées de manière à attribuer un vecteur de caractéristiques
de texture à chaque mot. Le nombre optimal de clusters pour le calcul des mots visuels
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FIG. 7.7 – Image annotée avec prise en compte des relations de voisinage entre les ima-
gettes, en utilisant les 5 concepts sémantiques suivants : déserts (rose), zones commer-
ciales (vert), zones urbaines (jaune), terrains de golf (bleu) et banlieues résidentielles (sans
couleur).

ainsi que le nombre de topics pour la génération du modèle LDA pour chaque classe sont
déterminés de la même manière que dans l’expérimentation précédente.

Les performances des modèles sont évaluées par validation croisée, utilisant à chaque
fois 80% de la base d’images pour l’apprentissage, et 20% pour les tests.

L’ensemble de test est composé d’imagettes de taille 32×32 pixels, issues du découpa-
ge de la grande image selon une grille régulière, avec un recouvrement de 16 pixels.
Chaque imagette possède ainsi 64 mots. Nous nous proposons de réaliser une annotation
de l’image de test en n’utilisant que des primitives spectrales dans un premier temps.
Nous nous interrogerons ensuite sur la pertinence des caractéristiques de texture pour
l’annotation sémantique d’une telle image.

7.2.2.3 Evaluation

Afin de juger de la qualité de l’annotation obtenue, une annotation manuelle de
l’image de test peut être utilisée comme vérité de terrain. Cependant, l’annotation ma-
nuelle complète d’une grande image est une tâche très coûteuse, plus coûteuse encore
pour notre image de test compte tenu de sa complexité. Aussi, nous nous proposons de
déterminer manuellement et de manière aléatoire, un certain nombre de régions pour
chaque classe, et de mesurer le degré de reconnaissance de chacune de ces régions par
notre approche d’annotation. En d’autres termes, pour chaque région Rsi appartenant à
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FIG. 7.8 – Image Quickbird de Marseille à annoter.

un concept sémantique s selon la vérité de terrain (annotation manuelle), soient Nsm le
nombre de patches appartenant à cette région, et Nsa le nombre de patches de l’image
annotée résultante, inclus dans la région Rsi et associés au concept s, la région Rsi est
parfaitement identifiée lorsque le degré de reconnaissance dR est proche de 1 :

dR =
Nsa

Nsm
(7.6)

Précisons que le nombre de régions annotées manuellement n’est pas le même pour
toutes les classes étant donnée l’inégale répartition des différentes classes dans l’image
de test. En outre, lorsque plusieurs régions de test ont été retenues pour un concept
sémantique, ces dernières sont si possible choisies de telle sorte que leurs contextes spa-
tiaux soient différents. Ceci dans le but de diversifier les tests afin d’avoir une évaluation
plus complète, reflétant au mieux la réalité. Nous jugeons ainsi de la capacité de notre
système d’annotation à reconnaı̂tre les régions de test indépendamment de leur voisi-
nage. Enfin, pour chaque concept sémantique, les tailles des régions sont du même ordre
de grandeur.

7.2.2.4 Analyse des résultats

Caratéristiques radiométriques Nous présentons tout d’abord les résultats obtenus en
n’utilisant que les caractéristiques spectrales pour le calcul des mots visuels, c’est-à-dire
les 4 bandes spectrales et les néocanaux. La validation croisée a donné en moyenne
95.31% de bonne classification, quelques confusions justifiées par la nature des descrip-
teurs utilisés étant présentes. La structure hiérarchique de la figure 7.10 établit les rela-
tions entre les différentes classes. Ces liens sont évalués en calculant une distance entre
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

FIG. 7.9 – Exemples d’images de la base d’apprentissage Quickbird de Marseille. (a) :
carrières (CA), (b) : espaces de végétation (EV), (c) : grands bâtiments (GB), (d) : mer
(ME), (e) : montagne (MT), (f) : port (PO), (g) : zones résidentielles (ZR), et (h) : zones
urbaines (ZU).

les différentes distributions de topics. Nous avons utilisé ici la distance du cosinus, très
populaire dans les systèmes de recherche d’images et de texte, et qui se définit comme
suit entre deux vecteurs a et b :

cos(a,b) =
a.b
‖a‖.‖b‖

(7.7)

Lorsque les distributions des topics sont proches, les classes correspondantes sont
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FIG. 7.10 – Cette structure hiérarchique indique les relations entre les 8 classes, basées sur
le calcul de la distance du cosinus entre les différentes distributions des topics. Plus ces
dernières sont similaires, plus les classes correspondantes sont proches dans la structure
hiérarchique.

aussi proches dans la structure hiérarchique. Nous pouvons ainsi prévoir quelques confu-
sions entre les zones résidentielles et les zones urbaines, entre les grands bâtiments et les
carrières, mais aussi entre les espaces verts et les montagnes.

L’image de test est complètement annotée, suivant la procédure sus-décrite. De ma-
nière globale, les résultats semblent intéressants. Plus rigoureusement, l’évaluation de
l’annotation effectuée selon la procédure décrite dans la section 7.2.2.3, donne les résultats
consignés dans le tableau 7.2. En effet, ce dernier indique le degré de reconnaissance de
chacune des régions de test avec notre approche d’annotation. Ainsi, chaque classe a une
à trois régions de test choisies pour chaque concept sémantique.

L’examen du tableau 7.2 montre qu’il est possible de scinder les différentes classes en
trois catégories. La première regroupe les classes qui sont très bien identifiées telles que
les grands bâtiments, la mer et les zones urbaines. En effet, chacune des régions d’évaluation
pour chacune de ces classes est presque parfaitement déterminée (au moins à 98%). La
deuxième catégorie rassemble 4 classes qui sont assez bien reconnues. En effet, nous
avons obtenu jusqu’à 97% de bonne identification pour les ports, 94% pour les espaces
verts, 90% pour les zones résidentielles et 90% pour les carrières. Le dernier groupe enfin,
se réduit à la classe des montagnes qui est mal reconnue, avec seulement 40% de bonne
classification.

Les erreurs de reconnaissance présentes sont principalement liées aux similitudes
spectrales fortes avec d’autres classes. Les carrières, par exemple, se confondent quelque-
fois aux grands bâtiments dont les toits ont généralement une forte intensité lumineuse
(figure 7.11). Ce type d’erreur est accentué par le fait que la modélisation des images
par l’Allocation Dirichlet Latente implique de travailler de manière locale sur un voisi-
nage de pixels, représenté par des mots. Dans la littérature, un mot est en général une
région de l’image issue d’une segmentation, par analogie avec l’analyse de texte. Dans
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TAB. 7.2 – Evaluation de l’annotation en utilisant les caractéristiques spectrales unique-
ment : degrés de reconnaissance de différentes régions de test déterminées manuellement
pour chaque classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.90 0.94 1 1 0.40 0.97 0.90 1

Région 2 - 0.92 0.99 1 - 0.89 0.81 1

Région 3 - 0.65 0.99 - - - 0.75 0.98

nos expérimentations, un mot a été considéré comme étant une fenêtre de pixels, obte-
nue en découpant l’image suivant une grille régulière. Il est bien vrai que la taille du
mot a été déterminée de manière empirique, cependant, une fenêtre de pixels ne sau-
rait capturer toute l’information qui pourrait être contenue dans un segment de l’image.
Par ailleurs, elle pourrait mélanger des informations contenues dans plusieurs régions,
rendant ainsi impure ou biaisée, l’information délivrée par le mot. C’est un biais qui in-
fluence de manière non négligeable le calcul des mots visuels, et donc la détermination
des topics latents. En effet, pour peu que deux classes aient des similitudes spectrales,
ce biais pourrait fortement avantager l’une des classes aux dépens de l’autre. Et pour
cette dernière classe, les confusions seront plus ou moins fortes en fonction des mots
appartenant initialement aux différentes régions de test. Les remarques faites ci-dessus
pour les mots valent également pour les documents à classifier, puisque ces derniers sont
obtenus en découpant la grande image à annoter suivant un maillage régulier. Un do-
cument peut par conséquent combiner des informations appartenant à plusieurs classes.
La procédure de prise en compte de l’information spatiale, décrite dans la section 7.1.2,
permet d’atténuer les effets causés par ce mode d’obtention des documents.

Par ailleurs, pour les espaces verts, les zones résidentielles et les ports, certaines régions
d’évaluation sont bien identifiées et d’autres un peu moins bien. Par exemple, il existe
une différence de taux de reconnaissance de 29% entre les première et troisième régions
de test de la classe des espaces verts. Cela peut s’expliquer en considérant la nature des
régions voisines et adjacentes à la région de test. En effet, si la région de test est en-
tourée de régions appartenant à des classes sémantiques proches de la sienne, la qualité
de la reconnaissance peut en pâtir, puisque l’utilisation des fenêtres de pixels pour la
modélisation LDA, obtenues par découpage selon une grille régulière, favorise les confu-
sions au niveau des frontières des régions, et a fortiori, celles de régions appartenant à des
classes sémantiques proches. La figure 7.13 illustre le cas des espaces verts, où l’une des
régions de test, principalement entourée de régions appartenant aux zones résidentielles,
n’est reconnue qu’à 65%, parce que confondue à cette dernière classe au niveau des
frontières (figure 7.13(a)), tandis que l’autre zone d’évaluation, principalement adjacente
aux grands bâtiments avec lesquels les risques de confusions sont moindres, a 94% de
bonne identification (figure 7.13(b)). De même, comme le montre la figure 7.11, la zone
d’évaluation des montagnes est principalement assimilée aux espaces verts, car non seule-
ment ces deux classes ont des ressemblances flagrantes d’un point de vue radiométrique,
mais en plus la région de test des montagnes est voisine d’une région appartenant aux
espaces verts.
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FIG. 7.11 – Régions de test pour les carrières (détourée en bleu) et les montagnes (détourée
en rouge). Les carrières, de forte intensité, sont quelquefois confondues avec les grands
bâtiments dont les toits sont lumineux. La montagne, quant à elle, est essentiellement
assimilée aux espaces verts.

FIG. 7.12 – Légende associée aux annotations obtenues sur les images Quickbird de Mar-
seille.

Influence de la texture Pour juger de l’apport des primitives de texture basées sur les
filtres miroirs en quadrature (QMF), nous avons mené des expérimentations avec les
mêmes régions de test. Les résultats obtenus, contenus dans le tableau 7.3, sont comparés
à ceux du tableau 7.2.

Nous constatons que, par rapport au cas précédent où seules les caractéristiques spec-
trales ont été utilisées, il n’y a aucune ou très peu de différences dans les taux de recon-
naissance des classes mer, zones urbaines et carrières, les deux premières étant déjà très
bien identifiées sans l’utilisation de la texture. L’amélioration est notable pour la classe
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(a) (b)

FIG. 7.13 – Exemples de régions de test pour les espaces verts. (a) : la région de test est
principalement entourée de régions appartenant aux zones résidentielles et n’est reconnue
qu’à 65%. (b) : la région de test est principalement adjacente aux grands bâtiments avec
lesquels les risques de confusions sont moindres et a 94% de bonne identification.

TAB. 7.3 – Evaluation de l’annotation en utilisant les caractéristiques spectrales et textu-
relles : degrés de reconnaissance de différentes régions de test déterminées manuellement
pour chaque classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.89 0.81 0.95 1 0.77 0.65 0.82 1

Région 2 - 0.78 0.97 1 - 0.85 0.78 1

Région 3 - 0.78 0.96 - - - 0.99 0.95

des montagnes, qui passe de 40% à 77%, mais n’est toujours pas très bien identifiée. Les
grands bâtiments et les ports sont moins bien reconnus, ce qui n’est guère surprenant, les
primitives de texture ne caractérisant généralement pas de manière pertinente, ce type de
classes haute résolution, riches en structures linéaires. En ce qui concerne les espaces verts
et les zones résidentielles, le taux de reconnaissance augmente pour certaines régions de
test, tandis qu’il décroı̂t pour d’autres. Cela est probablement lié aux confusions entre les
différentes classes, accentuées par voisinage de la région de test. La figure 7.14 montre
l’exemple d’une région d’évaluation des zones résidentielles, dont l’ajout de la texture a
amélioré le taux de reconnaissance.

De manière générale, l’apport de la texture est moindre, et pour la majorité des classes,
la qualité de l’identification est même dégradée. Nous pensons que ceci est en grande par-
tie dû à la résolution de l’image qui est assez haute (2.44 m). En effet, les classes qui ont
un niveau sémantique plus élevé, telles que les grands bâtiments, sont plutôt moins bien
reconnues. Dans la suite, nous ne considérerons donc pas les caratéristiques texturelles
et utiliserons uniquement les caractéristiques spectrales pour les expérimentations.
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(a) (b)

FIG. 7.14 – Exemple d’une région de test de la classe des zones résidentielles. L’annotation
a été opérée en utilisant les caractéristiques spectrales pour 75% de reconnaissance (a),
puis les caractéristiques spectrales et texturelles pour 99% de reconnaissance (b).

7.2.3 Cas de l’assimilation des mots à des régions de l’image

Dans cette section, nous ne considérons plus un mot comme une fenêtre de pixels
obtenue par découpage de l’image suivant une grille régulière, mais plutôt comme une
région de l’image issue d’une segmentation. En effet, une segmentation judicieuse de
l’image produit des mots plus “intuitifs” et plus significatifs, porteurs d’une information
moins bruitée.

Nous souhaitons donc annoter les images, en suivant la même approche que précé-
demment, résumée dans la figure 7.1. Ainsi, les images d’apprentissage, ainsi que l’image
de test, sont partitionnées en régions à l’aide de l’algorithme de segmentation Mean shift,
qui permet d’éviter la présence de régions de taille inférieure à un seuil donné. Le vo-
cabulaire visuel est obtenu par quantification des primitives spectrales et géométriques
extraites des régions des images de l’ensemble d’apprentissage. Puis, l’apprentissage
par le LDA est effectué de la même manière que précédemment. En ce qui concerne
la grande image de test, la récupération des documents (imagettes) à classifier est plus
problématique que dans les expérimentations précédentes. En effet, les documents étaient
découpés dans la grande image suivant une grille régulière, ce qui coı̈ncidait avec la
définition des mots qui étaient obtenus de la même manière, mais avec une grille plus
serrée : un mot n’était donc jamais partagé entre deux documents.

Mais ici, si nous essayons d’obtenir les documents de la même manière, une région
ayant une forme quelconque peut être partagée entre plusieurs régions, compliquant
ainsi le compte des occurrences des mots visuels pour les tests. Pour remédier à cela,
plusieurs pistes ont été explorées.

Regroupement par croissance de régions : Ici, l’idée est d’obtenir les documents en
découpant la grande image de test suivant une grille régulière. Les régions réparties dans
plusieurs documents sont simplement comptées comme une occurrence du mot visuel
associé à la région. Les tests sont donc effectués sur l’ensemble des documents en utilisant
les modèles appris avec le LDA. Deux documents adjacents qui partagent une région
pouvant appartenir à deux classes différentes, il est donc nécessaire d’effectuer un post-
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traitement qui mettrait en évidence l’intérêt de cette approche par régions.
Partant de plusieurs documents initiaux de la grande image de test ayant obtenu

une probabilité d’appartenance à leur classe supérieure à un certain seuil, utiliser un
algorithme glouton, qui pour un document donné, essaierait de lui associer les régions
qui lui sont voisines, en respectant la contrainte que la probabilité d’appartenance du
document combiné aux nouvelles régions soit supérieure à un seuil.

Cependant, les régions sont dotées d’une étiquette, et une classe sémantique est une
combinaison de ces étiquettes. L’algorithme de croissance de régions, pour être efficace,
devrait donc pouvoir associer plusieurs régions à la fois à un document, pour essayer
de retrouver la distribution des mots visuels dans la classe sémantique. Mais, nous ne
disposons pas d’informations pour éviter de le faire de manière aléatoire. De plus, les
images de test qui nous intéressent sont de grande taille (6000× 6000 pixels pour l’image
de test de Las Vegas et 2400 × 3040 pour celle de Marseille) : la segmentation de l’image
de test de Marseille a donné environs 90000 régions. Avec cette méthode, on peut donc
s’attendre à des calculs longs et fastidieux.

Définition des documents comme des groupes de régions connexes : Par ailleurs,
pour éviter le problème des régions partagées entre plusieurs documents, ces derniers
ont été considérés non plus comme des fenêtres de pixels, mais comme des groupes
de régions connexes, où chaque région représente un mot. Cela ne change rien à la
représentation par sacs-de-mots puisqu’elle ne tient pas compte des relations spatiales
entre les régions dans un document. Ainsi, la grande image de tests est partitionnée en
groupes de régions connexes.

Cependant, cette méthode présente un inconvénient certain pour certaines classes de
mélange comme les ports. Tel que nous avons défini cette classe (voir figure 7.9(f)), ils sont
composés d’un peu de zones d’eau (mer) et des installations pour les bateaux. Or, lors de
la segmentation, la mer est en général déterminée comme une région, donc il ne sera pas
possible d’avoir de petites régions de mer à associer à d’autres régions connexes pour
constituer les ports. En effet, on aura d’une part une grande région d’eau correspondant
à la mer, et à côté de petites régions correspondant aux quais.

L’utilisation des régions de l’image comme des mots est intéressante. Pour des appli-
cations de recherche d’images dans de grandes bases, elle peut être plus performante que
l’utilisation des fenêtres de pixels. Mais dans notre cas, qui est l’annotation de grandes
images, la prise en compte de la continuité entre les documents pose un problème as-
sez délicat, dont la résolution peut nécessiter des calculs pénibles. Dans la suite de notre
étude, tout comme dans les expérimentations déjà effectuées dans ce chapitre, nous consi-
dérerons donc un mot comme une fenêtre de pixels.

7.3 Etudes comparatives

Dans cette section, nous comparons les résultats de classification obtenus avec le
modèle LDA, avec ceux produits par les modèles gaussien, et GMM sur une approche
pixel, et le classificateur SVM utilisant une approche par sacs-de-mots.
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TAB. 7.4 – Résultats obtenus avec le modèle gaussien, en utilisant les mêmes ca-
ractéristiques spectrales que celles du tableau 7.2 : degrés de reconnaissance des
différentes régions de test déterminées manuellement pour chaque classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.87 0.90 0.22 1 0.80 0.36 0.35 0.76

Région 2 - 0.60 0.19 1 - 0.09 0.60 0.50

Région 3 - 0.85 0.10 - - - 0.43 0.49

7.3.1 Modèles gaussien, GMM et LDA

Dans cette partie, nous comparons les résultats précédents avec ceux que nous pour-
rions obtenir en utilisant un modèle gaussien (que nous avons déjà utilisé dans le chapitre
4) ou un mélange de gaussiennes (GMM). Les données utilisées pour étayer notre étude
appartiennent à la base d’images Quickbird de Marseille, utilisée dans la section 7.2.2.

Comme précédemment, nous souhaitons annoter de grandes images, via une classi-
fication automatique supervisée en S classes associées à des concepts sémantiques, com-
binée à une prise en compte de l’information spatiale. Contrairement au cas précédent où
les images de la base de données sont générées en utilisant le modèle LDA, ici, la classifi-
cation supervisée s’effectue dans le cadre des modèles gaussien et GMM, et est appliquée,
non pas sur chaque pixel de l’image, mais sur des fenêtres de taille 4× 4 pixels (qui sont
en fait les mots), ceci afin de réduire la taille des données, et donc les temps de calcul.
En d’autres termes, les tests sont effectués sur une nouvelle image réduite dans laquelle
chaque pixel représente une fenêtre de taille 4×4 pixels de l’image initiale. Avec ces deux
modèles, le critère de décision sur l’assignation d’un individu de l’ensemble des données
à une classe repose sur la méthode du Maximum a Posteriori (MAP) ou Maximum de
Vraisemblance (MV) lorsque la distribution a priori est uniforme. Et dans ce dernier cas,
le critère de décision est le même que celui utilisé lors de la classification avec le modèle
LDA.

Dans la suite, nous comparons les résultats donnés par les modèles gaussien et GMM
avec ceux issus du modèle LDA. Nous reviendrons ensuite sur les aspects théoriques de
ces modèles et nous intéresserons aux différentes hypothèses qui y sont associées.

7.3.1.1 Expérimentations

Les résultats obtenus avec le modèle gaussien en utilisant les caractéristiques spec-
trales sont consignés dans le tableau 7.4.

En comparant les résultats de ce tableau à ceux du tableau 7.2 issus de l’utilisation
du modèle LDA, nous remarquons d’emblée que la classe mer est tout aussi parfaitement
reconnue en utilisant le modèle gaussien. Nous constatons également une meilleure re-
connaissance de la classe des montagnes avec ce dernier modèle qui a donné 80% de bonne
identification, contre 40% obtenus avec le modèle LDA. Les carrières quant à elles, sont
presque aussi bien reconnues, mais présentent beaucoup de fausses alarmes, notament
avec les grands bâtiments. En effet, étant donné que la classification se fait au niveau du
pixel, et non au niveau du document, l’information de voisinage qui, dans le cas du
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TAB. 7.5 – Résultats obtenus avec le mélange de gaussiennes, en utilisant les mêmes
caractéristiques spectrales que celles du tableau 7.2 : degrés de reconnaissance des
différentes régions de test déterminées manuellement pour chaque classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.88 0.83 0.68 1 0.69 0.82 0.64 0.91

Région 2 - 0.70 0.67 1 - 0.57 0.78 0.89

Région 3 - 0.85 0.77 - - - 0.69 0.74

LDA, apporte généralement des informations complémentaires pour l’apprentissage de
la classe, est inexistante ici ; d’où la forte présence des fausses alarmes. Cependant, cette
prise en compte de l’information de voisinage dans le modèle LDA est défavorable aux
frontières des régions, où les documents peuvent mêler des informations appartenant
potentiellement à plusieurs classes. Tandis qu’en effectuant la classification au niveau du
pixel, les chances de mieux délimiter la région de test sont plus fortes. La troisième région
d’évaluation des espaces verts en est une illustration. En effet, elle était reconnue à 65%
avec le LDA, contre 85% avec le modèle gaussien, les confusions au niveau des contours
de la région ayant considérablement diminué.

Les autres classes sont en général, moins bien identifiées avec le modèle gaussien. En
particulier les grands bâtiments et les ports, qui sont pourtant très bien reconnus avec le
LDA (taux de reconnaissance de 89% à 100%), sont à peine identifiés sous l’hypothèse
gaussienne (36% maximum de bonne reconnaissance). Ces dernières classes s’avèrent
être des classes un peu plus complexes, qu’il convient peut-être de modéliser avec une loi
de mélange. Nous avons donc logiquement effectué des tests avec le modèle de mélange
de gaussiennes, afin de comparer les résultats obtenus, particulièrement pour ces classes
complexes, à ceux donnés par le LDA, qui lui-même est un modèle de mélange.

Le tableau 7.5 expose les résultats obtenus avec le mélange de gaussiennes. Comme
nous l’espérions, les classes grands bâtiments, ports, zones résidentielles et zones urbaines sont
beaucoup mieux identifiées que dans le cas du modèle gaussien, mais les taux de recon-
naissance restent inférieurs à ceux obtenus avec le modèle LDA (tableau 7.2).

A partir de toutes ces expérimentations et analyses, nous pouvons conclure que :

– la classe mer est parfaitement reconnue, quelque soit le modèle,
– les montagnes sont mieux identifiées par le modèle gaussien, qui devance le modèle

LDA de 3% seulement de reconnaissance. La situation est inversée pour les carrières,
– les espaces verts sont globalement mieux reconnus par le LDA, mais le modèle gaus-

sien n’est pas à exclure,
– en ce qui concerne les autres classes, elles obtiennent de meilleurs taux de recon-

naissance avec le modèle LDA, qui l’emporte sur le modèle GMM en termes de
performances.

Pour justifier les résultats que nous avons obtenus, nous nous proposons de revenir
sur les aspects théoriques de ces modèles, et de remettre en cause les hypothèses qui ont
été faites.
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7.3.1.2 Modèle gaussien

Ici, nous nous plaçons tout d’abord dans une hypothèse d’indépendance des pixels
d’une même région, c’est-à-dire que nous ne tenons pas compte de l’éventuelle dépendan-
ce locale entre un pixel et ses voisins, et donc, entre les pixels adjacents de deux classes
différentes. Cette hypothèse forte a ses limites en classification automatique car elle con-
duit généralement à des effets “poivre et sel” dans les images classifiées. Nous avons
déjà été confrontés à ce problème dans le chapitre 4, lors de l’apprentissage automa-
tique à l’aide des cartes CORINE Land Cover. Nous y avions alors pallié en utilisant
des méthodes contextuelles après la classification, telles que les champs de Markov.

Nous faisons de plus, une hypothèse de stationnarité des processus aléatoires. En
d’autres termes, une classe Cs, s = 1, . . . S, représentée dans l’image par ns régions
Rsi , i = 1, . . . ns se caractérisera par sa probabilité a priori ps constante dans toute l’image,
et aura pour chaque région, la même probabilité conditionnelle de classe p(x | s), x étant
toute mesure faite en un pixel de l’image.

Sous l’hypothèse de stationnarité des distributions, nous supposons de plus que les
données pour chaque classe suivent une loi gaussienne. La gaussianité de chaque classe
peut être vérifiée à l’aide des critères de normalité comme le tracé des histogrammes, ou
des tests statistiques. Pour cette dernière approche, plusieurs tests ont été proposés dans
la littérature pour juger de l’adéquation d’un ensemble de données à la loi normale unidi-
mensionnelle [Jarque & Bera, 1987], ou multidimensionnelle [Mardia, 1970; Smith & Jain,
1988]. En effet, pour les données à plusieurs dimensions, les tests de normalité indivi-
duellement pour chaque variable ne sont pas suffisants pour déterminer la multinorma-
lité, même si chaque variable a une distribution gaussienne. Un récapitulatif de ces tests
mettant en évidence les avantages et inconvénients de chacun d’eux est présenté dans
[Srivastava & Mudholkar, 2003].

Parmi les différentes approches statistiques développées pour tester la multinormalité
d’un ensemble de données, les tests de Mardia [Mardia, 1970], basés sur les coefficients
d’assymétrie (skewness) et d’aplatissement (kurtosis) multidimensionnels, sont très cou-
rants dans la littérature. Des travaux menés par Romeu et Ozturk [Romeu & Ozturk,
1993] et Bogdan[Bogdan, 1999] montrent que ces tests de multinormalité sont parmi les
meilleurs en termes de performance.

Tests de multinormalité de Mardia Pour les données unidimensionnelles, les tests sta-
tistiques de normalité basés sur les coefficients d’assymétrie et d’aplatissement, comme
celui de Jarque-Bera [Jarque & Bera, 1987], utilisent les moments d’ordre 3 et 4 d’une
variable centrée réduite pour décrire ces grandeurs. Dans le cas multidimensionnel, les
statistiques d’assymétrie et d’aplatissement ont été introduites par Mardia et appliquées
pour tester la multinormalité d’un ensemble de données [Mardia, 1970].

SoitX = {x1, x2 . . . xN}, un échantillon aléatoire de tailleN , obtenu à partir d’une dis-
tribution de dimension p. La matrice des distances de Mahalanobis D = (dij) s’exprime
comme suit :

dij = (xi − x)′S−1(xj − x) et d2
i = (xi − x)′S−1(xi − x) (7.8)

où i, j = 1, . . . N , x étant la moyenne de X et S sa matrice de variance covariance.
Partant de cette matrice, les mesures d’assymétrie et d’aplatissement multidimension-

nels, notées respectivement β1,p et β2,p sont définies comme :
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β1,p =
1
N2

N∑
i=1

N∑
j=1

d3
ij et β2,p =

1
N

N∑
i=1

d4
i (7.9)

Pour une loi normale multidimensionnelle, β1,p = 0 et β2,p = p(p + 2). Soient les
statistiques S et K suivantes :

S =
N

6
β1,p et K =

√
N

(β2,p − p(p+ 2))√
8p(p+ 2)

(7.10)

Si les données sont issues d’une distribution multinormale, la statistique S suit asymp-
totiquement une distribution du χ2 à p(p+1)(p+2)

6 degrés de liberté et la statistique K suit
asymptotiquement une loi normale N(0, 1). Le but est de tester l’hypothèse nulle H0 que
les données suivent une distribution multinormale. En pratique, cette hypothèse est re-
jetée à un certain seuil α si S est supérieur à la valeur critique donnée par la distribution
du χ2 à p(p+1)(p+2)

6 degrés de liberté, ou si K est supérieur à la valeur critique donnée par
la loi normale centrée réduite.

Application aux données Afin de tester la gaussianité des données d’apprentissage,
nous avons dans un premier temps, observé leurs histogrammes pour vérifier s’ils sont en
forme de “cloche”. Ce critère subjectif, permet cependant d’avoir une idée des éventuelles
distributions non gaussiennes. La figure 7.15 montre un exemple d’histogrammes de la
bande infrarouge pour quelques classes.

Parmi tous les histogrammes, celui de la classe mer (figure 7.15(a)) est le seul qui a
une forme très proche de celle de la distribution gaussienne, tandis que celui des ports
par exemple (figure 7.15(b)), bimodal, s’en éloigne fortement. Nous pouvons en conclure
que la modélisation de la classe mer par une loi normale est moins abusive que l’utilisa-
tion de la même loi pour modéliser les ports. Par ailleurs, les formes des histogrammes
de certaines classes telles que les montagnes (figure 7.15(c)) et les zones urbaines (figure
7.15(d)), sans vraiment être similaires à la courbe gaussienne, n’en sont pas complètement
différentes. Nous ne pouvons donc rien en déduire.

Dans tous les cas, nous avons besoin d’effectuer des tests complémentaires, plus
objectifs, et tenant compte du fait que nos données sont multidimensionnelles. Nous
avons donc éprouvé la multinormalité des données d’apprentissage de chaque classe
sémantique, à l’aide des tests de Mardia. Au delà du fait que nous souhaitons savoir
pour quelles classes l’hypothèse de multinormalité est vérifiée, le but est aussi de faire un
ordonnancement des différentes classes, en fonction de la similarité de leur distribution
avec la loi multinormale. Ceci afin d’évaluer le “degré d’erreur” causé par l’acceptation
de l’hypothèse gaussienne, qui pourrait se ressentir dans la classification. Le tableau 7.6
indique les valeurs des statistiques S et K, ainsi que les valeurs critiques données par les
distributions associées, pour un seuil α = 0.001 et la décision de rejet ou de non rejet de
l’hypothèse nulle.

Nous constatons que l’hypothèse nulle n’est pas rejetée uniquement pour la classe
mer. En d’autres termes, l’hypothèse que les données de la classe mer suivent une loi
normale multidimensionnelle n’est pas rejetée au niveau significatif α = 0.001. En effet, la
statistique S est bien inférieure à la valeur critique pour l’assymétrie, et la valeur absolue
de K est inférieure à la valeur critique pour l’aplatissement. Ce résultat corrobore celui
des histogrammes.
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(a) (b)

(c) (d)

FIG. 7.15 – Histogrammes de la bande infrarouge pour les classes mer (a), ports (b), mon-
tagnes (c) et zones urbaines (d).

TAB. 7.6 – Résultats des tests d’assymétrie (S) et d’aplatissement (K) de Mardia, avec un
seuil α = 0.001. L’hypothèse nulle H0 est rejetée (respectivement pas rejetée) lorsqu’elle
est égale à 1 (respectivement 0) au niveau significatif α.

α = 0.001, valeur critique asymétrie = 45.31 et valeur critique aplatissement = 3.09

CA EV GB ME MT PO ZR ZU

S 306.01 9.96 ×103 449.46 17.75 108.53 973.85 433.07 7.99 ×103

K 13.38 349.97 9.84 -2.68 0.18 30.68 8.75 211.28

H0 1 1 1 0 1 1 1 1

En outre, pour les montagnes, la statistique K = 0.18 est bien inférieure à la valeur cri-
tique pour l’aplatissement (3.09), cependant S = 108.53 est supérieure à la valeur critique
pour l’assymétrie (45.31). L’hypothèse de multinormalité est donc rejetée. Mais, par rap-
port aux autres classes (carrières, espaces verts, grands bâtiments, ports, zones résidentielles et
zones urbaines) pour lesquelles aucune des deux conditions n’est satisfaite, nous pouvons
affirmer que la distribution de la classe des montagnes est plus proche de la loi multinor-
male que ne le sont celles des six autres classes.
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Ainsi, la vérification de l’adéquation de la distribution de nos données à la loi normale
multidimensionnelle montre que la distribution de la classe mer est très similaire à celle
de la gaussienne, viennent ensuite celle des montagnes, et des autres classes.

7.3.1.3 Modèles de mélange

Comme décrit dans la section 3.4.2.3, le mélange de gaussiennes utilise une combi-
naison convexe d’un ensemble de distributions gaussiennes pour modéliser les observa-
tions. L’équation 3.23 exprime la vraisemblance d’un ensemble de données, modélisé par
un mélange de K gaussiennes. De manière complète, elle se définit comme suit pour un
ensemble X de M données D-dimensionnelles, à partir des équations 3.23 et 3.24 :

p(X | Θ) =
M∏
d=1

K∑
k=1

αk

(
1

(2π)D/2|Σk|1/2
exp

(
−1

2
(xd − µk)Σ−1

k (xd − µk)′
))

(7.11)

où le paramètre global du mélange Θ = {αk, µk,Σk, k = 1, . . . ,K}.

Le modèle LDA, quant à lui, modélise les documents d’une collection par un mélange
fini sur un ensemble de topics latents (zk), eux-mêmes étant modélisés par un mélange
sur un ensemble de mots (wn). Soit D, une collection de M documents wd, d = 1 . . .M ,
la vraisemblance du corpus généré par un tel modèle est donnée par :

p(D | α, β) =
M∏
d=1

∫
p(θd | α)

(
Nd∏
n=1

∑
zdn

p(zdn | θd) p(wdn | zdn, β)

)
dθd (7.12)

obtenue en combinant les équations 5.4 et 5.3.
La vraisemblance du corpus peut s’exprimer sous cette forme grâce à l’hypothèse

de “sacs-de-mots” qui stipule que l’ordre des mots dans un document peut être négligé
(hypothèse d’échangeabilité des mots dans un document [Aldous, 1985]), de même que
l’ordre des documents dans un corpus. En outre, le théorème de De Finetti (1930) établit
que toute collection de variables aléatoires échangeables a une représentation sous la
forme d’un mélange de distributions. Précisons, par ailleurs, que l’hypothèse d’échangea-
bilité n’est pas équivalente à l’hypothèse i.i.d (indépendants et identiquement distribués),
en raison du paramètre latent de la distribution de probabilité [Blei et al., 2003b]. En ef-
fet, si X1, X2, . . . Xn, . . . sont des variables aléatoires indépendantes et identiquement
distribuées, alors elles sont échangeables. En revanche, si ces variables aléatoires sont
échangeables, alors elles sont indépendantes et identiquement distribuées, conditionnel-
lement au paramètre latent.

L’analyse de ce qui précède indique que le LDA est un modèle de mélange bayésien
tout comme le mélange de gaussiennes. Cependant, outre le fait que les distributions
composantes sont multinomiales dans le LDA alors qu’elles sont gaussiennes dans le
GMM, ces deux modèles sont différents sur bien d’autres aspects.

Modèle hiérarchique L’une des principales différences entre ces deux modèles réside
au niveau des proportions de mélange. L’équation 3.23 montre que les proportions de



7.3. ETUDES COMPARATIVES 149

mélange dans le cas du GMM sont les mêmes pour toutes les données de l’ensemble (αk
fixé, ∀n), ce qui n’est pas toujours valide dans le processus de modélisation des données.
Le modèle LDA, quant à lui, permet d’avoir des poids de mélange spécifiques à chaque
élément de la collection, lui permettant ainsi de mieux s’ajuster aux données d’appren-
tissage que le mélange de gaussiennes.

En effet, contrairement au modèle GMM non hiérarchique, le LDA est un modèle
hiérarchique à trois niveaux, le niveau intermédiaire étant représenté par les topics la-
tents obtenus de manière non supervisée. Ces variables cachées capturent l’information
contenue dans les mots, à un niveau “sémantique” un peu plus élevé. En fait, les to-
pics latents doivent correspondre à des catégories d’objets dans les images. Ainsi, les
images qui possèdent plusieurs objets sont représentées par une densité mélangée de to-
pics, donnant les proportions de chaque objet dans l’image. De plus, ces proportions des
topics, spécifiques à chaque donnée, sont générées à partir d’une distribution Dirichlet
(conjuguée de la distribution multinomiale) commune de paramètre α, de telle sorte que
les poids des topics pour les différents éléments d’une même collection aient un lien, au
lieu d’être choisis indépendamment. Cette propriété permet au modèle LDA d’attribuer
une probabilité à des données qui n’appartiennent pas à l’ensemble d’apprentissage, fai-
sant ainsi du LDA, un modèle génératif complet.

Estimation des paramètres Pour le mélange de gaussiennes, K − 1 + K(D + D(D+1)
2 )

paramètres nécessitent d’être estimés, K étant le nombre de composantes du mélange et
D, la dimension de l’espace. L’estimation des paramètres se fait par l’algorithme Expecta-
tion Maximization (EM) basé sur le maximum de vraisemblance, et a une complexité en
O(KMD2) pour les M exemples d’apprentissage. En ce qui concerne le modèle LDA,
le nombre de paramètres à estimer est K + KV , où K est le nombre de topics et V
la taille du vocabulaire. L’estimation des paramètres se fait également par l’algorithme
EM, avec la difficulté que l’étape E ne peut être calculée directement et doit être ap-
proximée. En effet, l’inférence exacte n’est en général pas traitable dans le modèle LDA.
La solution consiste alors à utiliser des algorithmes d’approximation assez complexes
et coûteux tels que l’inférence variationnelle pour l’estimation des paramètres α et β.
La procédure d’inférence variationnelle a une complexité en O(KMV ) pour l’ensemble
des M documents de la collection, Dans nos expérimentations, la taille du vocabulaire
est généralement beaucoup plus grande que la dimension de l’espace, donc l’estima-
tion des paramètres du modèle LDA sera en général plus coûteuse. Pour la classe mer
par exemple, à nombre d’exemples fixé, le temps de calcul pour l’estimation des pa-
ramètres est de 4.05 × 10−3 secondes pour le modèle GMM, contre 0.27 secondes pour
le modèle LDA, soit environs 65 fois plus. Cependant, pour avoir des performances com-
parables à celles du LDA, le modèle GMM nécessite d’avoir beaucoup plus d’exemples
pour l’apprentissage. Sous les conditions dans lesquelles nous avons effectué nos tests,
l’apprentissage de la classe mer avec le modèle LDA a nécessité 12 fois plus de temps que
l’apprentissage avec le modèle GMM.

Taille de l’ensemble d’apprentissage Pour le mélange de gaussiennes, l’apprentissage
est opéré sur des pixels, tandis que pour le modèle LDA, il nécessite des images comme
exemples. Les données pour les différents modèles n’étant pas du même type, comparer
les tailles des ensembles d’apprentissage paraı̂t insensé. Cependant, une image contenant
plusieurs pixels (dans nos expérimentations sur les images Quickbird de Marseille, une
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TAB. 7.7 – Nombre de paramètres à estimer et complexité algorithmique des modèles
LDA et GMM.

modèle GMM modèle LDA

Nombre de paramètres à estimer K − 1 +K(D + D(D+1)
2 ) K +KV

Complexité algorithmique O(KMD2) O(KMV )

image d’apprentissage pour le LDA contient 64 mots exemples pour le GMM), il sera
toujours nécessaire de disposer d’une plus large surface d’images pour la modélisation
LDA. Toutefois, sans tenir compte des natures différentes des données, le modèle LDA
ne nécessite pas autant d’exemples pour l’apprentissage que le mélange de gaussiennes.
En effet, Les résultats donnés par le LDA (tableau 7.2) ont été obtenus avec un ensemble
d’apprentissage de 40 images pour chaque classe. Et les performances sont globalement,
déjà meilleures que celles du modèle GMM dont l’apprentissage a été fait sur 2560 exem-
ples (tableau 7.5), alors, à plus forte raison si l’apprentissage du GMM avait été fait avec
40 pixels par classe.

7.3.1.4 Sélection de modèles

Tenant compte des observations précédentes, la procédure d’annotation peut être op-
timisée en introduisant en amont, une étape de sélection du meilleur modèle pour chaque
classe. Chacun des modèles est ainsi appris pour chaque classe, puis les performances des
différents apprentissages sont évaluées par une procédure de validation croisée, telle que
décrite dans la section 3.6.1. La moyenne et l’écart-type de l’erreur des tests sont utilisés
pour décider du meilleur modèle pour chaque classe. En supposant que les moyenne et
écart-type de l’erreur de test sont les paramètres d’une distribution gaussienne, nous uti-
lisons la divergence de Kullback-Leibler pour mesurer la dissimilarité entre les différents
modèles pour une même classe. Soient µ1, σ1, µ2 et σ2, les moyennes et écarts-types des
erreurs de test de deux modèles M1 et M2 respectivement, la divergence de Kullback-
Leibler dans ce cas [Schowengerdt, 1997] s’exprime par :

KL =
1
2
(
(σ1 − σ2)(σ−1

1 − σ
−1
2 )
)

+
1
2
(
(µ1 − µ2)2(σ−1

1 + σ−1
2 )
)

(7.13)

Lorsque la divergence est inférieure à un certain seuil, on choisit le modèle le plus
simple, sinon, le modèle sélectionné est celui qui minimise la moyenne de l’erreur.

Cependant, la nature différente des données en entrée des différents modèles (pixels
pour les modèles gaussien et GMM, et documents pour le LDA) rend difficile l’exploita-
tion de cette étape de sélection de modèles. Il serait donc intéressant d’effectuer en outre
un parallèle avec un algorithme pouvant s’appliquer sur les documents et utilisant la
représentation en mots visuels des images.

7.3.2 Classifications basées sur le LDA et le SVM

Dans cette partie, nous effectuons des tests avec le classificateur SVM (Séparateur à
Vaste Marge ou Support Vector Machines), très utilisé en analyse de textes pour les tâches
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de classification et de recherche, car il a prouvé son efficacité par rapport à d’autres classi-
ficateurs (k-plus proches voisins, réseaux de neurones, etc) [Joachims, 1998; Yang & Liu,
1999]. Ici, nous procédons à deux types d’expérimentations. Dans un premier temps, les
tests avec le classificateur SVM sur nos images sont effectués comme dans l’analyse de
textes, les documents et les mots visuels pour la représentation en sacs-de-mots étant
les mêmes que ceux utilisés dans l’analyse avec le modèle LDA. Ensuite, nous opérons
également une classification SVM basée sur le pixel, comme nous l’avons fait avec les
modèles gaussien et GMM, de manière à mieux juger de l’intérêt d’une représentation en
mots visuels pour le classificateur SVM.

7.3.2.1 Classification SVM basée sur une représentation en sacs-de-mots

L’algorithme est appliqué sur une représentation en sacs-de-mots des documents,
chaque mot de l’ensemble d’apprentissage étant considéré comme une primitive séparée.
En général, la valeur numérique d’un attribut pour un mot (souvent appelé terme) donné
est représenté par la fréquence du terme dans le document multiplié par la fréquence in-
verse du document dans le corpus. Il s’agit de la très populaire représentation tf-idf (term
frequency - inverse document frequency), qui est une mesure statistique permettant d’évaluer
l’importance d’un mot par rapport à un document extrait d’une collection.

Représentation tf-idf : Soient un document wd appartenant à un corpus X de M do-
cuments, et un terme tv appartenant à un vocabulaire de taille V , la fréquence du terme
dans le document est :

tfv,d =
nv,d∑
k nk,d

(7.14)

où nv,d est le nombre d’occurrences du terme tv dans le document wd, et le dénominateur
est le nombre d’occurrences de tous les termes dans le document wd. La fréquence inverse
du document est définie par l’expression :

idfv = log
M

| wd : tv ∈ wd |
(7.15)

Le dénominateur représente le nombre de documents dans lequel le terme tv apparaı̂t.
Finalement, le poids tf-idf est donné par :

tf − idfv,d = tfv,d × idfv (7.16)

Ainsi, à partir de la représentation des images en mots visuels que nous avons adoptée,
il est donc possible d’utiliser le classificateur SVM sur chaque image, munie de sa repré-
sentation tf-idf.

Tests et observations : Le vecteur d’occurrences des mots visuels pour chaque image
est le même que celui utilisé dans les tests du LDA. Les tests effectués avec le SVM en
utilisant la représentation tf-idf obtenue à partir des mots visuels, donnent globalement
des résultats intéressants. Cependant, par rapport à l’annotation avec le modèle LDA,
beaucoup plus de fausses alarmes sont présentes, principalement entre les carrières et les
grands bâtiments, et entre les espaces verts et les montagnes. La figure 7.16 montre les
annotations d’une même partie de l’image, par le LDA (figure 7.16(a)) et le SVM (figure
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(a) (b)

FIG. 7.16 – Annotations d’une portion de l’image par le LDA (a) et le SVM (b). Des confu-
sions plus marquées sont présentes dans la deuxième image, notamment entre les grands
bâtiments et les ports.

TAB. 7.8 – Résultats obtenus avec le SVM basé sur une représentation en sacs-de-mots, en
utilisant pour chaque image, les mêmes mots visuels que ceux du tableau 7.2 : degrés de
reconnaissance des différentes régions de test déterminées manuellement pour chaque
classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.98 0.93 1 1 0.71 0.79 0.89 1

Région 2 - 0.73 0.99 1 - 0.90 0.78 0.99

Région 3 - 0.80 0.98 - - - 0.80 0.91

7.16(b)) respectivement. On note que le SVM présente de plus fortes confusions entre les
grands bâtiments et les ports, mais aussi entre les grands bâtiments et les carrières.

Les degrés de bonne identification des différentes régions d’évaluation sont consignés
dans le tableau 7.8. Nous remarquons que, mis à part les carrières et les montagnes qui
sont mieux reconnues, les six autres classes sont légèrement moins bien identifiées avec
le SVM, qu’avec le LDA. La figure 7.17 montre les régions d’évaluation des montagnes et
des carrières. Par rapport à la figure 7.11 représentant l’annotation de la même portion de
l’image basée sur le modèle LDA, on voit aisément l’amélioration. Cependant, on note
aussi les fausses alarmes qui ont fait leur apparition dans la figure 7.17, notamment, la
région des espaces verts en bas de l’image est partiellement annotée comme étant des mon-
tagnes, et quelques petites régions isolées.

Mis à part quelques fausses alarmes, le classificateur SVM a globalement des perfor-
mances comparables à celles du LDA. En termes de complexité algorithmique, celle du
SVM est polynomiale en M , et est comprise entre DM2 et DM3, M étant le nombre de
données d’apprentissage et D, leur dimension. Tandis que le LDA a une complexité en
O(KMV ), où K est le nombre de topics et V , la taille du vocabulaire. Pour un très grand



7.3. ETUDES COMPARATIVES 153

FIG. 7.17 – Régions de test pour les carrières (détourée en bleu) et les montagnes (détourée
en rouge), annotées en utilisant le classificateur SVM.

nombre de données d’apprentissage, le temps de calcul explose avec le SVM. Un autre
avantage de la classification basée sur le LDA par rapport au SVM est la notion de topics
dans la hiérarchie du LDA, qui, en véhiculant déjà une information sémantique com-
paré au vecteur des occurrences des mots visuels, permet au LDA de mieux capturer la
sémantique de l’image.

7.3.2.2 Classification SVM basée sur le pixel

Dans cette partie, nous souhaitons effectuer la classification SVM sur chaque pixel
de l’image, indépendamment des autres. Cependant, étant donné le nombre important
de pixels dans notre image de test, la classification est plutôt opérée sur des fenêtres
de pixels de taille 4 × 4, comme dans la section 7.3.1. Le classificateur SVM utilisé est
doté d’un noyau gaussien dont le paramètre choisi est celui qui donne les meilleures
performances de validation croisée. Les résultats obtenus sur les zones d’évaluation sont
consignés dans le tableau 7.9.

Il en ressort que si cette méthode est plus efficace que la classification bayésienne avec
un modèle gaussien, particulièrement pour les classes de mélange (voir tableau 7.4), elle
est cependant moins performante que la classification par SVM basée sur les techniques
de l’analyse de textes (tableau 7.8). En effet, nous remarquons que mis à part la classe mer
qui est toujours parfaitement reconnue, toutes les autres classes sont moins bien iden-
tifiées en appliquant le classificateur SVM sur le pixel, qu’en utilisant le SVM sur les
images munies de leur représentation basée sur les mots visuels, testé dans la section
précédente.
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TAB. 7.9 – Résultats obtenus avec le SVM, appliqué sur les pixels de l’image individuel-
lement. Le vecteur d’attributs pour chaque pixel est le même que celui du tableau 7.4 :
degrés de reconnaissance des différentes régions de test déterminées manuellement pour
chaque classe.

CA EV GB ME MT PO ZR ZU

Région 1 0.84 0.86 0.69 1 0.57 0.77 0.44 0.84

Région 2 - 0.63 0.70 1 - 0.65 0.51 0.81

Région 3 - 0.75 0.76 - - - 0.54 0.73

7.4 Conclusions

Dans ce chapitre, nous avons proposé une approche d’annotation de grandes images
satellitaires faisant usage d’un modèle d’analyse statistique des textes : l’allocation Di-
richlet latente. Ce modèle hiérarchique utilise une représentation des images en sacs-
de-mots, qui néglige les relations spatiales entre les mots visuels. L’approche proposée
combine donc une classification supervisée d’imagettes extraites de la grande image à
annoter, et une phase de prise en compte de l’information spatiale, qui s’est avérée im-
portante pour améliorer les performances de l’annotation. Cette méthode d’annotation a
montré de bonnes performances pour l’identification de classes simples, mais aussi des
classes de mélange pour lesquelles son efficacité est largement supérieure à celles des ap-
proches basées sur le pixel par exemple, et plus intéressante que celle d’une classification
par l’algorithme SVM utilisant une représentation en sacs-de-mots.
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Chapitre 8

Conclusions et perspectives

La reconnaissance de la couverture du sol à partir de classifications automatiques
est l’une des recherches méthodologiques importantes en télédétection. Par exemple,
les cartes CORINE Land Cover, utilisées à l’échelle européenne, sont générées à par-
tir d’images satellitaires qui sont interprétées visuellement par un expert, s’aidant de
données exogènes (photographies aériennes, cartes topographiques et thématiques, etc).
Des centaines de milliers de km2 devant être décrits, le processus est long et délicat. Il est
donc intéressant de disposer de méthodes automatiques pour l’analyse et l’interprétation
de telles bases d’images. Cette thèse s’est intéressée à cette tâche, et visait l’élaboration
de méthodes automatiques capables d’apprendre une taxinomie définie par des experts
de la production des cartes d’occupation des sols, et d’annoter automatiquement de nou-
velles images à l’aide de cette taxinomie.

8.1 Conclusions

Suite à notre analyse de l’état de l’art, nous avons tout d’abord testé l’apprentissage
automatique pour la cartographie, via l’usage d’une méthode classique basée sur le maxi-
mum de vraisemblance, très présente dans la littérature. Nous l’avons illustré à l’aide de
la classification hiérarchique CORINE Land Cover (CLC). En effet, nous avons utilisé les
cartes CLC et les images satellitaires multispectrales ayant contribué à la constitution de
ces cartes, afin d’apprendre les règles de décision pour la classification de terrains incon-
nus à partir d’images de télédétection. Nous en avons tiré plusieurs enseignements, en
particulier, une classification au niveau du pixel à l’aide de primitives radiométriques et
texturales spécifiques est suffisante pour identifier les classes simples telles que les terres
arables ou les vignobles, mais peine cependant à retrouver les classes dites de mélange
telles que les forêts mélangées ou encore les réseaux de cultures variées.

Nous nous sommes alors intéressés plus en profondeur au problème réel qu’est la dif-
ficulté d’identifier les classes de mélange avec de telles approches. Nous avons ainsi remis
en cause l’étude basée sur une approche au niveau du pixel et avons proposé de nous ap-
puyer sur une approche par régions ou objets pour déterminer les classes de mélange
dans les images satellitaires. Cependant, les approches par régions de la littérature classi-
fient chaque région individuellement à partir des primitives extraites. Nous avons donc
choisi de représenter les images sous une forme particulière basée sur les régions, de
manière à profiter non seulement des propriétés de chacune d’elles, mais aussi des rela-
tions existant entre elles. En ce qui nous concerne, l’intérêt de cette représentation, dite en
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mots visuels, est qu’elle favorise l’identification des structures de l’image, tout en permet-
tant d’exploiter des outils de l’analyse de textes qui ont montré leur efficacité dans le do-
maine de la fouille de données textuelles et en classification d’images multimédia. Ainsi,
considérant qu’une structure de l’image, qui est un groupe de mots visuels (régions)
connexes, appartient à une classe de mélange, nous avons proposé de tirer profit de la
compositionnalité sémantique et des modèles probabilistes de l’analyse de textes, et de
les appliquer aux images satellitaires, ceci afin d’améliorer l’identification des classes de
mélange.

Tout d’abord, la représentation en mots visuels a été utilisée afin d’appliquer le prin-
cipe de compositionnalité sémantique aux images satellitaires. En effet, nous avons mis
en valeur les relations spatiales et plus précisément d’adjacence entre les différents mots
visuels. L’importance de la prise en compte de ces relations a été démontrée de deux
manières : tout d’abord via une approche non supervisée, illustrée par la détection des
bâtiments et des ombres qui leur sont associées, mais aussi une approche supervisée, ap-
pliquée pour identifier la classe des forêts mélangées dans CLC. Pour ce dernier exemple,
nous avons montré que, par rapport à la classification basée sur le pixel où quasimment
aucune région de forêt mélangée n’est détectée, l’amélioration est notable. La méthode
proposée semble robuste à la résolution des images, les tests ayant été effectués sur des
images à faible résolution (SPOT à 20 m) et à très haute résolution (Pelican à 50 cm).

Par ailleurs, nous avons utilisé les techniques d’analyse statistique de textes pour
annoter les images satellitaires et en particulier, identifier les classes complexes telles
que celles de mélange. Ces méthodes sont basées sur une représentation dite en “sacs-
de-mots” qui ne tient pas compte des relations spatiales entre les mots visuels. Nous
avons ainsi proposé une approche d’annotation sémantique de grandes images à l’aide
de concepts sémantiques définis par l’utilisateur. Cette approche combine une étape de
classification supervisée des imagettes extraites de la grande image à classifier, et une
phase de prise en compte de l’information spatiale entre les imagettes. Evaluée sur des
régions de test issues d’images Quickbird, cette méthode a donné de très bonnes per-
formances pour la classification en général, mais surtout pour l’identification des classes
de mélanges telles que les ports ou les banlieues résidentielles. En effet, les études compa-
ratives que nous avons menées ont montré que l’approche par sacs-de-mots utilisant le
modèle textuel LDA est plus efficace sur les classes complexes que les modèles gaussien
et mélange de gaussiennes qui utilisent une approche pixel classique. En outre, comparé
à l’algorithme SVM utilisant une représentation des images en sacs-de-mots, l’approche
que nous avons proposée présente des avantages intéressants, entre autres, la réduction
des fausses alarmes.

8.2 Perspectives

L’analyse que nous avons menée ainsi que les résultats obtenus ouvrent un certain
nombre de perspectives pour des travaux futurs, à court et à long terme.

Robustesse de l’approche d’annotation proposée A court terme, des traitements sup-
plémentaires peuvent être mis en oeuvre, afin d’améliorer la robustesse de la méthode
d’annotation proposée. Par exemple, une classe de rejet pourrait être introduite, pour
les cas où les classes sémantiques définies par l’utilisateur ne couvrent pas la totalité
de l’image, ou alors lorsqu’il existe une ambiguı̈té sur la classe d’un échantillon de test
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et qu’aucune décision ne peut être prise de manière sûre. Cette classe de rejet peut être
définie en précisant un seuil sur la probabilité d’appartenance d’un échantillon à chacune
des autres classes. Si aucune des probabilités n’est supérieure à ce seuil, l’échantillon est
alors attribué à la classe de rejet. Ce seuil peut être déterminé de manière automatique,
ou alors fixé par un expert de manière à ajuster les résultats.

Par ailleurs, la méthode d’annotation sémantique que nous avons proposée a été
évaluée sur des images Quickbird à haute et très haute résolution. Il pourrait également
être intéressant de l’évaluer sur des images à plus faible résolution, afin de juger de la
robustesse de la méthode à la résolution des images.

Types de mots et de documents Dans nos travaux, nous avons plus souvent considéré
qu’un mot est une fenêtre de pixels. Nous avons également mené quelques expérimenta-
tions avec des mots comme des segments de l’image, sans résultats concluants à cause
de la complexité des traitements à effectuer. Une alternative pourrait être de considérer
qu’un document est une région de l’image, obtenue après une segmentation grossière.
Dans ce cas, les mots seraient des pixels de la région. La procédure serait alors exacte-
ment la même, sauf que on classifierait plutôt les régions de l’image. Pour essayer de
pallier l’effet de la segmentation grossière, on pourrait exploiter la multirésolution, ou
alors effectuer plusieurs segmentations avec des algorithmes différents, et/ou en faisant
varier leurs paramètres, et classifier séparément chaque image segmentée. Puis, afin de
déterminer la meilleure annotation de l’image, une sorte de consensus, tenant compte de
l’appartenance d’un pixel à une même classe dans les différentes classifications, pourrait
être bénéfique.

Introduction de la connaissance externe La difficulté d’apprendre les cartes CORINE
Land Cover nous conduit à nous interroger sur l’introduction de la connaissance ex-
terne pour améliorer le traitement de la sémantique. En effet dans notre étude, nous
avons pu estimer la quantité d’information que la seule image satellitaire apporte à la
constitution de la carte CLC. Nous avons ainsi constaté l’importance des informations
exogènes (cartes topographiques IGN, photographies aériennes, etc) utilisées par le pho-
tointerprète, qui pourraient sensiblement accroı̂tre la qualité de l’identification des classes
de mélange en particulier. Mais alors, se pose le problème délicat de la représentation de
cette connaissance externe. Avec une carte topographique par exemple, une approche
simple pourrait consister à utiliser la légende associée à la carte, qui est donc annotée.
Cette dernière est fusionnée à la carte CLC, en gardant à chaque fois la plus petite re-
gion. Chaque région de la nouvelle carte est associée à un couple constitué de sa classe
dans la carte topographique et sa classe dans CLC. Les différents couples constituant
un ensemble de sous-classes, l’apprentissage est effectué pour chaque couple possible, à
partir de zones d’apprentissage de l’image satellitaire. Chaque région de l’image de test
sera donc attribuée à une sous-classe, et récupèrera la classe CLC correspondante. Cette
démarche, qui n’est pas optimale, pourrait permettre de constituer une hiérarchie entre
les classes CLC et celles de la carte topographique.

Combinaison de modèles Nous avons montré dans le dernier chapitre de ce docu-
ment, que pour l’annotation des images satellitaires, certains modèles décrivaient mieux
certaines classes. Une direction de recherche, que nous n’avons pu explorer dans le temps
imparti, est de combiner l’utilisation de ces différents modèles afin d’améliorer l’identifi-
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cation de chaque classe. Une étape de sélection de modèles serait alors nécessaire, pour
choisir pour chaque classe, le modèle qui la représente le mieux. Il faudrait tenir compte
des types de données sur lesquelles s’appliquent les modèles (pixels, documents, etc),
mais également du coût, en termes de temps de calcul, que pourrait nécessiter une telle
opération d’optimisation.

Relations spatiales En ce qui concerne les relations spatiales, dans cette thèse nous
nous sommes restreints aux relations d’adjacence entre les mots visuels, mais l’impor-
tance des autres types de relations n’est pas à démontrer. En effet, afin de reconnaı̂tre les
structures dans les images, il serait également possible d’utiliser les relations spatiales
métriques pour tenir compte de la distance séparant les régions d’intérêt, ou les relations
directionnelles qui font appel à une direction de l’espace ou du plan (à gauche de, à droite
de, etc). Pour ces relations qui sont souvent imprécises, il est plus intéressant d’utiliser
des représentations floues, en introduisant un degré de satisfaction de la relation entre
les deux objets. Ces relations floues peuvent être modélisées par exemple à partir d’ou-
tils de morphologie mathématique floue. Ceci rentre dans le domaine du raisonnement
spatial. Comme dans le cas de l’adjacence, le degré de satisfaction de la relation métrique
ou de direction entre deux objets de l’image pourrait être stocké dans une matrice non
symétrique, ou une liste. Cette information pourrait faire émerger une certaine régularité
dans l’image, en détectant par exemple des objets ayant la même orientation, ou des
couples d’objets équidistants. On obtiendrait ainsi des indications sur la localisation de
certaines structures dans l’image.

Par ailleurs, nous ne nous sommes intéressés qu’aux relations binaires entre les ré-
gions. Les relations d’ordre supérieur (ternaires par exemple), pourraient accélérer le
processus d’identification des structures de l’image : par exemple, une “rue” est entre
deux “pâtés de maisons”, moyennant cependant un algorithme plus complexe.
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Annexe A

CORINE Land Cover

CORINE Land Cover est un inventaire biophysique de l’occupation des terres, four-
nissant une information géographique de référence pour 29 Etats européens et pour les
bandes côtières du Maroc et de la Tunisie. Cette description repose sur une taxinomie
précise afin d’assurer la consistence des résultats produits par les photointerprètes. Cette
base de données géographiques est produite, gérée et utilisée à l’aide d’un Système d’In-
formation Géographique (SIG).

A.1 Description

Historique

Débuté en 1985, CORINE Land Cover [Buttner et al., 2004] est la plus grande base
de données du programme CORINE1. Une première version de la base, dite CLC90, a
été réalisée à partir d’images satellitaires Landsat MSS et SPOT XS acquises entre 1987
et 1994. Les différents pays européens ont été chargés de réaliser une base de données
nationale d’occupation du sol que la Commission Européenne (CE) a ensuite centralisée.

Le besoin d’une base de données mise à jour, exprimé par plusieurs utilisateurs au ni-
veau national et européen, a conduit en 1999 à des travaux préparatoires pour l’année de
référence 2000 : le projet “IMAGE & CLC2000”. La mise à jour a été achevée en 2004 avec
des images Landsat ETM+ acquises en 2000 plus ou moins 1 an (CORINE Land Cover
2000 ou CLC2000). Il était ainsi possible de mettre en évidence les zones où l’occupation
du sol a évolué (extension des villes et des forêts, recul des prairies, création d’autoroutes,
...) sur une superficie supérieure à 5 ha.

Pour assurer une couverture totale et maximiser la compatibilité avec l’inventaire
précédent, “IMAGE & CLC2000” fait appel aux expertises locales existantes et nécessite
l’accès aux données utilisées lors du premier inventaire CORINE Land Cover.

CLC2000 couvre environs 4.5 millions de km2 dont 550 000 en France, et représente
un véritable référentiel d’occupation du sol, proche par la date des recensements de la
population (1999) et de l’agriculture (2000).

1Le programme CORINE : programme de CO-ordination de l’INformation sur l’environnement, a pour
objectif, de fournir une information fiable et régulière pour la gestion et l’aide à la prise de décision de la
Commission Européenne en matière d’environnement. Ce projet est un effort collectif de différents pays
de l’Europe, pour constituer une base de données des couvertures agronomiques, environnementales et
d’aménagement du territoire des pays européens.
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Principes de base

L’information produite par CORINE Land Cover devant être homogène, strictement
comparable pour tous les pays concernés et susceptible d’être mise à jour périodiquement,
trois principes fondamentaux [Ins, 2005b] ont été définis afin de satisfaire ces conditions :
l’échelle de travail, la définition de la superficie minimale des unités cartographiées et la
nomenclature d’occupation du sol.

Echelle de travail L’échelle de travail choisie est 1/100 000 car bien adaptée aux besoins
nationaux et européens de suivi et de gestion de l’environnement ou d’aménagement de
l’espace. De plus, cette échelle est compatible avec les contraintes de coût de production
et d’actualisation ainsi qu’avec celles des délais de réalisation et permet d’envisager une
mise à jour régulière.

L’unité spatiale L’unité spatiale au sens de CORINE Land Cover est une zone dont la
couverture peut être considérée comme homogène, ou être perçue comme une combinai-
son de zones élémentaires représentant une structure d’occupation. L’homogénéité d’une
zone est évaluée visuellement : au moins 75% de la superficie de l’unité paysagère doit
appartenir à une même classe d’occupation du sol.

La surface de la plus petite unité cartographiée (seuil de description) est de 25 hectares
au sol, soit par exemple un carré de 5 mm de côté à 1 : 100 000. Ce choix a été fait pour
faciliter la digitalisation des documents d’auteur et l’impression de cartes lisibles. Dans
la pratique, des éléments de l’occupation du sol inférieurs à cette superficie ont parfois
été cartographiés lorsqu’ils avaient une importance significative (village, infrastructure
de loisirs, ...). En effet, en raison du morcellement parfois important de ses paysages, la
Belgique [Ins, 1995] a reçu l’autorisation de représenter des surfaces pouvant descendre
jusqu’à 10 ha lorsqu’elles avaient une importance significative.

De même, la largeur minimale des éléments linéaires représentés est de 100 m au sol,
soit 1 mm à 1 : 100 000. Cependant, certains tronçons plus étroits ont été cartographiés
de manière à conserver la continuité des éléments linéaires dans la base de données (par
exemple, tracé de la Meuse à partir de la frontière française vers la Belgique).

Nomenclature La nomenclature adoptée au niveau européen est conforme aux classes
proposées dans le guide technique CORINE Land Cover [Bossard et al., 2000] ainsi que
dans [Ins, 2005a]. C’est une classification hiérarchisée en 3 niveaux et 44 postes répartis
selon 5 grands types d’occupation du territoire : territoires artificialisés, territoires agri-
coles, forêts et milieux semi-naturels, zones humides et surfaces en eau. Les différentes
classes sont présentées en détail dans la deuxième partie de ce chapitre.

L’élaboration de cette nomenclature d’occupation des sols a été orientée sur l’occu-
pation biophysique du sol et non sur son utilisation [Gregorio & Jansen, 1998] ; elle pri-
vilégie donc la nature des objets (forêts, cultures, surfaces en eau, roches affleurantes...)
plutôt que leur fonction socio-économique (agriculture, habitat,...). En acceptant les défini-
tions proposées par le guide technique, la légende ne fait pas uniquement référence à
l’occupation du sol, mais aussi parfois à son utilisation (“land cover” et “land use”). Dès
lors, l’interprète est parfois confronté à des zones pouvant être classées de deux façons
différentes. Dans de telles situations, l’occupation du sol a toujours été privilégiée. Par
exemple, un dépôt militaire situé en pleine forêt de feuillus peut être classé dans la classe
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1.2.1. (zones industrielles ou commerciales) en privilégiant l’utilisation du sol ou dans la
classe 3.1.1. (forêt de feuillus) en privilégiant l’occupation du sol.

L’un des objectifs de l’inventaire CORINE Land Cover est de cartographier l’ensemble
des territoires européens sans recourir à un poste “territoire non classé” ou “autre” et,
dans un souci de cohérence et d’homogénéité européenne, en définissant le mieux pos-
sible chacun des postes de la nomenclature utilisée. Mais pour satisfaire au critère de
superficie minimale des unités cartographiées (25 ha), certains modes d’occupation des
terres ont dû être regroupés au sein de postes appelés “postes à caractère mixte”.

– Les systèmes parcellaires et culturaux complexes (2.4.2) :
Il s’agit ici de petites parcelles de cultures annuelles diversifiées, de prairies et/ou
de cultures permanentes. Aucune de ces trois catégories ne répond au seuil de 25
hectares (ni au seuil de tolérance qui est d’environs 15 hectares) et ces terres arables,
prairies ou vergers occupent chacun moins de 75% de la superficie totale de l’unité
paysagère. Ce poste caractérise donc la diversité locale des modes d’occupation des
terres.

– Les territoires principalement occupés par l’agriculture, avec présence de végétation
naturelle importante (2.4.3)
Ce poste correspond à des territoires agricoles interrompus par des espaces natu-
rels importants (landes, pelouses, ...). il est caractérisé par des terres agricoles qui
occupent entre 25% et 75% de la surface totale de l’unité paysagère, mais comme
pour le poste précédent, aucun sous-ensemble homogène répondant au seuil de
description de 25 ha ne peut être isolé.

Par ailleurs, lorsqu’une zone homogène est inférieure à 25 hectares, des règles précises
de généralisation ont été adoptées. Ces règles varient suivant la classe concernée et sont
détaillées dans [Bossard et al., 2000]. Entre autres, la généralisation du tissu urbain dis-
continu (classe 1.1.2.) a été limitée à une distance de 300 mètres entre deux maisons le
long d’une route, pour garder la caractéristique d’occupation du sol des rues de villages.
De même, les pistes des aéroports doivent être entourées d’une zone “tampon” d’un mi-
nimum de 100 mètres.

Génération de CORINE Land Cover

La base de données CORINE Land Cover est générée à partir :
– d’imagerie satellitaire (en particulier Landsat Multispectral et SPOT Multispectral,

mais aussi AVHRR [Hastings & Tateishi, 1998]) : les images Landsat TM (Thema-
tic Mapper) sont les plus souvent utilisées en raison de 3 caractéristiques : une
résolution de 30 m adaptée à l’échelle du 1 : 100 000 choisie, un choix large de
bandes spectrales (7 bandes dont 4 dans l’infra-rouge) permettant une bonne dis-
crimination des types végétaux et une grande surface couverte par l’image (185 km
de côté).

– de cartes topographiques de l’IGN 2 : les cartes à 1 : 100 000 de l’IGN ont servi de
base géométrique à la réalisation de la base de données. Celles à 1 : 20 000 ou 1 : 25
000 contiennent le plus d’informations relatives à l’occupation du sol et les cartes à
1 : 50 000 sont largement utilisées pour le contrôle sur le terrain,

2Institut Géographique National : l’IGN édite des cartes topographiques par l’utilisation de moyens
numériques.
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– d’imagerie aérienne à des résolutions variées (noir et blanc ou infra-rouge fausses
couleurs),

– de statistiques d’occupation des sols,
– d’expertises et de données ancillaires : vérité terrain, cartes des types de peuple-

ments forestiers, cartes d’évaluation biologique, géologiques et agronomiques, re-
levés de température, esquisses pédologiques, cartes de l’Atlas...

Il en résulte des cartes thématiques géoréférencées et indexées reproduisant l’occu-
pation des sols. La figure 4.1 montre un exemple de carte CLC de la région du Loi-
ret (France), et la légende associée. A l’IFEN3 comme dans les autres institutions eu-
ropéennes, 5 étapes sont nécessaires pour la constitution de ces cartes :

1. L’image satellitaire est reproduite à partir d’une composition colorée dite “fausses-
couleurs” sur un tirage photographique à l’échelle de 1/100 000,

2. La photo-interprétation : l’image satellitaire est interprétée visuellement en s’aidant
de données exogènes (photographies aériennes, cartes topographiques IGN). Les
contours des zones homogènes d’occupation du sol sont reportés sur un calque.

3. La numérisation : le calque final ou “document d’auteur” dont l’emprise corres-
pond à une coupure 1 : 100 000 IGN, est ensuite mis au propre, contrôlé et numérisé.
Chaque contour de zone est géoréférencé. L’opérateur de saisie lui affecte ensuite
le code d’occupation du sol figurant sur le calque.

4. L’assemblage : les feuilles sous leur forme numérique sont alors assemblées entre
elles : les bords de feuilles disparaissent.

5. La finalisation : l’équipe de production procède à une dernière vérification en su-
perposant le document d’auteur à la restitution colorée correspondante de la base
de données. Cette dernière est alors disponible sous forme numérique pour sa dif-
fusion et son édition.

A.2 Nomenclature standard complète

Le programme CORINE Land Cover repose sur une nomenclature standard hiérarchisée
à 3 niveaux et 44 postes répartis selon 5 grands types d’occupation du territoire :

1. Territoires artificialisés
– 1.1 Zones urbanisées

– 1.1.1 Tissu urbain continu
– 1.1.2 Tissu urbain discontinu

– 1.2 Zones industrielles ou commerciales et réseaux de communication
– 1.2.1 Zones industrielles et commerciales
– 1.2.2 Réseaux routiers et ferroviaires et espaces associés
– 1.2.3 Zones portuaires
– 1.2.4 Aéroports

– 1.3 Mines, décharges et chantiers
– 1.3.1 Extraction de matériaux
– 1.3.2 Décharges
– 1.3.3 Chantiers

3L’IFEN : Institut Français de l’Environnement, est chargé d’assurer la production, la maintenance et la
diffusion des cartes CORINE Land Cover en France.
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– 1.4 Espaces verts artificialisés, non agricoles
– 1.4.1 Espaces verts urbains
– 1.4.2 Equipements sportifs et de loisirs

2. Territoires agricoles
– 2.1 Terres arables

– 2.1.1 Terres arables hors périmètres d’irrigation
– 2.1.2 Périmètres irrigués en permanence
– 2.1.3 Rizières

– 2.2 Cultures permanentes
– 2.2.1 Vignobles
– 2.2.2 Vergers et petits fruits
– 2.2.3 Oliveraies

– 2.3 Prairies
– 2.3.1 Prairies

– 2.4 Zones agricoles hétérogènes
– 2.4.1 Cultures annuelles associées aux cultures permanentes
– 2.4.2 Systèmes culturaux et parcellaires complexes
– 2.4.3 Surfaces essentiellement agricoles, interrompues par des espaces naturels

importants
– 2.4.4 Territoires agro-forestiers

3. Forêts et milieux semi-naturels
– 3.1 Forêts

– 3.1.1 Forêts de feuillus
– 3.1.2 Forêts de conifères
– 3.1.3 Forêts mélangées

– 3.2 Milieux à végétation arbustive et / ou herbacée
– 3.2.1 Pelouses et pâturages naturels
– 3.2.2 Landes et broussailles
– 3.2.3 Végétation sclérophylle
– 3.2.4 Forêt et végétation arbustive en mutation

– 3.3 Espaces ouverts, sans ou avec peu de végétation
– 3.3.1 Plages, dunes et sable
– 3.3.2 Roches nues
– 3.3.3 Végétation clairsemée
– 3.3.4 Zones incendiées
– 3.3.5 Glaciers et neiges éternelles

4. Zones humides
– 4.1 Zones humides intérieures

– 4.1.1 Marais intérieurs
– 4.1.2 Tourbières

– 4.2 Zones humides maritimes
– 4.2.1 Marais maritimes
– 4.2.2 Marais salants
– 4.2.3 Zones intertidales

5. Surfaces en eau
– 5.1 Eaux continentales

– 5.1.1 Cours et voies d’eau
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– 5.1.2 Plans d’eau
– 5.2 Eaux maritimes

– 5.2.1 Lagunes littorales
– 5.2.2 Estuaires
– 5.2.3 Mers et océans

A.3 Matrices de confusion

A.4 Classification : données issues de scènes différentes

La région utilisée pour l’apprentissage est la région 1, et la zone de tests choisie est
issue de la scène géoréférencée 41-253 du Loiret, prise un jour plus tard (voir section
4.1.2). Elle est délimitée en vert sur la figure A.1.

FIG. A.1 – Couche CLC vectorielle de la région du Loiret superposée à deux scènes SPOT
(39-253 à gauche et 41-253 à droite). Le rectangle bleu représente la zone utilisée pour
l’apprentissage. La région de tests est délimitée en vert.

Cette région de tests (nommée région 2) a une taille de 1340× 1200 pixels (c’est-à-dire
1608000 pixels) et contient 17 classes CLC réparties comme indiqué dans le tableau A.6.
Rappelons que la taille de chaque pixels est de 20m× 20m.

Notons l’absence des classes 221 (Vignobles), 122 (Réseaux routiers et ferroviaires), 124
(aéroports), 331 (Plages, dunes et sable) et 511 (Cours et voies d’eau). Comme dans la première
région, la classe terres arables est la plus peuplée, suivie des forêts de feuillus et des surfaces
essentiellement agricoles interrompues par des espaces naturels importants. La plus petite classe
(espaces verts urbains) n’a que 243 échantillons.
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TA
B

.A
.3

–
R

ég
io

n
1

:m
at

ri
ce

de
co

nf
us

io
n

ob
te

nu
e

en
ap

pl
iq

ua
nt

le
M

A
P

su
r

le
s

3
gr

ou
pe

s
{1

12
,1

21
,1

42
},
{2

11
,2

31
,2

42
,2

43
},

et
{2

22
,

31
1,

31
2,

31
3,

32
4}

,e
tl

es
cl

as
se

s
re

st
an

te
s.

Le
s

ca
ra

ct
ér

is
ti

qu
es

ut
ili

sé
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e
série

de
tests

:
m

atrice
de

confusion
avec

le
M

A
P

+
voisinage

et
({EP2}+

qm
f328)

pour
les

22
classes;

l’apprentissage
a

été
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échantillons

restants;Ṫ
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;Ṫ
M

=0
.7

42
7

cl
c

11
1

11
2+

12
1

12
2

12
4

13
1

14
1

21
1+

23
1

22
1

22
2+

31
1+

31
2

33
1

41
1

51
1

51
2

+1
42

=
12

1
+2

42
+2

43
=

21
1

+3
13

+3
24

=
32

4
11

1
96

1
3

11
2+

12
1

1
57

7
8

9
13

1
2

+1
42

=
12

1
12

2
13

84
2

1
12

4
7

81
10

1
1

13
1

1
1

84
8

1
4

14
1

12
1

86
1

21
1+

23
1+

24
2

8
1

8
2

77
2

1
1

+2
43

=
21

1
22

1
1

1
98

22
2+

31
1+

31
2

11
3

3
8

71
3

1
+3

13
+3

24
=

32
4

33
1

1
9

1
76

9
4

41
1

9
4

88
51

1
2

5
3

1
2

85
2

51
2

3
2

2
2

91



172 A. CORINE LAND COVER

TAB. A.6 – Les 17 classes CLC présentes dans la région 2, ainsi que le nombre de pixels
pour chaque classe.

CLC Nomenclature Nombre de pixels
111 Tissu urbain continu 977
112 Tissu urbain discontinu 74423
121 Zones industrielles et commerciales 5992
131 Extraction de matériaux 7073
141 Espaces verts urbains 243
142 Equipements sportifs et de loisirs 4274
211 Terres arables hors périmètres d’irrigation 956369
222 Vergers et petits fruits 1147
231 Prairies 43039
242 Systèmes culturaux et parcellaires complexes 24429

243
Surfaces essentiellement agricoles

100639
interrompues par des espaces naturels importants

311 Forêts de feuillus 348042
312 Forêts de conifères 19354
313 Forêts mélangées 4342
324 Forêt et végétation arbustive en mutation 1882
411 Marais intérieurs 1204
512 Plans d’eau 9571

Dans la suite, sont présentés les résultats des mêmes tests que précédemment, mais
appliqués à la région 2, l’apprentissage étant effectué sur la région 1.

Le tableau A.7 présente les résultats de la classification par le Maximum a Posteriori,
suivi de la prise en compte du voisinage, avec l’ensemble de caractéristiques {EP1} +
qmf328).

Nous remarquons que, mis à part la classe 211 (terres arables) qui est assez bien clas-
sifiée mais avec beaucoup de fausses alarmes (classe majoritaire avec 956369 échantillons),
toutes les autres classes sont peu ou pas reconnues, quelles que soient les caractéristiques
utilisées. Par rapport à la région 1, les résultats sont assez mauvais.

Ceci était prévisible car c’est la première région qui a été utilisée pour l’apprentis-
sage ; mais surtout, les deux régions appartiennent à deux scènes différentes (39-253 et
41-253) qui ont été acquises avec 1 jour d’intervalle, sous des conditions atmosphériques,
radiométriques et géométriques différentes. Ces images ont subi différentes corrections
(adaptation de dynamique), et pour pouvoir les comparer, et donc comparer les résultats
de classification, il est nécessaire d’utiliser des réflectances qui tiennent compte de ces
différences, au lieu des niveaux de gris.

Précédemment, pour le calcul des néocanaux NDVI, IB et ISU (section 4.2.3), nous
avions utilisé les niveaux de gris car nous ne disposions pas des réflectances, ni des coef-
ficients (gain, angle, ...) nécessaires pour le passage en réflectance. Cependant ces canaux
ne permettent des classifications généralisables que s’ils sont faits sur des mesures ayant
une véritable constance physique.
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Par conséquent, l’utilisation des résultats d’apprentissage de la région 1 pour effectuer
des tests sur la région 2 est inappropriée, ce qui explique certainement la médiocrité de
nos résultats.
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Annexe B

Descripteurs statistiques de Haralick

Nous définissons ici les caractéristiques de Haralick, présentées dans la section 3.2.2,
pour une image de tailleNx×Ny. Ces descripteurs sont issus de matrices de co-occurrence
P (i, j, δ, θ) (équation 3.5), dont chaque élément représente une estimation de la probabi-
lité qu’une paire de niveaux de gris i et j soit trouvée en des pixels distants de δ pixels, et
ayant un angle θ par rapport à l’axe horizontal. Soit p(i, j), un élément normalisé d’une
matrice de co-occurrence à δ et θ fixés : p(i, j) = P (i, j)/

∑
i,j P (i, j), on note :

py(j) =
Ng∑
i=1

p(i, j)

px+y(k) =
Ng∑
i=1

Ng∑
j=1,i+j=k

p(i, j), k = 2, 3, ..., 2Ng

px−y(k) =
Ng∑
i=1

Ng∑
j=1,|i−j|=k

p(i, j), k = 0, 1, ..., Ng − 1

où Ng est le nombre de niveaux de gris dans l’image.
Les caractéristiques de Haralick sont définies par :

1) Moment angulaire du second ordre

f1 =
∑
i

∑
j

{p(i, j)}2

2) Contraste

f2 =
Ng−1∑
n=0

n2{px−y(n)}

3) Corrélation

f3 =

∑
i

∑
j(ij)p(i, j)− µxµy

σxσy

où µx, µy, σx and σy sont les moyennes et écarts-types de px et py.
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4) Variance
f4 =

∑
i

∑
j

(i− µ)2p(i, j)

5) Moment de différence inverse

f5 =
∑
i

∑
j

1
1 + (i− j)2

p(i, j)

6) Moyenne de somme

f6 =
2Ng∑
i=2

ipx+y(i)

7) Variance de somme

f7 =
2Ng∑
i=2

(i− f6)2px+y(i)

8) Entropie de somme

f8 = −
2Ng∑
i=2

px+y(i) log{px+y(i)}

9) Entropie
f9 = −

∑
i

∑
j

p(i, j) log(p(i, j))

10) Variance de différence

f10 = variance de px−y

11) Entropie de différence

f11 = −
Ng−1∑
i=0

px−y(i) log{px−y(i)}

12,13) Mesures d’information de corrélation

f12 =
H(X,Y )−H(X,Y )1

max{H(X), H(Y )}
(B.1)

f13 = (1− exp[−2(H(X,Y )2 −H(X,Y ))])1/2 (B.2)

où H(X,Y ), H(X) et H(Y ) sont les entropies, et

H(X,Y )1 = −
∑
i

∑
j

p(i, j) log{px(i)py(j)} (B.3)

H(X,Y )2 = −
∑
i

∑
j

px(i)py(j) log{px(i)py(j)} (B.4)
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et périurbains, pp. 47–64.

Adams, R. & Bishof, L. (1994). Seeded region growing, IEEE Transactions on Pattern Ana-
lysis and Machine Intelligence 16 : 641–647.

Akaike, H. (1973). Information theory and an extension of the maximum likelihood prin-
ciple, In Second International Symposium on Information Theory, Budapest, pp. 267–281.

Aksoy, S., Koperski, K., Tusk, C., Marchisio, G. & Tilton, J. (2005). Learning bayesian clas-
sifiers for scene classification with a visual grammar, IEEE Transactions on Geoscience
and Remote Sensing 43(3) : 581 – 589.

Aldous, D. J. (1985). Exchangeability and related topics, in Springer (ed.), Ecole d’été de
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spectrale, in A. UREF (ed.), Télédétection des milieux urbains et périurbains, pp. 47–64.

Baraldi, A. & Parmiggiani, F. (1990). Urban area classification by multispectral spot
images, Geoscience and Remote Sensing, IEEE Transactions on 28(4) : 674–680.

Barnard, K., Duygulu, P., Forsyth, D., de Freitas, N., Blei, D. & Jordan, M. (2003). Matching
words and pictures, Journal of Machine Learning Research 3 : 1107 – 1135.

Bellman, R. (1961). Adaptive Control Processes, Princeton University Press, Princeton, NJ.
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Montreal.

Beucher, S. & Meyer, F. (1993). The morphological approach to segmentation : the water-
shed transformation, in E. Dougherty (ed.), Mathematical Morphology in Image Proces-
sing, pp. 433–481.

Bischof, H., Schneider, W. & Pinz, A. J. (1992). Multispectral classification of landsat
images using neural networks, Geoscience and Remote Sensing, IEEE Transactions on
30(3) : 482–490.



178 BIBLIOGRAPHIE

Bishop, C. M. (2006). Pattern Recognition and Machine Learning (Information Science and
Statistics), Springer.

Blanz, W. E. & Gish, S. L. (1990). A connectionist classifier architecture, applied to image
segmentation, In Proc. onf the 10th International Conference on pattern Recognition, MIT
Press, pp. 272–277.

Blei, D., Griffiths, M. J. T. & Tenenbaum, J. (2003a). Hierarchical topic models and the nes-
ted chinese restaurant process, In Advances in Neural Information Processing Systems
16 (NIPS), MIT Press.

Blei, D. M. & Jordan, M. I. (2003). Modeling annotated data, In Proc. of the 26th annual
international ACM SIGIR conference on Research and development in information retrieval
SIGIR ’03, ACM Press, New York, NY, USA, pp. 127–134.

Blei, D. M. & Lafferty, J. D. (2006). Correlated topic model, In Advances in Neural Informa-
tion Processing Systems 18.

Blei, D., Ng, A. & Jordan, M. (2003b). Latent dirichlet allocation, Journal of Machine Lear-
ning Research 3 : 993 – 1022.

Bloch, I. (2005). Fuzzy Spatial Relationships for Image Processing and Interpretation : A
Review, Image and Vision Computing 23(2) : 89 – 110.

Bloch, I., Maı̂tre, H. & Anvari, M. (1997). Fuzzy adjacency between image objects, In-
ternational Journal of Uncertainty, Fuzziness and Knowledge-Based Systems 5(6) : 615 –
653.

Blum, A. L. & Langley, P. (1997). Selection of relevant features and examples in machine
learning, Artificial Intelligence 97(1) : 245–271.

Blumer, A., Ehrenfeucht, A., Haussler, D. & Warmuth, M. K. (1987). Occam’s razor, Inf.
Process. Lett. 24(6) : 377–380.

Bogdan, M. (1999). Data-driven smooth tests for bivariate normality, Journal of Multiva-
riate Analysis 68(1) : 26 – 53.

Bolon, P., Chassery, J., Cocquerez, J., Demigny, D., Graffigne, C., Montanvert, A., Philipp,
S., Zeboudj, R. & Zerubia, J. (1995). Analyse d’images : Filtrage Et Segmentation, Mas-
son.

Bosch, A., Zisserman, A. & Munoz, X. (2006). Scene classification via plsa, Proceedings of
the European Conference on Computer Vision, Vol. 4, Graz, Autriche, pp. 517–530.

Bossard, M., Feranec, J. & Otahel, J. (2000). Corine land cover technical guide - addendum
2000, European Environment Agency.

Bouillon, P. & Vandooren, F. (1998). Traitement automatique des langues naturelles, De Boeck
Université.
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Mäenpää, T. & Pietikäinen, M. (2004). Classification with color and texture : jointly or
separately ?, Pattern Recognition 37(8) : 1629–1640.

Nadler, M. & Smith, E. P. (1993). Pattern recognition engineering, John Wiley and Sons,
Toronto.

Nakagawa, Y. & Rosenfeld, A. (1979). Some experiments on variable thresholding, Pattern
recognition 11 : 191–204.

Ortner, M., Descombes, X. & Zerubia, J. (2003). Building extraction from digital eleva-
tion models, IEEE International Conference on Acoustics, Speech, and Signal Processing.
Proceedings. (ICASSP ’03) 3 : 337 – 340.

Otsu, N. (1979). A threshold selection method from gray-level histograms, IEEE Transac-
tions on Systems, Man and Cybernetics (SMC) 9(1) : 62–66.

Pal, M. & Mather, P. M. (2003). An assessment of the effectiveness of decision trees me-
thods for land cover classification, Remote sensing environment 86(4) : 554–565.



186 BIBLIOGRAPHIE

Pal, M. & Mather, P. M. (2004). Assessment of the effectiveness of support vector ma-
chines for hyperspectral data, Future Gener. Comput. Syst. 20(7) : 1215–1225.

Pal, N. R. & Pal, S. K. (1993). A review on image segmentation techniques, Pattern recog-
nition 26(9) : 1277–1294.

Pelletier, F. J. (1994). The principle of semantic compositionality, Topoi 13(1) : 11 – 24.

Peng, H., Long, F. & Ding, C. (2005). Feature selection based on mutual information : cri-
teria of max-dependency, max-relevance, and min-redundancy., IEEE Trans. Pattern
Analysis and Machine Intelligence 27(8) : 1226–1238.

Peng, T., Li, B. & Su, H. (2003). A remote sensing image classification method based on
evidence theory and neural networks, Neural Networks and Signal Processing, 2003.
Proceedings of the 2003 International Conference on 1 : 240–244.

Pesaresi, M. & Benediktsson, J. (2001). A new approach for the morphological segmenta-
tion of high-resolution satellite imagery, Geoscience and Remote Sensing, IEEE Transac-
tions on 39(2) : 309–320.

Peura, M. & Iivarinen, J. (1997). Efficiency of simple shape descriptors, In Aspects of Visual
Form, World Scientific, Capri, Italy, pp. 443–451.

Poggi, G., Scarpa, G. & Zerubia, J. (2005). Supervised segmentation of remote sensing
images based on a tree-structure mrf model, IEEE Trans. Geoscience and Remote Sen-
sing 43(8) : 1901–1911.

Pony, O., Descombes, X. & Zerubia, J. (2000). Classification d’images satellitaires hyper-
spectrales en zone rurale et périurbaine, Technical report, INRIA, Sophia Antipolis.

Quinlan, J. R. (1993). C4.5 : programs for Machine Learning, Morgan Kaufmann, San Mateo,
CA.

Randen, T. & Husoy, J. (1999). Filtering for texture classification : a comparative study,
Pattern Analysis and Machine Intelligence, IEEE Transactions on 21(4) : 291–310.

Rissanen, J. (1978). Modelling by the shortest data description, Automatica 14 : 465–471.

Rissanen, J. (1983). A universal prior for integers and estimation by minimum description
length, The Annals of Statistics 11(2) : 416–431.

Romeu, J. & Ozturk, A. (1993). A comparative study of goodness-of-fit tests for multiva-
riate normality, Journal of Multivariate Analysis 46(2) : 309 – 334.

Rondeaux, G., Steven, M. & Baret, F. (1996). Optimisation of Soil-Adjusted Vegetation
Index, Remote Sensing of Environment 5(2) : 95 – 107.

Russell, S. & Norvig, P. (1995). Artificial intelligence : a modern approach, Prentice Hall, New
York.

Salembier, P. & Garrido, L. (2000). Binary partition tree as an efficient representation
for image processing, segmentation, and information retrieval, IEEE Transactions on
Image Processing 9(4) : 561–576.



BIBLIOGRAPHIE 187

Schowengerdt, R. A. (1997). Remote Sensing : Models and Methods for Image Processing
(second edition), Academic Press.

Schwarz, G. (1978). Estimating the dimension of a model, The Annals of Statistics
6(2) : 461–464.

Serpico, S. & Roli, F. (1995). Classification of multisensor remote-sensing images by
structured neural networks, Geoscience and Remote Sensing, IEEE Transactions on
33(3) : 562–578.

Shafer, G. (1976). A mathematical theory of evidence, Princeton University Press, Princeton,
NJ, USA.

Shi, J. & Malik, J. (2000). Normalized cuts and image segmentation, Pattern Analysis and
Machine Intelligence, IEEE Transactions on 22(8) : 888–905.

Shyu, C., Klaric, M., Scott, G., Barb, A., Davis, C. & Palaniappan, K. (2007). GeoIRIS :
Geospatial Information Retrieval and Indexing System - Content Mining, Semantics
Modeling and Complex Queries, IEEE Transactions on Geoscience and Remote Sensing
45(4) : 839–852.

Singh, M. & Singh, S. (2002). Spatial texture analysis : a comparative study, Pattern Recog-
nition, 2002. Proceedings. 16th International Conference on 1 : 676–679.

Smeulders, A., Worring, M., Santini, S., Gupta, A. & Jain, R. (2000). Content-based image
retrieval at the end of the early years, Pattern Analysis and Machine Intelligence, IEEE
Transactions on 22(12) : 1349–1380.

Smith, S. P. & Jain, A. K. (1988). A test to determine the multivariate normality of a data
set, IEEE Transactions on Pattern Analysis and Machine Intelligence 10(5) : 757 – 761.

Smits, P. C. & Dellepiane, S. G.and Schowengerdt, R. A. (1999). Quality assessment of
image classification algorithms for land-cover mapping : a review and a proposal
for a cost-based approach, International journal of remote sensing 20(8) : 1461–1486.

Song, C., Li, P. & Yang, F. (2006). Multivariate texture measured by local binary pattern
for multispectral image classification, Geoscience and Remote Sensing Symposium, 2006.
IGARSS 2006. IEEE International Conference on pp. 2145–2148.

Srivastava, D. K. & Mudholkar, G. S. (2003). Goodness-of-fit tests for univaraite and mul-
tivariate normal models, in C. R. Rao & N.-H. R. Khattree, Elsevier (eds), Handbook
of Statistics : Statistics and Industry, Vol. 22, pp. 869 – 906.

Steinnocher, K., Kressler, F. & Kostl, M. (2003). Modelling population pressure in sub-
urban and rural regions based on remote sensing and statistical data, Geoscience
and Remote Sensing Symposium, 2003. IGARSS ’03. Proceedings. 2003 IEEE International
3 : 1969–1971.

Stone, M. (1977). An asymptotic equivalence of choice of model by crossvalidation and
akaike’s criterion, Journal of the Royal Statistical Society, Series B 39 : 44–47.

Sugar, C. & James, G. (2003). Finding the Number of Clusters in a Data Set : An Informa-
tion Theoretic Approach, Journal of the American Statistical Association 98(463) : 750–
763.



188 BIBLIOGRAPHIE

Sugiura, N. (1978). Further analysis of the data by the akaike’s information criterion and
the finite corrections, Communications in Statistics : Theory and Methods 7(1) : 13–27.

Swain, M. J. & Ballard, D. H. (1991). Color indexing, International Journal of Computer
Vision 7(1) : 11 – 32.

Taxt, T., Flynn, P. & Jain, A. K. (1989). Segmentation of document images, IEEE Transac-
tions on Pattern Analysis and Machine Intelligence 11(12) : 1322–1329.

Theodoridis, S. & Koutroumbas, K. (2003). Pattern Recognition, Second Edition, Academic
Press.
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