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Abstract

Digital breast tomosynthesis is a new imaging technique that may potentially overcome some limitations
of standard mammography like tissue superimposition. Unfortunately, the amount of data to review by the
radiologist is also increased. In this context, it makes sense to design a tool to detect suspicious radiological
findings in order to help him to have an acceptable reading time and to keep a high sensitivity. In this
imaging modality, several patterns may indicate the presence of cancer: calcification clusters, masses and
architectural distortions. In our work, we focus on the detection of masses and architectural distortions,
which is challenging because of great variability and sometimes low contrast of these signs. Masses can
be seen as over-densities in the image while architectural distortions are more subtle convergence patterns
without dense kernel.

In order to detect masses, we propose a sound theoretical work aiming at extending connected filters
into the fuzzy sets framework. The proposed work describes ageneric and comprehensive processing chain
composed of image imprecision representation, filters for various common tasks and efficient algorithms
allowing to actually implement them on real problems. Although this formalism is illustrated in the context
of mass detection in DBT, the theoretical study we conductedallows not to be limited to that specific
purpose.

Structure segmentation, which is a key step for characterization, is a difficult part of an automatic mass
detection chain. A wrong segmentation can invalidate all the processing steps that come after and thus lead
to a wrong decision. Beyond the limitation of any given segmentation method, a wrong segmentation can
be caused by imprecision and uncertainty coming from the image. Actually, it is a quite difficult task to
define precisely a single contour for a given mass in 2D/3D mammography images. For this reason, we
propose to use the fuzzy contour formalism which is suitableto deal with this limitation. Thus, we conduct
a study on various fuzzy segmentation methods applied to DBTdata. We also discuss the link between
fuzzy segmentation and the former fuzzy connected filters formalism.

As an additional contribution, we also propose a completelydifferent kind of tool in order to detect ar-
chitectural distortions. This one is based on an a contrariomodeling of the suspicious convergence detection
problem. In addition to the method, another contribution, which mainly consists of a fast algorithm, is also
proposed. This one enables us to actually process DBT datasets.

These tools are finally combined together in order to build a multi-channels Computer-Aided Detection
system. Both of the channels that have been implemented havebeen validated on clinical data corresponding
to the two kinds of radiological findings previously presented. The proposed approach is also compared to
the state of the art techniques that can be found in the literature.
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Résumé

La tomosynthèse numérique du sein est une nouvelle technique d’imagerie 3D qui peut potentiellement
pallier certaines limitations de la mammographie standardcomme la superposition de tissus. Ces améliora-
tions se font au prix d’une plus grande quantité de données à examiner pour le radiologue. Dans ce contexte,
l’élaboration d’un outil de détection automatique de signes radiologiques suspects, pour permettre au pra-
ticien de conserver un temps de lecture acceptable avec une haute sensibilité, prend tout son sens. Dans ce
type d’imagerie, les cancers peuvent se traduire par plusieurs types de signes radiologiques : les amas de
microcalcifications, les masses et les distorsions architecturales. Nos travaux se sont focalisés sur la détec-
tion des masses et des distorsions architecturales, tâche particulièrement difficile compte tenu de la grande
variabilité morphologique de ces signes radiologiques et de leur contraste qui peut être particulièrement
faible. Les masses se traduisent par une sur-densité dans l’image alors que les distorsions architecturales ne
presentent quant à elles que des motifs subtils de convergence sans noyau dense.

Pour détecter les masses, nous proposons l’établissement d’un cadre théorique fort visant à étendre les
filtres connexes dans le formalisme des ensembles flous. Les travaux proposés couvrent de manière com-
plète une chaîne générique de traitement, en commençant parl’introduction d’imprécision dans l’image,
puis en formalisant différents filtres possibles dédiés à différentes tâches courantes pour finir par le déve-
loppement d’algorithmes de filtrage efficaces rendant l’approche dans son ensemble réaliste. Bien que le
formalisme proposé soit illustré dans le contexte de la détection des masses en tomosynthèse, son étude
théorique permet de ne pas s’y limiter.

La segmentation, point essentiel pour leur caractérisation, est une étape assez délicate dans une chaîne
de détection automatique des masses à noyaux denses. Une mauvaise segmentation peut invalider tous les
traitements qui lui sont postérieurs et amener à une mauvaise prise de décision. Au delà des limitations
intrinsèques à la méthode de segmentation choisie, un tel cas peut se produire principalement à cause de
l’imprécision et de l’incertitude émanant de l’image. En effet, il est souvent difficile de définir avec précision
un contour unique pour une masse donnée. Pour cette raison nous avons proposé d’utiliser le formalisme
des contours flous qui est un outil permettant de prendre en compte de tels facteurs limitant de détection.
Nous proposons ainsi une étude de différentes méthodes de segmentation floue et illustrons leur utilisation
en tomosynthèse. Nous montrons aussi le lien avec le précédent formalisme des filtres connexes flous.

De manière parallèle, les distorsions architecturales sont traitées grâce à l’adaptation du modèle a contra-
rio pour détecter des signes de convergences qui sont hautement suspects en tomosynthèse. Une reformula-
tion du problème est aussi introduite permettant la mise en œuvre rapide de l’approche proposée autorisant
ainsi son utilisation pour traiter des volumes de tomosynthèse.

Ces différents outils sont finalement combinés pour l’élaboration d’une chaîne de détection de signes
radiologiques à plusieurs canaux. Les deux canaux mis en œuvre et validés sur des données cliniques traitent
respectivement les deux types de signes radiologiques précédemment évoquées. Une comparaison avec
l’état de l’art des performances obtenues est présentée.
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Introduction

La mammographie est un domaine en forte évolution depuis plusieurs décennies. Ainsi, les systèmes
analogiques ont bénéficié d’avancées technologies concernant les tubes à rayon X et les films, amélio-
rant significativement la détection de lésions dans le sein.Plusieurs essais sur le dépistage de masse ont
montré la capacité de cette modalité à réduire le taux de mortalité par cancer du sein d’environ 30% pour
les femmes de plus de 50 ans, et de 18% pour les femmes entre 40 et 50 ans (Kerlikowskeet al., 1995;
National Cancer Institute Consensus Development Panel, 1998). Plus récemment, les systèmes numériques
ont été introduits permettant d’améliorer les performances cliniques (Pisanoet al., 2005), de réduire la du-
rée de la procédure médicale, et ainsi d’améliorer la précision du geste et le confort de la patiente. Cependant
certaines limitations de ce type d’imagerie sont toujours d’actualité, comme par exemple la superposition
de tissus pouvant potentiellement cacher des lésions ou en suggérer au travers d’images construites. En
effet, certaines études montrent que 76% des lésions qui sont manquées par les radiologues se trouvent dans
des seins denses. Ainsi la superposition des tissus serait la principale cause de la réduction de visibilité des
signes radiologiques (Hollandet al., 1982).

Une solution face à ce genre de limitations est de considérerl’information tridimensionnelle du sein. De
nos jours, la tomosynthèse numérique du sein (Niklasonet al., 1997; Claus et Eberhard, 2002; Clauset al.,
2002) est une voie qui semble prometteuse aussi bien pour le dépistage que pour le diagnostic du cancer du
sein. En ce qui concerne le dépistage, une telle technique favorise l’exploration volumique des seins denses,
pouvant potentiellement limiter le nombre de femmes rappelées pour des examens complémentaires suite
à la détection d’un signe radiologique provenant de la superposition de tissus. Dans le cas du diagnostic, le
bénéfice attendu se situe surtout dans l’aide à la caractérisation des signes radiologiques permettant ainsi
une meilleure différentiation entre signes malins et bénins.

L’apport de l’information 3D rendue disponible par la tomosynthèse se fait au prix d’une plus grande
quantité de données à examiner pour le radiologue. Dans ce contexte, l’élaboration d’un outil de détection
automatique de signes radiologiques suspects, pour permettre au praticien de conserver un temps de lecture
acceptable avec une haute sensibilité, prend tout son sens.Dans ce type d’imagerie, les cancers peuvent
se traduire par plusieurs types de signes radiologiques : les amas de microcalcifications, les masses et les
distorsions architecturales. Nos travaux se sont focalisés sur la détection des masses et des distorsions
architecturales, tâche particulièrement difficile comptetenu de la grande variabilité morphologique de ces
signes radiologiques et de leur contraste qui peut être particulièrement faible. Les opacités se traduisent par
une sur-densité dans l’image alors que les distorsions architecturales ne présentent quant à elles que des
motifs subtils de convergence sans noyau dense.

Le problème de détection pour ce type d’imagerie est en fait assez peu abordé dans la littérature. Cela
s’explique principalement par le caractère récent des données concernées. En effet, la tomosynthèse du
sein est en cours d’introduction et la quantité des données disponibles pour le développement de nouvelles
applications est extrêmement faible en comparaison d’autres types d’imagerie comme la mammographie
standard. Parmi les travaux existant on citera ceux de Chanet al. (2008a) qui présentent les résultats les
plus aboutis pour la détection d’opacités. Ils reposent surl’utilisation de l’analyse de flot de gradient dans
le volume pour la détection de zones suspectes couplée à une étape de classification pour réduire le nombre
faux positifs. L’élaboration d’un outil de détection reposant sur la théorie de l’information a aussi été pro-
posée par Singh (2008). Ce dernier type d’approche semble cependant moins performant que le premier
bien que n’ayant pas été évalués sur la même base de données. De manière générale, ces travaux, bien que
prometteurs, n’atteignent pas encore les performances dessystèmes de détection utilisés en mammographie
standard. Ainsi l’étude d’outils de détection reste un problème d’actualité.



2 INTRODUCTION

Pour accomplir les tâches de détection des opacités et des distorsions architecturales, nous avons déve-
loppé un ensemble d’outils originaux. Certains d’entre eux, destinés à la détection des opacités, reposent
sur la prise en compte de l’imprécision et l’incertitude contenues dans les images pour effectuer des tâches
de détection et de caractérisation. D’autres proposent unemodélisation a contrario couplée à une mesure de
convergence pour détecter les motifs stellaires suspects.

Dans le chapitre 1 nous exposerons plus en détail la problématique de la détection de signes radiolo-
giques en mammographie et en tomosynthèse. Nous rappellerons les notions fondamentales de la formation
des images à traiter, puis nous étudierons les techniques existantes dans la littérature pour accomplir la
détection des différents signes radiologiques suspects aussi bien en mammographie conventionnelle qu’en
tomosynthèse. L’étude de ces deux types d’imagerie est proposée pour tirer partie du lien qui existe entre
les caractéristiques des signes suspects pouvant provenirdes deux modalités. Nous présenterons aussi de
manière générale notre approche pour résoudre ce même problème de détection. Pour chaque signe radiolo-
gique considéré, à savoir les opacités et les distorsions architecturales, nous proposons un canal de détection
reposant sur une première étape de filtrage permettant de localiser de manière grossière les zones suspectes
suivie d’une étape de caractérisation. Dans les travaux présentés dans ce document, nous introduirons et
étudierons, entre autres, des filtres pour effectuer la première étape de détection.

Dans le chapitre 2, nous introduirons un formalisme permettant d’exprimer un nouveau type de filtres.
Ces derniers sont une extension des filtres connexes dans le formalisme des ensembles flous. Les filtres
proposés, filtres connexes flous, utilisent des versions assouplies de la notion de composante connexe ainsi
qu’une représentation de l’imprécision des niveaux de grispar l’intermédiaire d’images floues. En intro-
duisant ce dernier concept, nous proposerons différentes stratégies pour l’extraction de telles composantes,
laissant la possibilité d’exprimer des extensions pour lesfiltres de nivellement, d’amincissement ou encore
de traitement de zones plates. Nous exprimerons aussi dans ce formalisme de nouveaux filtres destinés à
la détection de structures dans des images et illustrons leur utilisation comme étape de marquage pour des
opacités en tomosynthèse du sein.

La représentation des données sous forme d’images floues augmente considérablement la quantité d’in-
formation à traiter. Dans le chapitre 3, nous proposerons des techniques permettant de rendre réalisable en
pratique l’utilisation de tels filtres. Nous utiliserons leformalisme de représentation arborescente couram-
ment utilisé dans le domaine des filtres connexes. Nous proposerons des algorithmes de mise à jour d’arbres
permettant la prise en compte de la redondance entre les différentes composantes connexes floues extraites
à partir des images.

Dans le chapitre 4, nous étudierons différentes stratégiespour introduire de manière utile de l’impréci-
sion dans les images pour obtenir des images floues. Nous étudierons l’impact du bruit sur la construction
de ces images. Nous proposerons des techniques pour convertir ce type de défaut, qui est d’ordre statis-
tique et par conséquent non représentable par le formalismed’images floues, en imprécision de débruitage.
Nous étudierons de manière approfondie une méthode de construction reposant sur une décomposition en
ondelettes ainsi que son impact sur la détectabilité des structures contenues dans une image.

Après ces trois chapitres sur les filtres connexes flous nous nous intéresserons à l’utilisation d’outils
de segmentation par contours flous pour pouvoir modéliser l’incertitude et l’imprécision provenant des
images de tomosynthèse. Nous détaillerons trois méthodes permettant d’accomplir cette tâche en mettant
en avant leurs qualités et défauts. Nous validerons aussi sur des données réelles de tomosynthèse certaines
des méthodes de segmentation non floues qui sont à l’origine des approches proposées.

Dans le chapitre 6 nous proposerons un exemple pratique d’utilisation du formalisme de contours flous
précédemment évoqué. Dans cette étude, nous nous intéresserons à la différenciation entre lésion spiculée
et lésion circonscrite en utilisant un schéma à deux hypothèses. La validation sur des cas réels permettra de
juger de l’apport du formalisme employé.

Les différents outils introduits dans les chapitres précédemment cités sont applicables à la détection
de lésions ayant un noyau dense. Pour pouvoir détecter des lésions qui ne présentent pas de noyau dense,
c’est-à-dire les distorsions architecturales, un outil spécifique et radicalement différent de l’approche jusque
là détaillée sera proposé au chapitre 7. Ce dernier propose la définition d’un critère de convergence dans
une modélisation a contrario pour détecter les formes stellaires suspectes dans les coupes de tomosynthèse
du sein.

Enfin, nous proposerons au chapitre 8 un exemple pratique d’une chaîne de détection automatique de



INTRODUCTION 3

signes radiologiques suspects dans des volumes de tomosynthèse du sein utilisant les différents outils intro-
duits tout au long de ce manuscrit. Une validation ainsi qu’une comparaison avec les méthodes proposées
dans la littérature seront présentées.
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Chapitre 1
Le sein, la mammographie, et la

détection automatique de cancers

La cancer du sein est la première cause de mortalité chez la femme toutes causes confondues entre 35 et
55 ans. Avec 42000 nouveaux cas dépistés par an en France, c’est le cancer chez la femme le plus fréquent
(Remontetet al., 2003). Dans le but de réduire la mortalité par cancer du sein, une détection précoce est
nécessaire (Duffyet al., 2003) motivant ainsi des campagnes de dépistage chez les femmes à partir d’un
certain âge variant entre 40 et 50 ans selon les pays. Le type d’imagerie actuellement utilisée pour cette
tâche est la mammographie. Dans ce contexte, la quantité de clichés que le radiologue doit interpréter en un
temps limité est importante. De plus, la complexité de la tâche de détection est particulièrement élevée en
mammographie. Ces raisons motivent l’utilisation d’outils d’aide à la détection par ordinateur (CAD) afin
d’améliorer les performances du lecteur, en minimisant en particulier le nombre de signes radiologiques
associés à des lésions malignes qui pourraient ne pas être détectées.

Depuis peu, une nouvelle technique d’imagerie, la tomosynthèse numérique du sein, a fait son appari-
tion. Elle peut potentiellement pallier les défauts de la mammographie standard. Dans ce type d’examen,
une reconstruction 3D du sein est effectuée permettant potentiellement de mieux discerner les signes ra-
diologiques caractérisant un cancer. Avec une quantité de données grandement augmentée par rapport à un
examen standard, le besoin d’un outil automatique d’aide à la détection reste d’actualité, tant pour préserver
un taux de détection élevé que pour limiter le temps de lecture.

Dans ce chapitre, nous introduirons brièvement la mammographie conventionnelle dans le cadre de la
détection du cancer du sein, puis nous continuerons avec lesprincipes généraux de la tomosynthèse. Nous
ferons ensuite un tour d’horizon sur les travaux traitant dela détection automatique dans des mammogra-
phies conventionnelles, pour finir par l’état de l’art du CADen tomosynthèse.

1.1 Le cancer du sein

Dans le but de comprendre la problématique du dépistage du cancer du sein par mammographie, nous
allons brièvement rappeler comment les images sont forméespour cette modalité ainsi que l’apparence que
prennent les lésions dans ces images.

1.1.1 La mammographie

La mammographie est la modalité actuellement utilisée pourdépister le cancer du sein. Une mammo-
graphie est une radiographie du sein qui est un objet tridimensionnel. L’intérêt de ce type d’acquisition est
le phénomène d’accumulation induit par la physique des rayons X. En effet, on peut observer le contenu
de l’organe radiographié en le projetant sur un plan 2D grâceaux rayons X. De manière simplifiée, on peut
modéliser la formation d’une telle image en utilisant l’équation de Beer-Lambert :

I = I0e
−

R

v∈L µ(v)dv (1.1)
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avecL le chemin entre la source de rayonnement et la cellule du détecteur considérée,µ(v) les coefficients
d’atténuation des matériaux traversés etI0 l’intensité initiale émise par la source. Cette équation nemodé-
lise pas fidèlement ce qui se passe réellement lors de l’acquisition dans la mesure où elle fait l’hypothèse
d’un rayonnement mono-énergétique en omettant des phénomènes tels que le rayonnement diffusé ou le
durcissement de faisceau. Néanmoins, elle permet de comprendre ce que l’on observe dans les images,
c’est-à-dire les différences de propriétés d’atténuationdes objets composant le sein comme la glande, la
graisse, les fibres ou encore des lésions.

En mammographie, comme on peut le voir sur la figure 1.1, le sein est comprimé entre le support patient,
sous lequel se trouve le détecteur, et la pelote de compression. La compression est notamment appliquée
pour limiter la dose délivrée à la patiente, pour réduire la quantité de rayonnement diffusé, pour étaler les
tissus et pour immobiliser le sein. Un autre élément important du système de mammographie réside dans sa
source de rayonnement, ou tube à rayons X, dont le foyer est positionné à la verticale du bord du détecteur
le plus proche de la patiente afin d’assurer une couverture complète du sein par le faisceau de rayons X qui
en est issu.

DétecteurDétecteur

SourceSource

Pelote de compressionPelote de compression

Support patientSupport patient
Patiente

FIG. 1.1 – Géométrie d’acquisition d’une mammographie (vue de face et vue de profil).

Un examen typique de dépistage en mammographie comprend généralement l’acquisition d’images 2D
sous deux incidences par sein. Ces mammographies 2D sont réalisées selon différents angles d’incidence
pour minimiser les défauts d’identification de structures dus à la superposition de tissus qui pourrait masquer
des lésions ou au contraire en faire percevoir de fictives.

1.1.2 Caractérisation des différents types de cancer

Il existe plusieurs signes radiologiques associés à des cancers. Le premier correspond à de petits amas
de calcium aussi connus sous le nom de microcalcifications. Elles ne sont pas forcément signe de mali-
gnité. Ainsi des grosses calcifications rondes à bord lisse sont bien souvent bénignes. Malheureusement,
les microcalcifications malignes sont généralement moins visibles (ACR, 2003). Un exemple d’amas de
microcalcifications est présenté à la figure 1.5(a).

Une seconde famille de signes radiologiques se traduit par des sur-densités ou opacités dans les images.
Ces dernières présentent une variabilité importante du point de vue de leur forme, de leur taille et de leur
contour. Cette dernière caractéristique aide le radiologue dans son diagnostic différentiel. On distingue gé-
néralement quatre classes de formes pour les opacités : les opacités rondes, ovales, lobulaires ou irrégulières.
Ces différentes formes sont illustrées de manière schématique à la figure 1.2.

Comme indiqué précédemment, les opacités varient aussi au niveau de la définition de leurs contours. On
dénombre cinq grandes classes de contours (ACR, 2003). La première correspond aux contours circonscrits
qui sont des contours bien définis où la frontière entre lésion et fond est franche et qui correspondent en
général à des lésions bénignes (c.f. figure 1.3(a)). Une seconde classe de contours est distinguée lorsqu’une
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(a) Ronde (b) Ovale (c) Lobulaire (d) Irrégulière

FIG. 1.2 – Différentes formes pour les opacités.

partie du contour est masquée par la superposition ou l’adjacence de tissus normaux laissant penser à une
lésion circonscrite dont une partie du contour est cachée (c.f. figure 1.3(b)). Une troisième possibilité pour
le contour est d’être micro-lobulé, c’est-à-dire qu’il comporte de petites ondulations (c.f. figure 1.3(c)). Le
quatrième type de contours regroupe les contours mal définis(c.f. figure 1.3(d)) qui peuvent laisser penser à
la présence d’infiltrations. Enfin une dernière classse regroupe les opacités dont les contours sont spiculés,
c’est-à-dire comportant des structures filiformes qui rayonnent en s’éloignant du centre de l’opacité, et qui
sont hautement suggestives de malignité.

(a) Contour circonscrit(b) Contour partielle-
ment visible

(c) Contour micro-lobulé (d) Contour mal défini (e) Contour spiculé

FIG. 1.3 – Différents types de contours pour les opacités.

La troisième forme de signes radiologiques traduisant la présence de cancer correspond aux distorsions
architecturales. Ces dernières ne comportent pas de densité centrale comme c’est le cas pour les opacités
précédemment décrites. Elles se traduisent par des structures linéaires ou des spicules qui convergent vers
une même zone focale. Un exemple schématique de ce genre de signes, qui sont hautement suspects, est
présenté à la figure 1.4.

FIG. 1.4 – Forme schématique d’une distorsion architecturale.

Des exemples d’amas de microcalcifications, d’opacités et de distorsions architecturales en mammogra-
phie sont présentés à la figure 1.5.

1.2 La tomosynthèse du sein

La tomosynthèse du sein est une nouvelle méthode d’imageriequi peut potentiellement pallier les dif-
férentes limitations de la mammographie conventionnelle notamment en produisant une représentation 3D
du sein. Après avoir récapitulé les limitations de l’imagerie 2D, nous rappellerons le principe général de
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(a) Foyer de microcalcifications(b) Lésion ovale à contour mi-
crolobulé

(c) Lésion spiculée (d) Distorsion architecturale

FIG. 1.5 – Différents exemples de signes radiologiques suspects en mammographie standard.

la tomosynthèse ainsi que les méthodes de reconstruction couramment décrites dans la littérature. Nous
finirons enfin par un descriptif des limitations de ce type d’imagerie.

1.2.1 Motivation

Comme on l’a vu précédemment, la mammographie 2D est une imagerie de projection. En effet on
projette une structure 3D (le sein) sur une surface 2D (le détecteur), résultant en une perte potentielle
d’information. Plus concrètement, il existe deux problèmes majeurs qui peuvent être rencontrés. Le premier
se traduit par la non détection d’une lésion qui est masquée par les tissus présents dans la trajectoire du
faisceau passant par cette dernière. Ce cas est très problématique dans la mesure où ne pas détecter un
cancer implique de ne pas le traiter de manière précoce. Le second problème susceptible d’être rencontré
est la détection d’un signe radiologique construit par accumulation de différentes structures normales et
indépendantes, alignées sur une même trajectoire de rayonsX et formant, une fois projetées, un motif
laissant penser à la présence d’une lésion. Bien que ce type de fausse alarme ait des conséquences moins
graves que la non détection, le fait de devoir subir d’autresexamens voire même une biopsie pour infirmer
la présence d’un cancer est une procédure stressante pour lapatiente qu’il est souhaitable d’éviter.

Ces problèmes sont donc essentiellement causés par la projection de l’information lors de la forma-
tion d’une image de mammographie. L’idée la plus simple pourcontourner ce problème est de travailler
sur une représentation tridimensionnelle du sein. Des méthodes de formation d’image 3D sont couram-
ment utilisées en médecine. Ainsi, le scanner par tomographie est utilisé pour imager divers organes du
corps. Néanmoins son utilisation pour le sein peut poser problème essentiellement pour des raisons de dose
délivrée à la patiente (Changet al., 1979; Gisvoldet al., 1979; Changet al., 1982; John et Ewen, 1989).
En effet pour être capable d’imager le tronc de la patiente, il faut des rayons X capables de le traverser
de part en part ce qui impose une dose beaucoup plus importante que pour une mammographie standard
(Muller et al., 1983; Sibalaet al., 1981). Des scanners dédiés où seul le sein est imagé peuventaussi être
considérés (Booneet al., 2001; Kwanet al., 2004; Yanget al., 2007). Dans ce type d’imageurs, le tube fait
le tour complet du sein et non plus du tronc permettant de pallier les précédentes limitations. Cependant,
la région axillaire du sein n’est généralement pas radiographiée à cause de contraintes physiques. D’autres
types d’acquisition s’appuyant sur d’autres modalités existent et sont quant à eux réellement employés dans
des routines de diagnostic. Ainsi on peut mentionner l’imagerie par résonance magnétique IRM du sein.
Cependant pour des raisons de coûts et de disponibilité, ce type d’imagerie est généralement réservé aux
patientes à risque dans le cadre du dépistage aux Etats Unis (Saslowet al., 2007).

D’autres causes de non détection sont possibles comme par exemple la non atténuation d’une opacité
par les rayons X. La cause de cette limitation est principalement due à la similarité entre les propriétés
radiométriques de ces lésions et de celles des structures saines plutôt qu’au processus de formation d’image.
Dans le cas de lésions faiblement discernables, des méthodes d’imagerie nécessitant l’injection d’un produit
de contraste existent comme l’angiomammographie (Jeunehomme, 2005; Puong, 2008) ou l’IRM (Rankin,
2000) qui permettent la mise en évidence de lésions hypervascularisées.

Dans ce paysage d’outils d’imagerie, la tomosynthèse du sein (Wuet al., 2003b; Renet al., 2005)
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semble pouvoir jouer un rôle important dans le dépistage et le diagnostic des cancers du sein, notamment
en se positionnant comme une alternative à la tomographie axillaire permettant l’accès à l’information vo-
lumique pour un budget dose maîtrisé.

1.2.2 Principe général

Le principe de la tomosynthèse est de reconstituer l’information tridimensionnelle de l’objet imagé à
partir de plusieurs radiographies à faible dose acquises sous différents points de vue (Dobbins III et Godfrey,
2003). En effet comme on peut le voir sur la figure 1.6, en prenant différents clichés à des positions diverses
d’un même objet, la position relative des structures qui le composent, une fois projetées sur le détecter,
change. Pour accéder à une information 3D de l’objet imagé, ces différentes projections sont utilisées
comme entrée d’un algorithme de reconstruction comme on le verra dans la section suivante. L’étape de
reconstruction fournit une série de coupes parallèles au détecteur à différentes hauteurs par rapport à ce
dernier qui représentent l’atténuation radiologique des structures qui composent le sein.

Position de source0

(a)

Position de source1

Détecteur

Pelote de compression

(b)

Position de source2

(c)

FIG. 1.6 – Principe de la tomosynthèse.

De manière générale, l’apparence des systèmes de tomosynthèse du sein est assez similaire à celle des
appareils de mammographie. Le sein de la patiente est positionné en contact avec le support patient et com-
primé à l’aide d’une pelote de compression. La position du tube évolue selon une trajectoire généralement
circulaire dont le centre de rotation se situe au niveau du détecteur. Comme évoqué précédemment, une
série de projections 2D à faible dose est acquise pour différentes positions du tube à rayon X autour du sein.
Le nombre de projections varie généralement entre9 et 45 sur une ouverture angulaire variant de30 à 90
degrés. La dose allouée à chaque projection est telle que la dose totale délivrée à la patiente est comprise
entre une et deux fois la dose d’une mammographie standard. Pour cette raison, la qualité des images ser-
vant de données d’entrée à la reconstruction est beaucoup plus médiocre que celle d’une mammographie
conventionnelle, notamment en termes de rapport contrasteà bruit. Cependant l’étape de reconstruction
permet généralement d’obtenir des coupes reconstruites avec de meilleures propriétés.

1.2.3 Méthodes de reconstruction

En reconstruction tomographique, on cherche, à partir de laconnaissance d’un ensemble de projections
d’un paramètre caractéristique l’objet d’intérêt, à remonter à une cartographie de ce paramètre en tout
point de l’objet. Une projectionPθ s’exprime sous une forme intégrale qui, pour ce qui nous concerne
correspond à l’intégrale des coefficients d’atténuation linéaires de l’objet selon le trajet des rayons X. Les
imagesI délivrées par le système d’acquisition de tomosynthèse sont donc pré-traitées de telle sorte que
l’on ait accès à l’information de projectionPθ :

Pθ = − ln

(

I

I0

)

=

∫

v∈L
µ(v)dv (1.2)

Ces images sont connues sous le nom d’images d’épaisseurs radiologiques et elles correspondent à
l’intégrale contenue dans l’équation 1.1.
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On peut distinguer deux approches principales pour la reconstruction tomographique : les méthodes
fondées sur la rétroprojection filtrée des projections et les méthodes de reconstruction itératives.

Rétroprojection filtrée

La reconstruction tomographique d’un volume de coefficients d’atténuation à partir de différentes pro-
jections peut être effectuée à l’aide du théorème de Radon (1917). De manière théorique, une reconstruction
dans un plan peut se faire par rétroprojection des projections acquises de ce plan préalablement filtrées par
une filtre rampe. Cette méthode est connue sous le nom de rétroprojection filtrée. En pratique, l’étape de
filtrage est généralement effectuée par le résultat de la convolution entre un filtre passe-bas et le filtre rampe.
Cela permet de limiter l’impact du bruit au détriment de la résolution spatiale.

Cette méthode de reconstruction repose sur plusieurs hypothèses qui ne sont pas complètement vérifiées
dans le cadre de la tomosynthèse. On peut citer notamment la plus importante qui est de pouvoir faire le
tour de la patiente. L’utilisation d’une telle méthode de reconstruction est étudiée en tomosynthèse du sein
dans les travaux de Wuet al. (2004b).

Méthodes itératives

La seconde classe d’algorithmes de reconstruction regroupe les méthodes itératives. Ces méthodes
consistent généralement en une modélisation du problème par une énergie qu’il faut minimiser. C’est en
fait cette étape de minimisation qui est réalisée de manièreitérative.

Plus concrètement, on définit un opérateur de projection d’un volume sur le plan du détecteur qui est
censé être fidèle à l’équation 1.2. Grâce à cet opérateur, on compare, lors d’une itération donnée, les projec-
tions obtenues à partir du volume courant et les projectionsque le vrai volume a engendrées. En rétropro-
jetant la différence entre ces images, on est capable de se rapprocher d’un volume qui minimise l’énergie
considérée. Les différentes méthodes varient dans la façondont cette étape de mise à jour est incorporée
dans les différentes itérations.

Dans la littérature, on trouve quatre grandes méthodes de reconstruction. La première est connue sous
le nom de technique de reconstruction algébrique ouART (Gordonet al., 1970; Gordon et Herman, 1974).
Elle consiste à mettre à jour le volume en utilisant uniquement l’information de projection obtenue pour un
couple(source,pixel) donné. La seconde méthode de reconstruction couramment usitée est connue sous le
nom de technique de reconstruction algébrique simultanée ou SART(Andersen et Kak, 1984). Dans cette
méthode, chaque mise à jour fait appel à toute l’informationd’une image de projection. La convergence
de ce genre d’approche est discutée dans les travaux de Jianget Wang (2003). Une troisième variante qui
met à jour le volume à chaque étape en utilisant toutes les projections est connue sous le nomSIRTqui
signifie technique de reconstruction itérative simultanée(Gilbert, 1972). Enfin, une dernière méthode de
reconstruction utilisée en tomosynthèse du sein est une méthode fondée sur le maximum de vraisemblance
ouMLEM (Wu et al., 2003a). Contrairement aux précédentes méthodes, cette modélisation du problème de
reconstruction est abordée de manière probabiliste résultant en une procédure de mise à jour du volume qui
se fait de manière multiplicative.

Bien que les méthodes de reconstruction itératives soient plus coûteuses en temps de calcul que les mé-
thodes de type rétroprojection filtrées, elles sont particulièrement intéressantes pour aborder les problèmes
de reconstruction en présence de données manquantes, commec’est le cas pour une acquisition de type
tomosynthèse. Leur mise en œuvre devient envisageable dansdes utilisations pratique notamment grâce au
niveau élevé de performances des calculateurs modernes. Deplus, ces approches peuvent facilement être
parallélisées (Wuet al., 2004c).

1.2.4 Limitations et bénéfices

L’avantage principal de la tomosynthèse est de limiter la superposition de tissus. Ainsi, on peut espérer
rendre les signes radiologiques associés à des lésions suspectes plus facilement discernables (Gennaroet al.,
2008). La figure 1.7 présente un exemple où la tomosynthèse permet une meilleure caractérisation sur une
zone suspecte de l’image.
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De plus, la tomosynthèse du sein étant effectuée à plus faible énergie que les examens de tomographie
standard, le contraste entre les différentes structures dusein est meilleur. En effet, les courbes d’atténuation
linéaires entre tissus adipeux et graisseux par exemple sont plus distinctes à faible énergie.

(a) (b) (c)

FIG. 1.7 – Exemple de réduction de la superposition de structures rendant une lésion plus visible en tomo-
synthèse. Dans les vues de mammographie standard CC (a), et MLO (b), le contour de la lésion n’est pas
bien défini. Dans la coupe du volume reconstruit où la lésion apparaît le plus clairement (c), le contour de
la lésion devient beaucoup plus facile à décrire.

Néanmoins, comme on l’a vu précédemment, la création du volume de tomosynthèse peut être obtenue
de différentes manières. L’algorithme de reconstruction joue donc un rôle important sur l’apparence des
données reconstruites. Ainsi le type de filtre utilisé dans les approches de type rétroprojection filtrée ou
encore le nombre d’itérations ainsi que la stratégie de miseà jour dans les approches itératives influent sur
le bruit ou la quantité de flou contenus dans les coupes reconstruites (Zhanget al., 2006).

Un dernier point important concerne les artéfacts de reconstruction. En tomosynthèse, on ne peut pas
faire le tour de la patiente pour acquérir des données, ainsid’un point de vue théorique, il manque de
l’information pour obtenir une reconstruction parfaite. D’un point de vue pratique cela se traduit par une
fonction d’étalement ponctuelle en forme d’étoile et allongée dans la direction de la hauteur. Des études
plus approfondies de cette dernière sont proposées par Avinashet al. (2006) et par Blessinget al. (2006).
Ainsi dans les volumes reconstruits, les objets apparaissent déformés dans la même direction comme on
peut le voir pour la macrocalcifiation présentée à la figure 1.8.

Une autre limitation de la tomosynthèse est le pas d’échantillonage important selon la hauteur des
coupes reconstruites (environ 1mm). Cela a un impact sur la reconstruction des microcalcifications qui ont
une taille typiquement comprise entre100µm et 1mm et qui peuvent ainsi se situer entre deux coupes
reconstruites. Dans ce cas, la visibilité de ces dernières peut être affectée. Des travaux ont montré qu’une
ouverture angulaire moins importante pouvait limiter ce problème (Lauet al., 2008). L’idée est qu’une
ouverture angulaire diminuée augmente l’étalement des microcalcifications selon la hauteur des coupes,
augmentant ainsi une éventuelle intersection avec les coupes reconstruites.

1.3 La détection automatique de cancers en mammographie conven-
tionnelle

Le passage à la mammographie numérique a ouvert la porte à de nouvelles possibilités en termes d’outils
visant à extraire de manière optimale l’information dans l’image. Ainsi, des traitements visant à améliorer
l’image, ou encore des outils d’aide à la détection sont couramment utilisés par les radiologues. Dans cette
section nous allons nous intéresser à cette deuxième classed’outils. Après un bref rappel sur les motivations
de ces derniers, nous détaillerons les différentes manières dont ils peuvent être construits. Nous insisterons
aussi sur les points clés qui sont récurrents dans les approches proposées dans la littérature, à savoir, le
conditionnement des images, la détection des calcifications et des opacités ainsi que la prise de décision.

1.3.1 Motivations

La détection de signes radiologiques dans une campagne de dépistage est une tâche délicate de par
la quantité de données à observer et la subtilité des signes radiologiques. Ainsi il peut être intéressant de
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FIG. 1.8 – Illustration de la distorsion d’objets dans un volumereconstruit. (b) Coupe d’un volume contenant
une macrocalcification. (a) et (c) Coupes situées respectivement au-dessus et en-dessous de la macrocalci-
fication et présentant des réplications de cette dernière. (d) Visualisation schématique du volume d’intérêt
contenant la macrocalcification. (e) Projection (max) selon l’axe desy de ce volume d’intérêt : on voit que
la macrocalcification est allongée enz et présente un motif en étoile.

fournir au radiologue un outil qui pourrait avoir une sensibilité de détection élevée et constante dans le
temps, lui permettant ainsi de détecter plus de cancers.

Des études récentes confortent l’idée de l’utilité d’un teloutil. En effet, Karssemeijeret al. (2003) pré-
sentent par exemple une étude comparative entre lecture seule aidée ou non d’un système de détection et
la double lecture classique. Bien qu’il en ressorte qu’une double lecture de radiologues expérimentés reste
la référence, un système de CAD permet d’améliorer les performances d’un lecteur seul. Ce dernier point
était déjà exposé dans des travaux plus anciens (Freer et Ulissey, 2001).

Une étude plus récente (Gilbertet al., 2006) a montré sur un plus grand nombre de cas, qu’une lecture
simple associée à l’utilisation d’un CAD augmentait la détection de cancers de manière statistiquement
significative par rapport à une double lecture. Néanmoins letaux de rappel se voit, dans cette étude, lui
aussi augmenté.

1.3.2 Différents composants d’un système de détection automatique

De manière globale un système de détection automatique de cancers en mammographie se compose
de deux branches : une dédiée à la détection des microcalcifications et l’autre à la détection des opacités.
Chacun de ces modules peut se décomposer comme une étape de marquage suivie d’une prise de décision.
Le marquage peut selon les cas être composé d’une détection rapide suivie d’une segmentation. La prise
de décision se compose quant à elle d’une étape d’extractionde caractéristiques suivie d’une étape de
classification. Certains de ces éléments peuvent apparaître de manière plus ou moins implicite. La figure 1.9
illustre la décomposition de haut niveau des processus de détection automatique. Dans certains cas, un pré-
traitement des données permettant de mettre en évidence lessignes recherchés peut être utilisé. Néanmoins,
cette étape montre généralement rapidement ses limitations dans la mesure où, pour vraiment mettre en
évidence un motif, il faut être capable de le détecter, or c’est le but de cette étape de pré-traitement.



1.3. LA DÉTECTION AUTOMATIQUE DE CANCERS EN MAMMOGRAPHIE CONVENTIONNELLE 13
replacements

Détection Segmentation
Extraction

de caractéristiques Classification

Marquage Prise de décision

FIG. 1.9 – Schéma général d’une chaîne de détection de microcalcifications ou d’opacités en mammogra-
phie 2D.

1.3.3 Pré-traitement des images

Une première étape souvent utilisée est donc la préparationdes images avant la détection. En effet
les structures que l’on recherche n’étant pas toujours facilement discernables, une étape de pré-traitement
destinée à les mettre en évidence peut faciliter leur détection.

Une approche couramment utilisée en traitement d’images consiste à travailler sur l’histogramme dans
le but de définir une fonction de transfert sur les niveaux de gris permettant de mettre en valeur les détails
présents dans l’image. Cette voie a aussi été explorée en mammographie numérique (Karssemeijer, 1993;
Wilsonet al., 1997; Gavrielideset al., 2002; Wilsonet al., 1997). Néanmoins, le problème d’une telle ap-
proche réside en sa limitation au niveau du traitement des textures, ce qui est gênant puisque ces dernières
portent une information importante pour la détection de signes radiologiques.

D’autres approches plus locales existent et se comportent mieux vis-à-vis des textures. Ainsi,
Braccialarghe et Kaufmann (1996) proposent une transformation des niveaux de gris en fonction d’élé-
ments locaux comme les contours ou les statistiques locales.

D’autres méthodes ont aussi été proposées comme l’utilisation de filtres d’amélioration de la netteté
(Chanet al., 1987), où encore la suppression du fond de l’image (Zhou et Gordon, 1989). Cette dernière
approche consiste en la soustraction d’une version filtrée passe bas de l’image originale à cette dernière.
Certains auteurs proposent quant à eux d’utiliser l’information d’orientation (Chang et Laine, 1997) tandis
que d’autres utilisent une décomposition en ondelettes hexagonales (Pfisterer et Aghdasi, 1999).

D’autres formalismes sont aussi utilisés pour accomplir latâche d’amélioration du contraste. Ainsi
Hassanien et Ali (2004) proposent d’utiliser les ensemblesflous et l’analyse de l’histograme de l’image
pour atteindre ce but.

L’idée d’un pré-traitement, bien qu’intuitive, peut poserquelques problèmes. En effet, dans l’idéal on
voudrait mettre en évidence seulement les zones potentiellement suspectes dans le but de faciliter leur dé-
tection ultérieurement. Or pour pouvoir accomplir cette tâche, il faudrait savoir quelles zones de l’image on
doit améliorer, c’est-à-dire connaître les zones suspectes, ce qui est difficile puisque l’on cherche à amélio-
rer l’image pour justement détecter ces structures. D’autre part, l’étape de pré-traitement peut aussi modifier
certaines structures et les rendre faussement suspectes, ce qui peut être problématique pour l’étape de dé-
tection. De manière similaire, un pré-traitement peut modifier substantiellement les propriétés de l’image,
rendant la modélisation de l’étape de détection délicate.

1.3.4 Détection des microcalcifications

La première classe de signes radiologiques qui sont recherchés sont les foyers de microcalcifications. La
littérature comporte un nombre important de méthodes de traitement à bases d’ondelettes (Yoshidaet al.,
1996; Strickland et Hahn, 1997; Chen et Lee, 1997; Bernardet al., 2006). En effet les amas de calcium
étant constitués objets de petite taille assez contrastés,ce genre d’approche semble avoir un réel potentiel.
Par exemple, Strickland et Hahn (1997) proposent de modéliser le problème comme la détection d’objets
gaussiens dans un bruit markovien en utilisant une décomposition par banc de filtres. Une autre approche
(Bernardet al., 2006) consiste à effectuer un filtrage avec un chapeau mexicain dans le but de mesurer le
contraste des structures de dimension compatible avec le noyau du filtre. En ajoutant une contrainte déri-
vée du bruit de Poisson que l’on peut généralement estimer dans les mammographies, et en faisant varier
l’échelle de l’ondelette, on peut obtenir des résultats de détection satisfaisants. D’autres formalismes sont
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aussi possibles, ainsi on peut trouver l’utilisation de la logique floue pour la détection des calcifications
(Bothorel, 1996; Chenget al., 1998; Rick, 1999) ou encore des approches utilisant des filtrages de la dyna-
mique de l’image à l’aide d’outils de morphologie mathématique (Grimaud, 1991).

1.3.5 Détection des opacités

La détection des opacités est une tâche un peu plus complexe que pour les microcalcifications, no-
tamment à cause de la variabilité qui existe entre différents types de lésions comme on a pu le voir à la
section 1.1.2.

Extraction de marqueurs

La détection des zones de sur-densité est une première étapepour la détection de zones suspectes dans
le sein. Ainsi Heath et Bowyer (2000) proposent d’utiliser une mesure de détection des sur-densités en cal-
culant la proportion de pixels situés autour d’une lésion qui ont une intensité inférieure au minimum de
l’intensité à l’intérieur. Dans la même optique de détection de sur-densités, d’autre approches tentent de
détecter les zones contrastées à l’aide d’un chapeau mexicain de la même manière que pour les microcal-
cifications. Néanmoins ce genre d’approche ne semble pas être bien adapté à la taille des objets à détecter
(te Brake et Karssemeijer, 1999; Peters, 2007). En effet, une opacité est généralement beaucoup plus éten-
due qu’une microcalcification, avec une variabilité en termes de forme plus importante. Ce dernier point
met à mal le noyau de filtre utilisé qui fait généralement l’hypothèse d’un objet circulaire à détecter. A
cela s’ajoute un contraste pouvant être moins élevé rendantde telles étapes de marquage délicates. Des
variantes où le contraste est calculé à partir des cercles, l’un tournant autour de l’autre, ont été proposées
(Peterset al., 2006a) permettant de pallier certaines des précédentes limitations.

Vachier (1995) a proposé l’utilisation d’outils de morphologie mathématique pour l’extraction automa-
tique d’opacités. L’idée utilisée est de se servir d’algorithmes de ligne de partage des eaux combiné à un
critère de dynamique modélisant le contraste des structures contenues dans l’image.

D’autres approches reposent sur le fait que les lésions malignes présentent souvent une forme irrégulière
voire des spicules. Ainsi, Bornefalk (2005) propose l’utilisation de filtres en quadrature pour la détection
de ces spicules. Zouet al. (2008) quant à eux proposent une décomposition en ondelettes sur deux niveaux
permettant le calcul de mesures dérivées du flot de gradient (Xu et Prince, 1997) combinées à d’autres me-
sures reposant sur l’analyse locale des histogrammes d’orientations de contour. D’autres travaux se placent
dans un autre domaine de représentation pour pouvoir travailler plus facilement sur les spicules. Ainsi,
Sampat et Bovik (2003) proposent de se placer dans le domainede Radon où les lignes ont la propriété
d’être représentées par des points pour rehausser les spicules. De retour dans le domaine classique de re-
présentation de l’image le filtrage à l’aide de filtres dont lenoyau est un anneau où les intensités sont
calculées à partir de sinus ou de cosinus, permet de détecterles zones suspectes qui sont centres de conver-
gence de spicules. D’autres travaux définissent des critères de convergence à partir de cercles emboîtés
(Karssemeijer et te Brake, 1996; te Brake et Karssemeijer, 1999). En pratique la considération des spicules
est un critère pertinent qu’il est intéressant de considérer lors de l’élaboration d’un système de détection car
il est très fréquemment associé à des lésions malignes.

Les lésions variant aussi du point de vue de la taille, des approches multi-résolution sont souvent pro-
posées (Liuet al., 2001; Zouet al., 2008). Néanmoins une étude sur la pertinence de telles approches
(te Brake et Karssemeijer, 1999) a mené à la conclusion que lechoix de l’approche multiéchelle se jus-
tifiait surtout pour des méthodes destinées à la détection delésions dans un faible intervalle de taille. En
effet, si la réponse d’un filtre décroit rapidement lorsque l’on s’éloigne de la taille a priori de la structure
recherchée, il est nécessaire de considérer plusieurs échelles. D’un autre côté, si l’approche est peu sensible
aux variations par rapport à la taille supposée de l’objet, alors l’intérêt de plusieurs échelles est plus relatif.

D’autres méthodes plus marginales existent aussi. Ainsi, l’analyse fractale a été proposée comme pre-
mière étape pour la détection de marqueurs (Zhen et Chan, 2001). La granulation qui consiste globalement
à sous-quantifier les niveaux de gris pour extraire des composantes connexes emboîtées vérifiant un critère
de concentricité a aussi été proposée comme étape de marquage par Eltonsyet al. (2007).

Dans tous les cas, les méthodes proposées permettent de sélectionner de manière grossière, c’est-à-dire
avec beaucoup de faux positifs, les zones qui seront analysées plus finement par la suite.



1.3. LA DÉTECTION AUTOMATIQUE DE CANCERS EN MAMMOGRAPHIE CONVENTIONNELLE 15

Segmentation

Les approches précédentes sont généralement conçues pour la détection de zones potentiellement sus-
pectes. Néanmoins bien souvent pour vérifier si ces dernières contiennent une lésion maligne, il est néces-
saire d’extraire la forme de lésion potentiellement détectée. Les approches les plus simples reposent sur des
seuillages globaux de l’image (Martinezet al., 1999; Brzakovicet al., 1990). Une autre approche souvent
usitée fait appel aux méthodes de croissance de région (Kallergiet al., 1992). L’idée est de faire croître un
masque représentant la lésion en agrégeant des pixels voisins de la région qui ont des propriétés semblables
à cette dernière (Leeet al., 2000). La difficulté avec ce type d’approche est la définition d’un critère d’arrêt
pertinent pour obtenir des régions segmentées de manière optimale.

De manière plus générale des méthodes de segmentation générique utilisant de la morphologie mathé-
matique (Vachier, 1995; Bruynooghe, 2006) ou des outils de détection de contours (Torre et Poggio, 1986;
Canny, 1986; Mallat et Zhong, 1992) peuvent être appliquéesen mammographie (Abdel-Mottalebet al.,
1996). Cependant ces outils assez simples ne permettent bien souvent d’obtenir des résultats satisfaisants
qu’en combinaison avec des approches plus évoluées.

De manière similaire, les méthodes de segmentation par contour actifs (Kasset al., 1988) ou ensembles
de niveaux(Osher et Sethian, 1988) ont aussi été utilisées pour la segmentation de lésions. L’idée est de
formuler une énergie sur une représentation d’un contour (ensemble de points, forme paramétrique ou
fonction implicite d’ordre supérieur) de telle manière qu’elle prenne en compte des informations a priori
sur ce que l’on cherche à segmenter (la régularité du contourpar exemple) ainsi que des informations
d’attache aux données (la segmentation doit correspondre aux zones de transition présentes dans l’image
par exemple). Certains travaux (Ball et Bruce, 2007a,b,c) présentent une utilisation intensive des modèles
déformables. Ainsi ils proposent une première segmentation du noyau de la lésion, puis une segmentation
de sa périphérie et le cas échéant une troisième segmentation des spicules (Ball et Bruce, 2007a) en utilisant
des ensembles de niveaux. Dans d’autres méthodes, les contours actifs sont utilisés pour affiner une première
segmentation assez grossière (Sahineret al., 1996b, 2001). La qualité des segmentations obtenues avec ce
type d’approche dépend beaucoup de l’énergie utilisée pourjuger de la qualité des contours. Cette dernière
comporte souvent beaucoup de paramètres et sa minimisationest bien souvent locale.

D’autres approches reposant sur l’expression du problème encore sous forme d’énergie, mais cette fois
avec un formalisme de chemins optimaux ont aussi été présentées (Timp et Karssemeijer, 2004). L’idée
est d’utiliser des méthodes de programmation dynamique pour trouver le contour optimal de la lésion.
L’avantage de ce type d’approches est d’offrir des outils efficaces pour optimiser l’énergie, cette fois ci de
manière globale. Cependant l’espace de recherche des contours est quant à lui limité, interdisant ainsi de
considérer certains contours que les modèles déformables peuvent trouver.

Comme bien souvent dans d’autres champs applicatifs, la piste des méthodes de segmentation par ré-
gions a aussi été investiguée. Ainsi les champs de Markov aléatoires peuvent aussi être utilisés pour obtenir
une segmentation des lésions (Zhen et Chan, 2001). Dans ces derniers travaux, les champs de Markov sont
combinés à une segmentation multirésolution.

Des méthodes plus spécifiques du problème de segmentation delésions dans le sein ont aussi été pro-
posées. Ainsi Kupinski et Giger (1998) proposent de considérer des partitions de la zone à segmenter et de
considérer que la meilleure segmentation correspond à celle qui maximise un indice de gradient radial. Les
mêmes auteurs proposent aussi une modélisation statistique pour trouver la partition optimale. La difficulté
dans l’utilisation de ces approches est d’obtenir un ensemble de partitions de qualité indépendamment de la
structure à segmenter.

Ici aussi, l’utilisation de la logique floue pour le partitionnement de mammographies a été investiguée
(Sameti et Ward, 1996). De même, des travaux relatant l’utilisation des méthodes par croissance de régions
dans le cadre du flou ont été proposées (Guliatoet al., 1998). On remarquera que l’utilisation des extensions
floues des différentes méthodes de segmentation courantes (Kanzaki, 1992) se fondent généralement sur ce
formalisme dans leur fonctionnement et non dans leur décision finale. Ainsi si ambiguïté il y a, cette dernière
risque d’être perdue une fois l’image segmentée.

Des travaux un peu plus marginaux proposent de traiter des lésions qui ne sont visibles qu’en partie
dans l’image à cause, par exemple, d’une localisation trop proche du bord de cette dernière (Hatanakaet al.,
2001). Ce genre d’approche peut constituer une amélioration d’un système de détection en traitant des cas
identifiés comme difficiles. De manière plus générale, une revue assez complète des outils utilisés pour la
segmentation ainsi que pour les autres parties d’un systèmede détection a été proposée par Chenget al.
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(2006).

1.3.6 Prise de décision

La prise de décision se fait généralement après une étape de caractérisation. D’un point de vue haut
niveau, on fait des mesures à partir des résultats de détection et/ou de segmentation (selon que l’on travaille
sur des microcalcifications ou des opacités) dans le but de prendre dans un second temps une décision à
l’aide de méthodes de classification standard.

Extraction de caractéristiques

Dans le cas des microcalcifications, une étape préliminaired’extraction de caractéristiques est donc
requise (Dengleret al., 1993; Bankmanet al., 1994; Chenget al., 2003). Parmi ces caractéristiques, on peut
en trouver qui portent sur la texture comme l’analyse des régions avoisinantes, la dépendance spatiale des
niveaux de gris, les statistiques de longueurs sur les niveaux de gris ou encore la différence de niveaux de
gris (Weszkaet al., 1976; Galloway, 1975; Kim et Park, 1999).

En ce qui concerne les opacités, la première classe de caractéristiques utilisées repose sur la forme de
l’objet (Vachier, 1995; Sahineret al., 2001; Bruynooghe, 2006). On peut citer par exemple la compacité,
le rapport de Ferret, ou encore le périmètre. D’autres mesures s’appuient sur l’analyse des distributions
de la longueur radiale normalisée (distance entre le centroïde de la lésion et les points du contour) et des
longueurs de cordes normalisées (Kildayet al., 1993; Rangayyanet al., 1997). Ces mesures ne permettent
que de caractériser le résultat de la segmentation. Pour cette raison leur intérêt dépend essentiellement de
la qualité de cette dernière et elles ont généralement besoin d’être combinées à d’autres descripteurs pour
permettre une caractérisation satisfaisante.

Des mesures sur l’intensité peuvent aussi être utilisées (Huoet al., 1998). On peut par exemple analyser
la distribution des niveaux de gris dans la lésion supposée,sur son contour ou dans son voisinage. On peut
aussi utiliser des mesures plus robustes qui sont invariantes par changement de contraste (Bruynooghe,
2006). Ce type de mesures apporte une information complémentaire par rapport aux précédentes mesures.

Une caractérisation importante de certaines lésions est laprésence de spicules au niveau de leur pé-
riphérie. Pour prendre cet élément en compte, une série de mesures permettant d’évaluer à quel point la
lésion est spiculée ont aussi été proposées (Vitonet al., 1996). Elles reposent essentiellement sur l’analyse
des orientations locales des contours (Kegelmeyeret al., 1994). Ces orientations peuvent par exemple être
obtenues à partir d’une décomposition en ondelettes (Liet al., 1997). Sur le même principe, des travaux
proposent d’évaluer la complexité d’un contour par analysefractale (Kim et Kim, 2005).

L’information fournie par l’association du contour et du contenu de l’image peut aussi être exploitée en
extrayant et en analysant une bande plus ou moins large qui suit le contour de la lésion (Sahineret al., 1998;
Mudigondaet al., 2001). Cette bande est généralement étirée de manière à rendre le contour linéaire avant
analyse. L’analyse se fait par l’extraction de mesures sur cette bande, comme l’étude des orientations du
contour (Domínguez et Nandi, 2009). Ce type d’approche est donc dépendant du contour, ainsi les mesures
obtenues vont être fortement liées aux caractéristiques des segmentations considérées. Par exemple, si l’on
utilise un contour qui suit bien les spicules, ces dernièresapparaîtront de manière linéaire dans l’image de
bande. Inversement, si le contour coupe les spicules, on lesverra apparaître de manière plus prononcée dans
la même image.

Une autre classe de mesures repose sur l’analyse de texture (Haralicket al., 1973). Ainsi on peut citer les
mesures dérivées de matrices de cooccurrence des niveaux degris (Weiet al., 1997; Sahineret al., 2001;
Llobetet al., 2005; Mudigondaet al., 2001). On remarquera néanmoins que le calcul de tels attributs est
assez lourd.

Sélection de caractéristiques

Un trop grand nombre de caractéristiques pour les individusà classifier peut nuire à la performance du
classifieur. En effet, cela peut augmenter de manière non nécessaire l’espace de travail empêchant par la
même occasion une généralisation efficace lors de l’apprentissage de la partie classification. Des heuris-
tiques, comme l’aire sous la courbe ROC du classifieur (Kupinski et Giger, 1999), permettent de modéliser
la qualité d’un ensemble de caractéristiques. Cela permet d’utiliser des méthodes d’optimisation comme les
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algorithmes génétiques (Holland, 1992) pour obtenir l’ensemble optimal. Ce genre d’approche a été mis en
œuvre avec succès en mammographie (Dhawanet al., 1996; Kupinski et Giger, 1997).

Classification

L’étape de classification a pour but de donner la réponse finale sur ce qui est détecté et considéré comme
un signe de lésion. L’idée est de combiner les informations extraites précédemment pour obtenir une dé-
cision. On peut voir cela de manière similaire à ce que fait leradiologue pour prendre sa décision. Le
problème de classification n’est pas propre à la détection delésions dans le sein, en effet c’est un champ de
recherche à part entière qui peut être utilisé dans des applications très différentes.

Une première famille de classifieurs comprend les méthodes de type plus proches voisins (Cover et Hart,
1967). L’idée pour classifier un individu est de regarder lesindividus dont on connaît la classe et qui sont as-
sez semblables. En mammographie, des travaux reposant sur cette technique assez simple dans son fonction-
nement ont été proposés pour la classification d’opacités (Llobetet al., 2005). Veldkamp et Karssemeijer
(1999) ainsi que Zadehet al. (2001) utilisent des méthodes de K plus proches voisins pourla classifica-
tion de microcalcifications. Ce type d’approche a l’avantage de ne faire aucune hypothèse sur les données
à classifier. Néanmoins, son pouvoir de généralisation sur des données éloignées de celles utilisées pour
l’apprentissage est assez limité et peut poser problème.

Une autre méthode de classification regroupe les réseaux de neurones (Rumelhartet al., 1986; Lau,
1991). Le plus communément utilisé est le perceptron où les neurones sont reliés de manière causale. Dans
le cas où le problème n’est pas linéairement séparable, plusieurs couches de neurones sont nécessaires.
Ce type de réseaux a été utilisé pour la classification d’opacités (Floyd Jr.et al., 1994; Chenget al., 1994;
Fogelet al., 1998; Zouet al., 2008; Arbachet al., 2003). Dans le cas des microcalcifications, les réseaux de
neurones sont aussi souvent utilisés (Bourrely et Muller, 1989; Chitreet al., 1994; Bankmanet al., 1994;
Kim et Park, 1999; Kramer et Aghdasi, 1999; Zheng et Regentova, 2006; Verma et Zakos, 2001). Une étude
propose même de comparer les performances d’un réseau de neurones avec la classification de cinq radio-
logues (Jianget al., 1997) pour montrer que ce type de classifieur peut faire mieux que l’expert en termes
d’aire sous la courbe de performances de détection (ROC). Dans certains cas, l’utilisation de réseaux de
neurones de convolution a été proposée, ainsi Sahineret al. (1996a) s’en servent pour les opacités.

Des approches reposant plus sur une modélisation statistique, connues sous le nom de réseaux de
croyances bayésiens (Pearl, 1988), ont aussi été employéesen mammographie. Woodset al. (1993) a mon-
tré le potentiel d’un tel classifieur en le comparant à d’autres méthodes comme les réseaux de neurones.
Néanmoins Zhenget al. (1999) a mis en évidence que la façon dont étaient appris les deux types de classi-
fieurs par l’intermédiaire de bases d’apprentissage était l’élément le plus crucial pour obtenir de meilleures
performances.

Une autre approche classique de classification est connue sous le nom de machines à vecteurs de support.
Dans certains cas pour correspondre à l’acronyme anglais SVM, on emploie le terme de séparateurs à vaste
marge (Vapnik, 1995). L’idée est de trouver un hyperplan quisépare deux classes en maximisant la marge
de séparation des éléments les plus proches des deux classes. Bien entendu, bien souvent les classes ne
sont pas linéairement séparables. Dans de tels cas, les éléments à classer sont transférés dans un espace de
dimension supérieure où une séparation par un hyperplan aura plus de sens. Plusieurs travaux utilisent les
SVM pour la classification des masses (Caoet al., 2004; Campaniniet al., 2004; Bornefalk, 2005).

Les arbres de décision (Safavian et Landgrebe, 1991; Zighedet Rakotomalala, 2000) se composent de
tests à effectuer sur les différentes composantes des éléments à classer. Ces différents tests prennent la
forme de seuils et sont combinés entre eux de manière conjonctive lorsque l’on suit une branche de l’arbre.
L’avantage premier de ce type de méthodes est la sémantique qui se cache derrière l’arbre. En effet on peut
y voir une série de règlesd’expertscombinées avec deset et desou logiques. Kegelmeyeret al. (1994)
ont montré la possibilité d’utiliser un tel processus de classification pour la détection de lésions spiculées.
L’utilisation de la logique floue a aussi été proposée dans lecadre des arbres de décision. L’idée est d’as-
souplir les tests faits aux différents nœuds pour être capable de considérer plusieurs possibilités pour les
cas qui sont proches de la frontière de décision (Janikow, 1998). Dans certains cas, les arbres de décision
sont aussi capables de manipuler des données imprécises (S.Bothorel, 1997). Le point délicat avec ce genre
d’approche est l’apprentissage, notamment avec le derniertype d’arbres.
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1.3.7 Autres approches

Des travaux sur des variantes ou des raffinements des méthodes précédemment évoquées existent. On
peut citer par exemple la correspondance de motifs, où l’exploitation de plusieurs images soit en considérant
la symétrie des seins droit ou gauche soit en utilisant plusieurs incidences du même sein. Certains types
lésions ne présentant pas de sur-densité, leur détection est aussi abordée dans la littérature.

Correspondance de motifs

Ainsi la correspondance de motifs (Laiet al., 1989) peut être utilisée pour détecter des opacités. L’idée
est de construire une base de données de régions d’intérêt contenant des lésions dans le but de faire des
requêtes lorsque l’on désire savoir si une zone est suspecteou non. Cette étape de requête consiste à calculer
un critère de similarité, comme par exemple l’information mutuelle, entre la zone considérée et toutes celles
contenues dans la base de données (Tourassiet al., 2003). Un des points clés pour la mise en pratique de
telles approches est la constitution d’une base de référence optimale. En effet, il faut que cette dernière
contienne assez d’éléments représentatifs pour pouvoir espérer traiter correctement une nouvelle requête, et
en même temps ne pas être trop redondante pour ne pas rendre l’approche inutilisable car trop longue.

Ce genre d’approches peut aussi avoir un intérêt dans des utilisations interactives, où le radiologue
désire voir une liste de lésions similaires à celle qu’il regarde dans le but d’utiliser les résultats de biopsie
de ces dernières pour diriger son diagnostic.

Exploitation de l’asymétrie

De manière générale les structures apparaissant sur les images de mammographie du sein droit et du
sein gauche d’une même patiente s’ordonnent selon une certaine symétrie. Cette propriété peut être en partie
invalidée en cas d’apparition d’une masse dans l’un des deuxseins. Des travaux proposent l’alignement et
la soustraction des images des deux latéralités pour mettreen évidence leur dissimilarité, et donc les lésions
potentielles. Plus récemment, des méthodes reposant sur l’analyse de la dissimilarité des zones suspectes
entre sein droit et sein gauche a été proposée (Tahmoush et Samet, 2006a,b).

Utilisation de plusieurs vues

Un examen de mammographie standard se compose généralementde deux incidences par sein (une
vue cranio caudale et une vue médio latérale oblique). Commeon l’a remarqué au début de ce cha-
pitre, l’utilisation de ces deux clichés permet de limiter les problèmes de superposition de tissus en ai-
dant le radiologue à prendre une décision. Des travaux récents proposent d’utiliser ces deux vues dans le
but d’améliorer les performances de la chaîne de détection pour les opacités (van Engelandet al., 2006;
van Engeland et Karssemeijer, 2007). L’idée est de trouver la correspondance entre les différentes vues
pour affiner la décision. Huoet al. (2001) proposent quant à eux de combiner les deux vues classiques à
une vue non standard telle qu’un cliché centré agrandi. Ce type de raisonnement ne peut cependant être
perçu que comme une amélioration d’un système existant. En effet, avant l’appariement, une détection dans
chaque image est généralement nécessaire. De plus, dans certains cas, on peut ne pas avoir accès à toutes
les images.

Distorsions architecturales

Les distorsions architecturales ne présentant pas de sur-densité, les étapes précédentes ne peuvent géné-
ralement pas être utilisées pour les détecter. Dans la mesure où ce type de signes radiologiques traduit le plus
souvent une contraction des structures laissant apparaître une forme stellaire, le problème est généralement
posé de manière à mettre en évidence les zones fortement convergentes. Ainsi Karssemeijer et te Brake
(1996) proposent une mesure de convergence d’un anneau versun disque inclus dans le centre de ce der-
nier. L’analyse des champs d’orientations par portrait de phase peut aussi être utilisée (Ayres et Rangayvan,
2005; Ayres et Rangayyan, 2007). L’idée de ce genre d’approche est d’étudier analytiquement l’orienta-
tion des textures dans l’image pour différencier les motifscorrespondant à des convergences suspectes
des autres. D’autres approches utilisant l’indice de concentration (Matsubaraet al., 2005) permettent aussi
d’analyser les orientations des structures composant l’image (Haraet al., 2006).



1.4. AIDE À LA DÉTECTION POUR DES VOLUMES DE TOMOSYNTHÈSE 19

1.4 Aide à la détection pour des volumes de tomosynthèse

Les travaux présentés dans la section précédente portaientessentiellement sur l’aide à la détection en
mammographie standard. Certains de ces éléments peuvent plus ou moins directement être adaptés pour le
traitement de volumes de tomosynthèse. Dans un premier temps nous reviendrons sur les motivations d’un
outil de détection en 3D, puis nous présenterons de manière haut niveau les schémas de détection proposés
dans la littérature. Nous poursuivrons par une descriptiondes approches de détection de microcalcifications
et de masses. Nous finirons par une présentation sommaire de notre approche.

1.4.1 Motivations

Bien que la tomosynthèse ait le potentiel de réduire les problèmes de superpositions de structures que
l’on retrouve en mammographie standard, les motivations pour la création d’un outil de détection auto-
matique de signes radiologiques qui étaient valables en 2D sont toujours d’actualité. De plus, comme la
quantité de données que le radiologue doit observer augmente de manière non négligeable (un volume 3D
comptant dix à cinquante fois plus d’images à lire que deux clichés 2D), un tel système est plus que jamais
utile afin d’assister le spécialiste dans sa tâche de lecture.

1.4.2 Différents designs de système de détection

Dans le cadre de la tomosynthèse, le choix de la structure de la chaîne de traitement n’est pas direct.
En effet, différentes possibilités peuvent être envisagées. Ainsi on peut choisir de travailler dans le volume
reconstruit (c.f. figure 1.10(a)), ou dans les projections (c.f. figure 1.10(b)), ou encore de faire des allers
retours entre 2D et 3D (c.f. figure 1.10(c)).

Dans le premier cas, la chaîne de traitement peut se présenter d’une manière haut niveau comme la
détection de marqueurs dans le volume, suivie d’une analyseplus en détails reposant par exemple sur la
segmentation et la caractérisation des opacités, pour finiravec la prise de décision. Chacune de ces étapes
peut se faire en 3D ou en pseudo-3D, c’est-à-dire en considérant tous les voisins des voxels dans l’espace
ou en travaillant sur les coupes reconstruites de manière presque indépendante (on ne s’occupe pas des
coupes adjacentes). En effet, contrairement aux images 3D plus classiques comme celles acquises en CT, la
limitation de la géométrie du système menant à la distorsionen Z des objets peut rendre difficile la modéli-
sation d’algorithmes de détection. Cette approche a le défaut majeur d’être dépendante de la reconstruction.
Néanmoins, les techniques de reconstruction en tomosynthèse du sein semblent se stabiliser ce qui permet
d’envisager ce type de traitements.

La deuxième approche consiste à travailler sur les projections s’affranchissant ainsi de la méthode de
reconstruction. Ce genre d’approche permet d’exploiter directement les méthodes conçues pour les mam-
mographies standard. Néanmoins, deux problèmes se posent lorsque l’on choisit une telle approche. Pre-
mièrement, la dose de chacune des projections en tomosynthèse est inférieure à celle de mammographies
standard. Cela a pour effet principal de diminuer le rapportsignal à bruit dans les images, rendant les tâches
de détection et de caractérisation plus difficiles. Le deuxième point à prendre en compte est la fusion d’in-
formations. En effet, dans un tel schéma, chacune des projections est traitée de manière indépendante, ainsi
si on prend une décision trop tôt dans une de ces dernières, ilpeut être difficile voire impossible de rattraper
l’erreur dans la suite du traitement.

La troisième approche peut être vue comme une approche hybride des deux premières. L’idée est de
commencer l’analyse dans les projections en faisant le moins de prise de décision possible. Une fois cela
fait, une étape d’agrégation permet de regrouper tous les éléments que l’on a pu rassembler de manière
indépendante jusque là. Ensuite, une analyse 3D peut avoir lieu, soit à partir du volume, soit à partir de la
fusion des informations 2D. Éventuellement on peut retourner dans les domaines des projections dans le but
de rechercher de l’information que l’on aurait pu manquer, comme par exemple une lésion non détectée dans
une des projections car elle y apparaît de manière subtile. Les itérations entre 2D et 3D peuvent permettre
d’obtenir toutes les informations nécessaires pour prendre lameilleure décision.

1.4.3 Microcalcifications

Wheeleret al. (2006) proposent une méthode de détection de microcalcifications qui modélise à la fois
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FIG. 1.10 – Différents schémas de détection en tomosynthèse.

le contenu du sein ainsi que le bruit présent dans les images acquises. Cette approche repose essentiellement
sur le traitement des projections avant agrégation.

Une autre approche travaillant cette fois-ci en 3D a été proposée par Bernardet al.(2006). L’idée est de
modéliser le bruit ainsi que la quantité de calcium présent en chaque voxel dans le cas d’une reconstruction
par rétroprojection simple et de détecter les calcifications par convolution avec un chapeau mexicain. En
effet dans ce cas on peut montrer que le rapport contraste à bruit dans le volume est bien meilleur que
dans les projections. Des travaux plus récents ont montré que cette approche peut se reformuler de manière
presque équivalente à un filtrage des projections avant rétroprojection, ce qui a pour avantage principal
d’accélérer le traitement des données (Bernardet al., 2007). La gestion des artéfacts de retroprojection ainsi
que la validation de ce type d’approche sur une base de données plus conséquente ont aussi été proposées
(Bernardet al., 2008) .

Des modélisations de plus haut niveau, notamment pour l’étape de fusion après détection dans les pro-
jections ont aussi été proposées. On peut citer les travaux de Peterset al. (2005) qui reposent sur la notion
de contours flous, c’est-à-dire un ensemble de contours possibles, pour chaque microcalcification détectée.
L’utilisation de la logique floue permet de fournir un cadre de travail avantageux lors de la prise de décision
en 3D, dans la mesure où il permet d’être assez laxiste sur lesdécisions prises en 2D.

1.4.4 Densités

La détection des opacités est comme en mammographie conventionnelle toujours une étape délicate.
Chanet al. (2004) ont proposé des travaux préliminaires pour traiter le problème reposant sur le traitement
des projections de manière indépendante (c.f. figure 1.10(b)). Les mêmes auteurs (Chanet al., 2005) ont
aussi investigué la détection à partir de coupes reconstruites de manière itérative par maximum de vraisem-
blance (Wuet al., 2003a).

D’autres équipes ont investigé les deux approches (volume/projections). Ainsi, Reiseret al.(2006) pro-
posent de détecter les opacités dans les projections de manière indépendante puis de recombiner ces dé-
tections dans un volume portant aussi une information sur l’ouverture angulaire dans laquelle la lésion est
visible. Leur investigation de la piste 3D repose sur l’utilisation d’un filtre d’analyse radiale, pour mettre
en évidence les structures sphériques, associé à une projection par maximum d’intensité et un chapeau haut
de forme (Reiseret al., 2005). Ces travaux se limitent néanmoins juste à une détection grossière de zones
suspectes à forte sensibilité mais produisant beaucoup de faux positifs. Ainsi les auteurs n’abordent pas les
parties d’analyse et de décision que l’on peut voir sur la figure 1.10.

Peters (2007) a proposé un système défini dans le cadre de la logique floue faisant des boucles entre 2D
et 3D pour la détection et la caractérisation des masses (c.f. figure 1.10(c)). Plus concrètement une première
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détection dans les projections est faite de manière indépendante suivie d’une extraction de contours flous
(Peterset al., 2007) pour chacune des zones suspectes. Pour chacune de cessegmentations, des attributs
flous sont calculés (Peterset al., 2006b). Ces derniers correspondent à des mesures telles que définies dans
la section 1.3.6 mais portant l’imprécision induite par lescontours flous. Une fois ces traitements effectués
pour toutes les projections, les différentes détections correspondant aux mêmes zones dans le sein sont
associées et leurs caractéristiques sont agrégées dans le but d’utiliser un arbre de décision flou pour juger de
la malignité de la lésion sous-jacente à la structure détectée. Ce genre d’approche a l’avantage de pouvoir
manipuler l’imprécision et l’incertitude provenant des données et des filtres de détection utilisés, et ce
jusqu’à la fin de la chaîne de détection où toute l’information est disponible pour prendre une décision.

Plus récemment, des études sur l’influence du nombre de projections et de la dose sur la détection ont
été menées. Chanet al. (2008b) proposent de comparer les performances entre des examens contenant 21
projections et des examens contenant 11 projections. Les mêmes cas/images étant utilisés pour l’étude,
les séries ne contenant que 11 projections ont une dose environ deux fois plus faible par rapport aux séries
contenant 21 projections. La conclusion à laquelle arrivent les auteurs est qu’une meilleure détection est ob-
tenue dans le cas où l’on utilise 21 projections. Néanmoins on peut s’interroger sur la part de responsabilité
de la dose dans ce résultat.

La comparaison des différentes approches de détection a aussi été abordée dans la littérature. Ainsi,
Chanet al. (2008a) ont fait une comparaison entre détection dans les volumes reconstruits, détection dans
les projection et approches hybrides. La méthode purement 2D en est ressortie la moins performante alors
que l’approche hybride a démontré le meilleur comportement. Ces travaux sont les plus aboutis notamment
pour la validation sur une base de données assez conséquente(69 lésions malignes) compte tenu de la
maturité de la modalité d’imagerie utilisée. Une comparaison de notre approche avec, entre autres, ces
travaux sera largement détaillée au chapitre 8.

On peut enfin citer une dernière famille de travaux reposant sur l’utilisation d’outils de correspondance
de motifs. Cette dernière a été proposée pour aider à la prisede décision, et notamment pour réduire le
nombre de faux positifs générés par des systèmes de détection automatique d’opacités (Singhet al., 2008b).
Ces travaux seront aussi discutés au chapitre 8.

1.4.5 Approche proposée

L’approche que nous proposons ne considère que le volume reconstruit (voir figure 1.10(a)). L’hypo-
thèse sous-jacente de ce choix est de considérer que les méthodes de reconstruction ont atteint une certaine
maturité dans le domaine de la tomosynthèse numérique du sein.

Plus concrètement, notre approche se focalise non seulement sur la détection des opacités, au même
titre que les travaux précédemment cités, mais aussi sur lesdistorsions architecturales. Pour cette raison,
nous proposons un schéma à deux canaux respectivement dédiés aux deux précédents signes radiologiques.
Ce schéma est présenté dans sa globalité à la figure 1.11.

Dans le cas du canal dédié à la détection des opacités, l’étape préliminaire de détection se fait à l’aide
d’un nouveau type de filtres, à savoir les filtres connexes flous. Ces derniers permettent de prendre en compte
les imperfections des images ainsi que des critères utilisés pour la détection. Le chapitre 2 les introduit de
manière formelle tout en les étudiant de manière théorique.Les chapitres 3 et 4 traitent respectivement de
leur mise en œuvre et du conditionnement des données pour de tels filtres. Les étapes d’analyse et de prise
de décision dans ce canal sont quant à elles plus classiques :méthode de segmentation par programmation
dynamique (Timp et Karssemeijer, 2004) et utilisation d’unclassifieur fondé sur les SVM.

Le second canal utilise des principes similaires à ceux proposés par Karssemeijer et te Brake (1996)
dans une modélisation a contrario (Desolneuxet al., 2000, 2001, 2003; Moisan, 2003; Moisan et Stival,
2004). Cette méthode sera présentée au chapitre 7. Le processus proposé permet de détecter les zones
suspectes de convergence dans le volume. Pour chacune de ceszones, on extrait des caractéristiques servant
d’entrée à un classifieur, encore une fois de type SVM, pour obtenir les zones vraiment suspectes.

Les volumes de tomosynthèse souffrant de défauts assez marqués notamment dans la direction perpendi-
culaire au détecteur (réplications et allongement de structures dans cette direction), les algorithmes proposés
fonctionnent essentiellement coupe par coupe. En effet la prise en compte des défauts que subissent les ob-
jets reste assez délicate. Néanmoins l’aspect 3D n’est pas complètement écarté, ainsi les différentes parties
des algorithmes s’assurent de la cohérence des résultats obtenus pour chacune des coupes, et ce à plusieurs
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FIG. 1.11 – Schéma global de l’approche de détection proposée.

reprises dans toute la chaîne de détection.
Les deux canaux ayant des populations cibles de signes radiologiques distinctes, les zones détectées par

chacun d’entre eux sont donc agrégées de manière disjonctive : pour qu’une zone soit suspecte, il faut qu’au
moins un des deux canaux la considère comme telle.

De manière parallèle à cette chaîne de détection, nous illustrons aussi des expérimentations prélimi-
naires sur l’utilisation de méthodes de segmentation et de classification floues dans le cas d’opacités à
noyaux denses. Cette contribution est présentée au chapitre 6.

1.5 Conclusion

La détection automatique de cancers permet de fournir au radiologue des outils très utiles dans sa tâche
de dépistage du cancer du sein. Parmi les signes qu’il est intéressant de détecter on peut citer les microcal-
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cifications, les masses et les distorsions architecturales. Une grande panoplie de techniques existe pour les
détecter en mammographie conventionnelle.

Avec l’arrivée de la tomosynthèse, l’intérêt d’outils de détection automatique reste d’actualité. Comme
on l’a vu, la quantité de méthodes proposées dans la littérature pour détecter des signes suspects dans ce
nouveau type d’imagerie est moins importante que pour la mammographie conventionnelle. Cependant des
travaux d’une certaine maturité proposent déjà des solutions prometteuses. Dans ce contexte nous propo-
sons une chaîne à deux canaux permettant la détection d’opacités et de distorsions architecturales. Pour
cela nous introduisons plusieurs outils reposant sur la logique floue. Ces derniers seront étudiés dans les
différents chapitres de ce manuscrit. Nous montrerons aussi que notre approche est compétitive par rapport
aux méthodes de référence.
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Chapitre 2
Filtres connexes flous

La segmentation de structures dans les images médicales estsouvent exprimée comme l’extraction de ré-
gions connexes de radiométriestable(Mumfordet al., 1988; Leclerc, 1989; Zhu et Yuille, 1996). Les filtres
connexes que l’on retrouve dans la littérature entre autresdans les travaux de Klein (1985); Vincent (1993);
Serra et Salembier (1993); Heijmans (1997) ont été introduits à cet effet et ont montré leur intérêt notam-
ment pour accomplir des tâches de filtrage et de segmentation(Salembier et Serra, 1995; Salembieret al.,
1998; Vincent, 1993).

Cependant ces filtres semblent moins bien adaptés pour répondre à un problème de reconnaissance
tel que l’extraction d’objets supposés connexes, de radiométrie stable et répondant à certains critères (tels
qu’un cardinal a priori). En effet ne sont considérées commezones plates que des régions de radiométrie
constante, ce qui n’est pas le cas des objets recherchés en raison, en particulier, du bruit qui affecte l’image.
Il en va de même pour les filtres connexes construits à partir de seuillages successifs de l’image dans la
mesure où le bruit joue un rôle sur la qualité des composantesconnexes extraites par leur intermédiaire.

Plutôt que de filtrer les images avant de réaliser la reconnaissance, ce qui constitue l’approche clas-
sique, nous intégrons dans la représentation de l’image l’imprécision affectant les intensités observées. Les
ensembles flous fournissent un cadre approprié pour la représentation de cette imprécision, ainsi que pour
la représentation des régions. L’image est alors représentée sous forme d’image floue où le niveau de gris
en chaque point est modélisé par une quantité floue (ensembleflou défini sur l’ensemble des niveaux de gris
possibles). En couplant ce type de représentation à des définitions classiques de connexité floue, on peut
proposer une approche innovante par rapport à ce qui existe dans la littérature pour assouplir la notion de
zone plate (Wilkinson, 2007; Braga-Neto et Goutsias, 2003a), mais aussi plus généralement aux définitions
de filtres connexes.

Dans un premier temps, nous donnerons quelques rappels sur ce que sont les filtres connexes et comment
ils sont utilisés avec des images à niveaux de gris. Ensuite,nous introduirons un nouveau formalisme pour
représenter l’imprécision contenue dans les images. Ce dernier nous permettra dans un troisième temps de
proposer une extension dans le domaine des ensembles flous des filtres connexes. Nous finirons enfin par
présenter une utilisation concrète de ce nouveau type de filtrage sur des images de tomosynthèse du sein.

2.1 Les filtres connexes

Nous notonsΩ l’espace discretZn muni d’une connexité discrètecd et représentant le support des
images à niveaux de gris. En notantG l’ensemble des niveaux de gris d’une image, on définiraI comme
l’ensemble des images à niveaux de grisI : Ω → G. On notera2Ω l’ensemble des sous-ensembles deΩ.

Les filtres connexes pour les images à niveaux de gris reposent essentiellement sur la capacité d’extraire
des composantes connexes binaires de l’image et de les filtrer grâce à un opérateur connexe binaire. Le
but de cette section n’étant que de donner une idée de ce que sont les filtres connexes, nous rappellerons
brièvement dans un premier temps la définition binaire de ce type d’opérateurs, puis nous parlerons de
leurs extensions aux images à niveaux de gris pour enfin finir par un tour d’horizon sur les grandes classes
d’opérateurs connexes dédiés à ces dernières images.
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L’annexe A regroupe quelques notions qui servent de base auxtravaux proposés dans ce chapitre. On
pourra aussi se référer à d’autres ouvrages pour approfondir ces notions (Klette et Rosenfeld, 2004).

2.1.1 Opérateurs connexes binaires

Un opérateur connexe binaire repose sur la notion de connexité. Ainsi on dira qu’un ensemble est
connexe s’il vérifie la définition suivante.

Définition 2.1.1. Un ensembleN ∈ Ω est connexe si pour tout couple de points de cet ensemble, il existe
un chemin (au sens de la connexitécd définie surΩ) reliant ces deux points tels que tous les points de ce
chemin appartiennent àN .

(a) (b) (c)

FIG. 2.1 – Filtrage d’un ensemble binaire (a) avec un opérateurφ connexe (b) et un opérateurφ non connexe
(c).

Définition 2.1.2. L’ensembleC(N) des composantes connexes d’un ensembleN ⊆ Ω est l’ensemble des
ensembles connexes de taille maximale inclus dansN .

Définition 2.1.3. Pour tout ensemble netN , on définit la composante connexe associée à un pointp comme
l’ensemble des pointsp′ ∈ Ω tels queΓ̂pN (p′) = 1 avecΓ̂ défini comme :

∀(p, p′) ∈ Ω2 Γ̂pN (p′) =

{

1 si p etp′ sont connexes dansN ouN
0 sinon

Lors de la définition de la connexité discrètecd surΩ, on remarquera que les connexités utilisées dans
N et son complémentaireN ne sont pas forcement les mêmes. Par exemple si on utilise une4-connexité
pour l’objet (N ), on devra utiliser une 8-connexité pour le fond (N ). On se reportera à l’annexe A.2 pour
plus d’information sur les différents types de connexité.

Enfin on utilisera la définition suivante pour dire qu’un opérateur est connexe :

Définition 2.1.4. Un opérateurφ : 2Ω → 2Ω est un opérateur connexe si :

∀N ⊆ Ω (C(N ∩ φ(N)) ⊆ C(N)) ∧ (C(N ∩ φ(N)) ⊆ C(N))

Plus concrètement, cela signifie qu’un opérateur est connexe si l’ensemble des composantes connexes
contenues dans l’ensemble d’entrée contient les composantes connexes formées par les éléments qui sont
passés de l’état d’objet à fond par le filtrage. De même, un telopérateur doit s’assurer que les composantes
connexes formées par les éléments passant du statut de fond àobjet sont bien incluses dans l’ensemble des
composantes connexes contenues dans le fond de l’ensemble d’entrée. La définition précédente se traduit
par l’idée que chaque composante connexe du fond (resp. de l’objet) peut après filtrage parφ soit devenir
complètement de l’objet (resp. du fond) ou rester telle quelle. Il est important de remarquer qu’ainsi une
composante connexe ne peut être coupée par l’opérateur. Un opérateur connexe ne peut donc pas créer
de nouveaux contours : il peut juste en garder ou en supprimer. La figure 2.1 présente un exemple de
ce processus. Dans le cas de l’opérateur connexe (b), un objet (en noir) disparaît alors que dans le cas
de l’opérateur non connexe (c), un objet se voit modifié par l’ajout d’une nouvelle composante connexe
appartenant au fond (en blanc), invalidant ainsi la première partie de la définition 2.1.4.
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2.1.2 Extension aux images à niveaux de gris et filtres de nivellement

Selon la définition donnée par Salembier et Serra (1995), leszones plates (flat-zones) d’une image
I : Ω → G sont les plus grandes régions connexes deΩ sur lesquellesI est constante. Les zones plates
forment une partition de l’image. Leur extraction et leur filtrage peuvent être réalisés efficacement. Cepen-
dant la notion d’homogénéité radiométrique considérée esttrès stricte et peu robuste au bruit qui peut altérer
l’image.

Définition 2.1.5. Un opérateur connexeδ : I → I pour les images à niveaux de gris est un opérateur qui
ne crée pas de nouveaux contours dans l’image filtrée, c’est-à-dire que toute zone plate qui peut être extraite
de l’image d’entrée est incluse dans une zone plate extraitede l’image filtrée :

∀I ∈ I,∀p ∈ Ω Γ̂pIp ⊆ Γ̂pδ(I)p

avec∀p ∈ Ω l’ensembleIp définit comme suit :∀p′ ∈ Ω (p′ ∈ Ip) ⇔ (I(p) = I(p′))

Ainsi les zones plates contenues dans l’image d’entrée ne peuvent pas êtrecasséesen deux.
Une grande classe d’opérateurs connexes utilisés dans la littérature (Meyer, 2005) sont les filtres de

nivellement. Ces derniers sont des opérateurs connexes quipréservent la direction des transitions locales.
Ainsi, un minimum local ne peut pas être transformé en maximum local et inversement. Ces filtres sup-
priment entre autres les extrema mais ne peuvent en aucun casen créer de nouveaux.

Bien sûr, sans autres contraintes sur les définitions, on ne peut généralement pas parler de filtres au sens
morphologique du terme dans la mesure où l’on ne peut généralement pas garantir des propriétés comme
l’idempotence ou la croissance de tels opérateurs (c.f. annexe A.3 pour plus de détails). On remarquera que
selon les applications, des filtres de nivellement n’ayant pas ces propriétés peuvent s’avérer néanmoins inté-
ressants. On peut citer pour l’exemple l’arasement volumique introduit par Vachier (2001) ou des variantes
qui sont utilisées en classification (Géraudet al., 2004).

2.1.3 Ouvertures d’attribut et filtres d’amincissement (thinning)

D’un point de vue plus pratique, Breen et Jones (1996) ont introduit deux grandes classes de filtres :
les ouvertures d’attribut et les filtres d’amincissement. Le principe général est de définir un filtre connexe
binaire par l’intermédiaire d’un critèreC qu’une composante connexe doit respecter pour être conservée
dans le but de filtrer tous les seuillages possibles de l’image d’entrée. Plus concrètement, le critère peut
être par exemple l’aire de la composante, ou le diamètre d’undisque englobant la composante. De manière
générale, on peut écrire un filtreδ de la façon suivante :

∀I ∈ I,∀p ∈ Ω δ(I)(p) = max
{

t/C
(

Γ̂p
X+
t (I)

)

= 1
}

avecX+
t (I) l’opérateur de seuillage qui retourne l’ensemble des points dont l’intensité est supérieure ou

égale àt etC un critère à valeur dans{0, 1} que les composantes connexes doivent respecter.
La différence entre ces deux types de filtres réside dans la propriété de croissance queC peut avoir. En

effet, en cas d’absence de cette propriété (cas des amincissements), on ne se trouve plus dans un cadre où le
filtre ne fait que réduire des maxima de l’image. Cela a pour effet de produire généralement des images qui
contiennent des contours artificiels. Néanmoins les deux types de filtres peuvent avoir des comportements
adaptés à différentes applications (simplification d’image, segmentation, etc.). Ces différents filtres sont
discutés plus en détails à l’annexe A.4.1.

2.2 Représentation de l’imprécision dans les images

Nous allons maintenant voir comment on peut représenter l’imprécision contenue dans une image à
niveaux de gris. Pour cela, nous allons utiliser le cadre théorique de la logique floue. Ainsi, après un bref
rappel sur les notations utilisées pour manipuler les ensembles flous, nous introduirons un formalisme pour
représenter des images à niveaux de gris flous. Enfin nous définirons deux classes d’images floues et moti-
verons le formalisme introduit par rapport aux utilisations du flou proposées dans la littérature.
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2.2.1 Ensembles flous

Un ensemble flou surΩ est représenté par sa fonction d’appartenancef : Ω → [0, 1]. Nous nous
restreignons à des ensembles flous dont le support est borné.Nous notonsfα uneα-coupe def et S
l’ensemble des ensembles flous définis surΩ. En considérant la relation d’ordre usuelle≤ surS, (S,≤) est
un treillis complet. Le supremum∨ et l’infimum∧ sont respectivement lemax et lemin. Nous notons0F le
plus petit élément et1F le plus grand élément deS. On remarquera que l’ensemble2Ω des ensembles inclus
dansΩ est inclus dansS. Pour des raisons de simplicité d’écriture, lorsque nous manipulerons un ensemble
flou de fonction d’appartenancef , nous ne parlerons que def . Enfin on définiraK comme l’ensemble des
sous-ensembles flous définis surR+ (R+ → [0, 1]).

Certaines des notions usuelles sur les ensembles flous qui sont utilisées dans les travaux présentés ici
sont rappelées à l’annexe B.

2.2.2 Les image floues

Pour représenter l’imprécision d’une image nous proposonsde ne plus représenter les valeurs des pixels
par des valeur nettes, mais plutôt d’utiliser des quantitésfloues. Ainsi une image floue sera définie comme
un ensemble flou surΩ × G (Ω × G → [0, 1]). On noteraF l’ensemble de ces images floues. On notera
2Ω×G les images floues deF dont les degrés d’appartenance valent0 ou1. Bien entendu, selon la nature de
ces quantités floues, la sémantique de l’image pourra changer comme on le verra par la suite.

Ω domaine borné de l’image muni d’une connexité discrète
G ensemble des niveaux de gris
I ensemble des images naturellesI : Ω → G
S ensemble des ensembles flous définis surΩ (Ω → [0, 1])
F ensemble des ensembles flous définis surΩ × G (Ω × G → [0, 1])
2Ω ensembles des ensembles inclus dansΩ (Ω → {0, 1}). De manière évi-

dente, on a :2Ω ⊂ S.
2Ω×G ensembles des ensembles inclus dansΩ×G ( Ω×G → {0, 1}). De manière

évidente, on a :2Ω×G ⊂ F .
K Ensemble des sous-ensembles flous définis surR+ (R+ → [0, 1])

TAB . 2.1 – Notations générales sur les images floues.

Dans un souci de clarté dans la lecture de ce chapitre, nous proposons de résumer les notations essen-
tielles qui ont été introduites jusqu’ici dans le tableau 2.1. Pour unα ∈ [0, 1], et une image floueF ∈ F ,Fα
représente uneα-coupe deF . On utilisera aussi, pour un niveau de gris donnég ∈ G, la notationF (∗, g)
pour définir l’ensemble flouf ∈ S qui vérifie∀p ∈ Ω f(p) = F (p, g). De même pour un pointp ∈ Ω,
F (p, ∗) représentera l’ensemble flouf surG défini comme∀g ∈ G f(g) = F (p, g).

2.2.3 Images d’ombres floues

La première grande famille d’images floues que nous allons introduire est celle des image d’ombres
floues. Ce type d’images a pour vocation d’étendre les filtresconnexes de type ouverture d’attribut et amin-
cissement où les composantes connexes considérées lors du filtrage sont extraites par seuillages multiples
de l’image (c.f. annexe A.4.1).

Définition 2.2.1. F ∈ F est une image d’ombres floues (IOF) ssi :

∀p ∈ Ω,∀g1 ∈ G,∀g2 ∈ G g1 ≤ g2 ⇒ F (p, g1) ≥ F (p, g2)

Une image d’ombres floues est une extension directe du concept d’image d’ombres binaire : on aug-
mente la dimension d’une image en niveaux de gris pour obtenir une image binaire de dimensionn + 1
(c.f. annexe A.1 pour plus de détails). Dans notre cas on considère des images en niveaux de gris avec une
imprécision sur ces derniers qui se traduit par des ensembles flous dans l’image d’ombres.
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Pour une image d’ombres flouesF , pour toutp ∈ Ω et g ∈ G, F (p, g) représente le degré avec lequel
l’image représentée est supérieure ou égale àg au pointp. L’image d’ombres floues permet donc entre
autres de représenter l’imprécision sur les niveaux de grisd’une image classique. Une exemple d’image
d’ombres floues est présentée à la figure 2.2.

LesIOF étant une extension des images d’ombres, ces dernières peuvent à part entière être considérées
comme des images floues. Dans ce formalisme, on peut introduire un opérateurumqui décrit un processus
de conversion d’image en niveaux de gris vers des images d’ombres classiques.

Définition 2.2.2. L’opérateur de conversion d’une image classique vers uneIOF um : I → 2Ω×G est défini
comme :

∀I ∈ I,∀p ∈ Ω,∀g ∈ G um(I)(p, g) =

{

1 si g ≤ I(p)
0 sinon

Cette définition est conforme à la définition classique évoquée en annexe A.1 : pour chaque pointp ∈ Ω,
seuls les niveaux de gris inférieurs ou égaux à l’intensité de l’image en ce point appartiennent à l’image
d’ombres. Cependant, les images appartenant àI ne disposant pas d’imprécision sur les niveaux des gris,
l’image d’ombres obtenue est donc binaire, mais peut être considérée comme un sous-ensemble flou. Des
méthodes de construction plus évoluées seront présentées dans le chapitre 4. La nature de l’imprécision
représentée par ces images est fortement liée à leur construction. Comme on le verra au chapitre 4, on
peut représenter de l’ambiguïté lié au bruit dans les imagesou des défauts liés aux conditions d’acquisition
(artefacts de reconstruction en imagerie 3D par exemple). Nous détaillerons principalement l’impact du
bruit dans ce même chapitre 4.

Ω

G 0 1

FIG. 2.2 – Exemple d’une image d’ombres floues définie sur un domaineΩ 1D.

De manière similaire, on peut définir un outil simple pour la suppression de l’imprécision d’uneIOF :

Définition 2.2.3. L’opérateurim : [0, 1]×F → I de conversion d’uneIOF vers une image nette est défini
comme :

∀α ∈ [0, 1],∀F ∈ F ,∀p ∈ Ω
imα(F )(p) = max{g ∈ G/F (p, g) ≥ α}

Cet opérateur sert à revenir dans le domaine des images à niveaux de gris à partir d’une image d’ombres
floues. Comme cette dernière peut présenter une imprécisionsur la valeur réelle de niveau de gris pour tous
les points de l’espace, il faut lever l’ambiguïté. Cela est fait en considérant l’α-coupe de niveauα pour
obtenir une image d’ombres binaire, et ainsi pouvoir revenir de manière directe vers une image à niveaux
de gris.

2.2.4 Images d’intervalles flous et images de nombres flous

Nous proposons ici une autre classe d’images floues. Contrairement à la définition précédente des
images d’ombres floues où l’imprécision était traduite par une inégalité (F (p, g) correspond au degré avec
lequel l’image est supérieure ou égale àg en p), nous allons essayer de considérer une imprécision sur
l’égalité en un point donné à un niveau de gris donné. Ainsi onsouhaite une image floueF ∈ F qui ait
la sémantique suivante pour un pointp et un niveau de grisg : F (p, g) correspond au degré avec lequel
l’image est égale àg au pointp. De manière plus pratique, on représentera les niveaux de gris soit par des
intervalles flous, soit par des nombres flous.
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Définition 2.2.4. Une imageF ∈ F est une image d’intervalles floues (IIF ) ssi :

∀p ∈ Ω F (p, ∗) est un intervalle flou

De manière similaire, on définit les images de nombres flous (INF) :

Définition 2.2.5. Une imageF ∈ F est une image de nombres flous ssi :

∀p ∈ Ω F (p, ∗) est un nombre flou

Ces deux types d’images ont pour but de permettre la formalisation d’extensions floues de filtres
connexes travaillant sur des composantes connexes extraites à partir des zones plates de l’image.

Une manière simple de construire de telles images à partir d’une image netteI ∈ I est de déployer
un patron centré autour de chaque valeur nette de niveau de gris. Les limitations de cette méthode seront
discutées dans le chapitre 4, et d’autres méthodes plus évoluées seront proposées. Des exemples d’images
d’intervalles et de nombres flous sont présentés à la figure 2.3.

Comme pour les images d’ombres floues, l’imprécision représentée par les degrés d’appartenance des
IIF dépend fortement des défauts modélisés lors de l’étape de construction de ces dernières.

Ω

G 0 1

(a)

Ω

G 0 1

(b)

FIG. 2.3 – Exemple d’une image d’intervalles flous (a) et d’une image de nombres flous (b) définies sur un
domaineΩ 1D.

La différence principale entre les deux types de quantités floues utilisées dans les images que l’on vient
d’introduire se situe au niveau du noyau. Dans le cas d’intervalles flous, ce dernier est un intervalle alors
que dans le cas de nombres flous, il est réduit à un point. Ainsion remarque que lesINF sont juste un cas
particulier desIIF .

2.2.5 Autres utilisations du flou en traitement d’image

La modélisation de l’imprécision que nous venons de proposer n’est bien évidemment pas la seule pos-
sible. Ainsi on peut trouver dans la littérature des méthodes utilisant la théorie des ensembles flous pour
résoudre différents problèmes liés à l’image (Nachtegaelet al., 2007) comme le débruitage (Schulteet al.,
2006b,a) ou la segmentation (Coutoet al., 2008). Récemment des travaux proposant d’utiliser des en-
sembles flous de type 2 ont été introduits (Tizhoosh, 2008; Tehamiet al., 2007; Bustinceet al., 2007).
Ce dernier type d’ensembles permet de modéliser l’imprécision qui peut apparaître sur les degrés d’appar-
tenance que l’on associe aux niveaux de gris d’une image. Malheureusement, ce type d’approches, bien
que potentiellement plus puissantes que des approches reposant uniquement sur des ensembles flous clas-
siques (ou de type 1), est aussi plus gourmand en temps de calcul. Leur utilisation est donc contrainte à des
simplifications qui sont propres à des applications spécifiques.

Contrairement aux approches existantes, le formalisme quenous proposons dans ce chapitre peut être
vu comme un cadre de travail générique permettant de représenter l’imprécision dans les images. Ainsi,
on ne se limite pas uniquement à une tache spécifique comme la segmentation par exemple même si on
utilisera cette dernière pour illustrer le potentiel de nosdéveloppements.
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2.3 Les filtres connexes flous

Dans cette section, nous allons nous intéresser à la définition de filtres connexes sur le nouveau type
d’images que nous venons d’introduire. Pour ce faire, nous rappellerons certaines notions de connexité
floue qui existent dans la littérature, nous nous attarderons ensuite sur la définition de zones plates floues.
Puis nous introduirons la notion d’opérateurs connexes pour les ensembles flous, de filtres d’extinction
et d’opérateurs connexes flous pour les images à niveaux de gris. Nous étudierons aussi les propriétés
mathématiques de ces nouveaux opérateurs ainsi que les liens existant avec les filtres plus classiques. Nous
finirons par une définition plus générale de filtres dans le cadre de la détection de structures.

2.3.1 Connexité des ensembles flous

La notion de connexité des ensembles flous a fait l’objet de différentes définitions comme celle pro-
posée par Rosenfeld (1979) ou encore celle de Nempontet al. (2008), la plus répandue étant la première.
Ces notions de connexité peuvent être représentées et manipulées de façon appropriée par une hypercon-
nexion (Serra, 1998; Braga-Neto et Goutsias, 2003b). Nous notonsH ⊆ F l’ensemble des ensembles flous
connexes au sens d’une de ces définitions.

Connexité de Rosenfeld (1979)

La connexité floue la plus simple a été introduite par Rosenfeld (1979). L’idée est d’associer un degré
de connexité entre deux points dans un ensemblef ∈ S en utilisant la définition suivante :

Définition 2.3.1. Le degré de connexité dans un ensemble flouf ∈ S entre deux pointsp et p′ deΩ2 est
(Rosenfeld, 1984, 1992, 1998) :

cf (p, p
′) = max

L∈{cheminp,p′}
(min
pi∈L

f(pi))

avec{cheminp,p′} l’ensemble des chemins dep versp′ en utilisant la connexité discrète surΩ.

En utilisant cette définition, on peut introduire la notion de composante connexe associée à un point en
utilisant la définition suivante :

Définition 2.3.2. La composante connexe associée à un pointp ∈ Ω est exprimée comme :

∀p′ ∈ Ω Γ̃pf (p
′) = cf (p, p

′)

La définition 2.3.1 implique que le degré de connexité entre deux pointsp et p′ d’un ensemble flou
connexef est égal àmin(f(p), f(p′)). D’un point de vue topologique, si on considère un ensemble flou
connexe comme un paysage, la définition 2.3.2 implique qu’enpartant de son unique sommet (qui peut
être un plateau), on ne peut que descendre ou stagner. On définira de manière plus générale un ensemble
connexe de la manière suivante :

Définition 2.3.3. Un ensemblef ∈ S est un ensemble connexe flou ssi toutes sesα-coupes sont connexes
au sens de la connexité discrètecd (Rosenfeld, 1979).

L’idée derrière cette définition est que l’on considère qu’un ensemble flou est connexe si chacune de
sesα-coupes contient au plus une composante connexe au sens binaire (c.f. figure 2.4). On noteraH1

l’ensemble des composantes connexes deS selon cette définition.

Hyperconnexion de Braga-Neto et Goutsias (2003b)

Bien que très intuitive, la définition précédente a pour défaut majeur d’être assez stricte. En effet, pour
qu’un ensemble flou soit considéré comme connexe, il faut quetoutes sesα-coupes le soient. Cela peut
poser problème lorsque des petites variations dans l’ensemble flou invalident cette définition. De plus, étant
une mesure en tout ou rien, il se pose aussi un problème de continuité. Pour contourner ces problèmes, on
peut utiliser les travaux de Braga-Neto et Goutsias (2003b)dans le but d’assouplir la définition précédente.
Pour se faire, on définit une hyperconnexionH1

τ , qui représente l’ensemble des ensembles flous connexes
modulo le paramètreτ qui correspond à la limite de ce que l’on considère comme connexe :
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1

0

Ω

(a)

1

0

Ω

(b)

FIG. 2.4 – Illustration deH1. (a) Ensemble flou connexe selon la définition 2.3.3. (b) Ensemble non
connexe.

Définition 2.3.4. Pour toutτ ∈ [0, 1], l’hyperconnexionH1
τ s’exprime de la manière suivante :

H1
τ = {f ∈ S/∀α ≤ τ, fα est connexe}

En d’autres termes on s’autorise à avoir plusieurs composantes connexes dans lesα-coupes pour des
α > τ comme on peut le voir à la figure 2.5. Toujours dans l’optique d’assouplir la notion de connexité, on
peut définir un degré de connexité à partir de cette hyperconnexion.

1

0

Ω

τ = 0.35

(a)

1

0

Ω

τ = 0.1

(b)

FIG. 2.5 – Illustration deH1
τ . (a) Ensemble appartenant àH1

0.35. (b) Ensemble appartenant àH1
0.1. Le degré

de connexité du premier ensemble est supérieur à celui du deuxième bien que visuellement, ce dernier
semble le plus connexe.

Définition 2.3.5. Le degré de connexité d’un ensemble flou en fonction des hyperconnexions{H1
τ , τ ∈

[0, 1]} s’exprime comme :

∀f ∈ S c1(f) = max
{

τ ∈ [0, 1]/f ∈ H1
τ

}

Hyperconnexion proposée par Nempontet al. (2008)

Le problème avec l’hyperconnexion précédente est que des faibles variations dans la fonction d’appar-
tenance d’un ensemble flou ne sont pas traitées de la même manière si elles apparaissent pour des niveaux
d’α-coupes élevés ou pour des niveaux d’α-coupes faibles. Pour cette raison, Nempontet al. (2008) ont
introduit une nouvelle hyperconnexion reposant sur un nouveau degré de connexité d’un ensemble flou. Ce
denier repose sur le degré de connexité de deux points dans unensemble flou.

Définition 2.3.6. Le degré de connexitéc2f entre deux pointsp, p′ de Ω dans un ensemble flouf ∈ S
s’exprime comme :

c2f (p, p
′) = 1 − min (f(p), f(p′)) + cf (p, p

′)
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Ce degré de connexité s’obtient en faisant le constat que pour tout ensemble flouf , pour tout couple
de points(p, p′) ∈ Ω, on a toujourscf (p, p′) ≤ min(f(p), f(p′)), ce qui permet de dire que l’expression
cf (p, p

′) = min(f(p), f(p′)) que vérifie un ensemble flou au sens de la définition 2.3.3 est équivalente à
cf (p, p

′) ≥ min(f(p), f(p′)). En substituant l’inégalité par une implication de Lukasiewicz (on écrita ≤ b
sous la formemin(1, b + 1 − a) pourb = cf (p, p

′) eta = min(f(p), f(p′))), on obtientc2f (p, p
′) comme

degré de satisfaction pour cette inégalité (Nempontet al., 2008).
Ce degré de connexité entre deux points permet d’associer undegré de connexité à un ensemble flou :

Définition 2.3.7. Le degré de connexitéc2 d’un ensemble flouf ∈ S s’exprime comme :

c2(f) = min
p,p′∈Ω

c2f (p, p
′)

En utilisant ce degré de connexité, on peut définir une nouvelle hyperconnexion dont les ensembles qui
la composent doivent avoir un degré de connexité supérieur ou égal à un seuil (c.f. figure 2.6).

Définition 2.3.8. Pour toutτ ∈ [0, 1], l’hyperconnexionH2
τ est définie comme :

H2
τ =

{

f ∈ S/c2(f) ≥ τ
}

1

0

Ω

1 − τ = 0.65

(a)

1

0

Ω

1 − τ = 0.1

(b)

FIG. 2.6 – Illustration deH2
τ . (a) Ensemble appartenant àH2

0.35. (b) Ensemble appartenant àH1
0.9.

Composante connexe floues

Le but de ce chapitre étant de fournir une extension dans le cadre du flou des filtres connexes, il nous
faut établir la notion de composante connexe floue. De manière générique, on considérera à présent que l’on
utilise une hyperconnexionH du même genre que celles décrites précédemment (H1, H1

τ ouH2
τ ) sans s’y

limiter. On peut donc déduire la définition suivante :

Définition 2.3.9. L’ensemble des composantes connexes floues incluses dans unensemble flouf ∈ S notée
H(f) est constitué des plus grands éléments deH plus petits quef .

La figure 2.7 illustre cette définition dans le cas oùH = H1. Selon l’hyperconnexion choisie, on étend
la définition deΓ̃pf de la manière suivante :

Définition 2.3.10. ∀f ∈ S,∀p ∈ Ω Γpf est la composante connexe incluse dansH(f) qui maximise le
degré d’appartenance au pointp.

2.3.2 Régions homogènes et zones plates floues

Pour étendre la notion de zones plates dans le cadre du flou, nous considérerons les images de nombres
flous ainsi que les images d’intervalles flous. Dans ces images, le niveau de gris en chaque point est modélisé
par une quantité floue pouvant être considérée comme l’extension floue d’une valeur de niveau de gris
classique. Si tous les points d’une région donnée peuvent présenter le même niveau de gris nous considérons
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FIG. 2.7 – Composantes connexe floues (b), (c), (d) incluses dansl’ensemble (a).

alors qu’elle est stable radiométriquement. Les régions étant représentées par des ensembles flous, le sous-
ensembleχF deS des ensembles flous radiométriquement stables dans une image I peut alors être défini
relativement à l’image floue correspondanteF :

χF = {f ∈ S/∃g ∈ G, f ≤ F (∗, g)}. (2.1)

L’ensembleχF ∩ H est composé des ensembles flous connexes et radiométriquement stables. Nous
définissons les zones plates floues comme les éléments de taille maximale de cet ensemble associés aux
différents niveaux de grisg : {f ∈ H(F (∗, g))/g ∈ G}.

FIG. 2.8 – Composantes connexes inclues dans une image floue. Lesdonnées originales correspondent aux
zones hachurées.fA, fC etfD appartiennent àχF ∩H, mais pasfB .

La figure 2.8 illustre cette définition sur un exemple1D. Les données originales sont représentées en
hachuré et nous choisissonsF (p, g) = 1 si |g − I(p)| ≤ 1, F (p, g) = 0, 5 si |g − I(x)| = 2 etF (p, g) = 0
sinon. L’ensemble floufA appartient àχF ∩ H. En effet il est connexe et vérifiefA ≤ F (∗, g) pour g
valant 7, 8 ou 9. Par contrefB n’appartient pas à ce dernier. En effet il n’existe aucun niveaug tel que
la condition d’inclusion de l’équation 2.1 soit vérifiée. Les ensembles flousfC et fD sont deux autres
exemples d’ensembles appartenant àχF ∩H. Notons de plus quefA etfD sont deux zones plates floues.

Contrairement aux zones plates classiques, l’expression floue de ces dernières ne forme plus nécessai-
rement une partition de l’imageI puisqu’elles peuvent se recouvrir. Par ailleurs si aucune imprécision n’est
introduite lors de la construction de l’image floueF , c’est-à-dire que pour tout pointp et pour tout niveau
de grisg nous avonsF (p, g) = 1 si I(p) = g etF (x, g) = 0 sinon, les zones plates floues sont exactement
les zones plates de l’imageI et la définition proposée est donc cohérente avec le cas classique.

Remarquons que l’expression 2.1 peut aussi avoir du sens dans le cadre d’image d’ombres floues. La
différence principale étant que la notion de stabilité radiométrique est remplacée par une notion decompa-
tibilité radiométriquedéfinie à partir d’une inégalité (≥) sur les niveaux de gris dans l’image. Ainsi, des
points appartenant à un ensemble flou deS inclus dans unF (∗, g) seraient radiométriquement compatibles.

2.3.3 Familles d’opérateurs connexes flous

Commençons par définir un opérateur connexe pour un ensembleflou deS :
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Définition 2.3.11. Un opérateurφ : S → S est un opérateur connexe flou (CF) si :

∀f ∈ S,∀α ∈ [0, 1] (C(fα ∩ φ(f)α) ⊆ C(fα)) ∧ (C(fα ∩ φ(f)α) ⊆ C(fα))

En d’autres termes, pour chacune desα-coupes, on peut raisonner comme dans le cas binaire et consi-
dérer les composantes connexes de l’α-coupe. Le comportement pour chaqueα-coupe est donc le même
que dans le cas d’un opérateur connexe binaire classique (c.f. définition 2.1.4).

SoitΨ = {ψg,F : S → S/g ∈ G, F ∈ F} un ensemble d’opérateurs.

Définition 2.3.12. Ψ est un ensemble d’opérateurs connexe flous faibles (EOCFF) si :

∀g ∈ G,∀F ∈ F ψg,F est CF (2.2)

∀g ∈ G,∀F ∈ F ,∀f ∈ S ψg,F (f) ⊆ f (2.3)

où⊆ correspond à l’inclusion classique surS.

Un opérateur flou connexe faible (ψg,F ) est l’équivalent d’un opérateur connexe en binaire avec une
propriété d’anti-extensivité. Les trois indices ont des buts assez distincts, et pourront (des exemples seront
présentés à la fin de ce chapitre) dans certains cas être supprimés. Les paramètresg etF correspondent à
des données extérieures qui seront utilisées dans le cadre de la définition des opérateurs connexes sur les
images floues. On s’autorisera à définir grâce à cela des opérateurs qui dépendent du contenu d’une image
(celle qui est filtrée par exemple) en plus de l’emboîtement des composantes. Cela correspond à l’extension
de filtres tel que l’arasement volumique (Vachier, 2001).

L’équation 2.2 permet d’imposer que l’on travaille avec l’extension précédente d’opérateurs connexes
flous. On s’assure ainsi de ne pas introduire ou déplacer des contours dans l’ensemble filtré (en raison-
nant sur lesα-coupes). L’équation 2.3 impose l’anti-extensivité de l’opérateur. Cette condition permettra
d’assurer l’anti-extensivité de l’opérateur déduit deΨ destiné aux images floues.

Notons enfin qu’aucune croissance par rapport àg n’est imposée pour l’instant. Cela se traduira, lorsque
l’on filtrera des images d’ombres floues, par la non assurancede rester dans le domaine des images d’ombres
floues telles que définies à l’équation 2.2.1. Cela sera détaillé après.

Définition 2.3.13. Ψ est un ensemble d’opérateurs connexe flous simples (EOCFS) si :

Ψ est un EOCFF (2.4)

∀g ∈ G,∀(F, F ′) ∈ F2,∀(f, h) ∈ S2

(f ⊆ h) ∧ (F ⊆ F ′) ⇒ ψg,F (f) ⊆ ψg,F
′
(h)

(2.5)

La propriété de décroissance (équation 2.5) permettra d’assurer la croissance d’un opérateur dédié aux
images d’ombres construit à partir d’unΨ EOCFScomme il sera montré plus tard.

Définition 2.3.14. Ψ est un ensemble d’opérateurs connexe flous ordonnés (EOCFO) si :

Ψ est un EOCFS (2.6)

∀(g1, g2) ∈ G2,∀F ∈ F ,∀f ∈ S
g1 ≥ g2 ⇒ ψg1,F (f) ⊆ ψg2,F (f)

(2.7)

On raffine ici la définition deΨ par l’introduction de la propriété de croissance par rapport àg. Comme
il le sera montré plus tard, cette condition est suffisante pour s’assurer que le filtrage d’uneIOF donne bien
uneIOF.

SoitΨλ un ensemble de fonctions paramétrées parλ ∈ R+ : Ψλ = {ψg,Fλ : S → S/g ∈ G, F ∈ F}.

Définition 2.3.15. Ψλ est un ensemble d’opérateurs connexe flous étendus (EOCFE) si :

∀λ Ψλ est un EOCFO (2.8)

∀(g1, g2) ∈ G2,∀(λ, µ) ∈ R+2

,∀F ∈ F ,∀f ∈ S
(λ ≥ µ) ∧ (g1 ≥ g2) ⇒ ψg1,Fλ (f) ⊆ ψg2,Fµ (f)

(2.9)

∀g ∈ G,∀F ∈ F ,∀f ∈ S ψg,F0 (f) = f (2.10)
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On raffine ici la définition deΨ en ajoutant un paramètreλ avec une contrainte de décroissance par rap-
port à ce dernier. L’idée est ici de proposer les briques pourune extension des filtres d’extinction. En effet,
la sémantique deλ est que ce paramètre représente un seuil sur un attribut (aire, volume, etc.) calculé sur
les ensembles flous. En jouant avec ce seuil on pourrait apprécier la disparition graduelle d’une composante
connexe floue. Remarquons enfin que l’équation 2.9 entraîne de manière directe l’équation 2.7 pourψλ.

2.3.4 Persistance d’un ensemble flou

Un opérateur connexe classique simplifie l’ensemble qui luiest passé en entrée en supprimant certaines
composantes connexes. Si cet opérateur est paramétré par unparamètre scalaire, il peut être intéressant
de voir pour quelles valeurs critiques de ce dernier les différentes composantes connexes de l’ensemble
disparaissent. Cela est généralement réalisé à l’aide d’opérateurs d’extinction (c.f. annexe A.4.2 pour plus
de détails sur ce type d’opérateurs).

Comme c’est le cas pour les opérateurs connexes classiques,les opérateurs flous ont pour vocation
de faire disparaître certaines composantes connexes de l’ensemble d’entrée. La différence principale est
que ces composantes connexes peuvent disparaître partiellement. Dans le même esprit que les opérateurs
d’extinction, nous proposons un outil pour apprécier la conservation des différentes composantes connexes
floues en fonction de la force du filtrage (par l’intermédiaire d’un paramètre scalaire). Nous introduisons
cette notion sous le nom de persistance floue. L’idée est de construire pour une composante connexe floue
une quantité floue qui associe à chaque valeur de paramètre ledegré de similitude entre la composante avant
et après filtrage. Nous allons tout d’abord rappeler la définition d’une mesure de similitude nécessaire pour
définir la persistance.

Définition 2.3.16. S : S × S → [0, 1] est une mesure de similarité si (Dubois et Prade, 1980) :

∀f ∈ S S(f, f) = 1 (2.11)

∀(f, h) ∈ S2 S(f, h) = S(h, f) (2.12)

∀(f, h, j) ∈ S3 min(S(f, h), S(h, j)) ≤ S(f, j) (2.13)

Ces propriétés signifient que la mesureS doit être réflexive (équation 2.11), symétrique (équation 2.12)
et min-max transitive (équation 2.13).

En considérant unΨλ EOCFE(λ étant le scalaire permettant d’influer sur la force du filtrage), on peut
introduire la notion de persistance floue d’une composante connexe associée à un point deΩ dans une image
IOF :

pers : F × E × Ω → K

qui est définie comme :

∀F ∈ F,∀g ∈ G,∀p,∀λ ∈ R+ ∈ Ω pers(F, g, p)(λ) = S
(

ΓpF (∗,g),Γ
p

ψg,Fλ (F (∗,g))

)

Pour une imageF et un niveau de grisg, pers(F, g, p)(λ) correspond au degré avec lequel l’objet repré-
senté par la composante connexe floue associée àp persiste au filtrage parψλ (c.f. figure 2.9). La quantité
floue résultantepers(F, g, p) traduit donc la disparition en fonction deλ de cette composante. Cette for-
mulation a donc pour but de traduire le même concept que les fonctions classiques d’extinction (Matheron,
1974; Serra, 1982).

2.3.5 Opérateurs connexes flous pour les images à niveaux de gris flous

Nous allons maintenant utiliser les définitions introduites précédemment pour définir un moyen de filtrer
les images à niveaux de gris.

Définition 2.3.17. SoitΨ = {ψg,F : S → S/g ∈ G, F ∈ F} unEOCFF, l’opérateurδΨ : F → F associé
àΨ dédié aux images floues est défini de la manière suivante :

∀F ∈ F ,∀p ∈ Ω,∀g ∈ G δΨ(F )(p, g) = ψg,F (F (∗, g))(p)
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FIG. 2.9 – Persistance (f) d’une composante connexe floueΓpF (∗,g) (c) à partir de l’ensembleF (∗, g) (b)

extrait de l’image d’ombres floues (a). (d) et (e) représentent Γp
ψg,Fλ (F (∗,g)) pour des valeurs croissantes de

λ.

De par sa construction, on remarque qu’un tel filtre va traiter une image en entrée en utilisant les sous-
ensembles flous contenus dans chaque niveau de gris de manière pseudo indépendante (grâce aux indicesg
etF , on peut toujours avoir accès à l’information globale de l’image).

Grâce aux propriétés que peut avoir l’ensemble d’opérateurs Ψ, on va déduire les propriétés que peut
posséder l’opérateurδΨ. Cette étape d’étude de propriétés est intéressante pour pouvoir facilement, et de
manière abstraite, connaître les possibilités d’un filtre et son utilisation potentielle. Il serait aussi intéressant
de définir un autre type d’opérateur de la formeψg,F

′
(F (∗, g))) avecF ′ une image différente de l’image

(F ) que l’on cherche à filtrer.
On cherche ici à définir les conditions pour qu’un filtre associé à un ensemble d’opérateursΨ retourne

une IOF lorsqu’il est appliqué à uneIOF, en d’autres termes que l’on travaille toujours avec des images
d’ombres floues.

Théorème 2.3.1.Un filtre associé à unΨ EOCFO est une opération interne dans les IOF :

∀Ψ EOCFO,∀F ∈ F F IOF ⇒ δΨ(F ) IOF

Démonstration.SoitΨ unEOCFO, soitF uneIOF. En utilisant la définition 2.2.1, on a :

∀p ∈ Ω,∀(g1, g2) ∈ G2 g1 ≤ g2 ⇒ F (p, g1) ≥ F (p, g2)

⇒ F (∗, g2) ⊆ F (∗, g1)

de plus on a :

δΨ(F )(p, g1) = ψg1,F (F (∗, g1))(p)
δΨ(F )(p, g2) = ψg2,F (F (∗, g2))(p)

en utilisant l’équation 2.5 on a donc :

ψg1,F (F (∗, g2)) ⊆ ψg1,F (F (∗, g1))

or en utilisant l’équation 2.7, on a :

ψg2,F (F (∗, g2)) ⊆ ψg1,F (F (∗, g2))

d’où :

ψg2,F (F (∗, g2)) ⊆ ψg1,F (F (∗, g1))
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donc :

δΨ(F )(p, g2) ≤ δΨ(F )(p, g1)

ce qui implique queδΨ(F ) est uneIOF.

Remarquons néanmoins qu’il peut être tout de même intéressant de travailler avec des ensembles d’opé-
rateurs qui ne sont pas desEOCFO(et donc obtenir des images qui ne sont pas desIOF) : cela peut per-
mettre de travailler seulement sur les composantes emboîtées d’une image qui vérifient un certain critère
(e.g. compacité). Il reste dans ce cas à trouver un moyen autre que l’opérateurimα pour défuzzifier et ainsi
interpréter le résultat du filtrage. Nous aborderons cela à la définition 2.3.18.

Théorème 2.3.2.Un filtre δ produit à partir d’unΨ EOCFS est croissant :

∀ΨEOCFS,∀(F, F ′) ∈ F2 F ⊆ F ′ ⇒ δΨ(F ) ⊆ δΨ(F ′)

Démonstration.SoitΨ unEOCFS, soit(F, F ′) ∈ F2 tel queF ⊆ F ′

∀g ∈ G F (∗, g) ⊆ F ′(∗, g) ⇒ ψg,F (F (∗, g)) ⊆ ψg,F
′
(F ′(∗, g)) (c.f. équation 2.5)

⇒ ∀p ∈ Ω ψg,F (F (∗, g))(p) ≤ ψg,F
′
(F ′(∗, g))(p)

⇒ ∀p ∈ Ω δΨ(F )(p, g) ≤ δΨ(F ′)(p, g) (c.f. définition 2.3.17)
⇒ δΨ(F ) ⊆ δΨ(F ′)

Théorème 2.3.3.Un filtre δ construit à partir d’unΨ EOCFF vérifiantψg,F (f) = ψg,F
′
(ψg,F (f)) est

idempotent :
{ ∀ΨEOCFF tq∀(F, F ′) ∈ F2,∀g ∈ G,∀f ∈ S
ψg,F (f) = ψg,F

′
(ψg,F (f)) ⇒ δΨ idempotent

(2.14)

Démonstration.SoitΨ unEOCFF tel que∀(F, F ′) ∈ F2, ∀g ∈ G, ψg,F (f) = ψg,F
′
(ψg,F (f)).

SoitJ ∈ F
∀p ∈ Ω,∀g ∈ G δΨ(δΨ(J))(p, g) = ψg,δΨ(J)(δΨ(J)(∗, g))(p)

= ψg,δΨ(J)(ψg,J(J(∗, g)))(p)
= ψg,J(J(∗, g))(p)
= δΨ(J)(p, g)
⇒ δΨ idempotent

On remarquera que l’hypothèse faite sur l’absence de lien entreF etF ′ est assez forte. En fait, les filtres
qui sont idempotents sont généralement ceux qui ne dépendent ni deg ni deF . Un exemple reposant sur le
cardinal des composantes sera détaillé plus loin.

Théorème 2.3.4.Un δΨ construit à partir d’unΨ EOCFS qui vérifie∀(F, F ′) ∈ F2,∀g ∈ G,∀f ∈
S ψg,F (f) = ψg,F

′
(ψg,F (f)) est un filtre morphologique.

Démonstration.CommeδΨ est croissant et idempotent, c’est bien un filtre morphologique.

Théorème 2.3.5.Un δΨ construit à partir d’unΨ EOCFF est anti-extensif.

Démonstration.

∀Ψ EOCFF,∀F ∈ F ,∀g ∈ G
ψg,F (F (∗, g))) ⊆ F (∗, g) ⇒ ∀p ∈ Ω ψg,F (F (∗, g)))(p) ≤ F (p, g) (c.f. équation 2.3)

⇒ δΨ(F )(p, g) ≤ F (p, g)
⇒ δΨ anti-extensif
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L’anti-extensivité est donc transmise desψ vers l’opérateurδΨ. On en déduit donc le résultat suivant.

Théorème 2.3.6.Un δΨ construit à partir d’unΨ EOCFS qui vérifie∀(F, F ′) ∈ F2,∀g ∈ G,∀f ∈
S ψg,F (f) = ψg,F

′
(ψg,F (f)) est une ouverture algébrique.

Dans le but d’interpréter les images filtrées qui ne sont ni des IOF ni desIIF ou desINF, une étape
d’agrégation peut être utilisée. Cet opérateur peut être utile lorsque l’on veut passer du domaine (Ω × G)
des images floues vers le domaine de définition des images classique (Ω). Cela permet de s’abstraire des
problèmes d’interprétation qui peuvent apparaître lorsque l’on travaille avec des filtres qui ont un com-
portement similaire à celui des amincissements (Breen et Jones, 1996) comme par exemple la création de
contours artificiels.

Définition 2.3.18. L’opérateuragg : F → S est défini comme :

∀F ∈ F , p ∈ Ω agg(F )(p) = ⊥
g∈G

F (p, g)

avec⊥ : [0, 1] × [0, 1] → [0, 1] une t-conorme quelconque.

Le choix d’une t-conorme se justifie par la sémantique qu’ontles filtres qui nécessitent l’emploi de
l’opérateuragg. En général, ils ont pour but de détecter les composantes connexes qui vérifient un critère
donné. Un opérateur de disjonction permet donc de voir les endroits dansΩ où au moins une composante
connexe a été conservée, et ce indépendemment de son niveau de gris.

La figure 2.10 présente un exemple où l’opérateuragg peut être utilisé. Dans ce cas précis seules les
composantes contenues dans une certaine fourchette de tailles sont gardées dans l’image filtrée, l’opérateur
d’agrégation permet donc de voir où sont (dansΩ) les objets qui ont cette propriété.

Ω

G

(a)

Ω

G

(b)

1

0

Ω

(c)

FIG. 2.10 – Agrégation (c) du résultat du filtrage (b) d’une imaged’ombres floues (a).

2.3.6 Lien avec les opérateurs connexes classiques

Nous allons maintenant nous intéresser à la façon d’exprimer les filtres classiques (e.g. ouverture d’at-
tribut (Vincent, 1993)) dans ce nouveau formalisme. Les développements proposés ont pour but de fournir
un cadre générique pour l’étude d’opérateurs classiques dans le formalisme des images floues. Bien que
cela se fasse au coût d’une certaine lourdeur d’écriture, cette étude permet d’établir un pont solide d’un
point de vue théorique entre le formalisme flou proposé et le formalisme classique.

Définition 2.3.19. δ : F → F est une extension floue (EF) d’un opérateurG : I → I si :

∀I ∈ I im1(δ(um(I))) = G(I)

Cette définition d’extension floue peut se traduire comme le simple fait qu’un opérateur est une exten-
sion floue d’un filtre classique à la condition qu’il se comporte comme ce dernier sur le noyau (partie où les
degrés d’appartenance sont égaux à un) des images floues passées en entrée.

Nous allons maintenant introduire un formalisme permettant d’étudier de manière générique les exten-
sions de filtres classiques.
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SoitA : Ω × G × I × 2Ω → R+ vérifiant :

∀g ∈ G,∀p ∈ Ω,∀I ∈ I,∀N ⊆ Ω,∀p′ ∈ Ω p′ ∈ Γ̂pN ⇒ Ag,Ip′ (N) = Ag,Ip (N)(2.15)

∀(g1, g2) ∈ G2,∀p ∈ Ω,∀I ∈ I,∀N ⊆ Ω g1 ≤ g2 ⇒ Ag1,Ip (N) ≥ Ag2,Ip (N)(2.16)

∀g ∈ G,∀p ∈ Ω,∀(I, I ′) ∈ I2,∀N ⊆ Ω,M ⊆ Ω (I ≤ I ′) ∧ (N ⊆M) ⇒ Ag,Ip (N) ≤ Ag,I
′

p (M)(2.17)

A peut être interprété comme une mesure faite sur la composante connexe dans un ensemble binaire
N ou son complémentaire contenant le pointp en s’appuyant sur les données apportées par l’imageI et le
niveau de grisg.

SoitA′ : Ω × G × I → R+ défini comme :

∀g ∈ G,∀p ∈ Ω,∀I ∈ I A
′g
p (I) = Ag,Ip (X+

g (I)) (2.18)

avecX+
g l’opérateur de seuillage au niveaug.

A′ représente ici une versionallégéedeA. En effet on force un lien entre l’ensemble précédemment
notéN , le niveau de grisg et l’imageI (N est un seuillage deI au niveaug).

Finalement, l’opérateurG : R+ × I → I est introduit et défini comme :

∀λ ∈ R+,∀I ∈ I,∀p ∈ Ω Gλ(I)(p) = max{g ∈ G/A′g
p (I) ≥ λ}

De manière évidente, en utilisant l’équation 2.18,G peut être réécrit de la manière suivante :

Gλ(I)(p) = max{g ∈ G/Ag,Ip (X+
g (I)) ≥ λ}

G représente quant à lui un filtre connexe qui va réduire les maxima de l’imageI tant qu’ils ne satisfont
pas un certain critère induit par l’opérateurA. Il sera montré plus loin que cette forme permet d’exprimer
des filtres tels que l’ouverture d’aire ou encore l’arasement volumique.

Théorème 2.3.7.Un opérateurδΨλ construit à partir d’unΨλ =
{

ψg,Fλ : S → S/g ∈ G, F ∈ F , f ∈ S
}

,

λ ∈ R+ avec∀p ∈ Ω :

ψg,Fλ (f)(p) = max
{

α ∈ [0; f(p)]/Ag,im1(Fα)
p (fα) ≥ λ

}

est une extension floue de l’opérateurGλ.

Démonstration.Soitp ∈ Ω, I ∈ I
im1(δ

λ
Ψ(um(I)))(p) = max{g ∈ G/δλΨ(um(I))(p, g) ≥ 1}

= max{g ∈ G/δλΨ(um(I))(p, g) = 1}
= max{g ∈ G/ψg,um(I)

λ (um(I)(∗, g))(p) = 1}
or um(I)(∗, g) = X+

g (I)

= max{g ∈ G/ψg,um(I)
λ (X+

g (I))(p) = 1}
= max{g/max{α ∈ [0;X+

g (I)(p)]/A
g,im1(um(I)α)
p (X+

g (I)α) ≥ λ} = 1}
= max{g/max{α ∈ [0, 1]/A

g,im1(um(I)α)
p (X+

g (I)) = λ} ≥ 1} carX+
g (I) est net

or ∀α ∈]0; 1],um(I)α = um(I) etum(I)0 = Ω :

⇒ um(I)α ⊆ um(I)0
⇒ im1(um(I)α) ≤ im1(um(I)0)

⇒ ∀p ∈ Ω,∀g ∈ G A
g,im1(um(I)α)
p (X+

g (I)) ≤ A
g,im1(um(I)0)
p (X+

g (I))
(c.f. équation 2.17)

on a donc (car∀α ∈]0; 1] um(I)α = um(I)1, puisqueum(I) est binaire) :

im1(δ
λ
Ψ(um(I)))(p) = max{g/Ag,Ip (X+

g (I)) ≥ λ}
= Gλ(I)

(2.19)
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Cet ensembleΨ peut être interprété comme le filtrage de chacune des tranches de la décomposition en
α-coupes def et deF . Comme on peut le voir ce n’est pasFα qui est utilisée directement maisim1(Fα).
Cela se traduit par la génération d’une image dansI à partir de l’α-coupe deF qui va être utilisée comme
donnée extérieure (au même titre que le niveau de grisg) pour effectuer une mesure sur l’ensemblef .
La quantitéψg,Fλ (f)(p) représente donc le degré d’appartenance maximal tel que la mesure surfα soit
supérieure ou égale à un seuilλ. La figure 2.11 présente un exemple simple expliquant comment peut
fonctionner unψg,Fλ avec une fonctionA ne calculant que l’aire des composante et unλ = 3.

0
Ω

1

(a)

A = 11
A = 6

A = 3
A = 3

A = 2

A = 2

(b)

A = 11
A = 6

A = 3
A = 3

(c)

0
Ω

1

(d)

FIG. 2.11 – Filtrage d’un ensemble flou (a) par décomposition enα-coupes avec unψ tel que défini à
l’équation 2.36 qui est un cas particulier de l’équation 2.20. Une première séparation enα-coupes est faite
(b), puis chacune d’entre elles est filtrée par une ouvertured’aire binaire (λ = 3) (c), et enfin le sous-
ensemble résultant est reconstruit à partir desα-coupes filtrées (d).

Nous allons maintenant nous intéresser à la classification de la famille d’opérateurs permettant d’obtenir
des extensions floues d’opérateurs comme proposé au théorème 2.3.7. Les résultats qui vont être exposés
auront pour but de faire le lien avec les propriétés introduites dans la sous-section précédente concernant
les opérateurs de filtrage d’images floues.

Théorème 2.3.8.SoitA : Ω×G ×I × {Ω} → R+ vérifiant les équations 2.15, 2.16 et 2.17. Un ensemble
ΨA d’opérateurs défini de la manière suivante :

ΨA =

{

ψg,Fλ /∀λ ∈ R+,∀g ∈ G,∀F ∈ F ,∀f ∈ S,∀p ∈ Ω

ψg,Fλ (f)(p) = max{α ∈ [0; f(p)]/A
g,im1(Fα)
p (fα) ≥ λ}

}

(2.20)

est un EOCFE.

Démonstration.Montrons queΨA est unEOCFE:

Montrons l’équation 2.2 (ψg,Fλ estCF) :

∀f ∈ S,∀F ∈ F ,∀p ∈ Ω,∀λ ∈ R+,∀g ∈ G,∀β ∈ [0, 1]

ψg,Fλ (f)β(p) =

{

1 siAg,im1(Fβ)
p (fβ) ≥ λ

0 sinon

En utilisant l’équation 2.15 sur lesα-coupes, on obtient :

∀(p, p′) ∈ Ω2 p′ ∈ Γ̂pfβ ⇒ A
g,im1(Fβ)
p (fβ) = A

g,im1(Fβ)
p′ (fβ)

⇒ Γ̂pfβ ∈ C
(

ψg,Fλ (f)β

)

∨ Γ̂pfβ ∈ C
(

ψg,Fλ (f)β

)

donc :

l’équation 2.2 est vraie (2.21)
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Montrons l ’équation 2.3 (anti-extensivité) :

∀f ∈ S,∀F ∈ F ,∀p ∈ Ω,∀λ ∈ R+,∀g ∈ G
ψg,Fλ (f)(p) = max{α ∈ [0; f(p)]/A

g,im1(Fα)
p (fα) ≥ λ}

≤ f(p)

⇒ équation 2.3 vraie (2.22)

Montrons l’équation 2.5 (croissance) :

∀(f, h) ∈ S2,∀(F, F ′) ∈ F2,∀λ ∈ R+,∀g ∈ G

on a :
F ⊆ F ′ ⇒ ∀p ∈ Ω,∀α ∈ [0, 1] im1(Fα)(p) ≤ im1(F

′
α)(p) (2.23)

et
f ⊆ h⇒ ∀α ∈ [0, 1] fα ⊆ hα (2.24)

ψg,Fλ (f)(p) = max{α ∈ [0; f(p)]/A
g,im1(Fα)
p (fα) ≥ λ}

ψg,Fλ (f)(p) ≤ max{α ∈ [0; f(p)]/A
g,im1(F

′
α)

p (hα) ≥ λ} (c.f. équations 2.17, 2.23 et 2.24)

≤ max{α ∈ [0;h(p)]/A
g,im1(F

′
α)

p (hα) ≥ λ}
≤ ψg,F

′

λ (h)

⇒ équation 2.5 vraie (2.25)

On a donc bien :

équations 2.21, 2.22 et 2.25⇒ ΨAEOCFS (2.26)

Montrons enfin queΨA est unEOCFE :

∀(λ, µ) ∈ R2,∀(g1, g2) ∈ G2,∀F ∈ F ,∀f ∈ S,∀p ∈ Ω

(λ ≥ µ) ∧ (g1 ≥ g2) ⇒ ψg1,Fλ (f)(p) = max{α ∈ [0; f(p)]/A
g1,im1(Fα)
p (fα) ≥ λ}

≤ max{α ∈ [0; f(p)]/A
g1,im1(Fα)
p (fα) ≥ µ}

≤ max{α ∈ [0; f(p)]/A
g2,im1(Fα)
p (fα) ≥ µ}

≤ ψg2,Fλ (f)(p)

⇒ équation 2.9 vraie (2.27)

Montrons l’équation 2.10 : Par définition, on a :

∀p ∈ Ω,∀g ∈ G,∀F ∈ F ,∀N ⊆ Ω Ag,Fp (N) ≥ 0

donc

∀p ∈ Ω,∀g ∈ G,∀F ′ ∈ F ,∀f ∈ S
ψg,F0 (f) = max{α ∈ [0; f(p)]/A

g,im1(Fα)
p (fα) ≥ 0}

= f(p)

⇒ équation 2.10 vraie (2.28)

Comme on l’a déjà dit, l’équation 2.9 implique l’équation 2.7 doncΨA est unEOCFO. En utilisant les
équations 2.27 et 2.28, on peut donc conclure queΨA est unEOCFE.
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Cette dernière propriété est intéressante car en plus de définir une extension à une famille de filtres
classiques en construisant unΨA à partir d’un attributA, on construit par la même occasion desψ qui
peuvent être utilisés pour le calculs de persistances flouessur des sous-ensembles flous dansS.

Nous allons maintenant utiliser les théorèmes précédents pour introduire des extensions floues de deux
filtres couramment utilisés, à savoir l’arasement volumique et l’ouverture d’aire. Ces résultats vont per-
mettre de faire le lien entre le formalisme générique introduit et utilisé dans cette section avec des exemples
pratiques, illustrant ainsi son intérêt.

On définiVol : Ω × G × I × 2Ω → R+ comme :

∀p ∈ Ω,∀g ∈ G,∀I : I,∀N ⊆ Ω Volg,Ip (N) =
∑

p′∈ Γ̂pN

max(0, (I(p′) − g))

Cet attribut correspond au calcul du volume dansmax(0, I−g) sur un support fourni par la composante
connexe dansN contenantp (c.f. figure 2.12).

Volg,I
p (N)

N

g

p

IG

Ω

FIG. 2.12 – Exemple de calcul deVolg,Ip (N).

Définissons aussiVol′ : Ω × E × I → R+ comme :

Vol′ : Ω × E × I → R+/

∀g ∈ E,∀p ∈ Ω,∀I ∈ I Vol
′g
p (I) = Volg,Ip (X+

g (I))
(2.29)

Cette définition est une restriction de la précédente. En effet on impose un lien fort entreN et I. Ainsi
l’exemple de la figure 2.12 n’est plus valide : les composantes connexes deN doivent correspondre à un
seuillage deI. Un exemple de calcul deVol′ est présenté à la figure 2.13.

Vol
′g
p (I)

g

p

IG

Ω

FIG. 2.13 – Exemple de calcul deVol
′g
p (I).

Théorème 2.3.9.δΨVol
λ

est une extension floue de l’arasement volumiqueGVol
λ : I → I, λ ∈ R+ défini

comme :

∀I ∈ I,∀p ∈ Ω GVol
λ (I)(p) = max{g ∈ G/Vol

′g
p (I) ≥ λ}

Démonstration.Vérifions les propriétés de l’opérateurVol pour montrer qu’il répond bien aux critères dé-
finis aux équations 2.15, 2.16 et 2.17.
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De manière évidente (somme surΓ̂), on a :

équation 2.15 vraie (2.30)

∀(g1, g2) ∈ G2,∀I ∈ I,∀p ∈ Ω,∀f ⊆ Ω
g1 ≤ g2 ⇒ ∑

p′∈ Γ̂pf

(max(0, I(p′) − g1)) ≥ ∑

p′∈ Γ̂pf

(max(0, I(p′) − g2))

car ∀p′ ∈ Ω I(p′) − g1 ≥ I(p′) − g2

donc :

équation 2.16 vraie (2.31)

∀(I, I ′) ∈ I2,∀N ⊆ Ω,∀M ⊆ Ω
I ≤ I ′ ⇒ ∀g ∈ G,∀p ∈ Ω max(0, I(p) − g) ≤ max(0, I ′(p) − g)

N ⊆M ⇒ ∀p ∈ Ω Γ̂pN ⊆ Γ̂pM

on a donc :

∀p ∈ Ω
∑

p′∈ Γ̂pN

(max(0, I(p′) − g)) ≤
∑

p′∈ Γ̂pM

(max(0, I ′(p′) − g))

donc :

équation 2.17 vraie (2.32)

On a donc un opérateur de type “A”.

Soit :

ΨVol =

{

ψg,Fλ /∀λ ∈ R+,∀g ∈ G,∀F ∈ F ,∀f ∈ S
ψg,Fλ (f) = max{α ∈ [0; f(p)]/Volg,im1(Fα)

p (fα) ≥ λ}

}

équations 2.30, 2.31, 2.32, théorème 2.3.7 et définition 2.3.19⇒ ∀λ ∈ R+ δλΨVol est une EF deGVol
λ

De plus :

équations 2.30, 2.31, 2.32 et théorème 2.3.8⇒ ΨVol est un EOCFE

La formalisme jusque là proposé nous a permis de définir relativement simplement une extension pos-
sible d’un filtre évolué comme l’arasement volumique. En utilisant la même approche, un résultat similaire
peut être obtenu pour un filtre d’expression plus simple comme l’ouverture d’aire.

DéfinissonsCard : Ω × G × I × 2Ω → R+ comme suit :

∀p ∈ Ω,∀g ∈ G,∀I ∈ I,∀N ⊆ Ω Cardg,Ip =
∑

y∈ Γ̂pN

1

Théorème 2.3.10.δΨCard
λ

est une extension floue de l’ouverture d’aireGCard
λ : I → I, λ ∈ R+ définie

comme :
∀I ∈ I,∀p ∈ Ω GCard

λ (I)(p) = max{g ∈ G/Card
′g
p (I) ≥ λ}

avec :

Card′ : Ω × G × I → R+/∀g ∈ G,∀p ∈ Ω,

∀I ∈ I, Card
′g
p (f) = Cardg,Ip (X+

g (I))
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Démonstration.Vérifions que l’opérateurCard a bien les propriétés d’un opérateur de type “A” :

De manière évidente (somme surΓ̂), on a :

équation 2.15 vraie (2.33)

Card est indépendant deg donc :

équation 2.16 vraie (2.34)

Card est indépendant deI donc :

∀N ⊆ Ω,∀M ⊆ Ω N ⊆M ⇒ Cardp(N) ≤ Cardp(M)

donc :

équation 2.17 vraie (2.35)

Soit :

ΨCard =

{

ψg,Iλ /∀λ ∈ R+,∀g ∈ G,∀F ∈ F ,∀f ∈ S
ψg,Fλ (f) = max{α ∈ [0; f(p)]/Cardg,im1(Fα)

p (fα) ≥ λ}

}

(2.36)

équations 2.33, 2.34, 2.35, théorème 2.3.7 et définition 2.3.19⇒ ∀R+ δλΨCard est une EF deGCard
λ

De plus, on peut aussi déduire queΨCard est unEOCFE grâce aux équations 2.33, 2.34, 2.35 et au
théorème 2.3.8.

Les deux théorèmes 2.3.9 et 2.3.10 ne sont que des exemples d’utilisation du formalisme introduit dans
ce chapitre, illustrant ainsi la simplification rendue possible par ce dernier pour l’étude générale des filtres
existants.

2.3.7 Définition de filtres dans un contexte de reconnaissance

Intéressons-nous maintenant à l’écriture générique d’un filtre dans le cadre de la reconnaissance. Pour
faciliter le raisonnement, nous nous placerons dans le cadre du filtrage d’une image d’intervalles flous en
utilisant la notion de zone plate floue. Néanmoins le même raisonnement peut être appliqué lorsque l’on
part de la notion de compatibilité radiométrique associée aux images d’ombres floues.

Nous voulons donc extraire d’une image une structureB connexe, stable radiométriquement et dont
nous connaissons certaines propriétés représentées par une fonction caractéristiqueC : S → {0, 1}. L’en-
sembleB appartient donc à{h ∈ χF ∩ H/C(h) = 1} et la borne supérieure de cet ensemble est une sur-
estimation deB : ξI =

∨{h ∈ χF ∩ H/C(h) = 1}. Si nous disposons d’une première surestimationf de
B (obtenue par un traitement différent), nous définissons :ξF (f) =

∨{h ∈ χF ∩H/h ≤ f etC(h) = 1}.
Cet opérateur est idempotent, croissant et antiextensif. Il s’agit donc d’une ouverture.

Nous reformulons ce filtre sur les différents niveauxF (∗, g) de l’image floueF associée àχF (on
remarquera l’utilisation de l’opérateur d’agrégation pour interpréter le résultat) :

ξF (f) =
∨

g∈G

∨

{h ∈ H/h ≤ min(F (∗, g), f) etC(h) = 1}. (2.37)

Le calcul direct d’un tel filtre n’est pas possible en pratique. En effetH qui contient tous les ensembles
flous connexes (et non toutes les composantes connexes) est de taille exponentielle (par rapport au cardinal
de Ω). De plus, comme on ne s’intéresse pas seulement aux composantes connexes deF (∗, g) (pas de
contrainte sur la maximalité des ensembles), on définit un filtre (avant agrégation) qui n’est pas forcément
connexe.
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Si le critèreC est croissant, nous obtenons la simplification :

ξI(f) =
∨

g∈G

∨

{h ∈ H(min(F (∗, g), f))/C(h) = 1}

Le calcul de ce filtre peut donc être réalisé par la manipulation des zones plates floues deF ′, avec
∀g ∈ G F ′(∗, g) = min(F (∗, g), f). Un algorithme permettant l’extraction efficace de ces zones plates
floues sera présenté au chapitre 3. Dans ce cas on a bien avant agrégation un filtre connexe au sens de la
définition 2.3.11.

Si le critèreC n’est pas croissant, cette simplification n’est pas valable. Cependant puisque la manipu-
lation directe deχF ∩ H n’est pas possible, nous nous contentons de l’approximation fournie par le calcul
deξI(f) sur les zones plates floues deF ′.

En pratique nous appliquons successivement différents filtres avec des critères différents. Si ces critères
ne sont pas croissants, appliquer successivement ces filtres n’est pas équivalent à appliquer un filtre dont
le critère est la conjonction des différents critères (en raison de l’approximation réalisée dans le cas non
croissant). Dans ce cas il est intéressant de conserver le résultat des filtres sous forme d’une image floue qui
sera traitée par le filtre suivant. En procédant ainsi nous conservons l’information perdue par l’agrégation
réalisée sur les niveaux de gris par l’opérateur de l’équation 2.37. Nous écrivons donc les filtres comme des
opérateurs sur les images floues :

δ(F )(∗, g) =
∨

{h ∈ H(F (∗, g))/C(h) = 1}. (2.38)

Le résultat final est obtenu en réalisant l’agrégation sur les différents niveaux de l’image floue issue du
dernier filtre en utilisant l’opérateuragg. On généralise ainsi l’étape d’agrégation des précédents filtresξ.

On peut remarquer que le critère ici défini est strict dans la mesure où il fournit une mesure en tout
ou rien. On peut assouplir cette contrainte en proposant uneformulation de ce critère qui retourne un
degré entre0 et 1. De plus pour plus de généralité, on peut aussi le faire dépendre du niveau de gris de
la composante ainsi que de l’image floue. On notera un tel critèreCg,F . La formulation d’une famille
Ψ = {ψg,F } de filtres utilisant ce critère est définie comme :

∀f ∈ S,∀p ∈ Ω ψF,g(f)(p) = max
h∈H(f)

(

min
(

h(p), Cg,F (h)
))

(2.39)

Dans cette section, nous avons vu comment tirer parti de la représentation de l’imprécision contenue
dans les images qui fut proposée à la section 2.2, pour définirdes opérateurs connexes flous. Les propriétés
de ces derniers étudiées jusqu’ici permettent d’appréhender leur comportement tout en comprenant la façon
dont ils sont construits. A titre d’exemple, l’expression générique proposée à l’équation 2.39 va être utilisée
dans la section 2.4 pour illustrer le potentiel de ce type de filtrage sur des images de tomosynthèse du sein.

2.4 Utilisation pratique des filtres connexes

Nous allons à présent présenter un filtre simple pour détecter les lésions circonscrites dans des volumes
de tomosynthèse du sein. Pour ce faire nous allons introduire des outils permettant de construire une mesure
discriminante pour ce type de lésions, puis nous définirons et étudierons ses propriétés. Enfin, nous nous
attarderons sur son utilisation sur desIOF et desIIF .

2.4.1 Outils

Définition 2.4.1. En utilisant la définition proposée par Bloch et Maitre (1995), la dilatation floueD :
S × S → S peut s’exprimer de la façon suivante :

∀(f, h) ∈ S2,∀p ∈ Ω Dh(f)(p) = max
p′∈Ω

{h(p− p′)⊤f(p′)}

Définition 2.4.2. La moyenne flouefmeanIOF : F×S → R+ se calcule de la façon suivante dans uneIOF :

∀F ∈ F ,∀f ∈ S fmeanIOF(F, f) =

∑

p∈Ω

f(p)
∑

g∈G
F (p, g)

fcard(f)
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avecfcard le cardinal flou d’un ensemble flou défini par Rosenfeld et Haber (1985).

Cela peut s’interpréter comme le comptage du nombres d’éléments à l’intérieurF pondérés par leur
degrés d’appartenance àf (c.f. figure 2.14).

Définition 2.4.3. Dans le cas d’uneIIF ou d’uneINF, la moyenne floue se calcule comme :

∀F ∈ F ,∀f ∈ S fmeanIIF (F, f) =

∑

p∈Ω

f(p)

P

g∈G
gF (p,g)

P

g∈G
F (p,g)

fcard(f)
(2.40)

Ici, on pondère les valeurs des niveaux de gris défuzzifiées deF par les degrés d’appartenance def (c.f.
figure 2.14).
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FIG. 2.14 – Exemple de calcul d’une moyenne floue pour uneIOF (a) et uneIIF (b).

Définition 2.4.4. Le contraste floufctrast : Ω ×F × S → R est défini de la manière suivante :

∀F ∈ F ,∀f ∈ S,∀h ∈ S
fctrasth(F, f) = fmean(F, f)−

fmean(F,Dh(f) ∩ f)

avec∀f ∈ S,∀p ∈ Ω f(p) = 1 − f(p) et fmeanl’opérateurfmeanIOF ou fmeanIIF selon le type d’image
à traiter.

L’idée est ici de soustraire la moyenne à l’intérieur et à l’extérieur de la composante.L’intérieur de la
composante est modélisée parf , et l’extérieur est décrit par l’intersection def et de la dilatation def .

Théorème 2.4.1.L’union de deux opérateurs binaires connexes est un opérateur binaire connexe.

Démonstration.Soiento1 eto2 deux opérateurs connexes binaires.
Par définition, on a∀N ∈ 2Ω :

C(N ∩ o1(N)) ⊆ C(N) (2.41)

C(N ∩ o1(N)) ⊆ C(N) (2.42)

C(N ∩ o2(N)) ⊆ C(N) (2.43)

C(N ∩ o2(N)) ⊆ C(N) (2.44)
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De manière directe :

(2.41) ∧ (2.43) ⇒ C(N ∩ o1(N)) ∩ C(N ∩ o2(N)) ⊆ C(N)

C(N ∩ o1(N) ∩N ∩ o2(N)) ⊆ C(N) car o1 eto2 sont connexes
C(N ∩ o1(N) ∩ o2(N)) ⊆ C(N)

C(N ∩ (o1(N) ∪ o2(N))) ⊆ C(N)

De même :

(2.42) ∧ (2.44) ⇒ C(N ∩ o1(N)) ∪ C(N ∩ o2(N)) ⊆ C(N)
C(N ∩ o1(N) ∪N ∩ o2(N)) ⊆ C(N) car o1 eto2 sont connexes
C(N ∩ (o1(N) ∪ o2(N))) ⊆ C(N)

Donc la réunion de deux opérateurs connexes est bien un opérateur connexe :

Théorème 2.4.2.Le max de deux opérateurs CF est un opérateur CF.

Démonstration.Soiento1 eto2 deux opérateursCF. Le max de ces deux opérateursCF forme un opérateur
CF car :

∀α ∈ [0, 1],∀f ∈ S max(o1(f), o2(f))α = o1(f)α ∪ o2(f)α

permet d’utiliser le théorème 2.4.1.
On a donco1 CF∧ o2 CF ⇒ max(o1, o2) CF.

2.4.2 Filtre de détection de lésions circonscrites

SoitΨmass = {ψFmass : S → S/F ∈ F} un ensemble d’opérateurs tels que∀f ∈ S,∀p ∈ Ω :

ψFmass(f)(p) = max
h∈H(f)

(min(h(p), tu1
(fcard(h))))

⊤ max
h∈H(f)

(min(h(p), ru2
(fcomp(h))))

⊤ max
h∈H(f)

(min(h(p), ru3
(fctrast(F, h))))

avecfcomp la compacité floue d’un ensemble flou telle que définie dans Rosenfeld et Haber (1985),t :
R4 × R → [0, 1] la fonction trapèze :

∀(a, b, c, d) ∈ R4,∀x ∈ R ta,b,c,d(x) =















0 si x ≤ a ∨ x ≥ d
1 si b ≤ x ≤ c
x−a
b−a si a ≤ x ≤ b
x−d
c−d si c ≤ x ≤ d

et r : R2 × R → [0, 1] la fonction rampe :

∀(a, b) ∈ R2,∀x ∈ R ra,b(x) =







0 si x ≤ a
1 si x ≥ b
x−a
b−a sinon

et oùu1 ∈ R4, u2 ∈ R2 andu3 ∈ R2 sont des constantes définissant ces fonctions. Les paramètres de ces
dernières représentent l’information a priori de ce que l’on cherche à détecter, c’est-à-dire qu’ils permettent
de définir de manière non stricte à partir de quelle valeurs onconsidère une composante connexe assez
grande, assez compacte et assez contrastée.

Comme on peut le voir, cet ensembleΨmass est composé deψmass indépendants deg. Chacun de ces
opérateurs peut être interprété comme l’agrégation entre le degré d’appartenance dérivé de mesures faites
sur chacun des objets (composantes connexes floues def ) dans l’ensemblef en utilisant des données deF .
On cherche donc ici des objets contrastés, compacts et d’unecertaine taille.

L’opérateurδΨmass dédié aux images à niveaux de gris associé àΨmass peut être défini comme :

∀F ∈ F ,∀p ∈ Ω,∀g ∈ G δΨmass(F )(p, g) = ψFmass(F (∗, g))(p)
Théorème 2.4.3.Ψmass est un EOCFF.

Démonstration.Montrons tout d’abord queΨmass est unEOCFF.
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Montrons que lesψmass sont CF : De manière évidenteH estCF. De plus l’opérateur qui àf ∈ S
associemin(f, c) où c est une constante est lui aussiCF car il ne fait que supprimer le contenu desα-
coupes de niveau supérieur àc. De plus le max de deux opérateurs (o1 et o2) CF forme une opérateur
CF (c.f. théorème 2.4.2). On peut donc conclure que les trois opérateurs max

h∈H(f)
(min(h(p), tu1

(fcard(h))),

max
h∈H(f)

(min(h(p), ru2
(fcomp(h))) et max

h∈H(f)
(min(h(p), ru3

(fctrast(F, h))) sontCF. Enfin en utilisant la

propriété de monotonie de la t-norme ((a ≤ c) ∧ (b ≤ d) ⇒ a⊤b ≤ c⊤d) on peut déduire que lesψFmass
sontCF.

Montrons que lesψFmass sont anti-extensifs :

∀p ∈ Ω,∀f ∈ S,∀h ∈ H(f)
min(h(p), tu1

(fcard(h)) ≤ f(p) ⇒ max
h∈H(f)

(min(h(p), tu1
(fcard(h))) ≤ f(p)

de manière similaire, on a :

∀p ∈ Ω,∀f ∈ S max
h∈H(f)

(min(h(p), ru2
(fcomp(h))) ≤ f(p)

et

∀p ∈ Ω,∀f ∈ S max
h∈H(f)

(min(h(p), ru3
(fctrast(F, h))) ≤ f(p)

En utilisant encore la propriété de monotonie de la t-norme,on obtient que :

∀p ∈ Ω,∀f ∈ S,∀F ∈ F ψFmass(f)(p) ≤ f(p)

doncΨmass est unEOCFF.

Cette famille d’opérateurs propose des propriétés faiblespar rapport aux autres familles (EOCFS,
EOCFO, ou EOCFE), néanmoins elle permet de définir un opérateur travaillantsur des images floues
(F) qui a l’intérêt d’allerchercherles objets qui ont une certaine propriété géométrique dans l’image sous
l’hypothèse que les composantes connexes contenues dans l’image floue représentent ces objets.

2.4.3 Extraction à partir d’une IOF

Dans le cas où l’image floue est uneIOF, on peut faire le lien entre le filtreδψmass et les filtres classiques
de typeamincissement(Breen et Jones, 1996) qui fonctionnent de façon similaire.On remarquera que pour
le traitement d’uneIOF, on doit utiliser la mesure de moyenne (et donc de contraste)dédiée auxIOF.

Dans un volume tridimensionnel, la valeur des pixels est censée être une valeur proportionnelle au
coefficient d’atténuation du matériau représenté. Ainsi, si on recherche des lésions caractérisées par une
opacité de radiométrie plus importante que celle des structures environnantes, certaines des composantes
connexes issues de la décomposition par multi-seuillages de l’image correspondent aux objets recherchés.
On peut étendre le même raisonnement pour les composantes connexes floues extraites à partir d’uneIOF.
Les lésions circonscrites répondent à ces critères radiométriques, ainsi l’utilisation du filtreδψmass peut
potentiellement les détecter.

Une chaîne de traitement d’une mammographieI en 3D (coupe du volume reconstruit ou volume en
entier) en utilisant ce filtre pourrait être décomposée comme suit :

– transformation de l’imageI en image d’ombres flouesF (utilisation de l’opérateurum, puis ajout
possible de l’imprécision par exemple),

– filtrage de l’imageF à l’aide de l’opérateurδΨmass ,
– défuzzification partielle à l’aide de l’opérateuragg. Le résultat deagg(δΨmass(F )) indiquant le degré

de possibilité des zones où se trouvent des lésions.
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(a) (b) (c) (d)

FIG. 2.15 – (d) Filtrage d’une coupe de volume de tomosynthèse dusein (a) parδΨmass . (b) Résultat de
δΨmass en ne prenant en compte que le critère d’aire. (c) Résultat enne prenant en compte que les critères
d’aire et de compacité.

La figure 2.15 illustre le résultat d’un tel procédé. Ici, unecoupe d’un sein reconstruit avec des tech-
niques itératives (Andersen et Kak, 1984) est filtrée parδΨmass . L’image est transformée enIOF par l’opé-
rateurum. L’image de la figure 2.15(d) résultante du filtrage peut êtreinterprétée pour chaque pixelp de
Ω comme un degré d’appartenance à la classeobjet circonscrit. Dans la mesure où, dans cet exemple, au-
cune imprécision n’est introduite sur les niveaux de gris avant filtrage, l’utilisation des ensembles flous sert
uniquement à modéliser l’ambiguïté au niveau de la détection. Les degrés obtenus permettent d’évaluer à
quel points les objets vérifient le critère de détection alors qu’une formulation nette du même filtre ne le
permettrait pas (réponse en tout ou rien). Ainsi la sortie dece filtre peut être un bon point de départ pour
des traitement ultérieurs, comme de la classification (Peters, 2007), pour la détection des lésions.

On remarquera que l’hypothèse sur l’extraction des lésionspar seuillages de l’image peut dans certains
cas être invalidée dans la mesure où la limitation de la géométrie du système introduit des artefacts de
reconstruction comme présentés au chapitre 1. Ainsi en cas de superposition de la lésion avec d’autres
objets, la détection peut échouer. La distorsion enZ peut aussi reconnecter des structures disjointes dans la
réalité, ainsi en pratique le traitement coupe par coupe donne de meilleurs résultats. Remarquons enfin que
ce filtre ne peut généralement pas être utilisé en mammographie 2D standard, dans la mesure ou dans une
image de projection, l’hypothèse de seuillage n’est pas vérifiée.

2.4.4 Extraction à partir d’une IIF

Si maintenant on considère que l’image floue est uneIIF , on ne considère que les zones de niveaux
de gris à peu près constant dans l’image. On définit ainsi unδΨmass qui correspond à un filtrage par zones
plates (seule la définition defmeanchange).

Pour illustrer le comportement de ce filtre pour desIIF , on peut se référer à la figure 2.16 qui présente le
traitement d’une région d’intérêt contenant une lésion d’intensité à peu près constante. L’image d’intervalles
flous est construite en remplaçant les intensités nettes de l’image originale par des trapèzes centrés en ces
mêmes intensités. Le filtrage est effectué en utilisantδΨmass avec de formulations nettes des fonctions
d’appartenance des différents critères (les fonctions trapèze et rampe sont respectivement remplacées par
des fonctions porte et de Heaviside). En ne considérant que le critère d’aire utilisé dans ce filtre, on obtient
le résultat de la figure 2.16(b). Comme nous pouvons le voir ceseul critère d’aire n’est pas suffisant. En
ajoutant les critères de compacité et de contraste (tel que défini pour lesINF et IIF ), on obtient le résultat
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de la figure 2.16(c).

(a) (b) (c) (d) (e)

(f) (g) (h)

FIG. 2.16 – Filtrage d’une région d’intérêt d’une coupe de volume de tomosynthèse du sein et contenant une
lésion circonscrite (a) en utilisant un critère net d’aire (b), et d’aire + compacité + contraste (e). Filtrage de
la même région d’intérêt en utilisant les mêmes outils/critères mais dans une version non floue (les niveaux
de gris sont soit complètement possibles, soit complètement impossibles). (d) Aire. (e) Aire + compacité +
contraste. (f) Détection limite dans le cas net (si l’intervalle net déployé autour des niveaux de gris diminue,
la lésion n’est plus détectée). (g) Détection limite dans lecas flou. (h) Détection limite dans le cas flou où
on durcit les contraintes sur les critères utilisés.

Les figures 2.16(d) et 2.16(e) illustrent l’intérêt du flou pour représenter l’imprécision liée aux niveaux
de gris. Le filtrage réalisé est en effet similaire à celui desfigures 2.16(b) et 2.16(c) mais l’imprécision
sur le niveau de gris est cette fois représentée par un intervalle classique plutôt que par un ensemble flou.
Le filtre obtenu est plus sensible au paramètre de tolérance (représentant la largeur de l’intervalle, donc
l’imprécision) qui en pratique sera restreint à des valeursassez faibles pour éviter le regroupement dezones
plates. Cela explique l’aspect morcelé du résultat obtenu. Pour illustrer cela plus en détail, on peut étudier
les valeurs limites de largeur d’intervalles représentantles niveaux de gris pour lesquelles on commence
à détecter la lésion. Dans le cas net qui est présenté à la figure 2.16(f), cette dernière apparaît partielle-
ment avec des trous qui devraient intuitivement être supprimés. Si on considère maintenant le cas flou (c.f.
figure 2.16(g), on peut remarquer que ces derniers sont en partie remplis avec des degrés d’appartenance
proches de1 laissant apparaître une détection un peu plus plausible. Cette remarque est plus vraie encore
pour des cas plus normaux comme celui de la figure 2.16(c) où une partie non négligeable de la lésion à un
degré d’appartenance légèrement inférieur à1. On remarquera cependant que le résultat peut être amélioré
en utilisant des méthodes de construction plus évoluées de l’image floue comme celles proposées au cha-
pitre 4. Contrairement à l’exemple précédent d’utilisation du filtreδΨmass sur des images d’ombres floues
où l’ambiguïté ne venait que du résultat du filtrage, ici nousavons seulement considéré l’imprécision pro-
venant des niveaux de gris. On remarquera qu’on peut encore gagner en robustesse en considérant les deux
sources d’ambiguïté conjointement, notamment dans la détection d’objets qui sont à la limite des critères
utilisés. Ainsi, si on reprend l’exemple de détection limite dans le cas flou et si on n’utilise pas des fonctions
d’appartenance en tout ou rien pour les différents critères, on peut encore réduire l’amplitude du patron dé-
ployé autour des niveaux de gris. Dans ce cas, la détection sera certes dégradée comme on peut le voir à
figure 2.16(h) mais toujours utilisable.

Ce type de configurations filtre/image d’intervalles flous pourrait donc lui aussi être utilisé pour la
détection automatique de zones d’intérêt dans des volumes de tomosynthèse du sein comme une première
étape dans une chaîne de détection/classification automatique de lésions. Néanmoins, dans ce cas, une lésion
doit, en plus d’être représentée par une sur-densité, être de radiométrie stable.

On remarquera enfin que ce type d’approche semble être une alternative intéressante aux tentatives de re-
laxation de la notion de zone plate que l’on peut trouver dansla littérature (Soille, 2008; Meyer et Maragos,
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1999, 2000). Néanmoins, comme on l’a vu jusqu’à présent, on se trouve ici dans un cadre bien plus large
permettant de définir une plus grande gamme de filtres.

2.5 Conclusion

Dans ce chapitre nous avons proposé une extension possible dans le cadre du flou des filtres connexes.
Cette formulation repose sur la représentation de l’imprécision contenue dans les niveaux de gris de l’image
par des quantités floues. Selon le type de filtrage que l’on souhaite mettre en œuvre, ces quantités floues
peuvent apparaître sous différentes formes. Ainsi pour desfiltrages fonctionnant sur zones plates, on utili-
sera des images de nombres ou d’intervalles flous, alors que pour des filtres d’amincissement ou les ouver-
tures d’attribut on préférera des images d’ombres floues quiseront plus adaptées.

Nous avons aussi montré comment exprimer des filtres classiques comme les ouvertures d’aire ou les
arasements volumiques. Ces extensions floues de filtres classiques nous permettent de nous conforter sur
la cohérence de notre nouvel environnement théorique fondésur les images floues. De plus en utilisant la
flexibilité fournie par les ensembles flous, de nouveaux filtres peuvent être écrits. Nous avons proposé une
étude générale de leur propriétés. De tels filtres ont aussi été illustrés par un exemple de détecteur d’objets
circonscrits dans desIIF ou desIOF qui peut être une première étape de marquage de lésions circonscrites
dans des volumes de tomosynthèse du sein.
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Chapitre 3
Mise en œuvre des filtres connexes flous

Les filtres connexes (Vincent, 1993; Serra et Salembier, 1993; Salembier et Serra, 1995; Heijmans,
1997; Vachier, 2001) sont largement utilisés en traitementd’images. Certains, comme les filtres de nivel-
lement (Meyer, 1998a,b; Vachier, 2001), permettent par exemple de simplifier des images et d’autres sont
utilisés dans des tâches de segmentation. Dans tous les cas,ils reposent essentiellement sur la définition
binaire de composantes connexes et leur comportement est sujet à la façon dont cette définition est utilisée
pour traiter des images à niveaux de gris. Par exemple, des composantes connexes peuvent être extraites à
partir des zones plates de l’image (Salembier et Serra, 1995; Crespoet al., 1997) ou à partir de seuillages
successifs de l’image (Vincent, 1993). Généralement dans le second cas, les filtres sont mis en œuvre en
utilisant une représentation par arbre de coupes de l’image(Salembieret al., 1998; Meijster et Wilkinson,
2002; Bergeret al., 2007). Les nœuds de tels arbres représentent les composantes connexes issues des dif-
férents seuillages de l’image tandis que les arcs correspondent à l’ordre d’inclusion, qui est fonction des
niveaux de gris, de ces différentes composantes connexes.

Dans le chapitre précédent, nous avons proposé une extension générale des filtres connexes pour les
images à niveaux de gris dans le cadre des ensembles flous. Cette extension repose sur la représentation des
niveaux de gris d’une image par l’intermédiaire de quantités floues. L’extraction d’ensembles flous définis
sur le domaine de l’image à partir de ces quantités floues associée à une définition floue de connexité
permet de formuler de manière naturelle des extensions aux filtres connexes classiques. Selon la nature des
quantités floues utilisées pour représenter la valeur des pixels, on définira des filtres dont le comportement
se rapproche plutôt des filtres de nivellement (dans le cas dequantité floues décroissantes) ou des filtres par
zones plates (dans le cas d’intervalles flous). Néanmoins, la question de la mise en œuvre n’a pas encore été
abordée et peut poser problème dans la mesure où la quantité de données à traiter augmente grandement par
rapport à des images à niveaux de gris classiques, de plus la définition mathématique des filtres ne semble
pas adaptée à leur mise en œuvre de manière efficace.

La représentation sous forme d’arbres n’est pas limitée auximages à niveaux de gris. En fait, les en-
sembles flous peuvent eux aussi être représentés de la même manière. Cela est particulièrement valable
lorsque l’on souhaite travailler avec les définitions classiques de composantes connexes floues dans la me-
sure où ces dernières peuvent être manipulées en considérant l’emboîtement de leursα-coupes qui est
adapté à une représentation arborescente. Le problème qui apparaît lorsque l’on veut utiliser ce forma-
lisme pour représenter et filtrer les images floues est la nécessité d’avoir une représentation sous forme
d’arbre pour chaque ensemble flou associé aux différents niveaux de gris. Même si la construction d’un
tel arbre peut être faite en un temps quasi-linéaire (Najmanet Couprie, 2006), ou même de façon paral-
lèle (Wilkinsonet al., 2008), si le nombre de niveaux de gris est grand, la construction de manière indé-
pendante de tous ces arbres n’est pas utilisable en pratique. En effet, cela résulterait en une complexité de
l’ordre deO(GN) (avecG le nombre de niveaux de gris etN le nombre de pixels dans l’image) dans le
cas d’une mise en œuvre de l’étape de construction de complexité linéaire, ou même pire si on utilise des
algorithmes plus lents. Néanmoins, deux ensembles flous extraits d’une image floue pour des niveaux de
gris successifs sont généralement assez similaires l’un à l’autre dans la mesure où ils ne diffèrent que sur
un nombre limité de pixels. Cela motive nos travaux sur le design d’un algorithme de mise à jour d’un arbre
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représentant un ensemble flou en un autre arbre représentantun autre ensemble flou légèrement différent.
Un tel algorithme pourrait aussi être utilisé dans d’autreschamps applicatifs qui utilisent les représentations
arborescentes.

Dans ce chapitre nous proposons un ensemble d’algorithmes visant à mettre à jour un arbre associé à
un ensemble flou quand ce dernier voit ses degrés d’appartenance changer par endroit. Tout d’abord, nous
introduisons les notations et définitions nécessaires à l’élaboration des algorithmes. Puis, nous proposerons
des opérateurs permettant de faire croître/décroître un arbre associé à un ensemble flou en fonction des
changements qu’il subit. Les preuves de validité de ces opérateurs seront aussi détaillées respectivement
dans les sections 3.2 et 3.3. Enfin nous décrirons dans la section 3.4 les algorithmes résultant permettant le
filtrage d’images floues.

3.1 Notations et définitions

Dans les développements théoriques qui suivent, nous réutiliserons les notations déjà introduites dans le
chapitre précédent que nous rappelons dans un souci de clarté. AinsiΩ correspondra au domaine de l’image,
c’est-à-dire un domaine borné muni d’une connexité discrète. Le voisinage d’un pointp ∈ Ω en utilisant
la connexité définie surΩ sera notévoisinage(p). L’ensemble des niveaux de gris sera notéG. L’ensemble
des sous-ensembles flous définis surΩ (Ω → [0, 1]) sera notéS. L’ensemble2Ω représente l’ensemble des
ensembles nets qui sont inclus dansΩ. De manière évidente, on a2Ω ⊂ S. EnfinF représentera l’ensemble
des ensembles flous définis surΩ × G (Ω × G → [0, 1]).

Nous utiliserons aussi un ensemble de notations permettantde manipuler les structures arborescentes
sous forme de graphes. Le choix d’une telle structure de données est motivée par des considérations de
mise en pratique. En effet, tout comme c’est le cas pour la mise en œuvre de filtres connexes classiques, une
telle représentation permet de faciliter, en terme de complexité, la manipulation des données pour effectuer
l’étape de filtrage. Comme évoqué précédemment, une énumération des différentes composantes connexes
associées aux différents niveaux de gris (ouα-coupes dans le cas d’ensembles flous) explose aussi bien
en temps de calcul qu’en taille de mémoire. Enfin la structurearborescente proposée permet, comme on le
verra tout au long de ce chapitre, de modifier efficacement un ensemble flou de manière locale, tout en étant
capable de connaître les composantes connexes des différentesα-coupes de ce dernier, permettant ainsi la
mise en œuvre d’une stratégie de filtrage rapide d’une image floue. AinsiV = [0, 1] × 2Ω, représentera
l’ensemble des nœuds possibles. Chaque nœud(α, P ) contient un degré d’appartenance et un ensembleP
de points inclus dansΩ. L’ensemble de tous les arcs possibles entre les différentsnœuds est notéE = V×V.
L’ensemble des arbres définis comme des graphes acycliques représentés par des couples(V,E) de nœuds
V ⊆ V et d’arcs(n1, n2) ∈ E sera notéT . Un arc(n1, n2) ∈ E s’interprète commen1 est le pèren2.
Remarquons que sans ajouter de contraintes supplémentaires, de tels arbres ne représentent pas forcément
un sous-ensemble flou comme il le sera détaillé à la définition3.1.10.

Ce formalisme, qui va être utilisé tout au long de ce chapitre, est nécessaire pour proposer une valida-
tion sans ambiguïté des aspects théoriques. Pour aider à la compréhension, un ensemble d’illustrations 1D
des différentes définitions et théorèmes sera proposé. Remarquons cependant que ces exemples ont seule-
ment pour but d’éclaircir les aspects formels et ne peuvent pas se substituer à ces derniers qui, eux seuls,
permettent de s’assurer de la validité des méthodes proposées, notamment dans des dimensions supérieures.

Définition 3.1.1. SoitA : V → [0, 1] l’opérateur qui retourne le degré d’appartenance associé àun nœud :

∀n = (α, P ) ∈ V A(n) = α (3.1)

A est l’opérateur d’association d’un nœud vers l’ensemble des degrés d’appartenance. Comme on le verra
plus loin, lorsquen est un nœud d’un arbre qui représente un ensemble flou,A(n) correspond au degré de
l’α-coupe représentée parn.

Définition 3.1.2. SoitP : V → 2Ω l’opérateur qui associe à un nœud l’ensemble des points qu’il contient :

∀n = (α, P ) ∈ V P(n) = P (3.2)

P est l’opérateur d’association d’un nœud vers l’ensemble desous-ensembles deΩ.
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Définition 3.1.3. SoitN : T → 2V l’opérateur qui associe à un arbre l’ensemble de ses nœuds :

∀t = (V,E) ∈ T N (t) = V (3.3)

N est l’opérateur d’association d’un arbre vers l’ensemble des sous-ensembles de nœuds.

Définition 3.1.4. SoitB : T → 2E l’opérateur qui associe à un arbre l’ensemble de arcs entre ses nœuds :

∀t = (V,E) ∈ T B(t) = E (3.4)

B est l’opérateur d’association d’un arbre vers l’ensemble des sous-ensembles des relations père/fils.

Définition 3.1.5. SoitW : T ×V → 2V l’opérateur qui retourne l’ensemble des fils d’un nœud d’un arbre :

∀t ∈ T ,∀n ∈ N (t) W(t, n) =
⋃

v∈N (t)/(n,v)∈E
{v} (3.5)

Définition 3.1.6. SoitR : T → V l’opérateur qui retourne la racine d’un arbre :

∀t ∈ T R(t) = n ∈ N (t)/∀v ∈ N (t) (v, n) /∈ B(t) (3.6)

Définition 3.1.7. SoitD : T ×V → 2V l’opérateur qui retourne les descendants (fils, fils des fils,etc.) d’un
nœud d’un arbre qui est défini de manière récursive comme :

∀t ∈ T ,∀n ∈ N (t) D(t, n) =
⋃

v∈W(t,n)

({v} ∪ D(t, v)) (3.7)

Remarquons quen /∈ D(t, n) et que sin est une feuille alorsW(t, n) = ∅ etD(t, n) = ∅.

Définition 3.1.8. D′ : T ×V → 2V est le même opérateur que celui précédemment défini, mais sonrésultat
contient aussin :

∀t ∈ T ,∀n ∈ N (t) D′(t, n) = D(t, n) ∪ {n} (3.8)

Définition 3.1.9. L’opérateursa : T × V → 2T , qui associe à un nœud d’arbre l’ensemble des sous-arbres
dont la racine est un fils de ce nœud, est défini comme suit :

∀t = (V,E) ∈ T ,∀n ∈ V

sa(t, n) =
⋃

v∈W(t,n)

{(

D′(t, v),
⋃

(v1,v2)∈D′(t,v)2/(v1,v2)∈E
{(v1, v2)}

)}

(3.9)

Remarquons quen n’appartient à aucun des sous-arbres résultants car leurs racines sont des fils den.

Définition 3.1.10. Soit un arbret ∈ T , t est un emboîtement si :

∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n) (3.10)

∧∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n) (3.11)

∧∀n ∈ N (t)
⋂

s∈W(t,n)

P(s) = ∅ (3.12)

La notion d’emboîtement introduit un ordre sur les nœuds en fonction desα (équation 3.10). Elle im-
plique aussi que suivant cet ordre, on doit avoir une certaine inclusion (équation 3.11) et elle interdit d’avoir
un recouvrement entre les descendants d’un même nœud (équation 3.12).
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Définition 3.1.11. ∀t ∈ T ,∀f ∈ S, t est une représentation def si :

t est un emboîtement (3.13)

∀p ∈ Ω,∀α ∈ [0, 1] p ∈ fα ⇒ ∃n ∈ N (t)/P(n) = Γ̂pfα (3.14)

∀n ∈ N (t),∀p ∈ Ω p ∈ P(n) ⇒ Γ̂pfA(n)
= P(n) (3.15)

avecΓ̂pN la composante connexe contenant le pointp dansN , etfα l’α-coupe d’un ensemble.

Dans cette définition, on ajoute une contrainte de correspondance des composantes connexes desα-
coupes def vers les nœuds det (équation 3.14) et une association des nœuds det vers lesα-coupes de
f (équation 3.15). La figure 3.1 illustre le fait qu’un arbre est une représentation compacte d’un ensemble
flou, et notamment le fait qu’uneα-coupe (α0 dans la figure) peut être représentée de manière indirecte
par un nœudn qui n’a pas le même degré d’appartenance (iciA(n) = α1). En effet, tous les niveaux de
quantification deα ne sont pas forcément représentés explicitement par un niveau de l’arbre.
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1

α0
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FIG. 3.1 – Représentation d’un ensemble flou en utilisant un arbre de coupes. La seule composante connexe
contenue dans l’α-coupeα0 est indirectement représentée par le nœud qui contient les pointsb àn et qui a
un degré d’appartenance égal àα1.

L’ensemble des arbrest ∈ T qui sont des emboîtements est notéT e (T e ⊂ T ).

Définition 3.1.12. L’ensembleQp(T ) des arbres inclus dans un ensemble d’emboîtementsT et dont la
racine contientp est défini de la facon suivante :

∀p ∈ Ω,∀T ∈ 2T
e

Qp(T ) = {t ∈ T/p ∈ P(R(t))} (3.16)

Théorème 3.1.1.Soit t un emboîtement. Si on considère un ensemble de nœuds frères dans cet arbre
(ensemble des fils sa(t, n) d’un nœudn donné), et un pointp ∈ Ω, alors p est inclus dans la racine d’au
plus un des sous-arbres associés à ces frères. Cela signifie que l’information à propos d’un ensemble flou
représenté part à un pointp est contenue dans une unique branche det.

∀t ∈ T e,∀n ∈ N (t),∀p ∈ Ω (|Qp(sa(t, n))| = 0) ∨ (|Qp(sa(t, v))| = 1) (3.17)

avec|.| le cardinal d’un ensemble.

Démonstration.En utilisant la définition 3.1.10, on a :
⋂

v∈W(n)

P(v) = ∅. Ainsi pour unp donné, il existe

au plus un seulv ∈ W(n) tel quep ∈ P(v).

3.2 Croissance d’un arbre représentant un ensemble flou

Nous allons maintenant introduire un nouvel opérateur destiné à fusionner deux arbrest1 et t2 autour
des pointsp1 etp2, qui sont contenus dans les racines respectives det1 et t2 (c.f. figure 3.2). Concrètement,
un des points va correspondre à l’endroit où l’ensemble flou croît (i.e. le degré d’appartenance associé à
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ce point est remplacé par une valeur plus grande), et l’autrepoint va correspondre successivement aux dif-
férents points qui sont contenus dans son voisinage. Cela permet de reconnecter les sous-arbres, et ainsi
les composantes connexes qui sont marquées par ces points. Cet opérateur va avoir un comportement si-
milaire à celui récemment introduit par Wilkinsonet al. (2008) pour reconnecter deux arbres représentant
une image à niveaux de gris sur des sous-domaines voisins. Ici nous utilisons un formalisme de plus haut
niveau dans le but d’utiliser notre opérateur dans un procédé destiné à mettre à jour/faire croître un arbre.
Cela permet aussi d’avoir une expression plus générique parrapport à la structure de données utilisée lors
de la mise en œuvre de notre algorithme comme il sera présentéà la section 3.4.

Remarquons que la capacité pour l’opérateur que nous introduisons de produire un arbre représentant
un ensemble flou va dépendre des données passées en entrée (i.e. sous-arbres et marqueurs). Un processus
pour sélectionner correctement ces données sera décrit plus tard dans cette section (c.f. définition 3.2.4).

L’opérateur de fusion que nous allons présenter se décompose en cinq cas distincts. Ces cas sont en fait
obtenus en considérant toutes les possibilités en termes d’(in)égalité des degrés associés aux racines des
arbres à fusionner ainsi que toutes les configurations au niveau de l’inclusion des marqueurs(p1, p2) dans
les sous-arbres issus de ces racines. Une table de vérité montrant de manière plus formelle que toutes les
possibilités sont bien couvertes par ces cinq cas est proposée à l’annexe C.1.
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FIG. 3.2 – Illustration du processus de croissance. (a) Ensemble flou à représenter après fusion. La valeur
au pointh passe deα1 à α6. (b) Arbre, qui n’est pas une représentation d’un ensemble flou, qui contient
les sous-arbres (en rouge, vert et bleu) à fusionner. Pour restaurer les composantes connexes des différentes
α-coupes, l’arbre en rouge et l’arbre en vert doivent être fusionnés en utilisant les marqueurs respectifsg
eth, et l’arbre résultant doit être fusionné avec l’arbre bleu en utilisant les marqueurs respectifsh et i. Les
marqueursg, h et i sont utilisés pour sélectionner quels nœuds doivent être fusionnés, ils représentent les
zones où la connexité peut avoir changé (voisinage du point qui a vu sa valeur croître).

Définition 3.2.1. SoitM : T e × T e × Ω × Ω → T l’opérateur de fusion défini comme suit :

∀t1 = (V1, E1) ∈ T e,∀t2 = (V2, E2) ∈ T e,∀(p1, p2) ∈ Ω2

cas 1 (A(R(t1)) = A(R(t2))) ∧ ((|Qp1(sa(t1,R(t1)))| = 0) ∨ (|Qp2(sa(t2,R(t2)))| = 0))
Dans ce cas,M(t1, t2, p1, p2) = (V3, E3) avec :

V3 = {(A(R(t1)),P(R(t1)) ∪ P(R(t2)))}
∪ ⋃

t∈sa(t1,R(t1))∪sa(t2,R(t2))

(N (t)) (3.18)

qui correspond à la nouvelle racine et à tous les nœuds det1 et t2 excepté leurs racines.

E3 = B(t1)\
⋃

v∈W(t1,R(t1))

{(R(t1), v)}

∪ B(t2)\
⋃

v∈W(t2,R(t2))

{(R(t2), v)}

∪ ⋃

v∈W(t1,R(t1))∪W(t2,R(t2))

{((A(R(t1)),P(t1) ∪ P(t2)), v)}
(3.19)
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où les deux premiers termes correspondent aux arcs des arbres t1 et t2 qui n’atteignent respectivement ni
R(t1) ni R(t2). Le troisième terme permet d’introduire les arcs faisant référence à la nouvelle racine.

cas 2 (A(R(t1)) = A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| = 1) ∧ (|Qp2(sa(t2,R(t2)))| = 1)
Dans ce casM(t1, t2, p1, p2) = (V3, E3) avec :

V3 = {(A(R(t1)),P(R(t1)) ∪ P(R(t2)))}
∪ ⋃

t∈sa(t1,R(t1))/p1 /∈P(R(t))

N (t)

∪ ⋃

t∈sa(t2,R(t2))/p2 /∈P(R(t))

N (t)

∪ N
(

M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2)
)

(3.20)

où la première partie correspondant à la création du nœud racine, les deuxième et troisième à l’insertion
des sous-arbres dont la racine ne contient nip1, ni p2, et la quatrième aux nœuds issus de la fusion entre les
sous-arbres dont la racine contient l’un des deux précédents points.

E3 =
⋃

t∈sa(t1,R(t1))/p1 /∈P(R(t))

B(t)

∪ ⋃

t∈sa(t2,R(t2))/p2 /∈P(R(t))

B(t)

∪ ⋃

v∈W(t1,R(t1))∪W(t2,R(t2))/p1 /∈P(v)∧p2 /∈P(v)

{((A(R(t1)),P(t1) ∪ P(t2)), v)}

∪
{

((A(R(t1)),P(t1) ∪ P(t2)),R(M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2)))
}

∪ B(M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2))
(3.21)

où les deux premiers termes correspondent aux arcs des sous-arbres dont la racine ne contient nip1, ni p2,
le troisième terme aux arcs reliant la racine de ces sous-arbres à la nouvelle racine, le quatrième à l’arc
reliant cette même racine à l’arbre résultant de la fusion des deux sous-arbres dont la racine contientp1 ou
p2, et le cinquième aux arcs issus de cette fusion.

cas 3 (A(R(t1)) < A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| 6= 0))
Dans ce cas,M(t1, t2, p1, p2) = (V3, E3)

V3 = {(A(R(t1)),P(R(t1)) ∪ P(R(t2)))}
∪ ⋃

t∈sa(t1,R(t1))/p1 /∈P(R(t))

N (t)

∪ N (M(Qp1(sa(t1,R(t1))), t2, p1, p2))

(3.22)

où la première partie correspond au nouveau nœud racine, la seconde partie aux nœuds des sous-arbres de
t1 dont la racine ne contient pasp1, la troisième à la fusion du sous-arbre restant avect2.

E3 =
⋃

t∈sa(t1,R(t1))/p1 /∈P(R(t))

B(t)

∪ ⋃

v∈W(t1,R(t1))/p1 /∈P(v)

{((A(R(t1)),P(t1) ∪ P(t2)), v)}

∪
{

((A(R(t1)),P(t1) ∪ P(t2)),R(M(Qp1(sa(t1,R(t1))), t2, p1, p2)))
}

)
∪ B(M(Qp1(sa(t1,R(t1))), t2, p1, p2))

(3.23)

où le premier terme correspond aux arcs provenant des sous-arbres det1 dont la racine ne contient pasp1,
le deuxième aux liens entre la racine de ces derniers et le nouveau nœud racine, le troisième au lien avec la
racine de l’arbre résultant de la fusion, et le quatrième auxarcs résultant de cette même fusion.

cas 4 (A(R(t1)) < A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| = 0))
Dans ce cas,M(t1, t2, p1, p2) = (V3, E3) avec :
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V3 = {(A(R(t1)),P(R(t1)) ∪ P(R(t2)))}
∪ N (sa(t1,R(t1)))
∪ N (t2)

(3.24)

avec dans l’ordre le nouveau nœud racine, l’ensemble des nœuds det1 privé de sa racine et l’ensemble de
nœuds det2.

E3 =
⋃

t∈sa(t1,R(t1))∪{t2}
B(t)

∪ ⋃

v∈W(t1,R(t1))

{((A(R(t1)),P(t1) ∪ P(t2)), v)}

∪ {((A(R(t1)),P(t1) ∪ P(t2)),R(t2)}

(3.25)

où la première partie correspond à l’ensemble des arcs det2 et des sous-arbres det1, en deuxième les arcs
partant du nouveau nœud racine vers les sous-arbres det1 et en troisième le lien entre la nouvelle racine et
la racine det2.

cas 5 A(R(t1)) > A(R(t2))

Dans cette dernière configuration, on aM(t1, t2, p1, p2) = M(t2, t1, p2, p1) et on se ramène aux cas 3
et 4.

Remarque3.2.1. Notons qu’aucune autre configuration n’est possible pour l’opérateurM dans la me-
sure où la définition couvre toutes les combinaisons possibles de valeurs pour|Qp1(sa(t1,R(t1)))| et
|Qp2(sa(t2,R(t2)))| et ce pour toutes les égalités/inégalités entreA(R(t1)) etA(R(t2)).

Illustrons maintenant la définition 3.2.1 sur des exemples correspondant aux quatre premiers cas.
Le cas 1 est illustré à la figure 3.3 pourp1 = h etp2 = i avect1 l’arbre de la figure 3.3(b) ett2 l’arbre

de la figure 3.3(c). Dans ce cas, on a|Qp1(sa(t1,R(t1)))| = 0 car seule la racine det1 contient le point
h (p1), et |Qp2(sa(t2,R(t2)))| = 1 car il existe un sous-arbre det2 qui contienti (p2) et dont la racine
est un nœud fils de la racine det2. Pour fusionner ces deux arbres dont les nœuds racine ont même degré
d’appartenance, il suffit donc juste de fusionner les deux nœuds racine det1 et t2 (nœud en noir sur la
figure 3.3(d)) et d’y raccrocher tous les sous-arbres issus des fils des deux précédents nœuds racines (nœuds
en rouge et bleu sur la figure 3.3(d)).

La figure 3.4 illustre le deuxième cas avec toujoursp1 = h etp2 = i. Les arbrest1 et t2 sont respective-
ment présentés aux figures 3.4(b) et 3.4(c). Pour les deux arbres on ap1 etp2 qui sont inclus respectivement
dans les nœuds racinesR(t1) etR(t2) mais aussi dans un fils de chacun de ces nœuds. Pour cette raison,
on a|Qp1(sa(t1,R(t1)))| = 1 et |Qp2(sa(t2,R(t2)))| = 1. Comme les nœuds racines ont le même degré
d’appartenance, on peut les fusionner de la même manière quedans le cas précédent (nœud en noir sur la
figure 3.4(d)). Néanmoins le traitement des sous-arbres restants doit se faire de manière différente : les sous-
arbres dont la racine ne contient nip1, ni p2 peuvent être rattachés directement au nouveau nœud racine
(par exemple l’arbre bleu hors de la zone grise sur la figure 3.4(d)), les deux sous-arbres dont les racines
contiennent respectivementp1 etp2 ont quant à eux besoin d’être fusionnés (zone grise sur la figure 3.4(d)).

La troisième configuration est illustrée à la figure 3.5 avec toujoursp1 = h et p2 = i. Les arbrest1 et
t2 sont représentés respectivement aux figures 3.5(b) et 3.5(c). Ce cas est assez similaire à la précédente
configuration, la principale différence étant la non égalité des degrés d’appartenance des nœuds racines de
t1 et t2. Le nouveau nœud racine (en noir sur la figure 3.5(d)) est donccomposé de l’union des points des
racines det1 et t2 et du degré d’appartenance de la racine det1 (qui est plus petit que celui de la racine
det2). Les sous-arbres det1 dont la racine ne contient pasp1 sont directement rattachés au nouveau nœud
racine et le sous-arbre dont la racine contientp1 est fusionné avect2 (en gris sur la figure 3.5(d)).

Le quatrième cas est illustré à la figure 3.6. Ce cas est très semblable au précédent sauf qu’il n’y a pas
de sous-arbres det1 dont la racine contient le pointp1. Ainsi on se retrouve dans un cas terminal où aucune
fusion supplémentaire n’est nécessaire.
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FIG. 3.3 – OpérateurM dans le cas 1. (a) Ensembles flous représentés part1 (en rouge) et part2 (en bleu).
(b) t1. (c) t2. (d)M(t1, t2, h, i).

Théorème 3.2.1.Sous certaines conditions,M donne un résultat dansT e :

∀(t1, t2) ∈ T e2 ,∀(p1, p2) ∈ Ω
∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1) ∩ P(n2) = ∅

⇒







M(t1, t2, p1, p2) ∈ T e

∧(A(R(M(t1, t2, p1, p2))) = min(A(R(t1)),A(R(t2))))
∧(P(R(M(t1, t2, p1, p2))) = P(R(t1)) ∪ P(R(t2)))

Cette hypothèse qui est assez forte correspond à l’idée quet1 et t2 représentent de manière partielle
un ensemble flou sur des sous-domaines distincts deΩ. En d’autres termes, cela signifie que nous sommes
dans des cas similaires à ceux illustrés aux figures 3.3, 3.4,3.5 et 3.6.

Démonstration.Voir preuve en Annexe C.2

Définition 3.2.2. Deux nœuds(n1, n2) ∈ V sont dit compatibles dans(t1, t2) ∈ T e2 si

(n1, n2) ∈ N (t1) ×N (t2)

∧P(n1) ∪ P(n2) connexe

∧A(n1) ≤ A(n2) ⇒ ∄n′2 ∈ N (t2)/ ((A(n1) ≤ A(n′2) < A(n2)) ∧ (P(n1) ∪ P(n′2) connexe))

∧A(n2) ≤ A(n1) ⇒ ∄n′1 ∈ N (t1)/ ((A(n2) ≤ A(n′1) < A(n1)) ∧ (P(n2) ∪ P(n′1) connexe))

Cette définition permet de dire si deux nœuds peuvent être fusionnés dans le but de représenter partiel-
lement ou complètement une composante connexe d’uneα-coupe donnée comme illustré à la figure 3.7.

Théorème 3.2.2.Soit(t1, t2) ∈ T e2 vérifiant les hypothèses du théorème 3.2.1. Alors∀(p1, p2) ∈ Ω :

∀n1 ∈ N (t1),∀n2 ∈ N (t2)

(A(n1) ≤ A(n2)) ∧ (p1 ∈ P(n1)) ∧ (p2 ∈ P(n2)) ∧ (n1 etn2 compatible danst1 et t2)
⇒ ∃n3 ∈ N (M(t1, t2, p1, p2))/ ((A(n3) = A(n1)) ∧ (P(n3) = P(n1) ∪ P(n2)))
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FIG. 3.4 – OpérateurM dans le cas 2. (a) Ensembles flous représentés part1 (en rouge) ett2 (en bleu). (b)
t1. (c) t2. (d)M(t1, t2, h, i) où les arbres dans la zone grise doivent être fusionnés par unnouvel appel à
l’opérateur de fusionM . (e) Arbre final après tous les appels récursifs àM .

Remarque3.2.2. Ce théorème peut s’interpréter comme le fait que la fusion dedeux arbres qui sont des
emboîtements sur des sous-domaines disjoints résulte en unarbre qui contient tous les nœuds qui repré-
sentent des composantes connexes correspondant à l’union des points contenus dans les paires de nœuds
provenant des deux arbres, qui sont compatibles et qui contiennent respectivementp1 et p2. En d’autres
termes, l’opérateurM reconnecte de manière locale les composantes connexes des différentesα-coupes.
Remarquons enfin que seuls des nœuds compatibles donnent naissance à de nouveaux nœuds après fusion,
ainsi les nœuds d’origine sont soit conservés, soit agrandis.

Démonstration.Par définition deM , et en utilisant les équations 3.11 et 3.12, on obtient directement le
théorème 3.2.2.

Définition 3.2.3. Soit subst : T × T × T → T , l’opérateur qui à(t1, t2, t3) ∈ T 3 associe l’arbre
subst(t1, t2, t3) qui correspond àt1 dans lequel on a remplacét2 par t3. Si t2 n’est pas un sous-arbre
maximal det1, subst(t1, t2, t3) = t1.

La figure 3.8 illustre cette définition dans le cas oùt2 (c.f. figure 3.8(b)) est un sous-arbre maximal de
t1 (c.f. figure 3.8(a))

Introduisons maintenant une méthode pour mettre à jour un arbre t représentant un ensemblef , pour
obtenirtc représentation def ′ (version modifiée en un unique pointp̃ def ). L’idée est d’ajouter un nœud
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FIG. 3.5 – OpérateurM dans le cas 3. (a) Ensembles flous représentés part1 (en rouge) ett2 (en bleu), (b)
t1. (c) t2. (d)M(t1, t2, h, i) où les arbres dans la zone grise doivent être fusionnés par unnouvel appel à
l’opérateurM . (e) Arbre final après tous les appels récursifs àM .

fils ne contenant quẽp avec pour degré d’appartenancef ′(p̃) au nœud contenant̃p avec pour degré d’ap-
partenancef(p̃) dans le but d’appeler un opérateur de fusion sur ce nœud et lesnœuds qui contiennent un
voisin dep̃. Ce processus est illustré à la figure 3.9.

Définition 3.2.4. SoitM : Ω × 2Ω × T e → T e l’opérateur de fusion de nœuds d’un même arbre.M est
défini de manière récursive par :

cas 1 ∀p̃ ∈ Ω,∀t̃ ∈ T e M(p̃, {}, t̃) = t̃

cas 2 ∀p̃ ∈ Ω,∀P = {p1..pk} ∈ 2Ω,∀t ∈ T e

M(p̃, P, t̃) = subst(M(p̃, P\{pk}, t), t′, t′′) où t′ est un sous-arbre det0 = M(p̃, P\{pk}, t̃) tel que :

R(t′) = argmax
r∈N (t0)/(p̃∈P(r))∧(pk∈P(r))

A(r) (3.26)

∧N (t′) = D′(t0,R(t′)) (3.27)

avec, si on poseT = sa(t′,R(t′)), TQ = Qp̃(T )∪Qpk(T ) etTQ = T\TQ, t′′ defini de la manière suivante :
– t′′ = t′ si |Qp̃(T )| = 0 ∨ |Qpk(T )| = 0,
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FIG. 3.6 – OpérateurM dans le cas 4. (a) Ensembles flous représentés part1 (en rouge) et part2 (en bleu).
(b) t1. (c) t2. (d)M(t1, t2, h, i).
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FIG. 3.7 – Exemple de nœuds compatibles dans les arbrest1 (b) et t2 (c) qui représentent un ensemble
flou (a) sur des parties distinctes du domaineΩ. Seules les paires de nœuds(A,F ), (E, I), (E,F ) et(E,G)
sont compatibles. La non-compatibilité est illustrée par les nœudsA etG puisqueA(A) ≤ A(F ) ≤ A(G).

– sinon :

N (t′′) =
⋃

t′′′∈TQ

N (t′′′) ∪N (M(Qp̃(T ), Qpk(T ), p̃, pk)) ∪ {R(t′)}
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FIG. 3.8 – Exemple de résultat de l’opérateursubst. (a), (b), (c) et (d) représentent respectivementt1, t2, t3
etsubst(t1, t2, t3).

où le premier terme correspond aux nœuds des arbres non touchés, le second aux nœuds des arbres
fusionnés et le troisième à la racine qui est est inchangée (R(t′′) = R(t′)) ; et :

B(t′′) =
⋃

t′′′∈TQ
(R(t′),R(t′′′)) ∪ B(t′′′)

∪B(M(Qp̃(T ), Qpk(T ), p̃, pk)) ∪ (R(t′),R(M(Qp̃(T ), Qpk(T ), p̃, pk)))

où le premier terme correspond aux arcs des sous-arbres inchangés (avec un arc entre leur racine et
la racine det′), et le second aux arcs des sous-arbres fusionnés.

L’arbre t′ évoqué au cas 2 correspond au sous-arbre det0 résultant des premiers appels récursifs (équa-
tion 3.27) dont la racine contient les deux points servant demarqueurs pour la fusion et qui est tel que ses
descendants ne contiennent jamais ces deux points en même temps. Cette dernière propriété peut se traduire
par le fait que la racine det′ soit le nœud contenantpk et p̃ qui a un degré d’appartenance maximal (c.f.
équation 3.26) dans la mesure où les descendants d’un nœud d’un emboîtement ont un degré d’appartenance
supérieur à ce dernier.

La figure 3.9 illustre les différents appels récursifs àM sur un exemple concret. Ici, l’arbrẽt est pré-
senté à la figure 3.9(b), avecP = {p1, p2.p3, p4} les voisins dẽp. La fusion aux points̃p et p1 de t̃ (c.f.
figure 3.9(c)) est fusionnée aux pointsp̃ etp2 (c.f. figure 3.9(e)) pour être encore fusionnée aux pointsp̃ et
p3 (c.f. figure 3.9(g)) et finalement aux pointsp̃ et p4. Le résultat de ces fusions correspond àM(p̃, P, t̃)
comme illustré à la figure 3.9(h). Dans le but d’identifiert0, t′, t′′, . . . à différentes étapes de récursion,
on peut se référer par exemple aux figures 3.9(d) et 3.9(e) oùt0 est l’arbre de la figure 3.9(d) ett′ l’arbre
en pointillés rouges. Les sous-arbresQpk(T ) = Qp2(T ) etQp̃(T ) apparaissent aussi dans cette dernière
figure. Finalement, la figure 3.9(e) correspond àsubst(t0, t′, t′′) avect′′ l’arbre en pointillés bleus.

Théorème 3.2.3.∀t1, t2, t3 ∈ T e R(t2) = R(t3) ⇒ subst(t1, t2, t3) ∈ T e

Démonstration.Montrons les équations 3.10, 3.11 et 3.12.
Soit t1, t2, t3 ∈ T e tels queR(t1) = R(t2)

Equation 3.10(∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n))
– t3 ∈ T e ⇒ ∀n ∈ N (t3),∀s ∈ W(t3, n) A(s) > A(n)
– orA(R(t2)) = A(R(t3)) carR(t2) = R(t3)
– ainsisubst(t1, t2, t3) vérifie l’équation 3.10.

Equation 3.11(∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n))
– t3 ∈ T e ⇒ ∀n ∈ N (t3),∀s ∈ W(t3, n) P(s) ⊆ P(n)
– orP(R(t2)) = P(R(t3)) carR(t2) = R(t3)
– ainsisubst(t1, t2, t3) vérifie équation 3.11.

Equation 3.12

(

∀n ∈ N (t)
⋂

s∈W(t,n)

P(s) = ∅
)

– t3 ∈ T e ⇒ ∀n ∈ N (t3)
⋃

s∈W(t3,n)

P(s) = ∅
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(h) quatrième étape de la fusion

FIG. 3.9 – Utilisation de l’opérateurM sur l’ensemble flouf (a), qui voit sa valeur eñp devenirα6. (b)
Arbre t̃, qui est une représentation def avec un nouveau nœud contenantp̃, les deux sous-arbresQp̃(T ) et
Qp1(T ) sont sélectionnés pour la première étape de fusion ett′ apparaît en pointillés rouges. (c) Résultat
de la première étape de fusion avect′′ en pointillés bleus. (d) Extraction det′ (en pointillés rouges),Qp̃(T )
etQp1(T ) pour la seconde étape de fusion. (e) Résultat de la seconde étape de fusion avect′′ en pointillés
bleus. (f) Troisième étape de fusion avect′ en pointillés rouges. (g) Résultat de la troisième étape de fusion
avect′′ en pointillés bleus. (h) Dernière étape de fusion avect′ andt′′ en pointillés rouges car|Qp4(T )| = 0.
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– orP(R(t2)) = P(R(t3)) carR(t2) = R(t3)
– ainsisubst(t1, t2, t3) vérifie l’équation 3.12.

Par conséquence, le théorème 3.2.3 est vérifié.

Théorème 3.2.4.∀p̃ ∈ Ω,∀P ∈ 2Ω,∀t̃ ∈ T e M(p̃, P, t̃) ∈ T e

Démonstration.Voir annexe C.3.

Théorème 3.2.5.Soit p̃ ∈ Ω et (f, f ′) ∈ S2 tels que :

{

f(p̃) < f ′(p̃)
∀p′ ∈ Ω f(p′) = f ′(p′) si p′ 6= p̃

Soitt ∈ T e un représentation def et t̃ l’arbre tel que :

N (t̃) = N (t) ∪ Sf
′(p̃)
p̃ (3.28)

B(t̃) = B(t) ∪
(

argmax
n∈N (t)/p̃∈P(n)

A(n), S
f ′(p̃)
p̃

)

(3.29)

avecSαp le nœud qui a un degré d’appartenance égal àα et qui contient seulementp.
Sous ces conditions,M(p̃, voisinage(p̃), t̃) est une représentation def ′ (c.f. figure 3.9).

Démonstration.Voir annexe C.4

Ce dernier théorème permet d’utiliser l’opérateurM pour mettre à jour un arbre représentant un en-
semblef pour obtenir un arbre représentant un ensemblef ′ qui contientf . Cette preuve repose sur les
théorèmes 3.2.2 et 3.2.4.

3.3 Décroissance d’un arbre associé à un ensemble flou

Nous allons maintenant introduire un moyen de faire décroître un ensemble flou en un point. L’idée
proposée dans cette section pour mettre à jour l’arbre représentant cet ensemble est de supprimer tous les
nœuds qui peuvent ne plus représenter des composantes connexes dans lesα-coupes de l’ensemble flou
pour ensuite faire grossir l’arbre intermédiaire à l’aide des outils de la section précédente.

Définition 3.3.1. Pour un arbre donné représentant un ensemble flou, et pour un endroit où le degré d’ap-
partenance de l’ensemble voit sa valeur décroître, l’opérateurY : T e × Ω × [0, 1] → T e retourne une
version élaguée de l’arbre d’entrée :

∀t ∈ T e,∀p̃ ∈ Ω,∀α ∈ [0, 1]

N (Y(t, p̃, α)) = N (t)\Z p̃ft(p̃),α(N (t)) (3.30)

B(Y(t, p̃, α)) = B(t)\
{

(n1, n2) ∈ B(t)/(n1 ∈ Z p̃ft(p̃),α(N (t))) ∨ (n2 ∈ Z p̃ft(p̃),α(N (t)))
}

⋃



























(n1, n2) ∈ N (t)2/

(n2 /∈ Z p̃ft(p̃),α(N (t)))

∧(∃n3 ∈ Z p̃ft(p̃),α(N (t))/n2 ∈ W(n3))

∧



n1 = arg max
n∈N (t)/(n2∈D(n))∧(n/∈Zp̃

ft(p̃),α
(N (t)))

A(n)































(3.31)
avecf t l’ensemble flou représenté part et ∀p ∈ Ω,∀α1 ∈ [0, 1],∀α2 ∈ [0, 1],∀N ∈ V Zpα1,α2

(N) =
{n ∈ N/(p ∈ P(n)) ∧ (A(n) > α2) ∧ (A(n) ≤ α1)}.
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Cet opérateur retourne un arbre dont les nœuds (équation 3.30) sont ceux de l’arbre d’entrée privé de
ceux qui contiennent̃p et qui ont un degré d’α-coupe compris entre l’ancien et le nouveau degré d’appar-
tenance de l’ensemble flou au pointp̃ (en pointillés rouges dans la figure 3.10(c)). De manière similaire,
les arcs de cet arbre sont ceux de l’arbre d’entrée privés de ceux qui font référence aux nœuds suppri-
més (deuxième partie de l’équation 3.31, les éléments supprimés apparaissent en pointillés rouge dans la
figure 3.10(c)). Pour que le résultat deY soit toujours un arbre, des arcs reliant les nœuds isolés parla sup-
pression des précédents arcs et pointant vers leurs descendants directs qui sont préservés sont aussi ajoutés
(troisième partie de l’équation 3.31 correspondant aux arcs en pointillés bleus dans la figure 3.10(d)).
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FIG. 3.10 – Fonctionnement de l’opérateurY sur l’ensemble (a) au pointh. L’arbre t présenté en (b) est la
représentation de cet ensemble. L’ensemble (b) correspondau résultat deY(t, h, α) avec sa représentation
sous forme d’arbre en (d). Les nœuds et les arcs en pointillésrouges dans (c) correspondent aux éléments
supprimés respectivement dans l’équation 3.30 et dans l’équation 3.31. Les arcs en pointillés bleus dans (d)
correspondent aux arcs ajoutés dans la dernière partie de l’équation 3.31.

Théorème 3.3.1.∀t ∈ T e,∀n ∈ N (t),∀s ∈ D(t, n) (P(s) ⊆ P(n)) ∧ (A(s) > A(n))

Démonstration.On obtient directement cette propriété en utilisant l’équation 3.10 surt de manière récur-
sive.

Théorème 3.3.2.L’opérateurY(t, p̃, α) retourne un arbre représentant un ensemble flou qui est inclus
dans l’ensemble flou (f t) représenté par l’arbre (t) passé en entrée si le degréα est inférieur àf t(p̃) :

∀t ∈ T e,∀p̃ ∈ Ω,∀α ∈ [0, 1], f t(p̃) > α⇒ fY(t,p̃,α) ⊂ f t (3.32)

Démonstration.Voir la preuve en annexe C.5 qui repose sur le théorème 3.3.1.

Introduisons maintenant un dernier théorème permettant lamise en œuvre de la suppression de certains
nœuds et arcs par l’opérateurY en considérant les voisins des points contenus dans les nœuds impactés par
le changement de valeur def au pointp̃.

Théorème 3.3.3.∀t ∈ T e représentation d’un ensemble flouf,∀(n1, n2) ∈ B(t)

P(n1) 6= P(n2) ⇒ ∃(p1 ∈ P(n1)) ∧ (p2 ∈ P(n2))/ (f(p1) = A(n1)) ∧ (p1 ∈ voisinage(p2))
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Remarque3.3.1. Ce théorème peut se traduire par le fait que pour tout couple de nœuds présentant un lien
de parenté père/fils et qui ne représentent pas la même composante connexe, il existe un couple de points
voisins tels que l’un soit contenu dans les deux nœuds et l’autre soit contenu uniquement dans le nœud père,
et dans aucun autre nœud correspondant à uneα-coupe de degré plus élevé. Ainsi si on regarde les voisins
de tous les pointsp d’un nœudn qui vérifientA(n) = f(p), on peut lister tous les nœuds dont le père estn.

Démonstration.Soit t ∈ T e une représentation d’un ensemble flouf . Soit (n1, n2) ∈ B(t)/P(n1) 6=
P(n2)

– l’équation 3.11 nous assure queP(n2) ⊂ P(n1) cart est un emboîtement,
– l’équation 3.15 nous assure aussi queP(n1) est connexe et queP(n2) est connexe dans la mesure où
t est une représentation,

– il existe donc au moins un couple de points voisins(p1, p2) ∈ P(n1) × P(n2) tel quep1 /∈ P(n2)
dans la mesure où on s’interdit l’inclusion totale deP(n2) dansP(n1),

– de plus,∄n3 ∈ W(t, n1)/p1 ∈ P(n3) car sinonn2 ne serait plus une composante connexe def et
par conséquentt ne serait plus une représentation. On en déduit donc quef(p1) = A(n1).

En conclusion, le théorème 3.3.3 est bien vérifié.

En utilisant l’opérateurY, on est capable de produire un arbret′ représentant un ensemble flouf t
′

qui est inclus dans celui représenté par l’arbre passé en entrée (t). En utilisant les développements de la
section 3.2, on peut produire à partir de l’arbret′ un arbret′′ qui représente un sous-ensemble flouf t

′′

qui ne diffère def t qu’en un seul point. On peut aussi envisager en pratique de diminuerf t en plusieurs
endroits en même temps, comme on le verra dans la section suivante.

3.4 Application au filtrage d’image de quantités floues

Dans cette section, nous allons proposer des algorithmes résultant des développements précédents.
Même si ces algorithmes peuvent être utilisés dans de nombreuses applications, nous les illustrerons dans
le contexte du filtrage d’images floues qui ont été définies dans le chapitre 2. Tout d’abord pour faciliter
la mise en œuvre des filtres, nous introduirons un moyen de coder les quantités floues contenues dans ces
images. Dans un deuxième temps, nous proposerons des algorithmes pour faire croître/décroître des arbres
associés à des ensembles flous. Enfin un algorithme génériquepermettant de mettre en œuvre un grand
nombre de filtres connexes flous sera proposé.

3.4.1 Images floues et représentation des niveaux de gris

Comme nous l’avons vu dans le chapitre 2, les images de quantités floues sont des images où la valeur
des pixels est représentée par des quantités floues (ensembles flous définis sur le domaine des niveaux
de grisG). Un filtre connexeδΨ : F → F défini pour une telle image floueF peut s’exprimer par un
filtre ψ : S → S appliqué aux ensembles flous définis surΩ extraits deF pour chaque niveau de gris
g :∀p ∈ Ω,∀g ∈ G δΨ(F )(p, g) = ψ(F g)(p), avecF g = F (∗, g). On rappellera que dans certains casψ
peut dépendre du niveau de gris et ainsi que du contenu globalde l’imageF . Pour être considéré comme
connexeψ doit se comporter de manière connexe sur les différentesα-coupes des ensembles passés en
entrée. D’un point de vue concret, une représentation sous forme d’arbre est généralement bien adaptée
pour mettre en œuvreψ.

Les valeurs des pixels des images floues peuvent être représentées de manière compacte en ne codant
que leurs transitions. Dans la suite de ce document, nous prendrons cette représentation en partant de la plus
grande valeur de niveau de gris comme proposé à la figure 3.11.

3.4.2 Croissance d’un ensemble flou

Nous décrivons dans cette sous-section l’algorithme de mise à jour d’un arbret représentant un en-
semble flouf en un arbret′ représentant un ensemble flouf ′ avecf < f ′. Pour des raisons de simplicité,
nous considérons quef et f ′ ne diffèrent qu’en un unique point̃p. La figure 3.12 illustre ce cas de figure,
ainsi que la méthode proposée pour mettre à jour l’arbre. La première étape est de rajouter danst un nœud
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FIG. 3.11 – Nombre flou correspondant à l’intensité en un point représenté de droite à gauche (les
plus grands niveaux de gris apparaissent à gauche). Ce nombre est codé par les transitions suivantes :
(0; gmax), (0, 5; g1), (1; g2), (0.3; g3), (0; g4).

ne contenant que le point à modifier dansf (en pointillés sur les figures 3.12(a) et 3.12(b)) avec son nou-
veau degré d’appartenance (c.f. équations 3.28 et 3.29). Une fois cela fait, l’idée est de fusionner ce nœud
avec les nœuds voisins dans l’optique de rétablir la propriété pour chaque nœud de représenter uneα-coupe
du nouvel ensemble. Cette étape de fusion se fait en utilisant l’opérateurM (c.f. définition 3.2.4) de la
manière suivante : pour chaque pointp′ voisin dep̃, nous cherchons tous les nœuds det qui contiennentp′

et qui ont une valeur d’α-coupe supérieure à l’ancien degré d’appartenancef(p̃). En faisant cela, nous sé-
lectionnons deux sous-arbres (Qp̃(T ) etQp′(T ) comme défini à la définition 3.2.4) associés respectivement
aux pointsp̃ et p′ (apparaissent en pointillés et en traits d’union dans les figures 3.12(c), 3.12(d), 3.12(e),
3.12(f)). Une fois les deux sous-arbres sélectionnés, il nereste plus qu’à les fusionner nœud par nœud en
partant de leur racine (c.f. définition 3.2.1 deM ). Cette fusion se fait juste en ajoutant les points prove-
nant des deux sous-arbres pour un niveauα donné : nous rétablissons ainsi partiellement les composantes
connexes correspondant auxα-coupes, comme nous pouvons le voir sur les figures 3.12(g) et3.12(h) (c.f.
remarque 3.2.2). Ici, partiellement, signifie que la connexité induite par la relation de voisinage entrep̃ et
p′ est restaurée. En fait, on est sûr de restaurer complètementla connexité grâce aux itérations du procédé
pour toutp′ ∈ voisinage(p̃).

L’algorithme 3.1 résume le processus que nous venons de décrire. Le théorème 3.2.5 nous assure que
cet algorithme produit un arbret′ qui représentef ′.

On peut aussi remarquer que le problème de fusion résolu par cet algorithme dans le cadre de l’aug-
mentation de la valeur d’en ensemble flou en un point est similaire au problème de fusion de deux re-
présentations arborescentes d’une image à niveaux de gris sur des sous-domaines différents dans le cadre
d’un algorithme de construction parallèle d’arbre proposépar Wilkinsonet al. (2008). La différence prin-
cipale dans ce qui est proposé ici est que les nœuds sont stockés dans une pile avant d’être fusionnés pour
respecter la définition deM alors que dans Wilkinsonet al. (2008), les nœuds sont fusionnés de manière
directe. Néanmoins, même si ces approches résolvent le mêmeproblème de fusion d’arbres, ce dernier ne
correspond qu’à une sous-partie de ce que nous voulons faireici : c’est-à-dire corriger la topologie d’un
arbre pour refléter les changement correspondant à la mise à jour du degré d’appartenance en un point de
l’ensemble flou représenté.

3.4.3 Réduction d’un ensemble flou

Nous présentons dans cette sous-section l’algorithme de mise à jour de l’arbret (associé à un ensemble
flou f ) en un arbret′ (associé à un ensemblef ′) lorsquef ′ < f . Comme dans la section précédente pour
des questions de simplicité nous supposons quef ′ etf ne différent qu’en un point̃p.

Cette deuxième partie de réduction d’un ensemble flou est beaucoup plus complexe que la première, en
effet il peut être assez délicat d’enlever un point d’un nœudd’un arbre, dans la mesure où un point peut
déconnecter une composante connexe qui devrait ainsi être représentée par deux nœuds distincts comme
nous pouvons le voir sur la figure 3.13(a).

Notre approche consiste à essayer de se rapprocher du cas où l’on augmente la valeur def . Pour se faire
il suffit de retirer tous les nœuds qui contiennentp̃ et qui ont une valeur d’appartenance comprise entref(p̃)
et f ′(p̃). Les nœuds qui ne satisfont pas ce dernier critère ne pouvantpas être impactés par la variation de
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Algorithme 3.1 : Algorithme de mise à jour d’un arbre correspondant à l’augmentation de la valeur
d’appartenance d’un point d’un ensemble flou.

soitf l’ensemble flou à modifier;
soit t l’arbre qui représente l’ensemble flouf ;
soitR+ = {(pi, αi)} l’ensemble des pointspi où la fonctionf croît;
tant queR+ 6= ∅ faire

prendre une paire(p, α) ∈ R+;
R+ ← R+\{(p, α)};
créer un nœudn0|(A(n0) = α) ∧ (P(n0) = {p});
ajoutern0 à la liste des fils des nœudsn′ qui vérifient(A(n′) = f(p)) ∧ (p ∈ P(n′));
pour tous lespi ∈ voisinage(p) faire

soitni ∈ N (t)|(pi ∈ P(ni)) ∧ (A(ni) = f(pi));
soitS = ∅ une pile de nœuds;
tant que ni 6= n0 faire

siA(ni) > A(n0) alors
empilerni dansS;
ni ← D(ni);

fin
sinon siA(ni) < A(n0) alors

empilern0 dansS;
n0 ← D(n0);

fin
sinon

empilerni etn0 dansS;
ni ← D(ni);
n0 ← D(n0);

fin
fin
soitr ← n0 la racine commune;
tant que S 6= ∅ faire

n← le haut de la pileS;
P(r)← P(r) ∪ P(n);
siA(r) < A(n) alors
D(n)← r;
r ← n

fin
fin

fin
fin

f(p̃), il est inutile de les enlever.
Pour illustrer ce procédé, nous pouvons prendre l’exemple de la figure 3.13 où l’ensemblef voit sa

valeur réduite au pointg (figure 3.13(a)). La première étape consiste à enlever tous les points qui ont un
degré d’appartenance égal àα5 et qui appartiennent à un nœudn contenantg, c’est-à-dire les pointsd, g, i
comme illustré à la figure 3.13(c). Cette suppression se faitde manière implicite par correction du lien de
parenté des nœuds qui contiennent un voisin de ces points et qui pointent surn (c.f. théorème 3.3.3). Une
fois cela fait, le nœudn peut être supprimé en toute sécurité dans la mesure où il n’existe plus aucun nœud
dont il est le père. En itérant ce procédé sur les autres nœudscontenantg et dont le degré d’appartenance
est supérieur àf ′(g), nous obtenons un arbre qui représente un ensemble flouf ′′ qui est inclus dansf ′. Il
est alors possible de rajouter les points que l’on a supprimés, en utilisant l’algorithme de la figure 3.1.

Ces différentes étapes sont formalisées dans l’algorithme3.2.

3.4.4 Filtrage et discussion

Les précédents algorithmes permettent de décrire un meta-algorithme (algorithme 3.3) pour le filtrage
des images floues. Ainsi pour filtrer une imageF , on peut partir avec un arbre ne contenant qu’un seul
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FIG. 3.12 – Exemple d’augmentation de la valeur d’un ensemble flou (a) en un pointf . (c), (d) Sélection
du sous-arbre contenantf (en pointillés) et du sous-arbre contenant son premier voisin (en traits d’union).
(e), (f) Deuxième étape de fusion avec le second voisin def . (g) Ensemble mis à jour. (h) Arbre mis à jour.

nœud dont le degré d’appartenance est0 et qui contient tous les points deΩ (arbre en haut à gauche de la
figure 3.14), dans le but de le mettre à jour par l’introduction des transitions entres les ensembles flousF g
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Algorithme 3.2 : Algorithme de mise à jour d’un arbre correspondant à la diminution de la valeur
d’appartenance d’un point d’un ensemble flou.

soitf l’ensemble flou à modifier;
soit t l’arbre représentant l’ensemble flouf ;
soitR− = {(pi, αi)} l’ensemble de pointspi oùf est censé décroître;
tant queR 6= ∅ faire

prendre un couple(p, α) ∈ R;
soitn0 = argmax

n∈N (n)|p∈P(n)

A(n);

siA(n0) > α alors
tant queA(n0) > α, n0 ← D(n0) faire

pour tous lesn|(p ∈ P(n)) ∧ (A(n) > α), faire
pour tous lesp′ ∈ P(n)|f(p′) = A(n) faire

R+ ← R+ ∪ {(p′, f(p′))};
pour tous lesp′′ ∈ voisinage(p′) faire

si ∃n′|(p′′ ∈ P(n)) ∧ (D(n′) = n) alors
D(n′)← n0;

fin
fin
supprimer le nœudn;

fin
fin
R− = R−\(p, α);

fin
fin
utiliser l’algorithme 3.1 surR+;

fin

etF g−1 associés respectivement aux niveaux de grisg et g − 1 (arbres à gauche dans la figure 3.14). En
utilisant les arbres obtenus, un filtre connexeδψ peut être utilisé (transformation des arbres à gauche vers
les arbres à droite à la figure 3.14). Cela correspond généralement à extraire les branches des sous-arbres
de l’arbre initial en fonction de la définition de composantes connexes floues que l’on utilise (Rosenfeld,
1979; Braga-Neto et Goutsias, 2003b; Nempontet al., 2008) dans le but de les garder ou de les supprimer
complètement ou partiellement.

Algorithme 3.3 : Algorithme de mise à jour d’un ensemble flou en plusieurs points.
soitf ← 0F ;
soit t←< 0, X > l’arbre qui représente l’ensemble flouf ;
soitR = {(pi, µi, gi)} l’ensemble des transitions de l’image floue (c.f. figure 3.11);
trierR de manière croissante par rapport àgi;
tant queR 6= ∅ faire

soitg le niveau de gris associé au premier élément deR;
R+ ← {(pi, αi)|(pi, αi, g) ∈ R) ∧ (max{A(n)|pi ∈ P(n)} > αi)};
R− ← {(pi, αi)|(pi, αi, g) ∈ R) ∧ (max{A(n)|pi ∈ P(n)} < αi)};
R← R\R+ ∪R−;
utiliser l’algorithme 3.2 surR−;
utiliser l’algorithme 3.1 surR+;
filtrer l’arbre t mis à jour;

fin

Le gain de cette stratégie de mise à jour comparé au calcul direct d’un arbre pour chaque niveau de gris
dépend du nombre de points à mettre à jour entre deux ensembles flous. En fait, pour un pointp donné d’une
imageF , le nombre de mises à jour est lié à ce à quoi ressemble la quantité floueF (p, ∗). Ainsi, un nombre
flou avec un grand support introduira un grand nombre de transitions, alors qu’une faible quantification des
degrés d’appartenance réduira le nombre de transitions. Dans le pire cas, on aura à mettre à jour l’arbre pour
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FIG. 3.13 – Exemple de diminution de la valeur d’un ensemble flou (a) en un pointg. (c), (d) Première étape
de suppression du nœud< α5, c − i >. (e), (f) Deuxième étape de suppression du nœud< α4, b − i >.
(g), (h) Troisième étape de suppression du nœud< α3, a− i >. Pour finaliser la procédure, il ne reste qu’à
faire croître le dernier ensemble (g) aux pointsa, b, d, i.

tous les points du domaine de l’image. Néanmoins, un tel cas n’est possible que lorsque l’image contient
une très grande quantité de flou, ce qui n’est généralement pas souhaitable dans la mesure où quand tout
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FIG. 3.14 – Filtrage d’une image de nombres flous (image originale sur la gauche et image filtrée sur la
droite). Le filtrage de chaque niveau de gris en utilisant un opérateur connexeψ est fait en utilisant une
représentation arborescente des ensembles flous correspondants. Les arbres (à gauche) sont mis à jour de
manière itérative en utilisant les algorithmes 3.2 et 3.1 enconsidérant les différences entre les ensembles
flous successifs extraits de l’image originale en partant d’un arbre composé d’un seul nœud représentantΩ
(arbre du haut).

devient possible, il est très difficile de décider quoi que cesoit.
Remarquons aussi que les appels à l’algorithme 3.2 dans l’algorithme 3.3 sont inutiles dans le cas

où l’image à filtrer est une image d’ombres floues à cause de la propriété de décroissance par rapport
aux niveaux de gris (c.f. définition 2.2.1). Grâce à cette propriété, si on encode les niveaux de gris en
utilisant l’approche proposée (des plus grands niveaux vers les plus petits), on est assuré que les degrés
d’appartenance des ensembles flous extraits de l’image d’ombre floue ne peuvent que croître ou rester
constants quand le niveau de gris décroît.

D’un point de vue de la mise en œuvre, la façon dont sont écritsles algorithmes n’impose aucune
contrainte sur la représentation informatique des données. Bien sûr, les représentations standard des arbres
de coupes peuvent facilement être adaptées à ces algorithmes. Dans nos expérimentations, les nœuds sont
étiquetés par des entiers, et la fusion de deux nœuds est faite par un processus de chaînage (un nœud peut
pointer vers un autre nœud qui représente la mêmeα-coupe). Les relations père/fils sont exprimées en
utilisant des liens entre les représentants des nœuds. Cette structure de données est illustrée à la figure 3.15.
Finalement, on peut remarquer que même si les nœuds peuvent être représentés par les points de l’image
à la place d’entiers Bergeret al. (2007), dans notre cas, on ne peut pas utiliser une telle astuce car après la
mise à jour d’un arbre, deux nœuds peuvent contenir exactement les mêmes points. Pour éviter cela, on ne
devrait utiliser que des représentations compactes qui interdisent de telles configurations.

Enfin, les algorithmes proposés suggèrent de filtrer un arbreaprès l’étape de mise à jour. Même si cela
permet de proposer une approche générique pour mettre en œuvre un filtre, dans certains cas, cela peut ne
pas être efficace. Bien sûr, pour des mises en œuvre réelles, les attributs utilisés pour décider quoi supprimer
ou garder dans l’arbre à filtrer peuvent être calculés/mis à jour pendant la mise à jour de l’arbre.

3.5 Conclusion

Les arbres de coupes sont couramment utilisés pour représenter des images. Bien qu’ils soient principa-
lement utilisés pour mettre en œuvre des filtres connexes surdes images à niveaux de gris, ils peuvent aussi
représenter des ensembles flous permettant par la même occasion de manipuler des composantes connexes
floues qui reposent sur une notion de connexité parα-coupes comme celle proposée par Rosenfeld (1979),
Braga-Neto et Goutsias (2003b) ou Nempontet al. (2008). Comme on a pu le voir dans le chapitre précé-
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FIG. 3.15 – Structure de données utilisée pour représenter un arbre. (a) Ensemble flou à représenter. (b)
Identifiants des nœuds associés aux points dans l’image. (c)Représentants des nœuds (niveau racine[n] =
n⇒ n est un représentant). (d) Parents des nœuds (∅ signifie que l’information est inutile puisque le nœud
n’est pas un représentant).

dent, une extension des filtres connexes dans le cadre des images floues a été introduite, leur mise en œuvre
nécessitant généralement une représentation arborescente pour chaque ensemble flou associé à chaque ni-
veau de gris.

En utilisant l’idée que pour des niveaux de gris successifs,ces ensembles sont très similaires, nous
avons introduit des algorithmes efficaces qui permettent derefléter les changements entre deux ensembles
dans leurs représentations arborescentes. Ainsi, avec notre approche, si nous avons une représentation sous
forme d’arbre d’un ensemble flou, on peut le mettre à jour dansle but de lui faire représenter une version
modifiée de l’ensemble original, et ce sans recalculer complètement l’arbre. Cette étape de mise à jour
repose principalement sur deux étapes distinctes. La première correspond à la mise à jour d’un arbre pour
refléter une augmentation en un point du degré d’appartenance de l’ensemble flou représenté. Cela est fait
en ajoutant un nouveau nœud contenant ce point et dont le degré d’appartenance correspond au nouveau
degré d’appartenance. Ce nœud est ensuite fusionné avec lesnœuds contenant un voisin du point considéré
dans le but de restaurer la connexité desα-coupes du nouvel ensemble. La seconde étape consiste à mettre à
jour un arbre dans le cas où l’ensemble représenté voit sa valeur réduire en un point. Pour cela, on supprime
tous les nœuds qui contiennent ce point et qui ont un degré d’appartenance supérieur à la nouvelle valeur
de l’ensemble au point considéré. Cela nous conduit à un arbre représentant un ensemble flous inclus dans
l’ensemble flou cible. Ainsi on peut dès lors obtenir ce dernier en utilisant l’approche utilisée à la première
étape. En combinant ces deux méthodes, il est possible de faire une mise à jour d’un arbre reflétant n’importe
quel changement entre deux ensembles flous.

Même si ce travail a été développé pour filtrer des images floues, d’autres applications peuvent être
considérées. Par exemple, des travaux récents Wilkinsonet al. (2008) utilisent des résultats similaires à ce
que nous proposons ici pour fusionner deux sous-arbres, dans un contexte de construction parallèle d’arbres
de coupes d’une images. Néanmoins, on peut remarquer que cette problématique de fusion d’arbres ne
correspond qu’à une partie de notre schéma de mise à jour d’arbres (sélection des sous-arbres, élagage,
etc.). Finalement le formalisme introduit dans ce chapitrenous permet de prouver complètement la validité
mathématique de notre approche.

En résumé, dans ce chapitre nous avons proposé une représentation formelle sous forme d’arbres des
images floues. Cela nous a permis de développer des algorithmes efficaces permettant le filtrage de ces
dernières. Ces algorithmes peuvent être utilisés de manière pratique pour des tâches de filtrage ou de seg-
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mentation comme cela sera illustré au chapitre 4, tout en maîtrisant le surplus de complexité de traitement
induit par le flou. Ainsi, le filtrage d’images floues devient un nouvel outil utilisable en traitement d’images.
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Chapitre 4
Construction d’images floues

Dans les chapitres précédents nous avons vu que les filtres connexes sont fortement utilisés en traitement
d’images. Ce type de filtres reposant sur la notion de filtragede composantes connexes binaires extraites
a partir de l’image à filtrer (soit par seuillage, soit par décomposition en zones plates), les dégradations
que subit cette dernière peuvent avoir un impact négatif surleur efficacité. Pour cette raison, les images
floues ont été introduites. Ces dernières permettent de représenter l’imprécision que l’on peut avoir sur les
niveaux de gris dans l’image. Grâce au cadre théorique dans lequel elles sont définies, on peut étendre la
définition de filtres connexes usuels ou encore en définir de nouveaux dédiés à des applications spécifiques
comme de la détection. Nous avons aussi abordé le problème deleur mise en œuvre de manière efficace
dans le chapitre précédent, cependant, la question du conditionnement de l’imprécision pour construire de
telles images n’a pas encore été abordée. Cette étape est bien évidemment essentielle dans le but de fournir
un outil de travail complet qui permette de manipuler une image de A à Z. De plus de la qualité de la
construction de ces images va dépendre la capacité à effectuer des traitements corrects par la suite.

Dans ce chapitre, nous allons discuter des approches plus oumoins évoluées que l’on peut utiliser
pour construire des images floues. Dans un premier temps nousdétaillerons les méthodes simplistes de
construction évoquées jusqu’ici et détaillerons leurs faiblesses. Dans un second temps nous introduirons
le concept clé de conversion de la composante de bruit contenue généralement dans les images en une
imprécision de débruitage. Enfin, nous détaillerons l’extension d’une méthode de débruitage reposant sur
la décomposition en ondelettes pour générer des images floues et nous étudierons son impact dans le cadre
de la détection d’objets isodenses.

4.1 Méthodes générales de construction

Dans cette section nous allons discuter des méthodes de construction d’images floues utilisées jusqu’ici
pour mettre en évidence leurs limitations. Nous commencerons par la construction d’images d’ombres
floues par l’opérateurum, puis nous parlerons du déploiement d’un patron autour des niveaux de gris d’une
image pour obtenir une image d’intervalles flous

4.1.1 Construction d’images d’ombres floues nettes

Comme on a pu le voir dans le chapitre 2, des images d’ombres floues peuvent être construites en uti-
lisant juste la définition classique d’images d’ombres par l’intermédiaire de l’opérateurum. Néanmoins ce
genre d’approche produit une image ne comportant aucune imprécision, et donc ne permet pas de profiter
pleinement du cadre théorique des filtres connexes flous. Cependant, comme on l’a vu dans le filtrage de
coupes de volumes de tomosynthèse du sein, les filtres connexes flous permettent de manipuler de l’impré-
cision sur les données en entrée, mais aussi sur la réponse dufiltre. Ainsi une composante connexe, même
non floue, extraite d’un niveau de gris d’une image floue, qui ne satisfait pas pleinement les critères d’un
objet que l’on recherche peut survivre partiellement à l’étape de filtrage permettant ainsi de manipuler les
cas limites.
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4.1.2 Construction en utilisant un patron

Définition

Dans le cas des images d’intervalles flous et des images de nombres flous, la précédente approche
reposant sur l’opérateurumn’est pas adaptée dans la mesure où elle ne permet pas de créerce type d’images.
Comme on l’a proposé dans le chapitre 2, l’approche la plus simple est de considérer un patron que l’on va
déployer sur chaque niveau de gris de l’image netteI ∈ I. Dans ce cas, l’imprécision est modélisée par une
fonction d’appartenanceng : R+ → [0, 1], qui vérifieng(0) = 1 et qui est décroissante. Cette fonction a
pour but d’évaluer à partir d’une différence de niveaux de gris à quel point ils sont semblables. De manière
plus formelle, une image floueF ∈ F sera construite à partir d’une imageI ∈ I et d’une fonctionng en
utilisant l’équation suivante :

∀p ∈ Ω,∀g ∈ G F (p, g) = ng(|I(p) − g|)

Exemples de filtrage en utilisant un patron

Ce type de construction, bien que simpliste, permet déjà de tirer parti des avantages des filtres connexes
flous comme on a pu le voir pour l’extraction de zones plates correspondant à des lésions dans le chapitre 2.
Néanmoins, en étudiant de manière plus précise le comportement de cette méthode de construction d’images
floues sur le résultat d’un filtrage, on peut s’apercevoir quecette méthode possède quelques lacunes. On se
propose d’illustrer ces dernières sur une image synthétique. Dans cette expérience, la fonctionng sera
définie de la manière suivante :

∀x ∈ R+ ng(x) = max(0,min(1,−ax+ b))

aveca et b deux paramètres permettant de jouer sur la quantité de flou à introduire comme illustré dans la
figure 4.1(c).

On remarquera qu’une telle fonctionng produit une image floueF où la valeur de chaque pixel corres-
pond à un trapèze centré autour du niveau de gris associé au même point dans l’image nette (c.f. figure 4.1).
De même, les paramètresa et b permettent de modifier la forme de ce trapèze.

G

Ωp
G

0

1

g1 I(p) g2

0

1

Différence de niveau de gris

FIG. 4.1 – Construction d’une image d’intervalles flous en déployant un patron sur chaque niveau de gris (b)
de l’image originaleI (a). Le processus est détaillé en (b) pour le pixel en gris dans (a) avecng(g1−I(p)) =
0 etng(I(p) − g2) = 0. La fonctionngutilisée est illustrée en (c).

L’image synthétique est une image constante par morceaux (c.f. figure 4.2(a)) composée de neuf disques
de différents niveaux de gris. A titre d’exemple, cette image est corrompue par un bruit gaussien (c.f.
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figure 4.2(b)) afin d’illustrer le comportement de notre approche par rapport au contraste et au bruit. Nous
construisons à partir de cette image bruitée une image d’intervalles flous (les figures 4.2(d), 4.2(e) et 4.2(f)
représentent différentes coupes de celle-ci) que nous filtrons par l’opérateur défini comme :

δ(F )(∗, g) =
∨

{h ∈ H(F (∗, g))/(c1 < Card(h) < c2)}. (4.1)

avecCard l’aire d’un ensemble flou (Rosenfeld et Haber, 1985),c1 etc2 étant deux constantes qui entourent
l’aire des disques dans l’image originale.

(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

FIG. 4.2 – Exemple d’extraction de zones plates en fonction d’uncritère d’aire sur l’image (b), version
bruitée de (a). Les images (d), (e) et (f) représentent les coupesF (∗, 10), F (∗, 20) etF (∗, 40) de l’image
floue avant filtrage. Les images (g), (h) et (i) représentent ces mêmes coupes après filtrage. L’image (c)
représente l’agrégation du résultat du filtrage de tous lesF (∗, g), g ∈ G en utilisant l’opérateuragg.

Le but est donc de savoir si les disques présents dans l’imagenon bruitée sont détectables dans l’image
floue construite à partir de l’image bruitée. Les figures 4.2(g), 4.2(h) et 4.2(i) présentent les résultats du
filtrage des coupes précédentes (figures 4.2(d), 4.2(d), 4.2(d)) de l’image d’intervalles floues. Nous voyons
sur les différentes coupes que les composantes connexes floues ayant une aire trop grande ou trop petite
sont supprimées. Pour un niveau de gris donné, ces structures supprimées proviennent principalement du
bruit et de l’étalement du fond ou des disques situés à d’autres niveaux de gris. La figure 4.2(c) représente
l’agrégation floue par l’opérateuragg le long des niveaux de gris en chaque pixel de l’image floue filtrée.
Nous pouvons ainsi apprécier la qualité de la détection des zones plates satisfaisant le critère. Nous voyons
que le disque le moins contrasté (en bas à droite dans la figure4.2(a)) ressort quand même du fond, même
s’il n’est pas très bien défini. Nous remarquons aussi que leszones plates obtenues contiennent des trous,
et ce indépendamment du contraste. Cela s’explique par la modélisation de l’imprécision sur les niveaux
de gris : le bruit gaussien a un support infini, alors que notretrapèze lui a un support fini. Nous pourrions
pallier ce problème en faisant dépendre l’imprécision d’unpixel des valeurs de son voisinage.
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Discussion

Bien que cette première façon de construire des images d’intervalles floue permette d’obtenir des résul-
tats correct en terme de détectabilité comme on a pu le voir sur une image synthétique corrompue avec un
bruit Gaussien, le résultat obtenu n’est pas parfait. En effet les structures extraites contiennent des trous,
la méthode ne semble donc pas adaptée à ce type de dégradation. Cette conclusion est tout aussi valable
pour d’autres type de bruits ou d’autres modèles de dégradation. Dans la mesure où la chaîne de formation
d’image n’est pas modélisée par cette méthode de construction, ce type de comportement certes assez in-
tuitif ne permet que d’obtenir un résultat de qualité moyenne en réglant au cas par cas les paramètres de la
fonctionng.

4.2 Construction d’image et débruitage

Le manque de modélisation n’est pas le seul problème de l’approche précédente lorsque l’on désire
considérer des images qui contiennent du bruit statistique. En effet, il n’est pas possible d’utiliser un en-
semble flou pour représenter ce type de variation. Cela a pourconséquence de rendre les images floues
inaptes pour ce type d’applications. Une solution pour pallier ce problème serait de modifier la définition
de ces images, en utilisant par exemple des variables aléatoire floues (Lopez-Diaz et Gil, 1997), pour faire
en sorte qu’elles soient capables de représenter ce type de dégradation. Cependant, la structure des don-
nées serait encore plus complexe et donc très difficile à manipuler. Une autre solution peut être de tenter
de supprimer la composante correspondant au bruit. Après discussion de ce principe, nous allons présenter
une manière simple de le mettre en œuvre en utilisant des filtres de débruitage classiques et en illustrant les
résultats que l’on peut obtenir sur la même image synthétique que précédemment. Enfin nous proposerons
une approche générale pour construire une image floue à partir d’un filtre de débruitage quelconque.

4.2.1 Débruitage d’images et construction d’image floues

Dans le but de se débarrasser du bruit contenu dans les imagesnettes, de nombreuses méthodes de dé-
bruitage existent. Malheureusement, ces dernières dépendent souvent d’un paramètre et ne produisent pas
un résultat parfait (on n’obtient pas l’image originale sans bruit). La plupart du temps, on obtient un compro-
mis entre la suppression du bruit et la conservation de l’information présente dans l’image. Généralement,
les paramètres sont fixés de telle manière à ce qu’ils optimisent un critère qui modélise ce compromis. Bien
sûr, différent critères donnent généralement différents paramètres avec différentes propriétés. Par exemple
on peut vouloir être sûr de conserver les structures faiblement contrastées en contrepartie d’une réduction
sommaire du bruit dans l’image. Au contraire, on peut vouloir une image sans bruit et ce même si des struc-
tures disparaissent. En définissant de tels critères à cetteétape, on prend de manière implicite une décision
qui peut donc résulter en une perte d’information qui peut serévéler problématique sur des traitements
qui doivent être faits en aval. Pour illustrer cela, on peut prendre l’exemple d’une image dans laquelle
on recherche des zones iso-denses faiblement contrastées.Une étape de débruitage peut faire disparaître
complètement ces zones et rendre leur détection par un filtre(connexe ou autre) impossible.

Pour éviter ce genre de problèmes, on peut essayer de garder le plus d’information possible dans le but
de prendre une décision plus tard (au moment de la détection par exemple). De manière concrète, on peut
essayer de reporter l’imprécision des paramètres du filtre de débruitage pour obtenir une imprécision sur
les niveaux de gris débruités. Dans ce contexte, on remarquera qu’une image floue est tout à fait adaptée
pour gérer ce genre d’information. De plus comme on l’a vu dans les chapitres précédents, un cadre théo-
rique permet de définir des filtres permettant de tirer parti de l’imprécision de ces images pour prendre des
décisions.

4.2.2 Construction d’image floues à partir de filtres de rang

Principe

Pour illustrer le principe de construction d’une image floueà partir d’une méthode de débruitage, on
peut prendre l’exemple de filtres de rang. L’idée est de combiner plusieurs filtres de rang pour obtenir un
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intervalle flou représentant les niveaux de gris possibles après débruitage. Pour l’exemple nous considére-
rons les trois filtres de rang suivants : la dilatation, l’érosion et le filtre médian, en faisant l’hypothèse que
les niveaux de gris obtenus après filtrage d’une imageI ∈ I par les deux premiers filtres correspondent aux
valeurs de niveau de gris qui ne sont pas possibles et que le résultat du filtre médian donne les valeurs de
niveaux de gris les plus possibles. De manière intuitive, onpeut justifier ce choix en considérant que la dila-
tation et l’érosion, qui sont généralement de mauvais filtres en terme de débruitage, fournissent des bornes
pour les valeurs possibles de niveau de gris alors que le filtre médian a un meilleur comportement en terme
de régularisation et donc de débruitage. On peut donc construire uneINF en associant pour chaque pixel
p de l’image, le nombre flouF (p, ∗) défini comme un triangle qui vaut1 pour la valeur de niveau de gris
obtenu par le filtre médian,0 pour les valeurs obtenues par érosion et dilatation et des degrés intermédiaires
entre ces dernières comme illustré à la figure 4.3.

G

Ω
G

0

1

gmin gmedgmax

FIG. 4.3 – Etape de construction de nombres flous à partir de filtres de rang. (a) Image1D originale en noir
filtré par une érosion (en rouge), une dilatation (en bleu) etun filtre médian (en vert). (b) Construction d’un
niveau de gris flou pour le point marqué en gris dans (a) à partir des résultats des trois filtrages.

Dans ce type de procédé, la composante statistique est supprimée par l’étape de filtrage, et l’imprécision
à propos de ce filtrage est introduite sur les niveaux de gris dans l’image floue.

Exemple de filtrage

Pour valider l’approche, on peut reprendre l’exemple de détection de la section précédente comme
illustré à la figure 4.4. Dans cet exemple, l’image floue est construite à partir des trois filtres de rang utilisés
précédemment (min, max et médian). Les figures 4.4(d), 4.4(e) et 4.4(f) présentent trois coupes associées
aux niveaux de gris10, 20 et 40 de l’image ainsi construite. On remarquera tout d’abord quepour chaque
disque on retrouve la marque du contour pour tous les niveauxde gris compris entre celui du fond et celui
du disque considéré. Cela s’explique par le fait que l’étapede filtrage par l’érosion et la dilatation vont
introduire une grande imprécision au niveau des contours : le minimum dans le voisinage va venir du fond
alors que le maximum va venir du disque. On remarquera aussi l’aspect légèrement morcelé de l’image qui
est dû au filtrage médian. Enfin, on remarquera qu’il n’y a plusde trous dans les zones plates détectées
comme on peut le voir à la figure 4.4(c) : ici la représentationpar une fonction d’appartenance en forme de
triangle des niveaux de gris est suffisante car il n’y a plus l’aspect du support infini du bruit gaussien (ce
dernier est en partie éliminé par les filtrages).

4.2.3 Application du principe d’extension pour construiredes images floues

On peut continuer sur l’idée précédente sur la transformation de la composante de bruit en imprécision
de débruitage. En effet si on reprend le raisonnement de manière générale en considérant un filtre dépendant
d’un paramètre quelconque, en supposant que l’on est capable de formuler l’imprécision sur notre critère
de débruitage en définissant une fonction d’appartenance sur ce paramètre, on peut utiliser le principe
d’extension (Zadeh, 1975) pour générer une image floue.

On peut définir une telle approche de manière générique. SoitI ∈ I une image nette,Υγ un filtre de
débruitage avecγ un paramètre permettant d’influer sur le comportement de ce filtre. Si on est capable
d’associer un degré d’appartenanceµγ à chaque valeur deγ, on est capable d’associer à chaque niveau de
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(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

FIG. 4.4 – Exemple d’extraction de zones plates en fonction d’uncritère d’aire sur l’image (b), version
bruitée de (a). Les images (d), (e) et (f) représentent les coupesF (∗, 10), F (∗, 20) etF (∗, 40) de l’image
floue avant filtrage construite à partir de filtres de rang. Lesimages (g), (h) et (i) représentent ces mêmes
coupes après filtrage. L’image (c) représente l’agrégationdu résultat du filtrage de tous lesF (∗, g), g ∈ G
en utilisant l’opérateuragg.

gris de chaque pixel un degré d’appartenance. Le principe d’extension nous donne :

∀I : Ω → G,∀p ∈ Ω,∀g ∈ G F (p, g) = sup
Υγ(I)(p)=g

µγ

Cette méthode est illustrée dans la figure 4.5. Le problème d’une telle approche est le besoin de calculer
un grand nombre d’images débruitées (une par valeur deγ). Pour cette raison, nous nous intéresserons dans
le reste de ce chapitre à une méthode dédiée qui est une extension du débruitage par ondelettes dans le cadre
des ensembles flous.

4.3 Débruitage flous par ondelettes

Dans cette section nous allons détailler une adaptation du filtrage par ondelettes dans le but de générer
une image floue. Tout d’abord, nous rappellerons les principes d’une décomposition en ondelettes d’un
signal1D ainsi que son débruitage. Puis, nous détaillerons une méthode pour modéliser l’imprécision qui
est introduite lors d’un tel débruitage ce qui nous permettra de construire des images floues. Nous verrons
aussi comment moduler la quantité d’imprécision introduite dans l’étape de construction pour terminer enfin
sur l’évaluation d’un tel procédé pour la détection de structures dans des images synthétiques et réelles.

4.3.1 Décomposition en ondelettes

L’analyse en ondelettes est une approche multi-résolutionqui repose sur la définition suivante :
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Degré d’appartenance

γ

γ

G

G

Degré d’appartenance
au niveau de gris

FIG. 4.5 – Construction d’un niveau de gris flou en utilisant le principe d’extension : pour chaque niveau
de gris possible pour un pixel donné, les valeursγ qui conduisent après débruitage à ce niveau de gris sont
considérés et le degré d’appartenance maximal de ces derniers est associé au niveau de gris.

Définition 4.3.1. Une analyse multi-résolution est une séquence de sous-espaces{Vj} ⊂ L2(R) emboîtés
et fermés vérifiant (Jansen, 2001) :

∀j ∈ Z Vj ⊂ Vj+1

lim
j→∞

Vj =
⋃

j∈Z

Vj = L2(R)

lim
j→−∞

⋂

j∈Z

Vj = {0}

f(x) ∈ Vj ⇔ f(2x) ∈ Vj+1, j ∈ Z (invariance d’échelle)

f(x) ∈ V0 ⇔ f(x+ k) ∈ V0, k ∈ Z (invariance par décalage)

∃φ(x) ∈ V0/{φ(x− k), k ∈ Z} est une base stable pourV0.

Le premier terme signifie que pour une échelle donnéej,Vj est un sous-espace deVj+1, ce qui résulte en
une perte d’information lorsque l’on projette un élément deVj+1 surVj . Le second terme signifie qu’avec
une échelle assez grande, on peut représenter le signal original. Le troisième terme signifie que quandj tend
vers−∞, toute l’information à propos du signal est perdue. Les quatrième et cinquième termes impliquent
que la même analyse peut être conduite indépendemment de l’échelle et de la localisation. Finalement, le
dernier terme est nécessaire pour manipuler des espaces vectoriels de dimensions infinie. La fonctionφ(x)
est appelée fonction père ou fonction d’échelle : les fonctions représentant la base deV0 en sont des versions
décalées. En les étirant et en les normalisant, on peut produire les fonctions formant les bases associées aux
différentsVj .

Comme on l’a dit, pour des échelles successivesj et j + 1 données,Vj+1 permet de représenter des
éléments queVj ne contient pas. Pour cette raison, nous avons besoin d’introduireWj le complément
orthogonal deVj dansVj+1 :

Vj+1 = Vj ⊕Wj

De manière plus pratique, chaqueWj sera généré grâce à une base composée de translations d’une
fonction mèreψ étirée. Cette dernière est aussi connue sous le nom d’ondelette.

Dans le but d’analyser une fonction donnée à différentes échelles, on doit être capable de l’exprimer dans
la nouvelle base. Cela peut être fait en utilisant un banc de filtres comme proposé par Mallat (1989). Cette
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décomposition repose sur quatre filtresh, g, h̃ et g̃. Ces derniers peuvent être déduits à partir deφ,ψ dans le
cas d’ondelettes orthogonales et à partir de leur fonctionsduales dans le cas d’ondelettes bi-orthogonales.
Dans les deux cas on peut reconstruire de manière parfaite lesignal original après décomposition.

Soit sj+1 une approximation du signal originalf dansVj+1. Ce banc de filtres peut être exprimé ma-
thématiquement en utilisant les expressions suivantes :

sj,k =
∑

l∈Z

h̃l−2ksj+1,l

oùsj,k représente les coefficients d’approximation desj+1 dansVj ,

ωj,k =
∑

l∈Z

g̃l−2ksj+1,l

oùωj,k représente les détails desj+1 exprimés dansWj .
La reconstruction s’exprime comme :

sj+1,l =
∑

k∈Z

hl−2ksj,k +
∑

k∈Z

gl−2kωj,k (4.2)

L’extension de ces outils théoriques en2D se fait généralement en traitant une image le long des deux
orientations successivement (Jansen, 2001). On commencera donc par filtrer l’image avec les filtres̃h et g̃
orientés dans l’axe desx, puis le résultat sera à nouveau filtré avec les même filtres orientés dans l’axe desy.
Un exemple de résultat d’une telle décomposition est présenté à la figure 4.6. On voit que pour une échelle
donnée, on a les détails horizontaux (coin supérieur droit), les détails verticaux (coin inférieur gauche) et
diagonaux (coin inférieur droit) avec la décomposition à l’échelle suivante (coin supérieur gauche).

(a) (b)

FIG. 4.6 – Exemple de décomposition sur 3 niveaux (b) en ondelettes (Haar) d’une image2D (a).

4.3.2 Seuillage des coefficients d’ondelettes

Une fois que l’image est décomposée sur la base d’ondelettes, les coefficients{ωj,k} peuvent être
modifiés dans le but de changer l’aspect de l’image originale. On peut trouver dans la littérature (Jansen,
2001) plusieurs méthodes de débruitage s’appuyant sur les propriétés de décomposition en ondelettes et
reposant sur la suppression des petits coefficients. Une première approche correspond à la suppression
complète de certains coefficients : les plus grands sont conservés tandis que les plus petits sont mis à zéro.
Cette approche est connue sous le nom deseuillage duret s’exprime de manière mathématique en fonction
d’un seuilλ comme :

tf(ω) =

{

ω si ω ≥ λ
0 sinon

Un seconde approche, qui est plus continue, consiste en la soustraction, resp. l’addition, d’une constante
donnée aux coefficients positifs, resp. négatifs, les coefficients qui changent de signe sont mis à zéro. Cette
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approche est connue sous le nom deseuillage doux(Donoho, 1995). La définition mathématique pour un
seuilλ s’écrit :

tf(ω) =

{

max(0, ω − λ) si ω ≥ 0
min(0, ω + λ) si ω < 0

(4.3)

Les deux approches reposent sur un seuilλ et produisent des images plus ou moins dégradées/bruitées
en fonction de ce paramètre. Des techniques d’optimisationexistent dans la littérature pour déduire de
manière optimale ce dernier. Ainsi on peut citer la technique du seuillage universel (Donohoet al., 1995),
ou l’estimation non biaisée du risque de Stein aussi connue sous le nom de SURE (Donoho et Johnstone,
1995) ou encore l’approche de validation croisée généralisée souvent dénotée par GCV (Jansenet al., 1997).
Les deux dernières approches reposent sur la minimisation de l’erreur quadratique moyenne entre l’image
débruitée et ce que serait l’image originale sans bruit. Dans le reste de ce chapitre, nous utiliserons essen-
tiellement la GVC appliquée auseuillage douxpour illustrer notre approche. Bien entendu, ce choix est
arbitraire et d’autres techniques pourraient tout aussi bien être utilisées.

Coefficient transformé

Coefficient d’entrée

Seuillage dur

Seuillage doux

Seuillage hybride

λ

−λ

FIG. 4.7 – Fonctions de transfert couramment utilisées pour le débruitage par ondelettes.

La figure 4.7 illustre les fonctions de transfert associées àces deux approches. On remarquera sur la
même figure que des approches hybrides existent pour éviter la discontinuité de la fonction de transfert du
seuillage dur.

4.3.3 Coefficients flous

Les seuils généralement utilisés avec les techniques de seuillage précédemment citées correspondent
généralement à des compromis entre la quantité de bruit à enlever et la quantité de détails que l’on désire
garder après traitement. Notre idée est que l’impact du choix que l’on fait à ce niveau peut être affaibli
par l’introduction de l’imprécision sur ce paramètre. Celaest la raison fondamentale qui nous motive dans
l’établissement d’un processus pour rendre flou les coefficients d’ondelettesωj .

Sans grande perte en termes de généralité, nous considérerons des nombres flous en utilisant une repré-
sentation LR qui est un cas particulier de la représentationLR d’intervalles flous. De telles quantités sont
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représentées en utilisant deux fonctionsL : R+ → [0, 1] etR : R+ → [0, 1] telles queL(0) = R(0) = 1,
L(1) = R(1) = 0 et ∀x > 1 L(x) = R(x) = 0. Additionnellement, quatre paramètres(m1,m2, a, b)
sont requis pour la définition de la fonction d’appartenanced’un intervalleQ = (m1,m2, a, b)LR. Cette
dernière est définie comme :







µQ(x) = L
(

m1−x
a

)

si x ≤ m1

µQ(x) = 1 sim1 < x < m2

µQ(x) = R
(

x−m2

b

)

si x ≥ m2

Dans le cas d’un nombre flou, les paramètresm1 etm2 sont égaux. Cette représentation est illustrée à
la figure 4.8 pour un intervalle flou.

0

1

m1 m2a b

L R

FIG. 4.8 – Représentation LR d’un intervalle flou.

De retour sur notre problème de génération de coefficients flous d’ondelettes, nous proposons une ap-
proche dans le cas du seuillage doux, fondée sur l’hypothèseque la valeur de coefficient seuillée la plus
possible est obtenue par l’approche GCV, et que sa pire valeur est obtenue pour la valeur initiale du co-
efficient (c’est-à-direλ = 0). Cela nous permet de transformer l’équation 4.3 pour obtenir le schéma de
construction de coefficients flous suivant :

µω(x) =

{

(max(ω − λ, 0),max(ω − λ, 0), 0, β(ω − max(ω − λ, 0)))LR si ω ≥ 0
(min(ω + λ, 0),min(ω + λ, 0), β(min(ω + λ, 0) − ω), 0)LR sinon

avecβ un paramètre qui nous permet de régler la quantité d’imprécision que l’on désire introduire. La
figure 4.9 illustre ce procédé. Le noyau des coefficients flous, qui apparaissent en gris dans la figure, est
obtenu à partir de la fonction de transfert optimale qui correspond à la méthode du GCV. La pente de
ces nombres flous est plus ou moins douce en fonction du paramètre β. Quand ce dernier est égal à1, la
fonction d’appartenance devient nulle à partir de la valeuroriginale du coefficient, ce qui correspond au
comportement intuitif que l’on a décrit précédemment.

4.3.4 Génération d’une image floue

Le problème principal restant se situe au niveau du processus de reconstruction du banc de filtres. En
effet la nature de certains des éléments que l’on additionneet que l’on multiplie à l’équation 4.2 a changé :
les coefficients d’ondelettes sont devenus des nombres flous. Néanmoins, le cadre des ensembles flous
permet de redéfinir les opérateurs usuels pour intervalles flous. En utilisant une représentation LR, une
grande partie des opérateurs peuvent facilement être mis enœuvre. Ainsi si l’on considère deux intervalles
flousQ1 = (m,m′, a, b)LR etQ2 = (n, n′, c, d)LR, on peut exprimer l’opérateur+ flou noté⊕ comme :

Q1 ⊕Q2 = (m+ n,m′ + n′, a+ c, b+ d)LR (4.4)

Le produit entre un ensemble flous et un scalaire positif se note⊙ et s’écrit :

α⊙Q1 = (αm,αm′, αa, αb)LR

alors que dans le cas où le scalaire est négatif, il s’exprimecomme :

α⊙Q1 = (αm′, αm,−αb,−αa)RL
Dans la mesure où l’équation 4.2 n’a besoin que de ces trois définitions dans le cas de coefficients{sj,k}

et{ωj,k} flous, cette expression peut se réécrire comme :

sj+1,l =
∑

k∈Z

⊕
hl−2k ⊙ sj,k +

∑

k∈Z

⊕
gl−2k ⊙ ωj, k (4.5)
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FIG. 4.9 – Construction d’un coefficient d’ondelettes flou. Un degré d’appartenance de1 est associé à la
valeur de coefficient obtenue pour un seuillage doux optimal. Le degré d’appartenance décroît quand le
nouveau coefficient se rapproche de sa valeur originale. Lesfonction de transfertFT identitéetFT optimale
correspondent respectivement aux fonctions obtenues pourλ = 0 et pour leλ obtenu par l’approche GCV.

avec
∑⊕ l’équivalent flou de

∑

selon l’équation 4.4.
La reconstruction complète d’une image floue grâce à cette expression donne une image de nombres

flous. Dans la mesure oùG est discret, l’échantillonnage des niveaux de gris flous surcet ensemble peut
déboucher sur des pixels où aucun niveau de gris n’a un degré d’appartenance égal à un. Clairement dans ce
cas, nous ne manipulons plus une image de nombres flous. Pour pallier cette limitation, une dernière étape
consistant à dilater le niveau de gris flou peut être faite : onsoustrait, resp. ajoute,s2 àm1, resp.m2, avecs
le pas d’échantillonnage comme illustré dans la figure 4.10.Dans le cas où l’on désire une image d’ombres
floues, on peut forcer de manière arbitraire la décroissancepar rapport aux niveaux de gris à partir d’une
image de nombres flous.

4.3.5 Quantité de flou

Comme expliqué précédemment, le paramètreβ introduit dans le procédé de construction des coeffi-
cients flous permet de régler la quantité d’imprécision que l’on retrouvera dans l’image floue finale. Dans le
but de quantifier cette dernière, on peut utiliser une mesurede degré de flou comme l’entropie floue propo-
sée par De Luca et Termini (1972). Dans la mesure où les coefficients d’ondelettes sont des nombres réels,
on utilisera dans notre contexte une version continue de la mesure :

E(µ) = −
∫ ∞

−∞
µ(x) log2(µ(x)) + (1 − µ(x)) log2(1 − µ(x))dx

Théorème 4.3.1.∀β ∈ R+, pour des intervalles flousQβ = (m1,m2, βa, βb)LR, on aE(µQβ ) =
βE(µQ1).
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FIG. 4.10 – Echantillonnage surG d’un niveau de gris flou. le nombre flou original (en noir) ne voit pas son
noyau correspondre avec les niveaux de gris échantillonnésalors que sa version dilatée des2 (en gris) ne
souffre pas de ce problème.

Démonstration.Par définition, on a :

E(µQβ ) = −
∫m1

−∞R(m1−x
βa ) log2R(m1−x

βa )dx

−
∫m2

m1
1 log(1)dx

−
∫∞
m2

L(x−m2

βb ) log2 L(x−m2

βb )dx

−
∫m1

−∞(1 −R(m1−x
βa )) log2(1 −R(m1−x

βa ))dx

−
∫m2

m1
0 log(0)dx

−
∫∞
m2

(1 −R(x−m2

βb )) log2(1 −R(x−m2

βb ))dx

les second et cinquième termes sont nuls, et les autres termes sont des versions étirées de l’intégration deR
etL sur[0, 1], ce qui nous donne :

E(µQβ ) = −βa
∫ 1

0
R(x) log2(R(x))dx

−βb
∫ 1

0
L(x) log2(L(x))dx

−βa
∫ 1

0
(1 −R(x)) log2(1 −R(x))dx

−βb
∫ 1

0
(1 − L(x)) log2(1 − L(x))dx

Ainsi on aE(µQβ ) = βE(µQ1).

Introduisons maintenant la notion de degré de flou dans une image ou quantité de flou par pixel (qfpp)

Définition 4.3.2. SoitF une image floue, la quantité de flou par pixel s’exprime comme :

qfpp(F ) =
1

|Ω|
∑

p∈Ω

E(F (p, ∗))

On peut finalement introduire un dernier théorème :

Théorème 4.3.2.SoitI ∈ I une image nette,β ∈ R+ etF β la version floue deI calculée à partir deβ,
on a :

qfpp(F β) = βqfpp(F 1)

Démonstration.Soit I ∈ I une image nette. En utilisant l’équation 4.5 et les définitions de⊕ et ⊙, il
existe{Qγi = (mi

1,m
i
2, γa

i, γbi)} définis pourγ ∈ R+ tels que∀β ∈ R+ l’image floueF β vérifie :∀p ∈
Ω F β(p, ∗) = Qβi . Ainsi, en utilisant le théorème 4.3.1, on peut déduire queE(F β(p, ∗)) = E(Qβi ) =
βE(Q1

i ) = βE(F 1(p, ∗)).
Finalement, en utilisant la définition 4.3.2 on peut conclure que le théorème 4.3.2 est vérifié.

Ce théorème est utile puisque si l’on veut construire plusieurs images floues{F β} qui ont une valeur
deqfppdonnée, on a seulement besoin de produire une image floueF 1, et déduire l’ensemble desβ néces-
saires. De plus, pour chaqueβ, F β peut directement être calculé à partir deF 1 dans la mesure oùβ est un
facteur des paramètresai et bi des nombres flous contenus dans l’image floue reconstruite.
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4.3.6 Expérimentations sur images synthétiques

Dans le but d’évaluer la robustesse de la méthode, nous l’avons testée sur deux images synthétiques
respectivement dégradées avec un bruit Gaussien et un bruitde Poisson. L’expérimentation reprend le
principe, tout en étant plus complète, de celles utilisées pour l’évaluation des méthodes de construction
d’image floues en déployant un patron sur les niveaux de gris d’une image nette et en utilisant les filtres
de rang. L’image originale est composée de 25 disques disposés dans un fond uniforme comme illustré à
la figure 4.11. Les niveaux de gris des disques en partant du coin en haut à gauche, vers le coin en bas à
droite sont décroissants à partir de l’intensité du fond (égale à275) moins un. Cela permet de considérer
des disques avec un rapport contraste à bruit (RCB) croissant. Sans bruit, une simple notion de zones plates
classique en plus d’un critère sur la taille des disques permet de tous les récupérer. Dans notre expérimen-
tation, nous évaluons la capacité à extraire les mêmes zonesà partir d’uneIIF en utilisant la notion floue de
zones plates.

Expérimentations

Dans chaque cas, l’image dégradée est décomposée sur une base d’ondelettes introduite par Daubechies
(1988) en utilisant quatre niveaux de décomposition. Les coefficients d’ondelettes sont alors convertis en
nombre flous dans le but de générer une image d’intervalles flous en utilisant la méthode décrite dans
les sous-sections précédentes. Pour extraire les disques,les images floues sont filtrées en utilisant le filtre
présenté à l’équation 4.1.

Tout comme dans les expérimentations précédentes, le résultat de ce filtre sera interprété en utilisant
l’opérateuragg. Un exemple de détection dans l’image de la figure 4.11(b) estdonné à la figure 4.11(e).
Idéalement, l’ensemble flou résultant de la détection est égal à un dans les disques et à zéro dans le fond.
Ainsi, pour chaque disque, on calcule une mesure de similitude (Rifqi, 1996) avec l’ensemble net égal à un
dans le disque considéré et à zéro dans le reste de l’image dans le but d’évaluer comment se comporte la
méthode pour différents rapports contraste à bruit. En pratique la mesure suivante a été utilisée :

∀(f1, f2) ∈ S2 S(f1, f2) =

∑

p∈Ω min(f1(p), f2(p))
∑

p∈Ω f2(p)

Evidemment, la quantité de flou introduite dans l’image va jouer un rôle important sur la capacité à extraire
les disques de l’image. En utilisant le théorème 4.3.2, la mesure de similitude précédente pour les différents
disques peut facilement être évaluée pour divers valeurs deqfppsans avoir besoin de reconstruire une image
floue à chaque fois.

Bruit gaussien

La figure 4.12 illustre les capacités de détection de l’approche sur l’image de la figure 4.11(b), qui
contient du bruit gaussien d’écart type de 16,5. On observe que pour chaque rapport contraste à bruit, il y
a une quantité de flou par pixel optimale pour la détection du disque correspondant. De trop petites valeurs
deqfppne permettent pas de reconnecter les disques tandis que de trop grandes valeurs tendent à fusionner
le disque et le fond ne permettant ainsi aucune détection. Unsecond aspect clé est que comme ces valeurs
optimales dépendent du rapport contraste à bruit du disque cible, il n’est pas possible de construire une
unique image floue qui permette de détecter de manière optimale chacun des disques. Les valeur optimales
de qfpp pour les disques de faible contraste sont proches de0 alors qu’elles sont bien plus grandes pour
des disques mieux contrastés. Néanmoins, dans un cadre de détection, des compromis peuvent être trouvés.
En effet, si on choisit uneqfpp optimisant la détection d’une structure assez contrastée,la détection de
structures plus contrastées sera au moins d’aussi bonne qualité : dans la plupart des applications, un masque
imparfait représentant les structures recherchées peut suffire pour initialiser d’autres traitements comme par
exemple de la segmentation.

On peut se référer aux images des figures 4.11(d), 4.11(e) et 4.11(f) pour avoir un aperçu des détections
dans l’image bruitée pour différentes quantités de flou. On remarque que pour de faiblesqfpp, les premiers
disques qui commencent à apparaître sont les moins contrastés (c.f. figure 4.11(d)). Néanmoins ils ne sont
que faiblement détectés. Si on augmente la quantité de floue dans l’image, on peut obtenir une détection
correcte de quasiment tous les disques (c.f. figure 4.11(e)). Seuls les deux moins bien contrastés posent
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(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

FIG. 4.11 – (a) Image originale composée de 25 disques de différents contrastes. (b) La même image
corrompue avec un bruit gaussien (écart type de 16,5). (c) Lamême image avec un bruit de Poisson. (d), (e)
et (f) Exemples de détection à partir de l’image (b) pour desqfppégales à 3,5, 6, 12. (g), (h) et (i) Exemples
de détection à partir de l’image (c) pour desqfppégales à 3,5, 6, 9.

problème : l’un n’étant pas détecté et l’autre faiblement. Enfin le dernier exemple (c.f. figure 4.11(f)) illustre
le critère d’optimalité de la quantité de flou à introduire. En effet, on peut remarquer que les disques les
mieux contrastés sont mieux détectés que dans l’exemple précédent alors que les disques les plus faiblement
contrastés sont moins bien détectés (colonne de gauche). Onremarquera enfin que dans certains cas comme
par exemple dans la figure 4.11(f), des structures autres queles disques sont détectées. Cela est dû au
critère utilisé pour extraire les disques. En effet, on n’utilise que l’aire des composantes connexes, ainsi des
composantes reconnectées de manière artificielle peuvent aussi correspondre à ce critère. De plus les images
présentées étant des images d’agrégation, le fait que certaines de ces zones soient connexes aux disques ne
signifie pas qu’elles soient réellement connexes dans l’image floue puisque les détections peuvent provenir
de niveaux de gris différents. De manière pratique, ce fait se vérifie, de plus lorsque les disques sont vraiment
connexes dans l’images floue à des zones reconnectées de manière abusive, les définitions de connexité d’un
ensemble flou nous assurent que les degrés d’appartenance décroissent rapidement comme on peut le voir
par exemple sur le second disque de la seconde colonne dans lafigure 4.11(f). Enfin, on peut aussi ajouter
qu’à cause de l’imperfection de l’image floue, un disque est représenté par plusieurs zones plates floues
dans l’image floue, ainsi en ne considérant pas celles précédemment décrites, en utilisant par exemple un
critère plus évolué que simplement l’aire, on peut tout de même détecter les disques. Finalement, dans la



4.3. DÉBRUITAGE FLOUS PAR ONDELETTES 91

 0

 5

 10

 15

 20

 25

 0
 0.5

 1
 1.5

 2
 2.5

 3
 3.5

 4
 4.5 0

 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7
 0.8
 0.9

 1

 0
 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7
 0.8
 0.9
 1

RCB
qfpp

FIG. 4.12 – Evolution de la similitude entre les disques présents dans l’image de la figure 4.11(a) et leur dé-
tection en utilisant l’équation 4.1 couplée à l’opérateuragg, dans l’image corrompue avec un bruit gaussien
de la figure 4.11(b). Les similitudes sont données en fonction du rapport contraste à bruit et de la quantité
de flou par pixel introduite dans l’image floue.

mesure où le but de l’expérience n’est pas ici de faire un détecteur de disque, mais plutôt de vérifier si ces
disques sont présents dans l’image floue et s’ils peuvent être récupérés, cela n’a que peu d’impact sur les
conclusions que l’on peut tirer de cette expérimentation.

Bruit de Poisson

Dans le cas d’une image contenant un bruit de Poisson, on ne peut pas utiliser directement l’approche
de débruitage par ondelettes dont les seuils optimaux sont fournis par GCV. En effet cette technique fait
l’hypothèse que le bruit présent dans l’image est gaussien (Jansen, 2001). Néanmoins, on peut appliquer un
pré-traitement sur l’image nette en utilisant les travaux de Anscombe (1948) visant à stabiliser la variance
du bruit. De cette manière, on obtient des données avec une distribution plus proche du cas gaussien. Ce
pré-traitement consiste à appliquer la fonction de transfert suivante :

tf(x) = 2

√

x+
3

8

L’évolution de la détectabilité pour cette configuration debruit est différent du cas gaussien comme
on peut le voir dans la figure 4.13. Ici, de petites valeurs deqfpp permettent de détecter en premier les
disques de fort contraste à bruit. Ce résultat est assez intuitif dans la mesure où le fond a une intensité plus
grande que celle des disques, ce qui a pour conséquence que lebruit à l’intérieur de ces derniers devient de
plus en plus faible à mesure que le contraste augmente (l’intensité du disque, et par conséquent la variance
du bruit diminuent). La variation autour de ces zones platesétant plus faible, une quantité de floue moins
importante est requise pour les extraire. Enfin, les conclusions à propos des valeurs optimales deqfppet de
leur dépendance au contraste sont encore valides.

Tout comme dans le cas gaussien, on peut se référer aux figures4.11(g), 4.11(h) et 4.11(i) pour apprécier
le résultat de la détection dans les images floues construites à partir de l’image bruitée de la figure4.11(c)
. La première image illustre le fait que les disques les plus contrastés sont les premiers à être détectés
lorsque l’on augmente progressivement la quantité de flou dans l’image. La deuxième figure illustre un
compromis sur la quantité de flou à utiliser pour extraire de manière correcte un grand nombre de disques.
Enfin en comparant cette dernière détection à la troisième image, on peut s’apercevoir que les remarques
sur l’optimalité de la quantité de flou à introduire dans l’image sont toujours valables : les disques les mieux
contrastés sont mieux détectés alors que les moins bien contrastés se dégradent.
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FIG. 4.13 – Evolution de la similitude entre les disques présents dans l’image de la figure 4.11(a) et leur
détection en utilisant l’équation 4.1 couplée à l’opérateur agg, dans l’image corrompue avec un bruit de
Poisson de la figure 4.11(c). Les similitudes sont données enfonction du rapport contraste à bruit et de la
quantité de flou par pixel introduite dans l’image floue.

4.3.7 Expérimentation sur une image réelle

Pour valider le comportement de la détection de zones platesfloues, une expérimentation a été effec-
tuée sur une image réelle. L’image considérée est une régiond’intérêt extraite d’une coupe d’un volume
de tomosynthèse du sein contenant une lésion de radiométrieà peu près constante. Cette image, qui est
présentée à la figure 4.14(a), présente aussi une superposition entre la lésion et une autre structure invali-
dant partiellement l’hypothèse que l’opacité est d’intensité constante. Pour voir si des zones plates floues
correspondent à cette dernière dans l’image floue créée à partir de la même approche par ondelettes que
précédemment, celle-ci a été filtrée par le même opérateur que pour les images synthétiques, c’est-à-dire
celui défini à l’équation 4.1, ses paramètres étant adaptés àla taille de la lésion. On remarquera encore
que ce filtre assez simpliste n’a pas pour but de détecter uniquement les lésions dans la mesure où seul un
test sur la surface des objets est effectué. Au contraire, ilsert juste à vérifier la présence de composantes
connexes floues compatibles avec la lésion présente.

La figure 4.14 expose le résultat du filtrage pour différentesquantités de flou par pixel. Dans la mesure
où la méthode de construction est la même que pour les exemples synthétiques, les images floues associées
à ces différentes valeurs sont produites grâce au théorème 4.3.2. On remarquera qu’une partie interne de
la lésion n’est pas complètement détectée alors que le restel’est pour les valeurs de quantité de flou les
plus faibles comme on peut le voir sur les figures 4.14(d) à 4.14(h). Cela est dû au fait qu’une structure
se superpose à la lésion à cet endroit, rendant ainsi l’hypothèse de stabilité radiométrique invalidée aux
frontières de cette zone. Lorsque l’on augmente encore la quantité de flou, on reconnecte ces deux parties
comme illustré aux figures 4.14(i) et 4.14(j). Néanmoins, ons’apercevra qu’en faisant cela, la quantité de
flou n’est plus optimale pour le reste de la lésion, dégradantainsi légèrement le résultat comme on peut
le voir sur la partie supérieure droite de l’opacité à la figure 4.14(j). Ce phénomène d’amélioration et de
dégradation simultanées est visible sur un intervalle deqfpp illustré par les figures 4.14(g) à 4.14(k). Au-
delà de cet intervalle, la qualité de la détection se dégradede manière globale validant ainsi les conclusions
tirées précédemment sur les images synthétiques.

4.4 Conclusion

Dans ce chapitre, nous avons abordé le problème de la construction des images floues. Nous avons
proposé des méthodes générales comme le déploiement d’un patron sur les niveaux de gris originaux et
l’utilisation de filtres de rang, mais aussi un cadre généralde construction d’images à partir de méthodes
de débruitage. En effet, dans la mesure où les images floues nepeuvent représenter correctement un bruit
statistique, le débruitage des images est nécessaire. L’idée principale développée dans ce chapitre est de
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FIG. 4.14 – Extraction des zones plates floues correspondant à une lésion dans une coupe d’un volume
de tomosynthèse du sein. (a) Région d’intérêt contenant la lésion. Les figures (b) à (y) correspondent aux
détections pour desqfppcroissantes.

modéliser l’imprécision produite dans cette étape de débruitage de manière à la transmettre dans les images
floues. De cette manière on transforme le bruit statistique présent dans les images en imprécision de dé-
bruitage. Dans ce contexte une extension des méthodes de débruitage par ondelettes a été proposée pour
construire des images floues.

Une étude sur des images synthétiques a aussi été conduite permettant de mettre en évidence que la
façon de construire les images floues, et notamment la quantité d’imprécision introduite dans l’image,



94 4. CONSTRUCTION D’ IMAGES FLOUES

influe directement sur la capacité qu’a un filtre connexe à détecter diverses structures. Ainsi, on a montré
que dans le cas d’images contenant un bruit gaussien ou de Poisson, la quantité optimale de floue à introduire
dépendait du rapport contraste à bruit des structures à détecter. Ces conclusions ont aussi été validées sur
une image réelle extraire d’une coupe de volume de tomosynthèse de sein.
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Chapitre 5
Segmentation floue

La caractérisation des lésions est une étape importante dans une chaîne de détection automatique de
lésions. Dans le cas des opacités, il est assez naturel de délimiter les structures suspectes à l’aide d’un
contour. Malheureusement, certaines lésions peuvent parfois être assez mal discernables, posant ainsi le
problème de leur localisation, de leur délimitation voire de leur présence. Dans ce chapitre, nous allons
proposer des méthodes de segmentation reposant sur la logique floue et permettant de prendre en compte
ces problèmes.

Dans un premier temps nous détaillerons le contexte de la segmentation floue. Nous parlerons ensuite
d’une méthode de segmentation reposant sur des seuillages multiples. Puis, nous présenterons une ap-
proche d’extraction de contours flous à partir d’une méthodede segmentation proposée par Peterset al.
(2007). Nous finirons enfin par l’extension d’une méthode de segmentation reposant sur des principes de
programmation dynamique (Timp et Karssemeijer, 2004).

5.1 Intérêt des contours flous

Certains problèmes comme la difficulté de définir un unique contour ou le doute sur la présence d’une
lésion peuvent être pris en compte en utilisant le formalisme de la logique floue. Dans un premier temps
nous rappellerons quels sont les défauts d’une image et leurimplication en terme de segmentation puis nous
parlerons du formalisme des contours flous.

5.1.1 Interprétation d’une image : imprécision contre incertitude

(a) (b)

FIG. 5.1 – Illustration de l’imprécision pour la définition d’uncontour sur une image synthétique (a) et sur
une image contenant une lésion circonscrite (b).

Comme beaucoup de problèmes de traitement d’images, la segmentation de lésions est une tâche diffi-
cile. En effet, certaines de ces structures peuvent parfoisêtre assez mal discernables. En pratique on peut
remarquer deux types de défaut responsables de ces difficultés. Tout d’abord, une lésion peut avoir une
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partie de son contour difficilement localisable, même si sa présence ne porte pas à discussion. Ce type de
défaut correspond à de l’imprécision. La figure 5.1 présenteun exemple d’imprécision sur une lésion et sur
un exemple synthétique. Comme on le voit à la figure 5.1(a), cegenre de défaut se traduit par des contours
faiblement définis et mal localisés. Le deuxième type de défaut correspond à l’incertitude, c’est-à-dire que
l’on n’est pas sûr de l’endroit où est la lésion ni même de sa présence. La figure 5.2 illustre l’incertitude sur
une lésion et une image synthétique.

(a) (b)

FIG. 5.2 – Illustration de l’incertitude pour la définition d’uncontour sur une image synthétique (a) et sur
une image contenant une lésion spiculée (b).

5.1.2 Formalisme des contours flous

Des travaux ont déjà été proposés pour prendre en compte les deux types de défauts présentés précédem-
ment. L’idée est de ne pas segmenter de manière unique une lésion mais plutôt d’extraire différents contours
possibles. Ainsi pour une segmentation, on associe un ensemble de contours inclus les uns dans les autres,
eux mêmes associés à un degré d’appartenance à la classe contour. Ce formalisme appelé contour flou per-
met de modéliser l’imprécision d’un contour. L’incertitude est quant à elle prise en compte par l’extraction
possible de plusieurs contours flous pour une même lésion. Originellement, ce formalisme a été proposé
avec une méthode de segmentation par multi-seuillage. Cette approche sera discutée à la section 5.2. Briè-
vement, l’idée est de considérer que chacun des maxima de l’image est une lésion potentielle (modélisation
de l’incertitude), et que chaque composante connexe issue de tous les seuillages possibles de l’image est un
contour possible (modélisation de l’imprécision).

5.2 Segmentation par seuillages multiples

Les images que nous cherchons à segmenter sont des images de tomosynthèse contenant des sur-
densités. De manière idéale, ce type d’image devrait être composé de voxels dont l’intensité est proportion-
nelle au matériau représenté. Ainsi, on peut envisager qu’un seuillage de l’image nous donne un contour
correct de la lésion.

5.2.1 Principe

Comme dans la méthode proposée par Peters (2007), chaque contour est extrait par les différents
seuillages de l’image. On lui associe un degré d’appartenance qui est une conjonction de différents degrés
de satisfaction de propriétés qu’un contour possible doit vérifier.

De manière pratique, pour réaliser une segmentation on a besoin d’un marqueur représenté par un pixel
q. De manière formelle, on définit l’ensemble des contours possibles dans une imageI pour un maximam
donné :

Cqm =
⋃

g

{

ϕ(C)/(C ∈ H(X+
g (I))) ∧

(

Γ̂q
X+
I(q)

(I)
∩ C 6= ∅

)

∧ (m ∈ C)

}

avecϕ un opérateur croissant,H(A) l’ensemble des composantes connexes inclues dans un ensemble A,
X+
g (I) l’opérateur de seuillage d’une imageI au niveau de grisg et Γ̂qA la composante connexe deA
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contenant le pointq. Plus concrètement le rôle de l’opérateurϕ est de supprimer les trous contenus dans les
ensemblesC ainsi que de régulariser les contours par une fermeture morphologique.

En considérant tous les maximami de l’image tels queCpi 6= ∅, on obtient différents ensembles de
contours possibles pour un même marqueurp. Le fait de considérer plusieurs ensembles de contours pos-
sibles permet de manipuler l’incertitude sur la structure àsegmenter. Pour obtenir des contours flous à partir
des différents ensemblesCqm, il ne reste qu’à calculer un degré d’appartenance pour chacun des contours.
Cela se fait en définissant des fonctions d’appartenance à laclasse contour en fonction d’attributs diffé-
rents. Dans notre contexte de segmentation de lésion nous avons utilisé un critère de compacité combiné
à un critère de contraste. Ces deux critères se traduisent par deux fonctions d’appartenanceνcomp et νctrast

définies sur les valeurs possibles d’attribut. Ainsi le degré d’appartenance d’un contourC ∈ Cqm se calcul
de la manière suivante :

µC = νcomp(compacité(C))⊤νctrast(contraste(I, C)) (5.1)

où⊤ est une t-norme.
Remarquons que par la propriété deϕ et par l’emboîtement des différentes composantes connexesissues

des différents seuillages de l’image, les contours inclus dans les contours flous obtenus sont emboîtés.

5.2.2 Lien avec les images d’ombres floues

On remarquera que ce formalisme pour calculer et extraire des contours flous à partir d’une image est
fortement lié au formalisme introduit au chapitre 2 concernant le filtrage d’images d’ombres floues. En
fait dans le cas d’unϕ identité, si l’on adapte l’équation 5.1 pour définir un filtreflou destiné à traiter une
image d’ombre non floue, l’image filtrée contient, entre autres, tous les contours des différentCpmi . Dans
le formalisme du chapitre 2, un tel filtre s’exprimerait grâce à une famille d’opérateursΨ = {ψF : S →
S/F ∈ F} tels que∀f ∈ S,∀p ∈ Ω :

ψF (f)(p) = max
h∈H(f)

(min(h(p), νcomp(fcomp(h))))⊤ max
h∈H(f)

(min(h(p), νctrast(fctrast(F, h))))

avecF l’ensemble des images floues,S l’ensemble des ensembles flous définis sur le domaineΩ de l’image,
H(f) l’ensemble des composantes connexes floues contenues dans l’ensemblef , fcompet fctrastdes ver-
sions floue des opérateurs de compacité et de contraste.

Toujours dans le même formalisme, le traitement d’une imaged’ombres flouesF se fait pour tout point
p ∈ Ω et pour tout niveau de grisg à l’aide de l’opérateurδΨ(F )(p, g) = ψg,F (F (∗, g))(p). Si maintenant,
on considère que l’imageF est une image d’ombres non floues issue deI, c’est-à-dire que les degrés
d’appartenance qu’elle contient sont soit0 soit1, on a pour tout niveau de grisg, F (∗, g) = X+

g (I). Donc
l’opérateurδΨ peut dans ce cas se reformuler comme :

δΨ(F )(p, g) = ψg,F (X+
g (I))(p)

Ainsi dans cette même configuration, comme chacun des opérateursψ ne travaille que sur des ensembles
f nets. Leur expression peut donc se reformuler comme :

ψF (f)(p) =

{

0 si p /∈ f

νcomp(compacité(Γ̂pf ))⊤νctrast(contraste(I, Γ̂pf )) sinon

Concrètement, cela se traduit par le fait que les composantes connexes nettes se transforment après
filtrage en composantes connexes floues dont tous les points ont un même degré d’appartenance calculé de
la même manière que dans l’équation 5.1. Si on remarque enfin que l’ensemble des composantes connexes
considérées corresponds à toutes les composantes connexesissues de tous les seuillage possible de l’image
I (c.f. opérateurδΨ), on s’aperçoit que l’on récupère ainsi l’union des ensemblesCqm pour tous les couples
(q,m) possibles. Ainsi le filtrage parδΨ est un moyen d’extraire tous les contours des différents contours
flous que l’on pourrait extraire de l’image en les associant de manière implicite à un degré d’appartenance.
Pour obtenir les différents contours flous, il ne reste qu’à réintroduire les contraintes d’inclusion deq etm,
ce qui peut être fait de manière directe si on considère une représentation arborescente de l’image.
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5.2.3 Illustration et limitations

La figure 5.3 présente un exemple de segmentation floue par multi-seuillages d’une lésion. On remarque
que tous les contours collent de manière similaire à une mêmepartie de la lésion. En fait cette zone ne
contient que peu d’imprécision. Au contraire, dans la partie en haut à droite de la lésion, les contours ont
tendance à différer. Ce comportement est souhaitable dans la mesure où c’est dans cette zone que la lésion
est la plus mal définie.

(a) (b)

FIG. 5.3 – Segmentation par multi-seuillage d’une lésion circonscrite présentant une zone mal définie.

Le cas précédemment étudié se rapproche assez du cas idéal. En effet, la reconstruction 3D a permis
de supprimer les superpositions entre cette lésion est les autre structures du sein. Malheureusement, dans
certains cas la superposition n’est pas complètement supprimée, mettant ainsi à mal cette méthode de seg-
mentation.

5.3 Formulation du problème dans le cadre des ensembles de niveaux

Les ensembles de niveaux sont communément utilisés pour la segmentation dans différents domaines
d’application liés à l’image.

Dans cette section nous allons étendre une méthode de segmentation proposée par Peterset al. (2007),
originellement destinée à la segmentation de lésions dans des images de projection. Dans un premier temps
nous introduirons brièvement le formalisme de la segmentation par ensembles de niveaux, puis nous conti-
nuerons sur l’approche proposée par Peterset al. (2007) pour enfin finir sur l’extension de la méthode pour
l’extraction de plusieurs contours.

5.3.1 Ensemble de niveaux

Le cadre des ensembles de niveaux permet d’exprimer et de résoudre le problème de segmentation de
manière générale. Ce genre d’approche repose sur la représentation d’un contour par une fonction continue
de Lipschitz (Osher et Sethian, 1988; Osher et Fedkiw, 2002)φ : Ω → R. Cette fonction s’interprète de la
manière suivante :

∀p ∈ Ω







φ(p) > 0 si p est à l’intérieur du contour
φ(p) = 0 si p est sur le contour
φ(p) < 0 si p est à l’extérieur du contour

(5.2)

avecp un point appartenant au domaine de l’imageΩ.
Originellement, cette fonction est une fonction de distance signée représentant de manière implicite

(niveau 0) un contour. Le problème de segmentation peut se reformuler de manière générale en posant une
énergie sur cette fonction, et par conséquent sur le contourreprésenté. Cette énergie peut contenir différent
éléments comme une régularité a priori, ainsi que des termesd’attache aux données. Un exemple d’énergie
sera détaillé plus loin. Cette formulation présente l’avantage d’offrir un cadre théorique rigoureux pour
l’extraction du contour d’énergie minimale (Chan et Vese, 2001; Vese et Chan, 2002; Goutet al., 2005).
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5.3.2 Méthode originale

Dans un système de détection, Peterset al. (2007) a proposé de segmenter les lésions contenues dans
les images de projection servant à la reconstruction. L’énergie proposée dans cette approche est un modèle
hybride qui prend en compte la régularité du contour, le gradient sous ce dernier, ainsi que l’homogénéité
des régions segmentées :

E(φ) = µ

∫

Ω

δ(φ(p))|∇φ(p)|dp+ ν

∫

Ω

H(φ(p))dp+ αErégion(φ) + βEbord(φ) + γEpression(φ) (5.3)

avecH la fonction de Heavyside,δ sa dérivée (distribution de Dirac) et :

Erégion(φ) = λ1

∫

Ω

|I(p) − c1|2H(φ(p))dp+ λ2

∫

Ω

|I(p) − c2|2(1 −H(φ(p)))dp (5.4)

avecI l’image à segmenter,c1 et c2 les valeurs de gris moyenne à l’intérieur et à l’extérieur ducontour.

Ebord(φ) = −
∫

Ω

δ(φ(p))g(|I(p)|)dp (5.5)

où g(|I(p)|) est une fonction d’arrêt destinée à ralentir le contour en proximité des zones de fort gradient.
Cette fonction est donnée par :

g(|I(p)|) = |∇(G ∗ I)(p)|

avecG ∗ I, une version filtrée passe bas deI qui est le résultat de la convolution deI avec un noyau
Gaussien. La fonctiong(|I(x, y)|) vaut zéro dans les régions homogènes et devient grande dans les zones
de fort gradient.

Finalement, le terme de pression est donné par :

Epression(φ) =

∫

Ω

δ(φ(p))dp (5.6)

5.3.3 Segmentation par ensembles de niveaux flous

En utilisant le formalisme précédemment introduit, nous allons proposer une façon d’obtenir différents
contours possibles pour une même lésion. L’idée principaleest d’utiliser un schéma d’évolution du contour
similaire à celui proposé par Chan et Vese (2001). En effet ces derniers proposent d’utiliser des approxima-
tions de la fonction de Heavyside et du Dirac assez souples, c’est-à-dire des fonctions qui ont des valeurs
non négligeables lorsque l’on s’éloigne de 0. En fait, ce genre d’approche permet de faire converger le
contour aussi bien au niveau de l’interface qu’au niveau du reste de l’image. Avec un tel schéma d’évolu-
tion on peut remarquer que les contours éloignés de l’interface peuvent avoir un intérêt pour caractériser
l’objet segmenté. L’idée proposée est donc de seuiller la fonctionφ à plusieurs niveaux pour obtenir plusi-
seurs contours candidats (c.f. figure 5.4).

Pour chaque contour, une valeur d’énergie est calculée et undegré d’appartenance à la classecontour
en est déduit. La valeur d’énergie est obtenue en utilisant l’équation 5.3 et en ajoutant une constante à la
fonctionφ pour que le contour sélectionné se retrouve au niveau zéro. Pour calculer l’énergie, des approxi-
mations plus strictes deδ etH sont utilisées. Le candidat avec la plus faible énergie est alors considéré
comme vérifiant complètement la propriétéest un contour, et ainsi un degré d’appartenance lui est associé.
Les degrés d’appartenance des contours restants sont calculés grâce à l’équation suivante :

µ(C) = max(0, 1 − c ∗ (eC − emin)) (5.7)

où c est une constante positive,C le contour considéré eteC son énergie.
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(a) (b) (c)

FIG. 5.4 – Ensembles de niveaux flous. L’image originale (a) est segmentée en utilisant l’énergie de l’équa-
tion 5.3. Des coupes d’iso-niveau sont extraites à partir dela fonctionφ (c) pour obtenir un ensemble de
contours possibles (b).

5.3.4 Limitations

La méthode précédemment présentée a plusieurs limites. Tout d’abord, la minimisation d’énergie se fait
par des méthodes de descente de gradient qui n’interdisent pas de se retrouver dans des minima locaux.
Remarquons que ce comportement peut dans certains cas être souhaité car rien ne nous assure que l’énergie
soit optimale pour tous les contours. De plus cette même énergie fait référence à plusieurs constantes qui
peuvent influencer fortement le résultat de la segmentation. Ces dernières sont assez délicates à optimiser si
on souhaite segmenter des structures de formes assez variées. On verra au chapitre 6 une astuce pour pallier
en partie cette limitation lorsque l’on souhaite différencier les lésions circonscrites des lésions spiculées.
Enfin on remarquera que l’utilisation de l’astuce d’extraire plusieurs contours à partir de la fonctionφ après
convergence peut être discutable. En effet, on utilise juste un effet de bord de l’étape de minimisation pour
extraire plusieurs contours.

5.4 Approche par programmation dynamique

L’approche que nous allons proposer maintenant repose sur la formulation du problème de segmentation
par un chemin dans un graphe. Dans un premier temps, nous introduirons le formalisme originellement
proposé pour la segmentation de lésions en mammographie standard par Timp et Karssemeijer (2004). Nous
détaillerons ensuite notre proposition d’extension de cette approche pour obtenir des contours flous. Nous
finirons par une évaluation des performances des méthodes nette et floue sur des lésions provenant de coupes
de tomosynthèse.

5.4.1 Travaux existants

Représentation de l’image

La premiere étape dans ce que proposent Timp et Karssemeijer(2004) est de changer de repère de
représentation de l’image. L’idée est de passer en coordonnées polaires en se servant d’un centre estimé de
la structure à segmenter. L’idée derrière cette représentation est de considérer que la structure à segmenter a
une forte compacité. Ainsi dans le cadre idéal le contour dans la représentation polaire délimitant un disque
dans le domaine cartésien est une droite. La figure 5.5 illustre la conversion d’une telle image.

La correspondance n’est pas exacte entre les pixels dans lesdeux images, il est donc nécessaire de
procéder à des interpolations pour pouvoir convertir une image dans le domaine polaire. Ce point constitue
une faiblisse de l’approche puisque il y a perte potentielled’information à ce niveau. Néanmoins, avec
un pas d’échantillonage fin pour les angles, on peut limiter la perte d’information pour les points qui sont
éloignés du centre de la lésion au détriment d’une redondance d’information pour les zones proches de ce
même centre.
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θ
r

(a)

θ

r

(b)

FIG. 5.5 – Représentation en domaine polaire d’une image contenant une lésion circonscrite.

Notion de chemin et de coût associé

Une fois dans le domaine polaire, l’idée est représenter un contour possible par un chemin. En associant
à tous les contours possibles, c’est-à-dire à tous les chemins reliant la première colonne à la dernière colonne
de l’image à segmenter, un coût modélisant la qualité du chemin, on pose un cadre permettant la résolution
de notre problème de segmentation. Un tel coût s’écrit de manière générique de la façon suivante :

C(c) =
∑

θ∈[[0;θmax]]

M(θ, c(θ)) (5.8)

avecc(θ) le rayon associé à l’angleθ pour le cheminc considéré etM une matrice de coûts. Les indices
de la matrice correspondent aux coordonnées dans l’image polaire. Pour pouvoir faire le tour de la lésions
nous considérons un intervalle d’angle allant de0 à 2π. Ces angles étant échantillonnés, nous notonsθmax

l’indice d’angle dansM correspondant à2π.
Timp et Karssemeijer (2004) proposent une matrice de coûtsM composée de trois termes : un terme

d’attache aux contours de l’image lié au gradient de cette dernière, un terme de niveau de gris préférentiel
pour le contour et un terme de taille a priori. Dans la mesure où ce troisième terme est discutable puisque les
lésions peuvent avoir des tailles très variables, nous l’avons omis dans nos expérimentation. Notre formule
de coût s’écrit donc comme :

M(θ, r) = βg(θ, r) + (1 − β)n(θ, r)

avecβ ∈ [0; 1] un paramètre de pondération entre le terme lié au gradient (g) et le terme lié au niveau de
gris du contour (n).

Le terme lié au gradient a été obtenu par une simple convolution de l’image en coordonnées polaires
avec une dérivée de gaussienne dans la direction des rayons.Cela revient à considérer que la lésion est
assez compacte et que par conséquent le gradient dans cette direction équivaut au gradient dans la direction
normale au contour. Un exemple d’une carte de coût obtenue par ce procédé est illustré à la figure 5.6(a).

Pour le terme lié à l’intensité des pixels par lesquels passele contour, nous avons utilisé un terme
similaire à ce que proposent Timp et Karssemeijer (2004) :

n(θ, r) =
√

|I(θ, r) − µ|

où I est l’image en coordonnée polaire etµ = αµint + (1 − α)µext avec respectivementµint et µext
les moyennes à l’intérieur et à l’extérieur de la lésion etα ∈ [0; 1] un facteur de pondération. Originel-
lement, Timp et Karssemeijer (2004) proposent deux méthodes pour calculerµint et µext, l’une reposant
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(a)

(b)

(c)

FIG. 5.6 – Exemple de calcul d’une matrice de coûtsM . (a) Coût correspondant au gradient. (b) Coût
correspondant au niveau de gris du contour. (c) Matrice de coûtsM .

sur la taille des lésions et l’autre sur l’analyse d’histogramme de l’image. La contrainte introduite par la
première approche n’étant pas acceptable nous ne l’avons pas utilisée. La deuxième approche modélise
l’histogramme de l’image par un mélange de gaussiennes. Nous avons testé cette hypothèse sur des régions
d’intérêt issues de coupes de tomosynthèse pour voir si elleétait invalide sur ces données. Malheureuse-
ment, cela ne semblait pas être le cas. Nous avons donc opté pour une méthode à deux itérations : dans
la première étape nous considérons queµint etµext sont tous les deux égaux à la moyenne dans l’image,
puis les deux moyennes issues de cette première segmentation sont enfin utilisées pour la deuxième étape.
Une autre solution est d’utiliser l’information issue de l’étape de marquage. En effet comme on l’a vu au
chapitre 2, les marqueurs que l’on peut obtenir avec des filtre connexes flous ont la forme des structures
détectées, ainsi on peut utiliser cette information pour calculerµint etµext. Un exemple de matrice de coûts
lié à l’intensité du pixel est présentée à la figure 5.6(b)

Domínguez et Nandi (2007) proposent des raffinements par rapport à la méthode introduite par
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Timp et Karssemeijer (2004). Par exemple ils suggèrent le remplacement du terme lié au gradient par
un terme reposant sur la cohérence intrinsèque (Rao et Schunck, 1989; Mudigondaet al., 2001). Cela a
été testé en pratique sur nos données de tomosynthèse sans grande amélioration par rapport à la méthode
simple.

Contrairement aux contours actifs, l’équation 5.8 ne contient pas de terme de régularité. Pour réintro-
duire cette contrainte et ainsi avoir des contours réguliers, on peut s’interdire de considérer les chemins trop
irréguliers. Ainsi on définit l’ensemble des contours réguliers comme :

P = {c/∀θ ∈ [0; 2π] |c(θ) − c(θ − 1)| ≤ f}

avecf ∈ N le paramètre permettant de jouer sur la régularité.
On remarquera que le choix def est lié à la quantification des angles et des rayons. En effet si, pour un

f constant, on augmente la résolution des angles on s’autorisera à considérer des contours plus irréguliers.
Inversement si on augmente la quantification des rayons, on aura des contours plus réguliers.

Le problème de segmentation se formule donc comme suit :

ĉ = arg
c∈P

min C(c)

L’approche proposée pour introduire de la régularité n’estpas la seule possible. On pourrait tout aussi
bien modifier l’équation 5.8 pour y introduire une terme additif correspondant à la longueur du contour.
Dans ce cas, la régularité du contour serait introduite de manière plus globale, c’est-à-dire que si le contour
est très régulier sur une grande partie, il peut varier fortement à un endroit localisé. Dans l’approche propo-
sée par Timp et Karssemeijer (2004), on force une certaine régularité de manière plus locale.

Résolution du problème par programmation dynamique

Pour résoudre le problème précédent, on peut considérer un graphe et ainsi utiliser les algorithmes de
recherche de coûts minimaux (Timp et Karssemeijer, 2004). Le coût du chemin étant une addition de coûts
locaux, on peut de manière efficace trouver le chemin optimalen utilisant les concepts de programmation
dynamique. Pour cela il faut calculer une matrice de coûts cumulés :

{

M(0, r) = c(0, r)
M(θ + 1, r) = min

−f≤l≤f
{M(θ, r + l) +M(θ + 1, r)} (5.9)

oùf est toujours le paramètre utilisé pour l’introduction de régularité dans les contours.
La dernière colonne de la matriceM corresponds aux coûts minimaux des chemins se terminant à

différent rayons. Ainsi en prenant celui de coût minimal, onpeut refaire le parcours inverse et trouver les
points du chemin optimal.

Un dernier point abordé par Timp et Karssemeijer (2004) est le fait de s’assurer d’avoir un contour
fermé. En effet, le formalisme précédent n’assure en rien que les points de départ et d’arrivée du chemin
coïncident. L’idée que les auteurs proposent est de répliquer la matrice de coûtsM pour contraindre les
extrémités des chemins optimaux à se correspondre. Une foisla matrice de coûts répliquée, on peut utiliser
l’équation 5.9 pour obtenir le chemin de coût minimal dans lamatrice répliquée dont seule la partie centrale
sera considérée pour l’extraction du contour. Formellement l’équation 5.9 se réécrit de la manière suivante :

{

M(0, r) = c(0, r)
M(θ + 1, r) = min

−f≤l≤f
{M(θ, r + l) +M((θ + 1) mod N, r)} (5.10)

oùN représente la largeur de la matriceM .
Le principe de matrice de coûts cumulés étendue est présentéà la figure 5.7. Dans cet exemple, on

voit dans la matrice de coûts (c.f. figure 5.7(a)) que le chemin optimal (en noir) ne voit pas ses points de
départ et de fin correspondre. Cela se vérifie sur la matrice decoûts cumulés (c.f. figure 5.7(b)). Si on utilise
l’astuce de la matrice étendue (c.f. figure 5.7(c)), on peut limiter cet effet. En effet comme on peut le voir,
les extrémités de la partie centrale de cette matrice sont influencées par les réplications qui la précédent et
qui la suivent rendant ainsi le contour plus vraisemblable.

Des résultats de segmentations seront présentés à la section 5.4.3.
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0 1 2 3
1 0 1 2
2 1 0 1
3 2 1 0

(a) Matrice de coûts

0 1 2 4
1 0 1 2
2 2 0 1
3 4 2 0

(b) Matrice de coûts
cumulés

0 1 2 4 2 3 4 6 4 5 6 8
1 0 1 2 2 2 3 4 4 4 5 6
2 2 0 1 2 3 2 3 4 5 4 5
3 4 2 0 3 4 4 2 5 6 6 4

(c) Matrice de coûts cumulés étendue

FIG. 5.7 – Illustration du principe de matrice de coûts cumulés.Les chemins optimaux apparaissent en noir.

5.4.2 Obtentions de contours flous

Nous allons maintenant étudier différentes façons d’étendre la méthode précédente dans l’optique d’ob-
tenir des contours flous.

Pénalisation

Une première idée pour extraire plusieurs contours à partirde la matrice de coûtsM est de la modifier
en mettant les coûts des points par lesquels passent les contours déjà trouvés à+∞. On peut ainsi obtenir
plusieurs contours en itérant le processus tant qu’il existe un coût de chemin non infini reliant la première
et la dernière colonne de la matrice de coûts. Ce genre d’approche n’empêche néanmoins pas l’obtention
de contours inclus les uns dans les autres comme il est requispar Peters (2007). En effet, comme on peut le
voir à la figure 5.8, un paramètref supérieur à0 permet de telles configurations.

éléments de la matrice pénalisés (∞)

nouveau chemin

choix possible pour continuer le nouveau chemin

éléments non accessibles car pénalisés

FIG. 5.8 – Exemple de pénalisation n’empêchant pas le croisement de deux contours.

Une solution pour forcer l’inclusion est de pénaliser une bande assez large autour du meilleur contour
(c.f. figure 5.9). La largeur de cette bande est bien évidemment liée à la grandeur du paramètref . Cette
deuxième approche a aussi l’avantage de fournir des contours qui sont plus différents les uns des autres.
Néanmoins dans le cas où le contour optimal passe dans une vallée plus large que la bande de pénalisation,
on peut observer un effet de dilatation ou d’érosion : les différents contours obtenus sont semblables au
meilleur contour à une échelle près. L’algorithme 5.1 résume ce processus d’extraction de contours.

Distance entre contours

Dans le but d’obtenir des contours qui portent une information différente, on peut procéder par sélection
de contours significatifs par différence. L’idée est de ne considérer un nouveau contour que si il diffère assez
des contours déjà retenus. Toute la difficulté repose donc sur la définition de différence entre contours. Nous
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éléments de la matrice pénalisés (∞)

nouveau chemin

choix possible pour continuer le nouveau chemin

éléments non accessibles car pénalisés

FIG. 5.9 – Exemple de pénalisation par bande empêchant le croisement de deux contours.

Algorithme 5.1 : Extraction de différents contours par la méthode de pénalisation par bande.
soitE = ∅ un ensemble de contours ;
calculer la matriceM ;
tant que cirière d’arrêt non atteintfaire

calculer la matrice cumuléeM en utilisant l’équation 5.10 ;
extraire le meilleur contourc à partir deM ;
pour chaqueθ ∈ [[0; θmax]] faire

pour chaqueb ∈ [[−f ; f ]] faire
M(θ, c(θ) + b) =∞ ;

fin
fin
E = E ∪ {c} ;

fin
retourner E

proposons de définir celle-ci de la manière suivante :

d(c1, c2) = max
θ∈[[0;θmax]]

(|c1(θ) − c2(θ)|)

En utilisant un seuil (dmin) sur cette mesure, on définit donc une procédure pour sélectionner différents
contours possibles pour une même structure. L’approche estrésumée à l’algorithme 5.2.

Degré d’appartenance

Pour obtenir des contours flous, il est nécessaire d’associer un degré d’appartenance aux différents
contours (c.f. algorithme 5.2). Une première approche pourfaire cela est d’utiliser le coût des différents
contours extraits. Le degré d’appartenance d’un contourc devient donc proportionnel àC(c) :

µc =
C(c) − Cmax

Cmax − Cmin
(5.11)

avecCmax etCmin le maximum et le minimum des coûts des contours extraits.
En pratique on remarquera que ces coûts sont fortement liés àl’a priori introduit dans la méthode

de segmentation. Une autre méthode possible est d’associerde forts degrés d’appartenance aux zones où
beaucoup de contours similaires peuvent être extraits. Pour ce faire nous proposons de construire une carte
de densitéD de contours. Cette dernière est obtenue en faisant l’union desK premiers contours que l’on
peut obtenir à partir de la matrice de coûtsM . On notera l’ensemble de ces contoursE. Cette carte de
densité est ensuite filtrée à l’aide d’un filtre passe bas et ledegré d’appartenance d’un contourc s’obtient
grâce à l’équation suivante :

µc =

θmax
∑

θ=0

D(θ, c(θ)) − min
c′∈E

θmax
∑

θ=0

D(θ, c′(θ))

max
c′∈E

θmax
∑

θ=0

D(θ, c′(θ)) − min
c′∈E

θmax
∑

θ=0

D(θ, c′(θ))

(5.12)
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Algorithme 5.2 : Extraction de différents contours par la méthode des distances.
soitE = ∅ un ensemble de contours ;
calculer la matriceM ;
calculer la matrice cumuléeM en utilisant l’équation 5.10 ;
extraire le meilleur contourc à partir deM ;
pour chaqueθ ∈ [[0; θmax]] faire

M(θ, c(θ)) =∞ ;
fin
E = {c} ;
tant que critère d’arrêt non atteintfaire

répéter
calculer la matrice cumuléeM en utilisant l’équation 5.10 ;
extraire le meilleur contourc′ à partir deM ;
pour chaqueθ ∈ [[0; θmax]] faire

M(θ, c; (θ)) =∞ ;
fin

jusqu’à d(c, c′) ≤ dmin ;
c = c′ ;
E = E ∪ {c} ;

fin
retourner E

Cette expression permet de juger à quel point le contour considéré passe dans des zones denses de la
carte de densité. Ainsi lorsque le contour possède la plus forte densité cumulée parmi tous les contours
considérés, son degré d’appartenance va se rapprocher de1 et inversement, lorsqu’il passe par des zones de
faible densité, son degré va tendre vers0.

Remarquons que le paramètreK doit être assez important pour obtenir une carte de densitéD repré-
sentative. Un exemple de calcul d’une telle carte est proposé à la figure 5.10.

Extraction de l’incertitude et de l’imprécision

Il faut faire attention à ne pas comparer directement les méthodes de pénalisation par bande et de dis-
tance. En effet ces deux approches sont complémentaires et nullement en compétition. La première méthode
permet d’extraire des contours emboîtés traduisant l’imprécision possible d’une segmentation. La deuxième
méthode permet quant à elle d’extraire différentes segmentations possibles traduisant l’incertitude quant à
la localisation de la lésion. Pour tirer parti des deux approches, il faut un moyen d’extraire un contour flou
répondant aux critères de la première méthode pour chacun des contours extraits par la seconde méthode.
Ainsi on se ramène au principe exposé à la section 5.1 qui évoque l’extraction d’un contour flou pour
chaque lésion possible. Pour se faire on peut combiner de manière directe les deux approches, c’est-à-dire
en utilisant l’algorithme 5.1 dans l’algorithme 5.2 : pour chaque contour possible issu de l’algorithme 5.2,
on extrait un contour flou en utilisant l’algorithme 5.1. Cette approche est formalisée à l’algorithme 5.3. Le
calcul des degrés d’appartenance peut se faire de manière indépendante en utilisant l’une deux méthodes
proposées précédemment. Cependant, comme on le verra dans la présentation des résultats, la méthode par
carte de densité donne de meilleurs résultats.

5.4.3 Résultats

Données

Les méthodes de segmentation nette et floue reposant sur le formalisme de chemins minimaux ont été
évaluées sur une bases de données contenant des régions d’intérêt centrées sur des lésions circonscrites et
spiculées issues de coupes reconstruites de volumes de tomosynthèse du sein. Les lésions spiculées étaient
au nombre de 32, et les lésions circonscrites au nombre de 16.

Pour chaque image, un contour de référence a été tracé pour faciliter une comparaison objective des
performances de la segmentation nette. La constitution d’une base contenant plusieurs contours est une
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(a)

(b)

FIG. 5.10 – Calcul d’une carte de densité. (a) Accumulation desK meilleurs contours. (b) Carte de densité
après filtrage.

Algorithme 5.3 : Extraction de contours flous à partir d’une image.
soit cf un ensemble de contours flous;
calculer la matriceM ;
obtenir l’ensemble de contour E1 en utilisant l’algorithme 5.2 ;
pour chaquec ∈ E1 faire

soitM ′ la matriceM où c est pénalisé sur une bande de pixels ;
soitE2 l’ensemble des contours obtenus en utilisant l’algorithme 5.1 surM ′ ;
E2 = E2 ∪ {c}
pour chaquec′ ∈ E2 faire

calculer le degré d’appartenanceµ dec′ ;
insérer(c′, µ) dans cf en respectant l’ordre d’inclusion des contours ;

fin
fin
retourner cf

tâche plus délicate : lorsque l’on trace un premier contour,ce dernier nous influence pour trouver les suivants
à moins de laisser s’écouler assez de temps pour l’oublier. Pour cette raison l’évaluation des contours flous
est beaucoup plus qualitative.
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Segmentation nette

La méthode de Timp et Karssemeijer (2004) étant originellement proposée pour la segmentation de
lésions en mammographie, nous avons voulu l’évaluer sur desimages issues de coupes de volumes de
tomosynthèse de seins. Pour comparer les résultats de segmentation aux contours vérité à disposition, nous
avons utilisé le même critère que celui proposé par Domínguez et Nandi (2007). Ce critère est en fait une
composition de trois critères :

P1 = |A∩R|
|A∪R| mesure de similarité

P2 = |R\(A∩R)|
|R| mesure de sous-segmentation

P3 = |A\(A∩R)|
|A| mesure de sur-segmentation

où |.| est le cardinal d’un ensemble, etA etR correspondent à l’ensemble des pixels contenus respective-
ment dans le contour à évaluer et dans le contour de référence.

Ces trois mesures sont ensuite moyennées pour obtenir un critère global de performance de segmenta-
tion :

P =
Pa + 1 − P2 + 1 − P3

3

Rappelons que l’approche dépend de plusieurs paramètres. Nous avons considéré les trois paramètres
définissant l’a priori sur les structures recherchées, c’est-à-direα, β etf . Les paramètres d’échantillonnages
étant liés au paramètref , ces derniers sont restés fixes. Les performances ont été évaluées en utilisant un
procédé de validation croisée : pour chaque élément de la base de données, les éléments restants ont été
utilisés pour apprendre les paramètresα, β et f . Les deux premiers sont obtenus par recherche exhaustive
sur une grille de 110 couples ((α, β)) de celui qui optimise le critèreP moyen sur la base d’apprentissage
et le paramètref a été obtenu à l’aide des contours de vérité.

Le tableau 5.1 résume les performances de segmentation pourdifférentes configurations d’apprentis-
sage. Ainsi on remarquera que lorsque l’on utilise que le sous-ensemble de la base de données ne contenant
que les lésions circonscrites, on obtient un très bon critère de performance moyen (0,87). Cela peut s’ex-
pliquer par le fait que la méthode de segmentation utilisée fait l’hypothèse d’une lésion compacte. Dans
le cas où l’on ne considère que les lésions spiculées, l’indice de performance est moins bon (0,71). Néan-
moins, il faut remarquer que c’est ce genre de lésions qui présente généralement le plus d’incertitude. Ainsi
la segmentation de référence est beaucoup plus sujette à controverse, et c’est sur ce type de lésions que
l’approche par contour flou est la plus intéressante. Remarquons enfin que lorsque on utilise les paramètres
optimaux appris sur les lésions spiculées pour segmenter des lésions circonscrites, les performances ne sont
que légèrement dégradées. Ainsi il semble raisonnable d’utiliser ce jeu de paramètres dans un système de
détection n’utilisant pas les contours flous.

Base d’apprentis-
sage/de test

Similarité Sous-segmentation Sur-segmentation Critère de performance

Lésions cir./cir. 0,80 0,10 0,11 0,87
Lésions spi./spi. 0,59 0,32 0,10 0,71
Lésions spi./cir. 0,75 0,10 0,17 0,83

TAB . 5.1 – Performances de la segmentation nette par extractionde chemins minimaux.

La figure 5.11 illustre les résultats de segmentation pour une lésion circonscrite. On remarquera que
visuellement la qualité du contour obtenu avec des paramètres optimaux pour les lésions spiculées est un
peu moins bonne que lorsque l’on apprend les paramètres sur des lésions circonscrites. Néanmoins la qualité
du contour obtenu est relativement correcte.

La figure 5.12 illustre aussi la comparaison entre les contours obtenus en apprenant les paramètres de
la méthode de segmentation sur différents types de lésions,mais cette fois ci sur une lésion spiculée. On
remarque que lorsque l’on se sert des lésions circonscritespour l’apprentissage, la qualité du contour est
grandement dégradée.
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(a) (b) (c)

FIG. 5.11 – Exemple de segmentation d’une lésion circonscrite (a) avec des paramètres optimaux pour des
lésions circonscrites (b) et spiculées (c). Le contour en noir est celui de référence.

(a) (b) (c)

FIG. 5.12 – Exemple de segmentation d’une lésion spiculée (a) avec des paramètres optimaux pour des
lésions circonscrites (b) et spiculées (c). Le contour en noir est celui de référence.

Les remarques d’ordre visuel faites sur les figures 5.11 et 5.12 vont dans le même sens que les mesures
plus objectives présentées au tableau 5.1.

Segmentation floue

La figure 5.13 présente un exemple de segmentation d’une lésion circonscrite par la méthode d’ex-
traction de contours flous par pénalisation par bande. Les degrés d’appartenance sont calculés à l’aide de
l’équation 5.11. On remarquera qu’un seul contour est vraiment considéré comme représentatif, ce qui est
cohérent avec l’image segmentée : la lésion considérée est assez bien définie.

Néanmoins, lorsque la lésion présente une plus grande incertitude, cette méthode de pénalisation par
bande peut ne pas être adaptée. En effet si on considère l’image synthétique présenté à la figure 5.17(h),
on ne peut espérer pouvoir segmenter les deux disques simultanement. Cette limitation vient du fait que
la pénalisation par bande implique l’inclusion des contours constituant le contour flou. De manière plus
haut niveau, la méthode de pénalisation par bande permet d’extraire en ensemble de contours traduisant
essentiellement de l’imprécision, alors que dans l’exemple qui pose problème, on est devant de l’incertitude.

En regardant comment se comporte la méthode des distances sur ce même exemple de la figure 5.14, on
s’aperçoit que cette méthode manipule en fait l’incertitude contenue dans cette image. Ainsi on voit que les
deux méthodes ne sont pas en compétition mais plutôt complémentaires. La figure 5.15 illustre cette même
représentation de l’incertitude sur une lésion spiculée.

Les figures 5.16 et 5.17 illustrent enfin l’apport du calcul dedegré d’appartenance grâce à une cadre
de densité comme proposé à l’équation 5.12. En effet comme onpeut le voir sur cet exemple, l’ordre dans
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FIG. 5.13 – Segmentation floue par la méthode de pénalisation parbande. L’intensité des contours est
proportionnelle au degré d’appartenance.

(a) (b) (c) (d) (e)

FIG. 5.14 – Image synthétique illustrant la manipulation de l’incertitude par l’algorithme 5.2. (a) Image
originale. (b) Premier contour extrait. (c) Deuxième contour extrait. (d) Troisième contour extrait. (e) Qua-
trième contour extrait.

(a) (b)

FIG. 5.15 – Exemple de segmentation floue d’une lésion spiculée comportant de l’incertitude.

lequel on trouve les contours n’est pas forcément est bon indicateur de la qualité de ces derniers. Ainsi le
contour le plus mauvais selon l’équation 5.11 se retrouve lemeilleur si l’on utilise l’équation 5.12. De ma-
nière visuelle, ce contour correspond au noyau dense de la lésion, et à ce titre peut avoir du sens. Cependant
on remarquera que le fait de le considérer comme le meilleur contour est à relativiser : intuitivement, on
pourrait avoir tendance à ajouter les spicules principales. Cela constitue une piste à explorer dans le but
d’améliorer ce calcul de degré d’appartenance.

La figure 5.18 illustre enfin l’algorithme 5.3. Cet exemple reprend l’image synthétique de la figure
5.14(a) pour montrer l’extraction de plusieurs contours flous pour une même image. En pratique on extrait
quatre contours flous correspondant aux quatre contours extraits dans la figure 5.14. Les contours des fi-
gures 5.18(b) et 5.18(c) contiennent bien respectivement les deux cercles constituant l’image synthétique.
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(a) (b) (c) (d)

(e) (f) (g) (h)

FIG. 5.16 – Illustration du calcul des degrés d’appartenance à chacun des contours extraits par la méthode
des distances en utilisant l’équation 5.11. La figure 5.16(a) représente tous les contours avec un niveau de
gris représentatif de leur degré d’appartenance. Les autres figures illustrent de manière isolée les différents
contours par ordre de degré d’appartenance décroissant.

(a) (b) (c) (d)

(e) (f) (g) (h)

FIG. 5.17 – Illustration du calcul des degrés d’appartenance à chacun des contours extraits par la méthode
des distances en utilisant l’équation 5.12. La figure 5.17(a) représente tous contours avec un niveau de
gris représentatif de leur degré d’appartenance. Les autres figures illustrent de manière isolée les différents
contours par ordre de degré d’appartenance décroissant.

L’imprécision se traduit par l’extraction dans ces deux casde deux autres contours : l’un englobant les
deux cercles et le second délimitant l’intersection des deux cercles. Les contours flous des figures 5.18(a)
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et 5.18(d) sont assez similaires. En fait, l’algorithme 5.3peut induire une certaine redondance dans les
contours flous extraits.

Remarquons enfin que l’on pourrait être tenté de rechercher deux contours de plus qui correspondraient
aux deux croissants de lune formés par les parties non superposées des disques. De tels contours ne peuvent
pas être obtenus grâce à cette méthode de segmentation car lecentre de la lésion a priori doit obligatoirement
être contenu dans chaque contour potentiel.

(a)

(b)

(c)

(d)

FIG. 5.18 – Exemple d’extraction de plusieurs contours flous en utilisant l’algorithme 5.3 sur l’image de
la figure 5.14(a). Seuls les contours représentatifs des contours flous extraits sont montrés. (a) Contour flou
correspondant au contour de la figure 5.14(b). (b) Contour flou correspondant au contour de la figure 5.14(c).
(c) Contour flou correspondant au contour de la figure 5.14(d). (d) Contour flou correspondant au contour
de la figure 5.14(e).

5.5 Conclusions et perspectives

Dans ce chapitre, nous avons abordé le problème de la segmentation de lésion en tomosynthèse du sein.
En plus des méthodes classiques de segmentation, nous avonsabordé le problème de la manipulation de
l’imprécision et de l’incertitude qui peuvent être présente dans les images à segmenter. Pour cela nous nous



5.5. CONCLUSIONS ET PERSPECTIVES 113

sommes appuyé sur le formalisme des contours flous (Peters, 2007).
Nous avons étudié une méthode d’extraction de contours flousreposant sur différents seuillages de

l’image en appuyant sur le lien avec le formalisme des filtresconnexes flous proposés au chapitre 2. Nous
avons aussi étudié l’extension d’une méthode de segmentation reposant sur les ensembles de niveaux. Enfin,
en dernière contribution sur les contours flous nous avons proposé l’extension d’une méthode de segmenta-
tion par programmation dynamique pour obtenir une segmentation floue.

La version originale (non floue) de cette dernière méthode desegmentation étant dédiée à la segmenta-
tion de lésions en mammographie standard, nous l’avons évaluée sur des lésions issues de coupes recons-
truites de tomosynthèse. Les résultats obtenus laissent penser que cette méthode de segmentation nette est
viable pour l’utilisation dans une chaîne de détection automatique d’opacités, cela sera illustré au chapitre 8.

Les résultats sur les contours flous obtenus par l’extensionproposée de cette approche semblent pro-
metteurs. Néanmoins, on pourrait imaginer apporter quelques améliorations quant à l’extraction de contours
flous composés de contours qui partagent une même portion de contour. En effet notre approche de péna-
lisation par bande empêche un tel comportement. Une autre piste d’investigation à suivre porterait sur
l’élaboration d’une méthode formelle de validation des résultats de segmentations floues. En effet ce type
de validation est très difficile de par la difficulté à prendreen compte et à expliciter l’incertitude et l’impré-
cision présentes dans les images pour l’obtention d’une vérité. Une idée pour obtenir plusieurs contours de
référence serait de combiner la segmentation de plusieurs experts travaillant indépendamment.
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Chapitre 6
Utilisation des contours flous pour la

caractérisation de lésions

En mammographie, certains types de lésion sont parfois difficiles à délimiter précisément et de manière
unique. Dans le chapitre 5, nous avons introduit des méthodes permettant d’extraire plusieurs contours
pour une même structure. Ces approches de segmentation, formalisées grâce à la théorie des ensembles
flous, peuvent potentiellement permettre de représenter l’imprécision sur la délimitation d’une lésion pour
la propager dans la chaîne de traitement. Il devient alors possible d’attendre la disponibilité d’information
pertinente non disponible lors de l’étape d’extraction de contours et ainsi obtenir une meilleure décision.
Ce chapitre a pour but de détailler un exemple concret sur l’utilisation et la manipulation de telles méthodes
de segmentation. Nous prendrons l’exemple d’un système de caractérisation du type d’une lésion à partir
des projections de tomosynthèse servant à la reconstruction du volume.

Dans la méthode que nous proposons, nous différencions les lésions spiculées des lésions circonscrites.
Un tel outil est intéressant en pratique dans la mesure où cesdeux classes de contours sont généralement
fortement corrélées à la malignité et respectivement à la bénignité de la lésion. Remarquons enfin que ce
qui est présenté ici n’utilise pas tous les outils théoriques proposés dans les premiers chapitres. Ici, l’idée
est principalement d’illustrer, par une application concrète, l’intérêt des méthodes de segmentation flou
introduites au chapitre 5.

Dans un premier temps, nous présenterons la chaîne de traitement de manière générale. Cette dernière
repose sur l’établissement de deux hypothèses (i.e. la lésion est spiculée ou circonscrite) qui doivent être
validées ou invalidées. Nous détaillerons dans les deux sections suivantes les différentes étapes de cette
chaîne de traitement, notamment le conditionnement de l’information résultante de l’étape de segmentation,
puis l’utilisation d’arbres de décision flous à entrée floue.Enfin nous discuterons des résultats obtenus avec
l’approche proposée.

6.1 Schéma global

Notre approche est fondée sur la détection et la segmentation de structures directement à partir des
projections. Ce type d’approche a l’avantage de nécessiterun temps de traitement réduit en comparaison
avec un traitement direct du volume reconstruit. Néanmoins, le traitement de manière indépendante des
projections peut facilement aboutir à une prise de décisionprématurée, comme une mauvaise segmentation,
mettant en péril la validité de toute la chaîne de traitement. L’utilisation d’une segmentation floue permet
de garder l’incertitude émanant de la segmentation dans chacune des projections et le cadre de la logique
floue nous fournit les outils pour agréger l’information provenant de ces segmentations permettant ainsi de
prendre une décision.
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6.1.1 Marqueurs

Tout d’abord, des marqueurs doivent être positionnés sur les localisations des opacités dans les projec-
tions. Cette étape peut être effectuée de manière manuelle,semi-manuelle ou complètement automatique.
Dans le cadre des résultats présentés dans ce chapitre, les localisations ont été fournies par un expert. En
effet, le but de ce chapitre est principalement de différencier les masses spiculées des masses circonscrites,
et d’illustrer l’apport du flou pour accomplir cette tâche.

6.1.2 Hypothèses multiples

Dans le but de décrire le type d’une lésion donnée, nous considérons deux hypothèses (c.f. la figure 6.1) :
il s’agit soit d’une lésion spiculée, soit d’une lésion circonscrite. Cela résulte en deux types d’informations
a priori sur la forme du contour de la lésion qui seront utilisés pour l’étape de segmentation. Le point clé
abordé dans ce chapitre sera de valider ou invalider ces hypothèses dans l’étape finale de décision.

 Classification

Projections

Marqueurs

Détection

Segmentation

Contours

Contours

flou 2D

flou 2D

Extraction

Extraction

de caractéristiques

de caractéristiques
Attributs

Attributs

flous 2D

flous 2D

Agrégation

Agrégation

Attribut

Attribut

cumulé 3D

cumulé 3D

Classification

Décision

Décision

intermédiaire

intermédiaire

Hypothèse de lésion spiculée

Hypothèse de lésion circonscrite

Décision
finale

Résolution de conflits

FIG. 6.1 – Schéma global de l’algorithme.

Pour atteindre ce but, chaque structure d’intérêt est segmentée en deux ensembles de contours en uti-
lisant des jeux de paramètres correspondant à chacune des hypothèses. Pour cette étape, nous utilisons la
méthode de contour actifs flous proposée par Peterset al. (2007) et détaillée au chapitre 5. Ces segmen-
tations sont effectuées pour chacune des projections, ainsi pour chaque hypothèse, une étape d’agrégation
est mise en œuvre. Les données résultant de cette dernière étape sont alors utilisées en entrée d’arbres de
décision flous comme il sera décrit à la section 6.3.

6.2 Segmentation et conditionnement de l’information

Une partie importante de la chaîne de traitement présentée àla figure 6.1 consiste à segmenter et à
extraire l’information des lésions à partir de ces segmentations. Nous allons décrire ici successivement les
deux processus.

6.2.1 Extraction de contours flous

L’extraction de contours flous peut se faire de différentes manières comme on a pu le voir au chapitre 5.
Dans les expérimentations présentées dans ce chapitre, la méthode des contours actifs flous a été utilisée.
Les différentes constantes utilisées dans l’énergie poséesur la fonction de distance signée ont été réglées
de manière à traduire les informations a priori sur les lésions circonscrites et les lésions spiculées. Plus
concrètement, la contrainte sur la régularité a été relâchée dans le cas d’une hypothèse de lésions spiculée.

6.2.2 Conditionnement de l’information

Dans le but de classifier une lésion, des attributs doivent être extraits à partir des contours. Dans la
mesure où le résultat de la segmentation n’est pas net, et qu’une lésion potentielle est à l’origine de plusieurs
segmentations (une par projection), il est assez difficile d’utiliser un classifieur classique. Dans ce contexte,
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la théorie des ensembles flous peut nous permettre de nous abstraire de ces contraintes : on peut exprimer des
valeurs d’attribut sous forme de quantités floues grâce au principe d’extension proposé par Zadeh (1975),
puis agréger chacun des attributs flous obtenus pour chaque projection. Il ne reste plus qu’à utiliser un
classifieur capable de manipuler des entrées floues comme un arbre de décision flou.

Extraction d’attributs flous

Pour chaque contour net d’un contour flou, des attributs classiques (compacité, homogénéité, orientation
des gradients, etc.) sont calculés (Bothorel, 1996). En utilisant le principe d’extension (Zadeh, 1975), des
attributs flous peuvent être calculés pour le contour flou. Lamise en œuvre du principe d’extension pour cet
exemple est illustrée à la figure 6.2.

Degré d’appartenance

Contour

Contour

Valeur d’attribut

Valeur d’attribut

Degré d’appartenance
à la classe contour

FIG. 6.2 – Principe d’extension : pour chaque valeur d’attributpossible, les contours qui ont cette valeur
d’attribut sont considérés et le degré d’appartenance maximal de ces contours est associé à cette valeur
d’attribut.

Agrégation des attributs extraits des différentes projections

Puisqu’un marqueur dans l’espace est associé à différents contours flous dans les différentes projections,
les attributs flous de ces contours doivent être agrégés. Le résultat de cette agrégation se nomme attribut
cumulé flou (Peters, 2007). Cette valeur est représentativede la lésion potentielle vue dans les différentes
projections. C’est à partir de ces attributs flous cumulés que le classifieur peut prendre une décision sur la
validité de l’une où l’autre des hypothèses. L’agrégation est faite de manière disjonctive en utilisant une
t-conorme (union floue : e.g.max) comme illustré à la figure 6.3.

6.3 Classification à l’aide d’arbres de décision flous

Après l’extraction d’information, des arbres de décision flous sont utilisés pour vérifier si les hypothèses
précédentes tiennent. Contrairement aux arbres flous standard, ces arbres ne propagent pas seulement leur
entrée dans toutes les branches avec un degré d’appartenance, ils sont aussi capables de manipuler des
données d’entrée qui sont floues (Bothorel, 1996). Ces entrées sont composées d’un ensemble de quantités
floues (les attributs flous cumulés précédemment calculés) associées aux différents attributs.
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1

0

Attribut provenant de la projection 1
Attribut provenant de la projection 2
Attribut provenant de la projection 3

Attribut cumulé

Valeurs d’attribut

Degré d’appartenance

FIG. 6.3 – Calcul d’un attribut cumulé (ligne pleine) à partir d’attributs flous provenant de trois projections.

6.3.1 Description d’un arbre flou

Un tel arbre est similaire aux arbres de décision flous usuelsoù chaque nœud interne est associé à
un attribut et est composé de deux fonctions de densité donnant accès à deux sous-arbres. La fonction de
densité de chaque sous-arbre est une fonction d’appartenance définie sur l’ensemble des valeurs de l’attribut
associé au nœud qui est une généralisation de la population qu’il représente. Dans le cas d’une hypothèse
de lésion spiculée, les feuilles sont étiquetées commelésion spiculéeou commelésion non spiculée(dénoté
ci-après commeA ouA), et dans le cas d’une hypothèse de lésion circonscrite, comme lésion circonscrite
ou lésion non circonscrite. La figure 6.4 illustre la structure d’un tel arbre.

Spiculé

Non spiculé

Attribut 1

Attribut 2

Attribut 2Attribut 2

Attribut 3

f′1 f′2

f1 f2

S(f1, pa1
)⊤S(f′1, pa2 ) S(f1, pa1

)⊤S(f′2, pa2 )

S(f1, pa1
) S(f2, pa1

)

. . .. . .

. . .. . .

. . . . . .

FIG. 6.4 – Description d’un arbre. Chaque nœud interne est associé à un attribut et contient deux fonctions
de densité correspondant aux deux sous-branches. Chaque feuille est étiquetée soit comme spiculée (resp.
circonscrite) ou non spiculée (resp. non circonscrite).

6.3.2 Utilisation d’un arbre flou

Pour classifier une particule floue en utilisant cet arbre, onprocède de la manière décrite par l’algo-
rithme 6.1 (figure 6.4).
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Algorithme 6.1 : Propagation d’une particule dans un arbre flou.
faire entrer la particulep dans le nœud racine (associé à un attributa) avec un degré d’appartenanceµ ;
pour chaquefonction de densitéfa

i de ce nœudfaire
calculer la similitudeS(fa

i , pa), avecpa la valeur d’attribut dep;
propager la particule dans le sous-arbre correspondant àfa

i avec le degré d’appartenance :

µ⊤S(fa
i , pa) (6.1)

où⊤ est une t-norme (ici, lemin a été choisi) ;
itérer l’algorithme ;

fin

Les résultats présentés dans ce chapitre ont été obtenus avec la mesure de similitude entre deux en-
sembles flousf eth proposée par Dubois et Prade (1980) et reprise par Bothorel (1996) :

S(f, h) =

∫

x
min(f(x), h(h))dx
∫

x
h(x)dx

Ainsi quand une particule passe à travers l’arbre en entier,on obtient pour chaque feuille le degré avec
lequel la particule arrive dans celle-ci (µl). Pour prendre une décision finale, les résultats de chaque feuille
doivent être agrégés en utilisant une t-conorme⊥. Ainsi, on obtient deux degrésµA etµA :

µA = ⊥
l∈L

µl

µA = ⊥
l∈L

µl
(6.2)

avecL, l’ensemble des feuilles étiquetées commeA, etL l’ensemble des feuilles étiquetées commeA.
Dans notre cas, deux arbres utilisant directement les attributs flous précédemment calculés sont construits

(un par hypothèse). Pour chaque lésion potentielle, les agrégations des différentes segmentations associées
aux différents a priori sont traitées par les arbres correspondant. Ainsi, chaque lésion potentielle est trai-
tée en parallèle par les deux arbres, donnant ainsi accès à quatre degrés de satisfaction pour les propriétés
suivantes : la lésions est/n’est pas circonscrite, et la lésion est/n’est pas spiculée.

6.3.3 Construction d’un arbre

Pour construire les arbres évoqués précédemment, on utilise un algorithme récursif sur chaque nœud.
Ce dernier repose sur une base d’apprentissage composée de particules étiquetées comme appartenant à la
classeA ou à la classeA. Cet algorithme est initialisé à partir de la racine est fonctionne de la manière
décrite à l’algorithme 6.2.

Algorithme 6.2 : Algorithme récursif de construction d’un arbre flou.

tant que le critère de pureté n’est pas vérifié et qu’il reste des attributs non utilisésfaire
choisir l’attribut le plus discriminant ;
pour chaquefuture sous-branchefaire

calculer la fonctions de densité pour le test au nœud en utilisant la base de données ;
faire passer chaque particule de la base de donnée dans le nouveau sous-arbre (en utilisant
l’équation 6.1) ;
itérer l’algorithme sur ce dernier ;

fin
fin

La pureté d’une feuille correspond à la proportion d’éléments d’une classe par rapport au nombre total
d’éléments qu’elle contient. Ainsi une feuille est pure lorsqu’elle ne contient que des éléments d’une même
classe. Cette notion de pureté peut s’exprimer formellement de la manière suivante :

P

µ(p)
p/classe(p)=A

P

p
µ(p) ≥ t ou

P

µ(p)
p/classe(p)=A

P

p
µ(p) ≥ t (6.3)
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avect le seuil de pureté,p les éléments de la base d’apprentissage etµ(p) le degré avec lequel ils arrivent
dans la feuille.

Ainsi, on a principalement besoin d’un moyen de sélectionner le meilleur attribut, ainsi qu’une procé-
dure pour calculer les fonctions de densité pour un certain nœud. Pour accomplir la dernière tâche, pour
chaque classe, un histogramme flou est calculé : chaque valeur d’attribut est normalisée par l’aire sous sa
courbe, et pondérée par le degré d’appartenance avec lequella particule entre dans le nœud. L’aire de l’attri-
but flou est aussi normalisée. Cela est équivalent à dire que l’on impose que les histogrammes contiennent
un nombre égal de valeurs d’attribut dans le but de pouvoir les comparer. Pour être plus robuste au bruit,
et pour être capable de généraliser les données d’apprentissage, cet histogramme est filtré à l’aide d’un
filtre médian et d’un filtre moyenneur. Il est ensuite reconstruit par rapport à son maximum et ce dernier
est étendu vers la limite du domaine (c.f. figure 6.5). Il en résulte une fonction de densité adéquate pour
être utilisée dans un arbre flou. La dernière étape d’extension est importante car elle permet de prendre
une décision pour les particules qui ont des valeurs hors de l’intervalle utilisé pour l’apprentissage comme
illustré à la figure 6.6.

(a) (b) (c) (d)

FIG. 6.5 – Construction d’un histogramme flou. Histogramme original (a) filtré par un filtre median et un
filtre moyenne (b), puis reconstruit (c) et finalement étendu(d).

FIG. 6.6 – Exemple de fonctions de test au nœud. Les deux histogrammes non étendus (tirets) ne sont pas
adapté pour classifier une particule (pointillés) qui a une valeur non représentée par la population utilisée
lors de leur construction. La version étendue de ces histogrammes (trait plein) ne souffre pas de cette
limitation.

En utilisant ces fonctions de densité, il est possible d’évaluer à quel point un attributa est discriminant
en fonction des éléments arrivant dans un nœud donnéSk avec un degré d’appartenanceµSk en utilisant
une mesure de gain d’entropie (Leeet al., 1999) définie comme :

Gain(Sk, a) = Entropie(Sk) −
∑

b∈sous−branches

|Cb|aSk |
|CaSk |

Entropie(S
b|a
k ) (6.4)

avec :

CiSk =
∑

µSk(x)
classe(p)=i ∧ p∈supp(Sk)

CSk =
∑

i

CiSk

PSki =
CiSk
CSk

Entropie(Sk) = −∑
i

PSki log2P
Sk
i

et pour une brancheb, Sb|ak les éléments de la base d’apprentissage valués par leur degré d’appartenance
quand ils arrivent dans la sous-brancheb (µSk(p)⊤S(fab , pa)).

D’autres approches existent comme des mesures de contraste(Bothorel, 1996; Peters, 2007), mais elles
semblent moins adaptées dans le cas d’attributs bruités ou non discriminants. Les étiquettes des feuilles
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sont simplement assignées en fonction de la classe la plus représentative (somme pondérée par les degrés
d’appartenance) des éléments arrivant dans ces dernières.

6.3.4 Prise de décision

Pour chaque lésion potentielle, nous avons deux particules(une par hypothèse) traitées par deux arbres
de décision distincts. Il est donc possible que ces deux arbres ne prennent pas des décisions cohérentes : par
exemple, une lésion peut à la fois être classée comme spiculée et circonscrite.

En cas de conflit entre les deux modèles, un degré de confiance est calculé sur les sorties (A etA) de
chaque arbre (Bothorel, 1996) :

DA =
|µA − µA|
µA + µA

Un tel degré représente à quel point un arbre est confiant danssa décision : siµA et µA sont très proches
l’un de l’autre, il est très probable que l’arbre soit incapable de prendre une décision pour la particule
considérée. En utilisant ces degrés de confiance, (Dcir etDsp), les sorties (degrés d’appartenanceµsp, µsp,
µcir etµcir aux classesspiculé, non spiculé, circonscrit, non circonscrit) des arbres peuvent être pondérés
dans l’optique d’obtenir la décision la plus adéquate :

{

la lésion est circonscrite simax(Dcirµcir,Dspµsp) > max(Dcirµcir,Dspµsp)
sinon la lésion est spiculée

6.4 Résultats

Comme dit précédemment, seules les étapes de segmentation et classification on été évaluées. Après
avoir décrit la base de données utilisée, nous discuterons les résultats obtenus pour chaque partie de la
méthode.

6.4.1 Base de données

La base de données utilisée dans cette étude a été acquise avec un appareil expérimental au Massa-
chusetts General Hospital (MGH), Boston, MA, USA. Pour chaque sein, 15 images de projection ont été
acquises avec une ouverture angulaire de 30 degrés. Pour garantir une dose totale au patient non supérieure à
la dose délivrée lors d’un examen standard de mammographie,la dose par projection est approximativement
égale à 10% de la dose délivrée au patient lors d’un examen de mammographie. Toutes les acquisitions ont
été prises dans une position médio-latérale oblique (MLO).Aucune vérité terrain n’était disponible pour ces
données (pas de rapport de radiologue ou d’histologie). Nous avons donc effectué une revue des cas avec
plusieurs experts en imagerie médicale. Cette revue a tout d’abord été effectuée sur les coupes des volumes
reconstruits avec la méthode de reconstruction itérative SART (Andersen et Kak, 1984). Nous avons ensuite
identifié les régions d’intérêt correspondantes dans les images de projection. Un ensemble de 23 opacités
a été identifié à partir de 9 jeux de données de tomosynthèse dusein. La base de données est constituée de
16 lésions circonscrites et de 7 lésions spiculées. A cause de la dose réduite dans les images de projection,
certaines des lésions sont difficilement discernables dansces images. Pour cette même raison, la base de
données présente un challenge considérable pour tester un tel système de CAD.

De par la taille de la base de données, une approche de validation croisée (leave-one-out) a été retenue
pour évaluer la méthode : chaque élément de la base de donnéesest classifié avec des arbres construits à
partir des éléments restants.

6.4.2 Extraction de contours

Des résultats de segmentation pour les deux modèles de contours actifs sont présentés à la figure 6.7
sur une lésion circonscrite et une lésion spiculée. Dans le cas de la lésion circonscrite, même si les contours
obtenus en utilisant l’hypothèse spiculée sont moins réguliers, un grand nombre de contours se rapprochent
bien du contour réel. Dans le cas d’une lésion spiculée, le contour donné par un expert est plus subjectif.
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(a) (b) (c)

(d) (e) (f)

FIG. 6.7 – Résultat de segmentation : une lésion circonscrite segmentée par un expert (a), en utilisant un
a priori circonscrit (b) et spiculé (c), et une lésion spiculée segmentée par un expert (d), en utilisant un a
priori circonscrit (e) et spiculé (f).

Cela justifie l’extraction de plusieurs contours, et ainsi l’utilisation du flou. Les contours obtenus pour les
deux hypothèses sont assez différents : le modèle circonscrit n’est pas capable d’extraire les spicules alors
que l’autre modèle y arrive un peu mieux.

6.4.3 Extraction de caractéristiques

Des exemples de calculs d’attributs cumulés sur des régionsd’intérêt contenant une lésion spiculée
ou une lésion circonscrite sont illustrés à la figure 6.8. Pour la lésion circonscrite, une forte compacité
(autour de0, 8) a été mesurée pour la plupart des contours candidats dans les images de projection. Cette
information est transférée dans l’attribut flou cumulé où des valeurs proches de0, 8 pour la compacité de
la particule sont marquées comme les plus représentatives.Pour la lésion de la figure 6.7(d), des valeurs de
compacité plus faibles ont été obtenues. De plus la variancedes mesures à travers les différentes images
de projections est plus grande que celle obtenue pour la lésion circonscrite. Cela conduit à une plus grande
ambiguïté dans la fonction d’attribut cumulé. Des valeurs comprises entre0, 2 et0, 45 semblent être les plus
représentatives pour la particule. Les attributs flous cumulés obtenus expriment qu’une forte compacité
est caractéristique pour la lésion circonscrite de la figure6.7(a) alors qu’une faible compacité est plus
caractéristique de la lésion spiculée de la figure 6.7(d). Cela correspond bien à l’interprétation intuitive que
l’on peut faire de ces deux exemples.

6.4.4 Classification

La figure 6.9(a) présente les taux d’erreur pour l’étape de classification : dans 57% des cas, les deux
arbres donnent la bonne décision, dans 39% des cas ils sont endésaccord et dans 4% ils ont tous les deux
tord. En utilisant les degrés de confiance, certains des cas portant à conflit peuvent être résolus, donnant
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(a) (b) (c) (d)

(e) (f) (g) (h)

FIG. 6.8 – Agrégation d’attributs flous extraits à partir de régions d’intérêt contenant la lésion circonscrite
(resp. spiculée) présentée à la figure 6.7(a) (resp. figure 6.7(d)) : (a) (resp. (e)) correspondant aux fonctions
d’appartenance à la classe contour, (b) (resp. (f)) valeursd’attributs flous pour l’ensemble des contours
candidats pour l’attribut compacité, (c) (resp. (g)) la fonction d’appartenance résultante pour l’attribut flou
cumulé. Dans (a), (b) et (c) (resp. (e), (f), et (g)), les différentes courbes représentent les valeurs pour
différentes images de projection. Le trait plein noir correspond à la projection à 0 degré représentée à la
figure 6.7(b) (resp. figure 6.7(e)) et à la figure 6.7(c) (resp.figure 6.7(f)).

ainsi un taux d’erreur de classification total de 9% (c.f. la figure 6.9(b)). Cela montre clairement le gain
apporté par l’utilisation de deux hypothèses différentes pour caractériser les lésions : seulement un modèle
de segmentation n’aurait pas été suffisant (les modèles circonscrits et spiculés ont tort dans respectivement
13% et 30% des cas).

Tout au long des itérations de la procédure de validation croisée, l’arbre correspondant à l’hypothèse de
lésion circonscrite était principalement constitué de trois attributs : la compacité, la moyenne de l’amplitude
du gradient sur le contour et l’orientation moyenne sur le contour du gradient relativement au centre de
la lésion. En ce qui concerne le second arbre correspondant àl’hypothèse de lésion spiculée, il utilisait
principalement la moyenne du gradient dans la région d’intérêt.

La figure 6.10 présente un exemple des différentes décisionspossibles. Dans le cas (a), les deux modèles
ont donné une mauvaise réponse. Cela est principalement du àune mauvaise segmentation pour les deux
modèles provoquée par un fond non uniforme (lésion en bordure de sein). Dans le cas de la figure 6.10(b),
les deux modèles ont donné une réponse contradictoire. L’étape de résolution de conflit a permis de bien
classifier cette lésion. Le cas de la figure 6.10(c) a aussi donné lieu à un conflit, néanmoins, l’étape de
résolution a échoué à donner la bonne classe. Enfin dans le casde la figure 6.10(d), les deux modèles ont
proposé la bonne classe. De manière générale, dans la plupart des cas problématiques impliquant une lésion
au bord du sein, certains des contours flous obtenus étaient de mauvaise qualité dans au moins un des deux
modèles (généralement celui spiculé car il offre une plus grande liberté de contour).

6.5 Conclusion

Nous avons proposé une chaîne de traitement pour la caractérisation de lésions en tomosynthèse du
sein en utilisant la théorie des ensembles flous. Cette approche repose sur deux idées. Tout d’abord, les
ensembles flous sont utilisés pour manipuler l’imprécisionjusqu’à ce que l’information provenant des dif-
férentes projections soit disponible (agrégation des attributs flous). Deuxièmement, deux hypothèses sont
faites dans le but d’être validées ou invalidées dans des processus de traitement assez similaire (seul l’infor-
mation a priori introduit dans l’étape de segmentation change). Cette dernière étape peut induire des conflits



124 6. UTILISATION DES CONTOURS FLOUS POUR LA CARACTÉRISATION DE LÉSIONS

39%39%4% 39%4%

57%

Cas de conflit

Mauvaise réponse pour les deux arbres

Bonne réponse pour les deux arbres

(a)

9%9%

91%

Erreur

Bonne classification

(b)

FIG. 6.9 – Taux d’erreurs de classification. (a) Résultats non fusionnés pour les deux classifieurs. (b) Taux
d’erreurs final après résolution de conflits.

(a) (b) (c) (d)

FIG. 6.10 – Exemple de résultats pour le modèle à deux hypothèses. Les images présentées sont extraites des
images de projections. (a) Les deux modèles ont donné la mauvaise classe. (b) Les deux modèles étaient en
désaccord et l’étape de résolution de conflits à permis de prendre la bonne décision. (c) Même configuration
mais avec un échec de la procédure de résolution de conflits. (d) Cas où les deux modèles ont donné la bonne
réponse.

dans la décision à prendre dans la mesure où les deux chaînes de traitement associées aux précédentes hy-
pothèses sont indépendantes. Pour cette raison, nous avonsintroduit une méthode pour résoudre ce genre
de problème.

Cette étape de segmentation/classification a été évaluée sur une base de données composée de 23 lésions
réelles. Bien que les résultats statistiques obtenus avec une base de données de taille aussi faible ne sont pas
complètement fiables, ces résultats tendent à valider l’idée de faire deux hypothèse différentes et d’essayer
de les valider/invalider.

Le but de cette application est essentiellement de montrer l’utilité des méthodes de segmentation floues
introduites au chapitre 5 dans un système de caractérisation de lésion. Les résultats présentés ici, ainsi
que les approches mises en œuvre sont assez différentes de cequi est proposé dans la chaîne complète de
détection automatique qui sera détaillée au chapitre 8. Néanmoins, dans la mesure où les objectifs des deux
approches ne sont pas les mêmes, elle ne sont pas comparablesmais plutôt complémentaires.
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Chapitre 7
Détection de motifs de convergence

Dans les volumes de tomosynthèse numérique du sein, la convergence de structures est souvent une
preuve de la présence d’une lésion maligne (lésion spiculéeou distorsion architecturale). Nous avons vu
dans les chapitres précédents des outils permettant de détecter les sur-densités qui sont un autre signe de
suspicion. Néanmoins ces deux signes radiologique ne sont pas toujours concomitants, et certaines lésions
malignes peuvent ne se traduire que par un motif de convergence. Des méthodes efficaces existent dans la
littérature pour résoudre ce problème en mammographie conventionnelle (Karssemeijer et te Brake, 1996;
te Brake et Karssemeijer, 1999).

Le formalisme de modélisation a contrario(Desolneuxet al., 2000) a depuis un certain temps été intro-
duit et a prouvé son efficacité dans des applications de détection en traitement d’images. Son utilisation
a déjà été proposée en mammographie, notamment pour la détection de sur-densités en présence de fond
texturé (Grosjean, 2007).

Dans ce chapitre nous proposons une méthode inspirée d’une approche originellement proposée par
Karssemeijer et te Brake (1996) exprimée à l’aide du formalisme a contrario précédemment évoqué. Cette
nouvelle méthode est adaptée à la détection de motifs de convergence dans des données de tomosynthèse
du sein. Dans la mesure où les objets contenus dans ces imagessouffrent d’une distorsion dans l’axe de
la profondeur, l’approche proposée se focalisera sur le traitement des coupes du volume. L’information
tridimensionnelle sera néanmoins prise en compte dans un second temps comme on le verra au chapitre 8.

Dans un premier temps nous rappellerons quelques généralités sur les lésions qui se traduisent par un
motif de convergence dans les images, puis nous verrons les approches existantes pour ce type de problème.
Nous discuterons ensuite des différentes définitions mathématiques possibles pour la notion de convergence
d’un point vers un autre. Suite à cela, nous proposerons une modélisation a contrario du problème, ainsi
qu’un algorithme permettant une mise en œuvre rapide. Nous finirons par une illustration de la méthode
sur des images réelles ainsi qu’une discussion sur les moyens de réduire les faux positifs produits par cette
approche.

7.1 Motifs de convergence et cancers

Comme on a pu le voir dans le chapitre 1, il existe deux types delésions qui se traduisent par un motif
stellaire. Le premier correspond aux lésions spiculées. Ces dernières se composent généralement d’un noyau
dense associé à des spicules qui lui donne une forme en étoile. Le deuxième type de lésions correspond aux
distorsions architecturales. Dans ce cas, il n’y a plus de densités au niveau du centre de la lésion. Le signe
radiologique permettant de reconnaître ce type de lésion setraduit par une modification locale de la structure
du sein laissant paraître un motif en étoile. La figure 7.1 présente un exemple de ces deux types de lésions.
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(a) (b)

FIG. 7.1 – Exemple d’une lésion spiculée (a) et d’une distorsionarchitecturale (b) en tomosynthèse du sein.

7.2 Approches courantes

La détection des lésions ayant une structure stellaire peutse faire de deux manières. La première,
consiste à détecter les zones de sur-densité, puis à examiner leur périphérie pour vérifier si on est en pré-
sence d’une lésion spiculée. La deuxième méthode consiste àdétecter quelles sont les zones dans l’image
où un motif de convergence apparaît.

7.2.1 Détection de densité et analyse de la périphérie

Ce type d’approche repose sur une première étape de détection des zones suspectes par l’intermédiaire
de mesures modélisant la notion de sur-densité. Comme on l’avu dans le chapitre 1, plusieurs méthodes
peuvent être utilisée. Dans les chapitres 2, 3 et 4, nous avons introduit un formalisme permettant la détection
de ces zones.

La deuxième étape de ce type d’approche repose sur l’analysedu contour de la lésion. Ainsi, il est
nécessaire de la segmenter pour l’analyser. Certaines méthodes de segmentation ont été discutées dans le
chapitre 5 et la caractérisation de ce que les contours représentent a été abordée au chapitre 6.

Le problème majeur de ce type d’approche est l’hypothèse de noyau dense vers lequel des spicules
convergent. En effet, on ne peut espérer détecter que les lésions spiculées, laissant ainsi de côté les distor-
sions architecturales.

7.2.2 Détection de convergences

Une deuxième classe d’approche repose sur la détection de motifs stellaires, relaxant ainsi l’hypothèse
de présence d’une densité. L’une des méthodes les plus connues a été proposée pour le traitement de mam-
mographies2D par Karssemeijer et te Brake (1996). Elle repose sur un critère de mesure de convergence
défini à partir d’une carte d’orientations des structures présentes dans l’image.

Les orientations sont obtenues par filtrages avec des dérivées secondes de gaussiennes selon trois direc-
tions comme illustré à la figure 7.2. En effet en utilisant lestravaux de Koenderink et van Doorn (1992), on
peut recombiner les résultats du filtrage d’une mammographie par ces trois noyaux pour obtenir l’orienta-
tion des structures linéraires la composant.

En utilisant une telle carte d’orientation, Karssemeijer et te Brake (1996) proposent des mesures de
convergence vers un point donné reposant sur l’analyse des orientations dans un anneau centré en ce point
comme illustré à la figure 7.3(a). L’idée est de positionner trois cercles de rayonsR1, R2, R3 différents. Le
premier va modéliser la zone focale de convergence autour ducentre communc, et la zone entre les deux
derniers va délimiter les pixels pour lesquels on va vérifiers’ils convergent vers la zone focale ou non. Plus
concrètement, on va compter le nombre de pointsq dans cette zone, tels que leur orientation pointe vers
le cercle de plus petit rayon. Plus mathématiquement, la définition de convergence peut s’exprimer de la
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(a) 0 (b) π
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(c) 2π
3

FIG. 7.2 – Dérivée seconde de gaussienne selon trois directions.

manière suivante :

K̃c,q =

{

1 si θ||−→cq|| < R1

0 sinon.
(7.1)

oùθ est l’angle entre le vecteur−→cq et la droite portée parq orientée selon la direction encodée en ce point.
Dans la section 7.3, nous détaillerons cette notion de convergence d’un point vers un autre, et nous

étudierons les différentes variantes.
Plus concrètement, deux mesures utilisant l’équation 7.1 sont proposées. Ces mesures reposent sur la

quantité suivante :
nc,j =

∑

q∈Nc,j∩S
K̃c,q (7.2)

où S représente les pixels ayant une orientation significative,c’est-à-dire dont l’amplitude du filtrage est
assez grande, etNc,j représente un sous-domaine de l’anneau défini parR2 et R3 comme illustré à la
figure 7.3(b).

Cette mesure correspond au nombre d’individus qui convergent versc et qui proviennent d’une locali-
sation particulière identifiée par l’indicej. Cette subdivision de l’espace permet de différencier les cas où
la convergence est plutôt uniformément distribuée des cas où elle ne provient que de quelques directions
particulières. L’intérêt d’une telle discrimination est qu’une lésion se trouve souvent dans le premier cas et
très rarement dans le second.

La première mesure correspond au comptage de tous les pointsqui convergent vers le centre considéré
indépendemment de leur appartenance aux différentsNc,j :

nc =
∑

j

nc.j (7.3)

Puisque le nombre d’éléments dans chaqueNc,j ∩ S est variable d’un pointc à un autre, il est difficile
d’interpréter le résultat de cette mesure. Pour faciliter ce point, les auteurs proposent de la normaliser et de
la centrer en faisant l’hypothèse que les orientations sontuniformément distribuées :

f1,c =
nc − p|Ni ∩ S|

√

|Ni ∩ S|p(1 − p)
(7.4)

oùp est la probabilité moyenne qu’un pixel pointe vers le centrec.
La deuxième mesure correspond à l’analyse des provenances des orientations. Sous les mêmes hypo-

thèses d’orientation uniforme, on compte le nombre de fois (n+) où la valeurnc,j normalisée est supérieure
à la valeur médiane pour les différentes valeurs dej, et on définit la mesure suivante :

f2,c =
n+ − J/2
√

J/4
(7.5)

avecJ le nombre de subdivisions du voisinage autour dec.
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FIG. 7.3 – (a) Mesure de convergence d’un pointq vers un pointc utilisée par Karssemeijer et te Brake
(1996). (b) Découpage des zones autour du pointc en fonction de leur orientation par rapport à ce point.
Les zones en gris dans les deux figures correspondent aux pointsq situés dans l’anneau défini parR2 etR3

pour lesquels l’amplitude de l’information d’orientationest assez importante pour qu’ils soient considérés.

7.3 Discussion sur la définition de convergence d’un point vers un
autre

La méthode proposée dans ce chapitre ainsi que celle avancéepar Karssemeijer et te Brake (1996) re-
pose sur différentes manières mathématiques de définir la convergence d’un point vers un autre. Nous allons
discuter ici des différentes variantes possibles ainsi quedes conditions dans lesquelles elles sont valides.

7.3.1 Définitions possibles

Pour un centrec et un pointq donnés, la définition directe que l’on peut donner pour la convergence de
q versc est :

K1
c,q =

{

1 si (||−→cq|| > R1) ∧ sin(θ)||−→cq|| ≤ R1

0 sinon.
(7.6)

Cette équation revient à comparer la distance minimale entre la droite passant parq, orientée selon la
direction associée à ce point, au rayonR1 du disque représentant la zone de convergence. Ce calcul est
illustré à la figure 7.4(a)

Cette formulation, bien qu’intuitive, pose un problème lorsque le pointq considéré est très proche du
disque de rayonR1. En effet, dans le cas extrême oùq est sur le cercle, même avec un angle deθ égal àπ2 , le
critère de convergence est vérifié comme illustré à la figure 7.4(b). Une solution pour éviter ce problème est
de s’interdire de considérer les points qui sont trop proches de ce cercle. Cela peut être fait en considérant
un second rayonR2 plus grand queR1 et en considérant que les points se situant dans le nouveau disque
ne convergent pas :

K2
c,q =

{

1 si (||−→cq|| > R2) ∧ (sin(θ)||−→cq|| ≤ R1)
0 sinon.

(7.7)

Ce cas se rapproche de ce que propose Karssemeijer et te Brake(1996) à l’équation 7.1. La seule diffé-
rence se situe au niveau du sinus qui est substitué par la fonction identité :

K3
c,q =

{

1 si (||−→cq|| > R2) ∧ (θ||−→cq|| ≤ R1)
0 sinon.

(7.8)

En pratique on remarquera que le comportement de ces deux équations est assez similaire pour des
angles assez petits. En effet il est tout à fait envisageabled’approcher un sinus de cette manière comme on
peut le voir à la figure 7.5.
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FIG. 7.4 – Comparaison des différentes définitions de convergence d’un pointc vers un pointq. (a) Illustra-
tion de la mesureK2. (b) Cas dégénéré possible avec la mesureK1. (c) Illustration de la mesureK3. (d)
Illustration de la mesureK4.

Originellement, Karssemeijer et te Brake (1996) n’expliquent pas cette approximation. Dans le brevet
traitant de cette même approche (Karssemeijer et Te Brake, 1997), il est expliqué que la fonction identité
est une approximation pour l’opérateur tangente. Ainsi, l’équation précédente est équivalente à :

K4
c,q =

{

1 si (||−→cq|| > R2) ∧ (tan(θ)||−→cq|| ≤ R1)
0 sinon.

(7.9)

Néanmoins, pour un rapportR2

R1
= 2 comme proposé dans Karssemeijer et Te Brake (1997) et pour les

angles considérés, les trois opérateurs sont équivalents (c.f. figure 7.5).

Remarque7.3.1. On peut remarquer que si, à partir de cette équation, on relâche la contrainte surR2, on
obtient un système qui ne souffre plus du problème de convergence non intuitive lorsqu’un pointq est trop
proche du disque de rayonR1.
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FIG. 7.5 – Approximation d’un sinus par la fonction identité et la fonction tangente pour de petits angles.

7.3.2 Comparaison des définitions

Pour comprendre ces approximations, on peut considérer le cas critique où le pointq se situe à la limite
définie parR2 (ouR1 le cas échéant) et se reporter à la figure 7.6. Pour s’abstraire de l’échelle du rayon de
convergence utilisé en pratique, on peut, sans perte de généralité, introduire un coefficientβ tel que :

β =
R2

R1
(7.10)

Dans la figure 7.6, on trace la valeur deβ lorsqueq est à la distance critiqueR2 de c pour les trois
modèles exposés jusqu’à présent (sinus, identité et tangente) en fonction de l’angle maximal telle que la
propriété de convergence correspondante soit vérifiée. Deux points de fonctionnement sont mis en évidence
pour comparer les trois approches : un rapportβ = 2 et un rapportβ = 1 qui correspondent respective-
ment à la configuration proposée par Karssemeijer et Te Brake(1997) et à la non utilisation d’une zone de
restriction pour la localisation des pointsq (lorsqueβ = 1, R1 = R2). La première chose à remarquer est
que dans le cas oùβ = 2, les anglesθ maximaux vérifiant les différents critères de convergence sont assez
proches : ils varient de0, 46 à π

6 . Cela laisse penser que les trois modèles sont dans ce cas assez similaires.
Néanmoins lorsque l’on considère des valeurs deβ plus petites, les différents modèles ne sont plus équiva-
lents, ainsi lorsque l’on considère unβ = 1, l’intervalle d’angle maximal pour les différents modèlesva de
π
4 à π

2 . Dans tous les cas, c’est-à-dire pour toutes les valeurs deβ, on peut remarquer que la mesure reposant
sur l’opérateur tangente est plus stricte que les autres. Cela justifie la remarque 7.3.1.
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FIG. 7.6 – Rapport (β) entre||−→cq|| etR1 tel quetan(θ) = R
||−→cq|| , θ = R

||−→cq|| et sin(θ) = R
||−→cq|| .

Graphiquement, les équations précédentes ont un sens assezdifférent (c.f. figure 7.4). Dans le cas d’un
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sinus on compare le rayonR1 à la distanceD1 la plus courte entre le pointc et la droite portée par l’orien-
tation au pointq. Dans le cas où la tangente est utilisée, on compareR1 à la distanceD2 entre le pointc
et l’intersection entre la droite portée par l’orientationsousq et la droite perpendiculaire àcq passant par
c. Dans le cas où on utilise la fonction identité, la distanceD3 mesurée n’est plus celle d’une droite, mais
d’un arc de cercle. Ce dernier correspond à la portion du cercle centré enq de rayon||cq|| et allant dec à
l’intersection avec la droite portée par l’orientation deq.
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FIG. 7.7 – Différences entre les distancesD1,D2 etD3 normalisées parR1 en fonction deθ pourβ = 1 et
β = 2.

La comparaison entre ces intervalles d’angles pour les différentes valeurs deβ évoquées lors de l’ana-
lyse de la figure 7.6 ne donne qu’une idée de l’interchangeabilité ou non des différents définitions de
convergence dans la mesure où l’impact d’une variation d’unangle sur les mesures précédentes dépend
de la distance||cq|| et donc deβ. Pour être plus rigoureux, on peut comparer les différentesdistances que
représentent les valeurstan(θ)||cq||, sin(θ)||cq|| et θ||cq||. Encore une fois pour des raisons d’abstraction
de l’échelle à laquelle on travaille en pratique, nous comparons ces mesures normalisées parR1 (c.f. fi-
gure 7.7). Le choix deR1 est judicieux dans la mesure où les différents critères de convergence comparent
les précédentes valeurs à ce même rayonR1. La figure 7.7(a) présente les différences normalisées entre les
trois mesures dans le cas oùβ = 1. La zone marquée par les flèches correspond à la comparaison des trois
mesures pour l’angle maximal tel que l’on ait convergence pour le modèle le plus strict à base de tangente.
En se plaçant sur cet angle, on remarque que les différences sont de l’ordre8%, 29% et21% respectivement
pour les différences entre les modèles sinus/identité, sinus/tangente et identité/tangente. La figure 7.7(b)
présente les différences normalisées entre les trois mesures dans le cas oùβ = 2. Comme précédemment,
les flèches pointent différences pour l’angle maximal déduit de l’étude de la figure 7.6. Dans cette configu-
ration, les différences entre les mesures sont de l’ordre de3%, 10% et7% respectivement pour les modèles
sinus/identité, sinus/tangente et identité tangente, ce qui est plus raisonnable que dans le cas précédent.

On remarquera tout de même qu’ici, on compare les différentes méthodes pour l’angle maximal obtenu
pour la méthode la plus stricte. Les différences évoquées pour les différentes méthodes sont donc valides
si on considère des angles qui ont presque cette valeur. Dansle cas deβ = 2, on a vu à la figure 7.6 que
c’était le cas. Néanmoins, dans le cas oùβ est plus petit, cela devient de moins en moins vrai. Ainsi même
si la variation entre la méthode utilisant le sinus et celle utilisant la fonction identité est d’environ8% pour
un telβ, le fait que la mesure de convergence utilisant le sinus soitbeaucoup moins stricte implique la non
équivalence des deux mesures pour de telles configurations.

On remarquera que globalement, la différence entre les mesures sinus/identité est toujours plus petite
que celle entre les mesures tangente/identité. Cela revient à dire que la mesure proposée dans les travaux
de Karssemeijer et te Brake (1996) est plus proche de celle à base de sinus que d’une mesure à base de
tangente.

On se référera enfin à la figure 7.8 pour voir de manière plus visuelle les différences entre les trois
méthodes pour les cas oùβ = 1 et β = 2. Dans le premier cas, le modèle en sinus est beaucoup plus
permissif que les deux autres modèles alors que dans le deuxième cas, les trois modèles sont à peu près
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FIG. 7.8 – Comparaison visuelle des ouvertures angulaires maximales pour les trois modèles construits à
partir des fonctions sinus, tangente et identité pourβ = 1 etβ = 2.

équivalents.
Dans la suite de ce chapitre on utilisera le modèle en tangente sans zone morte (anneau pour lequel on

s’interdit de regarder la convergence des points qu’il contient). En effet, comme on vient de le voir, il se
comporte de manière intuitive quelque soit la distance entre les deux points considérés.

7.4 Modélisation a contrario pour la détection de zones de conver-
gence

Récemment, une nouvelle manière de poser le problème de détection d’une structure a été proposée
par Desolneuxet al. (2000). Originellement, la méthode a été proposée pour la détection d’alignements
de points dans une image (modèle naïf). L’idée dans ce qui estproposé peut se résumer de la manière
suivante : on définit ce qu’est le contenu normal d’une image,ainsi qu’une mesure locale correspondant
au motif recherché, et on regarde les occurrences peu probables dans le modèle naïf. En pratique si la
modélisation est correctement faite et que le critère est judicieusement choisi, cela permet de détecter les
structures recherchées.

Plus concrètement, Desolneuxet al. (2000) ont proposé des définitions formelles pour cette notion de
réalisation peu probable d’un événement grâce à l’introduction du nombre de fausses alarmes dans une
image. Grâce à cela, une définition d’événementsǫ-significatifs a été proposée.

Dans cette section nous utilisons le même formalisme en l’adaptant à la détection de zones de conver-
gence. Dans un souci de clarté, et pour éviter toute redondance entre notre approche et les travaux originaux
de Desolneuxet al.(2000) nous réintroduirons le formalisme de raisonnement acontrario en l’illustrant sur
notre problématique en mettant l’accent dès qu’une contribution est proposée.

Puisque les objets contenus dans les volumes de tomosynthèse du sein souffrent d’une distorsion verti-
cale qui est due à l’angulation limitée de la géométrie du système d’acquisition, nous proposons de travailler
de manière indépendante sur les tranches du volume reconstruit. L’information 3D donnée par la localisa-
tion spatiale des détections sera néanmoins utilisée pour réduire le nombre de faux positifs. Dans un premier
temps, nous construisons un modèle statistique du motif de convergence dans les tranches reconstruites d’un
sein ne contenant aucune lésion (modèle naïf). Ce modèle repose sur la définition de plusieurs variables
aléatoires pour chaque pixel d’une coupe donnée dans le but de récupérer les zones de convergence qui sont
peu probables. Ces variables correspondent à des orientations déterminées pour chaque pixel situé dans un
voisinage en forme d’anneau centré sur le pixel courant. Dans la mesure où les motifs de convergence ne
sont normalement pas contenus dans le modèle naïf, l’étape suivante consiste à trouver un seuil permettant
de déterminer quand les valeurs de ces variables aléatoiresdeviennent très peu probables. Le cadre de la
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modélisation a contrario permet de résoudre ce point en calculant des seuils à partir du nombre de fausses
détections que l’on est prêt à accepter dans le modèle naïf.

7.4.1 Variables aléatoires et modèle naïf

Tout d’abord, un modèle naïf est proposé pour exprimer ce à quoi doit ressembler le contenu clas-
sique d’un volume de tomosynthèse du sein. Ainsi nous considérons chaque coupe comme étant constituée
d’un champ d’angles uniformément et identiquement distribués. Ces angles correspondent à l’orientation
de structures dans l’image (par exemple, les directions orthogonales au gradient). L’idée principale est
d’identifier les zones de convergence qui ont une faible probabilité d’apparition dans le modèle naïf. En
pratique ces zones devraient correspondre à des distorsions architecturales, à des lésions spiculées ou à des
croisements de fibres.

Pour détecter ces zones, deux variables aléatoires sont construites. Elles reposent toutes deux sur la
construction de deux cercles emboîtés (de rayonr et αr avecα ∈]0, 1[ une constante). Le cercle le plus
petit définit le centre de convergence et l’anneau délimité par les deux cercles, la zone où l’on cherche les
structures qui convergent vers le centre. Cela est illustréà la figure 7.9(a). La première variable aléatoire est
notéeKc,q,r et est définie comme suit :

Kc,q,r =

{

1 si (αr < ||−→cq|| < r) ∧ (tan(θ)||−→cq|| ≤ αr)
0 sinon.

(7.11)

où θ correspond à l’angle entre−→cq et l’orientation au pointq. Cette mesure est dérivée de la relaxation
évoquée à la remarque 7.3.1 du modèle le plus strictK4 présenté à l’équation 7.9.

Dans le cas d’un champ d’angles composés de variables uniformément distribuées, on a pour un point
q situé entre les deux cercles :

P [Kc,q,r = 1] =
2

π
tan−1

(

αr

||−→cq||

)

On peut remarquer que cette probabilité dépend de la distance entre le pointq et le centrec ainsi que de
la taille et du rapport entre les deux cercles. En fait, quandles deux points se rapprochent l’un de l’autre, la
probabilité de cette variable d’être égale à1 croit.

On peut aussi remarquer queKc,q,r n’est pas toujours égal à un lorsque la ligne droite passant par le
point q, dont l’orientation est donnée par l’angle en ce point, intersecte le cercle de rayonαr qui est centré
en c comme on l’a vu à section 7.3. Cela aurait été le cas si la tangente avait été remplacée pas un sinus
dans l’équation 7.11. Néanmoins, un tel choix aurait été problématique dans la mesure où certains points
trop près du cercle de rayonαr aurait pu être considérés comme pointant vers le centre de convergence
alors qu’ils intersectent l’extrémité du disque comme illustré à la figure 7.9(c). Dans la mesure où on ne
s’interdit pas de se rapprocher très près de la zone de convergence, cette formulation est mieux adaptée (c.f.
section 7.3).

La seconde variableZc,r est construite en utilisant la précédente variable pour tous les pointsq deΩ.
PuisqueKc,q,r = 0 pour lesq hors de la zone entre les deux cercles centrés surc et de rayons respectifs
αr et r, on ne compte que la valeur deKc,q,r pour les pointsq qui se situent dans ce sous-ensemble du
domaineΩ comme illustré à la figure 7.9(b) :

Zc,r =
∑

q∈Ω

Kc,q,r (7.12)

La variable définie à l’équation 7.12 est un indicateur de convergence parce qu’elle représente le nombre
de pixelsq qui pointent vers un centrec donné.

Dans le but de calculer la probabilité pour cette variable d’être égale à un entier donné, nous pouvons
utiliser la fonction génératrice deKc,q,r. Plus généralement, pour une variable aléatoire discrète qui prend
ses valeurs dansZ+, la fonction génératrice permet d’exprimer les probabilités d’être égale à n’importe
quel entier en utilisant une représentation polynomiale :

GX(x) =

∞
∑

n=0

P [X = n]xn
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FIG. 7.9 – (a) Cercles emboités utilisés pour le calcul deKc,r,q qui est ici égal à0. (b) Calcul deZc,r : les
flèches sur les lignes en traits d’union (passant parq1, q2 etq4) convergent alors que les autres ne convergent
pas. (c) Exemple de convergence non intuitive évitée.

Dans le cas deKc,q,r, on a pour n’importe quel triplé(c, q, r) :

GKc,q,r (x) = P [Kc,q,r = 0] + P [Kc,q,r = 1]x

Maintenant, puisque nous avons fait l’hypothèse que les orientations à différents pointsq étaient indé-
pendantes, il suit que les différentes variablesKc,q,r sont elles aussi indépendantes. Cela nous permet de
calculer la fonction génératrice deZc,r en multipliant lesGKc,q,r associés aux différents pointsq qui se
situent dans l’anneau centré enc défini par les cercles de rayonsαr et r :

GZc,r (x) =
∏

q∈Ω/αr<||−→cq||<r
Gc,q,r(x)

Ce qui peut être réécrit comme :

GZc,r (x) =
∏

q∈Ω/αr<||−→cq||<r
(P [Kc,q,r = 0] + P [Kc,q,r = 1]x) =

∑

k∈Z

pkx
k (7.13)

avecP [Zc,r = k] = pk.
Le calcul de ces probabilités est requis pour permettre de définir à partir de quand une valeur deZc,r

devient improbable. L’étape suivante est la définition de cette notion d’improbable. En fait, le cadre général
de la modélisation a contrario fournit une définition en utilisant le concept d’événementǫ-significatifs.

7.4.2 Convergencesǫ-significatives

La modélisation a contrario repose essentiellement sur la détection d’événements qui sont peu probables
dans le modèle naïf. Pour faire la distinction entre événement probable et improbable on peut utiliser la
définition d’un événementǫ-significatif proposée par Desolneuxet al. (2000).

Définition 7.4.1. Un évènement estǫ-significatif si la moyenne de son nombre d’occurrences dansl’image
est inférieur àǫ.

Cette définition introduit un nouveau paramètreǫ qui correspond à notre acceptation d’événements peu
probables. Si on est capable de faire dépendre de ce paramètre la détection des zones de convergence,
et si notre modèle naïf tient pour des données réelles, il estpossible d’ajuster de manière intuitive les
performances de notre détection. En effet,ǫ correspond au nombre de faux positifs que l’on est prêt à
accepter dans le modèle naïf.

Revenons maintenant sur les variables aléatoires que nous avons introduites précédemment et plus spé-
cifiquement surZc,r, pour définir un événement qui correspond à la détection de zones de convergence.
Pour se faire, on peut décider quec est le centre d’une telle zone définie par un rayonr siZc,r ≥ λ avecλ
un seuil. Évidemment, la probabilité d’occurrence d’un telévénement pour un couple(c, r) dépendra de la
valeur de ce seuil.
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Théorème 7.4.1.L’événementZc,r ≥ λr estǫ-significatif avecλr défini comme suit :

λr = min
{

λ ∈ N/P [Zc,r ≥ λ] ≤ ǫ

M

}

(7.14)

oùM est le nombre total de couples(c, r) à considérer dans l’image (les valeurs der sont comprises entre
Rmin etRmax).

Démonstration.La moyenne du nombre de détections de zones de convergence est :

EZ =
∑

r∈[[Rmin,Rmax]]

∑

c∈Ω

P [Zc,r ≥ λr]

Maintenant, en utilisant l’équation 7.14, on a :

∑

r∈[[Rmin,Rmax]]

∑

c∈Ω

P [Zc,r ≥ λr] ≤
∑

r∈[[Rmin,Rmax]]

∑

c∈Ω

ǫ

M

De plus, puisqueM correspond au nombre de couples(c, r) considérés dans une image, on obtient :

∑

r∈[[rmin,Rmax]]

∑

c∈Ω

ǫ

M
= M

ǫ

M
= ǫ

Ainsi, on aEZ ≤ ǫ. Pour cette raison, le théorème 7.4.1 est vérifié.

Remarquons finalement que le choix deλr dépend du rayonr. Cela s’explique par le fait que quand le
rayon devient plus grand, le nombre de pointsq à considérer augmente, résultant potentiellement dans une
plus grande valeur deZ. De plus, la position dec dans l’image n’impacte pas la valeur du seuil.

7.4.3 Détection de convergenceǫ-significatives

Dans le but de détecter les zones de convergence, les variablesZc,r sont calculées pour tous lesc ∈ Ω
et r ∈ [[Rmin, Rmax]]. La décision est alors faite en utilisant les seuils proposés au théorème 7.4.1. Dans le
but de calculer ces seuils, pour chaque rayonr, les probabilitésP [Kc,q,r = 1] pour les pointsq situés dans
l’anneau sont calculés permettant d’utiliser l’équation 7.13 qui est requise par le théorème 7.14. Puisque les
probabilités associées auxKc,q,r ne dépendent pas de la localisation dec, mais plutôt de la distance||−→cq||,
cela peut être fait une unique fois pour un centre arbitraire.

La carte d’angles à utiliser pour cette étape est déduite desdirections orthogonales aux gradients de
l’image d’entrée. Remarquons que ces gradients ne doivent pas être calculés à partir de filtrage linéaire
(dérivées de Gaussienne, Sobel, etc.) parce que l’hypothèse d’indépendance faite pour le calcul des seuils
serait invalidée. Cela peut paraître contre-intuitif, mais si on utilise de telles approches, les statistiques sur
Zc,r seraient modifiées invalidant ainsi l’approche utilisée pour calculer les seuils à moins de considérer
une carte d’orientations de variables aléatoires corrélées. Dans ce cas, la corrélation dépendrait de l’étape
de convolution utilisé dans l’étape de calculs de la carte degradients. Dans notre mise en œuvre, nous
utilisons des blocs de quatre (2× 2) pixels qui ne se recouvrent pas (c.f. les figures 7.10(a) et 7.10(b)). Pour
chaque bloc, les gradients sont calculés par différences des moyennes des pixels le long des directionsx
et y comme illustré aux figures 7.10(c) et 7.10(d). Ainsi, on obtient un vecteur gradient par bloc de quatre
pixels, ce qui se traduit par une carte de gradients sous-échantillonnée par rapport à l’image originale. Ce
sous-échantillonnage permet d’avoir une estimation plus robuste de la carte de gradients. En utilisant des
blocs plus grands, le sous-échantillonnage deviendrait plus important résultant en une carte de gradient plus
régulière au détriment de la résolution. Bien que cela soit dramatique pour de petites lésions, le principe
prend tout son sens pour des lésions plus grandes. Dans le butde combiner les avantages des différentes
tailles de bloc, on peut utiliser une approche multi-résolution en doublant le côté des blocs à chaque étape
et en réduisant la valeur deRmax. Cette approche permet aussi d’améliorer les temps de calculs.
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(a) (b) (c) (d)

FIG. 7.10 – Extraction d’une carte d’orientations à partir d’une carte de gradients non corrélés. (a) Image
originale où les pixels sont représentés par des carrés blancs. (b) Blocs de quatre pixels qui ne se recouvrent
pas et qui sont utilisés lors du calcul de la carte de gradients. Les disques gris représentent les localisations
des vecteurs de gradient. (c) Calcul du gradient dans la direction desx. (d) Calcul du gradient dans la
direction desy.

7.5 Mise en œuvre rapide

Une mise en œuvre rapide de l’équation 7.12 pour un intervalle de rayons donnés peut être inefficace
et en pratique inutilisable quand on veut détecter de grandes structures. Dans cette section, nous proposons
une décomposition du problème permettant de réduire la complexité du calcul desZc,r. Dans un second
temps nous étudions la complexité de la nouvelle approche.

7.5.1 Décomposition du problème

Dans l’optique d’accélérer les calculs des différentsZc,r, on peut remarquer que pour un centrec donné,
si on considère deux rayons successifs,r − 1 et r, certains pointsq dansΩ ont la même propriété de
convergence ou non-convergence. Inversement, il existe unensemble de points qui convergent pourr, alors
qu’ils ne convergent pas pourr − 1. Considérons le cardinal, noté|.|, de cet ensemble :

δc,r = | {q ∈ Ω/(Kc,q,r = 1) ∧ (Kc,q,r−1 = 0)} | (7.15)

De manière similaire, on peut définir un ensemble de points qui convergent pourr − 1 alors qu’ils ne
convergent pas pourr. Son cardinal est :

ψc,r = | {q ∈ Ω/(Kc,q,r = 0) ∧ (Kc,q,r−1 = 1)} | (7.16)

La figure 7.11 illustre les deux quantitésδc,r etψc,r sur un exemple graphique.

δc,r

ψc,r

c

r

r − 1

α(r − 1)

αr

FIG. 7.11 – Illustration des quantitésδc,r etψc,r pour une configurationr et r − 1 donnée.
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Pour des raisons de clarté, introduisons la notation suivante : ∀b ∈ {0, 1} Cbr = {q ∈ Ω/Kc,q,r = b},
qui permet de réécrire les équations 7.15 et 7.16 comme suit :

δc,r = |C1
r ∩ C0

r−1| (7.17)

et

ψc,r = |C0
r ∩ C1

r−1| (7.18)

Ces deux quantités permettent de décomposerZc,r comme suit :

Théorème 7.5.1.Zc,r =
r
∑

k=0

δc,k −
r
∑

k=0

ψc,k

Démonstration.Prouvons le théorème par récurrence :
Initialisation : De manière évidente, on aZc,0 = 0 − 0 = δc,0 − ψc,0 puisque pour tout(c, q) ∈ Ω2 et
r ≤ 0, on aKc,q,r = 0.
récurrence : Supposons que le théorème 7.5.1 est vérifié pour unr donné. On peut écrire :

Zc,r+1 =
∑

q∈Ω

Kc,q,r+1

= |C1
r+1|

= |C1
r+1 ∩ C1

r | + |C1
r+1 ∩ C0

r |
= |C1

r+1 ∩ C1
r | + δc,r+1 (c.f. Equation 7.17)

= |C1
r | − |C0

r+1 ∩ C1
r | + δc,r+1

= Zc,r − ψc,r+1 + δc,r+1 (c.f. equation 7.18)

En utilisant l’hypothèse de récurrence, on a :

Zc,r+1 =

(

r
∑

k=0

δc,k + δc,r+1

)

−
(

r
∑

k=0

ψc,k + ψc,r+1

)

=
r+1
∑

k=0

δc,k −
r+1
∑

k=0

ψc,k

Ainsi, la relation est aussi vérifiée pourr + 1.
Conclusion :Puisque le théorème 7.5.1 est vérifié pour un rayon nul, et puisqu’en supposant qu’il est vérifié
pour un rayonr, on peut déduire qu’il l’est aussi pourr + 1, on obtient que le théorème 7.5.1 est vérifié
pour tout rayonr ∈ Z+.

Ce théorème est très utile si on veut réduire le temps de calcul de la détection. En effet, on a juste besoin
de calculer deux quantitésδc,r et ψc,r pour tous les pointsc ∈ Ω et les rayonsRmin < r < Rmax. En
fait, ces quantités peuvent facilement être calculées en utilisant les orientations des différents pixels. Si on
considère une orientationγ donnée, on peut construire les deux éléments structurants suivants :

Bγ =
{

(d, r) ∈ Z2 × Z+/(Kd,0̃γ ,r = 1) ∧ (Kd,0̃γ ,r−1 = 0)
}

et :

Bγ =
{

(d, r) ∈ Z2 × Z+/(Kd,0̃γ ,r = 0) ∧ (Kd,0̃γ ,r−1 = 1)
}

avec0̃γ le point deΩ égal à(0, 0) dont l’orientation estγ.
Ces éléments structurants nous permettent pour différentspointsq d’orientationγ de lister les centres

c et les rayonsr qui doivent être considérés pendant les calculs respectifsde δc,r et ψc,r. Ainsi, si on
pré-calcule ces éléments structurants pour différentes orientations quantifiées, on peut choisir pour chaque
pixel q l’élément structurant dont l’orientation est la plus proche de celle deq, et ainsi pour chaque couple
(d, r), mettre à jour respectivement les valeurs deδq+d,r etψq+d,r en incrémentant leur valeur de1. Faire
cela est juste un moyen de propager l’impact deq aux centres qui considèrentq comme pointant vers eux.
L’algorithme 7.1 résume la procédure de traitement d’un volume de tomosynthèse du sein.



138 7. DÉTECTION DE MOTIFS DE CONVERGENCE
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FIG. 7.12 – Exemple deBγ etBγ pour différentes orientations avecRmax = 130 etα = 0.25. Les niveaux
de gris représentent le rayon associé à chaque différence depixel. Les différences associées à un rayon nul
n’appartiennent pas à l’élément structurant.

Théorème 7.5.2.∀d ∈ Z2,∀γ ∈ [0, 2π[, il existe au plus unr ∈ Z+ tel que(d, r) ∈ Bγ et au plus un
r′ ∈ Z+ tel que(d, r′) ∈ Bγ .

Démonstration.De part la définition deKc,q,r, pour un couple(c, q) donné, soitKc,q,r = 0 pour toutr,
soit quandr croit,Kc,q,r passe de0 à1, puis de1 à0 seulement une fois.

Les figures 7.12(d) et 7.12(h) illustrent respectivementBγ etBγ , pour quatre orientations. Grâce au
théorème 7.5.2, ils peuvent tous être deux représentés en utilisant une image à niveaux de gris où les niveaux
de gris représentent les rayons associés aux décalages correspondants.

De plus, on peut rappeler que la détection de grandes lésionspeut être effectuée en utilisant une approche
multi-échelle, ce qui permet de réduireRmax et par conséquent la taille de ces éléments structurants.

7.5.2 Complexité

Intéressons-nous maintenant à la complexité de l’approcheproposée dans le but de la comparer avec la
mise en œuvre directe de l’équation 7.12.

Tout d’abord, pour chaque pixelq d’une coupe, nous avons besoin de traiter les points deBγ etBγ
pour calculer de respectivementδc,r etψc,r, En utilisant le théorème 7.5.2 et parce queBγ est symétrique,
comme montré à la figure 7.13(a), le nombre d’éléments deBγ est donné par (c.f. annexe D) :

|Bγ | = 4







αRmax√
α2+1
∫

0

√

R2
max − x2dx−

αRmax cos(π4 )
∫

0

xdx−
αRmax√
α2+1
∫

αRmax cos(π4 )

√

x4

(αRmax)2−x2 dx







≃ O(R2)

(7.19)

où le premier terme correspond à la sélection de pointsc qui peuvent atteindre le centre de l’élément
structurant dans le pire cas, qui est la plus grande lésion possible (c.f. les zones non blanches dans la
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Algorithme 7.1 : Mise en œuvre rapide de la détection de convergence dans un volume de tomosyn-
thèse du sein.

pour chaqueorientation quantifiéeγ dans[0, 2π[ faire
calculerBγ ;
calculerBγ ;

fin
pour chaquecoupeS du volume de tomosynthèsefaire

calculer les gradients non corrélés dans les directionsx ety ;
calculer la carte d’orientations à partir de vecteurs orthogonaux à ceux de la carte de gradients ;
pour chaquep ∈ Ω faire

pour r = 0, r < Rmax, r+ = 1 faire
δp,r = 0 ;
ψp,r = 0 ;

fin
fin
pour chaqueq ∈ Ω faire

choisirBγ etBγ en fonction de l’orientation sousp ;
pour chaque(d, r) ∈ Bγ faire

δq+d,r+ = 1 ;
fin
pour chaque(d, r) ∈ Bγ faire

ψq+d,r+ = 1 ;
fin

fin
pour chaquep ∈ Ω faire

pour r = 1, r < Rmax, r+ = 1 faire
δp,r+ = ψp,r−1 ;
ψp,r+ = ψp,r−1 ;
Zp,r = δp,r − ψp,r ;
siZp,r > λr alors

marquer(p, r) comme lésion potentielle ;
fin

fin
fin

fin

figure 7.13(a)). Les deuxième et troisième termes permettent de supprimer les pointsc que le centre de
l’élément structurantq ne peut atteindre soit parce queq serait dans le trou de l’anneau centré enc, soit parce
qu’un trop grand rayon serait requis pour vérifier le critèrede convergence. Ils sont tous deux représentés
par les deux zones les plus sombres dans la figure 7.13(a).

Le nombre d’éléments dansBγ est donné par (c.f. annexe D) :

|Bγ | = 4





αRmax√
2
∫

0

√

(αRmax)2 − x2dx−
αRmax√

2
∫

0

xdx





=
πα2R2

max

2
≃ O(R2)

(7.20)

Les deux termes sont illustrés dans la figure 7.13(b).
On obtient donc une complexité deO(NR2

max), avecN le nombre de pixels dans l’image. Dans le
cas d’une mise en œuvre directe de l’équation 7.12, pour chaque pixel, on a besoin de considérerRmax

voisinages en forme d’anneau menant au nombre d’opérationssuivant :

N

Rmax
∑

r=Rmin

πr2 − π(αr)2

soit une complexité deO(NR3
max).
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FIG. 7.13 – (a) Calcul de|Bγ | pour une orientation verticale : la zone en gris clair correspond à|Bγ |
4 alors

que les zones plus sombres correspondent aux deuxième et troisième termes de l’équation 7.19. (b) Même
représentation pour|Bγ |.

Finalement, on peut commenter l’impact de la constanteα. Dans le cas d’une mise en œuvre directe,
quand sa valeur est proche de0, la surface de l’anneau augmente, alors que dans l’approcheproposée,
le comportement inverse est observé :|Bγ | et |Bγ | décroissent. Cela impacte l’accroissement du temps
de calcul pour les deux méthodes : quandα augmente le temps de calcul de la méthode naïve s’alourdi
contrairement à celui de la méthode rapide.

7.6 Réduction de faux positifs

Les lésions et les distorsions architecturales ne sont pas les seules structures qui peuvent être décrites en
utilisant ce motif de convergence dans les données de tomosynthèse du sein. Parfois, des fibres ou d’autres
structures peuvent aussi être détectées par la précédente approche a contrario. Pour ne pas prendre en compte
ces détections, les événementsǫ-significatifs sont groupés puis classifiés. Finalement, les zones suspectes
restantes sont regroupées en 3D.

7.6.1 Agrégation des événementsǫ-significatifs

Parce qu’une zone de convergence n’est souvent pas détectéepour un unique centrec et un unique rayon
r, certains événements détectés à la première étape de détection peuvent être associés. Cette étape vise à
simplifier le processus de réduction de faux positifs. Cetteétape d’agrégation est faite en calculant une carte
A comme suit :

A =
⋃

(c,r)/Zc,r≥λr
Dc,αr (7.21)

avecDc,r le disque de rayonr centré au pointc. Finalement, un étiquetage des composantes connexes pour
chaque coupe permet d’extraire les zones suspectes pour vérifier si ce sont des vrais ou des faux positifs.

7.6.2 Différenciation lésion/croisement de fibres

Pour réduire le nombre de faux positifs, nous proposons l’analyse d’histogrammes construits à partir
d’orientations de structures dans les régions agrégées dans l’étape précédente. Contrairement à l’étape de
détection de convergencesǫ-significatives, les orientations sont obtenues cette foisà partir de dérivées
secondes de gaussienne comme proposé par Karssemeijer et teBrake (1996), dans le but d’être plus robuste
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FIG. 7.14 – Analyse des orientations dans une zone de l’image. (a) Illustration de l’équation 7.21 : agréga-
tionA des zones détectés par l’approche a contrario : deux composantes connexesA1 etA2 sont présentes
dans la coupe de sein. (b) Illustration de l’équation 7.22 : zonesÃ1 et Ã2 utilisées pour calculer les histo-
grammes d’orientations. (c) Illustration des orientations des structures représentées par les anglesθk utilisés
lors du calcul de l’histogramme pour uñAi donné.

au bruit. La mesure que nous proposons est l’entropie des orientations des structures. Son calcul se fait dans
la zoneÃi qui dépend de la composante considéréeAi deA :

Ãi =
⋃

(c,r)/(c∈Ai)∧(Zc,r≥λr)
Dc,r (7.22)

Ãi est ensuite utilisé pour construire un histogramme d’angles correspondant aux orientation pour tous
les pointsp ∈ Ãi. Les éléments de cet histogramme sont pondérés par l’amplitude de la carte d’orientations.
Ce processus est illustré à la figure 7.14.

Cette analyse permet d’extraire les orientations principales des structures qui sont présentes dansÃi.
Ainsi, on peut espérer qu’un croisement de fibres produira unhistogramme contenant des pics alors qu’une
lésion spiculée donnera une représentation plus homogène des orientations. Avec une telle interprétation, il
semble naturel de choisir l’entropie pour distinguer les deux cas.

7.6.3 Illustration

La figure 7.15 illustre le résultat de la détection a contrario (c.f. figure 7.15(b)) suivi de l’utilisation de
la précédente mesure pour réduire les faux positifs (c.f. figure 7.15(c)) sur une coupe de volume de tomo-
synthèse du sein (c.f. figure 7.15(a)). Les délimitations des zones détectées correspondent à l’agrégation
des disques de rayonαr et r proposé par la méthode a contrario. Dans cet exemple la mesure d’entropie
des orientations permet de supprimer la détection d’un croisement de fibres tout en conservant la lésion
présente dans l’image.

Les histogrammes correspondant à la lésion et au faux positif sont respectivement présentés aux fi-
gures 7.16(b) et 7.16(a). La différence principale qui peutêtre remarquée entre ces deux graphiques est que
celui du faux positif possède deux pics privilégiés dans sonhistogramme (un vers−0, 1 et un second vers
±π

2 ), alors que la lésion n’a pas de réelle orientation privilégiée. Dans cet exemple, l’histogramme vérifie
bien ce à quoi on peut s’attendre en observant les données : lefaux positif est dû à un croisement de deux
fibres et les spicules de la lésion proviennent de directionsuniformément distribuées.
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(a) (b) (c)

FIG. 7.15 – (a) Coupe d’une sein reconstruit contenant une lésion. (b) Résultat de la détection a contrario.
(c) Résultat après réduction de faux positifs.
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FIG. 7.16 – Exemple d’histogramme d’angles pour le faux positif(a) et pour la lésion (b) présentés à la
figure 7.15(b).

7.7 Conclusion

Dans ce chapitre, nous avons abordé le problème de la détection de zones de convergence en tomo-
synthèse du sein. Ces zones pouvant être un signe de présencede cancer, il s’agit d’un nouvel outil dans
le cadre d’un système d’aide à la détection. Seules les définitions théoriques, les propriétés et la question
de leur application en pratique ont été considérés. L’évaluation des performances sera étudiée dans le cha-
pitre 8.
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Les travaux proposés reposent sur la modélisation a contrario (Desolneuxet al., 2000) de critères de
convergence similaires à ceux qu’ont proposés Karssemeijer et te Brake (1996). La méthode proposée peut
se résumer ainsi : on définit ce qu’est le contenu d’un sein ne contenant pas de lésion, puis on en déduit les
valeurs peu probables de notre mesure de convergence. Cela nous permet d’obtenir un ensemble de seuils
qui seront utilisés pour la détection de zones suspectes.

Une mise en œuvre rapide a aussi été proposée permettant ainsi l’utilisation de l’approche en pratique
sur des volumes de tomosynthèse du sein. Cette dernière repose sur une formulation récursive du problème
qui est inspirée des techniques de programmation dynamique. Brièvement l’algorithme proposé calcule
les différences de convergence ou non convergence lorsque la taille supposée de la lésion augmente. Cela
permet de réduire le temps de calcul de toutes les mesures de convergence en passant d’une complexité de
l’ordre deO(NR3) à une complexité de l’ordre deO(NR2), avecN le nombre de pixels à considérer etR
le rayon de la lésion de plus grande taille que l’on souhaite détecter.

Enfin un nouveau critère a été proposé pour la réduction de faux positifs. Ce critère repose sur l’analyse
de l’histogramme des orientations dans les zones détectéespar l’approche a contrario. L’idée est de diffé-
rencier les croisements de fibres, qui présentent des histogrammes avec quelques pics, des lésions dont les
histogrammes sont plus homogènes.

Des pistes d’amélioration peuvent être envisagées comme leraffinement du modèle naïf proposé. En
effet, on pourrait considérer la non uniformité exacte de ladistribution des angles induite par la quantifi-
cation des niveaux de gris ou encore la corrélation entre différents niveaux de gris de pixels voisins dans
des coupes de tomosynthèse. Cette corrélation peut provenir de la méthode de reconstruction utilisée ou
d’une potentielle étape de filtrage avant extraction d’orientation. Dans le même esprit, on pourrait adapter
les seuilsλr en fonction du contenu de l’image, c’est-à-dire en définissant un modèle naïf dépendant de
cette dernière.
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Chapitre 8
Détection automatique de lésions
malignes en mammographie 3D

La tomosynthèse du sein peut potentiellement pallier les limites de la mammographie conventionnelle,
notamment en atténuant l’effet de masquage de lésions ou de construction de signes suspects par superposi-
tion de tissus. La contrepartie à ces potentielles améliorations est l’accroissement de la quantité de données
à revoir pour le radiologue. Dans ce contexte, un système de détection automatique est plus que jamais
d’actualité. En effet il pourrait permettre de préserver, voire d’améliorer, les performances cliniques du
radiologue tout en diminuant le temps de lecture des images malgré l’accroissement du volume de données.

Dans ce chapitre, nous détaillerons une chaîne d’aide à la détection automatique d’opacités. Nous com-
mencerons par une vue d’ensemble, puis nous détaillerons chacun des deux canaux composant l’approche.
Nous finirons par une conclusion sur les performances globales de l’approche.

8.1 Description globale de la méthode

Nous allons commencer par une description assez haut niveaude l’approche que nous proposons dans
ce chapitre. Nous détaillerons aussi la base de données utilisée pour l’évaluation des performances.

8.1.1 Approche

Pour traiter un volume, nous proposons une chaîne de traitement travaillant directement dans le volume
de tomosynthèse reconstruit. La chaîne de traitement se décompose en deux sous-parties qui sont indépen-
dantes. Le premier canal est destiné à la détection des opacités caractérisées par une surdensité alors que le
deuxième canal est voué à détecter les zones de convergence.En y ajoutant un canal de détection de foyers
de microcalcifications (Bernardet al., 2008), le système obtenu permettrait de détecter une grande partie
des signes de cancer que l’on peut retrouver en tomosynthèse: seules quelques lésions marginales ne sont
pas prises en compte comme on le verra plus tard.

Le canal de détection de densités repose sur les travaux relatifs aux filtres connexes flous présentés
dans les premiers chapitres de ce manuscrit. De manière générale le processus se décompose de manière
séquentielle comme suit : le volume est tout d’abord sous-échantillonné, puis un filtre connexe flou est
appliqué pour obtenir une carte floue des zones potentiellement suspectes. Chaque zone suspecte est ensuite
segmentée dans le but d’extraire des caractéristiques qui serviront à confirmer ou infirmer la suspicion. Cette
étape de segmentation/classification vise donc à réduire lenombre de fausses détections.

Le canal de détection de convergences est assez similaire. Le détecteur a contrario décrit au chapitre 7
est appliqué sur les coupes du volume en résolution native. Puis les zones suspectes sont regroupées en 3D
pour ensuite être classifiées de manière similaire au précédent canal.

Les deux canaux ayant des populations cibles distinctes, l’étape de fusion est faite de manière directe :
une zone dans le volume est considérée comme suspecte si ellea été détectée par au moins l’un des deux
canaux. La figure 8.1 illustre la chaîne complète de détection.
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FIG. 8.1 – Schéma global de la chaîne de détection pour les opacités et les distorsions architecturales.

8.1.2 Base de données

La base de données utilisée dans ce chapitre pour la validation des différents canaux est composée de 53
examens unilatéraux de tomosynthèse contenant une ou plusieurs lésions malignes (56 au total) ainsi que
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48 examens unilatéraux de tomosynthèse ne contenant aucunelésion. Les images utilisées pour les calculs
de spécificité ne contiennent aucune zone suspecte repérée par les radiologues alors que les images utilisées
pour les calculs de sensibilité contiennent au moins une lésion vue par des radiologues et dont la malignité
est prouvée par biopsie.

Parmi les lésions malignes, on trouve plusieurs types de lésions. Ainsi, on dispose de sept lésions irré-
gulières, quatre lobulées, trente neuf spiculées, trois distorsions architecturales. Parmi les lésions spiculées,
dix présentaient un motif stellaire prédominant par rapport au noyau dense.

Dans le but de tester les deux canaux proposés précédemment,la base de données à été scindée en
deux. Une première partie contient les distorsions architecturales ainsi que les dix lésions spiculées à forte
convergence, soit un total de treize lésions. Ce premier ensemble a été utilisé pour la validation du canal de
détection de convergences. Les lésions irrégulières, lobulées et spiculées restantes, soit quarante lésions, ont
été utilisées pour valider le canal utilisant la détection de sur-densités. Remarquons enfin que trois lésions
non représentatives n’ont pas été utilisées pour l’étape devalidation. En effet, ces dernières ne présentant
pas vraiment de caractéristiques communes avec le reste de la base de données, il aurait fallu les traiter à
l’aide d’un troisième canal, dont la validation aurait été impossible de par le peu de données disponibles. Ces
lésions n’étant pas détectables par les travaux présentés,l’impact se traduira par une baisse de sensibilité
d’environs 0,05 à déduire des performances présentées. Un exemple d’une telle lésion est présenté à la
figure 8.2.

FIG. 8.2 – Exemple de lésion non incluse dans l’évaluation des performances.

8.2 Détection des lésions à noyaux denses

Le premier canal de la chaîne de détection proposée repose sur la détection de sur-densités dans l’image
et de leur classification. Nous allons décrire ici les différentes étapes composant ce module, à savoir l’utili-
sation des filtres connexes flous pour la détection des sur-densités, la segmentation des lésions potentielles
et leur classification.

8.2.1 Détection des densités

La détection des sur-densités s’effectue sur une version sous-échantillonnée du volume original. Cette
étape permet de réduire le temps de calcul n’impacte pas la qualité de la détection, dans la mesure où les
opacités sont généralement assez grosses en comparaison par exemple à des microcalcifications où une
haute résolution est nécessaire pour leur visualisation.

Filtre de détection

Pour effectuer cette étape de détection, des filtres connexes flous tels qu’introduits au chapitre 2 ont été
utilisés. L’avantage de ce type de filtre est double. Tout d’abord, ils permettent de manipuler l’incertitude
sur la forme des composantes connexes floues ainsi que l’incertitude sur la réponse aux critères de sélec-
tion. L’utilisation de tels filtres durant l’étape de marquage se justifie par le fait qu’il est raisonnable de
s’attendre à ce que les sur-densités dans une image de tomosynthèse puissent grossièrement être récupérées
par différents seuillages. En effet ce type d’images permeten théorie d’atténuer, si ce n’est supprimer, les
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superpositions de tissus que l’on observe en mammographie standard. On se rapproche ainsi du cas idéal
d’un objet à détecter sur un fond uniforme.

Dans notre mise en œuvre, nous avons utilisé une version simplifiée du formalisme des images d’ombres
floues : les images utilisées sont en fait des images d’ombresclassiques. Ainsi, le filtre proposé ne tire que
l’avantage de réponse graduée induite par le flou en n’utilisant pas l’éventuelle imprécision provenant des
niveaux de gris. Pour justifier ce choix, on peut remarquer deux choses. Premièrement, dans notre appli-
cation, l’étape de marquage est une étape grossière, où l’onsouhaite obtenir une forte sensibilité même si
la spécificité n’est pas très bonne. Dans ce contexte, les critères utilisés sont assez lâches et une analyse
précise prenant en compte l’imprécision sur la forme n’est donc pas forcément nécessaire : l’étape de carac-
térisation prendra place plus tard dans la chaîne. Le deuxième argument pour justifier cette simplification se
situe au niveau du temps de calcul. En effet, même si l’on a proposé au chapitre 3 un algorithme générique
permettant de filtrer rapidement une image, le fait de travailler avec une image d’ombres qui est nette en
entrée permet d’obtenir un traitement encore plus rapide : une représentation sous forme d’un unique arbre
permet de filtrer l’image. En pratique on s’aperçoit que l’utilisation d’images d’ombres est assez robuste.
On a d’ailleurs proposé un exemple n’introduisant aucune imprécision dans une telle image au chapitre 2.

Plus concrètement, le filtre utilisé sur les différents niveaux de gris considère toutes les composantes
connexes que l’on peut extraire à partir de l’image pour chacun de ces derniers et conserve uniquement
celles qui vérifient simultanément un critère de taille, de compacité et de contraste. Ce dernier se définit
mathématiquement de la manière suivante :

∀F ∈ F ,∀f ∈ S,∀p ∈ Ω ψF (f)(p) = max
h∈H(f)

(min(h(p), tu1
(fcard(h))))

⊤ max
h∈H(f)

(min(h(p), ru2
(fcomp(h))))

⊤ max
h∈H(f)

(min(h(p), ru3
(frose(F, h))))

avectu etru des fonctions rampes de paramètresu, fcard, fcomples opérateurs définis au chapitre 2 etfrose
l’opérateur suivant :

∀F ∈ F ,∀f ∈ S,∀h ∈ S froseh(F, f) =
fctrasth(F, f)

fmean(F,Dh(f) ∩ f)

√

fcard(f)fmean(F,Dh(f) ∩ f)

Le filtre ψF peut s’interpréter de la manière suivante : pour chaque point du domaine de définition,
le degré associé correspond à la t-norme⊤ entre les degrés issus des différents critères calculés surles
différentes composantes connexes extraites.

Le filtre de détection appliqué aux coupesI du volume s’exprime alorsφ(I) = agg(δ(um(I))), avec
∀p ∈ Ω,∀g ∈ G, δ(um(I))(p, g) = ψum(I)(um(I)(∗, g))(p). Comme au chapitre 2, l’opérateuraggpermet
l’agrégation des résultats de filtrage pour les différents niveaux de gris. Ainsi la détection en un pixel de
l’image sera l’agrégation des degrés d’appartenance obtenus pour chaque niveau de gris en ce même pixel.

On remarquera que l’opérateurψF est similaire au filtreψFmass introduit au chapitre 2. La seule dif-
férence se situe au niveau de la mesurefctrast qui est remplacée parfrose. Cette dernière mesure est en
faite une version floue du rapport signal à bruit exprimé dansle modèle de Rose, c’est-à-dire une formali-
sation où la taille de l’objet est prise en compte (Beutelet al., 2000). Originellement ce critère a été défini
pour juger de la détectabilité d’une structure circulaire de taille connue dans une image corrompue avec un
bruit de Poisson. Par extension on peut donc l’utiliser pourjustement détecter des structures d’intérêt. Bien
que le contenu des coupes de tomosynthèse ne soit pas corrompu avec un bruit de Poisson, il est apparu
expérimentalement que cette mesure donnait de meilleures performances que le contraste flou.

Illustration

La figure 8.3 illustre le type de résultats que l’on obtient enappliquant le filtre sur un volume de tomo-
synthèse du sein.

8.2.2 Extraction de marqueurs à partir de la carte de détection floue

Une fois toute les coupes filtrées, une étape d’extraction demarqueurs est appliquée dans le but de
mieux caractériser les zones détectées et ainsi réduire le nombre de faux positifs.
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(a) (b)

FIG. 8.3 – Illustration de l’étape de marquage de noyaux dense sur un examen de tomosynthèse contenant
une lésion spiculée. (a) Coupe d’un volume contenant une lésion spiculée (entourée en blanc). (b) Carte de
détection floue.

Seuillage adaptatif

Une approche par seuillage adaptatif a été mise en œuvre pourl’extraction de marqueurs à partir de
la carte de détection floue obtenue à l’étape précédente. En effet, la texture pouvant varier d’un sein à un
autre, un seuillage unique ne permet pas de traiter de manière satisfaisante, c’est-à-dire avec une spécifi-
cité raisonnable, un ensemble assez large de d’examens : certains volumes ne produisent que un ou deux
marqueurs alors que d’autres peuvent en produire vingt foisplus.

La stratégie utilisée consiste donc à durcir le seuil tant que le nombre de détections dans le volume est
supérieur à ce que l’on souhaite accepter. Ce nouveau paramètre va permettre de régler de manière plus
intuitive et plus efficace les performances de l’étape de marquage. Le nombre de détections correspond au
nombre de zones agrégées par la méthode présentée plus loin.

Pour illustrer la dépendance entre nombre de détection et composition du sein, on peut se reporter
à la figure 8.4 qui présente les distributions estimées sur 122 cas du nombre de détections non limitées,
c’est-à-dire en utilisant un seuil fixe assez lâche, pour différentes densités de sein. La classification sur une
échelle allant de 1 à 4 proposée par l’American College of Radiology(ACR, 2003) a été utilisée pour rendre
compte de ces densités. Les densités ont été évaluées par desradiologues sur les volumes de tomosynthèse.
Il faut remarquer que les histogrammes présentés sont fortement régularisés. De plus les densités 1 et 4
étant plus rares que les autres, leurs histogrammes, qui ne sont calculés que sur quelques cas, ne sont que
peu représentatifs. Dans cet illustration on s’aperçoit que les seins les plus denses semblent produire un
plus grand nombre de détections en moyenne. Il semble donc raisonnable de s’adapter aux données lors de
l’étape de marquage.

Agrégation 3D

Pour tirer parti de l’information 3D, les composantes connexes issues de l’étape de marquage réalisée
par le biais du seuillage adaptatif ont été regroupées en 3D.Ce regroupement est effectué en utilisant
la connexité entre la détection pour différentes coupes consécutives couplée à une notion de similarité
de marqueurs. Cette notion de similarité est exprimée de manière pratique en introduisant une notion de
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FIG. 8.4 – Histogrammes normalisés du nombre de détections pourdes seins de densités différentes.

variation entre différents marqueurs ({Cz}) :

variation({Cz}) =
max
z

|Cz|
| ∪
z
Cz|

avec|.| le cardinal d’un marqueur.
De manière pratique, pour agréger les zones marquées dans levolume, on considère tous les couples de

marqueurs 2D, extraits à partir des différentes coupes, quisont connexes entre eux selon l’axe desZ. On
agrège chacun de ces couples si le marqueur 3D formé par l’agrégation des deux marqueurs 2D considérés a
une variation inférieure à un certain seuil. De cette manière on s’assure de ne pas considérer par la suite des
marqueurs qui ont une forte dissimilarité d’une coupe à l’autre. En pratique le seuil est suffisamment sélectif
pour éviter toute agrégation abusive. Cela peut cependant résulter en une non agrégation de marqueurs qui
devraient l’être. Ce comportement n’est toutefois pas gênant puisque, s’il s’agit d’une unique lésion, cette
dernière n’est pas perdue et sera dans le pire des cas marquéeplusieurs fois.

Performances

Cette étape de marquage a été évaluée par validation croiséesur la base de données contenant les lésions
lobulées, irrégulières et les lésions spiculées non utilisées pour l’évaluation de la détection de convergence.
Au total, ce sont 40 lésions malignes qui ont été utilisées. La figure 8.5 illustre les différentes sensibilités
associées aux spécificités obtenues en faisant varier le nombre maximal de marqueurs autorisés comme
expliqué précédemment.

On voit que l’on obtient, à ce stade, une sensibilité de 82%, pour un nombre de faux positifs égal à
3,83 ou bien une sensibilité de 90% pour 5,12 faux positifs par volume. Cependant, on utilisera une sensi-
bilité de 100% à cette étape du traitement afin de conserver tous les signes radiologiques potentiellement
malins, en acceptant un nombre moyen de faux positifs de 6,8 par volume de tomosynthèse. Les étapes de
segmentation, de mesure des caractéristiques et de classification vont permettre la diminution de ce taux.

8.2.3 Segmentation

Chaque marqueur issu de l’étape précédente prend la forme d’un ensemble de voxels dans le volume.
Dans la mesure où les objets dans les volumes de tomosynthèseprésentent généralement une forte distorsion
selon l’axe desZ, les lésions potentielles ont été segmentées en 2D dans le plan(X,Y ). La coupe considé-
rée est celle qui est la plus représentative. Pour déterminer cette dernière, nous avons procédé comme suit :
une mesure de contraste a été calculée pour chaque coupe intersectée par le marqueur en faisant la moyenne
entre l’intérieur et l’extérieur de ce dernier, et la coupe de plus fort contraste a été considérée comme la plus
représentative.
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FIG. 8.5 – Courbe de performances de l’étape de marquage pour la détection de noyaux denses suspects.

Dans les évaluations de performances conduites sur cette approche, deux méthodes de segmentation
ont été utilisées en remplacement l’une de l’autre. La première approche est fondée sur l’extraction d’un
contour à partir de différents seuillages de l’image et la seconde repose sur la modélisation du contour
par un chemin minimum dans un paysage énergétique déduit de l’image. Ces deux méthodes sont celles
présentées au chapitre 5.

Remarquons néanmoins que les méthodes de segmentation utilisées ici ne sont pas les versions floues
introduites dans le chapitre précédemment cité. En effet, pour des contraintes de temps de calcul, l’applica-
tion présentée ici après étape de marquage ne manipule plus l’imprécision sur les détections.

Dans le cas où la segmentation provient de multi-seuillages, le contour considéré est le contour de plus
fort degré d’appartenance. Dans le cas de l’approche par programmation dynamique, le premier chemin
trouvé est le contour considéré.

8.2.4 Caractéristiques

Dans l’optique de caractériser les contours obtenus à l’étape précédente, plusieurs mesures ont été cal-
culées sur ces derniers dans le but d’utiliser le classifieurqui sera détaillé dans la section suivante.

Parmi ces mesures, certaines n’utilisent que la morphologie du contour considéré, d’autres son interac-
tion avec le contenu de l’image. Les mesures utilisées sont listées dans le tableau 8.1.

Le calcul de ces mesures sur les différents contours extraits à partir des marqueurs permet de consti-
tuer une base d’éléments à classifier. Dans la suite, nous lesnoterons ces vecteursxi, chaque dimension
correspondant à une des mesures présentées au tableau 8.1.

8.2.5 Séparateur à Vaste Marge

Pour l’étape de classification, un classifieur classique de type séparateur à vaste marge (SVM) a été
utilisé (Cristianini et Shawe-Taylor, 2000). Ce choix est motivé par le fait qu’un tel classifieur est assez
standard et qu’il a déjà été utilisé avec succès dans des domaines assez variés dont, notamment, la classifi-
cation de lésions en mammographie standard. Dans l’optiquede comprendre son utilisation, nous allons le
décrire de manière générale.

Séparation linéaire des données

Le principe des SVM est de trouver une séparation linéaire entre deux classes. De manière plus formelle,
cette dernière peut s’exprimer à l’aide de la fonctionh(x) suivante qui prend en entrée un élément à classifier
(vecteur contenant les différentes mesures pour la zone détectée à l’étape de marquage) et dont le signe
identifie la classe d’appartenance (e.g.+ pour suspect et− pour non suspect) :

h(x) = wtx+ w0 (8.1)
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Mesures Description

Homogénéité Variance dans la région d’intérêt contenant le mar-
queur

Entropie Entropie dans le région d’intérêt
Contraste Contraste de la structure (différence entre

moyenne à l’intérieur et à l’extérieur du contour)
RGI Indice de radialité sur le contour

(Kupinski et Giger, 1998)
RGI à l’intérieur du contour Idem mais dans le contour
RGI dans la région d’intérêt Idem mais dans la région d’intérêt
Gradient moyen sur le contour Moyenne du gradient de l’image calculée sur le

contour
Entropie des orientations dans le contour Mesure statistique sur l’histogramme (pondéré ou

non) des orientations dans le contour
Entropie des orientations sur le contour Idem mais l’histogramme est calculé sur le contour
Entropie des orientations dans la région d’intérêtIdem mais l’histogramme est calculé sur tout le

voisinage contenant la lésion
Kurtosis, variance, moyenne, entropie, skewness
des orientations relatives dans le contour

Mesures statistiques calculées sur un histogramme
(pondéré ou non) d’orientations relatives, par rap-
port au centre de gravité du contour, dans le
contour

Kurtosis, variance, moyenne, entropie, skewness
des orientations relatives sur le contour

Idem mais l’histogramme est calculé avec les élé-
ments présents sur le contour

Kurtosis, variance, moyenne, entropie, skewness
des orientations relatives dans la région d’intérêt

Idem mais l’histogramme est calculé avec toutes
les valeurs présentes dans la région contenant la
lésion

Probabilité minimale de convergence Mesure dérivée du formalisme décrit au chapitre 7
(min{P [Zc,r ≥ zc,r], r ≤ Rmax, c ∈ contour},
aveczc,r la réalisation deZc,r pour l’image consi-
dérée)

TAB . 8.1 – Mesures utilisées pour caractériser les lésions à noyaux denses.

avecw etw0 les paramètres de la séparation linéaire.

Dans le cas où les données sont bien linéairement séparables, il peut exister une infinité de séparations
possibles. Dans le cas des SVM, la séparation retenue est celle qui maximise la marge entre les éléments
des deux classes proches de la frontière. La figure 8.6 illustre cette notion de marge. L’expression formelle
de cette notion de marge maximale peut se reformuler de la manière suivante :

arg max
w,w0

min
j∈[[1;J]]

{||x− xj || : x ∈ RN , wtx+ w0 = 0}

avecN le nombre total de mesures etJ le nombre total d’éléments dans la base d’apprentissage.

De manière concrète, la résolution de ce problème se fait parune optimisation par la méthode des
multiplicateurs de Lagrange. En effet, on peut montrer que la marge peut s’exprimer par||w||−1 à une
normalisation près. Ainsi on souhaite minimiser||w|| sous la contrainte de bonne classification des élé-
ments d’apprentissage (∀j, lj(wtxj + w0) ≥ 1, lj étant la classe (+1 ou −1) du jème élément de la base
d’apprentissage) :

L(w,w0, α) =
1

2
||w||2 −

J
∑

j=1

αk
(

lj(w
txj + w0) − 1

)

où le premier terme correspond à la marge et le second aux contraintes de classification.
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Marge

h

Classe 1 (+)
Classe 2 (−)

FIG. 8.6 – Illustration des SVM dans le cas de données linéairement séparables

Ainsi, pour les coefficients de Lagrange optimauxa∗k, on obtient l’expression de la séparation linéaire :

h(x) =

J
∑

j=1

α∗
j lk(x · xk) + w0 (8.2)

Assouplissement de la contrainte d’erreur

Dans le but d’une meilleure généralisation, il est parfois préférable d’autoriser une erreur sur les données
d’apprentissage. Dans cette optique, une amélioration desSVM a été proposée (Cortes et Vapnik, 1995).
L’idée est d’introduire des coefficientsξi qui vont autoriser une mauvaise classification. La nouvelleversion
du problème se traduit par la minimisation pourw, wo et ξi de :

1

2
||w||2 − C

J
∑

j=1

ξj

sous la contrainte suivante :

lj(w
txj + w0) ≥ 1 − ξj ξj ≥ 0, 1 ≤ j ≤ J

Le nouveau paramètreC est dépendant des données du problème de classification considéré. Son opti-
misation sera abordée plus tard.

Cas de données non linéairement séparables

Dans la plupart des problèmes réels, les données ne sont généralement pas linéairement séparables. Pour
pallier cette limitation, on peut exprimer les vecteurs à classifier dans un espace de dimension supérieur à
celui d’origine qui pourra potentiellement permettre l’expression d’une séparation linéaire. En appliquant
une transformation non linéaireφ aux éléments à classifier, on peut réécrire l’équation 8.2 comme suit :

h(x) =

J
∑

j=1

α∗
j lj(φ(x) · φ(xk)) + w0 (8.3)

L’astuce citée précédemment (Vapnik, 1995; Cristianini etShawe-Taylor, 2000) repose sur l’utilisation
d’un noyauK vérifiantK(xi, xj) = φ(xi) · φ(xj) qui permet de ne pas calculer le produit scalaire dans
l’espace de dimension supérieure.

Dans les expérimentations présentées dans ce chapitre, le noyau utilisé est une fonction à base radiale
ou noyau gaussien :

K(xi, xj) = e−γ||xi−xj ||
2
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On remarquera l’apparition d’un nouveau paramètreγ. Tout comme le paramètreC introduit dans
l’assouplissement des marges, son optimisation sera abordée ultérieurement.

Utilisation des SVM

Les différents points de fonctionnement présentés dans lescourbes de performances qui seront détaillées
plus loin ont été obtenues grâce à l’estimation de probabilités d’appartenance aux différentes classes comme
décrit dans Wuet al. (2004a).

8.2.6 Résultats

Processus de validation

Pour valider les performances du canal de détection de densités, une approche de type validation croisée
a été utilisée. Pour chaque volume de tomosynthèse, les autres volumes de la base ont été utilisés pour
apprendre un SVM qui est ensuite utilisé pour tester le volume mis à l’écart. Pour l’étape d’apprentissage,
une validation croisée a aussi été utilisée pour optimiser les paramètresC et γ du SVM et du noyau. Le
schéma de la figure 8.7 illustre cette validation.

{xj , j ∈ [[1 : J]]}

{xk}

{xj , j 6= k}

{xk′} {xj , j 6= k, j 6= k′}

(C, γ)

{(Cu, γv)}

Classifieur

ClassifieurEvaluation

Evaluation

si xk contient une lésion

si xk ne contient pas de lésions

P

P

Sensibilité

spécificité

Optimisation deC etγ par validation croisée

Validation croisée surk

FIG. 8.7 – Validation croisée du canal de detection de densités.

Performances

La figure 8.8 présente les performances de l’étape de classification. Dans la mesure où on a fixé le point
de fonctionnement à l’étape de marquage à une sensibilité de1, cette figure représente la performance de
toute la chaîne de détection d’opacités. Dans cette figure, on distingue deux courbes. La première corres-
pond aux performances obtenues lorsque l’étape de segmentation est réalisée à l’aide de multi-seuillage
des lésions potentielles. La seconde courbe correspond à l’approche de segmentation par programmation
dynamique. On remarquera que les performances obtenues dans le second cas sont meilleures que dans le
premier pour des sensibilités élevées. Cela peut s’expliquer de manière générale par une meilleure qualité
des contours fournis par l’approche programmation dynamique. En effet, comme on a pu le voir, l’hypo-
thèse de segmentation par multi-seuillage est qu’il n’y a plus de superposition de structures dans l’image.
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Malheureusement, les volumes de tomosynthèse n’étant que le résultat d’une approximation grossière du
théorème de Radon (1917), une certaine superposition des tissus persiste.

Sur cette même figure, on voit qu’après segmentation, extraction des caractéristiques et classification,
le nombre moyen de faux positifs par volume de tomosynthèse est ramené à 1,23 pour une sensibilité de
90%.

 0

 0.2

 0.4

 0.6

 0.8

 1

 0  1  2  3  4  5  6  7

Programmation dynamique
Multi-seuillage

Nombre de faux positifs par sein

S
en

si
bi

lit
é

FIG. 8.8 – Courbe de performance du canal de détection de noyaux denses suspects.

La figure 8.9 illustre le canal de détection sur un sein contenant une lésions spiculée. On voit dans cet
exemple que l’étape de marquage pointe plusieurs zones, dont la lésion, et que ces zones sont en grande
partie supprimées par l’étape de réduction de faux positifs. A la fin de la chaîne il ne reste qu’un faux positif
qui apparaît en partie sur la même coupe que la lésion.

(a) (b) (c)

FIG. 8.9 – Exemple d’un traitement complet du canal de détectiond’opacités. (a) Coupe d’un volume de
tomosynthèse contenant une lésion spiculée. (b) Carte de détection floue issue de l’étape de marquage. (c)
résultat après classification : la lésion (en noir) est détectée ainsi qu’un faux positif (en blanc).

8.3 Détection des lésions sans noyau dense

Certaines lésions ne se traduisent pas par l’apparition d’un noyau dense, mais seulement par un motif
fort de convergence. Pour détecter ce type de lésions, nous avons besoin du deuxième canal évoqué à la
section 8.1. Nous allons décrire maintenant la constitution de ce dernier, ainsi que sa validation sur une
partie de la base de données décrite précédemment.
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8.3.1 Détection de convergence

Pour détecter les convergences, nous utilisons l’approchea contrario décrite au chapitre 7 comme étape
de marquage. Cette méthode nous permet de récupérer les distorsions architecturales de motif stellaire ainsi
que des lésions spiculées à forte convergence. De par leur morphologie, les lésions irrégulières et lobulées
ont très peu de chance d’être détectées. De plus, dans l’optique d’avoir une forte sensibilité associée à
une spécificité raisonnable, on ne peut essayer de détecter toutes les lésions spiculées par ce critère de
convergence. Pour illustrer cela on se référera à la courbe de détection de la figure 8.10. On remarquera que
dans cette figure, l’échelle du nombre de faux positifs par sein a été contractée pour permettre le traçage de
la courbe traduisant ainsi le grand nombre de faux positifs pour des sensibilités modestes.
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FIG. 8.10 – Courbe de performance du modèle a contrario pour des lésions uniquement spiculées.

Si maintenant on se restreint aux seules lésions présentantun motif stellaire, c’est-à-dire les distorsions
architecturales en étoile et les lésions très fortement spiculées (13 lésions au total), on peut obtenir une
première étape de marquage viable comme on peut le voir sur lafigure 8.11. On note une sensibilité de 92%
pour un taux de faux positifs par sein égal à 0,9.
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FIG. 8.11 – Courbe de performance du modèle a contrario pour les distorsions architecturales, et des lésions
très fortement spiculées.

Les courbes des figures 8.10 et 8.11 ont été obtenues en faisant varier le paramètreǫ représentant le
nombre de fausses détections que l’on est prêt à accepter dans le modèle naïf (c.f. chapitre 7).
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8.3.2 Réduction de faux positifs

Une méthode similaire à l’étape de classification utilisée dans le canal de détection de noyaux denses
a été choisie pour réduire le taux de faux positifs. La différence principale réside dans le fait que pour
les lésions sans noyau dense toutes les coupes sont traitéespour l’extraction de caractéristiques. En effet,
les contractions de tissu laissant paraître un motif stellaire étant assez subtiles, une analyse par coupe fine
permet une meilleure caractérisation.

Agrégation 3D

Dans le but d’utiliser l’information 3D non encore exploitée, les détections sur chacune des coupes
sont regroupées en 3D. Pour ce faire, une carte de détectionA est construite en agrégeant les disques de
centrec et de rayonαr pour tous les couples(c, r) marqués comme suspects lors de la première étape. Les
composantes connexesAj de cette carte 3D sont ensuite étiquetées. Pour toutj, on notera{Aji} l’ensemble
des composantes connexes contenues dansAj pour chacune des coupes que ce dernier traverse. Chaque
composanteAj est ensuite gardée si l’étape de classification considère qu’au moins unAji correspond à une
lésion. De plus, le fait de garder la composanteAj en entier permet de ne pas couper la lésion s’il y a une
mauvaise classification sur une coupe intermédiaire. Cetteétape d’agrégation est illustrée à la figure 8.12.

A1
A2A2

2

FIG. 8.12 – Illustration de l’étape d’agrégation des marqueurspour le canal de détection de convergences.

Sélection de caractéristiques

Comme on l’a vu au chapitre 7, les faux positifs générés par l’approche a contrario correspondent
souvent à des croisements de fibres normales. Pour différencier ces structures des potentielles lésions, des
caractéristiques reposant sur l’analyse statistique (entropie) des orientations dans le voisinage du marqueurs
ont été utilisées comme entrée pour le classifieur. Plus précisément, les mesures ont été réalisées dans trois
zones différentes : dans la zone définie par l’agrégation descentres de convergence (disque de rayonαr),
sur la frontière définie par cette même zone ainsi que dans la zone définie par l’agrégation des zones de
convergence (disques de rayonr). A ces mesures ont été ajoutés un indice de radialité (Kupinski et Giger,
1998) sur la frontière de la zone de convergence ainsi que desmesures sur les rapports de tailles de volumes
d’intérêt englobant les différentsAj (e.g.min(longueur, largeur)/profondeur).

8.3.3 Performance

L’évaluation des performances de ce canal a été conduite de la même manière que pour la chaîne de
détection de densités (c.f. section 8.2.6). La validation aété faite sur les treize cas présentés au début de
ce chapitre limitant ainsi les conclusions sur les performances réelles de ce canal. Néanmoins, cela permet
d’avoir une idée sur la validité de la démarche.

Les performances obtenues sont synthétisées par la courbe de la figure 8.13. On peut remarquer que la
spécificité est généralement meilleure que pour la détection de noyaux denses pour des sensibilités équiva-
lentes. Ainsi, on atteint une sensibilité de 92% pour un tauxde faux positifs égal à 0,48.

La figure 8.14 illustre sur un exemple la chaîne complète de détection de convergences suspectes.
L’image de la figure 8.14(a) est une coupe de tomosynthèse de sein contenant une distorsion architectu-
rale. La détection a contrario (c.f. figure 8.14(b)) met en évidence quatre zones de convergences suspectes
dans cette coupe, l’une d’entre elles étant la lésion. La réduction de faux positifs (c.f. figure 8.14(c)) permet
d’en éliminer deux. Ainsi au final, deux zones sont marquées :la lésion et un faux positif.
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FIG. 8.13 – Performance du canal de détction de convergence suspectes.

(a) (b) (c)

FIG. 8.14 – Exemple d’une d’un traitement complet du canal de détection de convergences. (a) Coupe d’un
volume de tomosynthèse contenant une distorsion architecturale. (b) Résultats de la détection a contrario.
(c) résultat après classification : la lésion (en noir) est détectée ainsi qu’un faux positif (en blanc).

8.4 Performances globales de la chaîne

Nous allons maintenant nous intéresser à la fusion des résultats des deux canaux précédents. Après avoir
présenté l’approche retenue, nous exposerons les performances complètes de notre chaîne de détection.

8.4.1 Fusion des deux canaux

Nous avons présenté précédemment les performances individuelles de chaque canal de notre approche
de détection. Dans la mesure où ces canaux sont destinés à la détection de structures différentes, la méthode
de fusion des résultats retenue est de type disjonctive, c’est-à-dire que l’on considère une zone suspecte si
au moins l’un des deux canaux la considère comme suspecte.

Cette approche permet d’avoir rapidement des bornes en termes de sensibilité et de spécificité en com-
binant les courbes des figures 8.8 et 8.13. En effet, en regroupant les deux bases de données utilisées
précédemment, pour une spécificité on est assuré d’atteindre au moins la somme pondérée respectivement
par la proportion des cas malins dans chaque base, des sensibilités des deux canaux. De même, pour une
sensibilité donnée on est assuré d’avoir au plus la somme desfaux positifs obtenus pour les deux canaux.
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Performances et discussion des résultats

Les performances présentés au tableau 8.2 ont été obtenues en utilisant les seuils pour les probabilités
des classifieurs correspondant à des sensibilités équivalentes dans les courbes des figures 8.8 et 8.13. Les
résultats des deux chaînes ont été fusionnés par l’application d’unou logiqueentre les masques de détection
obtenus par chacun des canaux. Le même processus de validation croisée qu’utilisé précédemment a été
employé.

Sensibilité (%) Spécificité (faux positifs par sein)

81,13 1,31
90,57 1,60
96,23 1,81

TAB . 8.2 – Performances de la chaîne complète après fusion des deux canaux.

On remarquera que l’utilisation simultanée des deux chaînes permet d’avoir des meilleures perfor-
mances que les bornes que l’on peut obtenir en combinant les courbes des figures 8.8 et 8.13 (e.g. sensibilité
de 90% pour 1,7 faux positifs par volume ou 80% pour 1,45 faux positifs par volume). Cela peut s’expli-
quer par le fait que même si les deux canaux ne sont pas destinés à la détection des mêmes structures, la
séparation entre les deux populations cibles n’est pas facilement descriptible. Ainsi, il existe une proportion
de signes radiologiques que les deux méthodes sont susceptibles de détecter. C’est pourquoi les sensibilités
du tableau 8.2 sont meilleures qu’une simple combinaison decelles qu’on peut trouver à spécificité équi-
valente pour les deux canaux. La figure 8.15 illustre cela avec une lésion très fortement spiculée utilisée
pour la validation du canal de détection de convergence. Bien que cette dernière soit considérée comme non
suspecte par l’étape de réduction de faux positifs de ce canal, le processus de détection d’opacités permet
rattraper cette erreur lors de l’étape de fusion des deux canaux.

FIG. 8.15 – Coupe d’un volume de tomosynthèse contenant une lésion fortement spiculée ayant servi à
l’évaluation du canal de détection de convergences. Cette lésion n’est pas détectée par ce canal mais est
détectée par le canal de détection d’opacités.

Les résultats présentés sont comparables avec ce que l’on peut trouver dans la littérature. Parmi les
premiers travaux citant des performances pour l’application considérée, on peut citer ceux de Chanet al.
(2005) qui proposent une méthode de détection en 3D où une étude préliminaire sur 26 volumes contenant
13 opacités malignes, 2 distorsions architecturales malignes, 1 bénigne et 10 opacités bénignes, a permis
d’obtenir une sensibilité de80% (respectivement85%) pour2 (respectivement 2,2) faux positifs par cas. Ces
premiers résultats sont difficilement comparables à ce que nous présentons dans la mesure où la population
cible n’est pas la même : dans ce que nous avons présenté, nousne cherchons à détecter que les lésions
malignes. Peu après, Chanet al. (2007) ont proposé de combiner l’approche précédente à une détection
dans les images de projections. Sur une base de données contenant 41 opacités malignes et 11 bénignes, ils
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ont montré qu’en rajoutant l’information 2D, sur leurs données ils pouvaient, pour une sensibilité de80%,
passer d’une spécificité de 1,6 faux positif par sein à une spécificité de 1,19 ou pour une sensibilité de90%
passer d’une spécificité de 3,04 à une spécificité de 2,27. Plus récemment encore, Chanet al. (2008a) ont
étudié plus en détails les différences entre détection en 3Det en 2D et par combinaison des deux méthodes.
Ces travaux sont les plus pertinents pour une comparaison avec les performances que nous obtenons car
la taille de la base de données utilisée est du même ordre de grandeur (100 volumes contenant 69 lésions
malignes contre 53 lésions malignes pour notre validation). De plus les résultats proposés dans ces travaux
concernent la détection de lésions malignes ou bénignes ainsi que la détection de lésions malignes seules.
Les points de fonctionnement de leurs trois systèmes de détection pour les lésions malignes sont présentés
à la table 8.3.

Sensibilité (%)
Spécificité (faux positifs par sein)

Approche 2D Approche 3D 2D + 3D

80 2,43 1,46 0,84
85 3,16 2,06 1,06
90 3,65 2,52 1,61

TAB . 8.3 – Performances des chaînes de détection proposées par Chanet al. (2008a).

On remarquera que même si les points de fonctionnement ne sont pas exactement les mêmes entre les
tableaux 8.2 et 8.3 on peut faire une brève comparaison entreles spécificités obtenues pour des sensibilités
de80 et90%. On remarquera que pour une sensibilité de 80% l’approche combinée proposée par Chanet al.
(2008a) est meilleure en termes de spécificité que notre chaîne globale, les deux autres approches étant un
peu moins bonnes. Cependant, pour une sensibilité de90%, notre chaîne donne des résultats comparables à
l’approche combinée. On remarquera aussi que notre approche permet de manière raisonnable d’augmen-
ter la sensibilité au delà des90%. Au delà de cette comparaison assez simpliste, on peut prendre un peu
de recul et faire plusieurs remarques. La première est le fait que les bases de données dans les deux cas
sont relativement petites en regard de la variabilité des opacités en général. Deuxièmement, les deux bases
ne sont pas les mêmes, rendant difficile toute comparaison. Enfin, on remarquera que, dans leurs travaux,
Chanet al. (2008a) ne semblent se focaliser que sur les opacités et délaissent les distorsions architectu-
rales. Ainsi on pourrait comparer les résultats du tableau 8.3 aux résultats du premier canal présentés à la
figure 8.8. En faisant cela on s’aperçoit que la différence despécificité se réduit pour une sensibilité de
80% pour atteindre 1,04 faux positif par volume. D’autre part la spécificité du canal de détection de densité
est meilleure pour une sensibilité de90% avec 1,23 faux positifs par volume. Pour ces raisons, même si
encore une fois toute comparaison reste difficile, on conclura que l’approche proposée est comparable aux
algorithmes de référence.

On peut aussi citer les travaux de Singh (2008) qui proposentune approche autre pour la détection
d’opacités en tomosynthèse du sein reposant sur la théorie de l’information. Pour une base de données
contenant 28 lésions dont 10 malignes, une spécificité de 2,4faux positifs par sein est obtenue pour une
sensibilité de 90% (Singhet al., 2008a).

Enfin, on peut citer une dernière référence qui expose des résultats. Chanet al. (2008b) étudient ainsi
l’influence du nombre de projections sur les performances deleur CAD travaillant uniquement en 3D
(Chanet al., 2005). Ainsi pour sur une base de données contenant 14 lésions malignes pour une sensibilité
de 80% les taux de faux positifs pour 11 et 21 projections sont0,87 et 1,11, respectivement.

8.5 Conclusion

Dans ce chapitre nous avons proposé un schéma à deux canaux pour la détection d’opacités et de dis-
torsions architecturales souvent signes de la présence de cancer. La procédure proposée permet d’apporter
un exemple concret pour la mise en pratique des développements théoriques introduits dans les chapitres
précédents.

Nous avons montré que notre approche, bien que n’étant pas encore parfaite, est comparable à ce qui
existe dans la littérature. Cela permet de considérer l’approche proposée comme une solution viable qui
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peut être le point de départ d’un système de détection voué à évoluer et à être amélioré.
En perspective d’évolution, on pourrait envisager une modélisation de l’imprécision induite par les ar-

téfacts de la tomosynthèse du sein dans le cadre des images d’ombres floues utilisées dans le premier canal.
En effet, le formalisme employé laisse la porte ouverte à ce type d’amélioration sous la contrainte unique
d’allonger le temps de traitement. On pourrait aussi envisager de modéliser l’imprécision ou l’incertitude
dans l’étape de segmentation/classification en s’inspirant des travaux présentés au chapitre 6. L’apport d’une
telle technique par rapport à la chaîne présentée serait intéressant à étudier.

En ce qui concerne le canal de détection de convergences qui,comme on l’a vu au chapitre 7, est
plus une méthode développée pour la détection de lésions en tomosynthèse, contrairement au formalisme
générique des filtres connexes flous, il serait intéressant d’évaluer l’apport en termes de performances d’une
modélisation plus réaliste du contenu des coupes d’un volume. Ainsi la prise en compte de la corrélation
entre voxels serait un bon point de départ.

Enfin, comme piste future d’investigation, on peut citer le travail qui reste à faire sur la constitution d’une
plus grande base de données pour la validation. En effet, même si l’on peut se comparer à la littérature en
ce qui concerne la taille de la base utilisée pour l’évaluation de notre approche, la quantité de données à
disposition est assez faible compte tenu la variabilité desopacités. Ce dernier point est tout particulièrement
vrai pour le canal de détection de convergences. En effet l’évaluation conduite sur treize cas peut juste
nous permettre d’avoir une idée sur la tendance de la validité de l’approche. De manière similaire, la faible
quantité de données nous a aussi conduit à écarter quelques lésions de notre validation. Ainsi en augmentant
le nombre de lésions, on pourrait définir par exemple un troisième canal pour les prendre en compte.
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Chapitre 9
Conclusions et perspectives

Filtrage flou d’images

Dans ce manuscrit, nous avons proposé un ensemble d’outils génériques de traitement d’image utilisant
la théorie des ensembles flous. Nous avons proposé une extension dans ce formalisme des filtres connexes
dédiés aux images de niveaux de gris. Pour cela nous avons développé une chaîne générique permettant de
traiter complètement une image à niveaux de gris. Ainsi nousavons abordé le problème de la représentation
des défauts dans une image à niveaux de gris, la définition de filtres dédiés à ces dernières ainsi que leur
mise en œuvre de manière efficace.

Nous avons proposé une manière originale de représenter l’imprécision dans les images à niveaux de
gris en introduisant le concept d’images floues. Ces dernières sont des images où les valeurs d’intensité ne
sont plus représentées par des nombres classiques, mais pardes sous-ensembles flous. Nous avons étudié
deux grandes classes d’images floues : les images d’intervalles flous et les images d’ombres floues. La
première famille est l’extension naturelle des images classiques alors que la deuxième est l’extension des
images d’ombres parfois utilisées en morphologie mathématique. Ces deux représentations disposent de
propriétés différentes qui sont souhaitables ou non en fonction du filtre que l’on veut leur appliquer. Par
exemple, les image d’ombres floues permettent d’exprimer des extensions de filtres de nivellement, alors
que les images d’intervalles flous sont plutôt utilisées pour du filtrage par zone plates.

La construction de ces images a été abordée. Ainsi nous avonsétudié comment convertir une image
classique en image floue. Si cela ne pose pas de problème dans le cas d’imprécision, ce point est assez
délicat dans le cas de dégradations d’ordre statistique quine sont pas directement représentables par une
image floue. Un résultat intéressant résultant de l’étude dece problème est la possibilité de transformer ces
défauts de nature statique contenus dans une image par l’introduction d’imprécision de débruitage. Ainsi
le formalisme proposé permet de manipuler directement ou indirectement différentes sources de défauts,
ce qu’une approche statistique par exemple ne pourrait pas forcement faire. Parmi les approches proposées
reposant sur le concept d’imprécision de débruitage, une adaptation du filtrage en ondelettes a été propo-
sée. Ces considérations sur les techniques de constructiond’images floues ont été étudiées sur des images
synthétiques et réelles dans le cadre de la détectabilité destructures contenues dans ces dernières.

L’utilisation des précédentes images floues a été proposée par l’introduction de nouveaux types de
filtres qui ont pour but de généraliser la famille des filtres connexes. Dans cette optique de généralisation
nous avons proposé un formalisme générique permettant d’exprimer les généralisations floues des filtres
classiques comme par exemple les filtres de nivellement, ou d’amincissement. Ce formalisme permet d’in-
troduire différentes familles de filtres ayant différentespropriétés. Ces travaux théoriques ont donc l’intérêt
d’étudier de manière abstraite les filtres proposés dans ce manuscrit ou d’autres qui pourraient être déve-
loppés dans des applications futures.

Pour finir notre chaîne générique de traitement, nous avons développé un algorithme permettant la mise
en œuvre des filtres précédemment discutés. Notre approche repose sur la représentation des ensembles
flous contenus dans les images floues à l’aide d’une structurearborescente. Grâce à cette dernière, nous
avons introduit des mécanismes permettant de tirer parti des redondances entre les ensembles flous extraits
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pour deux niveaux de gris successifs. La conception de ces derniers a été validée de manière théorique par
une étude approfondie des algorithmes résultants.

Parmi les perspectives concernant cette chaîne de traitement, on pourrait envisager de la valider sur
d’autres types d’images que celles proposées. On pourrait aussi étudier les optimisations possibles de cer-
tains filtres précis : l’écriture générique de l’algorithmerapide de filtrage peut avoir un surcoût dans le
calcul de certaines mesures. Une stratégie de mises à jour des attributs en parallèle des mises à jour d’arbres
est une piste à explorer. L’introduction d’autres sources d’imprécision lors de la construction des images
floues pourrait aussi être étudiée. Néanmoins, cela peut être dépendant du type d’image traitée : on pourrait
imaginer par exemple en tomosynthèse une estimation des artéfacts de reconstruction qui serait introduite
dans les images floues.

Segmentation

Le problème de segmentation de signes radiologiques en tomosynthèse a aussi été abordé. La probléma-
tique qui apparaît avec ce type de structures provient essentiellement de l’ambiguïté provenant des images.
En effet, certains signes radiologiques sont difficilementdiscernables et d’autres sont difficilement délimi-
tables. Ces deux points sont respectivement liés à l’incertitude et à l’imprécision provenant des données à
traiter. En s’appuyant sur des travaux existants (Peters, 2007) nous avons choisi d’utiliser un formalisme
par contours flous qui est bien adapté à la représentation de ces deux notions. Dans ce contexte, nous avons
étudié trois méthodes de segmentation floues. La première est une adaptation de l’approche par seuillages
multiples utilisée par Peters (2007). Les limitations en tomosynthèse d’une telle approche ainsi que le lien
fort qui existe avec le formalisme de filtrage d’images d’ombres floues a été étudié. Ce dernier point met
en évidence l’équivalence entre une extraction de contoursflous par seuillages multiples et le filtrage d’une
image d’ombres non floue par un filtre connexe flou reposant surles mêmes attributs discriminants que
ceux utilisés pour le calcul des degrés d’appartenance dansle contour flou. La seconde approche étudiée est
une extension d’une méthode de segmentation classique exprimée à l’aide du formalisme des ensembles de
niveaux (Peterset al., 2007). Cette approche a été utilisée en pratique dans une chaîne d’aide à la décision
visant à montrer la pertinence de l’utilisation des contours flous en tomosynthèse. Enfin nous avons proposé
une troisième méthode de segmentation floue qui repose sur lamodélisation d’un contour par un chemin
dans un graphe de coût lié à l’image à segmenter (Timp et Karssemeijer, 2004). Dans l’extension propo-
sée nous avons présenté des techniques permettant l’extraction de plusieurs contours à partir d’une image.
Nous avons étudié la sémantique portée par les contours extraits par ces différentes techniques, à savoir
l’incertitude et l’imprécision. Nous avons enfin proposé une méthode originale pour calculer des degrés
d’appartenance pour les différents contours extraits reposant sur une notion de carte de densité de contours.

Cette étude de méthodes de segmentation floue constitue en fait un travail préliminaire pour l’utilisa-
tion robuste de telles techniques pour la détection et la caractérisation de signes radiologiques suspects en
tomosynthèse du sein. Ainsi parmi les prochaines étapes, onpeut citer l’étude nécessaire de techniques
de classification adaptées à des données floues. Des travaux préliminaires ont déjà été réalisés (Bothorel,
1996) et ont été présentés dans ce manuscrit pour illustrer l’intérêt des contours flous dans une application
pratique de caractérisation de signes radiologiques. Cependant ceux-ci restent marginaux en comparaison
des techniques de classification conçues pour des données non floues. On pourrait ainsi envisager de consi-
dérer des techniques standard de classification courammentutilisées pour les étendre afin qu’elles puissent
gérer des données floues. Pour faire cela, il faudrait s’assurer de la validité de l’extension proposée pour le
traitement de ces données, aussi bien d’un point de vue théorique (sens des traitements effectués) que d’un
point de vue expérimental (apport de méthode floue par rapport la méthode originale).

Détection de convergence

Un signe caractéristique des cancers en mammographie par tomosynthèse, est l’apparition de struc-
tures en étoile. Dans ce contexte, une autre contribution proposée dans ce manuscrit fut l’élaboration d’une
méthode de détection de convergences dans des images. L’approche proposée combine une variation de
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l’approche de Karssemeijer et te Brake (1996) avec la détection de structures par modélisation a contrario
proposée par Desolneuxet al. (2000).

Nous avons étudié différentes variations possibles de la mesure de convergence originellement proposée
par Karssemeijer et te Brake (1996). En définissant un modèlestatistique du contenu des coupes d’un vo-
lume de tomosynthèse du sein, nous avons déduit les valeurs peu probables d’occurrence de notre mesure de
convergence. Ces travaux théoriques nous ont permis de définir une approche simple et facile à paramétrer
pour détecter les motifs stellaires.

Dans le même domaine, une deuxième contribution a été de développer un algorithme efficace pour
la mise en œuvre de la précédente approche. Pour cela nous avons reformulé le problème sous forme ré-
cursive. Cela a permis de passer d’une complexité de l’ordredeO(NR3) pour la mise en œuvre naïve à
une complexité deO(NR2), avecN le nombre de pixels à traiter etR le rayon maximal d’une zone de
convergence que l’on s’autorise à détecter.

Enfin une troisième contribution a été l’introduction d’unemesure pour différencier les convergences
malignes des convergences dues à des croisements de structures normales telles que des fibres. Cette der-
nière repose sur l’analyse des orientations des structureslinéaires présentes dans la zone de détection.

Parmi les améliorations possibles de ces travaux, nous pouvons citer l’amélioration de la modélisation
du contenu d’un sein sans pathologie qui constitue le modèlenaïf. En effet, dans notre modélisation, nous
considérons que les voxels sont indépendants. On pourrait envisager de considérer la texture présente dans
le sein, ainsi que la corrélation induite par les algorithmes de reconstruction. Cela permettrait d’étudier
leur impact sur le modèle naïf et sur les réalisations de la mesure de convergence. Cela pourrait se faire de
manière théorique ou encore expérimentalement en estimantles distributions de probabilité mises en œuvre
dans la méthode sur des données réelles.

Chaîne de détection de cancer

Les outils précédemment introduits ont non seulement été étudiés de manière théorique, mais aussi
utilisés en pratique. Ainsi avons nous proposé une chaîne dedétection automatique de signes radiologiques
suspects pour des volumes de tomosynthèse du sein. Nous noussommes focalisés sur la détection de deux
types de signes radiologiques, à savoir les opacités et les distorsions architecturales. L’approche que nous
avons proposée se décompose en deux canaux qui travaillent en parallèle sur le volume à traiter pour détecter
les deux types de signes radiologiques qui nous intéressent

Le canal de détection d’opacités se décompose en une étape demarquage, une étape de segmentation des
zones suspectes et une étape de prise de décision au travers d’une classification utilisant des attributs extraits
à partir des contours obtenus. L’étape de marquage est réalisée à l’aide d’un filtre connexe flou exprimé dans
le formalisme introduit dans ce manuscrit. Ce filtre est appliqué sur les différentes coupes composant le
volume pour limiter l’impact des artéfacts de reconstruction, l’information 3D étant prise en compte après
filtrage par des techniques de regroupement. Il utilise des critères simples pour détecter les composantes
connexes qui sont contenues dans le volume et qui peuvent être suspectes. Ainsi la discrimination se fait
sur une contrainte dérivée d’une mesure de contraste couplée à des critères de taille et de compacité. Le
formalisme flou permet d’être assez robuste en ce qui concerne les lésions qui sont à la limite de ces
critères de détection. Pour la segmentation, des approchesnon floues ont été utilisées. Deux méthodes de
segmentation ont été employées. La première repose sur des seuillages multiples de l’image et la seconde sur
la modélisation du contour par un chemin de coût minimal dansl’image. Les performances de ce canal ont
été évaluées sur une base de données contenant 40 cancers prouvés par biopsie et 53 seins sans pathologie.
La méthode de segmentation a un impact sur les performances obtenues, ainsi la modélisation par chemins
minimaux offre de meilleures performances. Pour cette dernière, des sensibilités de 90% et 80% ont été
obtenues pour respectivement 1,23 et 1,04 faux positifs parsein.

Le canal de détection de distorsions architecturales a été mis en œuvre grâce aux travaux proposés
sur la détection de convergences suspectes. Ce dernier est aussi décomposé en plusieurs étapes, à savoir
détection de zones suspectes, caractérisation des zones puis classification. L’étape de détection met en
œuvre la modélisation a contrario utilisant comme critère discriminant une forte convergence de certaines
structures. Les autres contributions, comme l’analyse plus fine des orientations, sont quant à elle utilisées
dans l’étape de caractérisation des zones suspectes. Enfin la classification se fait, comme pour le premier
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canal, à l’aide de techniques standard reposant sur les SVM.Ce canal a été validé à l’aide de 65 volumes
dont 13 contenaient une lésion maligne prouvée par biopsie.Ainsi des sensibilités de 92% et 76% ont été
obtenues pour respectivement 0,48 et 0,35 faux positifs parsein.

Une méthode simple d’agrégation de type disjonctive a aussiété proposée pour la fusion des résultats
provenant des deux canaux. L’idée est de tirer parti de la superposition des populations ciblées par les deux
canaux. En pratique cela se traduit par une augmentation de la sensibilité pour une spécificité donnée par
rapport à une combinaison directe des performances des deuxcanaux. La chaîne ainsi obtenue est compa-
rable aux travaux de référence que l’on peut trouver dans la littérature. Ajoutons enfin que notre chaîne a
un fort potentiel d’amélioration puisque l’utilisation deméthodes de segmentation floue et de classification
floue reste à être mis en œuvre.

La chaîne de détection proposée constitue une base pour la détection de certains signes radiologiques.
On peut envisager plusieurs pistes pour la faire évoluer. Ainsi on pourrait modéliser la fonction d’étalement
de point associée à la reconstruction pour déduire une approche tirant directement parti de l’information
3D lors de la détection. Une comparaison de l’apport d’une telle approche par rapport à notre modélisa-
tion serait intéressante. Une seconde piste d’investigation pourrait être l’étude de l’apport du formalisme de
segmentation floue s’il était intégré dans cette chaîne. Enfin, un des points les plus importants dont dépend
toute évaluation est l’agrandissement de la base de données. En effet, de par la variabilité des structures
recherchées un nombre conséquent de données devrait être utilisé pour pouvoir être précis quant aux per-
formances réelles de notre approche et de ses potentielles évolutions. Cette étape permettrait aussi de définir
une méthode de détection pour les structures cancéreuses non prises en compte dans nos travaux pour cause
de non représentativité.
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Annexe A
Quelques notions sur les filtres en

traitement d’images

A.1 Image d’ombres

Une image d’ombres est un concept originellement introduitpour étendre les outils de morphologie
mathématique aux images à niveaux de gris. En effet, ces outils ont été historiquement définis pour des
ensembles. L’idée est de transformer une image à niveaux de gris en un ensemble binaire de dimension
supérieure pour pouvoir utiliser les traitements classiques (érosion, dilatation, etc.).

En pratique l’ensemble binaire est obtenu à partir de l’image en considérant que tous les éléments
constitués d’un pixelp et d’un niveau de grisg (appartenant donc àΩ×G, avecΩ le domaine de définition
de l’image etG l’ensemble des niveaux de gris) est inclus dans l’ensemble si l’image originale a un niveau
de gris supérieur ou égal àg au pointp. Plus formellement cela peut s’écrire comme :

{(p, g) ∈ Ω × G/I(p) ≥ g}
avecI l’image à niveaux de gris.

Plus concrètement, l’ensemble obtenu correspond à l’ombresous le signal de l’image considéré. La
figure A.1 illustre ce concept sur une image 1D.

Ω

G

(a)

Ω

G

(b)

FIG. A.1 – Exemple de construction d’une image d’ombres. (a) Image 1D originale. (b) Image d’ombres
obtenue (les éléments à l’intérieur de l’ensemble apparaissent en blanc).

A.2 Connexité

Nous allons présenter ici quelques notions sur la connexitédans les images discrètes. Pour une descrip-
tion plus formelle et plus complète, on pourra se référer auxouvrages de Chassery et Montanvert (1991) et
Klette et Rosenfeld (2004).



168 A. QUELQUES NOTIONS SUR LES FILTRES EN TRAITEMENT D’ IMAGES

Dans la plupart des problèmes de traitement d’image, les données à traiter sont discrètes. Ainsi on définit
souvent un pavage composé de cellules auxquelles on associeun niveau de gris. On peut également associer
un point central à chacune de ces cellules pour définir un maillage et ainsi raisonner de manière topologique
sur ces cellules. Si on travaille sur des ensembles définis sur des images discrètes, on peut se retrouver face à
un problème de définition lorsque l’on cherche à savoir si deux éléments d’un ensemble sont reliés entre eux
(connexes, voisins). On peut de manière arbitraire fixer uneconvention, ainsi par exemple on peut, en 2D,
considérer qu’un pixel est seulement connexe à ses voisins du dessus, du dessous, de droite et de gauche.
Cette convention est connue sous le nom de 4-connexité. Si ondécide d’ajouter les voisins accessibles en
diagonale, on parle alors de 8-connexité. Ces deux conventions sont illustrées à la figure A.2.

FIG. A.2 – Exemple de 4-connexité (gris foncé) et 8-connexité (gris clair + gris foncé).

En utilisant cette notion de connexité, on peut définir un ensemble connexe comme étant un ensemble
tel que pour tout couple de points de l’ensemble, il existe unchemin (suite de points connexes selon la
connexité choisie) qui les relie et qui soit inclus dans l’ensemble.

En faisant cela, on s’aperçoit que le formalisme n’est pas bien posé, en tout cas pour les grilles de type
rectangulaire. En effet, on peut remarquer que considérer une même connexité pour le fond et l’objet, peut
mener à des paradoxes d’ordre topologique comme illustré à la figure A.3. Pour pallier ces problèmes, on
utilise généralement des connexités différentes pour le fond et l’objet. Ainsi en 2D, on peut utiliser une 4-
connexité pour l’un et une 8-connexité pour l’autre, et inversement. Formellement, c’est l’équivalent discret
du théorème de Jordan qui permet de montrer ce résultat.

(a) (b)

FIG. A.3 – Problème de connexité entre fond et objet. (a) En 4-connexité, il peut exister des zones qui ne
font ni partie de l’objet ni de son complémentaire. (b) En 8-connexité, deux composantes connexes peuvent
se croiser.

A.3 Différence filtre/opérateur

En morphologie mathématique, on définit des outils de traitement d’ensembles ou de fonctions. Ces
derniers ont été étudiés de manière théorique, notamment auniveau des propriétés qu’ils peuvent avoir.
On parlera ainsi d’opérateurs pour définir les outils les plus simples, et en fonction des propriétés que ces
derniers peuvent avoir, on emploiera des terminologies plus spécialisées. Parmi les propriétés évoquées
dans ce manuscrit qui comptent parmi les plus courantes, on citera, pour un opérateurφ donné :

– la croissance : pour tout couple d’ensemblesX etY X ⊆ Y ⇒ φ(X) ⊆ φ(Y ),
– l’idempotence : pour tout ensembleX φ(φ(X)) = φ(X),
– et l’anti-extensivité : pour tout ensembleX φ(X) ⊆ X.
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D’un point de vue de la terminologie, un opérateur cumulant les deux premières propriétés sera commu-
nément appelé un filtre morphologique. De même si on ajoute latroisième propriété, on parlera d’ouverture
algébrique.

A.4 Rappels sur les filtres connexes

Les filtres connexes sont au cœur des développements proposés dans les chapitres 2, 3 et 4. Nous allons
présenter quelles sont les différences entre les principales familles de filtres évoquées.

A.4.1 Ouverture d’attribut, amincissements

Parmi les filtres connexes pour images à niveaux de gris les plus utilisés, on trouve les ouvertures
d’attributs ainsi que les filtres d’amincissement. Ces deuxfamilles de filtres sont assez semblables dans leur
expression que nous rappelons dans le cas du filtrage d’une imageI pour comprendre les différences entre
ces dernières :

∀p ∈ Ω δ(I)(p) = max
{

t/C
(

Γ̂p
X+
t (I)

)

= 1
}

avecX+
t (I) l’opérateur de seuillage qui retourne l’ensemble des points dont l’intensité est supérieure ou

égale àt etC un critère à valeur dans{0, 1} que les composantes connexes doivent respecter.
Cette expression peut s’interpréter comme l’extraction detoutes les composantes connexes contenues

dans tous les ensembles issus de tous les seuillages possibles de l’image. Certaines de ces dernières sont
ensuite supprimées et d’autres conservées. Le niveau de gris de l’image filtrée est ensuite déduit en prenant
le niveau maximal associé aux composantes connexes conservées pour un point donné.

En pratique les ouvertures d’attribut se comportent comme des filtres qui suppriment complètement ou
partiellement les maxima de l’image. Cette propriété est enfait induite par le fait que le critèreC doit être
croissant pour ce type de filtre. Ainsi, si on considère un maximum de l’image, et que l’on s’intéresse aux
différentes composantes connexes constituant ce maximum et issues des différents seuillages de l’image,
on s’aperçoit que le fait qu’elles soient emboîtées assure que quand la composante connexe atteindra une
certaine taille (pour un niveau de gris donné), le critèreC sera vérifié pour toutes les composantes issues de
niveaux de gris inférieurs. Un exemple d’un tel filtre est proposé à la figure A.4(a).

Dans le cas des filtres d’amincissement, la contrainte de croissance sur l’opérateurC est relâchée. Ainsi,
on n’est plus assuré de ne changer que les maxima de l’image. Cela a pour impact de potentiellement créer
des bords fictifs dans l’image filtrée. Une exemple d’un tel filtre est proposé à la figure A.4(b).

Ω

G

(a)

Ω

G

(b)

FIG. A.4 – Exemple d’une ouverture d’aire avecC(X) = (aire(X) ≥ 3) (a) et d’un filtre d’amincissement
avecC(X) = (aire(X) ≤ 2) (b). Les données non filtrées (resp. filtrées) apparaissent en trait plein (resp.
pointillé).

A.4.2 Opérateur d’extinction

Un opérateur d’extinction se définit à l’aire d’une famille décroissanteΨ = {ψλ, λ ∈ R+} d’opérateurs
connexes anti-extensifs (Vachier, 1995) :
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– pour toutλ ≥ 0 ψλ est connexe,
– pour tout ensembleX, pour toutµ ≥ λ ≥ 0 ψµ(X) ⊆ ψλ(X),
– pour tout ensembleX, pour toutλ ≥ 0 ψλ(X) ⊆ X etψ0 = id
Grâce à une telle famille d’opérateurs, on peut définir les valeurs maximales deλ pour lesquelles les

composantes connexes incluses dans un ensemble donné disparaissent. Ces valeurs sont connues sous le
nom de valeur d’extinction. Les quantités floues représentant la persistance d’un ensemble introduites au
chapitre 2 sont en fait l’extension de ces valeurs d’extinction.
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Annexe B
Quelques notions sur les ensembles flous

B.1 Opérateurs d’agrégation

Dans ce manuscrit, les notions de t-norme et t-conorme sont souvent utilisées. On peut voir ces deux
opérateurs d’agrégation comme des équivalents flous duet et duoubinaire.

Définition B.1.1. Une t-norme⊤ est une fonction de[0, 1] × [0, 1] dans[0, 1] telle que :
– ⊤ est commutative :∀(x, y) ∈ [0, 1]2 x⊤y = y⊤x,
– ⊤ est associative :∀(x, y, z) ∈ [0, 1]3 (x⊤y)⊤z = x⊤(y⊤z),
– 1 est élément neutre :∀x ∈ [0, 1] x⊤1 = 1⊤x = x,
– ⊤ est croissante par rapport aux deux variables :∀(x, x′, y, y′) ∈ [0, 1]4 ((x ≤ x′) ∧ (y ≤ y′)) ⇒

(x⊤y) ≤ (x′⊤y′)
Définition B.1.2. Une t-conorme⊥ est une fonction de[0, 1] × [0, 1] dans[0, 1] telle que :

– ⊥ est commutative :∀(x, y) ∈ [0, 1]2 x⊥y = y⊥x,
– ⊥ est associative :∀(x, y, z) ∈ [0, 1]3 (x⊥y)⊥z = x⊥(y⊥z),
– 0 est élément neutre :∀x ∈ [0, 1] x⊥0 = 0⊥x = x,
– ⊥ est croissante par rapport aux deux variables :∀(x, x′, y, y′) ∈ [0, 1]4 ((x ≤ x′) ∧ (y ≤ y′)) ⇒

(x⊥y) ≤ (x′⊥y′)
En pratique les t-normes et t-conormes peuvent prendre plusieurs formes. Le tableau B.1 présente les

couples les plus courants.

Description t-norme (x⊤y) t-conorme (x⊥y)

Minimum/maximum min(x, y) max(x, y)
Probabiliste xy x+ y − xy
Lukasiewicz max(0, x+ y − 1) min(1, x+ y)

FIG. B.1 – Exemples de t-normes/t-conormes.

B.2 Quantités floues

Dans cette section nous considérerons des ensembles flous définis sur un ensembleX muni d’une rela-
tion d’ordre totale (typiquementR).

Définition B.2.1. Une quantité floue est un ensemble flou défini surX

Définition B.2.2. Un intervalle flou est une quantité floue convexe, c’est-à-dire que toutes sesα-coupes
sont des intervalles.
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Définition B.2.3. Un nombre flou est un intervalle flou dont lesα-coupes sont des intervalles fermés et
dont le noyau se réduit à un unique élément.
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Annexe C
Preuves sur les mises à jour d’arbres

C.1 Différents cas de l’opérateurM

Nous présentons ici la justification des différents cas évoqués pour la construction de l’opérateurM de
la définition 3.2.1. Ces cas sont en fait déduits des différentes inégalités possibles entre les degrés associés
aux racines des arbres à fusionner. Ils sont aussi séparés enfonction de l’inclusion ou non des marqueurs
dans un des sous-arbres issus des racines. Le tableau C.1 montre que toutes les configurations possibles
sont bien prises en compte par les différents cas décrits dans la définition de l’opérateur.

A(R(t1)) −A(R(t2)) |Qp1(sa(t1,R(t1)))| |Qp2(sa(t2,R(t2)))| Numéro de cas
> 0 0 0 cas 5
> 0 0 1 cas 5
> 0 1 0 cas 5
> 0 1 1 cas 5
< 0 0 0 cas 4
< 0 0 1 cas 4
< 0 1 0 cas 3
< 0 1 1 cas 3
= 0 1 1 cas 2
= 0 0 0 cas 1
= 0 0 1 cas 1
= 0 1 0 cas 1

TAB . C.1 – Énumération de toutes les configurations possibles pour les entrées de l’opérateurM associés
avec les numéros de cas de la définition 3.2.1.

C.2 Preuve du théorème 3.2.1

Dans le but de prouver le théorème 3.2.1, nous considérons toutes les configurations possibles de ma-
nière récursive comme illustré à la figure C.1. L’idée est de montrer que le théorème 3.2.1 est vrai pour les
cas terminaux (c’est-à-dire les cas qui ne nécessitent pas d’appels supplémentaires àM ), ainsi que pour les
autres configurations sous la seule hypothèse que leurs appels récursifs àM vérifient le théorème.

Démonstration.Prouvons ce théorème récursivement :

Cas terminaux : Soit (t1, t2) ∈ T e2/∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1)∩P(n2) = ∅ et (p1, p2) ∈ Ω et
t3 = M(t1, t2, p1, p2). Deux cas terminaux existent (pas d’appel récursif àM ) : cas 1 et 4 :
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P1

P1

P2

P2

P2

P2

Cas 1

Cas 2

Cas 3

Cas 4

Cas 5

P1 ∪ P2

P1 ∪ P2

P1 ∪ P2

P1 ∪ P2

α1

α1

α1

α1

α1

α1

α2

α2

α2

α2

FIG. C.1 – Preuve par récurrence du théorème 3.2.1. Les cas 1 et 4 sont terminaux (la preuve ne fait aucune
hypothèse à propos des deux sous-arbres d’entrée) et ils vérifient le théorème. Les cas 2, 3, 5 sont vrais si
le théorème est vrai pour la fusion des sous-arbres dans la zone grise. On prouve de manière récursive cela
(flèches en pointillés) en utilisant toutes les nouvelles configurations possibles (les 5 cas) jusqu’à ce qu’on
arrive sur un cas terminal.

cas 1 (A(R(t1)) = A(R(t2))) ∧ ((|Qp1(sa(t1,R(t1)))| = 0) ∨ (|Qp2(sa(t2,R(t2)))| = 0))
Dans ce cas, on a∀n ∈ N (t3),∀s ∈ W(n) A(s) > A(n) (équation 3.10) parce que :
– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n) parce quet1 ∈ T e

– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n) parce quet2 ∈ T e

– ∀n ∈ W(t1,R(t1)) ∪ W(t2,R(t2)) A(R(t3)) < A(n) parce queA(R(t3)) = A(R(t1)) =
A(R(t2))

D’autre part, on a aussi∀n ∈ N (t3),∀s ∈ W(t3, n) P(s) ⊆ P(n) (équation 3.11) parce que :
– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n) parce quet1 ∈ T e

– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n) parce quet2 ∈ T e

– ∀n ∈ W(t1,R(t1)) ∪ W(t2,R(t2)) P(n) ⊆ P(R(t3)) parce queP(R(t3)) = P(R(t1)) ∪
P(R(t2))

Finalement, on a∀n ∈ N (t3)
⋂

s∈W(t3,n)

P(s) = ∅ (équation 3.12) parce que :

– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t),∀s ∈ W(t, n)
⋂

s∈W(t,n)

P(s) = ∅ parce quet1 ∈ T e
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– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t),∀s ∈ W(t, n)
⋂

s∈W(t,n)

P(s) = ∅ parce quet2 ∈ T e

–
⋂

s∈W(t1,R(t1))∪W(t2,R(t2))

P(s) = ∅ parce que∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1) ∩ P(n2) = ∅

Donc t3 ∈ T e. De plus, en utilisant la construction det3, on obtientA(R(M(t1, t2, p1, p2))) =
min(A(R(t1)),A(R(t2))) = A(R(t1)) = A(R(t2)) etP(R(M(t1, t2, p1, p2))) = P(R(t1))∪P(R(t2)).

cas 4 (A(R(t1)) < A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| = 0))
Dans ce cas, on peut faire le même raisonnement que précédemment, en substituantW(t2) part2.
Dans les deux cas terminaux, le théorème 3.2.1 est vérifié.

Cas non terminaux Soit(t1, t2) ∈ T e2/∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1)∩P(n2) = ∅ et(p1, p2) ∈ Ω
et t3 = M(t1, t2, p1, p2).

cas 2 (A(R(t1)) = A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| = 1) ∧ (|Qp2(sa(t2,R(t2)))| = 1)
En supposant que les hypothèses du théorème 3.2.1 sont vérifiées pour les élémentsQp1(sa(t1,R(t1))),

Qp2(sa(t2,R(t2))), p1 etp2, on obtient (équation 3.11) :

∀n ∈ N (t3),∀s ∈ W(n) P(s) ⊆ P(n)

parce que :
– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n)
– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t),∀s ∈ W(t, n) P(s) ⊆ P(n)
– ∀n ∈ W(t1,R(t1)) ∪W(t2,R(t2)) P(n) ⊆ P(R(t3)) carP(R(t3)) = P(R(t1)) ∪ P(R(t2))
– par hypothèse P(R(M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2))) est égal à

P(R((Qp1(sa(t1,R(t1))) ∪ P(Qp2(sa(t2,R(t2)))
De manière similaire (équation 3.10) :

∀n ∈ N (t3),∀s ∈ W(n) A(s) > A(n)

car :
– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n)
– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t),∀s ∈ W(t, n) A(s) > A(n)
– ∀n ∈ W(t1,R(t1)) ∪ W(t2,R(t2)) A(n) > A(R(t3)) parce que A(R(t3)) =

min(A(R(t1)),A(R(t2)))
– par hypothèse A(R(M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2))) est égal à

min(A(R((Qp1(sa(t1,R(t1))),A(Qp2(sa(t2,R(t2))))
Finalement, on a (équation 3.12) :

∀n ∈ N (t3)
⋂

s∈W(t3,n)

P(s) = ∅

parce que :
– ∀t ∈ sa(t1,R(t1))),∀n ∈ N (t)

⋂

s∈W(t,n)

P(s) = ∅

– ∀t ∈ sa(t2,R(t2))),∀n ∈ N (t)
⋂

s∈W(t,n)

P(s) = ∅

–
⋂

s∈ W(t1,R(t1)) ∪ W(t2,R(t2))

∪{R(M(Qp1
(sa(t1,R(t1))), Qp2

(sa(t2,R(t2))), p1, p2))}

P(s) = ∅ car

– ∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1) ∩ P(n2) = ∅
– etP(R(M(Qp1(sa(t1,R(t1))), Qp2(sa(t2,R(t2))), p1, p2)))) =

P(R(Qp1(sa(t1,R(t1))))) ∪ P(R(Qp2(sa(t2,R(t2)))))
– et

⋂

s∈W(t1,R(t1))

P(s) = ∅

– et
⋂

s∈W(t2,R(t2))

P(s) = ∅

Sous les hypothèses précédentes, on obtient quet3 ∈ T e, et en remarquant queA(R(M(t1, t2, p1, p2)) =
min(A(R(t1)),A(R(t2))) et queP(R(M(t1, t2, p1, p2))) = P(R(t1))∪P(R(t2))) on arrive à la conclu-
sion que sous les mêmes hypothèses le théorème est vérifié.
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cas 3 : (A(R(t1)) < A(R(t2))) ∧ (|Qp1(sa(t1,R(t1)))| 6= 0))
En supposant que le théorème 3.2.1 est vérifié pourM(Qp1(sa(t1,R(t1))), t2, p1, p2) on obtient :
– ∀n ∈ N (t3),∀s ∈ W(t3, n) P(s) ⊆ P(n) (équation 3.11) car :

– P(R(t3)) = P(R(t1)) ∪ P(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2)))
– ett1 ∈ T e

– et par hypothèse, on aP(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2))) = P(R(Qp1(sa(t1,R(t1))))) ∪
P(R(t2))

– ∀n ∈ N (t3),∀s ∈ W(t3, n) A(s) > A(n) (équation 3.10) car :
– A(R(t3)) = min(A(R(t1)),A(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2))))
– ett1 ∈ T e

– et par hypothèse A(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2))) est égal à
min(A(R(Qp1(sa(t1,R(t1))))),A(R(t2)))

– ∀n ∈ N (t3)
⋂

s∈W(t3,n)

P(s) = ∅ (équation 3.12) car :

– par hypothèseM(Qp1(sa(t1,R(t1))), t2, p1, p2) ∈ T e

– ∀t ∈ sa(t3,R(t3))) t ∈ T e

–
⋂

s∈W(t3,R(t3))

P(s) = ∅ car∀n1 ∈ N (t1),∀n2 ∈ N (t2) P(n1) ∩ P(n2) = ∅

etP(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2))) = P(R(t2)) ∪ P(R(Qp1(sa(t1,R(t1))))))
Ainsi sous l’hypothèse précédente,t3 ∈ T e. De plus, en remarquant queA(R(M(Qp1(sa(t1,R(t1))),

t2, p1, p2))) = min(A(R(t1)),A(R(t2))) et queP(R(M(Qp1(sa(t1,R(t1))), t2, p1, p2))) = P(R(t1))∪
P(R(t2))), on peut conclure que le théorème 3.2.1 est vérifié cart3 ∈ T e.

cas 5 Dans les autres configurations, on peut se ramener aux cas précédents (M(t1, t2, p1, p2) =
M(t2, t1, p2, p1)).

Conclusion Puisque tous les cas terminaux et toutes les étapes de récurrence vérifient le théorème 3.2.1,
ce dernier est vrai∀(t1, t2) ∈ T e2 ,∀(p1, p2) ∈ Ω.

C.3 Preuve du théorème 3.2.4

Démonstration.Soit p̃ ∈ Ω, P = {p1..pk} ∈ 2Ω, t̃ ∈ T e. Soit l’hypothèse de récurrenceHi, i ∈ [[0..k]]
définie comme :M(p̃, {p1..pi}, t̃) ∈ T e

Initialisation : Par définition,M(p̃, {}, t̃) = t̃ ∈ T e doncH0 est vraie.

Pas de récurrence : Supposons queHi soit vraie
– Hi ⇒M(p̃, {p1..pi}, t̃) ∈ T e

– M(p̃, {p1..pi+1}, t̃) = subst(M(p̃, {p1..pi}, t), t′, t′′) avec, en utilisant la définition deM , R(t′) =
R(t′′)

– Montrons quet′′ ∈ T e

– Qp̃(T ) etQpi(T ) sont des sous-arbres d’un même emboîtement carHi est vraie.
– De plus, par définition deM , on aR(Qp̃(T )) ∈ W(t′,R(t′)) etR(Qpi(T )) ∈ W(t′,R(t′)) ainsi
P(R(Qp̃)) ∩ P(R(Qpi)) = ∅.

– En utilisant l’équation 3.11 surQp̃(T ) etQpi(T ), on obtient∀n1 ∈ N (Qp̃(T )),∀n2 ∈ N (Qpi(T ))
P(n1) ∩ P(n2) = ∅.

– Ainsi les conditions du théorème 3.2.1 sont vérifiées. On a donc :
– M(Qp̃(T ), Qpi(T ), p̃, pi) ∈ T e

– A(R(M(Qp̃(T ), Qpi(T ), p̃, pi))) = min(A(R(Qp̃(T ))),A(R(Qpi(T ))))
– P(R(M(Qp̃(T ), Qpi(T ), p̃, pi))) = P(R(Qp̃(T ))) ∪ P(R(Qpi(T )))

– Par définition det′′, les seuls nœuds et arcs det′ qui peuvent être modifiés sont ceux deQp̃(T ) et
Qpi(T ). Or comme par hypothèse les deux derniers arbres sont remplacés parM(Qp̃(T ), Qpi(T ),
p̃, pi), qui est un emboîtement dont le degré d’appartenance associé au nœud racine est le minimum
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de ceux deQp̃(T ) etQpi(T ), et comme l’ensemble de points de cette nouvelle racine est l’union
deP(R(Qp̃(T ))) et deP(R(Qpi(T ))), on at′′ ∈ T e.

– PuisqueM(p̃, {p1..pi}, t̃) ∈ T e et t′ ∈ T e et t′′ ∈ T e, on peut utiliser le théorème 3.2.3 et
conclure queHi+1 est vraie.

Conclusion PuisqueH0 est vrai et puisque∀i ∈ [[0..k − 1]] Hi ⇒ Hi+1, on peut conclure queHi est
vraie pour touti. De plus, la démonstration deHi est valide pour toutP , p̃ et t̃ sans hypothèses aucune sur
ces derniers, on peut donc conclure que le théorème 3.2.4 estvérifié.

C.4 Preuve du théorème 3.2.5

Démonstration.Montrons les équations 3.13, 3.14 et 3.15.

Equation 3.13 M(p̃, voisinage(p̃), t̃) ∈ T e

L’arbre t̃ est un emboîtement car̃p appartient au père deSf
′(p̃)
p̃ dont le degré d’appartenance est plus

grand que celui de son père (par définition def ′(p̃ > f(p̃)), et car aucun frère deSf
′(p̃)
p̃ ne contient̃p. En

utilisant le théorème 3.2.4, on obtient queM(p̃, voisinage(p̃), t̃) ∈ T e.

Equation 3.14 ∀p ∈ Ω,∀α ∈ [0, 1] p ∈ fα ⇒ ∃n ∈ N (M(p̃, voisinage(p̃), t̃))/P(n) = Γ̂pfα
Soientp ∈ Ω etα ∈]f(p̃), 1]. Soit{p1..pk} = voisinage(p̃) l’ensemble desk voisins dep̃. SoitHi, i ≤

k l’hypothèse de réccurencesuivante :

p ∈ Γ̂p̃f ′
α
⇒ ∃n ∈ N (M(p̃, {p1..pi}, t̃))/P(n) =

⋃

p′∈{p1..pi}/p′∈fα
Γ̂p

′

fα
∪ {p̃}

Initialisation M(p̃, {}, t̃) = t̃, orSf
′(p̃)
p̃ ∈ N (t̃) ainsiH0 est vraie.

Pas de récurrence SupposonsHi vraie
– M(p̃, {p1..pi+1}, t̃) = subst(M(p̃, {p1..pi}, t̃), t′, t′′)
– par hypothèse, il existen1 ∈ N (M(p̃, {p1..pi}, t̃)) tel queP(n1) =

⋃

p′∈{p1..pi}/p′∈fα
Γ̂p

′

fα
∪ {p̃}

– sipi+1 ∈ fα (ou encorepi+1 ∈ f ′α) alors∃n2 ∈ N (t′)/P(n2) = Γ̂
pi+1

fα
– puisquepi+1 et p̃ sont voisins, nous sommes assurés de l’existence d’un couple (n1, n2) de nœuds

compatibles qui sont par conséquent fusionnés par l’opérateurM (c.f. théorème 3.2.2).
– Ainsi, on a l’existence d’un nœud̃n danst′′ et par conséquent dansM(p̃, {p1..pi+1}, t̃) qui vérifie

P(ñ) =
⋃

p′∈{p1..pi+1}/p′∈fα
Γ̂p

′

fα
∪ {p̃}. Cela signifie queHi+1 est vraie.

Conclusion Par récursion,Hi est vraie pour touti ∈ [[0..k]].
Si on utilise ce résultat, avec{p1..pk} l’ensemblevoisinage(p̃) de voisins dẽp, et si on remarque que

les configurationsα ∈ [0, 1], p ∈ Ω telles quep /∈ Γ̂p̃f ′
α

Γ̂pfα = Γ̂pf ′
α

et que les nœuds concernés se sont
pas modifiés parM (ligne en trait plein dans les figures 3.9(c), 3.9(e) et 3.9(g)), on peut en déduire que
l’équation 3.14 est vérifiée.

Equation 3.15 ∀n ∈ N (M(p̃, voisinage(p̃), t̃)),∀p ∈ Ω p ∈ P(n) ⇒ Γ̂pfA(n)
= P(n)

En remarquant que les nœudsn ∈ N (t) contenant un voisin dẽp qui vérifientf(p̃) < A(n) ≤ f ′(p̃)
(i.e. les nœuds qui ne représentent pas une composante connexe dansf ′) sont supprimés par les différents
appels àM (arbres en pointillés rouges sur les figures 3.9(b), 3.9(d) et 3.9(f)) , et que comme on vient
de le voir les seuls nœuds introduits correspondent aux composantes connexes def ′ qui n’étaient pas
déjà présentes dansf (arbres en pointillés bleus sur les figures 3.9(c), 3.9(e) et3.9(g)), on montre que
l’équation 3.15 est vérifiée.
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Conclusion Comme les équations 3.13, 3.14 et 3.15 sont vérifiées parM(p̃, voisinage(p̃), t̃), ce dernier
est une représentation def ′.

RemarqueC.4.1. Dans l’étape de pas de récursion de la démonstration de l’équation 3.14, il peut y avoir
plusieurs couples de nœuds(n1, n2) qui vérifientP(n1) =

⋃

p′∈{p1..pi}/p′∈fα
Γ̂p

′

fα
∪ {p̃} etP(n2) = Γ̂

pi+1

fα
.

Néanmoins, seul un d’entre eux est composé de nœuds compatibles. Dans l’exemple de la figure 3.9(d),
pourα4 < α ≤ α5, il existe seulement un candidat pourn1 (P(n1) = E ∪ {p̃} etA(n1) = α5) et deux
candidats pourn2 (P(n2) = D etA(n2) = α5 ouA(n2) = α6) mais seulement un nœudn2 qui vérifie
queA(n2) = α5 est compatible avecn1. Dans le même exemple (c.f. figure 3.9(e)), ces nœuds produisent
un nœud̃n tel queP(ñ) = E ∪D ∪ {p̃} etA(ñ) = α5.

C.5 Preuve du théorème 3.3.2

Démonstration.Soit t ∈ T e, p̃ ∈ Ω etα ∈ [0, 1].
Montrons tout d’abord queY(t, p̃, α) est bien un emboîtement (Y(t, p̃, α) ∈ T e) :

Montrons les équations 3.10 et 3.11 ∀n ∈ N (Y(t, p̃, α)),∀s ∈ W(Y(t, p̃, α), n), deux cas sont
possibles :

– soits ∈ W(t, n) ce qui implique que les équations 3.10 et 3.11 sont vérifiées cart est un emboîtement,
– ou s /∈ W(t, n), dans ce cas on a, en utilisant l’équation 3.31, on a ques ∈ D(t, n) et donc, en

utilisant le théorème 3.3.1, que les équations 3.10 et 3.11 sont vérifiées.

Montrons l’équation 3.12 ∀n ∈ N (Y(t, p̃, α)),∀s ∈ W(Y(t, p̃, α), n), on a de manière exclusive :
– soits ∈ W(t, n),
– ou∃!s′ ∈ W(t, n)/(s ∈ D(t, s′)) ∧ (∀s′′ 6= s ∈ W(Y(t, p̃, α), n) s′′ /∈ D(t, s′))

c’est-à-dire que pour un nœud donné, chacun de ses fils est soit remplacé de manière unique par lui-même,
ou par un de ses descendants (alternativement il peut disparaître).

En utilisant le théorème 3.3.1, on a donc l’équation 3.12 quiest vérifiée. On a donc bienY(t, p̃, α) qui
est un emboîtement.

Montrons maintenant queY(t, p̃, α) est une représentation def ′ ⊆ f t définie comme :

∀p ∈ Ω f ′(p) = max
{

β ∈ [0, 1]/
(

p ∈ f tβ
)

∧
(

(β ≤ f ′(p̃)) ∨
(

β > f t(p̃)
)

∨
(

p /∈ Γp̃
ftβ

))}

(C.1)

Montrons que l’équation 3.14 est vérifiée Soitβ ∈ [0, 1] etp ∈ f ′β .
– si β > f t(p̃) Γpf ′

β
= Γp

ftβ
et les nœuds correspondants sont conservés dansY(t, p̃, α) (c.f. nœuds

dont le degré d’appartenance est strictement supérieur àα4 dans les figures 3.10(c) et 3.10(d))
– siβ ≤ maxA(n)

n∈N (t)/(p̃∈P(n))∧A(n)≤α
, on est dans le même cas (c.f. les nœuds dont le degré d’appartenance

est inférieur ou égal àα1 dans les figures 3.10(c) et 3.10(d)),
– sinon maxA(n)

n∈N (t)/(∈̃P(n))∧A(n)≤α
< β ≤ f t(p̃) et pour un tel degré d’appartenance, seul les nœuds det

qui ne contiennent pas̃p sont conservés dansY(t, p̃, α) (c.f. équation 3.30). De plus sip /∈ Γp̃fβ , on
a Γpf ′

β
= Γpfβ (c.f. nœuds dont le degré d’appartenance estα3 ouα4 dans la figure 3.10(d)). Enfin si

p ∈ Γp̃fβ on a l’existence d’unβ′ ≤ maxA(n)
n∈N (t)/(∈̃P(n))∧A(n)≤α

ou β′ > f t(p) qui vérifieΓpf ′
β

= Γpf ′
β′

(c.f. équation C.1), et on peut donc se reporter à l’un des deux premiers cas.
L’arbreY(t, p̃, α) vérifie donc l’équation 3.14.

Montrons que l’équation 3.15 est vérifiée Par construction deY(t, p̃, α) (équation 3.30) et par défi-
nition def ′ (équation C.1), l’équation 3.15 est vérifiée.

En conclusion, le théorème 3.3.2 est bien vérifié.



C.5. PREUVE DU THÉORÈME3.3.2 179

RemarqueC.5.1. L’expression def ′ donnée à l’équation C.1 s’obtient à partir des équations 3.30 et 3.31
où l’opérateurY ne fait que supprimer des nœuds (c.f. équation 3.30), et ces derniers ne correspondent
qu’aux nœuds deN (t) qui ont un degré d’appartenance compris entreα et f t(p̃) et qui contiennent̃p (c.f.
définition deZ p̃ft(p̃),α). Les figures 3.10(b) et 3.10(d) illustrent l’équation C.1.
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Annexe D
Nombre d’éléments dansBγ etBγ

Dans cette annexe, nous allons partiellement justifier les équations 7.19 et 7.20 correspondant au cardi-
nal des éléments structurants utilisés pour le calcul de la mesure de convergence introduite au chapitre 7.

Pour des raisons de clarté et dans la mesure où nous souhaitons juste justifier la complexité de l’approche
de détection de convergence, nous ne montrerons que les inégalités de ces équations, c’est-à-dire :

|Bγ | ≤ 4









αRmax√
α2+1
∫

0

√

R2
max − x2dx−

αRmax cos(π4 )
∫

0

xdx−

αRmax√
α2+1
∫

αRmax cos(π4 )

√

x4

(αRmax)2 − x2
dx









(D.1)

et

|Bγ | ≤ 4
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∫
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2
∫

0

xdx









(D.2)

Cela nous permettra de justifier que les complexités exposées au chapitre 7 sont des bornes supérieures.

D.1 Cardinal de Bγ

Pour montrer l’équation D.1, nous allons introduire trois théorèmes correspondant aux trois parties de
cette équation.

Théorème D.1.1.

∀c ∈ Ω,∀q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0 ∃r ∈ [[Rmin;Rmax]]/Kc,q,r = 1 ⇒ x < y

Démonstration.Soit c ∈ Ω, q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0. Soitr ∈ [[Rmin;Rmax]]/Kc,q,r = 1.
On a par définition deKc,q,r :

(αr < ||−→cq||) ∧ (tan(θ)||−→cq|| ≤ αr) ⇒ tan(θ)||−→cq|| ≤ αr < ||−→cq||
⇒ tan(θ)||−→cq|| < ||−→cq||
⇒ tan(θ) < 1
⇒ x

y < 1

⇒ x < y

Le théorème est donc bien vérifié.

Théorème D.1.2.
∀c ∈ Ω,∀q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0

∃r ∈ [[Rmin;Rmax]]/Kc,q,r = 1 ⇒ y <
√

R2
max − x2
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Démonstration.Soit c ∈ Ω, q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0. Soitr ∈ [[Rmin;Rmax]]/Kc,q,r = 1.
Par définition, on s’interdit de considérer desr > Rmax, doncr ≤ Rmax.
En utilisant le fait que||−→cq|| < r (définition deKc,q,r), on a :

||−→cq|| < r ≤ Rmax ⇒
√

x2 + y2 < Rmax

⇒ x2 + y2 < R2
max

⇒ y <
√

R2
max − x2

Le théorème est donc bien vérifié.

Théorème D.1.3.
∀c ∈ Ω,∀q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0

∃r ∈ [[Rmin;Rmax]]/Kc,q,r = 1 ⇒ y >
√

x4√
(αRmax)2−x2

Démonstration.Soit c ∈ Ω, q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0. Soitr ∈ [[Rmin;Rmax]]/Kc,q,r = 1.
Par définition, on a :

Kcqr = 1 ⇒ tan(θ)||cq|| ≤ αr

Commer ≤ Rmax, on a aussi :

tan(θ)||cq|| ≤ αRmax ⇒ x
y

√

x2 + y2 ≤ αRmax

⇒ x2(x2 + y2) ≤ y2α2R2
max

⇒ x4 + x2y2 − y2α2R2
max ≤ 0

⇒ y2 ≤ −x4

x2−α2R2
max

⇒ y ≤
√

x4

α2R2
max−x2 carα2R2

max − x2 est positif

On a donc bien que le théorème D.1.3 est vérifié.

En utilisant les théorèmes D.1.1, D.1.2 et D.1.3, on a que leséléments contenus dans le quart supérieur
droit de l’élément structurantB sont dans la zone définie par l’équation D.1. Les bornes des intégrales
s’obtiennent facilement en posant les égalités entre les différentes équations dey en fonction dex. La
symétrie de l’élément structurant permet de compter les individus dans les autres quadrants (coefficient4
au début de l’équation).

D.2 Cardinal de Bγ

Pour démonter l’équation D.2, nous avons besoin d’un dernier théorème.

Théorème D.2.1.

∀c ∈ Ω,∀q ∈ Ω/c− q = (x, y), x ≥ 0, y ≥ 0

∃r ∈ [[Rmin;Rmax]]/(Kc,q,r = 0) ∧ (Kc,q,r−1 = 1) ⇒ y ≤
√

(αRmax)2 − x2

Démonstration.Soit c ∈ Ω, q ∈ Ω/c − q = (x, y), x ≥ 0, y ≥ 0. Soit r ∈ [[Rmin;Rmax]]/(Kc,q,r =
0) ∧ (Kc,q,r−1 = 1).

Trois cas sont possibles :
– cas 1 :Kc,q,r = 0 ⇒ αr ≥ ||cq||, or r ≤ Rmax, donc :

αRmax ≥ αr ≥ ||cq|| ⇒ αRmax ≥ ||cq||
⇒ (αRmax)

2 ≥ x2 + y2

⇒ y ≤
√

(αRmax)2 − x2

– cas 2 :Kc,q,r = 0 ⇒ ||cq|| ≥ r
or ||cq|| < r− 1 carKc,q,r−1 = 1, on a doncr ≤ ||cq|| < r− 1 alors quer > r− 1. Ce cas est donc
impossible.
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– cas 3 :Kc,q,r = 0 ⇒ tan(θ)||cq|| > αr
or tan(θ)||cq|| ≤ α(r − 1) carKc,q,r−1 = 1
on a doncα(r − 1) ≥ tan(θ)||cq|| > αr ce qui implique quer − 1 ≥ r ⇒ alors quer > r − 1. Ce
cas est donc impossible.

Les cas 2 et 3 étant impossibles et le cas 1 vérifiant l’implication, on a que le théorème D.2.1 est
vrai.

En utilisant ce théorème ainsi que le théorème D.1.1, on obtient directement l’équation D.2. Comme
pour le cardinal deB, les bornes de l’intégrale dans l’équation D.2 s’obtiennent en posant l’égalité entre
les équations dey en fonction dex provenant des deux théorèmes utilisés.
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