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Résumé

La reconnaissance de I’écriture manuscrite est aujourd’hui un domaine de re-
cherche trés actif et le spectre de ses applications est trés large. L’objectif de cette
these est d’élaborer un systéme de reconnaissance de mots manuscrits pouvant étre
appris et appliqué sur différents styles d’écriture.

L’approche utilisée est une approche analytique : les mots sont découpés en sous-
parties (caractéres ou graphémes) a modéliser. Le découpage est effectué de maniére
implicite par I'utilisation de fenétres glissantes. Celles-ci permettent de transformer
les images de mots en séquences. La méthode choisie pour apprendre les modéles
de caractéres utilise les modéles de Markov cachés (HMMs), qui sont a ce jour I'un
des outils les plus puissants pour la modélisation de séquences. Chaque caractére
est représenté par un HMM de type Bakis, ce qui permet d’absorber les variations
d’écriture entre scripteurs. Les mots sont reconstruits ensuite par concaténation des
modeles qui les composent.

Dans cette thése, le choix est fait de chercher & améliorer la modélisation HMM de
caractéres en agissant au coeur méme des modéles. A cette fin, une nouvelle approche
est proposée, qui utilise ’aspect contextuel pour la modélisation : un caractére est
modélisé en fonction de son contexte (le caractére précédent et le caractére suivant)
et son modéle est nommeé trigraphe.

La prise en compte de I’environnement d’un caractére pour sa modélisation per-
met de construire des modeéles plus précis et plus performants. Cependant, elle im-
plique une multiplication des paramétres HMMs a apprendre sur un nombre souvent
restreint de données d’observation. Une méthode originale de regroupement de pa-
rameétres est proposée dans ces travaux : le clustering d’états par position a 'aide
d’arbres binaires de décision. Ce type de clustering, inédit dans les systémes de
reconnaissance de I’écriture, a ’avantage non seulement de réduire le nombre de
parameétres mais aussi de permettre au systéme de conserver I'un des principaux at-
traits des HMMs : 'utilisation d’un lexique de décodage indépendant du vocabulaire
d’apprentissage.

[’amélioration apportée par la modélisation en contexte est montrée sur trois

langues et deux types d’écriture différents : le francais, I’anglais et ’arabe.




il ABSTRACT

Abstract

Off-line handwriting recognition has become lately a very popular research area
and the number of its possible applications is very large. This thesis aims at elabo-
rating a new handwritten words recognition system that can be learned and applied
on any handwriting style and any alphabet.

An analytic approach is used. Words are divided into subparts (characters or
graphemes) that have to be modelled. The division is made implicitly thanks to
sliding windows, which transform the word images into sequences. Hidden Markov
Models, widely known as one of the most powerful tools for sequence modelling, are
chosen to model the characters. A Bakis-type HMM represents each character. This
enables the model to absorb variations in handwriting. A word model is built by
concatenating its compound characters models.

In this thesis, the choice is made to strengthen the HMM modelling by acting
directly within the models. To this end, a new approach is proposed, using context
knowledge : each character model depends on its context (its preceding and following
characters). This new character model is named trigraph.

Taking into account the characters environment allows more precise and more
effective models to be built. However, this implies a multiplication of HMM para-
meters to be learned (often on a restricted number of observation data). An original
method for parameter grouping is proposed in this thesis to overcome this issue : a
state-based clustering, performed on each state position and based on binary deci-
sion trees. This type of clustering is new in the handwriting recognition field. It has
many advantages, including parameter reduction. Moreover, the use of decision trees
allows the HMMs to keep one of their most interesting attributes : independence
between training and testing lexicon.

Context-dependent character modelling has shown to give an increase of per-
formance. In this thesis, results are reported on three different databases and two

different alphabets, latin and arabic.
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Introduction

La reconnaissance de I’écriture manuscrite connait un regain d’activité depuis
quelques années et est devenue un domaine de recherche trés actif. Le spectre de ses
applications est trés large. Les logiciels de reconnaissance de montants sur les chéques
ou de reconnaissance d’adresse postale en sont les deux applications historiques
[60, 127, 128, 157, 30, 147, 16, 15]. Plus récemment, la reconnaissance automatique
de I’écriture a permis par exemple aux grandes entreprises d’améliorer leur processus
de traitement automatique de courrier entrant. Enfin, la reconnaissance d’écriture
manuscrite est utilisée dans de plus en plus de projets de numérisation et d’analyse
de documents historiques.

La multiplication de projets francais, européens et internationaux ces derniéres
années pour mutualiser la recherche en traitement automatique de document est la
preuve du dynamisme et de ’engouement suscité par ce domaine. Par exemple, le
projet ANR Digidoc [138] a été lancé en 2011 a la suite du projet ANR Navidomass
[120] (2007-2010) pour la valorisation du patrimoine écrit francais. Ces deux projets
sont inscrits dans la méme optique que les initiatives internationales Europeana |73]
et Gallica [69]. Tous ont pour but de numériser, analyser et mettre a disposision du
grand public le contenu d’archives francaises et européennes. La tache est d’autant
plus ardue que le nombre de documents a traiter est colossal : par exemple dans le
projet Gallica, 1,5 millions de documents ont été numérisés, un document pouvant
étre entre autres un livre ou un manuscrit de plusieurs pages. La reconnaissance
d’écriture sur documents anciens a d’ailleurs d’autres applications, par exemple la
généalogie [72]. Mais les récents travaux dans le domaine ne se sont pas uniquement
concentrés sur les documents historiques. Ainsi, des projets concernant la défense
nationale ou le renseignement militaire tels le projet MADCAT (Etats-Unis) [74]
pour la reconnaissance de I’écriture manuscrite arabe montrent que les applications
de ce domaine de recherche sont trés étendues.

L’état de ’art de la reconnaissance d’écriture manuscrite est en constante amé-
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lioration depuis le milieu des années 2000. L’organisation fréquente de compétitions
de systémes de reconnaissance permet aux acteurs du domaine de se comparer régu-
lierement et de proposer des systémes de plus en plus performants. Ainsi ont déja eu
lieu depuis 2005, entre autres, quatre compétitions de reconnaissance de mots isolés
frangais (campagnes Rimes 2006 [1], 2008 [63], 2009 [64] et 2011), quatre compéti-
tions de reconnaissance de noms de villes arabes (campagnes IFN-Enit 2005 [106],
2007 [104], 2009 [38] et 2010 [105]) et une compétition de reconnaissance de mots
manuscrits arabes dans une base de trés grande taille (compétition OpenHart 2010
[167], dans le cadre du projet MADCAT). Ces compétitions assurent le dynamisme
de ce domaine de recherche et permettent d’élever progressivement les performances
afin d’obtenir, a la fin, des logiciels fiables de reconnaissance d’écriture, adaptables
a tous langages et a tous types de documents.

[’objectif de cette thése est d’élaborer un systéme de reconnaissance de mots
manuscrits pouvant étre appris et appliqué sur différents styles d’écriture.

Le choix de reconnaitre de mots isolés est motivé par le fait que la reconnaissance
de lignes ou de paragraphes peut se baser sur un classifieur de mots grace a une
segmentation explicite en mots et a l'utilisation de modéles de langage. Ce point a
été largement illustré dans les systémes de reconnaissance de la parole [156, 17, 149]
et les modéles de langage ont déja prouvé qu’ils pouvaient étre utilisés avec succés
pour la reconnaissance de I’écrit [111, 108, 159].

Il existe deux approches pour la reconnaissance de mots manuscrits : 'approche
globale et I'approche analytique. L’approche globale (ou approche holistique) consiste
a apprendre et reconnaitre un mot dans son ensemble. Souvent utilisée pour des
taches de reconnaissance a vocabulaire restreint, elle est peu robuste face a des
taches plus difficiles ou le vocabulaire contient plus d’une centaine de mots. Nous
n’avons pas envisagé l'utilisation de I'approche globale dans nos travaux car notre
systéme de reconnaissance de mots s’inscrit dans un projet de traitement global de
documents, nécessitant un vocabulaire de travail trés grand. L’approche analytique
quant a elle propose de segmenter le mot en sous-parties (caractéres ou graphémes)
a modéliser. Les mots sont reconstruits ensuite par concaténation des modéles qui
les composent, : cela permet 1'utilisation de lexiques libres, a condition qu’ils soient
basés sur 'alphabet (ou les graphémes) appris. Pour segmenter les images de mots,
il est possible de procéder a un découpage explicite — sujet a erreurs — ou a une seg-
mentation implicite. C’est cette derniére approche que nous avons choisie, illustrée

par 'utilisation de fenétres glissantes parcourant les images de mots dans le sens de
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lecture afin de les transformer en séquences.

La méthode choisie dans notre systéme pour apprendre nos modéles de carac-
téres utilise les modeéles de Markov cachés [139] (en anglais Hidden Markov Models,
HMMs). Leur utilisation se justifie par le fait que les HMMs sont & ce jour l'un
des outils les plus puissants pour la modélisation de séquences. Chaque caractére
est représenté par un HMM de type Bakis (modéle gauche-droit a saut d’état auto-
risé), ce qui permet d’absorber les variations de longueur des séquences rencontrées
au fil des données : les scripteurs n’écrivent pas tous de la méme maniére ni avec
la méme amplitude, ainsi la segmentation implicite d’'un mot peut associer entre 5
et 15 fenétres glissantes a un méme caractére, selon la personne qui a écrit et les
conditions d’écriture. De plus, les HMMs profitent d’algorithmes d’apprentissage et
de décodage trés performants, largement éprouvés et optimisés au fil des années :
algorithme EM (Ezpectation-Mazimisation) ou Baum-Welch pour Papprentissage [7]
et, pour le décodage, algorithme de Viterbi par exemple [164]. Toutes ces raisons
nous ont motivés a choisir les HMMs pour notre modélisation.

Afin d’étre modélisés par le systéme HMM, les images de mots sont donc segmen-
tées implicitement a I'aide de fenétres glissantes. Dans chaque fenétre, des valeurs
numeériques censées représenter mathématiquement le comportement des pixels et
des formes présents dans la fenétre sont extraites : ce sont les vecteurs de caracté-
ristiques. L’ensemble de ces vecteurs forme les séquences d’observations modélisées
par les HMMs de caracteéres. Les valeurs extraites peuvent représenter des caracté-
ristiques haut niveau (présence de boucles, de jambages, de traits dans la fenétre
par exemple) ou bas niveau (statistiques des pixels : moyenne, variance, centre de
gravité des pixels d’écriture de la fenétre entre autres).

Récemment, les efforts se sont concentrés sur 1’élaboration de caractéristiques
plus fiables [39, 142, 19] et sur 'hybridation de HMMs avec d’autres modeles tels
les des réseaux de neurones [141, 5, 41| entre autres. Peu de systémes proposent
d’agir au niveau méme de la modélisation HMM, méme si des améliorations ont
été proposées comme 'adaptation de la topologie des HMMs a la longueur des
caractéres [171, 116], la modélisation de silences intra-mots (pour 'arabe [33]) ou
encore l'apprentissage de modéles HMMs de bi-lettres [35].

Nous pensons que toutes les améliorations possibles au coeur de la modélisation
HMM n’ont pas été explorées alors qu’il est certain qu’'une modélisation plus précise
et plus robuste permettrait aux systémes HMMs de gagner en performance.

A cette fin, nous proposons dans nos travaux de recherche une nouvelle approche
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de reconnaissance de mots manuscrits par HMMSs avec 1’utilisation de contextes pour
la modélisation des caractéres. Ainsi, nous faisons le choix de modéliser des carac-
téres en fonction de leur voisinage, représenté pour chaque caractére par ses deux
caractéres adjacents (le caractére précédent et le caractére suivant). Nous nommons
ces nouveaux modéles les trigraphes. La prise en compte de I’environnement d’un
caractére pour sa modélisation nous permet de construire des modeéles plus précis et
plus performants. L’amélioration qu’ils apportent est montrée sur trois langues et
deux types d’écriture différents : le francais, ’anglais et I’arabe.

La présentation de cette thése se déroule en cinq chapitres.

Dans le premier chapitre une introduction a la reconnaissance d’écriture manus-
crite avec HMMs est proposée. Nous montrons d’abord comment envisager la recon-
naissance de mot isolé dans le cadre plus large de traitement de document entier.
Puis la transformation des images de mots est discutée, notamment I’extraction de
caractéristiques avec une présentation de I’état de I’art des caractéristiques pouvant
étre extraites. Enfin, nous présentons en détail le fonctionnement des HMMs et pro-
posons une étude comparative des systémes de reconnaissance d’écriture manuscrite
les utilisant.

Le deuxiéme chapitre présente notre systéme générique a base de HMMs (indé-
pendants du contexte), optimisé pour la modélisation de caractéres. L’extraction de
caractéristiques que nous proposons mutualise les connaissances de ’état de 1’art.
Afin de rendre compte des liens entre les fenétres glissantes consécutives, nous pré-
sentons l'intérét du calcul d’une régression sur les vecteurs de caractéristiques pour
la modélisation plus précise de caractéres. Enfin, dans le souci de construire des
modeéles de caractéres optimaux, nous proposons une maniére originale d’adapter la
topologie des HMMs a la longueur des caractéres. Ce chapitre présente donc 1’éla-
boration d’un systéme de reconnaissance de mots a partir de HMMs de caractéres
et propose des idées originales afin d’améliorer la modélisation.

Le troisiéme chapitre présente la principale contribution de cette thése : la modé-
lisation de caractéres dépendants de leur contexte, que nous nommons les trigraphes.
Ce chapitre part du systéme et des idées proposées au Chapitre 2 et poursuit les
travaux de recherche vers une stratégie de modélisation de plus en plus précise.
L’utilisation de modeéles de trigraphes est d’abord discutée puis, constatant que
cette modélisation est synonyme de multiplication de paramétres HMMs a calculer,
une méthode de regroupement de parameétres est proposée : le clustering d’états par

position & ’aide d’arbres binaires de décision. Ce type de clustering, inédit dans les
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systémes de reconnaissance de I’écriture, a ’avantage non seulement de réduire le
nombre de paramétres (et donc de construire des modéles robustes) mais aussi de
permettre au systéme de conserver 1'un des principaux attraits des HMMs : 1'utili-
sation d’un lexique de décodage indépendant du vocabulaire d’apprentissage.

Dans le quatriéme chapitre, nous menons des expériences sur trois bases de don-
nées représentant trois langues, deux styles d’écriture et deux alphabets. A travers
ces expériences, nous montrons que notre modélisation contextuelle non seulement
améliore les performances d’un systéme générique de HMMs de caractéres mais sur-
tout qu’elle est généralisable a plusieurs langages et types de données. Ceci montre
la robustesse de notre approche. Dans ce chapitre d’expériences, nous introduisons
aussi deux méthodes de post-traitement pour améliorer les performances : la com-
binaison de systémes de reconnaissance et 1'utilisation de modéles de langage pour
le décodage de lignes. Ces méthodes ont permis a notre systéme original a base de
HMMSs contextuels d’étre présent en premiére ou en deuxiéme place des derniéres
compétitions internationales de reconnaissance d’écriture [64, 38, 74].

Dans le cinquiéme chapitre, nous introduisons le principe d’adaptation au scrip-
teur et évaluons son influence sur notre systéme contextuel. L’adaptation au scrip-
teur est I'une des approches les plus utilisées en reconnaissance de la parole pour
améliorer les performances d’un reconnaisseur HMM. Nous verrons dans ce chapitre
qu’elle a sa place en reconnaissance de I’écriture, a condition de disposer de données
suffisantes en nombre pour s’adapter aux scripteurs.

Le document se termine par un chapitre de conclusion qui reporte les travaux de
cette thése et affirme 'intérét de la modélisation contextuelle. Des perspectives sont
données sur I'utilisation des HMMSs pour la reconnaissance d’écriture manuscrite,
notamment ’adaptation aux scripteurs. Les conclusions données dans ce chapitre

nous permettent d’élaborer un plan de recherches pour nos travaux futurs.
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Chapitre 1

Introduction a la reconnaissance de

mots manuscrits

Introduction

Dans nos travaux, nous nous intéressons a la reconnaissance de mots manuscrits.
Cette tache s’inscrit au sein d’une plus grande problématique qui est la reconnais-
sance de documents numérisés en général, c’est-a-dire savoir décrire et transcrire
toutes les informations contenues dans une image de document, composé d’une ou
de plusieurs pages, contenant des graphiques, des paragraphes d’écriture et d’autres
informations. Aujourd’hui, s’il est possible d’analyser la structure d’un document
et de reconnaitre ’écriture manuscrite et imprimée sur des images pré-segmentées,
la construction d’un systéme global de traitement de document n’est pas encore un

probléme résolu.

Notre travail de reconnaissance de mots manuscrits s’inscrit dans le cadre de
I’élaboration d’un systéme de traitement de documents générique et efficace. En
construisant un classifieur de mots robuste, le chemin vers un reconnaisseur de lignes
(et donc de paragraphes) est trés proche : l'utilisation systématique de modéles de
langage pour la reconnaissance de la parole par exemple montre que la reconnais-
sance de phrases est une application directe pour un classifieur de mots. La trans-
cription des données contenues dans un document permet ensuite sa classification
et facilite son traitement. Dans ce chapitre, nous présenterons comment passer d’un
document manuscrit aux images de mots qui seront traitées par notre systéme (Sec-

tion 1.1). Puis dans la Section 1.2 nous verrons comment transformer les images de




8 CHAPITRE 1

mots obtenues afin que le classifieur puisse les traiter.

Pour la construction d’un classifieur robuste, nous avons envisagé dans nos tra-
vaux une approche utilisant des modeéles de Markov cachés (Hidden Markov Models
en anglais, soit HMMs), ou chaque caractére est modélisé par un HMM. L’avan-
tage de cette approche est que les HMMs permettent d’absorber les disparités entre
les données (un mot est écrit différemment selon le scripteur ou sa place dans la
phrase). De plus, cette modélisation permet 'utilisation de lexiques libres, a partir
du moment ou ils sont basés sur I'alphabet appris. Nous discutons en Section 1.3
de I'état de l'art des classifieurs existant aujourd’hui basés sur les HMMs pour la
reconnaissance de mots manuscrits. Ceci nous permet d’introduire notre approche,

présentée dans les Chapitres 2 et 3.

1.1 Le prétraitement des images

Les premiéres étapes d'un systéme de reconnaissance d’écriture manuscrite consis-
tent le plus souvent a prétraiter les données. Les prétraitements effectués sur une
image facilitent I’étape suivante d’extraction de caractéristiques. Ils permettent en
outre d’améliorer significativement les résultats de reconnaissance. Une grande va-
riété de prétraitements existent, par exemple :

— découpage d’une image de texte (courrier, page de livre, etc.) en lignes et/ou

en mots (voir Section 1.1.2),

— binarisation (Section 1.1.3),

— extraction des lignes de base (Section 1.1.4),

— correction de la pente et de I'inclinaison des caractéres (Section 1.1.5),

— normalisation de la taille des mots (Section 1.1.6).

Lorsque c’est nécessaire, ces prétraitements sont précédés ou accompagnés d’'un
nettoyage d’image : pour des images de documents historiques dont le fond est
dégradé (taches, pages rongées ou vieillies) ou pour des images dont le fond n’est
pas uniforme (page de cahier avec lignes ou quadrillage) par exemple (voir Figure
1.1). En général, le nettoyage est effectué par un filtrage de I'image : filtre passe-
haut pour éliminer les taches ou les trous sur les documents (Feldbach [17]), filtre
de Kalman pour éliminer des lignes (Likforman-Sulem [95]) ou encore techniques
a base de filtres et d’ondelettes pour éliminer les caractéres du verso visibles par

transparence (Lamouche et Bellissant [38], Tann et al. [158]).
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FIGURE 1.1 — Exemples d’images dégradées nécessitant un nettoyage avant d’étre
prétraitées.

Dans le cadre de notre travail, nous utilisons des images propres (écriture sur fond
blanc). Si nous n’avons pas besoin de nettoyer nos images, il nous faut cependant les
transformer afin de pouvoir les traiter. Nous présentons donc dans cette Section les
principaux prétraitements utilisés en reconnaissance de I’écriture. Certains d’entre

eux sont utilisés pour notre tache de reconnaissance de mots manuscrits.

1.1.1 Notations

Dans nos travaux de recherche, nous utilisons des images en niveau de gris. La
valeur des pixels varie de 0 a 255. Plus la valeur est proche de zéro, plus le pixel est
foncé et, inversement, plus la valeur est haute, plus le pixel est clair. Nous nommons
pizel inverse du pixel piz le pixel de valeur 255 — pix. Les pixels inverses permettent
d’accentuer l'influence des pixels les plus foncés (pixels d’écriture, contenant 'infor-
mation utile) et sont utilisés dans certains calculs des Sections suivantes.

Nous notons une image I. I est de taille n; lignes et n. colonnes. Un pixel sur la
ligne j et la colonne i est noté I(i,7). ¢ = 1 représente la colonne de pixels la plus
a gauche et i = n, la colonne la plus a droite. Parallélement, j = 1 représente la

rangée de pixels la plus haute de I'image et 7 = n; la rangée de pixels la plus basse.

1.1.2 De la page au mot

De maniére générale, le but d’un systéme de reconnaissance d’écriture est, pour

une image scannée de texte en entrée — que ce soit une page d’un livre ancien ou
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bien un courrier envoyé a une entreprise — de retranscrire intégralement le texte écrit
afin, ensuite, de pouvoir le traiter. Afin d’étre traitées, les images sont analysées et
découpées en blocs de texte, puis en mots ou en lignes, qui sont les entités utilisées

par les systémes de reconnaissance d’écriture.

Sur la Figure 1.2 sont représentées les différentes étapes pour passer d’une page
manuscrite & des images de mots. La page est extraite de la base de données Rimes
dont le scénario est celui du courrier entrant d’une entreprise. On peut consta-
ter que cette image contient plusieurs blocs de texte : I’adresse du client, la date,
I'objet du courrier, la signature (encadrés en bleu) et le texte principal (encadré
en rouge). Une premiére étape est donc de séparer ces blocs de texte afin de les
traiter un par un. Suite a cette étape, on peut extraire les lignes des blocs détec-
tés. Plusieurs algorithmes d’analyse de structure de document (DLA : Document
Layout Analysis) existent & ce jour qui atteignent de bonnes performances pour
la distinction de blocs. Un état de l'art se trouve dans Cattoni et al. [21] ou Mao
et al. [103]. Certains algorithmes de DLA extraient méme directement les lignes de
texte de I'image sans passer par une découpe préalable de I'image en blocs (Li et al.
[94], O’Gorman [125], Nagy et al. [117]). Pour les documents imprimés, I'utilisation
d’histogrammes de projection est en général suffisante pour la détection de lignes
(Plamondon et Srihari [132]). Pour I’écriture manuscrite, des méthodes a base de
projection peuvent aussi étre utilisées (Manmatha et Srimal [102], Marti et Bunke
[108]) mais, lorsque lorientation globale du texte n’est pas horizontale au départ,
un prétraitement par transformation de Hough doit étre appliqué avant le calcul
des projections (Shapiro et al. [151]). La méthode de Hough [68] est d’ailleurs sou-
vent utilisée pour la détection de lignes droites dans une image (Likforman-Sulem
et al. [97]). D’autres méthodes peuvent encore étre citées pour la détection de lignes,
comme les méthodes de groupement de composants (Likforman-Sulem et Faure [96])
ou encore les méthodes a base d’étalement (en anglais smearing methods, voir Wong
et al. [166], LeBourgeois et al. [90]). Les difficultés de la détection de lignes dans un
document manuscrit sont clairement explicitées dans Likforman-Sulem et al. [98],
ou 'on voit d’ailleurs que la liberté d’écriture dans un systéme cursif est souvent
synonyme de lignes non horizontales, voire courbes. Récemment, des compétitions
de segmentation de texte en lignes ont été conduites (Gatos et al. [53]); les excel-
lents résultats de certains systémes (Shi et al. [152, 153]), y compris sur des images
difficiles, montrent que les méthodes de 1’état de I’art sont aujourd’hui compétentes

pour régler cette tache.
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FIGURE 1.3 — Illustration de la binarisation d’une image en niveaux de gris.

Le découpage d’une ligne en mots peut ensuite se faire de plusieurs facons et,
dans certains systémes de reconnaissance d’écriture, les lignes peuvent méme étre
directement utilisées en entrée (Natarajan et al. [118], Vinciarelli et al. [159]). Notre
systéme est construit pour la reconnaissance de mots. Cette approche a été motivée
par le fait que nous souhaitions construire d’abord un reconnaisseur robuste, et que
cela commence avec la reconnaissance de mots isolés. De plus, le grand nombre de
bases de données d’images de mots disponibles et référentes pour I’état de 'art des
systémes de reconnaissance d’écriture manuscrites nous ont permis de nous assurer
la robustesse de notre reconnaisseur. Nous verrons cependant au Chapitre 4 que
I'utilisation de modéles de langages lui permet aussi de reconnaitre des lignes.

La projection horizontale des pixels de la ligne ou bien le regroupement des
composantes connexes (un regroupement = un mot) sont les deux méthodes les plus
utilisées aujourd’hui pour la découpe d’une ligne en mots (Marti et Bunke [109]).
D’autres méthodes existent cependant mais leur description n’est pas I'objet de ce
travail. Une récente compétition de segmentation de lignes de texte en mots (Gatos
et al. [53]) permet d’avoir un bon apercu de I’état de 'art actuel des méthodes de
segmentation de lignes.

On peut donc découper une image de texte manuscrit libre en images de mots,
afin de traiter celles-ci directement avec le classifieur. Nous décrivons dans les Sec-
tions suivantes (1.1.3 & 1.1.6) quelles normalisations peuvent étre appliquées lors de

la découpe ou bien directement sur les images de mots.

1.1.3 Binarisation

Binariser une image en niveaux de gris consiste a la transformer en une image
en noir et blanc en associant a chaque pixel un label 0 ou 1 (0 pour blanc et 1 pour
noir). Ceci est illustré sur la Figure 1.3.

On peut distinguer deux types de binarisation d’images, globale et locale. La

binarisation globale trouve un seuil valable pour toute l'image, tel que les pixels
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dont la valeur est au-dessus du seuil sont considérés comme Darriére-plan (blanc)
et les autres comme l'information utile (appartenant aux mots écrits) (noir). La bi-
narisation globale a 'avantage d’étre rapide et, pour certains travaux comme ceux
effectués sur la base Rimes, elle peut étre amplement suffisante quand les images
utilisées sont trés propres. Un algorithme trés connu et amplement utilisé est 1’al-
gorithme de séparation de classes d’Otsu présenté dans [126]. Pour appliquer cet
algorithme, on calcule I’histogramme des valeurs des pixels en niveau de gris. L’al-
gorithme Otsu sépare cet histogramme en deux classes (foncé et clair) a partir des
moments des deux premiers ordres.

Il existe cependant des types d’images pour lesquels une binarisation globale
n’est pas possible ou donne des résultats désastreux, comme par exemple des images
de documents historiques dont le fond est taché : si le niveau de gris de la partie
endommagée est faible, il peut étre en dessous du seuil de binarisation; la partie
dégradée est ainsi considérée comme de 'information utile, alors qu’elle correspond
au fond de I'image. Des algorithmes de binarisation utilisant des seuils locaux ont
donc été proposés (Niblack [121], Sauvola et Pietikdinen [115], Kim et al. [81]),
permettant de traiter des images extrémement bruitées et de régler le probléme
de contraste de luminosité sur une méme page. Des compétitions de binarisation
d’images ont réguliérement lieu (Gatos et al. [51], Pratikakis et al. [137]), permettant
de comparer les derniers systémes publiés. Ainsi, en 2009 et en 2010, le méme systéme
est sorti vainqueur, basé notamment sur un calcul local de seuils et une estimation
d’arriére-plan (Su et al. [155]).

En fonction de la base de données de travail, il est possible de choisir une méthode
de binarisation particuliére. Dans le cadre de cette thése, nous utilisons des images
relativement propres donc une binarisation globale nous suffit. Nous utilisons dans

nos travaux la méthode dérivée de 'algorithme d’Otsu [126].

1.1.4 Calcul des lignes de base

Les lignes de base d’une image de mot sont les deux lignes qui délimitent la
partie haute et la partie basse du corps central d'un mot. On peut considérer que
ces lignes suivent la forme du mot ou bien les approximer par deux droites, comme
illustré sur Figure 1.4.

Il est souvent utile de calculer les lignes de base d’une image de mot (ou de

ligne) car elles peuvent étre ensuite utilisées pour la correction de pente d’'un mot,
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image d’origine ) les lignes de base

PE;LJQVx

- calcul du profil

- calcul du seuil Otsu

- détection des zones
possibles

FIGURE 1.4 — Calcul des lignes (droites) de base d’un mot avec la méthode de [160].

la normalisation de I'image en taille ou bien le calcul de caractéristiques. Les lignes
de bases permettent en outre de repérer les caractéres ascendants et descendants :
ce sont les caractéres ayant des parties non situées dans le corps central des lignes

de base (par exemple [ est ascendant et g descendant).

Il existe plusieurs méthodes pour extraire ces lignes, souvent basées sur ’analyse
de I'histogramme de projection horizontale des pixels de I'image sur un axe verti-
cal, comme les algorithmes présentés par Blumenstein et al. [13] ou Vinciarelli et
Luettin [160]. Dans nos travaux, nous utilisons [160] et avons adapté cet algorithme
(initialement développé pour des images binaires) a des images en niveau de gris de
la maniére suivante : le profil horizontal de 'image en entrée est calculé. Pour la
ligne numéro j de I'image, p; est la valeur moyenne des valeurs des pixels inverses

de la ligne, normalisée entre 0 et 1 :

1 X 255 — I(i,§)
(P

e 20

Grace a 'algorithme de séparation de classes d’Otsu [126] appliqué sur I’histo-
gramme des p;, 1 < j < ny, un seuil critique pj est trouvé, qui divise les lignes en
deux classes : les lignes potentiellement entre les deux lignes de base, et les autres.
Ce seuil est illustré sur la Figure 1.4 par la ligne rouge verticale. Les lignes consé-
cutives dont le profil p; est supérieur au seuil p; sont détectées (zones vertes sur
la Figure) et la zone contenant le plus de lignes consécutives {p; > p;} est la zone

définissant les lignes de base.
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image d’origine calcul de la pente correction de la image finale
pente et
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FIGURE 1.5 — Correction de la pente et de I'angle d’inclinaison d’un mot

1.1.5 Correction de la pente d’écriture et de ’angle d’incli-

naison des caractéres

Un exemple de correction de la pente d’'un texte (en anglais skew) et de I'angle
d’inclinaison de I’écriture (en anglais slant) est donné sur la Figure 1.5. Ces deux
normalisations d’images sont nécessaires pour réduire la variabilité des images lors
de 'apprentissage et de la reconnaissance.

En général, les méthodes de correction de pente utilisent un calcul de lignes de
base non horizontales puis redressent I'image (par une rotation) jusqu’a ce que les
lignes soient horizontales (Bozinovic et Srihari [14], Senior et Robinson [150]). Ces
algorithmes sont cependant trés dépendants du calcul de lignes de base penchées
et donc potentiellement fragiles. D’autres méthodes utilisent une maximisation de
I’histogramme de projection horizontale sur un axe vertical des pixels de 'image
tournée selon différents angles (Coté et al. [26], Vinciarelli et Luettin [160]). Ces
derniéres, plus robustes grace a leur indépendance vis-a-vis du calcul des lignes de
base, sont celles utilisées dans nos travaux. Une fois I'image tournée pour avoir une
ligne d’écriture horizontale, les lignes de bases sont recalculées (si ce n’est pas déja
fait avec I’algorithme) et on peut calculer I’angle d’inclinaison des caractéres.

Les algorithmes d’estimation d’inclinaison effectuent souvent une moyenne d’an-
gles d’inclinaisons locaux, estimés sur des parties ascendantes ou descendantes de
caractéres (Bozinovic et Srihari [14], Senior et Robinson [150], El-Yacoubi et al.
[11], Marti et Bunke [111]). L’inconvénient de ces méthodes réside dans le fait qu’elles
nécessitent une bonne estimation au préalable des ascendants et descendants et ne
sont pas robustes aux changements de stylos ou de style d’écriture. Pour pallier a
cela, Buse et al. [18] et Vinciarelli et Luettin [160] proposent d’utiliser le profil de

la projection verticale des pixels de I'image sur 1’axe horizontal. Pour notre travail,
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nous avons choisi la méthode [18] qui traite directement les images en niveau de gris

et ne nécessite donc pas de binarisation.

Pour un angle a donné, —45° < o < 45°, I'image en entrée est cisaillée (en anglais
sheared), ¢’est-a-dire que la nouvelle image I, (x,y) est décalée de I'image d’origine

I(x,y) selon les équations suivantes :

To = x—y.tan(a)

Yo =Y

Le profil horizontal de chaque image I, est calculé : pour la colonne numéro

de I'image, p; est la valeur moyenne normalisée des niveaux de gris de la colonne

ipi=1):

1 * * o 255 - [Oé(,l’j)
pz—apl avec  pi _;m
et C = sz*
i=1

On calcule alors pour chaque « la valeur H, :

Ne,a

H, =— Zpl- * log(p;)
i=1

ol (Nya,Neq) est la taille (nombre de lignes, nombre de colonnes) de I'image I,.
L’angle o qui minimise H, est 'angle d’inclinaison des caractéres. Miniminer H,,
revient en effet & choisir une image contenant un maximum de colonnes de pixels
unies — c’est a dire des colonnes de fond ou des colonnes d’écriture (dans ce cas, p;
est trés proche de 0 ou de 1, et donc p;log(p;) est proche de zéro). Ainsi les images
pour lesquelles les traits issus des ascendants et des descendants sont verticaux sont

favorisées : c’est le but de 'algorithme.
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image prétraitée
+
extraction des
lignes de base

image normalisée

thj‘—ﬁm en hauteur

z & (1/4 - 1/2 - 1/4)

FIGURE 1.6 — Normalisation de la taille des images par reproportionnement des
zones au-dessus, entre et en dessous des lignes de base.

1.1.6 Normalisation de la taille des images

La normalisation de la taille des images cherche a réduire les variations entre
images dues a la taille des mots afin d’améliorer les performances du reconnaisseur.
En général, la normalisation consiste a forcer les images & avoir une hauteur identique
(|33, 82]). Certains systémes (|31]) proposent en plus de reproportionner les images
avec 1’aide de leurs lignes de base comme illustré sur la Figure 1.6. Les proportions
de la normalisation ont pour effet d’accentuer I'importance de la zone entre les lignes
de base par rapport a sa taille initiale. Sur la Figure 1.6, les proportions sont 1/4 -
1/2-1/4.

1.1.7 Discussion

Cette Section a montré comment passer d’un probléme de reconnaissance de
document entier & un probléme de reconnaissance de mots manuscrits isolés. Nous
avons également présenté différentes formes de normalisation possibles pour une
image, par exemple la binarisation, la correction de pente et d’inclination des ca-
ractéres ou la modification de la taille des images. Ces normalisations sont utilisées
dans la majorité des systémes de I'état de 1’art. Pourtant nous nous demandons si
elles sont toutes utiles.

Par exemple, la binarisation rend parfois les contours des caractéres trés brui-
tés. De plus, le classement des pixels en deux classes (noir et blanc) donne moins
d’information qu’une distribution de valeurs de pixels sur 256 niveaux. De la méme
maniére, la normalisation en hauteur des caractéres est souvent utilisée mais elle

dépend du calcul des lignes de base. Or des erreurs sont possibles lors de ce calcul,
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ainsi la normalisation rendrait I'image en entrée «illisible » pour un oeil humain et
donc a fortiori pour un systéme de reconnaissance. De plus, trop de normalisation
peut faire perdre des informations précieuses, comme pour des taches de reconnais-
sance de scripteur : si les données en entrées sont trop semblables, il devient difficile
de discriminer des scripteurs.

Ainsi nous verrons dans le Chapitre 2 que nous avons choisi d’utiliser le plus
possible les pixels des images non modifiées (en niveau de gris), afin de conserver le
maximum d’information contenue dans I'image pour notre extraction de caractéris-
tiques et de n’utiliser 'image binarisée que pour certains types de caractéristiques.
De plus, nous ne normalisons pas la taille de nos images en entrée mais utilisons
plutot des caractéristiques dépendantes des lignes de base. Cela nous permet de
conserver les proportions originales de I'image tout en disposant des informations

sur les ascendants et descendants éventuellement présents dans le mot.

1.2 Extraction de caractéristiques

1.2.1 Présentation

Avant de pouvoir étre interprétées par un systéme de reconnaissance d’écriture
manuscrite, les images sont transformées. La retranscription correspond a un en-
semble de caractéristiques extraites des images ou de parties des images.

Il existe plusieurs facons d’extraire des caractéristiques d’une image de mot, soit
par fenétre glissante, soit par segmentation explicite de I'image (en graphémes),
soit directement sur I'image compléte. Quelle que soit la maniére de segmenter les
images, des propriétés des fragments d’image sont ensuite évaluées et représentées
numériquement dans un vecteur de taille n. On dit alors que le nombre de caracté-
ristiques extraites est n. L’ensemble des vecteurs extraits d'une image est appelé la
séquence de vecteurs de caractéristiques de [image.

Le principe de segmentation explicite d'une image est illustré sur la Figure 1.7.
Un algorithme permet d’isoler des fragments de mots appelés graphémes (parties
de caractéres ou caractéres entiers) a partir de points particuliers du contour. Le
principe de la fenétre glissante est illustré sur les Figures 1.8 et 1.9. Une fenétre
glissante est une fenétre de largeur fixe qui parcourt I'image de gauche a droite
(ou de droite a gauche) telle que deux fenétres consécutives se chevauchent. En

général, la hauteur de la fenétre est fixe et égale a la hauteur de I'image comme
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illustré sur la Figure 1.8 (El-Hajj et al. [10], Rodriguez et Perronnin [112], Dreuw

et al. [33], Wienecke et al. [165]). Certains systémes font évoluer la hauteur de leur
fenétre glissante avec la hauteur des caractéres de I'image (Figure 1.9), par exemple
Vinciarelli et al. [159)].

Les caractéristiques extraites peuvent étre de bas niveau : certains systémes uti-
lisent directement les pixels de la fenétre comme caractéristiques, d’autres utilisent
la distribution des pixels dans la boite ou la fenétre et analysent la géométrie qu’ils
forment. Elles peuvent étre aussi de haut niveau, c¢’est a dire qu’elles rendent compte
globalement de la forme des pixels dans la boite d’extraction, comme par exemple
la présence de jambages et d’ascendants ou le nombre de caractéres dans la fenétre.

Dans cette Section, nous avons choisi de ne présenter qu'un nombre limité de
caractéristiques que nous jugeons représentatives de I’ensemble des caractéristiques
utilisées aujourd’hui dans I’état de ’art de la reconnaissance de mots manuscrits.
Nous avons séparé les caractéristiques présentées en deux types, sachant que toutes
sont de bas-niveau : les caractéristiques géométriques et statistiques basées sur I’ana-
lyse de pixels et de leur configuration et les caractéristiques directionnelles issues des
descripteurs SIFT (en anglais Scale Invariant Feature Transform). Les SIFT sont
des descripteurs d’image indépendants de variations possibles telles la translation,

la rotation, ’homotétie d’une partie de I'image, etc. (Lowe [99]).

1.2.2 Caractéristiques géométriques et statistiques

Plusieurs systémes de 'état de ’art utilisent des caractéristiques que nous qua-
lifions de statistiques. Ces caractéristiques dépendent directement de la distribution
des pixels dans la fenétre glissante. Par exemple, Dreuw et al. [33|, Keysers et al. [32]
appliquent un filtre dérivatif de Sobel horizontal et vertical & une image préalable-

ment forcée a une hauteur de 16 pixels et font glisser une fenétre de largeur w = 1
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pixel sur les images dérivées. Les valeurs des pixels des images dérivées sont utilisées
directement en tant que caractéristiques (ou aprés une de réduction de dimension
par analyse en composantes principales).

Dans Vinciarelli et al. [159], 'image est binarisée puis une fenétre de hauteur
variable (qui suit la distance entre le pixel noir le plus haut et le pixel noir le plus
bas de la fenétre, cf Figure 1.9) est divisée en 4x4 cellules chevauchantes. Dans chaque
cellule, le nombre de pixels noirs est calculé et les 16 valeurs obtenues définissent le
vecteur de caractéristiques.

Les caractéristiques statistiques ont ’avantage d’étre robustes face au bruit ou a
la variabilité de I’écriture car elles utilisent des valeurs réelles au lieu de décrire des
formes. De plus elles sont souvent normalisées par une division par la taille de I'image
ou de la fenétre d’extraction : ceci permet de se passer de la normalisation en taille
des images et donc d’éviter une étape de prétraitement (sauf pour [33]). Cependant,
il est intéressant d’avoir dans le vecteur de caractéristiques des informations sur la
géométrie des pixels présents. Ainsi Marti et Bunke [111] proposent un ensemble de 9
caractéristiques géométriques pour images binarisées, extraites de fenétres glissantes
de largeur 1 pixel :

— le nombre de pixels noirs et les moments du premier et du second ordre de ce

nombre,

— la position des contours supérieur et inférieur, ainsi que leur dérivée au premier

ordre,

— le nombre de transitions noir/blanc dans la colonne de pixels,

— le nombre de pixels noirs entre les contours haut et bas.

Il a été montré que l'utilisation d’un mélange de caractéristiques statistiques
et géométriques permet d’améliorer considérablement les performances du systéme
de reconnaissance De Oliveira et al. [28], El-Hajj et al. [39]. Dans leurs travaux
[39, 10|, El-Hajj et al. utilisent des fenétres glissantes de hauteur égale a la hauteur
de I'image et de largeur w pixels, w > 1. Les fenétres parcourent 'image de gauche
a droite pour l’écriture latine et de droite a gauche pour I'écriture arabe. Elles
sont divisées verticalement en cellules de méme hauteur. Dans chaque fenétre sont
extraites w + 20 caractéristiques, dont certaines dépendent de la position des lignes
de base. Nous notons (geo) et (stat) les caractéristiques respectivement géométriques
et statistiques :

— 2 comptent le nombre de transitions caractére/arriére-plan : I'une dans la

fenétre, 'autre au-dessus de la ligne de base basse(geo).
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FIGURE 1.10 — Configurations de pixels comptées dans les caractéristiques géomé-
triques de El-Hajj et al. [39]
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— 12 sont reliées aux concavités présentes dans la fenétre. Les 6 configurations
de pixels sont illustrées sur la Figure 1.10. Pour chacune des configurations,
le nombre de pixels de la fenétre glissante lui correspondant est compté ainsi
que le nombre d’occurrences entre les lignes de base haute et basse (geo).

— 3 sont liées a la position du centre de gravité : I'une donne la zone du centre
de gravité dans la fenétre (au-dessus de la ligne de base haute, en dessous de
la ligne de base basse ou entre les deux). Une autre donne sa position par
rapport a la ligne de base basse (en terme de distance de pixels). La derniére
enfin est dérivative (différence des positions verticales du centre de gravité de
deux fenétres consécutives) (geo et stat).

— w caractéristiques correspondent aux moyennes des valeurs des pixels des w
colonnes de la fenétre glissante (stat).

— les 3 derniéres caractéristiques sont reliées directement aux densités de pixels :
la densité globale de pixels dans la fenétre et les densités au-dessus et en

dessous de la ligne de base basse (stat).

Grace a ’ajout de caractéristiques dépendantes des lignes de base, des informa-
tions morphologiques sont ajoutées sur les données en entrée du systéme (détection
de jambages et ascendants notamment). Ainsi El-Hajj et al. [39] proposent des ca-
ractéristiques alliant données statistiques et données géométriques et leur approche
permet d’éviter des étapes de prétraitement comme la normalisation de la taille
d’une image ou bien son reproportionnement. Cet ensemble de caractéristiques est
I’'un des plus robustes et représentatif des images initiales en ce qui concerne les

caractéristiques statistiques et géométriques.
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FIGURE 1.11 — Extraction des caractéristiques d’histogramme de gradient présentées
dans [112] : extraction des gradients des pixels

1.2.3 Caractéristiques directionnelles

En 1999 puis en 2004, Lowe [99]| présente ’algorithme SIFT pour la détection
d’invariants entre deux images. Brevetée depuis, 1'idée de descripteurs robustes a
diverses variations subies par une image a été utilisée dans de nombreux domaines
du traitement d’image, dont la détection d’objets ou encore la recherche d’image par
contenu. Récemment, Rodriguez et Perronnin [1412] ont proposé des caractéristiques
d’histogramme de gradient poursuivant cette idée de descripteurs invariants pour la
détection de mots dans une image.

L’extraction de ces caractéristiques est schématisée sur les Figures 1.11 et 1.12
et est expliquée briévement ici. Une fenétre glissante de largeur w = 16 pixels et
de hauteur fixe (la hauteur de I'image) traverse I'image de gauche a droite. Cette
fenétre est divisée en 4 x 4 cellules de taille identique et dans chacune de ces cellules
sont extraites 8 valeurs décrites ci-dessous, donnant un total de 4 x4 x 8 = 128

caractéristiques.

Pour un pixel donné¢, la magnitude et 'angle du gradient sont calculés :

mi@,y) = /To,(5,9)2 + In, (5,9)?

IDh (l‘, y)

O(x,y) = arctcm(ID @.0)

ou Ip, (resp. Ip,) est 'image originale dérivée par un filtre Sobel horizontal ([—1, 0, 1])
(resp. vertical ([—1,0,1]T)).

L’espace des angles |—m, 7| étant discrétisé dans 8 valeurs comme illustré sur
b
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FIGURE 1.12 — Extraction des caractéristiques d’histogramme de gradient présentées
dans [142] : calcul de 'histogramme

la Figure 1.12, 0(x,y) est forcément compris entre deux de ces valeurs (ou égal a
une). L’apport du pixel (z,y) a Phistogramme de ces 8 directions est alors de va-
leur m(z,y), distribué proportionnellement sur les deux valeurs entourant ¢ comme
schématisé sur la Figure 1.12. Pour chaque cellule de la fenétre glissante, la somme
des contributions des pixels sur les 8 directions est calculée. Une fois les 128 carac-
téristiques calculées, elles sont normalisées pour chaque fenétre d’extraction afin de

sommer a 1.

1.2.4 Bilan

Nous avons choisi de ne pas faire une liste exhaustive des caractéristiques utili-
sées actuellement dans I’état de ’art car elles sont trop nombreuses pour étre toutes
citées. L’extraction de caractéristiques est un sujet encore brilant aujourd’hui car
aucun concensus n’a été trouvé parmi les différentes approches existantes. Une uni-
formisation des caractéristiques en reconnaissance de I’écriture telle qu’elle existe en

parole (les MFCCs) parait pour I'instant peu probable.

Pourtant, il est admis aujourd’hui que les caractéristiques extraites d'une image
suivant certaines propriétés (comme les caractéristiques issues du mélange statistique-
géométrique ou encore celles dérivées des SIFT) donnent de meilleurs résultats. C’est

peut-étre une premiére piste vers une uniformisation des méthodes d’extraction.
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1.3 Les méthodes de reconnaissance de mots ma-

nuscrits a base de modéles de Markov cachés

Nous présentons dans cette Section quelques-unes des méthodes de 1’état de ’art
en reconnaissance d’écriture manuscrite, que nous jugeons appropriées pour étre
comparées a notre travail. Nous insistons particuliérement sur les méthodes a base
de Modéles de Markov Cachés (HMMs), présentés en Section 1.3.1, parce que ce
sont les méthodes les plus utilisées aujourd’hui et qu’elles atteignent les meilleures
performances. Les systémes de 'état de I'art les utilisent seuls ou bien dans des
systémes hybrides, comme nous le verrons dans la Section 1.3.2. A la fin de cette
Section, nous discutons (Section 1.3.3) d’autres méthodes qui n’utilisent pas de
HMDMSs afin de proposer un état de ’art le plus représentatif possible des méthodes

actuelles.

1.3.1 Meéthodes HMMs : généralités

Les modéles de Markov cachés sont une méthode utilisée depuis longtemps pour
la modélisation de séquences. Leur simplicité s’applique avec succés a une grande
diversité de taches : la reconnaissance de la parole, la reconnaissance de 1’écriture

manuscrite ou imprimée ou encore la bio-informatique [6].

Principe. Les modéles de Markov cachés sont un processus doublement stochas-
tique, largement utilisé pour modéliser statistiquement des séquences. D’une part,
la dynamique de la séquence a modéliser est représentée par une chaine de Markov,
c’est-a-dire un ensemble d’états et de transitions entre états; la particularité des
chaines de Markov d’ordre 1 est ’hypothése que la probabilité de se trouver dans
un état donné a un instant donné ne dépend que de I’état a l'instant précédent.
D’autre part, des densités de probabilité sont associées aux états afin de modéliser
les observations. La dénomination « modeéles de Markov cachés » vient du fait que
la séquence d’états correspondant aux données observées est inconnue de 'obser-
vateur, qui n’a accés qu’aux observations elles-mémes. Ainsi, par construction, les
HMMs ne peuvent pas fournir la séquence exacte d’états qui génére la séquence
d’observation O = 0105 ...0r mais il est possible de calculer la séquence d’états la

plus vraisemblable selon les données observées.
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Un modéle HMM discret !, que nous notons A = {N, M, A, B, 11}, est défini par :

— le nombre d’états N du modéle. Les états sont nommés sq, s9,...Sy et ¢ est
I’état au temps t. Qr est la séquence d’états ¢, qo, . . . qr-

— le nombre d’observations par état M, nommeées vy, Vs, ... VU.

— la matrice des probabilités de transition d’état a état A = {a;;}, ot a;; =
P(g; = sj|gi—1 = si) et 1 <'i,j < N. Par définition, 0 < a;; < 1 et Z;VZI a;; =
1.

— la distribution de probabilité B = {b;(k)} des symboles observés dans I'état
g, o bj(k) = P(oy = vglqr = ;).

— la distribution des états a 'instant initial IT = {m;} o m; = P(q1 = ;).

Les HMMs continus, trés utilisés dans les systémes de reconnaissance de I’écrit
ou de la parole, difféerent des HMMs discrets dans le sens ou il est imposé aux
b; une forme continue. Ainsi on ne parle plus de la probabilité d’émission d'un
vecteur d’observations mais de la vraisemblance qu’un tel vecteur soit émis alors
que le systéme est dans un état donné. Dans le cas classique, une loi normale multi-

gaussienne est utilisée et les b; sont de la forme :

M=

bj <0t) - ijN<0t7 Him; U]m)

m=1
o M est le nombre de gaussiennes, cj,, est le coefficient de la gaussienne numéro
m associée a 'état s; et M U, sont respectivement sa moyenne et sa matrice
de covariance. D’autres systémes cependant utilisent des lois différentes, comme par

exemple la loi de Bernouilli [57, 58] :

K D
bi(o) = > min [ [ P51 = pjwa)
d=1

k=1

o ;. est le coefficient du A°¢ mélange et pj, son prototype de Bernouilli, K le

nombre de mélanges et D la dimension des caractéristiques.

En général, les systémes de reconnaissance d’écriture manuscrite utilisent des

HMMs gauche-droit (de type Bakis), qui imposent des contraintes sur A, comme

1. les observations en sortie appartiennent & un espace discret et fini
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FIGURE 1.13 - HMM de type Bakis

illustré sur la Figure 1.13 :

L] o< ou
aij:0 S1 . .
J>1+2

La premiére condition signifie qu’il n’y a pas de transition d’un état vers un
état antérieur (modéle gauche-droite) et la seconde signifie que d’un état on ne peut
passer que vers lui-méme, vers I’état suivant ou bien celui qui suit le suivant (modéle
de Bakis). Sachant cela, on impose aussi une contrainte sur II : la séquence d’états

doit commencer par I’état 1 et terminer par I’état N, donc 7 = 1 et m; = 0sii # 1.

Les HMMs semi-continus, quant a eux, sont des HMMs continus dont les pa-
rameétres sont partagés. Cette modélisation est avantageuse par rapport aux HMMs
classiques continus car elle permet d’apprendre moins de parameétres avec autant
de données et d’éviter les phénoménes de suraprentissage qui nuisent a la capacité
de généralisation du modéle. En général, les HMMs semi-continus définissent un
ensemble de gaussiennes et l’ensemble des états partagent ces gaussiennes. Nous
verrons au Chapitre 3 que des partages de paramétres plus intéressants peuvent étre

effectués, qui améliorent considérablement les performances du systéme.

L’un des principaux avantages d’utiliser les modéles de Markov cachés est que
leur apprentissage ainsi que le décodage sont basés sur des algorithmes performants

et éprouvés, présentés ci-dessous.

Apprentissage. Il n’existe pas d’algorithme pour estimer les paramétres opti-
maux du modéle mais il est possible de trouver un maximum local, notamment a
'aide de I'algorithme EM (Espérance-Maximisation, en anglais Fzpectation- Maxi-
misation). Les paramétres du modéle X sont itérativement ajustés pour maximiser
la probabilité P(O|A) d’avoir généré les données observées avec le modeéle. A chaque

itération, on dispose du modéle précédemment calculé X et on cherche X tel que
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P(OJX) > P(O|\).

Dans le cas de 'algorithme Baum-Welch [7] (ou algorithme Forward-Backward),
X est trouvé par maximum de vraisemblance, c¢’est-a-dire en maximisant la fonction

auxiliaire Q(\, A) :

QAN =) Pqiga- - qr|0, Nlog[P(O, q1a - . . qr| )]
Qr

Le calcul de Q(X, A) est I'étape E de algorithme EM et la maximisation de Q(X, X)
est étape M. La procédure EM est répétée jusqu’a ce que P(O|X) — P(O|A) < ¢

pour € faible; le modéle trouvé maximise la vraisemblance.

L’algorithme Baum-Welch est a ce jour largement utilisé pour ’apprentissage des
modéles HMMs. 11 introduit deux probabilités : la probabilité avant oy (i) (forward)
et la probabilité arriere [;(i) (backward). (i) est la probabilité de la séquence
d’observation partielle 01, 02, ...0; d’étre dans d’état s; a 'instant ¢ et [(5,(i) est
la probabilité d’observer la séquence partielle de symboles 0441, 0¢42,...0r en
supposant, étre a 1’état s; a I'instant ¢. L’algorithme Baum-Welch se résume en trois
étapes : d’abord une passe avant (forward) puis une passe arriére (backward) suivie

d’une passe de lissage.

[’étape forward consiste a calculer par récurrence les oy (i) a partir de t = 1. La

récurrence s’initialise :
a;(i) = pour 1 <i<N
Puis le passage de a; & oy s’effectue avec le calcul suivant :

a1(j) = {vazl a(i)a;; 1bj(0441) pour 1<j<N
t=1...T -1

Durant I’étape backward, on calcule les 3;(i) par récurrence inverse (en commen-

cant a t = T). L’initialisation est donnée en posant :

pr(i) = 1 pour 1<i<N
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et le passage de f;11 a f; se calcule :

Bi(i) = 3051, aishi(0641)Bria (4) pour 1<i<N
t=T-1...1

Les probabilités avant et arriére sont ensuite combinées pour obtenir la probabi-
lité d’étre dans ’état s; a l'instant ¢ :
(i) (1)
P(q = si|O,A) = ————-=. 1.1
Cette probabilité est dite lissée car elle utilise les connaissances avant et arriére
pour son calcul. Les probabilités oy (i) et 5;(i) sont enfin utilisées dans le calcul de

la probabilité d’étre dans I'état s; a l'instant ¢ et dans I'état s; a ¢+ 1 :

_ (%) aijb;(0441) Bey1(7)
P(O]N)

Pg = si, g1 = 5|0, A) (1.2)
Avec les deux valeurs définies dans les équations 1.1 et 1.2, il est ensuite possible de

ré-estimer les paramétres a;; et b;(¢) du modele HMM A.

Décodage. Le but du décodage de modéles HMMs est de choisir la séquence
d’états Qr = qiqo...qr optimale correspondant aux données observées Or =
0105 . ..oy sachant qu’on dispose du modéle A. La séquence ()} est celle qui maximise
P(Or,q1q2 - - - qr|\).

Il ne serait pas correct de calculer ()7, en prenant, pour chaque instant ¢, I’état
s* qui maximise P(¢ = s|O, A). En effet, les états ¢ seraient individuellement les
plus probables mais la séquence qu’ils produiraient ne serait pas viable car elle ne
prendrait pas en compte, entre autres, les probabilités de transition possibles entre

états.

La séquence 7 se construit alors par récurrence. Supposons qu’a l'instant ¢ on
connaisse la meilleure séquence d’états QF (les états de 1 a t) et que celle-ci finisse
par 'état s; au temps t. On définit alors 6,(¢), la vraisemblance que la séquence
d’observations 01, 02, . . . 0; soit produite par cette séquence d’états optimale. Pour

chaque étape de la récurrence, on conserve le souvenir de la séquence (); dans la
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variable ¢, (7). La récurrence s’initialise alors :

5(1) = 1
d(i) = 0 sii> 1 (HMMs de Bakis)

Le passage de I'instant ¢ a I'instant ¢t 4+ 1 se calcule ensuite :

Oir1(y) = max |0(d)ai;|b;(or)
¢(j) = arg max [6,(i)a;;|

La terminison s’obtient enfin :

g = arg max |07 (i)

L’algorithme de Viterbi se termine en effectuant un parcours en arriére sur les

états optimaux. Pour chaque instant ¢ <T', g; s’obtient :
G = ¢t+1(qf+1)

Les modéles de Markov cachés en reconnaissance d’écriture. L’utilisation
massive des HMMs dans les systémes de reconnaissance de I’écriture se justifie par
I’énonciation du probléme : pour une image donnée, O représente ’ensemble des
vecteurs de caractéristiques (en anglais, frames) extraits de cette image. Etant donné
que ’on dispose des données observées O, on cherche ensuite a trouver la séquence
de symboles @ qui maximise la probabilité a posteriori d’avoir émis w sachant que

I'on dispose des données Or, P(w|Or). Grace a la loi de Bayes, on peut écrire :

S
Il

argglax P(w|Or)
P(w) P(Or|w)

= argmax
" PlOr)
= argmax P(w)P(Or|w)

P(w) est la modélisation des séquences possibles de symboles w. P(Or|w) est
la probabilité d’observer la séquence de vecteurs de caractéristiques Or sachant le

modéle d’écriture, que les algorithmes Baum-Welch (pour 'apprentissage) et Viterbi
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FIGURE 1.14 — Le modéle d’'un mot est la concaténation des modéles HMMs des
caracteres le composant.

(pour le décodage) permettent de déterminer.

Dans le cas de la reconnaissance de mots, w est une séquence de caractéres et
P(w) représente le lexique ou le modéle de langage ; un HMM modélise un caractére
et le modeéle d’un mot est la concaténation des modéles de caractéres le composant,

comme illustré sur la Figure 1.14.

1.3.2 Etat de ’art des méthodes a base de HMMs

On peut regrouper sous trois catégories les systémes de reconnaissance de mots
manuscrits : les méthodes holistiques, celles & base de segmentation explicite d'un

mot en graphémes et les méthodes a segmentation implicite.

Les méthodes holistiques considérent un mot comme une entité. Les caracté-
ristiques sont extraites sur le mot sans le décomposer et chaque mot correspond a
un modéle unique appris. Ces méthodes ont été appliquées avec succés a des taches
trés précises, comme la reconnaissance de montant sur les chéques ou bien la re-
cherche de mot-clef dans un document mais leur utilisation reste limitée. En effet,
ce type de méthode ne passe pas a I’échelle d’'un plus grand lexique et exige que le
nombre d’exemples d’apprentissage soit élevé pour chaque modéle, ce qui n’est sou-
vent pas réaliste dans le cadre de la reconnaissance de mots en général. Cependant,
I'utilisation d’une classifification a base de méthode holistique peut permettre pour
certaines taches de réduire le lexique de test en amont (Madhvanath et Govindaraju

[101]) ou encore d’aider au nettoyage d’images dégradées (Lavrenko et al. [39]).

Les méthodes & base de segmentation explicite d'un mot découpent un

mot en sous-parties, les graphémes, puis des caractéristiques sont extraites sur ces
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graphémes. Les graphémes peuvent étre soit des caractéres, soit des parties de ca-
ractéres. Pour chaque mot, une ou plusieurs segmentations sont conduites en méme
temps et certains graphémes peuvent étre regroupés entre eux pour former des ca-
ractéres. Les mots peuvent étre modélisés de deux fagons. Soit un classifieur de
caractére isolé modélise (puis reconnait) chacun des caractéres proposés dans cha-
cune des segmentations [16, 83, 41, 86]. Dans ce cas, la phase d’apprentissage et
de décodage se simplifie & un classifieur de caractéres isolés, pour lequel I'état de
I’art atteint actuellement d’excellentes performances. Le décodage peut d’ailleurs
étre guidé par un lexique afin d’avoir un nombre de mots autorisés fini. De plus, il
est possible d’appliquer un modéle de langage sur les n meilleures sorties du classi-
fieur pour chaque graphéme afin d’améliorer les performances. Une autre facon de
modéliser les mots est d'utiliser des HMMs pour les décomposer en une séquence de
graphémes [60, 5, 113]. L’inconvénient majeur de méthodes a base de segmentation
explicite est que la segmentation en elle-méme est périlleuse. En effet, les méthodes
de segmentation en graphémes utilisent des heuristiques basées sur des intuitions
humaines et non des régles automatiques. Ainsi il est impossible de vérifier que la
segmentation en graphémes est correcte (aucun graphéme ne doit étre partagé par
deux caractéres) ou bien que, dans toutes les segmentations et regroupements de

graphémes proposés, la segmentation en caractéres est bonne [35].

Les méthodes séquentielles, & base de segmentation implicite, sont a ce
jour les méthodes les plus utilisées en reconnaissance de 1’écriture manuscrite et
produisent la plupart des meilleurs systémes. Elles sont utilisées avec des modéles
de Markov [159, 100, 15, 40, 134, 143, 58] ou bien avec des réseaux de neurones
par exemple [11]. Ces méthodes ont ’avantage de ne pas nécessiter de segmentation
explicite des images en entrée, aussi l'utilisation de modéles statistiques permet
d’étre peu sensible aux variations de forme des caractéres ou au bruit qui les entoure.
De plus, ces méthodes ont une grande flexibilité vis-a-vis de la longueur des modéles,
ce qui est un avantage pour la reconnaissance de I’écriture, ou la taille des mots d'un
document a un autre peut varier grandement. Enfin, ces méthodes considérent les
mots écrits comme des observations séquentielles, c¢’est-a-dire une suite d’éléments
ordonnés : c’est sans doute la modélisation la plus naturelle.

Le tableau 1.1 dresse une liste non exhaustive de classifieurs aujourd’hui consi-
dérés comme a 'état de 'art et qui utilisent I'une de ces trois méthodes. Cette

liste insiste plus sur les méthodes a base de modéles de Markov cachés étant donné
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que c’est ce que nous utilisons dans notre systéme. Cette sélection est donnée par
ordre de parution des systémes — si les systémes ont été améliorés depuis, la derniére
publication le concernant (& notre connaissance) est dans le tableau. On peut voir
que de nouvelles méthodes a base de segmentation explicite des mots en graphémes
n’apparaissent, plus, alors que les travaux de recherche sur les méthodes & base de
segmentation implicite sont toujours d’actualité.
Dans le tableau 1.1, nous utilisons certaines abbréviations explicitées ci dessous :
— HMM signifie que la méthode utilise des Modéles de Markov Cachés. Il existe
plusieurs types de HMMs, comme les HMMs discrets, continus, semi-continus
ou encore les HMMs a distribution de Bernouilli, comme nous I’avons décrit
dans la Section 1.3.1.
— NN veut dire Réseau de Neurones (Neural Network) et les sigles RNN et SNN
signifient que les méthodes utilisées dérivent respectivement des Réseaux de

Neurones Récurrents et des Réseaux de Neurones Segmentaux.

1.3.3 Discussion

Nous avons présenté en Section 1.3.2 un état de l'art général de systémes de
reconnaissance de mots manuscrits a base de HMMs, dont les principes ont été
développés en Section 1.3.1. Dans cette Section, nous approfondissons I’étude de la
Section 1.3.2. Des méthodes citées dans le tableau 1.1, nous retenons 3 courants

principaux pour les classifieurs a base de HMMs, décrits ci-dessous.

Les HMMs continus sont trés répandus dans les systéemes de I'état de 'art de
la reconnaissance de mots manuscrits. Ils sont le plus souvent utilisés accompagnés
d’améliorations annexes. Ainsi le systéme de 'Université de Aachen [33, 34, 32]
utilise un classifieur & base de HMMs gaussiens mais pratique un apprentissage
discriminant afin d’améliorer ses performances. De plus, pour I’écriture arabe, des
modéles de silence intra-mots permettent a leur systéme d’étre a I’état de 1’art lors
de récentes compétitions. De méme, El-Hajj et al. [39] utilise des HMMs classiques ;
I’élaboration de caractéristiques géométriques (cf Section 1.2) ainsi qu'une combinai-
son des sorties de trois classifieurs HMMs a ’aide de Réseaux de Neurones donne de
bons résultats. Enfin, le systéme utilisé par Marti et Bunke [111], qui utilise aussi des
HMDMs gaussiens classiques, modélise chaque caractére en fonction de sa longueur, ce

qui permet d’augmenter les performances du systéme. Enfin, si toutes ces méthodes
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Systéme / | Méthode | Caractéristiques, options, Article(s)
Exploitant | utilisée optimisations, etc de référence
A2iA segm. Systéme hybride : segmentation Gorski et al. [60], 2001
explicite explicite et reconnaissance de Augustin [5], 2001
+ hybride | graphémes par NN puis passage de | Menasri [113],2008
HMM /NN | graphémes a mots par HMMs
Concordia combin. Reconnaissance et segmentation de | El-Yacoubi et al. [11], 1999
University, HMMs et | mots avec HMMs et caractéristiques | Koerich et al. [36], 2006
Montréal NNs haut niveau. Reco. lettres par SNN
segm. et caract. bas niveau
[AM - Bern | HMMs La longueur des modéles dépend Marti et al. [111], 2001
du caractére. Décodage avec Bertolami et al. [11], 2007
modéele de langage Vinciarelli et al. [159], 2004
BBN HMMs HMDMs semi-continus + modéles de | Natarajan et al. [119], 2001
Technologies caracteres en contexte. Décodage Cao et al. [20], 2010
avec modele de langage MacRostie et al. [100], 2010
TU HMMs Reconnaissance d’adresses avec Brakensiek et al. [15], 2004
Miinchen n-grams de caractéres et
adaptation au scripteur
University HMMS Approche holistique de reconnais- Lavrenko et al. [39], 2004
of Massa- -sance de documents historiques
chusetts dégradés monoscripteur pour le
nettoyage d’images
UOB et HMMs Caractéristiques géométriques et El-Hajj et al. [39], 2005
Télécom combinaison de classifieurs par El-Hajj et al. [10], 2005
ParisTech réseaux de neurones
TU HMMs HMMs semi-continus. La longueur | Wienecke et al. [165], 2005
Dortmund des modéles dépend du caractére Plotz et al. [133], 2008
Plotz et al. [134], 2009
University HMMs Caractéristiques d’histogramme de Rodriguez et al. [112], 2008
of Leeds gradient. Localisation de mots Rodriguez et al. [113], 2009
sur une page avec des HMMs
semi-continus
University HMMs Modéles pour les espaces intra- Dreuw et al. [33], 2008
of Aachen mots (arabe) + apprentissage Dreuw et al. [341], 2009
(RWTH) discriminant (adaptation des Dreuw et al. [32], 2009
modéles)
University HMMs Mélanges de distributions de Gimenez et al. [59], 2008
of Valencia Bernoulli dans les HMMs Gimenez et al. [57], 2009
(UPV-DSIC) Giménez et al. [58], 2010
University hybride : Systéme hybride : un perceptron Espana-Boquera et al. [17],
of Valencia HMMs + | mutli-couches estime les proba. 2009, Espana-Boquera
(UPV-DSIC) | NNs d’émission des états des HMMs et al. [11], 2010

TABLE I.I —Selection de systéemes a base de HMMs pour Ta reconnaissance de mots

manuscrits
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utilisent des mélanges multi-gaussiens pour probabilité d’émission, d’autres lois de-
puis ont été proposées et évaluées, comme la loi de Bernoulli, utilisée par Giménez
et al. [58]. Le caractére méme des distributions de Bernouilli permet de recevoir
en entrée du systéme directement les pixels de I'image binarisée et donc d’éviter
de passer par une extraction de caractéristiques. Comme discuté dans la Section
1.2.4, 'extraction de caractéristiques d’images pour 'apprentissage de modéles ou
la classification n’est pas un probléme résolu. Ainsi, des systémes qui ne nécessitent
pas une extraction explicite de caractéristiques mais qui incluent une phase d’ex-
traction automatique et implicite, par exemple par apprentissage automatique, nous

semblent prometteurs.

Les HMMs semi-continus attirent plus spécialement notre attention car ils se
répandent depuis peu dans la reconnaissance d’écriture manuscrite. Le partage de
paramétres permet de mieux apprendre chaque modéle, en particulier si le nombre
de données d’apprentissage n’est pas élevé. Ce partage (que ce soit un partage de
distributions gaussiennes entre tous les états ou bien un partage d’états entre dif-
ferents HMMs de caractéres) permet aussi d’élaborer des modéles plus complexes
et plus précis, comme par exemple les modeéles de caractéres dépendants de leur
contexte, qui sont au coeur de notre systéme de reconnaissance de mots manuscrits
(voir Chapitre 3).

Les systémes hybrides HMMs / NN sont trés intéressants car la combinaison
des deux méthodes permet d’éviter certains problémes d’'une méthode en utilisant
I’autre. Par exemple, les réseaux de neurones peuvent étre utilisés pour calculer les
probabilités d’émission des états des HMMs [5, 113]. Cela permet de faire de I’ap-
prentissage discriminant et de remplacer le calcul des mélanges gaussiens dans les
HMMs classiques par un réseau de neurones, plus rapide lors du décodage. Aussi,
en reconnaissance de I'écriture en ligne, les réseaux de neurones a convolution per-
mettent de dépasser le probléme de I'extraction de caractéristiques que rencontrent
les systémes HMMs en général [135]. En effet, 'extraction est effectuée par le réseau
directement sur les pixels et ce type de systéme permet d’apprendre les caractéris-
tiques a extraire, au lieu de forcer le systéme a travailler avec des caractéristiques

choisies.
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Nous ne pouvons clore cette Section de discussion sans évoquer une derniére
méthode, qui n’utilise pas de HMMs mais obtient de trés bons résultats en recon-
naissance d’écriture manuscrite : les Réseauzr de Neurones Récurrents sont en effet
a ce jour le systéme de référence de I'état de 'art (voir Grosicki et El-Abed [641]). s
sont présents dans le monde de 'apprentissage depuis plusieurs années (Hochreiter
et Schmidhuber [67]) et le développement récent de réseaux LTSM (long-short term
memory) a permis leur application récente a la reconnaissance de la parole (Eck
et al. [36]) et de Iécrit (Graves et Schmidhuber [62]). Contrairement aux HMMs, les
RNNs utilisent un apprentissage discriminant et les caractéristiques qui représentent,
les données sont adaptatives (apprises sur les données). De plus les RNNs ne font
pas I’hypothése de 'indépendence entre les observations, contrairement aux HMMS.
Nous comparerons donc dans le Chapitre 4 (Expériences) notre systéme original a

d’autres systéemes HMMs, ainsi qu’aux RNNs.

Conclusion du chapitre 1

Dans ce premier chapitre, nous avons présenté une introduction & la reconnais-
sance de documents manuscrits. Nous avons vu en premier lieu que le traitement
d’un document manuscrit se fait en plusieurs étapes : d’abord la structure du docu-
ment est extraite et ensuite les paragraphes isolés sont analysés un a un; les lignes
les composant sont détectées, afin que les mots qui les composent soient reconnus.
Avant de procéder a la lecture de lignes, nous avons vu qu’il est nécessaire de prétrai-
ter les images. Certains documents manuscrits sont en effet bruités et les systémes

de reconnaissance peuvent en étre affectés.

Dans la deuxiéme partie de ce chapitre, nous avons décrit comment transformer
une image afin qu’elle soit interprétée par un systéme : c’est I'extraction de carac-
téristiques. Plusieurs types de caractéristiques peuvent étre extraites d’une image
selon le systéme de reconnaissance choisi. Elles peuvent étre haut niveau, bas ni-
veau, liées aux statistiques des pixels ou bien a la forme des caractéres présents dans
I'image. Pour extraire les caractéristiques d’'une image, plusieurs approches sont
possibles : I'approche a segmentation explicite ou I'image d’un mot est découpée en
sous-parties (graphémes), I'approche holistique et I'approche a segmentation impli-
cite. Cette derniére est ’approche que nous choisissons. Elle a ’avantage d’éviter

les difficultés de segmentation de la premiére et permet au classifieur d’apprendre
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un plus grand nombre de modéles que la deuxiéme. Une segmentation implicite des
images de mots est caractérisée par une extraction de caractéristiques par fenétres
glissantes. Nous avons présenté dans ce chapitre les caractéristiques rencontrées le
plus fréequemment dans 1’état de I'art pour les systémes a base de fenétres glissantes.
Nous avons réutilisé certaines d’entre elles dans notre systéme, comme nous ’expli-
querons dans le Chapitre 2.

Enfin, ce premier chapitre a permis d’introduire 1’utilisation de modéles de Mar-
kov cachés pour la reconnaissance de mots manuscrits. Les HMMSs représentent a ce
jour la technique la plus utilisée pour cette tache. Ceci s’explique grace a certaines
de leurs propriétés, notamment leur capacité & modéliser des séquences de longueur
variable. Nous avons donné un apercu des techniques a base de HMMs utilisées dans
I’état de I’art de la reconnaissance de I’écriture manuscrite. Trois courants majeurs
se dégagent : les systémes HMMSs classiques, ol chaque caractére est représenté
par un HMM dont les états sont modélisés par des distributions de probabilité in-
dépendantes d’'un état a un autre, les systémes HMMs hybrides, ou le calcul des
probabilités d’observation se fait avec des réseaux de neurones et enfin les systémes
HMDMs semi-continus. Ces derniers attirent plus précisément notre attention car ils
permettent une modélisation plus fine des caractéres tout en controlant la multipli-
cation des parameétres que cette modélisation implique. Le systéme original que nous
présenterons au Chapitre 3 se base sur cette idée tout en proposant une nouvelle
facon de partager les paramétres des modéles HMMs afin d’améliorer le systéme.

[’état de I'art des systémes de reconnaissance de mots manuscrits que nous avons
présenté dans ce chapitre reste dans le périmétre des systémes a base de HMMs. Tl
nous faut pourtant évoquer qu’il existe d’autres types de classifieurs, appliqués avec
succes a cette tache, comme les classifieurs & base de réseaux de neurones. Lors
de la présentation de nos résultats au Chapitre 4, nous reviendrons sur ces autres

classifieurs, qui atteignent des performances comparables a celles des HMMs.
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Chapitre 2

Systéme de reconnaissance de mots
manuscrits a base de HMMs

(GGaussiens indépendants du contexte

Introduction

La plupart des méthodes de reconnaissance de mot manuscrits présentées dans
le chapitre précédent partagent la méme vision des images de mots en entrée du
systéme : elles convertissent ces images en séquence d’observations. L’approche sé-
quentielle de la reconnaissance d’écriture manuscrite est aujourd’hui la méthode qui
fonctionne le mieux car elle respecte la nature méme des données. Avant d’aborder
les modéles en contexte au Chapitre 3, qui représentent une approche originale de
I’application de HMMs a la reconnaissance de ’écriture, nous présentons dans ce
chapitre un systeme HMM classique. L’élaboration de ce systéme garantit la mise
en place d'un reconnaisseur HMM classique robuste, qui pose les bases du reconnais-
seur avec modéles en contextes. Le systéme présenté dans ce chapitre profite en outre
d’apports originaux, comme les caractéristiques dynamiques ou encore 1’adaptation
du nombre d’états a la longueur des caractéres.

Le chapitre est organisé ainsi : la Section 2.1 présente les caractéristiques uti-
lisées dans nos systémes HMM (classique et en contexte). La Section 2.2 explicite
notre fagon d’utiliser les algorithmes d’apprentissage et de décodage des HMMs pour
I’élaboration de nos modéles. Enfin, la Section 2.3 propose une technique originale

d’amélioration de performances, optimisant le nombre d’états du HMM de chaque
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caractére appris.

2.1 Extraction de caractéristiques

La premiére étape d’un systéme a base de HMMs est de prétraiter, normaliser et
transformer en un signal interprétable (séquence de vecteurs de caractéristiques ou
séquence de sous-parties de I'image) les images en entrée. Nous avons présenté dans le
Chapitre 1 différents prétraitements applicables aux images, comme la binarisation,
la correction d’angle et de pente de I’écriture ainsi que la normalisation des images
en hauteur. Dans notre systéme, nous avons choisi de conserver les images dans leur
niveau de gris initial afin de ne pas perdre d’information et de ne pas modifier la
taille des images. Le seul prétraitement que nous appliquons est la détection d’angle
et de pente, afin d’harmoniser le parcours des fenétres glissantes lors de I'extraction
des caractéristiques.

Nous avons aussi présenté au Chapitre 1 les caractéristiques les plus utilisées
pour la reconnaissance d’écriture manuscrite. Nous présentons ici les caractéristiques
que nous utilisons (voir Section 2.1.1), qui sont une combinaison des caractéristiques
géométriques (cf Section 1.2.2) et des caractéristiques d’histogrammes de gradient (cf
Section 1.2.3). Dans cette Section, nous présentons aussi les ajouts et changements
que nous avons appliqués aux caractéristiques que nous utilisons, afin d’améliorer
notre systéme : calcul d’une régression (voir Section 2.1.2) et analyse en composantes

principales (voir Section 2.1.3).

2.1.1 Caractéristiques utilisées dans le systéme HMM Gaus-
sien

Caractéristiques géométriques : L’avantage des caractéristiques géométriques
présentées par El-Hajj et al. [39] (cf Section 1.2.2) est qu’elles dépendent des lignes
de base, ainsi une normalisation de la taille des images n’est pas nécessaire. Ces
caractéristiques modélisent des comportements géométriques des caractéres. Nous
utilisons donc cet ensemble mais nous avons 6té trois des caractéristiques proposées :
les 2 correspondant au nombre de transitions arriére-plan / écriture (dans la fenétre
glissante et entre les lignes de base) et la caractéristique de position du centre de
gravité de la fenétre glissante (au-dessus des lignes de bases, en dessous ou entre les

deux). Ces trois caractéristiques ont été enlevées car leurs valeurs sont discrétes et ne
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pourraient étre modélisées correctement par des distributions Gaussiennes. Ceci nous
permet d’éliminer le paramétre n..;s de 'extraction de caractéristiques, dont seules
2 de ces 3 caractéristiques éliminées dépendaient. Ainsi, les caractéristiques que nous
calculons ne dépendent plus que de la largeur de la fenétre w et du chevauchement
d (et, par définition, des lignes de base de I'image).

Nous avons modifié les calculs proposés par El-Hajj pour 'extraction sur images
binaires afin de travailler avec les niveaux de gris. Soit r(¢) la somme des pixels

inverses (c’est-a-dire 255 - pixel) de la ligne i de la fenétre courante :
r(i) =Y 255 —1I(i, j) (2.1)
j=1

On utilise les pixels « inverses » afin de donner plus de poids aux pixels d’écriture,
foncés, dont la valeur en niveau de gris est faible par rapports aux pixels de fond,
clairs, dont la valeur est proche ou égale a 255.

L’ensemble des caractéristiques géométriques et statistiques calculées est défini
ci-aprés (d’aprés le paragraphe 3.4.1 du manuscrit de Thése de El-Hajj [2]) :

f1 @ densité des pixels d’écriture dans la fenétre.

"

fi= ZT(Z’) (2.2)

n; X w
3

fo @ différence de position verticale entre le centre de gravité g de la fenétre
courante et celui de la fenétre précédente. Pour la premiére fenétre la différence se
calcule avec la position de la ligne de base basse.

f3 : différence de position verticale entre le centre de gravité g de la fenétre
courante et la position de la ligne de base basse.

Le calcul du centre de gravité g d’une fenétre s’effectue ainsi :

- Yorix (i)

9= n : 2.3
D) >

Si iy, est la position verticale de la ligne de base basse, on a donc :
fo = gt)—g(t=1) (2.4)
fo = W (2.5)

ny
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f1 : densité des pixels d’écriture au-dessus de la ligne de base basse.

f5 : densité des pixels d’écriture en-dessous de la ligne de base basse.

1 ip
fi = nlxw;r(z’) (2.6)
o= PR 2.7

fe & fi1 : caractéristiques de configurations locales (concavités) relatives a ’en-
semble de la fenétre.

f12 & fi7 @ caractéristiques de configurations locales relatives aux pixels entre les
lignes de base haute et basse.

Les caractéristiques de configurations loncales, ou concavités, sont calculées en
comptant, dans la zone concernée, le nombre de pixels correspondant a certaines
configurations (représentées sur la Figure 2.1) et en normalisant par la hauteur de
la zone. Ainsi, si fg est la caractéristique représentant le nombre de configurations
haut-gauche dans la fenétre et fi5 est celle pour le nombre de configurations bas-droit
entre les lignes de base alors, aprés une binarisation de I'image par la méthode Otsu

[126], on compte :

Chg.fen = mnombre de pixels dans la fenétre correspondant
a la configuration haut-gauche
Chgmea = nombre de pixels dans la zone comprise entre les lignes de base

correspondant a la configuration bas-gauche

(2.8)
Puis :

C en

fo = ol (2.9)
ny

C me
fis = —med (2.10)

Lub — b

(iup est la position verticale de la ligne de base haute)

fis & fisyw_1 : densité des pixels d’écriture dans chaque colonne j de la fenétre
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Pixel central

Pixel d’écriture

haut-gauche haut-droit bas-droit
Pixel de fond
Pixel libre
bas-gauche vertical horizontal
FIGURE 2.1 — Configurations locales proposées par El-Hajj [39] pour le calcul de
caractéristiques géométriques.
(1<j<w).
1 &
s = = 30255~ 100, @11)
Lzt

Caractéristiques directionnelles : Nous avons souhaité apporter une dimension
statistique a notre extraction de caractéristiques en associant aux caractéristiques
géométriques un autre type de caractéristiques : les histogrammes de gradient. Ces
caractéristiques, présentées dans la Section 1.2.3, calculent I'histogramme des di-
rections des gradients de cellules découpées dans la fenétre glissante. Discrétisant
I'espace des angles [—m, 7| dans 8 directions possibles, le nombre de caractéristiques
extraites est donc égal a 8 fois le nombre de cellules de la fenétre. Etant donné
que les caractéristiques géométriques sont déja nombreuses, nous avons choisi de ne
pas découper la fenétre en cellules et donc d’accumuler dans un seul histogramme
I’ensemble des directions présentes dans la fenétre. Ces deux types de caractéris-
tiques sont extraites avec des fenétres glissantes différentes dans les travaux qui les
présentent. Nous avons donc ajusté le parcours de la fenétre des caractéristiques

d’histogramme de gradient afin qu’il suive celui des caractéristiques géométriques.

Résumé : Ainsi, pour une fenétre de largeur w pixels, de hauteur n,.s pixels (la
hauteur de I'image) et de décalage avec la fenétre suivante ¢ pixels, les caractéris-

tiques sont :
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— 17 + w caractéristiques géométriques (les w caractéristiques correspondent a

la valeur moyenne des pixels dans chaque colonne de la fenétre)

— 8 caractéristiques d’histogrammes de gradient.

Nous obtenons donc un ensemble de 25 + w caractéristiques extraites par le
systéme de fenétres glissantes sur les images. Nous avons tracé sur la Figure 2.2
la distribution empirique de chacune des caractéristiques. Les distributions ont été
calculées sur les caractéristiques extraites des images de mots la base Rimes [70]
(environ 50000 images) avec une fenétre glissante de largeur w = 9. D’aprés leur
allure, il semble raisonnable d’approximer ces densités avec des mélanges de distri-
butions Gaussiennes. Ainsi ces caractéristiques sont cohérentes avec notre approche

utilisant des HMMs gaussiens.

2.1.2 Caractéristiques dynamiques : régression du premier et

du second ordre

Le principe des fenétres glissantes pour extraire des caractéristiques d’'une image
permet de capturer le coté séquentiel de I'écriture. Les fenétres étant choisies chevau-
chantes en général, les liens inter et intra-caractéres sont aussi pris en compte mais
de maniére réduite. Nous avons alors souhaité augmenter I'importance de I'informa-
tion sur I’environnement d’un caractére avec une dérivation temporelle, c’est-a-dire
au niveau de la succession des fenétres lors du parcours de 'image. La dynamique
des fenétres glissantes entourant la fenétre courante est prise en compte par le calcul
de caractéristiques dynamiques.

Certains systémes de I’état de D’art utilisent aussi le principe de la dérivation
dans extraction de caractéristiques. Par exemple [33] calcule la différence oy — 0y_1
et I’ajoute a son vecteur de caractéristiques. [L’approche que nous proposons utilise
une régression au lieu d’'une simple dérivation. La régression permet d’obtenir plus
précisément la pente du gradient et est plus robuste [9].

Notons p I’abscisse en pixels de la fenétre courante et K le nombre de fenétres par-
ticipant au calcul des caractéristiques dérivées. La dérivation prend alors en compte
les fenétres situées aux positions p —d*xi et p+d*1, pour 1 < i < K, comme illustré
sur la Figure 2.3. La dérivation est calculée par une régression (K représente donc
la profondeur de la régression). En reconnaissance de la parole, les régressions du
premier et du second ordre sont connues respectivement comme les coefficients delta

et delta-delta des caractéristiques cepstrales.
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FIGURE 2.2 — Distribution des valeurs des 25-+w caractéristiques (w = 9). Les

caractéristiques 1 a 5 et 18 & 26 sont statistiques, les caractéristiques 6 a 17 sont
géométriques (caractéristiques de concavité) et les caractéristiques directionnelles
sont celles de 27 a 34.




44 CHAPITRE 2

p-26 pé  p pré p+2é

FI1GURE 2.3 — Illustration du calcul de la régression sur les caractéristiques extraites
par fenétres glissantes.

Soit 0; le vecteur de caractéristiques de la fenétre courante ( a la position p) et
0j+i (resp. 0j_;) celui de la fenétre décalée de i * 0 (resp. —i * J) pixels, située a
labscisse p + i % ¢ (resp. p — i % §). La régression du premier ordre du vecteur de

caractéristiques o; s’écrit :

S i(0j4i — 0j-4)
AOJ': 12 JK > J . (212)
Dol

2% K vecteurs o, sont donc pris en compte pour le calcul des caractéristiques dyna-

miques.

La régression du second ordre AAo; se calcule simplement a partir de celle du

premier ordre, en remplacant o; par Ao; dans I’équation 2.12 :

SR (Ao — Noj;)
2500 2

ANo; = . (2.13)

Le vecteur de caractéristiques final 0;, en entrée du systeme, est alors la conca-

ténation du vecteur initial o; et de ses régressions :
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2.1.3 Analyse en composantes principales

Nous avons présenté dans cette Section les caractéristiques que nous utiliserons
dans notre systéme de reconnaissance de mots manuscrits. Nous verrons, lors de la
présentation de notre modélisation, que nous supposons que les dimensions des ca-
ractéristiques sont indépendantes entre elles (matrice de covariance diagonale pour
les HMMs, voir Section 2.2). Cette hypothése impose une restriction trés forte sur
nos caractéristiques. Un moyen répandu d’assurer 'inter-indépendance et I'orthogo-
nalité des dimensions de notre systéme est d’appliquer une analyse en composantes

principales (ACP; en anglais PCA, Pincipal Component Analysis) sur nos données.

L’ACP a en outre 'avantage de réduire la dimension des données en perdant le
moins d’information possible : les observations o;, de dimension n, sont projetées
sur un sous-espace de dimension n’ < n dont chaque dimension correspond & une
combinaison linéaire des dimensions de ’espace de départ. Chaque dimension choisie
pour la projection est une composante principale et on peut choisir leur nombre. Les
composantes sont rangées par ordre d’importance d’information qu’elles contiennent
et les plus faibles sont éliminées en priorité. Nous verrons au Chapitre 4 qu’il est
possible de diviser par deux le nombre de dimensions tout en conservant plus de

90% de I'information utile.
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FIGURE 2.4 — Le modéle d’'un mot est la concaténation des modéles HMMs des
caracteres le composant.

2.2 Apprentissage et décodage avec des HMMs gaus-

siens

Les modeéles de Markov cachés sont une méthode depuis longtemps éprouvée et
connue pour la modélisation de séquence, comme présenté dans la Section 1.3.1.
Dans ce chapitre, nous présentons notre maniére d’utiliser des HMMs continus pour
la reconnaissance de mots manuscrits. Ceci nous permet de poser les bases d'un
systéme robuste a partir desquelles nous développerons au prochain chapitre notre
systéme original de modéles en contexte. Nous utilisons le logiciel HTK [169] pour
I’apprentissage et le décodage de nos modéles.

Dans notre systéme, nous utilisons une approche par segmentation implicite et
les HMMs modélisent des caractéres. Les modéles de mots sont construits en conca-
ténant les modeéles des caractéres qui les composent, comme illustré sur la Figure 2.4.
Cette modélisation permet une fois un alphabet appris (comme le latin, 'arabe ou le
cyrillique) d’utiliser n’importe quel lexique pour le décodage, pourvu qu'il soit basé
sur le méme alphabet. Ainsi, contrairement aux méthodes holistiques pour lesquelles
le lexique de mots est prédéfini (et de taille restreinte), le lexique dans notre cas est
libre. En général, on suppose que les données (de dimension n : n caractéristiques
sont extraites) ont leurs dimensions indépendantes entre elles. Ainsi les matrices de

covariance utilisées sont diagonales.

2.2.1 Apprentissage

Tous les modéles de caractéres suivent la topologie de Bakis avec S états émet-

teurs (transitions gauche-droite et saut d’état autorisé). Cette topologie est illustrée




A-L. Bianne Bernard 47

)

FIGURE 2.5 — Illustration de la topologie de type Bakis utilisée pour nos modeéles,
ou chaque état est représenté par un mélange de distributions gaussiennes.

sur la Figure 2.5.

La densité de probabilité des observations est un mélange de distributions gaus-
siennes. Le nombre optimal Ng de gaussiennes dans les mélanges est calculé sur une
base de validation. Le mélange final est obtenu par incrémentation du nombre de
gaussiennes dans chaque état, depuis 1 gaussienne par état jusqu’'a Ng. A chaque
étape d’augmentation du nombre de gaussiennes, une fois que le nombre désiré de
gaussiennes a été ajouté, les paramétres sont ré-estimés avec l’algorithme Baum-
Welch.

La procédure d’ajout de gaussienne(s) a un mélange est décrite dans les Al-
gorithmes 1 et 2. Dans I’Algorithme 1, o,, représente la racine carrée des termes
diagonaux de ¥, : pour i € [1...n|, 0y = \/2mai (n est le nombre de caractéris-
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tiques extraites des images).

Algorithme 1: Procédure AjoutiGaussienne pour ajouter une gaussienne a

un mélange contenant n gaussiennes

1 Trouver la gaussienne m : N (p,; X,,) au poids w,, le plus fort parmi les n
gaussiennes;

m = arg max_wj ;
j€[l...n]

Scinder la gaussienne m en deux gaussiennes m; et ma;
my 2 N (o +0.20,,; 5,,) et ma 2 N (g — 0.20,,; 5,) ;

Winy s Wing $— Wiy /2 ;

Supprimer m et ajouter my et mo au mélange ;

Algorithme 2: Procédure d’apprentissage avec incrémentations successives du

nombre de gaussiennes par mélange

Initialisation : n < 1 ;
tant que n < Ng faire
si n < 10 alors
AjoutlGaussienne ;
n+<n+1;
Ré-estimation des paramétres avec 1’algorithme Baum-Welch ;
sinon si n < 20 alors
répéter
AjoutlGaussienne ;
jusqu’a n < n+ 2;
Ré-estimation des paramétres avec ’algorithme Baum-Welch ;
sinon
répéter
AjoutiGaussienne ;

jusqu’a n < n + 4;

Ré-estimation des paramétres avec ’algorithme Baum-Welch ;

fin
fin




A-L. Bianne Bernard 49

2.2.2 Deécodage

Le décodage se fait avec I’algorithme de Viterbi, présenté en Section 1.3.1. Etant
donné que nous travaillons sur une tache de reconnaissance de mots, nous choisis-
sons de ne donner aucune connaissance a priori sur la vraisemblance des mots du

vocabulaire. Ainsi, les mots du test ont tous la méme probabilité.

2.3 Adaptation du nombre d’états par caractére a

la morphologie du caractére

Nous présentons dans cette Section une derniére amélioration de notre systéme
a base de HMMs sans contextes : ’adaptation de la morphologie du modéle HMM
a la longueur du caractére.

La Figure 2.6 illustre le probléme discuté ici : la taille d’un caractére peut étre
plus ou moins grande et les majuscules ne sont pas les seuls caractéres larges. Ainsi,
les lettres m de « mois » et C de « Cliente »  sont trés longues, alors que les
lettres ¢ de « mois » et de « Cliente » et [ de « Cliente » et de «la» sont au

contraire trés courtes. Il ne serait donc pas justifié de modéliser les caracteres C' et

o g #

. - - - long
mois Cliente la de

m avec le méme nombre d’états que ¢ ou [.

FIGURE 2.6 — Illustration des différences de longueurs des caractéres latins

Les HMMs a durée variable ont été introduits par Chen et al. [22] et Kundu
et al. [37] pour des systémes de reconnaissance de mots a base de segmentation en
caractéres. Depuis, ils ont été introduits dans les reconnaisseurs HMMs sans seg-
mentation [171, 116, 33]. On peut déterminer de plusieurs maniéres la morphologie
des HMMs des caractéres.

Empiriquement, il est possible de calculer la longueur moyenne L(C') (en nombre
de vecteurs d’observation) d’un caractére C' dans la base de données et de dire que

le nombre d’états de ce caractére est égal a sa longueur moyenne.
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Soient wordsc 1’ensemble des mots contenant au moins une fois le caractére
C, |we| le nombre de caractéres C' dans le mot w, w € wordsc (il peut y avoir
0, 1 ou plusieurs caractéres C' dans un méme mot) et |w| et L(w) sa longueur
(respectivement en termes de nombre de caractéres et de vecteurs d’observation).

|C| est le nombre total de caractéres C' dans la base de données. Alors :

1 L(w) |we|
L(C) = 15 we§d80 o] (2.14)

Ce calcul donne une bonne idée des statistiques de la base de données de travail
et permet de retrouver les valeurs observables graphiquement, comme par exemple
de fortes valeurs pour les caractéres m et C' et faibles pour i et [ (cf Figure 2.6). Il
est souvent utilisé pour la modification de longueur de modéle. Ainsi, Zimmermann
et Bunke [171] décrivent deux méthodes basées sur ce calcul empirique pour une
topologie HMM sans saut d’état. Cette topologie leur permet d’établir un nombre
d’états minimal pour chaque caractére. Les deux méthodes calculent L(C') pour
chaque caractére, puis la premiére choisit une fraction de ce nombre (dont la valeur
est optimisée sur une base de validation) pour déterminer la topologie des modéles,
alors que la deuxiéme utilise des quantiles. Ces deux méthodes, par leur utilisation
d’une topologie sans saut d’état, choisissent cependant mal les topologies des carac-
téres les plus courts. Dreuw et al. [33], quant & eux, utilisent directement les valeurs
L(C) obtenues pour leur topologie et permettent les sauts d’états afin de faciliter la

modélisation des caractéres courts.

Itérativement, il est aussi possible de déterminer les variations des longueurs
des caractéres. Ainsi Schambach [116] initialise les HMMs de ses caractéres avec un
nombre d’états identiques. Puis, & chaque itération, chaque modéle est dupliqué dans
trois sous-modéles : I'un est identique, le deuxiéme a un état en plus et le troisiéme un
état en moins. A la fin de I'itération, le sous-modéle ayant la probabilité d’émission
la plus forte est choisi. Méme si cette méthode donne de bons résultats, elle a le

désavantage d’étre trés fastidieuse.

Statistiquement, enfin, on peut déterminer la longueur optimale d’un modéle
HMM de caractére. Nous proposons ici une méthode similaire a celle de [116] mais

dont la convergence est beaucoup plus rapide. Cette solution maximise directement
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la morphologie des HMMs au lieu de travailler d’abord sur les caractéres, comme la
solution empirique.

Les HMMs des caractéres sont d’abord initialisés avec un nombre d’états iden-
tiques (topologie de Bakis et 1 seule Gaussienne par état) et plusieurs itérations de
I’algorithme Baum-Welch sont effectuées afin d’obtenir des modéles stables. Durant
la derniére itération de I’algorithme d’apprentissage, les statistiques de passage dans

chaque état sont conservées :

D(s) = " 00, (2.15)

ol vs(0y) est la probabilité a posteriori que I'observation oy soit générée par ’état s.
La somme est effectuée sur I’ensembre des observations disponibles, Or = oy, . .., or.
Nous notons S 'ensemble des états du HMM du caractéere C'. La longueur statis-

tique du caractére, L,(C'), se calcule :

2 sese L(3)

LS(C) = |C|

(2.16)

Le nombre d’états du caractére C' est alors modifié et égal a la valeur entiére
de Ls(C'). En une itération, on obtient donc directement les nouvelles longueurs de
modeéles pour chaque caractére. Cette manipulation est alors répétée, jusqu’a ce que
le changement de topologie ne soit plus significatif (S — Ls(C') < 7, 7 étant choisi

sur une base de validation).

Conclusion du chapitre 2

Nous avons présenté dans ce chapitre un systéme de reconnaissance de mots ma-
nuscrits basé sur des HMMSs gaussiens pour modéliser des caractéres. Une premiére
étape consiste a extraire les caractéristiques des images par des fenétres glissantes.
Les caractéristiques extraites sont un mélange de caractéristiques géométriques, sta-
tistiques et directionnelles pour a la fois intégrer les particularités de I’écriture mais
aussi les caractéristiques des distributions de pixels dans une image. Nous avons

introduit par la suite des caractéristiques dynamiques par 1’ajout de régression aux
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caractéristiques initiales. Ceci nous a permis d’ajouter des informations sur les fe-
nétres avoisinantes dans la fenétre courante. Ensuite, nous avons proposé d’effec-
tuer une analyse en composantes principales de I'espace des caractéristiques afin
de projeter les données sur un nombre réduit de dimensions et donc de réduire la
dimensionnalité du probléme ainsi que d’assurer la légitimité de 'utilisation d'une
matrice de covariance diagonale dans les HMMs gaussiens (inter-indépendance des
dimensions des observations). L’ACP assure une réduction de complexité tout en
conservant un maximum d’information.

Dans une deuxiéme partie, nous avons présenté notre procédure d’apprentissage
incrémental des HMMs de caractéres, ainsi que le décodage. Les observations en en-
trée du systéme sont alors soit les caractéristiques calculées sur les images, soit leur
projection post-ACP. Enfin, nous avons proposé dans une troisiéme partie d’amé-
liorer notre modélisation en adaptant de maniére originale le nombre d’états pour
chaque HMM de caractére.

Dans ce chapitre, nous avons donc mis en place un systéme a base de HMMs
sans contexte et avons travaillé sur les caractéristiques et ’apprentissage afin de
I'optimiser. Ce systéme est notre systéme de référence. Il sert a la fois de base pour
la construction de notre systéme original & base de modéles de caractéres en contexte

présenté au chapitre suivant mais aussi de point de comparaison avec ce dernier.
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Chapitre 3

Systéme de reconnaissance de mots
manuscrits a base de HMMs

(zaussiens en contexte

Introduction

Pour notre systéme de reconnaissance d’écriture manuscrite, nous avons choisi
I’approche analytique & base de HMMs gaussiens et ['utilisation de fenétres glissantes
pour l'extraction des caractéristiques. Dans le Chapitre 2, nous avons présenté un
systéme générique de reconnaissance de mots manuscrits a base de HMMs gaussiens
de monographes : un modele HMM modélise un caractére. Nous avons cherché a
optimiser ce systéme en agissant sur les caractéristiques, la morphologie des modéles
et le calcul des mélanges de distributions gaussiennes dans chaque état.

Dans ce chapitre, nous proposons une nouvelle optimisation du systéme, en utili-
sant une méthode originale pour affiner les modéles de caractéres : modéliser chaque
monographe en fonction de son contexte dans le mot. Le contexte d'un caractére
est représenté par les deux caractéres ’entourant : le caractére le précédant et le
caractére le suivant. Les nouveaux modéles sont appelés trigraphes. Avec cette ap-
proche, nous cherchons a augmenter le degré de précision des modéles. Une telle
modélisation implique cependant une augmentation considérable du nombre de pa-
ramétres a calculer pour le systéme. Celui-ci nécessite alors un trés grand nombre de
données d’apprentissage afin d’estimer correctement tous les contextes de tous les

caractéres. En pratique, cela n’est pas toujours possible. Si certains contextes sont
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trés fréquents (par exemple le caractére g est — presque — toujours suivi d’un u en
francais), la plupart d’entre eux ne posséderont pas assez d’exemples dans ’ensemble

d’apprentissage pour étre appris correctement.

Plusieurs solutions existent pour contourner ce probléme, toutes basées sur le
principe de regroupement de certains parameétres des modéles. Dans notre systéme,
nous proposons un partage de paramétres au niveau des états. L’originalité de ce
partage est qu’il est effectué non pas par calcul de distances entre les données mais
avec l'aide entre autres choses de nos connaissances sur la morphologie des contextes
(en anglais, knowledge-driven clustering). Ces connaissances nous ont permis de créer
un ensemble de questions binaires pour le latin et pour 'arabe. Celles-ci servent a la
construction d’arbres de décision dont les feuilles correspondent aux clusters d’états
partagés.

Ce chapitre est consacré a la description des étapes de construction de notre
systéme original. Nous présentons dans un premier temps notre principe de modéli-
sation de caractéres en fonction de leur contexte (Section 3.1), puis nous discutons
en détail de la contruction et de I'utilisation des trigraphes (Section 3.2). Les arbres
binaires de décision pour le clustering d’états, au coeur de notre systéme, sont pré-
sentés en détail dans la Section 3.2.2 et leur intérét pour le décodage de mots avec

un lexique indépendant de I’ensemble d’apprentissage est discuté en Section 3.2.3.

3.1 Les trigraphes ou modéles en contexte

3.1.1 Intérét de la modélisation en contexte

Notre objectif étant de construire des HMMs de caractére de plus en plus précis,
nous avons dans un premier temps souhaité évaluer la précision de la modélisation
par monographes. Pour cela, nous avons calculé la variance de la vraisemblance des
monographes. Une vraisemblance trés variable est un indicateur d’'un modéele peu
précis de monographe et nous souhaitons éviter ce cas de figure dans notre systéme.
Dans le paragraphe qui suit, nous avons évalué cette variance sur les caractéres latins

appris sur la base Rimes.

Les vraisemblances de chaque caractére sont calculées par alignement avec 1’al-

gorithme de Viterbi de chaque monographe sur les données. La variance de vraisem-




A-L. Bianne Bernard 55

blance d’'un monographe C est calculée de la maniére suivante :

Ol = |C|Z jo— Lo)? (3.1)

|C| est le nombre de fois o le caractére C' est rencontré dans 1’ensemble d’appren-

-eme

tissage, L; ¢ est la vraisemblance du j¢¢ exemple de C' (L; ¢ est normalisée par le

-eme

nombre de vecteurs d’observations associés au j¢¢ exemple) et Lo est la moyenne

empirique des vraisemblances de C'.

La Figure 3.1.a montre le nombre d’exemples de chaque monographe dans I’en-
semble d’apprentissage. La Figure 3.1.b donne quant a elle la variance de la vraisem-
blance des monographes de la base d’apprentissage de Rimes (avec les monographes
rangés dans le méme ordre que ceux de la Figure 3.1.a). L’observation de la Figure
3.1 permet de comprendre que la variance de la vraisemblance d’un monographe
n’est pas nécessairement liée au nombre d’exemples de celui-ci. Ainsi, le caractére
57 (qui correspond a g) a une forte variance (environ 45) comparativement a d’autres
monographes avec un nombre d’exemples similaires (environ 300) : 7, f et le symbole
de Papostrophe (sur la Figure 3.1, monographes 55, 56 et 58) ont une variance trois

fois plus faible (environ 17).

Cette étude motive notre choix de modéliser plus finement les monographes. 1l
reste cependant a choisir quels modéles privilégier pour une nouvelle estimation. En
effet, alors qu’il serait par exemple intéressant de modéliser plus finement le carac-
tére g afin d’obtenir des « sous-modéles » plus précis (& variance de vraisemblance
plus faible), on ne souhaiterait pas démutliplier les modéles des caractéres avec peu
d’exemples (moins de 50), méme §'ils ont une trés large variance (plus de 100 pour

les monographes 5 et 9, correspondant a W et q).

On ne peut donc directement utiliser les données collectées par 'étude de la
variance de la vraisemblance pour choisir les monographes a& modéliser plus finement.
Nous proposons plutot d’agir a un niveau plus précis pour ce choix : au niveau des
états des HMMs de caractéres. La méthode que nous présentons dans les Sections

suivantes permet d’établir quels états de quels HMMs nécessitent plus de précision.
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FIGURE 3.1 — Comparaison de la variance des monographes (b) et de leur nombre
d’exemples dans la base d’apprentissage (a). Les monographes sont rangés dans le
méme ordre dans (a) et (b).
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Wibiee Aol

(a) 7 et n dans le mot
Monsieur

(b) i et n dans le mot distingué

FIGURE 3.2 — Illustration de I'influence du contexte d’un caractére en écriture. Les
mots Monsieur et distingué ont été écrits par la méme personne mais, dans chacun,
la forme des caractéres ¢ et n change en fonction des caractéres adjacents.

3.1.2 Présentation

Nous avons vu dans la Section 2.1.2 comment introduire une notion de contexte
au niveau des caractéristiques avec une régression. Nous souhaitons maintenant ex-
ploiter I’observation présentée sur la Figure 3.2 : un caractére a une forme variable
suivant sa position dans un mot et les lettres qui I’entourent. Le systéme présenté ici
prend en compte cette idée en modélisant un caractére en fonction de son contexte
gauche et droit : un trigraphe.

Une telle modélisation est utilisée en parole pour simuler 'effet de co-articulation
et les modéles sont nommés triphones [91]. Mais, comme nous I’avons mentionné
dans l'introduction, trés peu de travaux de reconnaissance de ’écriture abordent
les modéles en contexte et explorent leurs avantages. Il est vrai que 'inconvénient
majeur de la modélisation des caractéres en fonction de leur contexte est que le
nombre de paramétres des HMMs de tous les trigraphes possibles a modéliser est
trés élevé et que, pour un vocabulaire de taille moyenne (4000 mots), le manque
de données pour 'apprentissage devient un probléme patent. Il existe pourtant des
méthodes pour réduire ce nombre, basées sur le partage des paramétres entre modéles
ou entre états par exemple. Nous avons choisi d’utiliser une méthode de clustering
sur les positions d’états afin de pallier ce probléme et d’inclure efficacement des
trigraphes dans notre systéme.

Le prétraitement des images en entrée et l'extraction des caractéristiques (géo-
métriques, statistiques et dynamiques) sont identiques a ceux du systéme générique
décrit dans le Chapitre 2. L’apport majeur de notre systéme, outre la modélisation

de caractéres en fonction de leur contexte, est 1'usage d’un processus de partage de
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paramétres utilisant un clustering d’états basé sur des arbres de décision binaires.
Ces derniers sont construits & partir de questions originales que nous avons défi-
nies pour le latin et pour ’arabe aprés observation de la morphologie des caractéres

présents dans les lexiques dont nous disposions.

3.1.3 Modélisation des caractéres en contexte

Le principe de modélisation de caractéres en fonction de leur contexte est assez
naturel car il nous parait logique que la forme d’un caractére varie en fonction des
lettres qui ’entourent. Cette modélisation consiste & définir un mot non pas comme
une succession de caractéres mais comme une succession de caractéres avec leur
contexte. Les monographes du Chapitre 2 sont remplacés par des trigraphes, ou le
caractére central est influencé par le caractére le précédant (contexte précédent ou
contexte gauche en latin) et celui le suivant (contexte suivant ou contexte droit en
latin). D’un point de vue syntaxique, nous notons un conterte précédent avec un
signe moins -’ et un contexte suivant avec un signe plus ’+’. Sur la Figure 3.2.a, le

modéle du n de Monsieur devient le modéle du trigraphe o-n+s.

Pour commencer I’apprentissage de ces nouveaux modéles, 'ensemble des tri-
graphes de la base d’apprentissage est listé. Typiquement, pour un lexique d’ap-
prentissage latin de 'ordre de 4000 mots, on peut compter plus de 5000 trigraphes
différents. I’apprentissage des modéles de trigraphes pourrait étre effectué direc-
tement a partir des trigraphes précédemment listés, chacun étant appris sur les
exemples qu’il posséde dans la base d’apprentissage. Cependant, cela s’aveére difficile
car certains trigraphes ont trop peu d’exemples pour étre appris correctement. De
plus, le nombre de parameétres a calculer croit lorsque le nombre de Gaussiennes dans
les mélanges des densités de probabilités augmente. Ainsi, pour une base d’appren-
tissage avec 5000 trigraphes différents environ, si la topologie de modéles est de S
états émetteurs et N Gaussiennes dans chaque mélange avec S et Ng de 'ordre de
10, le nombre de paramétres & calculer monte & presque un demi-million, ce qui est
tout a fait prohibitif étant donné la quantité de données disponibles dans la plupart
des bases de données publiques d’écriture manuscrite. C’est pourquoi nous considé-
rons dans notre systéme le partage de paramétres par un clustering d’états : celui-ci
permet de pallier & la fois le probléme du manque de données d’apprentissage ainsi

que celui du trop grand nombre de modéles a calculer.
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FIGURE 3.3 — Présentation générale du systéme a base de HMMs de caractéres en
contexte.

3.2 Apprentissage des trigraphes et partage des pa-
ramétres HMMs

3.2.1 Présentation générale

Dans cette Section, nous présentons en détail notre systéme paramétrant les
HMMs de caractéres en fonction de leur contexte, schématisé sur la Figure 3.3. Nous
détaillons les étapes de mise en place du partage des paramétres entre trigraphes
précédant le processus final d’apprentissage.

Le premier apprentissage est celui des monographes du lexique d’apprentissage.
Les monographes sont initialisés avec une seule distribution Gaussienne associée a
chaque état, puis plusieurs ré-estimations sont effectuées avec 1’algorithme Baum-
Welch. Les trigraphes sont alors eux-mémes initialisés en copiant les modéles appris
des monographes : pour un monographe donné, tous les trigraphes de la base d’ap-
prentissage centrés sur ce caractére sont listés et le HMM du monographe est copié
pour correspondre au modéle initial de chacun des trigraphes. Ensuite, une premiére
ré-estimation (avec 2 itérations) Baum-Welch de tous les trigraphes est effectuée.
Durant cette étape, nous avons choisi de partager les matrices de transition entre
trigraphes avec méme caractére central. Nous avons en effet observé qu’une fois la
topologie d'un modéle choisie des modifications sur les coefficients de la matrice de

transition ont une trés faible influence sur la phase de reconnaissance. Considérant
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cette information, nous avons alors imposé que les trigraphes ayant le méme carac-
tére central (tous les * — C' 4 * pour chaque caractére C' appartenant a I’alphabet)
partagent leur matrice de transition. Ainsi, le nombre de matrices a calculer se réduit
au nombre initial de monographes.

La seconde étape de notre systéme est le clustering d’états appliqué aux tri-
graphes. Le principe du clustering état par état est que, pour les trigraphes associés
a une lettre centrale donnée, tous les états correspondant & une méme position dans
le modéle HMM sont soumis & un clustering. Cette étape est illustrée plus en détails
sur la Figure 3.4.

Fink et Plotz [18] et Natarajan et al. [1 18] ont montré Uefficacité du regroupement
de parameétres au niveau des états pour la modélisation de caractéres contextuels.
Tous deux calculent un nombre prédéfini de gaussiennes (codebook) pour chaque
position d’état de chaque caractére central. Les états piochent ensuite dans le co-
debook leur étant associé pour élaborer leur modele. L’attribution des gaussiennes
se fait par minimisation de distance euclidienne entre le modéle d’état initial du
trigraphe et les gaussiennes du codebook (data-driven clustering). Si cette modéli-
sation leur permet de gagner en performance, le gain obtenu n’est cependant pas
rentable comparativement a ’augmentation en complexité de leur systéme (tous les
trigraphes ont des modeéles différents).

Nous différons de ce qui est proposé dans [18, 118] de deux maniéres. D’une part,
nous calculons des clusters d’état pour chaque position d’état de chaque caractére
central donné. Cela nous permet d’adapter le nombre de gaussiennes a définir au
nombre réel nécessité. Soit C' le caractére central considéré. N différents trigraphes
existent dans la base d’apprentissage, centrés sur C'. Donc pour chaque position
d’état i des trigraphes * — C' + x, i € [1...S], No différents états devraient étre
calculés. [’utilisation de clusters d’états permet la réduction du nombre de modéles
a calculer. Ainsi pour la position d’état numéro i, n; o < NN, clusters sont sélectionnés
pour représenter tous les états de la position ¢, définissant n; o différents modeéles
d’états s; 4, j € [1...n;¢]. Un état en position ¢ prend alors sa valeur dans 'un
des s; ; modeles. Si S * N¢ est le nombre d’états & calculer sans clustering, alors le
nombre final d’états a apprendre pour modéliser tous les trigraphes centrés sur le

caractére C est :

S
ZTLLC << S* N¢ (32)
i=1

Considérons deux exemples. Le caractére z, qui a peu d’occurences dans ’en-
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FIGURE 3.4 — Illustration du clustering d’états pour les trigraphes centrés sur la
lettre b.
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semble d’apprentissage, ne posséde qu'un seul cluster pour la position d’état numéro
4 des trigraphes * — z + % alors que le caractére central e en a 15 pour cette méme
position. Si le nombre de gaussiennes par mélange Ny est de I'ordre de 20, alors
seules 20 gaussiennes seront calculées pour la position 4 des trigraphes centrés en
z et, 300 pour ceux centrés en e. Cette modélisation permet donc de mieux gérer le
calcul de gaussiennes pour les mélanges comparativement a ce qui est proposé dans
[48, 118].

D’autre part, nous différons de la modélisation de Fink et Pl6tz [18] et Natarajan
et al. [118] dans 'utilisation d’arbres de décision pour calculer nos clusters au lieu
de nous baser sur un clustering de type data-driven. Nous expliquons en détail notre
méthode de calcul en Section 3.2.2. Cette étape nous a permis de réduire le nombre
de parameétres drastiquement.

La derniére étape de contruction de nos modéles contextuels consiste a regrouper
les trigraphes identiques. En effet, étant donné que le clustering d’états entraine une
réduction importante du nombre d’états différents, certains trigraphes se retrouvent
partager exactement le méme cluster pour chacune des positions d’état et donc étre
identiques. Cette étape permet de réduire le nombre de modéles différents définis.

Une fois que le calcul et la mise en place des clusters d’états sont terminés, le
systéme est prét a finir d’apprendre les modéles des caractéres en contexte. (Pour
des raisons de complexité, un modéle d’état est représenté par une seule distribution
Gaussienne durant la phase d’initialisation des trigraphes et des clusters d’états.) En
utilisant I'algorithme Baum-Welch pour les étapes de ré-estimation des paramétres
des HMMs, nous augmentons de maniére incrémentale le nombre de Gaussiennes
dans chaque mélange, en utilisant la méme procédure que celle décrite dans la Section
2.2.1 pour les monographes. Ainsi, chaque trigraphe atteint une topologie identique
a celle des monographes du systéme générique, c’est-a-dire S états metteurs et Ng
distributions Gaussiennes par état. Cela nous permettra de comparer directement

les deux approches, contextuelle et non contextuelle.

3.2.2 Arbres de décision pour clustering d’états

Le clustering par arbres de décision est une alternative au clustering guidé par
les données. Il se base sur une mesure de distance entre modéles utilisant la maximi-
sation de la vraisemblance et permet une découpe de clusters controlée. Ce type de

clustering a d’abord été proposé pour la parole par Young et al. [168] ot il donne des
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résultats au niveau de 1’état de I'art avec un systéme moins complexe que d’autres

systémes avec modéles en contexte.

Le regroupement et la séparation de clusters d’états sont conduits par un arbre
binaire dont chaque noeud correspond & une question rhétorique sur les contextes
des modéles. Dans notre cas, les questions sont définies sur les caractéristiques mor-
phologiques des contextes gauche et droit des caractéres. Un arbre est construit
pour chaque position d’état de tous les trigraphes correspondant & une méme lettre

centrale.

Pour construire un arbre, tous les états correspondant & une méme position pour
une lettre centrale donnée sont d’abord regroupés au noeud racine, comme illustré
sur la Figure 3.5 (exemple pour le frangais : la Figure représente l'arbre calculé
pour la position d’état numéro deux des trigraphes centrés sur la lettre b). Ensuite,
la question binaire qui sépare le groupe en deux sous-groupes de vraisemblance
maximale est choisie et la séparation est effectuée, créant deux nouveaux noeuds.
Il en va ainsi de la scission de chaque noeud jusqu’a ce que l'augmentation de la
vraisemblance descende sous un seuil ou bien jusqu’a ce que plus aucune question ne
soit, disponible qui puisse créer deux sous-groupes avec un taux d’occupation d’états

suffisant.

On peut formuler mathématiquement le clustering par arbres de décision de la
maniére suivante. Soit P l'’ensemble d’états présents dans le noeud courant. P est
associé au sous-ensemble F' d’observations (vecteurs de caractéristiques) {0} rep.
Par définition, tous les états présents dans P sont les membres d’'un méme clus-
ter, ils partagent donc les mémes moyenne p(P) et variance X(P). Par suite, la

vraisemblance de P générant 1’ensemble des {0} sep s’écrit :

L{os}rer; P) =Y > log(Pr(os; u(P), %(P)))v.(oy) (3.3)

fEF scP

Pour plus de clarté, nous simplifierons désormais L({0s}ser; P) en L(P). Dans
I'équation 3.3, vs(oy) est la probabilité a posteriori que le vecteur de caractéris-
tiques oy soit généré par I'état s € P. En supposant que la densité de probabilité
représentée par (u(P), X(P)) est une Gaussienne et de matrice de covariance diago-

nale, on peut I'estimer & partir des échantillons {0} ;e et L(P) peut étre reformulé
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*_ph+*
état n° 2

. QO : le contexte gauche est-il en minuscule ?

Q3 : le contexte droit
est-il en forme de "u"?

Q1 : le lien avec le contexte
gauche est-il sur la ligne
de base basse?

Q2 : le contexte gauche
contient-il un point?

Q4 : le contexte
droit contient-il
un point?

sT-b+a B-b+i e-b+a i-b+a
sB-b+l e-bi i-b+
m-b+l i-b+i

FIGURE 3.5 — Exemple d’arbre de décision pour le clustering d’états : 'ordre des
questions et les clusters sont associés a un état donné (ici ’état numéro 2) de tous
les trigraphes — * b 4 *.
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selon Young et al. [168] par :
L(P) = —%(ZOQ[(QW)"@(P)H +n)l(P) (3.4)

n est la dimension des vecteurs oy et I'(P) est le taux d’occupation d’états cumulé

du noeud courant :

T(P)=> > ~.loy). (3.5)

feF scP

La séparation de P en deux sous-groupes P, et P,_ est alors faite par la

question ¢* qui maximise AL,, défini par :
AL, = L(P,y)+ L(P, ) - L(P) (3.6)

La scission se fait a condition que I'(P,;) et I'(P,_) soient au-dessus du taux
minimal d’occupation I',;, et que AL, soit plus grand que le seuil minimal de
croissance de variance AL,,;,. Le choix des paramétres I',,;, et AL,,;, est effectué
sur une base de validation. Pour un monographe donné, la profondeur des arbres
lui étant associés (un arbre par numéro d’état) est étroitement liée a la variance
de la vraisemblance et au nombre d’exemples du monographes, mentionnés dans la
Section 3.1.1. En effet, on constate que lorque la variance et le nombre d’exemples
d’un monographe sont élevés, alors I'arbre de chacun de ses états est profond et
le nombre de trigraphes définis et modélisés difféeremment est grand. De méme, on
observe parfois des arbres réduits a leur simple noeud racine : ils correspondent
aux états de monographes ayant peu d’exemples et regroupant tous leurs trigraphes

correspondants dans un modéle unique.

Les questions ¢ définissant les arbres de décision pour la reconnaissance de la
parole ont été réalisées par des experts (voir [124]). A notre connaissance, personne
n’utilise de tels arbres pour I’écrit. Nous avons donc proposé des questions en rassem-
blant des caractéres semblables dans différents contextes. [L’ensemble des questions
que nous avons créées contient des questions générales, pour permettre des clusters
de grande taille mais aussi des questions précises, au cas ou des clusters plus petits
doivent étre créés et des questions intermédiaires. Les questions sont uniquement

fonctions des contextes (gauche et droit). Par exemple :

— (question générale) le contexte droit est-il une lettre majuscule ? minuscule ?
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Contient-il un ascendant ?

— (question intermédiaire) le contexte gauche contient-il une boucle ("o", "b",
"d", etc.) ? une barre verticale ("t", "p", etc.)?

— (question précise) est-ce que le lien avec la lettre suivante (précédente) se situe
sur la ligne de base basse ("a", "c", etc.)? sur la ligne de base haute ("v",
"w'", etc.)?

L’ensemble des questions définies pour ’alphabet latin et ’alphabet arabe se

trouvent en Annexe.

3.2.3 Reconnaissance de mots avec modéles de caractéres en

contexte

Au dela de 'apport original des arbres binaires pour le calcul des clusters, I'utili-
sation d’arbres de décision apporte une fonctionnalité supplémentaire trés utile lors
du décodage : elle permet de sélectionner les clusters qui serviront & modéliser les
états des trigraphes non vus lors de 'apprentissage. En effet, nous utilisons pour
nos tests des lexiques prédéterminés mais indépendants du lexique d’apprentissage
(hormis I'utilisation du méme alphabet). Par exemple, lors des compétitions sur la
base Rimes, deux lexiques sont donnés pour le test, chacun contenant des mots non
existants dans le lexique d’apprentissage.

Alinsi, plusieurs nouveaux mots et donc plusieurs nouveaux trigraphes appa-
raissent, qui n’ont pas été appris. Le clustering par arbres permet de les modéliser
car il peut adapter les modéles appris & n’importe quel vocabulaire (basé sur les
mémes monographes de départ). Si nous avions calculé nos clusters par une distance
entre les données par exemple (data-driven clustering), cela n’aurait pas été pos-
sible. En effet, ne disposant pas de données étiquetées pour apprendre les nouveaux
trigraphes, un calcul de distance aux clusters les plus proches n’est pas envisageable.

La modélisation d’un trigraphe inconnu se fait de la maniére suivante : chaque
état du trigraphe est positionné a la racine de 1’arbre correspondant au méme nu-
méro d’état et & la méme lettre centrale. Ensuite, chaque état parcourt son arbre
correspondant, répondant aux questions sur les contextes du nouveau trigraphe, jus-
qu’a atteindre un noeud ou est positionné un cluster. Le modéle d’état représentant
le cluster est alors le modéle assigné a ’état considéré. Cette procédure est illustrée
sur la Figure 3.6 pour ’assignation d’un modéle a I’état numéro 2 du trigraphe in-

connu m — b+ e. L’arbre de décision pour cette position d’état a été calculé lors de
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a-b+s
i-b+a
sT-b+l
m-b+e

Q1 : le lien avec le contexte
gauche est-il sur la ligne
de base basse?

Q2 : le contexte gauche
contient-il un point?

m-b+e

FIGURE 3.6 — Sélection de cluster pour I’état 2 du trigraphe de test m — b + e non
appris (absent du lexique d’apprentissage mais présent dans celui du test)
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la phase d’apprentissage et représenté sur la Figure 3.5. Placons I’état numéro 2 de
m — b+ e, non attribué, au noeud racine de ’arbre. La premiére question posée est :
Le contexte gauche est-il en minuscule . Etant donné que m est une minuscule, la
réponse est oui, donc I'état descend vers le noeud correspondant a la réponse out,
ol une nouvelle question est posée : Le lien avec le contexte gauche est-il sur la ligne
de base basse 7. Aprés avoir répondu a cette question, le processus est recommencé
jusqu’a ce que l’état atteigne un cluster. Dans notre cas, les réponses successives
meénent au cluster s2 1, qui est donc le modéle choisi pour I’'état numéro 2 de notre
trigraphe inconnu. La procédure recommence ensuite pour les autres trigraphes.
La capacité des arbres de traiter des trigraphes non vus a été trés utile pour
nos expériences sur le francais, 'anglais et I'arabe. Les lexiques d’apprentissage et
de test étant souvent différents, plusieurs centaines de nouveaux trigraphes devaient

étre modélisés.

Conclusion du chapitre 3

Dans ce chapitre, nous avons présenté en détail notre systéme original de modé-
lisation de caractéres en fonction de leur contexte. Les HMMs ne modélisent plus
des caracteres isolés mais des trigraphes. Les trigraphes sont la représentation d’un
caractére dépendant de ses caractéres voisins : dans le mot « Monsieur », le caractére
n entouré a gauche d’un o et a droite d'un s est le trigraphe o —n + s. L’idée de la
modélisation de caractéres en fonction de leur contexte vient du constat simple que
la forme d’un caractére varie en fonction de son voisinage. On souhaite alors pouvoir
modéliser ces variations afin d’obtenir des modéles les plus précis possibles et donc
d’améliorer les performances de notre reconnaisseur.

La modélisation de trigraphes est cependant synonyme d’une augmentation consi-
dérable du nombre de modéles a calculer. En effet, tous les trigraphes présents dans
le lexique d’apprentissage doivent étre modélisés. Expérimentalement, on observe
que pour un lexique de plusieurs milliers de mots, le nombre de trigraphes a calculer
se compte aussi en milliers (cf. Chapitre 4) alors que 'alphabet contient au plus une
centaine de caractéres différents. Cela signifie que le nombre de parameétres HMMs
est multiplié par dix au moins par rapport a un systéme générique. De plus, étant
donné que la majorité des trigraphes ont peu d’exemples dans I’ensemble d’appren-

tissage, une méthode doit étre trouvée pour réduire le nombre de paramétres.
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Dans notre systéme, nous proposons une approche originale pour la réduction du
nombre de parameétres : le clustering d’états. Ce type de clustering consiste a calculer
des clusters indépendamment pour chaque position d’état des HMMs de trigraphes
centrés sur un caractére donné; chaque état du trigraphe centré sur le caractére
prend son modéle dans 'un des clusters correspondant a sa position et au caractére
central. L’originalité de notre approche réside dans I'utilisation d’arbres binaires de
décision pour le calcul des clusters d’états. Un arbre est défini pour chaque numéro
d’état de tous les caractéres centraux existants. Les noeuds des arbres sont scindés
en deux par des questions binaires sur les contextes gauche et droit pouvant étre
présents dans un trigraphe et leurs feuilles sont les clusters d’état. Pour construire
les arbres, nous avons créé un ensemble de questions binaires pour le latin et 'arabe
a partir de nos connaissances et obervations morphologiques sur ces deux écritures.

[’avantage de 1'utilisation d’arbres de décision pour le clustering est qu’ils per-
mettent de gérer des lexiques de décodage contenant des mots et donc des trigraphes
non vus lors de 'apprentissage : par construction, il est possible d’associer a chacun
des états de ces trigraphes un cluster (il suffit de « descendre » dans I’arbre associé
a chaque position et au caractére central en répondant aux questions binaires). Le
trigraphe est alors associé & un modéle appris et peut étre utilisé dans un mot du
lexique de décodage.

Nous verrons dans le prochain chapitre que les expériences conduites sur diverses
bases de données montrent l'intérét de la modélisation de caractéres en fonction
de leur contexte. Pour le francais, I’anglais et I’arabe, cette modélisation améliore

systématiquement les performances du systéme.
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Chapitre 4

Application du systéme dynamique

sur le francais, 'anglais et ’arabe

Introduction

Ce chapitre est consacré a 'illustration des idées développées dans les précédents
chapitres par des expériences sur des bases de données publiques : la base de cour-
riers manuscrits francais Rimes [1, 63], la base en anglais IAM [110] et la base de
documents manuscrits arabes de I’évaluation OpenHart [71]. Dans chacune de ces
bases, nous présentons nos résultats pour la tache de reconnaissance de mots iso-
lés. Nous utilisons le logiciel HTK [169] pour 'apprentissage et le décodage de nos
modéles.

La base Rimes nous sert de base de référence. A travers les expériences menées
sur cette base, nous montrons en Section 4.1 comment nous avons établi et optimisé
I’extraction de caractéristiques sur les images, choisi la topologie des modéles HMMs
de caractéres et surtout comment nous avons utilisé les modéles en contexte proposés
au Chapitre 3. Les résultats de notre systéme original pour les ensembles de test
des compétitions 2009 et 2011 sont ensuite présentés et comparés aux performances
d’autres systémes de I’état de 'art.

Les étapes d’élaboration du systéme a base de HMMs contextuels sont détaillés de
maniére exhaustive sur la base Rimes afin d’illustrer notre démarche. Celle-ci étant
identique pour toutes les bases de données sur lesquelles nous avons testé notre sys-
téme, nous ne donnons que les détails essentiels de chaque étape pour la base IAM

dans la Section 4.2 et pour la base OpenHart en Section 4.3. Pour cette derniére,
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nous avons di prendre en compte les spécificités de I’écriture arabe (qui différe sur
certains points de 1’écriture latine) afin de construire nos modéles. Ces spécificités
sont introduites dans la Section 4.3.1 avant la présentation des résultats sur la base
OpenHart (Section 4.3.3). Finalement, nous élargissons la portée de notre systéme
de reconnaissance de mots a la reconnaissance de lignes grace a 'indroduction de
modéles de langage dans notre classifieur arabe (Section 4.3.5). Ceux-ci nous per-
mettent d’améliorer significativement nos résultats sur la base OpenHart et ouvrent

la discussion sur les nouvelles possibilités d’amélioration de notre systéme.

4.1 Illustration de la mise en place compléte du sys-

téme en contexte avec la base Rimes

Dans cette Section, nous développons en détail la mise en place d’un systéme
a base de HMMSs en contexte pour la reconnaissance de mots manuscrits. Pour
illuster cela, nous utilisons la base de données Rimes, que nous présentons en Section
4.1.1. Dans un premier temps, un systéme robuste a base de HMMs classiques est
construit, : les paramétres d’extraction de caractéristiques sont optimisés (Sections
4.1.2, 4.1.3 et 4.1.4) et la topologie optimale des modéles est évaluée (Section 4.1.5).
Une fois ce systéme mis en place, le systéme présenté au Chapitre 3, & base de HMMs
en contextes est construit, utilisant les caractéristiques et la topologie optimisée
du systéme HMM simple (Section 4.1.6). Enfin, une fois les paramétres finaux du
systéme choisis sur une base de validation, nous évaluons nos deux systémes sur une
base de test (Section 4.1.8) et comparons leurs résultats ainsi que leur combinaison
aux autres systémes de 'état de l'art (Sections 4.1.7, 4.1.9 et 4.1.10).

4.1.1 La base de données Rimes

La base de données Rimes a été rendue disponible en 2006 [41]. Des exemples sont
donnés sur la Figure 4.1. Elle rassemble plus de 12500 documents manuscrits écrits
par environ 1300 volontaires. Elle a été créée pour répondre au besoin récurrent de
bases complétes d’images propres et de taille suffisante. Aucune contrainte n’a été
imposée aux scripteurs, les documents sont donc trés variables, ce qui rend la base
réaliste. A partir des documents collectés, il est possible d’évaluer des systémes de

reconnaissance de logo, d’analyse de structure de texte et de reconnaissance de mot,
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FIGURE 4.1 — Exemple de courrier de la base Rimes et d’images de mots extraites
de ce courrier.

caractere, ligne ou paragraphe. Notre travail se concentre sur la reconnaissance de
mots isolés. Des campagnes d’évaluation ont eu lieu depuis 2007, ce qui permet de
comparer nos résultats a ’état de 1’art.

Pour la mise en place de notre systéme (choix des caractéristiques, topologie
des HMMs par exemple), nous utilisons le découpage de la base de données et la
procédure d’évaluation de la campagne Rimes-ICDAR 2011, a laquelle nous avons
participé. L’ensemble d’apprentissage est composé de 51738 images de mots isolés
pour un lexique de 4942 mots différents. Un ensemble de validation de 7464 mots
issus d’un lexique de taille 1612 est donné. L’ensemble de test est quant a lui composé
de 7776 images de mots isolés. Dans les expériences présentées ci-aprés, sauf précision
contraire, les résultats sont donnés indépendamment de la casse (¢ = A) mais une
erreur sur un accent est comptée (a # a).

Pour 'apprentissage des modéles indépendants du contexte, nous avons distingué
78 caractéres différents sur la base Rimes (nous n’avons créé de modéles que pour

les caractéres ayant au moins un exemple dans I'ensemble d’apprentissage) :

les 26 lettres de I'alphabet latin en majuscule,

— les 26 lettres de I'alphabet latin en minuscule,

— caractéres accentués : A, a, ¢, E, é, e 6 61,1, 0, u, 1,

— 8 chiffres : les chiffres de 0 & 9, excepté le 0 et le 5, qui partagent leur modéle

respectivement avec O (o majuscule) et S (s majuscule)
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— 4 signes de ponctuation : le trait d’union (-), 'apostrophe (), la barre oblique
(/) et le symbole degré (°).
Le 78°™ monographe est le modéle correspondant a 1’espace entre deux mots, ca-

ractérisé par des colonnes successives de pixels de « fond blanc ».

4.1.2 Extraction des caractéristiques

Nous avons présenté notre extraction de caractéristiques géométriques, statis-
tiques et directionnelles au Chapitre 2, Section 2.1. Les caractéristiques présentées
dépendent de deux paramétres : la largeur de la fenétre glissante w (en pixels) et
le décalage entre deux fenétres consécutives §. Dans cette Section, nous évaluons
les meilleurs paramétres possibles pour w et §, pour construire un reconnaisseur
robuste.

Nous avons fait varier w entre w = 5 pixels et w = 14 pixels et § tel que
0 < w/2. Afin d’accélerer la procédure et d’éliminer les valeurs de w et de § donnant
les moins bons résultats, nous avons dans un premier temps fait des expériences sur
un nombre d’images restreint : nous avons isolé une sous-base de 10000 images de la
base d’apprentissage et une de 2000 images de la base de validation. Ensuite, nous
avons procédé a des apprentissages rapides de modéles HMMs simples, ot chaque
caractére est modélisé par le méme nombre d’états et ou les états sont représentés
par des mélanges de 5 gaussiennes. Les modéles des caractéres de ponctuation ont un
nombre d’états inférieur (fixé & S = 4) et ils ont aussi un mélange de 5 gaussiennes
par état. La Table 4.1 donne les taux de reconnaissance pour chaque ensemble de
caractéristiques extrait. Le lexique utilisé pour le décodage est le lexique de la base
de validation de Rimes, de 1612 mots.

La Table 4.1 nous montre que les fenétres d’extraction trop larges (w > 10 pixels)
donnent de moins bons résultats que les fenétres plus étroites et que des valeurs de §
trop larges détérioraient les résulats (0 > 4). Nous concentrons donc notre recherche
sur des fenétres dont la largeur varie entre w = 5 et w = 9 pixels, pour § < 3. Pour
chaque couple (w, ), nous renouvelons alors I'expérience effectuée avec le meilleur
0 d’aprés la Table 4.1 mais cette fois-ci en utilisant les bases d’apprentissage et
de validation complétes de la base Rimes. La Table 4.2 donne les résultats d’un
décodage pour un nombre d’états fixe par HMM de caractére et un mélange de 5
gaussiennes par état. Le lexique utilisé pour le décodage est toujours celui de la base
de validation, de taille 1612.
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paramétres w et § | nombre d’états taux de
des HMMs reconnaisance
w=>50=2 16 67.5%
w=0609=2 16 66.15%
w=609=3 13 65.05%
w=T7090=3 13 64.0%
w=80)=3 13 63.75%
w=8d=4 10 58.7%
w=96=3 12 66.1%
w=90=4 10 58.45%
w=100 =4 10 61.6%
w=100=5 8 60.2%
w=110=4 9 61.6%
w=110=5 8 59.0%
w=120=4 10 61.5%
w=120=6 6 52.1%
w=130=5 8 58.05%
w=130=6 6 53.65%
w=140=5 8 58.3%
w=140=7 6 52.85%

TABLE 4.1 — Comparaison de différentes valeurs de w et 6 pour l'extraction des
caractéristiques sur un sous-ensemble de la base Rimes. Les HMMs de caractéres
ont le méme nombre d’états et un mélange de 5 distributions gaussiennes par état.

paramétres w et 9 | nombre d’états taux de
des HMMs reconnaisance
w=>50=2 16 68.14%
w=609=2 16 68.36%
w="70=3 13 67.02%
w=80)=3 13 66.96%
w=90=3 12 69.52%

TABLE 4.2 — Comparaison de différentes valeurs de w et § pour l'extraction des
caractéristiques sur la base compléte Rimes. Les HMMs de caractéres ont le méme
nombre d’états et un mélange de 5 distributions gaussiennes par état. Ils sont appris
sur la base d’apprentissage de Rimes et testés sur la base de validation.
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caractéristiques taux de reconnaissance
géomeétriques et statistiques 67.19%
directionnelles 64.11%
géométriques, statistiques et directionnelles 69.52%

TABLE 4.3 — Comparaison de différents ensembles de caractéristiques avec w = 9,
0 =3 et S =12. Les HMMs de caractéres ont le méme nombre d’états et un mélange
de 5 distributions gaussiennes par état. Ils sont appris sur la base d’apprentissage
de Rimes et testés sur la base de validation.

D’aprés les résultats obtenus, nous choisissons les paramétres w = 9 pixels,
0 = 3 pixels, donnant 34 caractéristiques différentes. Le nombre d’états

émetteurs optimal par caractére est S = 12 et S = 4 pour la ponctuation.

Intérét de ’ajout des caractéristiques directionnelles. Nous avons proposé
au Chapitre 2, Section 2.1.1, d’ajouter aux caractéristiques géométriques et sta-
tistiques des caractéristiques directionnelles issues des SIFT. Les résultats donnés
précédemment les utilisent mais nous souhaitons montrer ici que 'ajout de carac-
téristiques directionnelles améliore les résultats du systéme. La Table 4.3 donne les
résultats de chaque ensemble de caractéristiques pris séparément et les compare au
résultat obtenu en les assemblant, pour les mémes conditions que celles établies
ci-dessus (w =9, 6 =3 et S = 12).

On voit que les caractéristiques directionelles seules donnent des résultats infé-
rieurs aux caractéristiques géomeétriques et statistiques mais leur ajout a ces der-
niéres permet au taux de reconnaissance sur la base de validation de Rimes de
passer de 67.19% a 69.52%, soit une réduction relative de mots mal reconnus de
3.5%. Un test de t-Student apparié démontre que cette différence de performances
est statistiquement significative avec un taux de confiance de 99.9% !. Ceci légitimise

I'utilisation de I’ensemble de caractéristiques proposé au Chapitre 2, Section 2.1.1.

1. La valeur critique du test de Student entre les caractéristiques complétes et les caractéris-
tiques directionnelles seules est de 10.16 et elle est de 5.28 avec les caractéristiques géométriques
et statistiques seules. Le seuil critique du test de Student pour un taux de confiance de 99.9% et
pour un nombre d’échantillons supérieur & 1000 est de 3.291, soit largement inférieur aux valeurs
trouvées.
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type de nombre de taux de
régression caractéristiques | reconnaissance
pas de régression 34 69.52%
régression du 1¢” ordre 68 73.16%
régression du 1" -+ 27¢ ordre 102 72.72%

TABLE 4.4 — Utilisation de régression sur les caractéristiques. Les HMMs de carac-
téres ont le méme nombre d’états (12) et un mélange de 5 distributions gaussiennes
par état. Ils sont appris sur la base d’apprentissage de Rimes et testés sur la base
de validation.

4.1.3 Caractéristiques dynamiques

Nous avons proposé au Chapitre 2, Section 2.1.2, d’ajouter de I'information sur
les caractéristiques en utilisant une régression. Nous avons utilisé les paramétres
optimaux pour lextraction de caractéristiques obtenus précédemment (w = 9 et
0 = 3) et un nombre d’états émetteurs fixe par caractére égal & 12 afin d’évaluer
I'influence de cette régression sur les performances du reconnaisseur. Les résultats

pour un mélange de 5 gaussiennes par état est donné dans la Table 4.4.

On voit que l'ajout d’une régression du 1" ordre permet au taux de reconnais-
sance de passer de 69.52% a 73.16% sur la base de validation de Rimes, ce qui
représente un gain relatif de 5.2%. L’ajout en sus d’une régression du 2"¢ ordre
apporte quant a elle une amélioration de 4.6% en relatif par rapport a un systéme
sans régression. Si 'amélioration obtenue pour I'ajout d'une régression du 2" ordre
est moindre, la différence de performances entre la régression du 1¢" ordre et la ré-
gression du 1¢" et du 2" ordre n’est pas statistiquement significative 2. Cependant,
I'ajout d'une régression du 2"¢ ordre augmente le nombre de paramétres a calculer
et ralentit le processus d’apprentissage et de décodage : elle ne sera donc pas utilisée

par la suite.

A la suite de ces expériences, nous choisissons donc de conserver une ré-
gression du premier ordre sur notre ensemble de caractéristiques, ce qui

améne les vecteurs de caractéristiques a étre de dimension 2 x 34 = 68.

2. La valeur critique du test de Student entre la régression du 1°" ordre et la régression du 1¢"
et du 2"¢ ordre est de 0.40. Elle est largement inférieure au seuil critique pour un taux de confiance
de 99.9% (3.291) ainsi qu’au au seuil pour un taux de confiance de 95% (1.96).
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4.1.4 Analyse en composantes principales

Dans le Chapitre 2, Section 2.1.3, nous avons présenté le principe de réduction
de dimension des caractéristiques grace notamment a une analyse en composantes
principales. Nous avons effectué cette analyse sur le méme jeu de données que celui
utilisé jusqu’a présent, c’est-a-dire les bases d’apprentissage et de validation de la

campagne Rimes 2011.

Nous avons évalué les paramétres de projection de l'analyse en composantes
principales sur une sous-partie de ’ensemble d’apprensissage (30% des données, soit
plus de 15000 images de mots, correspondant a 5e% vecteurs de caractéristiques
environ). Nous avons ensuite projeté les données selon les valeurs trouvées. Nous les
avons projetées sur un nombre variable de dimensions afin de étudier 'influence du

pourcentage d’information utile conservée sur les performances du systéme.

En ce qui concerne les caractéristiques dynamiques obtenues par régression, nous
avons procédé a deux expériences : dans la premiére, la PCA est calculée sur les n ca-
ractéristiques initiales, puis une fois les données projetées une régression est calculée.
C’est le procédé PCA-reg. Dans la deuxiéme expérience, nous calculons la PCA sur
les caractéristiques avec régression, donc 2n dimensions, et mettons leur projection
en entrée du systéme (sans régression supplémentaire) : c’est le procédé reg-PCA.
Pour chacun des procédés, les deux systémes issus de différentes projections sont
illustrés sur la Figure 4.2 et comparés a un systéme sans PCA. Pour chacune des
projections, le pourcentage d’information conservé est donné en abscisse et la dimen-
sion des caractéristiques est donnée par les barres verticales qui suivent les valeurs
de I’ordonnée de droite. Pour le procédé PCA-reg, le nombre final de dimensions est

donné, égal au double de la dimension de la projection.

Les résultats obtenus permettent de constater qu’il est possible de réduire la
dimension des vecteurs de caractéristiques en entrée du systéme sans trop perdre en
performance : pour le procédé reg-PCA, le systéme avec 13 dimensions, soit plus de
5 fois moins que le systéme initial, fait perdre moins de 1% de mots bien reconnus au
systéme, ce qui est trés peu au vu de la réduction du nombre de dimensions. Nous
constatons aussi qu’il est plus avantageux de calculer une régression sur les carac-
téristiques avant la PCA. Nous interprétons cela en rappelant que, si le but d’une
régression est d’ajouter de I'information sur les fenétres avoisinantes dans la fenétre
courante, elle ajoute une corrélation temporelle entre les dimensions : une projection

aprés analyse en composantes principales permet de conserver 'information de la
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FIGURE 4.2 — Application d’'une ACP sur les caractéristiques avant et aprés ré-
gression avec un pourcentage variable d’information conservée pour les projections.
Les barres verticales représentent les dimensions de chaque systéme. Les HMMs de
caractéres ont le méme nombre d’états (12) et un mélange de 5 distributions gaus-
siennes par état. Ils sont appris sur la base d’apprentissage de Rimes et testés sur
la base de validation.
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procédé nombre de dimensions | % information | temps moyen de
conservées conservée décodage
pas de PCA | 68 100% 590ms
PCA-reg 18 (9x2) 81.1% 500ms
reg-PCA 13 77.9% 470ms

TABLE 4.5 — Comparaison du temps moyen de décodage d’'un mot entre systémes
avec et sans PCA. Les HMMs de caractéres ont le méme nombre d’états (12) et un
mélange de 5 distributions gaussiennes par état. Le décodage est effectué avec un
lexique de 1612 mots sur la base de validation de Rimes.

régression tout en éliminant I'effet de corrélation.

On constate aussi que les systémes réduits sont plus avantageux au niveau du
temps de décodage moyen d'un mot (voir Table 4.5) : il est toujours intéressant
d’accélérer le processus de décodage d’un systéme, surtout lorsque celui-ci doit trai-
ter un grand nombre de données. Dans les résultats présentés par la suite, nous
n’utiliserons cependant pas des caractéristiques avec PCA car nous souhaitons ob-
tenir les meilleures performances possibles du systéme en vue de participer a des

compétitions.

4.1.5 Choix de la topologie des HMMs de caractéres sans

contexte

Nous avons présenté dans le Chapitre 2, Section 2.3 un processus itératif per-
mettant de choisir un nombre d’états optimal pour chaque HMM de caractére dans
un systéme sans contextes. Nous présentons ici les résultats de ce processus sur le
systéme développé dans les sections précédentes. Dans cette Section, nous établirons
aussi le nombre optimal de gaussiennes dans les mélanges a chaque état. Ce nombre
sera ensuite utilisé dans toutes nos expériences sur la base Rimes.

L’algorithme proposé donne la distribution d’états émetteurs pour les caractéres
suivants :

— les majuscules, la barre oblique ainsi que les minuscules m, n, v et w ont 14

états,

— les autres minuscules ont 10 états,

— les autres modeéles de ponctuation conservent leur nombre d’états initial (4).

Cette modification de la topologie des caractéres permet de gagner en relatif 0.3%

de mots bien reconnus sur la base de validation de Rimes, c’est-a-dire de passer de
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73.16% a 73.35% de reconnaissance sur cette base. Cette augmentation n’est pas
importante pour la base Rimes mais mérite d’étre notée. Comme nous le verrons
plus tard (Section 4.3), I'adaptation de la topologie des modéles aux caractéres
apporte beaucoup a la reconnaissance de mots manuscrits arabes.

Pour finir, nous établissons le nombre optimal de gaussiennes dans les mélanges
de chaque état. La Figure 4.3 illustre 'influence du nombre de gaussiennes sur le
taux de reconnaissance du systéme sur la base de validation de la base Rimes, ainsi
que sur le temps de décodage moyen d’un mot. D’aprés cette figure, nous choisissons
de fixer le nombre de gaussiennes dans chaque mélange a 32, ce qui représente un bon
équilibre entre temps de traitement et taux de reconnaissance et, surtout, un plateau
en terme d’augmentation des performances. De plus, 32 gaussiennes est un nombre
suffisamment peu élevé pour nous assurer d’éviter le probléme du sur-apprentissage
et suffisamment grand pour assurer la robustesse du systéme.

Le taux de reconnaissance de ce systéme, & base de HMMs classiques,
est alors de 81.02% pour la base de validation de Rimes. Ce chiffre est le
chiffre final du systéme présenté au Chapitre 2. Il nous servira de point de com-
paraison avec le systéme présenté au Chapitre 3 & base de HMMs de caractéres en
contexte. Tous les paramétres utilisés jusqu’ici (paramétres d’extraction de caracté-
ristiques, topologie du modéle) sont fixés pour la suite et conservés pour étre utilisés

par le systéme en contexte.

4.1.6 Le systéme avec modéles en contexte

Les Sections précédentes ont permis de mettre en place un systéme efficace de
reconnaissance de mots sur la base Rimes a base de HMMs de caractéres. Les carac-
téristiques extraites sont un mélange de caractéristiques géométriques, statistiques
et directionnelles, sur lesquelles est appliquée une régression du premier ordre. Avec
ces caractéristiques, la topologie optimale des HMMs pour chaque caractére a été
établie, ainsi que le nombre de gaussiennes dans les mélanges de chaque état. Main-
tenant que ce systéme stable et performant est en place, nous pouvons entamer
I’élaboration du systéme avec modéles en contexte, basé sur celui-ci.

Comme nous ’avons présenté au Chapitre 3, la construction du systéeme HMM
en contexte commence par la duplication des modéles HMMs de chaque caractére,
appris indépendamment de leur contexte. Pour la duplication, les modéles de mono-

graphes avec un mélange d’une seule gaussienne par état sont utilisés. Pour chaque
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FIGURE 4.3 — Influence du nombre de gaussiennes dans les mélanges de chaque état
sur la reconnaissance et le temps de décodage par image de mot pour le systéme a
base de HMMs classiques, appris sur la base d’apprentissage de Rimes et testé sur
la base de validation.
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caractere, son HMM est dupliqué dans chaque trigraphe dont le caractére central
lui correspond. Ensuite, les matrices de transition sont partagées de sorte qu'une
seule matrice est définie pour chaque caractére (central) donné, soit 77 sur la base
Rimes (le modéle du silence n’est pas contextualisé). Deux itérations de ’algorithme
d’apprentissage sont alors effectuées sur cette nouvelle construction pour poser les
bases du systéme en contexte. Au total, la base d’apprentissage de Rimes comprend
5168 trigraphes différents donc cette premiére étape a estimé les paramétres de ces
5168 trigraphes.

L’intérét de 'approche avec modéles en contexte réside dans le fait qu’il est
possible de faire un partage de paramétres ou plus précisément un partage d’états,
décrit au Chapitre 3. Ce partage se fait a ’aide d’arbres binaires de décision qui
répartissent les états dans des clusters. Un arbre est défini pour chaque position
d’état de chacun des caractéres centraux différents des trigraphes présents dans la
base Rimes (au nombre de 77). La construction des arbres se fait en trouvant pour
chaque noeud la question ¢* maximisant la vraissemblance AL(q) de scission du
noeud en deux feuilles. La scission s’effectue alors si et seulement si :

— AL(q*) est supérieur & un seuil défini nommé AL,,;,. Si, quelle que soit la
question ¢, AL(q) < ALy, alors le noeud n’est pas scindé et devient un
cluster.

— pour chaque feuille, le taux d’occupation d’états est supérieur a un seuil donné
I'in. Ce seuil permet d’avoir des clusters de taille suffisante et donc des états
correctement, estimés.

Il nous faut alors rechercher les parameétres AL,,;, et ', optimisant la répar-
tition des clusters et donc "apprentissage des modéles en contexte. Nous avons fait
varier ces parameétres et construit autant de systémes avec HMMs de caractéres
en fonction de leur contexte que de couples évalués. Pour plus de rapidité, nous
avons choisi de fixer le nombre de gaussiennes par mélange a 5 pour effectuer notre
comparaison. La Figure 4.4 illustre I'influence des valeurs de AL,,;, et [',,;, sur le
nombre final d’états (clusters) définis par les arbres de décision et donc appris par
le systéme. On constate sur cette Figure que plus AL,,;, ou I',,;, est élevé, moins
le nombre total de clusters est grand, c’est-a-dire moins il y a d’états différents et
donc de calculs a effectuer. Ceci signifie un apprentissage plus rapide certes mais
une réduction trop forte du nombre d’états risquerait d’annuler 'apport donné par
la modélisation en contexte des HMMs de caractére.

Pour chaque couple (ALyin, [iin), nous avons alors évalué les performances du
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FIGURE 4.4 — Influence de AL,,;, et 'y, sur le nombre final d’états (clusters)
différents définis pour 'apprentissage des modéles sur la base Rimes.
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FIGURE 4.5 — Influence du nombre final de clusters sur le taux de reconnaissance du
systéeme avec HMMs en contexte sur la base de validation de Rimes. Chaque état
(cluster) est un mélange de 5 distributions gaussiennes.

systéme appris sur la base de validation de Rimes. Or, nous avons compté plus de
350 nouveaux trigraphes présents dans le lexique de validation et non dans celui
d’apprentissage. Grace aux arbres de décision précédemment calculés (une forét
d’arbres est définie pour chaque couple (AL,in, ['min)), nous avons pu allouer des
modéles & ces nouveaux trigraphes, non appris (cf Section 3.2.3). Ceci constitue
I’'une des grandes forces du systéme a base de modéles en contexte : n'importe quel
lexique peut étre utilisé pour I’évaluation pourvu qu’il dépende du méme alphabet
que le lexique d’apprentissage. La Figure 4.5 montre donc l'influence du nombre
d’états fixé par le couple (AL, i, Tpin) sur le taux de reconnaissance sur la base de
validation. Chaque point représente un couple (ALin, Tinin) donné.

Comme indiqué sur la Figure 4.5, nous avons choisi la paire (A Lyy,;, = 1000,
I';nin = 200) pour notre systéme final. Ces paramétres représentent le meilleur équi-
libre entre le taux de reconnaissance (79.1% pour 5 gaussiennes sur la base de vali-
dation), le temps de calcul des clusters et celui pour le décodage. Le systéme choisi
définit un total de 2513 états différents. Au vu du faible nombre d’états différents
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par rapport aux trigraphes présents dans la base d’apprentissage, certains trigraphes
se trouvent partager exactement les mémes états. LLe nombre de trigraphes différents
diminue donc aussi. Pour notre systéme, ce nombre passe de 5168 a 1684 sur la base
d’apprentissage.

Pour finir, nous avons augmenté le nombre de gaussiennes dans les mélanges de
chaque état & Ng = 32 (nombre optimal évalué sur les monographes). Le taux de
reconnaissance final de notre systéme en contexte sur la base de validation
de Rimes 2011 est donc de 83.32%.

4.1.7 Comparaison avec I’état de ’art - 2009

Le résultat précédemment obtenu sur la base de validation de Rimes nous permet
de nous comparer aux autres systémes de I’état de I'art. En effet, une compétition
internationale a eu lieu en 2009 sur la base Rimes lors de la conférence ICDAR [76] et
la base de test de cette compétition est la base de validation que nous utilisons cette
année, en 2011 (voir Grosicki et El-Abed [64]). La Table 4.6 montre la performance
de notre systéme par rapport aux systémes présentés lors de cette compétition, y
compris les systémes que nous avions présentés a 1’époque : le systeme CD 2009, a
base de modeéles en contexte (les caractéristiques et ’optimisation étaient différents
de ceux présentés dans ce manuscrit) et le systéme combiné 2009, produit d’une
combinaison de systémes HMMs et d’un systéme hybride HMM/NN élaboré par
A2iA. Les taux donnés dans la Table 4.6 pour ces deux systémes différent des taux
présentés dans [64] car & 1’époque nos systémes HMMs (CI et CD) ne modélisaient
pas les accents. Nous avons donc réentrainé ces systémes dans les mémes conditions
que celles des systéemes HMMs utilisés pour la compétition mais en ajoutant cette
fois les accents dans notre lexique. Les taux de la Table 4.6 référent donc a cette
correction (voir Kermorvant et al. [30]).

Deux lexiques différents sont proposés pour le décodage : le lexique de la base de
validation, contenant 1612 mots et un lexique plus large de 5334 mots. Le lexique
de 1612 mots correspond exactement & tous les mots présents dans ’ensemble de
validation tandis que le lexique de 5334 mots correspond a I’ensemble du vocabu-
laire d’apprentissage et de validation. Dans les deux cas, la couverture des mots
présents dans ’ensemble des données testées est compléte (pas de OOV — mots hors
vocabulaire).

Le systéme présenté par 'UPV (Universidad Politecnica de Valencia) (Zamora-
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taux de reconnaissance
systéme Lexique 1612 | Lexique 5334
TUM 93.2% 91.0%
systéme combiné 2009 89.1% 85.3%
UPVvV 86.1% 83.2%
systéme CD 2011 83.3% 79.1%
SIEMENS 81.3% 73.2%
systéme CD 2009 80.4% 75.5%
IRISA 79.6% 74.7%
LITIS 74.1% 66.7%
ITESOFT 59.4% 50.4%

TABLE 4.6 — Comparaison des performances du systéme proposé a base de HMMs en
contexte avec les systémes présentés a la compétition Rimes 2009 (base de validation
Rimes 2011)

Martinez et al. [170], Espana-Boquera et al. [13]) est une combinaison basée sur des
votes de trois classifieurs de type hybride HMM /NN. Les classifieurs différent par
le nombre d’états dans les HMMs et certains parameétres des réseaux de neurones.
En amont, une diminution du lexique de test est effectuée grace a un classifieur NN
holistique qui trie les images de mots en fonction de critéres haut niveau (taille de
I'image, ratio, etc).

Le systéme présenté par Siemens est issu des travaux de Caesar et al. [19], Scham-
bach [116], Kaltenmeier et al. [79]. 11 utilise le Hidden Markov Recognizer for Latin
(HMR), qui est la base du systéme de Siemens AG pour la lecture d’adresse. Les
prétraitements effectués sont comparables aux notres et les caractéristiques extraites
par fenétres glissantes sont structurelles. Le systéme présenté par Siemens est aussi
une combinaison de sorties de plusieurs reconnaisseurs dont les différences résident
dans la topologie des modéles HMM [146].

Le systéme proposé par 1'équipe IMADOC de I'IRISA est basé sur des HMMs a
densités continues. Le prétraitement des images est standard et les caractéristiques,
décrites dans [8], sont extraites par des fenétres glissantes et dépendent des lignes

de base. Le nombre d’états par caractére varie en fonction de leur longueur.

Le Litis quant a lui propose un systéme a base de HMM multi-flux [81]. Deux
ensembles de caractéristiques (I'un basé sur les contours, I'autre sur les densités de
pixels) sont extraits de deux fenétres glissantes disctinctes. Chaque ensemble permet

la modélisation d’un systéme HMM correspondant a un flux.
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Le systéme présenté par Itesoft utilise les Non-Symmetric Half-Plane Hidden
Markov Model (NSHP-HMM) [25]. Ce modéle conjugue des champs de Markov aléa-
toires (Markov Random Field (MRF)) et un HMM, et travaille directement sur des
formes binaires. Par construction, leur systéme est insensible & la casse, ce qui dé-
tériore leurs résultats pour cette tache.

Il faut noter que le résultat obtenu par notre systéme dépasse les performances
de la plupart des autres systémes de la compétition basés sur des HMMs. Le sys-
téme de 'UPV a de meilleures performances (de I'ordre de 3%) mais il résulte de
la combinaison de plusieurs systéemes HMMs. Cependant nous dépassons en perfor-
mance certains systémes combinés, comme le systéme de Siemens. Ce résultat est
trés positif et nous permet de démontrer la capacité de la modélisation de caractéres
en contextes a étre utilisée pour la reconnaissante d’écriture manuscrite hors-ligne.

Il nous faut cependant compléter cette comparaison avec un dernier systéme
présent a la compétition ; le systéme gagnant, & base de Réseaux de Neurones Ré-
currents (RNN) et présenté par TUM (Technische Universitéit Miinchen), donne un
taux de reconnaissance remarquable, de 93.2%. Les deux principales différences entre
les RNNs et les HMMs sont d’une part que 'un utilise un apprentissage discrimi-
natif et I'autre génératif et, d’autre part, que les RNNs ne font pas d’hypothése sur
I'indépendance des observations (contrairement aux HMMs) en faisant intervenir un
contexte élargi.

On voit dans la Table 4.6 que nous avions aussi proposé une combinaison de sys-
témes pour la compétition de reconnaissance de mots. La combinaison de systémes
est aujourd’hui I'une des méthodes les plus populaires pour obtenir les meilleurs
résultats, & condition de se baser sur des classifieurs robustes [30, 37]. C’est pour-
quoi nous proposerons dans la Section 4.1.9 de combiner les sorties de nos systémes
HMMSs non seulement avec le systéme hybride proposé par A2iA, mais aussi avec les
RNNs. Ceci nous permet d’obtenir d’excellents résultats sur la base de test Rimes
2011.

4.1.8 Evaluation sur la base de test

Les Sections précédentes nous ont permis de montrer de maniére détaillée notre
protocole expérimental a 1’aide de la base de validation de Rimes et d’établir deux
systémes robustes de reconnaissance de mots manuscrits, I'un a base de HMMs

classiques, ’autre a base de HMMs de caractéres dépendants de leur contexte. Nous
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Systéme Ensemble Taux de reconnaissance
d’apprentissage (lexique 5744 mots)

CI train (51739 images) 75.2%

CI train+valid (59203 images) 75.4%

CD train (51739 images) 78.6%

CD train+valid (59203 images) 79.2%

TABLE 4.7 — Comparaison des différents systémes présentés (CI et CD), modélisant
les caractéres en fonction de leur contexte ou non. Résultats sur la base de test de
Rimes 2011 contenant 7776 images.

pouvons maintenant évaluer ces deux systémes sur la base de test de Rimes-ICDAR

2011, contenant 7776 images de mots.

La compétition 2011 ne propose qu’une expérience avec un grand dictionnaire
contenant 5744 mots. Les modéles sont appris en distinguant la casse et les accents.
Le taux de reconnaissance est évalué sans prendre en compte la casse mais en res-
pectant les accents, conformément au protocole de la compétition Rimes-ICDAR
2011.

Pour rappel, le premier systéme (CI) modélise les caractéres indépendamment de
leur contexte. Décrit dans le Chapitre 2, il présente un nombre variable d’états par
caractére et 32 distributions Gaussiennes par état. Le second systéme (CD) est celui
décrit dans le Chapitre 3, modélisant les caractéres en fonction de leur contexte : les
trigraphes. Nous avons compté 201 nouveaux trigraphes présents dans la base de test
et non dans les bases d’apprentissage ou de validation. Les arbres de décision nous
ont permis de leur allouer des modéles d’états. Les paramétres du systéme CD ont
été fixés sur la base d’apprentissage (calcul et répartition des clusters, voir Section
4.1.6) mais pour 'apprentissage final des Gaussiennes de chaque état (aprés I’étape
de partage des paramétres), nous avons choisi d’ajouter les données de la base de

validation afin d’améliorer nos performances.

Les résultats sont donnés sur la Table 4.7. Pour chaque systéme (CI et CD),
nous montrons le taux de reconnaissance en ayant appris sur la base d’apprentissage

uniquement ou bien sur ’apprentissage et la validation.
Deux observations peuvent étre tirées de la Table 4.7 :

— D’une part, ’augmentation du nombre de données pour I’apprentissage permet
une amélioration des performances : 0.2% pour le systéme CI et 0.6% pour le

systeme CD. L’amélioration est statistiquement significative pour le systéme
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CD avec un taux de confiance de 95% 3. Cela nous motive a poursuivre 'ajout
de données pour obtenir un meilleur apprentissage.

— D’autre part, on remarque que la modélisation des caractéres en fonction de
leur contexte améliore considérablement les performances : le nombre d’erreurs
est diminué relativement de plus de 15% pour les systémes appris sur le plus
de données. Ainsi, méme si les systémes dits 'CD’ ont plus de paramétres a
calculer (2513 états, au lieu de 958 pour les monographes), ils obtiennent de
meilleurs résultats. Ceci est di a la plus grande précision dans la modélisa-
tion des caractéres mais aussi a la gestion de la taille des clusters d’états,

correctement paramétrée grace a une étape de validation.

4.1.9 Combinaison de reconnaisseurs

La combinaison de classifieurs est un moyen rapide et efficace d’améliorer les
performances d'un systéme. Elle est utilisée avec succés dans un grand nombre de
domaines, tels la reconnaissance d’écriture bien siir, mais aussi l'analyse de docu-
ment, I'imagerie médicale, la vérification biométrique (visage, empreintes digitales)
et la reconnaissance de la parole (voir Rahman et Fairhurst [1410]).

Ayant a disposition deux systémes distincts a base de HMMs pour la reconnais-
sance de mots isolés (1'un classique, 'autre a base de HMMs en contexte), nous avons
donc cherché a les combiner. Nous pouvons justifier cette approche en observant les
statistiques données dans la Table 4.8. Dans la premiére partie du tableau, le nombre
de mots de I’ensemble de test correctement ou incorrectement reconnus par les deux
classifieurs est donné de maniére conjointe (les mots mal reconnus par les deux sys-
témes, ceux bien reconnus par les deux systémes ainsi que les mots bien reconnus
par I'un et non par l'autre). On lit par exemple que 478 mots ont été bien reconnus
par le systéme CI mais ont engendré des erreurs pour le systéme CD. La deuxiéme
partie de la Table 4.8 donne les taux de reconnaissance de ces deux systémes en 1-,
10- et 50-best.

On voit sur la Table 4.8 que méme si les deux systémes ont souvent tort ou raison
ensemble, ils ne sont pas d’accord sur 478 + 777 = 1255 mots, soit plus de 16% de la
base de test. Or, chacun obtient un taux de mots bien reconnus trés élevé en 10-best

et en 50-best. Ainsi, une combinaison de leurs sorties avec une réorganisation des

3. Le seulil critique du test de t-Student entre les troisiéme et quatriéme lignes de la Table 4.7
est de 1.95.
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classification des mots | CI incorrect | CI correct
CD incorrect 1137 478
CD correct 7T 5384
taux de reco. n-best CI CD
1-best 75.4% | 79.2%
10-best 94.2% | 95.4%
50-best 97.5% | 97.7%

TABLE 4.8 — Comparaison des performances des systémes CI et CD sur la base
de test de Rimes 2011 en terme de nombre de mots bien ou mal classifiés par les
deux reconnaisseurs et en terme de taux de reconnaissance en n-best de chacun des
reconnaisseurs.

listes n—best pourrait permettre de récupérer la bonne réponse pour la plupart de

ces 1255 mots et donc d’améliorer les performances du reconnaisseur.

Pour cela, nous avons effectué une combinaison a base des scores des reconnais-
seurs : pour chacun d’eux, la liste des n sorties les plus probables est donnée, chaque
sortie étant associée a un score, normalisé entre 0 et 1 (la somme des scores des n
sorties fait 1). Disposant de ces deux listes de taille n, pour chaque mot présent dans
au moins 'une des deux listes, la somme des scores obtenus par chacun des systémes
pour ce mot est calculée (le score vaut 0 pour un reconnaisseur si le mot considéré
n’est pas contenu dans sa n-best liste). On obtient finalement une nouvelle liste de
sorties, de taille comprise entre n et 2n. Le mot ayant le nouveau score le plus élevé

est le mot final reconnu.

Ce procédé nous a permis d’améliorer notre performance en passant de 79.2%
avec le systéme en contexte seul a 81.1% avec les deux systémes combinés. L’amélio-
ration que nous obtenons est encourageante pour la combinaison de systémes mais
nous espérons pouvoir encore gagner en performance en combinant nos sorties avec
celles d’autres reconnaisseurs. En effet, d’aprés la Table 4.8, méme si la combinaison
des deux systémes permettrait hypothétiquement de gagner jusqu’a 1255 mots sup-
plémentaires bien reconnus, 1137 mots restent mal décodés par les deux systémes

quoiqu’il arrive. Ainsi, encore 14.6% de mots restent a reconnaitre.

Dans [37], El-Abed et al. ont combiné les sorties des onze systémes présentés
lors de la compétition ICDAR, 2007 de reconnaissance d’écriture manuscrite arabe.
Leurs résultats montrent que la combinaison de systémes est certes le meilleur moyen
d’obtenir in fine les meilleurs résultats mais surtout que celle-ci est d’autant plus

efficace que les classifieurs sont différents. Nous proposons donc de combiner nos
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‘ systéme ‘ taux de reconnaissance

systéme CI 75.4%

systéeme CD 79.2%
combinaison CI + CD 81.1%
combinaison CI + CD + graphm-A2iA 86.2%
combinaison CI + CD + graphm-A2iA + RNN 94.9%

(systéme officiel A2iA-Télécom ParisTech

pour la compétition Rimes 2011)

TABLE 4.9 — Résumé de nos résultats sur la base de test Rimes 2011.

deux systémes a base de HMMs a d’autres systémes, trés différents.

Le premier systéme considéré pour étre ajouté a la combinaison est un systéme
hybride HMM /NN développé par A2iA, basé sur une segmentation explicite de
mots en graphémes |5, 80, 12]. Les probabilités d’observation sont calculées par un
réseau de neurones et la décomposition d’un caractére en graphémes est modélisée
par un HMM de type Bakis. Le second systéme considéré est le systéme a base
de LSTM-MDRNN (RNN multidimensionnels) proposé dans [62], élaboré avec la
librairie publique donnée dans [71].

Les résultats obtenus suite a ces combinaisons sont donnés sur la Table 4.9. Cette
Table résume I’ensemble de nos résultats sur la base Rimes - ICDAR
2011. Elle permet de constater I’évolution des performances entre un systéme HMM
générique, un systéme HMM plus performant a base de modéles contextuels et la

combinaison de classifieurs robustes et différents.

4.1.10 Comparaison avec I’état de I’art - 2011

Depuis la rédaction de ce manuscrit, les résultats officiels de la compétition de
reconnaissance de mots manuscrits frangais Rimes - ICDAR 2011 sont apparus (Gro-
sicki et El-Abed [65]). La Table 4.10 montre que le systéme combiné proposé dans
la Section précédente est arrivé en premiére place. Le systéme original & base de
HMDMs contextuels est arrivé quant a lui premier parmi les systémes non issus de
combinaisons, et troisiéme d’un point de vue général.

Le systéme proposé par Jouve est une combinaison d’un classifieur a4 base de
HMMs gaussiens et d'un classifieur de type Réseaux de Neurones Récurrents, appris
sur la RNNLib. Le deux systémes proposés par 'TRISA sont basés sur des HMMs a

densités continues (Guichard et al. [66]). Le prétraitement des images est standard




A-L. Bianne Bernard 93

‘ systéme ‘ taux de reconnaissance
A2iA 94.87%
Jouve 87.47%
systéme CD 79.2%
IRISA(1) 78.59%
ParisTech 75.12%
IRISA(2) 74.54%

TABLE 4.10 — Comparaison des performances du systéme proposé a base de HMMs
en contexte et de sa combinaison avec d’autres reconnaisseurs avec les systémes
présentés a la compétition Rimes 2011.

et les 60 caractéristiques, décrites dans [8], sont extraites par des fenétres glissantes
et dépendent des lignes de base. Le nombre d’états par caractére varie en fonction
de leur longueur. Lors du décodage, les scores des mots sont réévalués au niveau
caractére par des SVMs. Les deux systémes difféerent par leur utilisation du lexique
lors du rescoring. Enfin, le systéme de ParisTech est un systéme a base de HMMs

contextuels.

4.1.11 Bilan

Dans cette Section, nous avons développé en détail la mise en place de notre
systéme a base de modéles HMMs en contexte et présenté nos résultats sur la base
de données Rimes. Les bases du systéeme sont élaborées avec des HMMSs de caractéres
qui ne dépendent pas du contexte (topologie des modéles, choix des caractéristiques)
et une base de validation sert a optimiser la construction des arbres de décision pour
le systéme en contexte. Nous avons vu que le systéme original que nous proposons
modélisant les HMMs de caractéres en fonction de leur contexte permet de diminuer
relativement de plus de 15% le nombre de mots mal reconnus sur la base de test
2011.

Lorsque nous comparons nos résultats a la compétition Rimes 2009, nous consta-
tons que notre systéme HMM est extrémement compétitif par rapport aux autres
systémes utilisant des HMMs - il arrive en troisiéme place, les premiére, deuxiéme et
troisieme places étant occupées par des systémes utilisant une combinaison de classi-
fieurs. Ainsi, en systéme seul, notre systéme a base de modéles en contextes dépasse
les autres systémes HMM. Cependant, la comparaison a un autre classifieur (basé sur

les LSTM-RNN) montre qu’il faut encore chercher a améliorer les systémes HMMs.
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Dans le chapitre suivant, nous montrerons d’ailleurs 'une des méthodes possibles
pour améliorer notre systéme. Enfin, nous avons vu a la fin de cette Section que la
combinaison de classifieurs permet d’améliorer considérablement les performances
d’un systéme. S’il est indispensable de construire les classifieurs les plus robustes
possible, il est aujourd’hui incontournable de considérer la combinaison de classi-
fieurs pour construire le meilleur systéme possible. Grace a ce procédé, le systéme
proposé a base de HMMs contextuels, combiné a des reconnaisseurs différents (a
base de réseaux de neurones entre autres) est arrivé premier de la compétition IC-
DAR 2011 de reconnaissance de mots sur la base Rimes. (Il est aussi arrivé premier

pour la reconnaissance de lignes).

4.2 Reésultats sur une autre base latine : la base
IAM

La base IAM (Marti et Bunke [110], Marti et Bunke. [107]) est aujourd’hui sou-
vent, utilisée comme base de données pour I’évaluation de systémes a I'état de I’art.
Aucune compétition officielle n’a eu lieu a ce jour mais, le nombre de laboratoires
utilisant cette base de données étant important, nous avons jugé utile d’évaluer notre
systéme sur cette base afin de prouver qu’il n’est pas spécifique au francais.

Nous avons travaillé sur la tache « reconnaissance de mots isolés ». Pour 1’élabo-
ration et 1’évaluation de notre systéme, nous avons utilisé uniquement les images de
mots dont la segmentation était propre, soit 74154 images différentes, correspondant
a un vocabulaire de 10212 mots. La base est divisée en une base d’apprentissage de
46901 images, deux bases de validation de 6442 et 7061 images respectivement et
une base de test de taille 13750 images. La base TAM étant une base de mots anglais,
nous n’avons pas modélisé de caractéres accentués. Cependant, de nouveaux signes
de ponctuation ont du étre modélisés : ., - " 7 () :;!? / +. Nous avons appris un
total de 75 modéles de caractéres.

Comme pour la base Rimes, nous avons dans un premier temps évalué le meilleur
ensemble de caractéristiques pour le systéme a 1’aide d’un systéme appris sur la base
d’apprentissage et testé sur les bases de validation. Les valeurs optimales trouvées
sont w = 8 pixels et 6 = 4 pixels. Nous avons appliqué une régression sur les
caractéristiques puis évalué la meilleure topologie possible pour chaque caractére,

illustrée sur la Figure 4.6.
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Systéme | Ensemble d’apprentissage | Taux de reconnaissance
CI train 66.82%
CI train+valid1+valid2 67.86%
CD train 67.91%
CD train+valid1+valid2 69.53%

TABLE 4.11 — Comparaison des systémes présentés, modélisant les caractéres en
fonction de leur contexte ou non. Résultats sur la base de test de IAM contenant
13750 images.

Le taux de reconnaissance obtenu par le systéme sans contexte sur
les bases de validation est de 68.8%, avec un mélange de 20 gaussiennes
par état.

En nous basant sur ce premier systéme, nous avons construit ensuite le systéme
dynamique & base de HMMs en contexte, de la méme maniére qu’il a été présenté
pour la base Rimes. Nous avons déterminé les seuils optimaux AL,,;, et ', pour
apprendre les modeéles en contexte a I'aide des bases de validation. Les valeurs trou-
vées sont (ALyin, D'min) = (450, 50), définissant un total de 3053 clusters (états) et
2590 modéles de trigraphes différents.

Une fois les seuils choisis, nous avons augmenté incrémentalement le nombre de
gaussiennes dans les mélanges définissant chaque état a Ng = 20 et avons évalué
le systéme sur les bases de validation. Avec ces modéles en contexte, nous obtenons
un taux de 70.2% de mots bien reconnus sur les bases de validation de TAM. Ceci
représente une augmentation de 2% en relatif par rapport au résultat d’un systéme
sans contexte appris sur les mémes données.

Nous avons ensuite évalué nos modeles sur les 13750 images de la base de test
d’TAM. Pour cela, nous avons appris deux systémes différents : le premier est le
systéme précédemment, obtenu avec les seuils (ALyin, Dmin) = (450, 50) donnant
un taux de 70.2% sur les bases de validation. Le second a été appris en ajoutant
les données des bases de validation pour 'apprentissage des clusters définis par les
mémes (ALyin, [imin). Les deux systémes ont donc le méme nombre de clusters
définis et le méme nombre de gaussiennes dans chaque mélange. Pour compléter
notre étude, nous avons aussi appris des modéeles HMMs de caractére sans contexte
avec les mémes parameétres que définis plus haut mais en ajoutant les bases de
validation aux données d’apprentissage. Les résultats sont donnés sur la Table 4.11.

Les résultats de la Table 4.11 nous permettent d’affirmer que 'utilisation de

modéles en contexte pour les systémes de reconnaissance de mots a base de HMMs
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de caractéres est tres efficace, quel que soit le langage. La réduction relative d’erreurs
entre les deux meilleurs systémes - avec et sans contexte - est de 5.2%, ce qui
représente un gain non négligeable pour le systéme présenté. Un test de t-Student
apparié démontre que la différence de performances entre le systéme CI et le systéme
CD (tous deux appris sur train+valid1+valid2) est statistiquement significative avec

un taux de confiance de 99.9% *.

Le systéme que nous avons contruit pour la reconnaissance de mots isolés sur la
base TAM est difficilement comparable aux autres systémes de I’état de I’art sur cette
base car notre protocole de décodage ne correspond pas au protocole habituellement
utilisé : le plus souvent, les résultats sont donnés sur les lignes de la base de test et
un modéle de langage calculé sur le LOB-corpus est utilisé. Un systéme cependant
donne des résultats sur une découpe de la base TAM proche la notre et un dictionnaire
similaire : le sytéme de 'UPV [170, 43|, qui a aussi participé a la compétition
Rimes 2009 [64]. II est basé sur une combinaison de systémes faite a partir des votes
de trois classifieurs de type hybride HMM/NN. La combinaison est accompagnée
d’une diminution du lexique de test avec un classifieur NN holistique en amont du
décodage. Pour leurs expériences, Zamora-Martinez et al. [170] ont rassemblé la
base de test et une base de validation pour en faire leur ensemble de test. Ils ont
éliminé les mots mal segmentés ainsi que les mots contenant de la ponctuation et
ont obtenu le découpage suivant : 41743 images d’apprentissage, 6313 images pour la
validation, 17477 images de test et un lexique contenant 10199 mots. Leur systéme
combiné obtient un taux de reconnaissance de 77.9% sur leur ensemble de test. Si ce
résultat est difficilement comparable & ce que nous obtenons avec le systéme proposé
a base de HMMs en contexte (systéme combiné, absence de ponctuation, ensemble
de tests et dictionnaire différents), nous avons cependant souhaité effectuer notre
propre combinaison de systémes pour pouvoir comparer nos résultats a un certain
point. Nous avons combiné les sorties de trois reconnaisseurs : nos deux systémes
HMMs (I'un indépendant du contexte et I'autre, contextuel) et un systéme hybride
HMM/NN & base de segmentation explicite d’'un mot en graphémes, élaboré par
A2iA [5]. Nous obtenons un taux de 78.1% de mots bien reconnus [12] sur les 13750
images de mots de la base de test ’'TAM avec un lexique de taille 10212. Ce dernier

taux montre que nos résultats sont comparables a ceux de I'état de I’art.

4. La valeur critique du test de Student entre les deux systémes est de 4.80, soit largement
supérieure au seuil critique de 3.291 pour un taux de confiance de 99.9% et un nombre d’échantillons
supérieur & 1000.
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FIGURE 4.7 — Illustration de I'influence du contexte des caractéres pour I’écriture

LS laB

arabe. Les trois mots JLJl | &lslasYly et ol ont été écrits par le méme
scripteur, cependant les caractéres laB , aaE et saM ont des formes différentes selon
leur contexte.

Nous avons donc montré dans cette Section que la modélisation de caractéres en
fonction de leur contexte améliore les performances par rapport a un systéme HMM

générique et ce, quel que soit le langage utilisé (francais/anglais).

4.3 Application du systéme sur 1’écriture Arabe

Nous avons montré dans les sections précédentes que le systéme que nous pro-
posons a base de HMMs de caractéres dépendant de leur contexte est performant
sur des bases d’écriture latine, que le langage soit le francais ou ’anglais. Dans cette
section, nous généralisons ce constat a 1’écriture manuscrite arabe.

Les trois mots de la Figure 4.7 montrent qu’il est pertinent d’utiliser des modéles

contextuels pour 'arabe. Ecrits par un méme scripteur, ils présentent des formes

différentes pour les caracteres o , J et ! selon le mot dans lequel ils sont écrits et
les caractéres qui les entourent.

Nous verrons dans un premier temps les spécificités de 1’écriture arabe par rap-
port a I’écriture latine que nous avons di prendre en compte pour notre modélisation
(Section 4.3.1). Ensuite nous présenterons la base OpenHart, proposée par le NIST
en 2010 dans le cadre du projet MadCat (Section 4.3.3). Cette base est notre base
d’étude pour nos expériences sur I'écriture manuscrite arabe. Aprés avoir introduit
le systéme élaboré en 2010 et envoyé a la compétition OpenHart de reconnaissance
de mots arabes dans un document (Section 4.3.4), nous discuterons de l'influence
des modeéles de langage sur nos performances (Section 4.3.5). Enfin, nous étudie-
rons dans la Section 4.3.6 'influence de certaines des améliorations proposées dans
ce manuscrit sur un sous-ensemble de la base OpenHart. Ces derniéres expériences
nous permettront de planifier les recherches futures a effectuer sur la base Openhart

compléte.
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4.3.1 L’écriture arabe

Tout comme le latin, I’arabe est une écriture cursive. Cependant, ’écriture arabe
est consonantique, ce qui signifie que ’alphabet ne contient que trés peu de voyelles
(trois) et que 'écriture utilise des signes diacritiques (traits ou points) représentant
des semi-voyelles ou voyelles courtes en remplacement. Selon leur position, les dia-
critiques peuvent radicalement changer le sens d’un caractére et donc le sens d'un
mot, ce qui rend le traitement de 1’écriture manuscrite arabe difficile. De plus, si
29 caractéres différents sont définis en arabe, la forme de certains caractéres peut
changer selon leur position dans un mot : au début, au milieu ou a la fin d’un mot,
ou bien encore si ce sont des caractéres isolés. En tout, 120 monographes différents
sont définis pour 'arabe. Pour plus de détails, un bon récapitulatif des spécificités

de Décriture arabe se trouve dans Amara et Bouslama [3].

L’utilisation d’un systéme HMM sans segmentation pour la reconnaissance de
I’arabe se justifie par la forme que peuvent prendre certains caractéres. On observe
d’une part un fort chevauchement entre certains caractéres, qui rend une découpe
presque impossible et, d’autre part, les ascendants (ou descendants) d’un caractére
qui peuvent s’étendre sur (ou sous) les autres caractéres du mot auquel il appar-
tient : une segmentation aurait de fortes chances de couper le caractére de son sens
et ajouterait du bruit aux autres caractéres. De plus, des coupures sont souvent
observées dans un mot en arabe, découpant le mot en pseudo-mots. Une approche a
base de fenétres glissantes et surtout 'utilisation de modéles HMMs qui ont le pou-
voir d’absorber les variations de longueur d’un caractére sont d’autant plus justifiées

pour cette écriture.

4.3.2 Les modéles en contexte pour Parabe

Nous avons présenté au Chapitre 3 un systéme a base de modéles de caractéres
dépendants de leur contexte gauche et droit. En arabe, le sens de I’écriture étant de
droite a gauche, nous noterons par la suite, pour plus de simplicité, les caractéres
encadrant une lettre comme « contexte précédent »  (signe -’ dans notre notation)

et « contexte suivant »  (signe -+’ dans notre notation) au lieu de contextes gauche
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FIGURE 4.8 — Exemple de contexte précédant et suivant pour le caractere , dans le

mot uLs

et droit. Par exemple sur la Figure 4.8 le caractére , dans le mot |4 est entouré par

5 (contexte précédent) et | (contexte suivant). Pour écrire les caractéres arabes
aisément en ASCII, nous utilisons la translitération proposée pour la base de données
IFN-Enit [131]. Ainsi, sur I’exemple précédent, le trigraphe défini se note : faB-
yaM-+laE.

Afin de construire nos modéles HMMs contextuels, nous avons utilisé nos connais-
sances sur la forme des lettres et de leurs extrémités gauche et droite. Nous avons
élaboré I’ensemble des questions binaires utilisées dans la construction des arbres de

clustering en suivant deux hypothéses :

— les caractéres dont la partie finale ont une forme de trait similaire auront
tendance a influer de la méme maniére sur le caractére central suivant
— les caractéres dont la partie initiale ont une forme de trait similaire auront

tendance a influer de la méme maniére sur le caractére central précédent

Ainsi, les caractéres arabes ayant une forme similaire [112] ont plus de chance d’étre
rassemblés dans des questions. Des fins de caractére similaires conduisent a des
regroupements dans des questions se rapportant au « contexte précédent » (P QS)

et les débuts de caractéres similaires a des questions sur le « contexte suivant »

(5_QS).
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Par exemple, les caractéres 2 , 2, <2, s ont leur début (partie droite) qui se
ressemblent. Ils sont regroupés dans une question de type S_ QS : { *+faM , *+kaM
, *+faE | *+kaE }. L’ensemble des questions créées pour 1'écriture arabe peut étre

trouvée en Annexe A.2.

4.3.3 La base OpenHart

La base OpenHart a été proposée en 2010 par NIST dans le but d’effectuer
une évaluation des systémes de 1’état de ’art sur une base manuscrite arabe de
trés grande taille [74, 167]. Les données sont séparées en deux phases (Phase 1
et Phase 2), chacune possédant un ensemble d’apprentissage (Train PhaseX), de
validation (DevTest_PhaseX) et de test (Eval PhaseX). L’ensemble de test utilisé
pour la compétition est Eval Phase2, dont les données n’ont été distribuées qu’au
moment de la compétition. Le nombre total d’'images de mots contenues dans la base
OpenHart peut se compter en millions et correspond & un lexique d’une centaine de
milliers de mots :

— 758 936 images pour Train Phasel,

— 84 405 images pour DevTest Phasel,

— 48 342 images pour Eval Phasel,

2 975 417 images pour Train Phase2,
— 57 462 images pour DevTest Phase2,
— 64 359 images pour Eval Phase2,

soit un total de 3 988 921 images dans la base compléte.

La qualité des images est variable : 25% des données sont écrites sur des pages
avec des lignes et 75% sur des pages blanches. De plus, si 90% des pages sont
écrites dans des conditions normales, il a été demandé a 5% des scripteurs d’écrire
rapidement et sans prendre soin de leur écriture. Quelques exemples de pages de la
base OpenHart sont donnés sur la Figure 4.9. La tache de reconnaissance proposée

s’annonce ainsi difficile mais passionnante.

4.3.4 Présentation du systéme développé pour la compétition
OpenHart 2010

Afin de donner un apercu de nos performances sur ’ensemble de la base Open-

Hart, nous présentons dans cette section la mise en place du systéme développé pour
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(b) exemple d’écriture sur une page blanche

FIGURE 4.9 — Exemples de pages manuscrites arabes de la base OpenHart
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la compétition OpenHart 2010 de reconnaissance de mots arabes. Pour la compéti-
tion, chaque image de page manuscrite a été fournie avec une annotation au format
XML donnant le découpage de la page en lignes et le découpage des lignes en mots.
Nous avions donc a notre disposition des images de mots isolés accompagnées de
leur localisation dans la segmentation de chaque ligne.

Le systéme élaboré pour la compétition 2010 a été appris sur les 739849 images de
mots de Train Phasel afin d’accélérer Papprentissage (nous ne disposions que d’un
mois pour élaborer un systéme et le soumettre). Les caractéristiques extraites sont
les caractéristiques statistiques et géométriques présentées dans la Section 2.1. Les
caractéristiques directionnelles n’étaient pas encore incluses dans notre extraction.
Le nombre d’états par HMM a été fixé a 12 pour ’ensemble des caractéres excepté
pour les caractéres de ponctuation (4 états émetteurs) : 'adaptation de la topologie
a la longueur des caractéres n’était pas encore incluse dans notre systéme.

Le dictionnaire utilisé pour le décodage est le lexique constitué des 20000 mots
les plus fréquents dans la base OpenHart. Il couvre 80% des mots présents dans le
lexique de I’ensemble de validation DevTest Phasel. Une premiére évaluation nous
a permis de calculer que le taux de reconnaissance du systéme générique est
de 35.0% sur les 81948 images de DevTest Phasel.

Nous avons ensuite procédé a la modélisation de caractéres en fonction de leur
contexte. Nous avons compté 22183 trigraphes dans ’ensemble d’apprentissage de
Phasel. L’utilisation des seuils (AL,,;, = 500, T, = 200) nous a permis de générer
un total de 4950 clusters d’états. De méme que pour le latin, nous avons observé que
la diminution du nombre total d’états définis conduit & des modéles de trigraphes
identiques car ils partagent pour chaque position d’état exactement les mémes clus-
ters. Au total 3217 trigraphes différents sont définis a partir des 4950 clusters.

Lors du décodage des trigraphes avec le lexique de 20000 mots, les arbres calculés
lors de I'apprentissage sont utilisés pour assigner des clusters aux états des trigraphes
non vus lors de 'apprentissage. Au total 15897 trigraphes sont comptés dans ce
dictionnaire dont plus de 2000 n’ont pas été appris. On voit bien, dans ce cas,
I'utilité du calcul des clusters d’état par arbres de décision. Finalement, le taux
de reconnaissance du systéme en contexte est de 38.4% sur I’ensemble
DevTest Phasel, ce qui représente un gain relatif de 9.7% par rapport
au systéme générique.

Les taux obtenus montrent clairement que l'utilisation de modeéles HMMs de

caractéres dépendants de leur contexte améliore les performances. Cependant, com-
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parativement aux taux obtenus sur d’autres bases de données (Rimes, TAM) et qui
oscillent entre 70% et 85% (cf Sections 4.1.6, 4.1.8 et 4.2), le pourcentage final d’er-
reurs sur cette base semble élevé (plus de 60% des mots de la base de test sont
mal reconnus). Nous avons donc proposé d’améliorer nos performances a l'aide de

modeéles de langage.

4.3.5 De l'utilisation de modéles de langage pour la recon-

naissance de lignes manuscrites arabes

Les modéles de langage visent & modéliser statistiquement un langage donné.
Ils associent une probabilité & une séquence de mots consécutifs permettant de sa-
voir a priori si la séquence est probable ou non. En général, pour la reconnaissance
de la parole ou de I’écriture, on utilise des n-grammes, c’est-a-dire des probabilités
d’enchainement de deux, trois, ... ou n mots [156]|. Le calcul des probabilités peut
se faire entre autres par un simple comptage du nombre d’occurrences de chaque
expression dans un ensemble de données. Il existe d’autres techniques d’évaluation
des probabilités (avec des réseaux de neurones par exemple [10, 119]) et il est aussi
possible de grouper des mots dans des classes et d’évaluer uniquement les tran-
sitions entre classes [17, 85| mais une étude comparative des modéles de langage
utilisés en reconnaissance de la parole et de I’écrit n’est pas 1'objet de ce travail.
Nous utiliserons donc dans nos expériences des n-grammes basés sur les comptages
d’occurrences d’expressions, réputés pour leur simplicité de mise en oeuvre et leurs
bonnes performances. L’outil SRILM [154] a servi a élaborer nos modéles de langage.

L’utilisation des modéles de langage en reconnaissance d’écriture s’inscrit généra-
lement dans le cadre de la reconnaissance de lignes. Afin d’étre reconnues, les lignes
peuvent étre segmentées et plusieurs options de segmentation peuvent étre proposées
pour chaque ligne. Pour chaque option de segmentation, I’ensemble des pseudo-mots
découpés est traité dans le reconnaisseur et les lignes formées sont ensuite évaluées
par le modéle de langage. Cette stratégie étant dépendante d’une étape préliminaire
de segmentation de ligne, elle est souvent sujette a erreurs. Dans le cas de la base
de données MADCAT, nous avons a disposition la véritable segmentation des lignes
en mots, annotation effectuée par des opérateurs. Nous souhaitons profiter de cet
avantage pour observer directement 'influence des modéles de langage sur notre
décodage.

La procédure de décodage avec modeéles de langage que nous avons utilisée pour




A-L. Bianne Bernard 105

notre systéme envoyé a la compétition OpenHart 2010 est décrite maintenant. Dans
un premier temps nous avons choisi un dictionnaire pour le décodage. Celui-ci est le
lexique contenant les 20000 mots les plus fréquents dans la base OpenHart présenté
dans la section précédente. Pour chaque mot du dictionnaire, nous avons ensuite
compté tous les unigrammes, bigrammes et trigrammes associés & ce mot sur une
base de données prédéfinie. La base peut étre soit la base d’apprentissage soit une
base externe. Nous avons choisi la base de données Arabic GigaWord [130] pour nos
expériences, base composée de documents contenant 850 millions de mots collectés
principalement sur des journaux. Lors du comptage, les n-grammes associés a des
mots hors vocabulaire n’ont pas été pris en compte (le vocabulaire est dit fermé).
Une méthode de lissage de type Kneser-Ney est appliquée sur les trigrammes incon-
nus du test. Une fois le dictionnaire et le modéle de langage fixés, nous avons décodé
I’ensemble des mots du test avec notre systéme a base de HMMs contextuels présenté
dans la section précédente. Le décodage est lancé en 50-best, c’est-a-dire que pour
chaque image de mot, les 50 meilleures sorties sont données avec un score de recon-
naissance. Les scores sont normalisés entre 0 et 1 et somment & 1 pour chaque image
de mot. Ligne par ligne et mot par mot, les sorties 50-best sont ensuite enchainées
pour reconstituer des options de reconnaissance de ligne. Finalement, le modéle de
langage repondere ’ensemble des scores obtenus selon la probabilité d’occurrence de
chaque n-gramme. La pondération est guidée par un language model scaling factor
qui permet, la combinaison efficace des scores de reconnaissance avec les probabilités
des n-grammes. Sa valeur optimale est trouvée a I'aide d’une base de validation. La
pondération effectuée par le modéle de langage permet de faire remonter en premiére
place des mots dont le score était initialement trés bas mais qui correspondent a une
expression plus probable que celle induite par la reconnaissance sur le mot isolé.

Nous avons évalué l'influence des modéles de langage sur notre reconnaisseur
de mots manuscrits arabes a base de HMMs contextuels. Nous rappelons que, sans
modéle de langage, le taux de reconnaissance du systéme avec modeéles en contexte
est de 38.4% sur ’ensemble DevTest Phasel. Avec le méme dictionnaire et un
modéle de langage utilisant des trigrammes, nous obtenons 53.4% de mots
bien reconnus sur DevTest Phasel avec le systéme original de HMMs
contextuels, c’est-a-dire que nous observons un gain de 39% en relatif, ce
qui est trés important.

Ce taux se confirme sur l'ensemble de test de la compétiton OpenHart 2010

(Eval_Phase2). Nous avons obtenu un taux de 54.0% de mots bien reconnus avec le
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systéme ensemble taux de
de test | reconnaissance

HMMs non DevTest 35.0%
contextuels Phase 1
HMDMs non DevTest
contextuels Phase 1 50.0%
+ ML trigrammes
HMDMs DevTest 38.4%
contextuels Phase 1
HMMs DevTest
contextuels Phase 1 53.4%
+ ML trigrammes
HMMs non Eval
contextuels Phase 2 44.9%
+ ML trigrammes
HMMs Eval
contextuels Phase 2 54.0%
+ ML trigrammes
combinaison
CI + CD + Eval 62.3%
hybride + Phase 2
+ ML trigrammes

TABLE 4.12 — Récapitulatif des performances des systémes élaborés pour la compé-
tition OpenHart 2010 (ML signifie modéle de langage).

systéme a base de HMMs en contexte accompagnés du modéle de langage présenté
ici. Le meilleur systéme de la compétition est une combinaison de nos deux sys-
témes HMMs (générique et contextuel) et d’un systéme hybride HMM /NN élaboré
par A2iA [113]. La combinaison, associée au méme modéle de langage a base de
trigrammes, a obtenu un taux de reconnaissance de 62.3%.

La Table 4.12 donne le récapitulatif des performances des systémes élaborés pour

la compétition OpenHart 2010.

4.3.6 Evaluation du systéme sur un sous-ensemble de la base
OpenHart
Comme nous ’avons évoqué dans la Section 4.3.4, nous avons manqué de temps

au moment de la compétition OpenHart 2010. Nous n’avons donc pas pu élaborer

des modeéles optimaux pour nos systémes a base de HMMs (générique et contextuel).
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Nous souhaitons cependant explorer les améliorations proposées dans ce manuscrit
et évaluer leur influence sur la reconnaissance de I’écriture arabe : utilisation d’un
ensemble de caractéristiques plus large et d’une topologie variable des modéles ainsi
qu'un calcul précis des seuils de clustering.

Etant donné la taille gigantesque de la base OpenHart, nous proposons dans
cette section de travailler sur une sous-partie des données afin d’accélérer les pro-
cédures d’apprentissage et de décodage. Nous avons extrait de maniére aléatoire
150000 images de mots de Train Phasel et Train Phase2 (75000 sur chacun)
pour apprendre nos modéles HMMs et 50000 images de DevTest Phasel et Dev-
Test Phase2 (25000 sur chacun) pour les évaluer : 10000 images sont utilisées pour
la validation et 40000 pour le test.

Les caractéristiques extraites sont les caractéristiques statistiques, géométriques
et directionnelles présentées au Chapitre 2, Section 2.1, excepté le parcours des
fenétres glissantes qui pour 'arabe est de droite a gauche et non de gauche a droite.
De méme que pour les bases latines, la taille de fenétre optimale et le décalage entre
deux fenétres sont optimisés sur la base de validation (w = 9 pixels et § = 4 pixels)
et une régression est calculée sur les caractéristiques. Le nombre moyen d’états par
HMM est d’abord évalué a 12 puis la procédure d’attribution d’un nombre d’états
spécifique pour chaque caractére présentée au Chapitre 2, Section 2.3 est lancée.

Pour le décodage, nous appliquons le lexique utilisé pour la compétition Open-

Hart 2010 (contenant les 20000 mots les plus fréquents de la base).

Adaptation de la topologie des HMMs aux caractéres. Pour un mélange
de 20 gaussiennes par caractére, la différence entre les deux types de topologies
(constante ou variable) est de 3.4% : les HMMs de caractére avec 12 états obtiennent
37.7% de mots bien reconnus et ceux a la topologie variable 41.1%. Ces résultats
montrent bien I'importance de ’adaptation de la topologie des HMMs pour 'écriture

arabe.

Optimisation des seuils de clustering. Nous avons ensuite procédé a la mo-
délisation de caractéres en fonction de leur contexte. Nous avons compté 13655 tri-
graphes dans nos données d’apprentissage. L.’optimisation des seuils AL,,;, et ['uin
pour la construction des arbres a été effectuée a I'aide de la base de validation : le
couple optimal (AL,,;, = 500, [',,;, = 500) génére un total de 3706 clusters d’états

définissant 1335 trigraphes différents. De méme que lors de la compétition, nous
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avons pu observer l'utilité du clustering par arbres de décision lors de la phase de
test : plus de 3000 nouveaux trigraphes devaient étre modélisés. Le taux de recon-
naissance des modéles HMM contextuels sur ’ensemble de test proposé est ainsi de
43.6%, soit une augmentation relative de 6.1% par rapport au systéme générique

sans contexte.

Cette étude sur un sous-ensemble de la base OpenHart nous a permis d’assurer la
validité de notre approche. Nous envisageons donc dans un futur proche d’appliquer
les améliorations proposées (ajout de caractéristiques directionnelles, adaptation du
nombre d’états a la longueur du caractére) a I’ensemble de la base OpenHart. Nous
expérons ainsi augmenter nos performances sur la reconnaissance de mots isolés et
observer I'impact de cette augmentation sur la reconnaissance de lignes avec modéles

de langage.

Conclusion du chapitre 4

Ce chapitre d’expériences a permis d’illustrer sur trois bases de données diffé-
rentes 'apport de la modélisation de caractéres en fonction de leur contexte pour
des classifieurs de type HMMs. L’ensemble de nos résultats est résumé dans la Table
4.13.

Nous avons pu constater que, quel que soit I’alphabet utilisé et les caractéristiques
de la base de données de travail, la modélisation de caractéres en fonction de leur
contexte permet, d’obtenir de meilleurs performances qu’une modélisation simple de
HMMs de caractéres. Ainsi, une réduction d’erreurs de prés de 4% est observée sur
la base de test Rimes 2011 et, pour I'ensemble de test de la base TAM, elle est de
1.6% en absolu. Sur la base de données arabe OpenHart, qui présente une tache de
reconnaissance plus difficile, la modélisation en contexte a permis de gagner 3.4%
de mots bien reconnus sur I’ensemble de validation DevTest Phasel.

Les expériences présentées dans ce chapitre ont aussi permis d’apercevoir des
techniques pour améliorer les performances de notre systéme sans devoir modifier la
modélisation. Nous avons ainsi constaté que la combinaison de sorties de classifieurs
permet de gagner 5.8% de mots bien reconnus sur la base de test de Rimes 2009 et
jusqu’a 15% sur le test 2011. Enfin, I'utilisation de modeéles de langage de type n-
grammes a augmenté de 15% le taux de reconnaissance de notre systéme contextuel

sur la base OpenHart. Ces deux techniques, briévement évoquées dans ce manuscrit,
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base de systéme taille de I’ens. | taille du | ensemble taux de
données d’apprentissage | lexique de test | reconnaissance
Rimes HMMs non test
contextuels 51,739 1612 2009 81.0%
(CI)
Rimes HMMs test
contextuels 51,739 1612 2009 83.3%
(CD)
Rimes combinaison test
CI + CD + 51,739 1612 2009 89.1%
hybride
Rimes HMMs non 59,203 test
contextuels 5744 2011 75.4%
Rimes HMMs 59,203 test
contextuels 5744 2011 79.2%
Rimes combinaison
CI + CD + 59,203 5744 test 94.4%
hybride + 2011
RNNs
TAMdb HMMSs non 60,404 10212 test 67.9%
contextuels
[AMdb HMDMs 60,404 10212 test 69.5%
contextuels
OpenHart | HMMs non DevTest
contextuels 739,849 20000 | Phase 1 50.0%
+ trigram LM
OpenHart | HMMs DevTest
contextuels 739,849 20000 Phase 1 53.4%
+ trigram LM
OpenHart | HMMs non Eval
contextuels 739,849 20000 Phase 2 44.9%
+ trigram LM
OpenHart | HMMs Eval
contextuels 739,849 20000 | Phase 2 54.0%
+ trigram LM
OpenHart | combinaison
CI + CD + 739,849 20000 Eval 62.2%
hybride + Phase 2

+ trigram LM

TABLE 4.13 — Reécapitulatif de I'ensemble de nos résultats sur les trois bases de
données étudiées (Rimes, IAM et OpenHart)
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font partie intégrante des pistes de recherche pour nos travaux a venir.

Avant de les utiliser, nous tenons toutefois & poursuivre I’amélioration de notre
modélisation de caractéres. En effet, meilleur est le classifieur, plus efficace sera son
utilisation lors d’une combinaison ou d'un décodage avec modeéles de langage. A
cette fin, nous présentons dans le prochain chapitre I'une des pistes envisagées pour

I’amélioration de notre systéme : ’adaptation des modéles HMM au scripteur.
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Chapitre 5

Adaptation des modéles HMMs au

scripteur

Introduction

Nous avons présenté dans les chapitres précédents un systéme original de re-
connaissance de mots manuscrits & base de HMMs en contexte et avons prouvé
I’efficacité de notre approche sur diverses bases de données et différents langages.
Dans ce chapitre, nous introduisons une autre fagon d’améliorer les performances de
notre reconnaisseur : ’adaptation au scripteur. Adapter un systéme & un scripteur
spécifique signifie modifier les paramétres du systéme de facon a garder son allure
générale tout en I’ajustant aux parameétres spécifiques au scripteur. Cette approche
poursuit notre idée générale de construire des modéles de plus en plus précis. La pré-
cision ici est représentée par les spécificités du scripteur, qui sont ajoutées au modeéle.
La différence est que la modification des modéles construits lors de 1’apprentissage
s’effectue dans ce cas lors de la reconnaissance.

L’adaptation d’un systéme au scripteur est une alternative trés efficace pour
répondre au schéma idéal qui serait d’apprendre les paramétres du systéme sur un
grand nombre de données du scripteur considéré. Indermiihle et al. [77] expliquent
qu’il faut un minimum de 1000 mots pour que l'apprentissage de modéles sur les
données d’un scripteur spécifique donne les mémes résultats qu’un apprentissage
général suivi d’une adaptation. Ce chiffre équivaut a au moins une dizaine de pages
transcrites écrites par le scripteur pour 'apprentissage, sans compter les données a

tester. Pour une tache comme la reconnaissance de courrier entrant d’une entreprise,
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ce scénario n’est pas concevable mais il peut étre utilisé pour la reconnaissance
d’archives, comme des tables de recensement, écrites par une méme personne au fil
des années. Etant donné que nous travaillons sur des bases de données pour lesquelles
un scripteur a écrit en moyenne 5 pages de texte manuscrit (cf Section 5.3), nous ne
pouvons utiliser ce type d’apprentissage.

Il existe deux maniéres d’aborder 1 ’adaptation : soit on modifie les paramétres
du systeme déja appris pour les adapter au scripteur, soit on modifie les données
du scripteur pour qu’elles s’ajustent au systéme. Dans nos travaux, nous utilisons
le premier type. On dit alors qu’on calcule une transformation des paramétres du
systéme pour les adapter au scripteur.

Que ce soit dans le domaine de la parole ou de 1’écrit, deux techniques d’adapta-
tion au locuteur / scripteur se distinguent : 'adaptation MAP (Mazimum a Poste-
riori) et 'adaptation MLLR (Mazimum Likelihood Linear Regression). Quelle que
soit la technique utilisée, il existe deux maniéres d’adapter un modeéle au scrip-
teur : soit on dispose de données étiquetées (transcriptions) pour chaque scripteur
a adapter et dans ce cas I’adaptation est dite supervisée, soit on ne dispose pas des
transcriptions et dans ce cas on dit que I'adaptation est non supervisée. Nous avons
choisi le deuxiéme scénario, qui est plus conforme aux données sur lesquelles nous
travaillons. Dans [115], les deux classes de techniques ont été unifiées et les différents
modes d’adaptation ont été explorés pour la reconnaissance de la parole.

L’adaptation au scripteur est une technique encore peu utilisée en reconnaissance
d’écriture manuscrite. La raison principale est I’absence de volumes conséquents de
données monoscripteur dans les bases de données publiques actuelles. Vinciarelli
et Bengio [161| par exemple comparent plusieurs techniques d’adaptation (MAP,
MLLR, les deux combinées) et montrent que si I'adaptation de type MLLR obtient
avec peu de données des résultats convenables (qui stagnent rapidement), 'adap-
tation MAP nécessite plusieurs centaines de mots pour atteindre des performances
comparables a un systéme appris directement sur les données du scripteur. Des tech-
niques ont cependant été proposées pour répondre a ce probléme et ont été utilisées
avec succeés. L’utilisation de styles d’écriture par exemple permet de supprimer le
probléme du manque de données par scripteur en regroupant ceux ayant une écriture
similaire. [’adaptation se fait ensuite en utilisant le style d’écriture appris le plus
proche du scripteur a adapter. Fink et P16tz [19] utilisent ainsi 'apprentissage de
modeéles de style pour la reconnaissance de lignes. Dans leurs travaux, Nosary et al.

[123, 122] utilisent des invariants de scripteurs (formes élémentaires redondantes
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dans Iécriture, spécifiques pour chaque scripteur) pour leur adaptation.

Dans ce chapitre, nous présentons notre travail sur 'adaptation de modéles
HMMs en contexte au scripteur. Pour cette étude, nous avons choisi des tech-
niques d’adaptation largement utilisées pour la reconnaissance de la parole. Ces
techniques ont prouvé leur efficacité sur des modéles HMMs de triphones dont les
états sont partagés, c’est pourquoi nous souhaitons les appliquer & nos modéles de
trigraphes : 'adaptation MAP et I’adaptation MLLR. Les principes de ces deux tech-
niques d’adaptation sont expliqués dans les Sections 5.1.1 (MAP) et 5.1.2 (MLLR).
Dans la Section 5.2, notre procédure d’adaptation non supervisée est ensuite dé-
taillée, puis les résultats de nos expériences sur la base TAM sont présentés dans
la Section 5.3. Dans cette derniére section, nous discuterons aussi autour des amé-
liorations possibles des techniques proposées, qui seront au coeur de nos travaux

futurs.

5.1 Techniques d’adaptation des modéles HMM au

scripteur

Nous disposons d’un co6té d’'un modéle HMM avec les paramétres A, appris sur
des données multi-scripteur (ce sont les modéles de HMMs de caractéres en contexte
présentés au Chapitre 3) et, de 'autre coté, d’observations O correspondant au scrip-
teur auquel on souhaite s’adapter (O est 1’ensemble des vecteurs de caractéristiques
extraits des images de mots qu’il a écrits). On cherche a modifier A afin d’obtenir
un nouveau modeéle adapté avec pour parameétres 5\, qui maximisent la probabilité
a posteriori p(A|O) :

A~

A = argmax p(A|O) (5.1)
A
En utilisant le théoréeme de Bayes, p(A|O) peut s’écrire :

p(ON)p(A)

p(AlO) = 2(0)

(5.2)
ot p(O|A) est la vraissemblance du HMM avec les paramétres A et p(A) est la dis-
tribution a priori des paramétres A. A partir de cette formule, on peut choisir de
procéder a deux techniques d’adaptation différentes. Soit on a un a prior: sur la dis-

tribution de A (on dit alors que p(A) est non uniforme) : dans ce cas une adaptation
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Bayesienne est effectuée par la technique du Maximum a Posteriori (MAP, Gauvain
et Lee [55, 50]), décrite en Section 5.1.1. Cet a priori permet d’assurer une stabilité
des modeéles adaptés et donc de nécessiter moins de données pour calculer correcte-
ment A. Dans 'autre cas, on estime que p(X) est uniforme : p(A) est constant. On
pratique alors une adaptation par maximisation de la vraisemblance avec une ré-
gression linéaire, en anglais mazimum likelihood linear regression (MLLR, Digalakis
et al. [29], Leggetter et Woodland [92]). A l'inverse de l'adaptation MAP, I'adapta-
tion MLLR nécessite peu de données. De plus, elle ne requiert aucun a priori sur
X. Ce type d’adaptation est décrit dans la Section 5.1.2.

Adapter un systéme & un scripteur, lorsque le systéme est basé sur des HMMs
Gaussiens, se fait en modifiant les moyennes et/ou les variances des distributions
gaussiennes. Selon le type d’adaptation, les transformations sont différentes. Dans
la suite, nous noterons p,, la moyenne de la gaussienne numéro m. Pour plus de
clarté, nous ne précisons pas de quel mélange (et donc de quel état) fait partie
la gaussienne m mais il est implicite que celle-ci prend sa valeur dans I’ensemble
des gaussiennes de tous les états partagés définis dans notre systéme de HMMs en
contexte. Au total, M gaussiennes sont présentes dans le systéme. De méme, 33, est
la matrice de covariance de la gaussienne m. Nous rappelons que X,,, est diagonale.
L’ensemble des observations du scripteur a adapter est noté O et est de longueur 7" :
O =0(1),0(2),...0(T). 1l correspond a I’ensemble des vecteurs de caractéristiques

extraits des images de mots écrits par le scripteur considéré.

5.1.1 Adaptation MAP

Reprenant la formule de Bayes (équation [5.2]), 'adaptation de type Mazimum

a Posteriori |[55] cherche une solution a :

S pONP(N) = 0 (53)

c’est-a-dire que I'on cherche & minimiser le risque Bayesien sur les données d’adap-
tation O, sachant que ’on connait la distribution a priori de A, p(A).

Gauvain et Lee [55] proposent que p(A) soit le produit d’une loi de Dirichlet 78]
— qui modélise la distribution a priori des poids des gaussiennes dans les mélanges
— et de densités de probabilité Wishart-normales [27] — qui modélisent les para-

métres des gaussiennes des mélanges (moyenne, variance ; une loi Wishart-normale
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par gaussienne). De par sa définition, cette probabilité permet a l’algorithme EM

de calculer les paramétres des modéles adaptés.

En général pour 'adaptation MAP, seule la moyenne des gaussiennes du modéle
est adaptée ([161, 77]). La formulation de I’adaptation des moyennes est obtenue en
appliquant 'algorithme EM a la distribution a priori proposée [55] :

1 a T
iy = ———— S " (Do) + ———p,, 5.4
fr Nm+T;7()() oM (5.4)
7 est un poids que 'on donne a ’a priori sur A, 7,,(t) est la probabilité d’étre dans

la gaussienne m lorsqu’on observe o(t) et IV, est la vraisemblance d’occupation de

la gaussienne m :
T
Now =Y Ym(t) (5.5)
t=1

Plus 7 est fort, plus fi,, sera proche de p,,, ¢’est-a-dire du modéle initial indépendant
du scripteur. En revanche, si 7 est égal a zéro, alors seules les observations du
scripteur sont utilisées pour le calcul de fi,,. Similairement, si N,, est faible, alors
la valeur de fi,, sera plus influencée par le modéle initial que par les données du

scripteur.

5.1.2 Adaptation MLLR

L’approche de l'adaptation de type maximum de vraisemblance et régression
linéaire est de dire que X est non informatif et que, en conséquence, p(A) est constant
[114, 92]. Ainsi la solution cherchée n’est plus celle de I’équation 5.3 mais celle de :

7 p(0A) =0 (5.6
ox? - ‘

L’hypothése suivante est alors faite : il existe une fonction de régression per-
mettant d’aller de I'espace général (modéles indépendants du scripteur) a un espace
spécifique au scripteur (modéles adaptés). Les paramétres de cette régression (et 5\)
sont estimés par maximum de vraisemblance. Dans [116, 114] il a été proposé pour

la premiére fois d’adapter les paramétres d’'un HMM par régression. Afin de calculer
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les paramétres de 'adaptation, on maximise donc la fonction auxiliaire Q(A, 5\) :

M

QAN =D > () [Km +108(|8m]) + (0(t) = fim) S (0(t) = fim)

m=1 t=1
(5.7)
Ym(t) est la probabilité d’étre dans la gaussienne m lorsqu’on observe o(t) et K,
est une constante qui ne dépend que de la gaussienne m.

La fonction auxiliaire Q(A, 5\) est optimisée par plusieurs itérations de ’algo-
rithme EM, jusqu’a ce que la différence entre les paramétres d’un systéme adapté et
ceux de l'itération précédente soit inférieure a un seuil € faible prédéfini. A chaque
itération de I'algorithme EM, 7,,(t) est recalculé sur les nouvelles valeurs de fi et 3
puis ceux-ci sont de nouveau optimisés. Les paramétres du modéle X final sont ainsi
ceux qui maximisent la vraisemblance pour les données d’adaptation.

L’adaptation MLLR est aujourd’hui le type d’adaptation le plus utilisé pour
les systémes & base de HMMs dans le domaine de la parole, notamment grace a
la simplicité et efficacité de son approche : les paramétres (moyenne, variance)
du modéle adapté sont calculés par une transformation linéaire des paramétres du
modéle initial [114]. De plus, adaptation MLLR est réputée pour fonctionner avec
un nombre réduit de données, ce qui est toujours avantageux pour un systéme de
reconnaissance a utiliser en temps réel.

Il existe plusieurs types de transformation MLLR : la transformation peut étre
calculée indépendamment sur les moyennes et les matrices de covariance des gaus-
siennes du modéle (adaptation avec biais) mais il est aussi possible de forcer les
moyennes et les covariances a partager le calcul de leur transformation (adaptation
contrainte, Digalakis et al. [29], Gales [52]). Ces deux techniques sont présentées

ci-dessous.

Adaptation classique avec biais : Dans sa forme la plus simple, 'adaptation

MLLR [92] transforme p,, de la facon suivante :

A

Pm = Apm+0b
— W& (5.8)

W est la matrice de transformation, de taille n(n + 1) (n est la taille du vecteur

de caractéristiques) et b est un biais, qui se matérialise par un 1 dans la moyenne
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augmentée &, :

1
[

Em /’L%n

[y,

En ce qui concerne la covariance (diagonale) X,,, on calcule :
3. =HS, HT (5.9)

ou H est la matrice de transformation.

Notons qu'il est possible de choisir de n’adapter que les moyennes des gaussiennes
du systeme HMM afin de réduire le nombre de calculs a effectuer. On suppose dans
ce cas que les observations du scripteur sont décalées par rapport au modéle mais

que leur allure est sensiblement identique.

Adaptation contrainte (CMLLR) : Dans le cas de 'adaptation CMLLR, [29,
52], la moyenne et la variance partagent une méme transformation, ¢’est-a-dire qu’on

retrouve
Py = Ay, + b (5.10)

mais que le calcul de 3,,, change :
S, =AY, AT (5.11)

Les preuves de 'existence de solution pour la maximisation de Q(A, 5\) ont, été
largement développées et peuvent se trouver dans [92], ainsi que le déroulement

précis des opérations mathématiques, dans Gales [51].

5.1.3 Les classes de régression

Dans la Section précédente (5.1.2), nous avons supposé que les moyennes (et/ou
variances) des gaussiennes du modéle étaient transformeées par une matrice de trans-
formation unique. Etant donné le nombre de gaussiennes différentes définies dans
notre systéme (pour la base TAM : 20 gaussiennes dans chaque mélange * 3,053

états — 61,060 gaussiennes), il parait difficile de concevoir qu’une seule transforma-
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état 1 état 2 état S

A\

classes de gaussiennes
(classes de régression)

FIGURE 5.1 — Tllustration des classes de régression. Les gaussiennes appartenant a
des états différents sont regroupées.

tion peut correctement ajuster toutes les gaussiennes. C’est pourquoi des classes de
régression ont été introduites, qui permettent de classer les gaussiennes du modéle
dans différents groupes (R classes) et de calculer une matrice de transformation W,
pour chaque groupe r € [1..R] (Gales [50]).

Les gaussiennes sont regroupées indépendamment de leur appartenance a un état
ou a un modeéle de caractére. Ainsi deux gaussiennes d’un méme mélange et donc
d’un méme état peuvent se retrouver dans deux classes différentes, comme illustré

sur la Figure 5.1.

Les classes sont calculées sur les données d’apprentissage (indépendantes du
scripteur) avec des arbres de classe de régression dont la profondeur est choisie
a l'avance. Les arbres sont construits de maniére & regrouper les gaussiennes les
plus proches ensemble. Pour un noeud donné, on calcule ses enfants de la maniére

suivante :

— la moyenne et la variance globale de I’ensemble des gaussiennes contenues dans

le noeud sont calculées,

le dédoublement est effectué en créant deux nouvelles moyennes égales a la

moyenne globale décalée d’une partie de la variance,

la distance euclidienne de chaque gaussienne du noeud aux nouvelles moyennes
est calculée et chaque gaussienne est associée a sa moyenne la plus proche,

— les noeuds enfants sont créés, chacun contenant les gaussiennes lui ayant été
associées,

— la moyenne et la variance de ’ensemble des gaussiennes contenues dans chacun
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FIGURE 5.2 — Illustration d’un arbre de régression. La profondeur de I’arbre par
défaut est 2 et le nombre final de classes est réduit a 3.

des noeuds sont calculées et ainsi de suite jusqu’a ’obtention de la profondeur

souhaitée.

L’utilisation d’arbres pour le calcul des classes se justifie par le fait qu’en cas de
manque de données du scripteur a adapter il est possible de regrouper des feuilles
et des noeuds en remontant ’arbre et que ces regroupements conservent le prin-
cipe utilisé pour séparer les classes. Ainsi le nombre réel de transformations W,
utilisées pour adapter un scripteur donné varie en fonction des données disponibles
pour l'adaptation. Un exemple de réduction d’arbre est illustré sur la Figure 5.2.
Pour chaque feuille de 1’arbre, le nombre d’observations associées aux gaussiennes

contenues dans le cluster est évalué. C’est-a-dire, pour le cluster r :

=3 o). (5.12)

mecluster,

(7m(t) est la probabilité d’étre dans la gaussienne m lorsqu’on observe o(t)). Si I',
est inférieur a un seuil 7 choisi, alors la feuille est rattachée a son parent et celui-ci
devient un nouveau cluster. n est un seuil défini de maniére unique pour tous les
I', et sa valeur optimale est calculée sur un ensemble de validation. La réduction
est poursuivie jusqu’a ce que chaque classe définie par I’arbre de régression compte
suffisamment de données. Dans I’exemple de la Figure 5.2, les classes 6 et 7 n’ont pas
assez de données donc elles sont regroupées dans le noeud 3 et partagent la méme
matrice de transformation. En revanche, si la classe 4 a suffisamment de données,
ce n’est pas le cas de la classe 5, qui est rattachée a son noeud parent, le noeud 2.

Les classes finales définies sont donc : 2, 3 et 4.
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FIGURE 5.3 — Principe de 'adaptation non supervisée utilisée dans notre systéme.

5.2 Application a la reconnaissance de mots manus-

crits : approche non supervisée

Comme nous 'avons précisé dans I'introduction de ce chapitre, nous utiliserons
une adaptation non supervisée pour adapter nos modéles aux scripteurs de test. Au
vu des données que nous utilisons, cette forme d’adaptation est la plus réaliste :
chaque scripteur de test ayant un ensemble restreint de données lui correspondant,
nous ne pouvons pas diviser cet ensemble en deux parties, I’'une pour adapter et
I’autre pour tester. De plus, il est aussi plus cohérent d’envisager que dans une
application réelle nous ne disposerons pas d’annotation vérité-terrain des scripteurs

testeés.

Le principe d’adaptation que nous utilisons est schématisé sur la Figure 5.3. La
partie la plus a gauche est la partie du systéme explicitée jusqu'ici : des modéles
HMMs contextuels de caractéres sont appris et un décodage est effectué sur des
données de test, donnant une transcription avec plus ou moins d’erreurs. L’objectif

d’adapter le systéme est donc, dans la mesure du possible, de corriger les éventuelles
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erreurs. Pour cela, une fois que I’on dispose de transcriptions pour le scripteur de test
a adapter, la transformation du modéle est calculée (case adaptation au scripteur
S) pour obtenir les modéles modifiés (case systéme HMM-conteztuels adaptés au
scripteur S). Une fois que le systéme adapté est en place, les données du scripteur S
sont de nouveau décodées et de nouvelles transcriptions sont obtenues. Ces derniéres

sont la sortie finale du systéme pour le scripteur S.

5.3 Expériences sur la base IAM

Dans cette section, nous évaluons les diverses techniques d’adaptation discutées
en Section 5.1 sur la base de données de mots isolés TAM, présentée en Section 4.2.
Nous n’avons pu effectuer d’adaptation au scripteur ni sur la base Rimes, étant
donné que certains scripteurs de I’ensemble de test ont des données dans I’ensemble
d’apprentissage (les résultats seraient faussés) ni sur la base OpenHart.

La base de test ITAM comporte 13,750 images de mots, réparties sur 128 scrip-
teurs. La répartition est montrée sur la Figure 5.4. On voit que la grande majorité
des scripteurs a moins de 100 images leur correspondant, ce qui est peu pour adapter.
Etant donné que 'adaptation MLLR est avantageuse lorsqu’il y a moins de données,
nous avons commencé nos expériences avec ce type d’adaptation. Les résultats sont
discutés dans la Section 5.3.1. Nous avons ensuite effectué une adaptation de type
MAP pour chacun des scripteurs et les résultats obtenus sont discutés en Section
5.3.2. Un résumé de nos expériences et une discussion sur cette étude préliminaire

sont ensuite proposés en Section 5.3.3

5.3.1 Adaptation MLLR sur IAM

Nous avons procédé a deux types d’adaptation MLLR, [92], présentés dans la sec-
tion précédente : 'adaptation classique avec biais et ’adaptation contrainte. Nous
avons considéré ’adaptation classique dans un premier temps et avons procédé a
deux expériences : une premiére expérience avec une matrice de transformation glo-
bale pour toutes les gaussiennes du systéme et une seconde avec des transformations
calculées selon les classes de régression. Nous avons fixé a 64 le nombre maximal de
classes de régression possible pour les gaussiennes (correspondant a une profondeur
d’arbre égale a 5) et avons calculé Uarbre des classes de régression sur I’ensemble

d’apprentissage (composé de 46901 images, cf Section 4.2). Afin de garantir un calcul
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FIGURE 5.4 — Répartition des données de test sur les 128 scripteurs de test (en
nombre d’images de mots par scripteur).

robuste pour la matrice de transformation de chaque classe, nous avons fixé le seuil 7
an = 1,000. Dans les deux cas (transformation globale ou transformation par classe
de régression), la transformation MLLR n’est calculée que pour les moyennes des
gaussiennes : pour cette premiére expérience, nous avons choisi 'adaptation dans sa

forme la plus simple.

D’aprés nos expériences, 'adaptation MLLR, des moyennes (dans le cadre d'une
adaptation non supervisée au scripteur) dégrade les performances du reconnaisseur.
Le taux de reconnaissance initial du systéme a base de HMMs en contexte sur la
base de test IAM est de 69.5% (cf Table 4.11) alors qu’une adaptation MLLR globale
des moyennes donne un taux de reconnaissance de 28.2%. L’utilisation de classes de
régression améliore 'adaptation : le taux de mots bien reconnus passe de 28.2% a

50.0%. Mais ce taux reste trés inférieur au taux initial.

Nous avons donc dans un second temps cherché & modifier a la fois la moyenne et
la variance des gaussiennes du systéeme. Pour cela, nous avons utilisé 'adaptation de
type CMLLR (adaptation contrainte) avec classes de régression. Les classes sont les

mémes 64 classes que celles utilisées pour I'adaptation MLLR classique (elles sont
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calculées sur les données d’apprentissage).

Etant donné que nous utilisons des caractéristiques dynamiques (calcul d’une
régression sur les caractéristiques), il existe deux possibilités pour le calcul de la
matrice de transformation A, partagée par les moyennes et variances d’'une méme
classe de régression (cf. Equations 5.10 et 5.11). Soit la matrice A est compléte, soit
c’est une matrice diagonale par blocs, divisée de facon & séparer la transformation
des dimensions originales de celle des dimensions issues de la régression sur les

caractéristiques. C’est-a-dire que A est de la forme :

1,1 0 Qip

a/ 1 DRI a
A = S e (5]‘3)
an—l—l,n-{—l e a'n—i—l,Zn

A2n,n+1 s Q2p2n

ou n est la dimension des vecteurs de caractéristiques avant le calcul des caractéris-

tiques dynamiques (n = 33 pour la base TAM).

Les résultats de 'adaptation CMLLR non supervisée sur la base de test TAM sont
encourageants. Sur 128 scripteurs, 125 ont pu étre adaptés avec la méthode CMLLR :
les données des 3 autres scripteurs n’étant pas en nombre suffisant, leur nombre de
classes de régression a été réduit a zéro et donc aucune matrice d’adaptation n’a été
calculée. En ce qui concerne 'adaptation CMLLR avec matrice de transformation A
compléte, 85 scripteurs sur 125 ont été adaptés mais sans changement dans leur taux
de reconnaissance, 13 ont vu leurs performances se dégrader avec ’adaptation et 27
ont connu une amélioration grace a 'adaptation. Globalement, le taux de mots bien
reconnus pour cette adaptation est de 69.62%, soit une réduction relative du nombre
d’erreurs de 0.3%. L’adaptation CMLLR avec matrice de transformation par blocs
semble améliorer les performances globales du systéme : sur les 125 scripteurs, 73
scripteurs ont été adaptés sans changement sur leur sortie, 14 ont vu leurs résultats
se dégrader et 38 ont connu une amélioration, donnant un taux de reconnaissance

final de 69.93%. Cela représente une réduction d’erreur en relatif de 1.3%.
En conclusion, il semble qu’il est plus avantageux d’effectuer une transformation
sur les moyennes et les variances des gaussiennes (adaptation CMLLR) plutot que

sur les moyennes uniquement et que les matrices de transformation diagonales par
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bloc donnent de meilleurs résultats que les matrices complétes.

5.3.2 Adaptation MAP sur IAM

Nous avons dans un deuxiéme temps évalué I'influence d’une adaptation de type
MAP [55] sur les scripteurs de test de la base TAM. Comme nous nous y attendions,
I’adaptation MAP a trés peu influé sur les performances du systéme : sur les 128
scripteurs de test, seuls 4 ont vu leurs résultats se modifier. Chacun de ces quatre
scripteurs posséde plus de 300 images de mots. Parmi ces 4 scripteurs, 3 ont vu une
amélioration de performance (gain d’une image de mot bien reconnue pour chacun)
et 1 a eu un mot en moins bien reconnu. La différence globale sur ’ensemble des
13,750 images de test des 128 scripteurs est donc de 3 — 1 = 2 images de mots
mieux reconnus. Clairement, ce résultat n’est pas statistiquement significatif (méme

s’il montre une légére amélioration du systéme).

5.3.3 Discussion

La Table 5.1 résume nos expériences d’adaptation non supervisée au scripteur
sur la base de test IAM. Pour chaque type d’adaptation proposé, nous indiquons le
nombre de scripteurs effectivement adaptés, la performance du systéme adapté par
rapport au systéme initial (nombre de scripteurs pour lequel Padaptation améliore,
détériore ou ne change rien aux résultats), ainsi que le taux de reconnaissance du
systéme adapté sur I’ensemble des scripteurs de test.

On voit clairement sur la Table 5.1 que 'adaptation au scripteur semble étre
une technique efficace d’amélioration d’un systéme de reconnaissance a condition de
correctement choisir sa méthode. Dans notre cas, le faible nombre de données par
scripteur de test élimine I'utilisation de I'adaptation MAP, qui ne change (presque)
rien au systéme. On voit aussi que 'adaptation MLLR des moyennes détériore les
performances.

L’adaptation CMLLR quant & elle améliore les résultats. Ainsi la méthode CMLLR
avec matrice de transformation diagonale par blocs permet de réduire le taux global
d’erreurs du systéme de 1.3% relativement, ce qui est intéressant.

Les résultats que nous obtenons sont cohérents avec d’autres systémes de recon-
naissance d’écriture manuscrite utilisant une adaptation non supervisée au scripteur.
Par exemple Rodriguez-Serrano et al. [111] obtiennent une amélioration maximale

de 1.2% en utilisant 'adaptation de type MAP pour la détection de mot-clé dans un
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type nb. de systéme | systéme | systéme | % reconnaissance

d’adaptation scripteurs | adapté = | adapté > | adapté < global
adaptés initial initial initial

pas - - - - 69.53%

d’adaptation

MLLR sans 128/128 0 0 128 28.20%

régression

MLLR avec 128/128 0 0 128 50.02%

régression

CMLLR avec 125/128 88/125 27/125 13/125 69.62%

régression

CMLLR avec 125/128 76/125 38/125 14/125 69.93%

régression

diag. par blocs

MAP 128/128 124 3 1 69.54%

TABLE 5.1 — Comparaison des techniques d’adaptation MLLR, CMLLR et MAP sur
la base de test I