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RESUME

Le développement urbain entraine une forte croissance des infrastructures souterraines.
Pour répondre a ces besoins, de nombreux projets de tunnels sont construits sous des
zones fortement urbanisées, comme le Grand Paris Express qui est actuellement le plus
grand projet de transport en Europe. Cependant, le creusement des tunnels induit des dé-
formations en surface, qui peuvent entrainer des dommages aux structures environnantes.
Pour déterminer et réduire la vulnérabilité des avoisinants, il est primordial d’améliorer
les prévisions des déformations induites en surface lors des creusements. Exploiter a
grande échelle les données tirées de 'auscultation des chantiers est un atout majeur pour
y parvenir. Dans ce contexte, cette thése présente le développement d’un outil permettant
de prévoir les tassements au fur et a mesure du creusement a I'aide de données tirées de
deux lignes du Grand Paris Express.

Les données produites lors d'un chantier de tunnel sont riches et de nature diverse :
données d’auscultation (mesures de tassements en surface, en particulier), parametres
de pilotage du tunnelier (vitesse d’avancement, pression au front, pression et volume
de mortier injecté a I'arriére de la jupe, etc.), parametres géométriques du tracé et in-
formations géologiques et géotechniques (stratigraphie, en particulier). Le premier défi
consiste a extraire ces données brutes depuis les différentes sources et a les transformer
en informations exploitables. Pour cela, des techniques de nettoyage sont utilisées pour
réduire le bruit, supprimer les données aberrantes ainsi que gérer les données manquantes.
Des techniques de lissage et de calage des formulations analytiques de tassement sur
les mesures de tassements en surface sont également présentées. Ensuite, une base de
données relationnelle est construite pour héberger les données. L’architecture de cette
base a été concue de facon a pouvoir exploiter les données spatiales, temporelles et leurs
relations (I’avancement du tunnelier combine en effet ces deux composantes).

L’étape suivante consiste a mener une analyse exploratoire des données pour identi-
fier des régularités et des liens potentiels entre les différents parameétres, et également
détecter et traiter les éventuelles anomalies. Les parametres ayant la plus grande influence
sur la valeur des tassements sont alors sélectionnés. Des algorithmes d’apprentissage
automatique sont utilisés pour prévoir les tassements induits en surface lors de I'excava-
tion. Au total, six algorithmes sont testés et comparés : Linear Regression, Support Vector
Machine, Decision Tree, Random Forest, Extreme Gradient Boosting (XGBoost) et Artificial
Neural Networks. Les résultats de ces prévisions sont comparés aux mesures réelles des
tassements. Des conclusions sont établies quant a I'intérét et a la performance de chacune
des méthodes de prévision mises en ceuvre, ainsi que leur application pratique potentielle
(extrapolation sur une méme ligne du Grand Paris ou d’'une ligne a l'autre).



Dans cette thése, nous avons donc développé un outil opérationnel capable d’amé-
liorer les prévisions au fur et a mesure de la collecte des données. La base de données
constituée a servi de source pour alimenter des algorithmes d’apprentissage automatique
et pourra étre utilisée pour des applications ultérieures. Ce travail a permis de démontrer
'efficacité des algorithmes a base d’arbres pour la prévision du tassement maximal a
I'axe du tunnel pour un entrainement au bout de quelques mois de creusement et a une

distance de quelques centaines de métres a 'avant du front du tunnel.

Mots-clefs : tunnelier, cuvette de tassement, intelligence artificielle, données d’aus-

cultation, traitement des données, analyse des données



ABSTRACT

Urban development has led to a significant increase in the construction of underground
infrastructures. To meet these needs, many tunnel projects are built in highly urbanized
areas, such as the Grand Paris Express, which is currently the largest transportation project
in Europe. However, tunneling induces surface settlements, which can cause damage
to nearby structures. To assess and reduce the vulnerability of the surroundings, it is
essential to improve predictions of surface deformations induced by the excavation. Ex-
ploiting data from site monitoring is a major asset in achieving this goal. In this context,
this thesis describes how data from excavation of two lines of the Grand Paris Express
were used to develop a tool that can adjust settlement predictions as excavation progresses.

Data produced during a tunneling project are rich and diverse, including monitoring
data (surface settlement measurements in particular), tunnel boring machine (TBM)
control parameters (advance rate, face pressure, pressure and volume of injected grout
behind the shield, etc.), geometric parameters of the alignment, and geological and geo-
technical information (especially stratigraphy). The first challenge is to extract this raw
data from the different sources and transform it into usable information. To do this, data
cleaning techniques are used to reduce noise, eliminate outliers, and manage missing data.
Techniques for smoothing and fitting analytical formulations to surface settlement measu-
rements are also presented. Then, a relational database is constructed. The architecture
of this database is designed to exploit spatial and temporal data and their relationships
(TBM advancement combines these two components).

The next step is to conduct exploratory data analysis to identify patterns and po-
tential links between different parameters and to detect and treat any anomalies. The
parameters with the greatest influence on the settlement values are then selected. Machine
learning models are used to predict induced surface settlements during excavation. In
total, six models are tested and compared : Linear Regression, Support Vector Machine,
Decision Tree, Random Forest, Extreme Gradient Boosting (XGBoost), and Artificial Neural
Networks. The results of these predictions are compared to the actual settlement mea-
surements. Conclusions are drawn regarding the usefulness and performance of each
of the implemented prediction methods, as well as their potential practical application
(extrapolation on the same Grand Paris line or from one line to another).

In this thesis, we developed an operational tool that can improve the predictions
as the excavation progresses. The constructed database performed as a reliable source
to feed machine learning algorithms and can be used for future applications. This work
has demonstrated the effectiveness of tree-based algorithms for predicting the maximum
settlement at the tunnel axis for training after a few months of excavation and at a distance
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of a few hundred meters in front of the tunnel face.

Keywords : tunnel boring machine, surface settlement, artificial intelligence, moni-
toring data, data processing, data analysis
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INTRODUCTION GENERALE

Contexte

L'utilisation de I'espace souterrain est une solution contemporaine a la forte urbanisation
et a la demande croissante de mobilité. En effet, les tunnels permettent de déployer des
modes de déplacement écologiques, rapides et a faible impact dans les zones urbaines. De
nombreux projets de tunnels sont ainsi construits sous des zones fortement urbanisées.
C’est le cas du Grand Paris Express qui est actuellement le plus grand projet de transport
en Europe.

Le principal risque lors des excavations souterraines est le mouvement induit a la
surface qui peut endommager les structures avoisinantes. Une estimation précise de ces
déformations est donc cruciale pour anticiper les dégradations potentielles. Cependant,
les déformations en surface sont un phénomene complexe qui dépend de nombreux para-
metres, dont la nature du sol, la méthode de creusement, et la géométrie du tunnel. La
relation entre les déformations et ces parametres n’est pas simple et linéaire, notamment
a cause du comportement complexe du sol, qui est difficile a appréhender.

L’estimation des mouvements engendrés en surface préalablement au creusement
est effectuée en suivant des approches que I'on peut qualifier de « traditionnelles », telles
que les méthodes empiriques (formules mathématiques) ou numériques (méthode des élé-
ments finis, par exemple). Ces dernieres ont été perfectionnées au fil des années a travers
de nombreuses études mais restent cependant limitées par la nature tridimensionnelle du
creusement des tunnels ainsi que par les lois de comportement de sol développées jusqu’a
ce jour. En effet, les résultats sont dépendants de la loi de comportement choisie pour
reproduire la réponse du sol face a 'excavation. Néanmoins, il s’avere difficile d’arriver a
reproduire 'ensemble des phénomenes observés dans le terrain.

Pour suivre I’évolution des déformations au cours de I’excavation, de nombreux
capteurs sont installés en surface ainsi qu’en profondeur. Aujourd’hui, ces mesures servent
a donner l'alerte lorsque des anomalies sont observées, afin de prendre des actions cor-
rectives en un délai acceptable, et éventuellement effectuer des recalages ponctuels par
méthode numérique, recalages qui nécessitent du temps de spécialistes.

Nous nous intéressons dans cette étude aux mesures de tassements induits en sur-
face par le creusement des tunnels. Ces mesures sont obtenues a travers une série de
théodolites automatiques qui enregistrent les déplacements du sol et des batiments avec
une fréquence de mesure élevée.

La surveillance des chantiers de tunnel génére en effet une grande quantité de
données spatiales et temporelles. Ce sujet de these est né de la volonté de tirer partie
de cette grande quantité de données a I'’heure ou le Big Data et I'Intelligence Artificielle
se démocratisent pour énormément de cas d’usage. L’exploitation de ces données est
potentiellement un atout majeur pour réduire les incertitudes sur les tassements induits
par le creusement, optimiser le suivi du creusement des ouvrages souterrains, et, par
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conséquent, leur conception. L’objectif est donc d’utiliser ces données pour réévaluer les
prévisions de tassement sans passer par des recalages complexes, laborieux et gourmands
en temps passé. La collecte, le traitement et 'analyse de ces données sont cependant un
défi en soit. La transformation des données brutes en informations exploitables est une
tache souvent ardue et chronophage, mais qui, une fois le processus établi, peut étre la
plupart du temps automatisée.

Ensuite, se pose la question du stockage de la donnée dans un format facilement
exploitable pour ses différentes utilisations. La encore, revient souvent la thématique des
bases de données, par exemple relationnelles, pour stocker efficacement les mesures de
tassement, mais aussi les informations spatiales, les données géologiques et géotechniques
et les parameétres de creusement. Ces systémes de stockage garantissent I'intégrité et le
maintien des relations (spatiales et temporelles) entre les nombreux parametres.

L’analyse et I’exploitation de cette grande quantité de données, est un domaine
relativement nouveau dans la pratique géotechnique, ouvre la porte, nous le disions, a
I'utilisation de méthodes de prédiction a I'aide d’algorithmes d’apprentissage automatique
(Machine Learning). Toutefois, I'utilisation des méthodes a base d’Intelligence Artificielle
n’est pas une tache facile : il est nécessaire de bien comprendre comment la multitude
d’algorithmes disponibles permettrait de répondre au probléme spécifiquement posé, et
de quelle maniére les optimiser. C’est a cette seule condition qu'’il est possible d’éviter le
piége de la boite noire en utilisant les bonnes techniques pour rendre les résultats de ces
algorithmes compréhensibles et interprétables.

L'utilisation de ces techniques pour prédire les tassements n’est pas une nouveauté
puisque la premiere tentative date de 1998. Cependant, I'état de I'art manque de résolu-
tions pratiques du probléeme tenant compte de la disponibilité de la donnée au fur et a
mesure de 'avancement du creusement. Il manque aussi bien souvent une quantité de
données suffisante pour effectuer des tests fiables permettant de confirmer I'exactitude
des résultats.

Objectifs

Cette these, réalisée dans le cadre d’'une convention CIFRE avec setec Terrasol et se-
tec tpi du groupe Setec, a pour objectif d’évaluer I'intérét de l'utilisation d’algorithmes
d’apprentissage automatique pour prévoir les tassements induits par le creusement au
tunnelier a pression de terre. La finalité pratique est de guider et donner des moyens
aux ingénieurs chargés du suivi de futurs travaux d’améliorer et ajuster les prévisions en
parallele de la réalisation des mesures de terrain. Les données utilisées sont tirées d’'une
partie des lignes 14 Sud et 15 Sud-Ouest du projet du Grand Paris Express. Les travaux
d’extraction, de traitement et de construction d’'une base de données sont présentés en
détails. Ensuite, des études statistiques sont effectuées pour tirer des enseignements a
partir de la grande quantité de données mise a notre disposition. Enfin, on cherche a
prévoir les tassements a 'aide d’algorithmes d’apprentissage automatique. Cette thése
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s’est concentrée majoritairement sur les algorithmes a base d’arbres de décision tels que
Decision Tree Regressor, Random Forest Regressor et Extreme Gradient Boosting. D’autres
algorithmes sont également étudiés en guise de comparaison de performance.

Plusieurs approches sont considérées pour la prévision des tassements :

1. La premiere consiste a diviser aléatoirement les données, sans prendre en compte
I'aspect spatial et temporel de la progression du creusement. L’objectif est d’ajuster
les parametres intrinséques aux modeéles et d’estimer dans quelle mesure il leur est
possible de sortir de leur zone d’apprentissage pour généraliser sur des combinaisons
de parametres non rencontrées.

2. La deuxieéme a pour but de mettre en évidence la quantité de données nécessaire
pour obtenir des algorithmes performants.

3. La troisieme cherche a tenir compte de I'aspect spatial du creusement : la division
des données pour I'entrainement des algorithmes n’est plus effectuée aléatoirement.
On cherche a éprouver la prévision des tassements sur des zones nouvelles, qu’elles
s’approchent ou non de situations déja rencontrées

4. La quatriéme approche est une approche pratique qui tient compte de 'aspect
spatio-temporel du probleme. L'idée est de créer une preuve de concept, POC (Proof
Of Concept) d’un algorithme d’apprentissage automatique capable de prévoir les
tassements en temps réel afin de pouvoir intervenir de maniére anticipée en cas de
besoin.

Structure de la thése

Les travaux de cette thése sont présentés en 3 parties.

La premiere partie est une étude de I'état de l'art sur le sujet. On décrit d’abord
le creusement des tunnels, notamment au tunnelier a pression de terre, ainsi que les
équations de tassement induits par le creusement. Les méthodes « traditionnelles » de
prévision des tassements et leurs limitations sont présentées afin de mettre en évidence
I'intérét d’appliquer des méthodes « innovantes » basée sur I'Intelligence Artificielle. En-
suite, on cherche a démystifier I'Intelligence Artificielle et les algorithmes d’apprentissage
automatique. Le but est de motiver les ingénieurs a utiliser ce type d’approches aprés une
bonne compréhension de leur fonctionnement. Enfin, on présente une description de I’état
de I'art de la prévision des tassements a I'aide d’algorithmes d’apprentissage automatique.
Ce dernier chapitre constitue également implicitement la méthodologie des travaux de
cette these, a travers la description de la méthodologie adoptée dans les différentes études.

La deuxieme partie décrit I'ingénierie des données du Grand Paris Express. On y

présente une description détaillée des travaux de collecte, de nettoyage et de traitement
des données. De plus, la construction de la base de données et son architecture sont

0.0 Structure de la theése
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présentées.

Par la suite, on effectue une mise au point du probléme a traiter afin de faire le bon choix
des variables cibles (mesure a prévoir) et des caractéristiques (parameétres ayant une
influence sur cette mesure). Des études statistiques détaillées sont effectuées et présentées.

La troisiéme partie est 'application des différentes approches de prévision des tas-
sements a l'aide d’algorithmes d’apprentissage automatique. En premier lieu, on prévoit
les tassements maximaux a 'axe du tunnel (s,,,.) et a une distance de I'axe du tunnel
(s™) avec une division aléatoire des données. Cet exercice sert a régulariser et a optimiser
les algorithmes a utiliser ultérieurement. En second lieu, on avance une approche spatio-
temporelle de prévision de s,,,,. En d’autre termes, on entraine un algorithme en utilisant
des données récoltées a I'arriére du front du tunnel afin de prévoir les tassements a 'avant
du front.

Enfin, nous terminons ces travaux par des conclusions générales suivies de quelques
perspectives qui serviront de points de départ pour des travaux ultérieurs sur le sujet. Des
recommandations d’ordre pratique sur les données et sur la méthodologie d’application
de 'apprentissage automatique sont également proposées.
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INTRODUCTION

La premiere partie de cette these est dédiée a I'étude bibliographique du sujet. Celle-ci
est divisée en trois chapitres étant donné que cette étude s’intéresse a deux domaines :
celui des déformations induites par le creusement des tunnels et celui de I'Intelligence
Artificielle.

Le Chapitre 1 est consacré a ’étude bibliographique sur les méthodes de creusement,
avec un intérét particulier pour le tunnelier a pression de terre, justifié par le fait que les
lignes de métro étudiées dans cette these sont creusées avec ce type de tunnelier. Ensuite,
on rappelle les origines des déformations observées en surface ainsi que les équations du
tassement. La notion de progression du tassement avec 'avancement du creusement est
introduite. L'intérét est de décrire ainsi les mesures en surface obtenues pour une cible
visée de facon réguliere dans le temps. La derniére partie se concentre sur la description
des méthodes actuelles de prévision du tassement ainsi que les limites de ces techniques.
L’intérét de tester des méthodes innovantes telles que I'application d’algorithmes & base
d’Intelligence Artificielle est ainsi mis en relief.

Le Chapitre 2 est une introduction au monde de I'Intelligence Artificielle, le but étant
de démystifier les terminologies et les méthodes d’apprentissage automatique.

Le Chapitre 3 constitue a la fois une description de I’état de 'art de la prévision des
tassements a l'aide d’algorithmes d’apprentissage automatique, et une introduction a la
méthodologie de travail adoptée dans le cadre de cette these a travers la description des
différentes étapes d’'un exercice d’apprentissage automatique.






TASSEMENTS INDUITS PAR LE
CREUSEMENT DES TUNNELS

Introduction

La réalisation d’ouvrages souterrains est aujourd’hui un enjeu prioritaire dans le cadre des
politiques de (ré)aménagement urbain, d’amélioration de la viabilité et du développement
des transports en commun. Pour répondre a ces besoins, les techniques de creusement
des tunnels évoluent depuis le XIX¢"¢ siécle pour s’adapter en particulier aux enjeux de
creusement en milieu urbain dense, aux natures des terrains rencontrés et aux contraintes
de temps. En effet, le creusement d’un tunnel perturbe le champ initial des contraintes
dans le terrain ainsi que les conditions hydrogéologiques, et cela, quelle que soit la
technique utilisée. Cette modification des contraintes s’accompagne de mouvements
des terrains qui sont sources de risques notamment dans les milieux urbains ou les
déformations peuvent nuire aux structures existantes en surface et en profondeur. Pour
garantir la sécurité des avoisinants, il faut pouvoir prédire précisément ces mouvements.
De nombreuses méthodes existent pour y parvenir et seront détaillées dans la suite.
Mais ces estimations sont inévitablement empruntes d’aléas, le sol étant par nature
complexe a qualifier. La réduction des incertitudes sur les prévisions des tassements
induits en surface est donc une motivation récurrente et fondamentale. L'estimation des
mouvements engendrés en surface préalablement au creusement est effectuée par des
approches empiriques, analytiques, numériques et, plus récemment, a 'aide d’algorithmes
d’Intelligence Artificielle.

Ce chapitre présente 'historique des méthodes de creusement des tunnels. On détaille
particuliérement les tunneliers a pression de terre, puisque les tunnels étudiés dans
cette these sont creusés par ce type de tunnelier. Ensuite, on examine les déformations
observées en surface : leurs origines et leur description mathématique tridimensionnelle.
La derniére partie décrit les méthodes de prévision du tassement ainsi que les avantages
et inconvénients de chaque approche.

1.1 Méthodes de creusement mécanisées : les tunneliers

Le catalogue des méthodes de creusement des tunnels est vaste et en perpétuelle évolution,
s’étendant des méthodes traditionnelles comme I'explosif pour les tunnels au rocher et les
méthodes de creusement mécanisé avec différents types de tunnelier. Cette partie est une
introduction historique aux creusement des tunnels et décrit plus en détail le creusement
au tunnelier a pression de terre (EPB) et ses composants.
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1.1.1 Historique des tunnels :
des méthodes traditionnelles au creusement au tunnelier

Méthodes traditionnelles

Les premieres exploitations du sous-sol datent au moins de la fin du néolithique en Europe
avec les galeries pour la recherche de minéraux variés. Un des exploits de I'ingénierie
antique est le tunnel d’Eupalinos en Grece avec ses 1 036 m de long. Sans remonter
jusqu’a 'antiquité, on peut dire que le premier tunnel « moderne » construit pour une infra-
structure est celui de Terrenoire sur la ligne de Roanne a Andrézieux, France (PlaneteTP,
2022 ; Waldmann, 2005). Le XIX®"¢ siécle a connu le commencement de la construction
de longs tunnels comme Blaisy (4 100 m en 1846) entre Paris et Dijon ou le tunnel de
Saint Clair (2 403 m) achevé en 1890. L’année 1900 fut 'année de construction de la
premiére ligne du métro Parisien, le septieme du monde aprés ceux de Londres, New-York,
Chicago, Budapest, Glasgow et Vienne. La France et I'ltalie construisent entre 1955 et
1962 le tunnel du Mont Blanc, le plus long du monde avec 11 600 m et le premier a passer
sous un massif montagneux, le plus haut d’Europe. Ces deux pays ont battu leur propre
record avec le tunnel du Fréjus de longueur 12 868 m, construit entre 1974 et 1980.

Au XIX®™¢ siécle, lexcavation se faisait par section divisée avec un souténement en
bois. Les historiens des tunnels différencient les méthodes selon la division de la section
(autrichienne (NATM), belge, allemande). Au début du XX°™¢ siécle, les techniques de
forage se perfectionnent ainsi que les techniques de traitement des terrains (Guilloux
et al., 2021). Les souténements en cintres métalliques, boulons et béton projeté ont donné
lieu a de nouvelles méthodes d’excavation en pleine section ou en section divisée.

Méthodes mécanisées

Le tunnelier, souvent nommé TBM (de I’anglais Tunnel Boring Machine) est une machine
permettant une excavation entiérement mécanisée. Les premieres machines sont apparues
dans les années 50 avec les tunneliers de type gripper et se sont perfectionnées en permet-
tant notamment de confiner le terrain en appliquant une pression sur le front d’excavation
avec de l'air, de la terre ou de la boue. 1l existe aussi des tunneliers bi-mode (on peut
basculer d’'une pression de terre a une pression de boue) et a densité variable (AFTES,
2019). En 2019, environ 75% des tunneliers utilisés sont des tunneliers a4 confinement
dont 42% sont des tunneliers a pression de terre (EPB) et 23% des tunneliers a pression de
boue (AFTES, 2019) (Figure 1.1). La gamme de diameétres des machines la plus courante
est de 8 a 10 m, ce qui correspond aux tunnels réalisés pour les infrastructures de transport
(métros a double voie ou tunnels routiers comme le duplex A86 a Paris (Terrasol, 2023 ;
Vinci, 2023)). Les principaux fabriquants de tunneliers sont allemands (Herrenknecht),
américains (The Robbins Company) et chinois (China Railway Engineering Equipment
Group). Il existe également sur le marché des fabriquants francais, comme Bessac.
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Le tunnelier assure simultanément les fonctions suivantes :
1. Le creusement et le marinage des déblais
2. Le souténement du front de taille (préserver la stabilité du front)

3. La pose du revétement a I'arriere du bouclier

" Répartition par type de machine
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3
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sn \a 5%

Dnublz Shield
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Hard Rock’
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Figure 1.1. Répartition de l'utilisation des types de tunneliers selon les périodes (AFTES, 2019)

1.1.2 Tunnelier a pression de terre

L’intérét particulier porté dans ce chapitre pour le tunnelier a pression de terre se justifie
par le fait que les lignes de métro étudiées dans cette thése sont creusées avec ce type de
tunnelier.

Le développement des tunneliers a pression de terre (EPB) a commencé en 1974 avec
la construction d’un réseau de drainage des eaux pluviales a Tokyo. La premiére utilisa-
tion d’'un EPB pour un tunnel d’une infrastructure de transport date de 1986 en Essen,
Allemagne (Herrenknecht et al., 2011).

Composants d’un tunnelier a pression de terre

Un tunnelier a pression de terre est composé de plusieurs éléments assurant chacun une
fonction distincte. Des capteurs mesurent une grande variété de parametres pour chaque
élément afin de surveiller son fonctionnement. Les composants (présentés également dans
la Figure 1.2) et les parametres principaux d'un EPB sont décrits ci-dessous :

Roue de coupe (RDC) : composant frontal du tunnelier au contact du sol sur lequel
sont fixés les outils de coupe (molettes et dents) (Figure 1.6g). Les molettes se
comportent comme un couteau pour excaver le sol et doivent étre adaptées a la
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Chambre Bouclier Vérins de
d’abattage poussée

Vis d’extraction Erecteur Bouclier
Roue de des déblais

coupe

Figure 1.2. Composants principaux d’un tunnelier a pression de terre
(adaptée de Herrenknecht, 2022)

nature des terrains au front (terrains durs ou tendres). Les paramétres mesurés sont,
entre autres :

— Vitesse d’avancement du tunnelier : Vi, netier [Mm/min]

Vitesse de rotation de la RDC : Vi pc [tour/min]

Couple de rotation (moment) de la RDC : Mrpc [kKN.m]
Puissance de la RDC : Prpc [kW]
Energie de la RDC : Eppe [mJ/m?]

Longueur excavée pour un anneau : Lppc [mm]

Poussée exercée par le terrain au front sur les molettes : Py, cttes [KN]

Date de début et de fin d’excavation ainsi que la durée d’excavation

Chambre d’abattage : le sol excavé est conservé dans la chambre d’abattage ot il
est mélangé avec de I'eau et des additifs appropriés (mousses ou polymeéres) pour
former une pate homogene. Cela permet au sol d’atteindre un état de plastification
et de lubrification suffisant pour pouvoir étre extrait correctement a l'aide de la vis
d’Archimeéde. La pate formée est mise sous pression dans la chambre d’abattage
pour appliquer une pression au front. Cette derniére est également exercée avec de
I’air mis sous pression en partie supérieure de la chambre d’abattage. La pression au
front doit étre a minima égale a la pression d’eau dans le massif et a maxima égale
a la pression de soulévement au dessus du tunnel (Figure 1.3). Elle est mesurée par
12 capteurs répartis sur I'ensemble du pourtour de la chambre d’abattage (Figure
1.4). Les parametres mesurés sont, entre autres :

— Pression au front, mesurée par le capteur placé en vofite du tunnel : Py,
[bar]
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Chambre Pression autour
RDC d’abattage de la jupe:

[ - Injection
debentonite
oude mousse

- Dissipation

dela pression

depuis la chambre
(Bulle d’air)

Lo
Pression Pression
d’eau des terres Pression au front

Figure 1.3. Stabilité du front assurée par la pression au front (adaptée de Herrenknecht, 2022)

— Taux de remplissage de la chambre qui informe sur le volume de sol a I'intérieur
de la chambre d’abattage : 7,cplissage [%0]

— Volume d’eau ajoutée : V,,,, [m?]
— Volume d’additifs ajoutés : Vi, meres [m*]
Pressions front (bar)

Capteur 12 Capteur 1

Capteur 2

Cap(;)tz;r 11

Capteur 10 Capteur 3
Capteur 9 Capteur 4
Capteur 8 Capteur 5

Capteur 7 Capteur 6

Figure 1.4. Répartition des 12 capteurs dans la chambre d’abattage pour mesurer la pression au
front (document interne & Terrasol, Setec)

Vis d’extraction : également appelée vis d’Archiméde ou vis sans fin, elle permet
I'extraction des matériaux d’abattage remplissant la chambre pour les déposer sur
le tapis convoyeur. La quantité de matériau retiré est déterminée par la vitesse de
rotation de la vis. Le contréle du volume de matériau extrait par rapport a la vitesse
d’avancement du tunnelier est primordial dans la maitrise du confinement du front
de taille. La vis a aussi pour role d’absorber la différence de pression entre la RDC

1.1 Méthodes de creusement mécanisées : les tunneliers
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et la pression atmosphérique (arriére de la vis). La vitesse de rotation de la vis est
controOlée et le débit est asservi pour maintenir une pression constante au front. Les
parametres mesurés sont :

vitesse de rotation de la vis : V,,;s [tour/min]

couple de rotation (moment) de la vis : M,,;s [kN.m]

pression des terres au milieu de la vis : P,;s [bar]

ratio vitesse de la vis sur vitesse d’avancement du tunnelier : R,;s_avancement

Convoyeur a bandes : (ou tapis convoyeur) tapis roulant qui transporte les déblais
depuis leur extraction par la vis jusqu’a l'extérieur (Figure 1.6c et Figure 1.6d).
Des pesons sont placés au début et a la fin du tapis pour peser la masse de déblais
extraite. Les principaux parametres mesurés sont :

— Poids brut du 1¢" peson : P,cs,1 [ton]
— Poids brut du 2 peson : Pesono [ton]

Voussoir : élément préfabriqué en béton armé (Figure 1.6a), posé sur le pourtour du
tunnel a I’abri de la jupe a 'aide d’un érecteur (Figure 1.6k). Le revétement final du
tunnel est constitué d’anneaux, eux-mémes composés de 7 voussoirs chacun pour
les lignes 14 Sud et 15 Sud-Ouest du Grand Paris Express. Les anneaux sont munis
d’un dispositif d’étanchéité. Pour dimensionner les voussoirs, il faut tenir compte des
charges statiques de pression du terrain et de ’eau en plus des efforts de poussée
des vérins. Les parametres enregistrés lors du creusement concernant les voussoirs
sont :

— Date de début de pose des voussoirs
— Date de fin de pose des voussoirs
— Durée de pose de 'anneau

Erecteur : manipulateur télécommandé pour positionner les voussoirs pendant la
construction de 'anneau (Figure 1.6k).

Vérins de poussée : le tunnelier avance a 'aide de vérins qui s’appuient sur les vous-
soirs et poussent ainsi le tunnelier vers 'avant (Figure 1.61). La force de poussée sur
les voussoirs étant importante et concentrée, elle conditionne le dimensionnement
des voussoirs. Un des parametres mesurés est :

— Pression de poussée d’un groupe de vérins (6 groupes au total) : P,¢qns [bar]

Bouclier et Jupe : le bouclier est un cylindre métallique qui garantit la protection
et I'étanchéité du travail d’excavation sur le front de taille. Il se termine par une
«jupe » a l'abri de laquelle sont mis en place les voussoirs composant le revétement
du tunnel (Figure 1.5). La pression autour de la jupe est causée d’une part par la
dissipation de la pression de la chambre d’abattage et d’autre part par des injections
de bentonite ponctuelles en cas de besoin autour de la jupe et du bouclier (Figure
1.3).
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ATavant de la jupe est placé le fontimetre qui est un outil de mesure de la distance
terrain-bouclier. Cette mesure renseigne sur la sur-excavation ou le déconfinement
du sol apres I'excavation.

A Tarriére de la jupe, des brosses assurent ’étanchéité entre I'intérieur de la jupe et
I'extérieur du revétement.

La surcoupe de la roue de coupe, et la conicité de la jupe (différence entre le
diametre de creusement et le diametre a la fin de la jupe) induisent un vide
annulaire a I'arriére de la jupe. Ce vide est source de convergence du terrain et
donc de tassements. Il doit donc étre comblé rapidement apres la pose des voussoirs.
Pour cela, on injecte du mortier de bourrage a travers des cannes d’injection situées
a l'arriére de la jupe. Le mortier, alimenté par le systéme d’injection (Figure 1.6p),
est mis en place sous pression a la sortie du joint de queue de la jupe. Les lignes
d’injection (Figure 1.61) en service sont équipées d'un capteur de pression situé au
plus prés de la jupe. Par conséquent, la pression d’injection mesurée est plus grande
que la pression regue par le massif. Les brosses a 'arriére de la jupe permettent
d’éviter (sauf cas accidentel) la migration du mortier vers 'avant de la machine. les
parametres mesurés sont notamment :

— Angles de guidage horizontal et vertical du tunnelier : G [mm] et Gy [mm],
respectivement

— Pression moyenne d’injection du mortier de bourrage calculée a partir des
pressions d’injection des différentes cannes autour du tunnel : P, 4. [bar]

— Volume total d’injection de mortier : V,,ortier [m?]
— Volume théorique d’injection de mortier : Vi,,orticr théorique [m?]

— Nombre total de coups de pompe de mortier : Neoups mortier

Environ 100 metres de long
et 10 metres'de diametre™

Figure 1.5. Eléments d’un tunnelier (SociétéGrandParis, 2021)

Train suiveur : d’environ 100 m de long, le train suiveur assure la logistique tunnelier
(Figure 1.5). Il porte les équipements de puissance et de commande de la machine
ainsi que les équipements nécessaires a la manutention des voussoirs, a la mise en
oeuvre du mortier de bourrage et au marinage. Il permet également le transfert
entre la logistique d’approvisionnement du tunnel et la machine (réseaux, puissance,
marinage, eaux, air comprimé, ...)
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Le fonctionnement d’un tunnelier a pression de terre est le suivant : la machine
creuse d'une longueur égale a celle des voussoirs (soit environ 2 metres) avant de s’arréter.
A ce stade, I'érecteur pose les voussoirs pour former un anneau (7 voussoirs dans le cas des
lignes 14 Sud et 15 Sud-Ouest du Grand Paris Express) . Les vérins peuvent ainsi s’appuyer
sur le nouvel anneau et le tunnelier commence le creusement de 'anneau suivant. Si N
est le dernier anneau posé, I'injection de boue se fait a I'arriére de I'anneau N-1 lors du
creusement de 'anneau N+1. Pour une jupe de 10 m et des anneaux de 2 m, I'injection
de mortier se fait 14 m derriére la RDC.

Une série de photos prises d’un tronc¢on de la Ligne 15 Sud-Ouest du projet du Grand Paris
Express est proposée en guise d’exemple d’'un tunnelier a pression de terre (Figure 1.6).
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(i) Chambre hyperbare (avant 'entrée dans la (j) Prise en charge du voussoir a l'intérieur du
chambre d’abattage) tunnel

Voussoirs

Erecteur i voussoir
2
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(k) Mise en place du voussoir a 'aide de I'érecteur (I) Vérins de poussée et cannes d’injection du
mortier de bourrage derriére les anneaux

Voussoirs
Voussoirs

Cannes
d'injection

(m) Vue de proche des vérins de poussée et (n) Vue globale des vérins de poussée et cannes

cannes d’injection du mortier de bourrage d’injection du mortier de bourrage derriere
derriére les anneaux les anneaux

(o) Usine de fabrication de mortier au chantier (p) Pompe de mortier a I'intérieur du tunnelier

Figure 1.6. Image du tunnelier Amandine sortant de la gare Villejuif Institut Gustave Roussy
(trongon TR2 de la Ligne 15 Sud-Ouest du projet du Grand Paris Express) (Dargham,
2021)
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1.2 Tassements induits en surface

Le creusement des tunnels est source de déformations en surface. Ces déformations sont
susceptibles d’induire des dommages aux avoisinants (batiments, réseaux, ouvrages d’art).
L’estimation préalable des tassements permet d’évaluer les parametres de creusement
nécessaires pour réduire les risques de dommages. Sont définies dans cette partie les
principales origines des déformations ainsi que les relations empiriques développées par
Peck (1969) et Attewell et Woodman (1982) pour prédire les tassements.

1.2.1 Sources de déformations

Le creusement des tunnels au tunnelier induit des déformations en surface. Généralement,
ces déformations commencent a partir d’'une certaine distance en avant du front, se
poursuivent jusqu’a la pose du revétement, et progressent parfois consécutivement a la
pose. Les sources de tassement liées aux travaux de creusement au tunnelier peuvent étre
décomposées en 5 catégories (AFTES, 1995 ; Mair et Taylor, 1997) (Figure 1.7) :

Ll 77771 7771

surcoupe

Echappée de la queue

Déflection du revétement
Tassement i 5 + tassements différés

L 12/3 ............. |5

[ I I I I ]

Direction <——m
d’avancement
du front de taille

Figure 1.7. Principales sources de déformations lors du creusement au tunnelier
et évolution des tassements le long de I'axe d’excavation
(adapté de (AFTES, 1995; Moller, 2006))

1. Extrusion : Mouvements du terrain vers le front de taille dus au déconfinement du
sol. L’amplitude de I'extrusion dépend de la qualité du confinement dans la chambre
d’abattage, de la nature des terrains et des conditions hydrauliques.

2. Ensemble des déformations autour du bouclier et de la jupe : Tassements au
passage du front et le long du bouclier diis notamment aux déformations induites.
Celles-ci sont liées a la surcoupe, a la conicité de la jupe (différence entre le diamétre
de creusement et le diametre en fin de jupe, le guidage (angle d’inclinaison du
guidage) et la réduction des contraintes tangentielles (glissement sol-bouclier).

1.2 Tassements induits en surface
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3. Vide annulaire : Tassements induits par 'espace résiduel entre le terrain et 'extrados
des voussoirs a I’échappée de la queue du bouclier. L’amplitude de ces mouvements
dépend de la qualité du mortier de bourrage et de son injection.

4. Déformation du revétement : Tassements dus a la déformation des voussoirs
causée par la poussée du sol, la poussée des vérins ou encore la consolidation du
mortier de bourrage injecté derriére les anneaux. Le fluage du béton a long terme

peut également étre source de déformations.

5. Consolidation : Tassements dus a la consolidation du massif (dissipation des sur-
pressions interstitielles éventuellement générées lors du creusement).

1.2.2 Relations empiriques du tassement

Le tassement en surface en un point donné évolue en fonction de la progression de I'exca-
vation, qu’elle soit exprimée en fonction du temps ou de la position du front d’excavation.
La cuvette tridimensionnelle (s3p) s’exprime, pour une position donnée du front du
tunnel, comme la combinaison de 'expression des tassements dans les deux directions
orthogonales : le tassement transversal (s:-.,s), fonction de la distance a ’'axe du tunnel,
et le tassement longitudinal (s;.,,), fonction de la distance au front du tunnel. Cette
description établit donc la variation des tassements selon les coordonnées de I'espace
plutét que leur évolution dans le temps. Cette partie a pour objectif de rappeler les
équations décrivant les tassements s;.qns, Siong €t S3p pour ensuite introduire I'équation
de progression du tassement avec 'avancement du creusement.

Tassement

Longitudinal
Tassement T3 Mgy .

Transversal

d’extrusion

— Bouclier

(a) (b)

Figure 1.8. Cuvette tridimensionnelle observée au passage du tunnelier.
(a) adapté de (AFTES, 1995 ; Moller, 2006)
(b) adapté de (Suwansawat, 2002)

Notations et sighes

Il convient tout d’abord de préciser les conventions de notations et de signe adoptées dans
ce travail (Figure 1.9) :

Chapitre 1 Tassements induits par le creusement des tunnels



— x : coordonnée curviligne le long de ’'axe du tunnel. Le creusement se fait dans le
sens positif de x.

— xy : position du front du tunnel.
L’expression « a l'arriere du front » est équivalente a < xy alors que «a l'avant du
front » est équivalente a x >

— dyrone - distance au front du tunnel, zy — x

y : coordonnée dans la direction orthogonale a ’axe du tunnel, positif de facon a ce
que (O, x, ¥, z) soit orthonormé.

z : coordonnées dans la profondeur, positif vers le bas.

— dgze : distance a ’'axe du tunnel.

Slong

Smax \

Xf x

>

(sens du creusement)

A l'arriére du front A l'avant du front

dfront >0 dfront <0

<

dfront =Xf—X

Figure 1.9. Conventions de signe selon I'avancement du tunnel et définitions de s,,4z, Siong,
dfront; € f

Tassement transversal

La courbe de tassement transversal observée loin a I'arriére du front du tunnel est exprimée
par Peck (1969) comme ayant la forme d'une distribution gaussienne (Figure 1.10 et
Figure 1.8) centrée sur ’axe du tunnel. Le tassement est donc maximum a l’axe, noté
(smaz)- La distance entre I'axe et les points d’inflexion de cette courbe transversale est
notée (i,). L’équation s’écrit :

17y 2
S*(y) = Smaz " €XpP | —% <> (1.1)

2 \iy

ol s* désigne le tassement maximal observé a une distance a 'axe égale a y.

1.2 Tassements induits en surface
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Le volume de la cuvette de tassement V; est évalué en calculant I'intégrale de
I'Equation 1.1 :

V, = /s*(y)dy = V27 iy - Smax (1.2)

O'Reilly et New (1982) ont proposé d’exprimer i, comme étant proportionnel a la profon-
deur du tunnel H [m] et donc indépendante de la méthode de creusement et du diameétre
D du tunnel. On écrit donc :

iy="k-H (1.3)

ou k est une constante adimensionnelle qui dépend seulement du type de sol. Il rend
compte de la fagon dont les déformations profondes se propagent latéralement vers la
surface. Ce parametre est habituellement calé a I'aide d’études numériques ou bien déduit
en fonction de la nature du sol au front et de la nature du massif a 'aide d’abaques
(Guglielmetti et al., 2008, p. 146). A titre d’exemple, (Mair et Taylor, 1997) proposent des
valeurs de k& = 0.5 pour des tunnels dans des argiles et £ = 0.25 pour des tunnels dans
des sables et des roches.

‘ Volume de la cuvette Vs
i théorique

| |
| |
N | |
| |
| |

s* / !
\ Point/%\flexion

Perte dg/(olume en
souterrain V,

Volume théorique
excavé en tunnel V,

Figure 1.10. Cuvette de tassement de Peck (1969) (adaptée de (Guilloux et al., 2021))

Tassement longitudinal

La courbe de tassement longitudinal a I'axe du tunnel s, , représente les valeurs de
tassement observées a I'avant et a I'arriére du front (Figure 1.8 et Figure 1.9). Attewell et
Woodman (1982) I'ont exprimé comme ayant la forme d'une courbe gaussienne cumulée
dont I’équation peut étre écrite sous la forme suivante :

$() = Smaa - [G (x Zj) —G(Iijfﬂ (1.4)
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ou s(x) est le tassement observé a une distance x; — x du front du tunnel, z; la position
de départ du creusement, x; la position du front du tunnel, i, est un facteur de forme
qui, comme dans ’Equation 1.1, rend compte de la position du point d’inflexion de la
dérivée de cette gaussienne cumuléeet G/(«) est la fonction de répartition de la loi Normale
centrée réduite (moyenne nulle et écart-type égal a 1), dont la formule est :

G(a) \/ﬁ/ exp < x > dx (1.5

Par conséquent, si ~ f suit une loi Normale centrée réduite, on peut dire que z suit une
loi Normale de moyenne xy et d’écart-type i. Il convient de rappeler que la fonction de
répartition d'une loi Normale de moyenne . et d’écart-type o s’écrit :

N2
Gluo(a) = G\/% exp [ (x - ,u> ] dx (1.6)

Pour le creusement des tunnels au tunnelier, on considéere que le tunnel est semi-infini.

Par conséquent, la valeur de z; — —oo et donc G(*5*) — 1. La formule du tassement
longitudinal peut donc étre simplifiée comme suit :

(%) = Smaz - [1 - G[xf,'iz](m)} (1.7)

Cette expression tire sont origine d’observations réalisées par Attewell et Woodman (1982)
pour un tunnel creusé avec un tunnelier en mode ouvert dans des argiles raides (Mair et
Taylor, 1997). Ils ont constaté que, dans ces argiles raides, 'amplitude du tassement en
surface a 'aplomb du front de taille est de 'ordre de 0.5 s,,,,,.. Dans le cas du creusement
au tunnelier, le confinement limite fortement les tassements qui se développent a 'avant
du front. Les observations consignées par (Mair et Taylor, 1997) pour des creusements au
tunnelier a pression de terre réduisent cet ordre de grandeur a des valeurs autour de 0.25
a 0.3 smaz - En pratique, cela se traduit simplement par I'ajout a '’équation d'un parametre
m positif permettant de translater la courbe longitudinale selon x (Figure 1.11) :

s(z) = Smaz [1 — G[xf,myiz](at)}

= Smazx ° [1 - G[—m,iz] (1’ - :Ef)] (18)
= Smaz - G[m,zz](xf — )

= Smaz ° G[m,iz](dfront)

La transformation de cette équation est possible compte tenu des caractéristiques du calcul
intégral des courbes gaussiennes.

1.2 Tassements induits en surface
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Tassement longitudinal observé en tout point lorsque le front du tunnel est a xf = 500
0
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Figure 1.11. TIllustration de I'influence des parametres sur la forme de la courbe décrite par
I'équation d’Attewell et Woodman (1982).
Formule utilisée : spae * G i (T — )

Tassement tridimensionnel

Combiner I'expression des cuvettes transversale et longitudinale permet d’obtenir 'expres-
sion générale de la cuvette tridimensionnelle a une distance y de 'axe et une distance z
du front du tunnel (Figure 1.12). Attewell et Woodman (1982) I’écrivent comme suit :

2
Ly
s(z, y) = Smaz * €XP D) <Z> : G[m,zz](xf —x) (1.9)
Yy
Il convient de noter cependant que la formule originale considere une valeur unique de 4
(i, =i, = i). L’équation proposée ici se veut donc plus générale. La pertinence de cette
proposition, qui découle de nos propres observations, sera discutée ultérieurement.

Progression du tassement avec I’avancement

Un changement de référentiel permet d’exprimer de la méme facon le tassement observé
en un point fixe de 'espace (z,y) en fonction de 'avancement de la position du front x.
Cette description introduit une dépendance vis-a-vis du temps. Par simplicité, dans la suite
on appellera cette description « équation de progression du tassement ». L'intérét est de
décrire ainsi les mesures en surface obtenues pour une cible visée de facon réguliere dans
le temps. La Figure 1.13 illustre les conventions d’écriture dans ce cas.

1 2
s(xf) = Smaz * €XP —5 (Zy> . G[m%](mf — LL‘) (1.10)
)
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Figure 1.12. Tassement observé en tout point (x,y) de la surface du massif pour un creusement
au tunnelier avec le front a la position x; = 20

1.3 Méthodes de prévision des tassements

Les déformations induites en surface par le creusement des tunnels dépendent de nom-
breux facteurs liés a la géométrie du tunnel, aux conditions du sol, etc. selon une relation
non-triviale, ce qui rend complexe la prédiction des tassements. Cette partie présente
les avantages et inconvénients des méthodes traditionnelles de calcul des tassements :
empirique, physique (modéle centrifugé), analytique et numérique. Par la suite, I'apport
des méthodes basées sur 'Intelligence Artificielle est introduit.

1.3.1 Meéthodes traditionnelles
Méthodes empiriques

Les méthodes de calcul empirique reposent sur 'observation et ’expérience plutot que
sur des principes théoriques. Les formules empiriques sont donc des expressions ap-
proximatives ajustées a partir de mesures observées. Les méthodes empiriques les plus
classiques pour prédire les tassements sont celles élaborées par Peck (1969) et Attewell et
Woodman (1982) et présentées précédemment dans le § 1.2.2. Selon ces formulations, la
distribution du tassement en surface au-dessus du tunnel est représentée par une courbe
gaussienne dans la direction transversale et par une courbe gaussienne cumulée dans la
direction longitudinale (Figure 1.8). Cette approche sert de référence pour la validation
d’autres approches. La formule de Peck en particulier est considérée comme fondamentale
pour les méthodes empiriques et est ainsi devenue la base d’autres recherches (Attewell
et Woodman, 1982 ; Cording et Hansmire, 1975; O'Reilly et New, 1982). Neaupane
et Adhikari (2006) et Zhou et al. (2017) résument dans leurs travaux de nombreuses

1.3 Meéthodes de prévision des tassements
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Tassement longitudinal observé en x = 500 en fonction du creusement
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Figure 1.13. Tllustration de I'équation de progression du tassement en fonction du creusement.
Légende : z, xy

relations empiriques ou semi-empiriques développées au fil des ans pour la prédiction des
tassements.

Modélisation physique

Les méthodes basées sur la modélisation physique sont des simulations sous une gravité
normale ou bien en centrifugeuse (Bel, 2018). Elles permettent de modéliser expérimen-
talement le creusement de tunnels a échelle réduite pour étudier le mouvement du sol
induit par le creusement dans différents types de sols ainsi que les facteurs ayant la plus
grande influence sur le comportement sol-tunnel. Ces modélisations physiques simplifient
le contexte géotechnique et les conditions de creusement pour mieux comprendre les
mécanismes en jeu. Pour le cas d'un creusement pressurisé, différents types de modeles
physiques existent avec des niveaux de complexité variable (Berthoz, 2012 ; Berthoz et al.,
2020). Les données produites peuvent contribuer au calage de modeéles numériques.

Modeles analytiques

Au cours des derniéres décennies, plusieurs solutions analytiques pour calculer les tasse-
ments induits par le creusement des tunnels ont été développées. Verruijt et Booker (1998)
ont proposé une solution analytique pour calculer le tassement dans des demi-espaces
élastiques homogenes, solution qui avait été proposée a l'origine par Sagaseta (1987)
pour le cas de perte de volume en souterrain (ground loss). D’autres solutions élastiques
sont développées par Bobet (2001) et Loganathan et Poulos (1998) pour un tunnel peu
profond dans un sol saturé a partir de la solution proposé par Einstein et Schwartz (1979)
pour un tunnel profond dans un sol sec.

Chapitre 1 Tassements induits par le creusement des tunnels



Modélisation numérique

Avec 'augmentation de la puissance de calcul et des capacités de mémoire des ordinateurs
au cours des dernieres décennies, la modélisation numérique des ouvrages géotechniques,
notamment par la méthode des éléments finis (EF) ou des différences finies, a été lar-
gement développée et utilisée (Bourgeois et al., 2018). Les modeles élaborés ont pour
objectif de contribuer a I'analyse de conditions géométriques complexes et a la compré-
hension des différentes sollicitations auxquelles seront soumis les ouvrages.

Comparée a d’autres méthodes de prédiction des tassements, la modélisation numé-
rique permet d’évaluer les tassements dans des situations complexes sans recourir a des
simplifications. En effet, la simulation du creusement de tunnels a 'aide des modeéles aux
EF bidimensionnels ou tridimensionnels est capable de prendre en compte les caracté-
ristiques de la construction (processus de construction, facteurs géométriques du tunnel
et parameétres opérationnels, phasage d’excavation), les types de souténement ainsi que
les conditions du sol (géométrie, contraintes initiales, comportement non linéaire du sol,
hydrologie etc.) avec des modeéles de comportement du sol sophistiqués. Les méthodes des
EF 2D ou EF 3D sont ainsi devenues des méthodes numériques populaires pour étudier
les déplacements induits par un tunnelier.

Modele EF 2D : L’analyse 2D en coupe transversale du tunnel et en déformations

planes est la plus souvent utilisée. Différentes approches existent : convergence-
confinement (CV-CF), contraction volumique et pression d’injection modifiée. Pour
valider les modeles EF 2D, les résultats sont souvent comparés aux mesures des
terrains ou bien a des modeles EF 3D (Dias et Kastner, 2013 ; Do et Dias, 2017;
Gilleron, 2017 ; Likitlersuang et al., 2014).
Compte-tenu de leur facilité et rapidité de mise en ceuvre, ces approches 2D sont
largement utilisées dans la pratique courante de dimensionnement des tunnels
(Gilleron et Bourgeois, 2018 ; Karakus, 2007 ; Moller et Vermeer, 2008). La méthode
convergence—confinement se distingue par le fait de prendre en compte I'aspect
tridimensionnel du probleme du creusement d’'un tunnel par une simplification
basée sur le concept du taux de déconfinement )\ (AFTES, 2002 ; Panet et Guenot,
1982 ; Panet, 1995 ; Panet et Sulem, 2021). Dans le cas d’un creusement au tunnelier
avec une pression de stabilisation au front, il est d’'usage de corriger le taux de
déconfinement classiquement calculé par la pression de confinement du tunnelier
rapportée a la contrainte initiale in situ (Aristaghes et Autuori, 2001).

Modele EF 3D : D’aprés Janin (2017) et Berthoz et al. (2020), la modélisation tridi-
mensionnelle permet d’étudier le probleme dans toute sa complexité et se rapprocher
au mieux de la réalité. Il est ainsi possible de prendre en compte notamment ’hété-
rogénéité du massif, la géométrie réelle de 'ouvrage, le phasage des travaux, les
différentes pressions exercées autour du tunnelier, I'interaction avec les structures
existantes. En particulier, 'approche 3D est non seulement capable de simuler la
tridimensionnalité du champ des déformations généré autour du tunnel, mais éga-
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lement de modéliser correctement les évolutions des contraintes autour du front
de taille, les déplacements dans le massif et le chargement du souténement et
du revétement (El Jirari, 2021 ; Kasper et Meschke, 2004 ; Migliazza et al., 2009;
Mroueh et Shahrour, 2008).

1.3.2 Vers des méthodes innovantes
Limitations des méthodes traditionnelles

Les méthodes traditionnelles sont trés utilisées mais ont des limitations.

Méthodes empiriques : les formules déduites de ces méthodes requiérent des para-
metres qui sont difficiles a déterminer. Certains parameétres sont donnés par des
abaques en fonction de la nature des sols rencontrés. Toutefois, les valeurs choisies
restent approximatives et basées sur des hypotheses simplificatrices. De plus, ces
modeles ne sont pas adaptés aux problémes complexes. Les formulations mettent
généralement en corrélation les mouvements du sol avec une ou deux variables
uniquement. Cela peut étre d{1 a des restrictions inhérentes a 'expression mathé-
matique. C’est le cas par exemple des terrains multi-couches qui constituent un
probleme complexe avec de nombreux parametres. En conséquence, les modeles
empiriques ne sont pas adaptés a la complexité des conditions géologiques et des
méthodes modernes de creusement. C’est particulierement vrai pour 'excavation au
tunnelier et ses nombreux parameétres de pilotage, étroitement reliés aux tassements
observés en surface : pression au front, vitesse d’avancement, quantité de mortier
injecté a l'arriére du front, etc.

Modélisation physique : Malgré ses qualités, la centrifugation des modeéles n’est pas
sans inconvénients. L’étude de Taylor (1995) met en évidence certaines limitations
associées aux modeles réduits, telles que les effets d’échelle liés a la taille des
grains utilisés dans la réalisation de modeles réduits. De plus, 'homogénéité des
contraintes dans les massifs reconstitués est imparfaite en raison du gradient de
force centrifuge présent dans la largeur du massif. Par ailleurs, il est important de
choisir les matériaux de modélisation avec soin afin de garantir le respect des lois de
similitude qui sont essentielles pour transposer les résultats obtenus a I'échelle du
modele réduit au chantier (Bel, 2018). Finalement, des difficultés d’ordre pratique
existent telles que la difficulté de reconstituer des massifs représentatifs de géologies
complexes, le coft et le temps nécessaire a la réalisation de I'essai ainsi que la
disponibilité des centrifugeuses dans le monde.

Méthodes analytiques : Ces méthodes sont relativement simples dans leur mise en
ceuvre mais limitées dans la description de la relation non linéaire complexe entre les
tassements et les différents parametres qui influent sur les déformations. En effet, les
méthodes analytiques ont été développées sur la base des équations fondamentales
de la théorie élastique. Ces solutions sont donc en toute théorie limitées au cas de
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I'excavation des tunnels dans des sols élastiques homogenes. Dans des conditions
géologiques complexes, leurs prédictions ne sont en général pas applicables, ou
nécessitent des simplifications en amont ce qui en réduit I'intérét.

Modélisation numérique : La modélisation numérique du creusement des tunnels

est limitée par plusieurs aspects. Tout d’abord, le choix des lois de comportement
appropriées et des parametres de sol adaptés n’est pas évident. En effet, le choix de
la loi de comportement demande beaucoup de pratique et d’expérience et nécessite
d’avoir des données adaptées et de qualité pour décrire avec confiance le comporte-
ment des matériaux. Comme les informations disponibles sur les propriétés du sol
sont rares dans de nombreux cas, le modéle de comportement du sol modélisé peut
souvent diverger de son comportement réel. Il s’en suit donc dans ces cas la des
différences entre les prévisions réalisées a priori et les constats et mesures réalisés a
posteriori au moment des travaux.

Ensuite, la simulation des différentes étapes du processus d’avancement d’un tun-
nelier est complexe. Le processus de construction de tunnel est toujours difficile
a simuler. La mise en place d'un modele réaliste qui serait capable de simuler la
séquence d’excavation, la procédure d’installation du revétement, I'injection et le
renforcement, les effets d’échelle et de temps sont des difficultés souvent mention-
nées. Il faut garder a l'esprit que méme la simulation la plus sophistiquée restera
toujours une simplification de la réalité. Par ailleurs, la précision des calculs dépend
fortement de la sélection d’'un maillage du modele éléments finis approprié en
termes de type et de taille des éléments (géométrie, nombre de noeuds).

D’autre part, pour la méthode convergence-confinement utilisée trés souvent dans
les modéles EF 2D, il s’avere que les hypothéses de base de la méthode sont souvent
non respectées. En effet, la méthode CV-CF est couramment utilisée dans des situa-
tions de tunnel peu profond, de massif hétérogene et anisotrope, ou d’excavation
phasée... A cela s’ajoute que le choix du taux de déconfinement A de la méthode
CV-CF dépend fortement du sol et de la loi de comportement utilisée (Gilleron et al.,
2017 ; Moller et Vermeer, 2008). Le facteur \ doit étre correctement calibré, par
exemple par un calcul 3D ou par des retours d’expérience. Concernant les modeéles
EF 3D, des analyses tridimensionnelles abouties avec des modeles constitutifs de sol
non linéaires avancés nécessitent des temps et puissances de calcul considérables,
ainsi que des données de sols suffisamment nombreuses et précises.

Au final, les résultats des modeles numériques different souvent des mesures sur le
terrain et des études de cas. Il est primordial de concevoir les ouvrages en restant
conscient des incertitudes qui subsistent inévitablement, puis de construire en adap-
tant les techniques a la réalité des chantiers (Guilloux, 2016). Cette idée de mettre
en pratique la méthode observationnelle le plus souvent possible pour prévenir les
risques avec des rétro-calages réguliers se heurte a la réalité de la durée requise
pour réaliser ces rétro-calages en phase chantier
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Méthodes innovantes basées sur I'lA

Pour s’affranchir des limites des méthodes traditionnelles citées ci-avant, des méthodes
basées sur I'Intelligence Artificielle (IA), plus précisément sur 'apprentissage automatique
ou Machine Learning (ML), peuvent étre utilisées. L'intérét de ces méthodes est la possibi-
lité de tenir compte des incertitudes et de la variabilité des propriétés du terrain, ce qui
permet d’espérer plus de fiabilité. De plus, ces outils systématiques permettent de traiter
toute la complexité des problémes, en s’affranchissant du probléme de modélisation des
comportements physiques sous-jacents. Enfin, grace a I'exploitation des mesures in-situ,
ces outils permettent une réévaluation quasi-instantanée des variables utilisées.

Ces techniques sont regroupées sous le terme « Soft Computing » qui se traduit par
« calcul souple » pour renvoyer a leur nature d’outil informatique puissant et polyvalent
capable de traiter des informations incertaines ou imprécises et de s’adapter. En effet,
contrairement aux techniques de « hard computing » traditionnelles, qui reposent sur des
régles déterministes et des formules mathématiques précises, les techniques de Soft Com-
puting utilisent la logique floue, le raisonnement probabiliste et d’autres techniques pour
gérer 'ambiguité, la variabilité et I'incertitude des données. I’apprentissage automatique
a donc l'avantage de résoudre des problemes non linéaires présentant un grand nombre
de dimensions. En d’autres termes, un algorithme de ML est capable de trouver les corré-
lations non-linéaires entre de nombreux parameétres d’entrée dans le but de prédire un
(ou des) parametre(s) de sortie. Dans le cas de la prédiction des tassements induits par le
creusement des tunnels, le parametre de sortie est le tassement et les parametres d’entrée
sont tous les parameétres qui selon I'ingénieur ont une certaine influence sur le tassement,
notamment les parametres liés a la méthode d’excavation. Nous explorerons cette voie
dans la suite de cette these.

Ces méthodes ont néanmoins également leurs limitations. Elles ont évidemment
besoin d’une quantité de données importante pour entrainer des modeles qui assurent des
niveaux de fiabilité satisfaisants. Ce sont par ailleurs intrinséquement des boites noires
pour lesquelles il n’est pas possible d’expliquer la facon dans les rouages internes se sont
ajustés pour donner tel ou tel résultat.

Une introduction a la méthode de ML ainsi que I'état de I'art de la prédiction des
tassements a 'aide d’algorithmes d’apprentissage automatique seront abordés dans le
Chapitre 2 et le Chapitre 3 respectivement.

Conclusion

Ce chapitre était dédié a 3 sections distinctes visant a décrire le tunnelier a pression de
terre, les déformations en surface causées par le creusement des tunnels et les méthodes
traditionnelles de calcul du tassement.

Dans un premier temps, une description de I'historique des tunnels depuis I'antiquité

Chapitre 1 Tassements induits par le creusement des tunnels



jusqu’a l'utilisation des méthodes mécanisées a été présentée. Ensuite, une explication
détaillée des tunneliers a pression de terre a été fournie en prenant comme exemple les
tunneliers utilisés pour 'excavation d’'un troncon de la ligne 15 du projet du Grand Paris
Express.

Dans la deuxiéme section, les sources de déformation en surface causées par le
creusement des tunnels ont été décrites, avec rappel et résumé des équations de tasse-
ment transversal et longitudinal. L’hypothese d’équivalence espace-temps a été mise en
valeur, permettant ainsi de présenter clairement 'équation de progression du tassement.
Cette équation représente le tassement observé en un point de I'espace en fonction de
I'avancement du creusement du tunnel.

Enfin, dans la troisiéme section, les méthodes traditionnelles de calcul du tassement
ont été décrites, tout en soulignant leurs limitations. L'intérét de l'utilisation des méthodes
d’Intelligence Artificielle pour la prévision des tassements a ainsi été mis en évidence.

En résumé, ce chapitre constitue une étape importante dans notre compréhension
des tunnels, des déformations en surface et des méthodes de calcul du tassement, nous
permettant ainsi d’explorer de nouvelles pistes de recherche pour réduire les risques
relatifs au creusement des tunnels au tunnelier.

Le chapitre suivant sera consacré a 'explication des notions fondamentales de I'Intel-
ligence Artificielle, a destination des ingénieurs-utilisateurs, dans le but de permettre une
prise en main aisée de ces notions dans la suite de cette thése.

1.3 Conclusion
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DANS LE MONDE DE L’INTELLIGENCE
ARTIFICIELLE, DE L’APPRENTISSAGE
AUTOMATIQUE ET DE LA SCIENCE DES
DONNEES

Introduction

L’intelligence artificielle IA est I'un des domaines les plus en vogue de nos jours, avec une
grande variété d’applications potentielles. Depuis ses débuts dans les années 1950, I'TA
a connu une évolution rapide, stimulée par des avancées technologiques, des données
plus abondantes et des algorithmes plus sophistiqués. Cette évolution a conduit a des
percées majeures dans la reconnaissance d’images, le traitement du langage naturel, la
prédiction de séries temporelles et bien d’autres domaines. L'TA est aujourd’hui un terme
qui reste nébuleux et fantasmatique pour beaucoup de gens, notamment ceux qui n’ont
pas une formation en informatique. Pourtant, I'IA est devenue une technologie clé dans de
nombreux domaines, y compris en ingénierie géotechnique. En effet, les problématiques
rencontrées en géotechnique, telles que la prédiction des mouvements de terrain ou la
stabilisation des excavations, sont souvent complexes et difficiles a résoudre a I'aide de
méthodes traditionnelles. L'IA offre une nouvelle approche pour aborder ces problémes en
utilisant des techniques d’apprentissage automatique pour extraire des modeles a partir
de données.

Ce chapitre vise a fournir une introduction synthétique et opérationnelle a I'IA, en
commengant par son historique et en passant en revue les définitions clés telles que I'ap-
prentissage automatique et le Big Data. L'importance des données et des bases de données,
ainsi que 'empreinte carbone associée a la collecte et au stockage de données massives
sont également abordées. Ensuite, on décrit les différentes catégories d’apprentissage
automatique telles que 'apprentissage supervisé ou non-supervisé, la régression et la
classification, ainsi que les concepts clés tels que le sur-apprentissage et la validation croi-
sée. Enfin, des algorithmes d’apprentissage automatique tels que les réseaux de neurones
artificiels sont décrits. Par ce chapitre, nous espérons démystifier le monde de I'IA pour les
ingénieurs qui souhaitent utiliser ces méthodes dans leur pratique professionnelle.

2.1 Intelligence Artificielle et Données

L’Intelligence Artificielle, connue sous son acronyme IA, est 'exploitation des ma-
chines pour imiter les capacités de résolution de problémes et de prise de décision du
cerveau humain. L’apprentissage automatique ML (Machine Learning) est un domaine
d’application de I'TA.
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Avant d’entrer au coeur de ce travail de these, ce chapitre permet de résumer les éléments
de contexte et la sémantique associée aux concepts d’Intelligence Artificielle et d’appren-
tissage automatique. Il sera ensuite discuté de 'importance des données pour I'application
de ces méthodes. Seront enfin abordées les problématiques subséquentes a la gestion de
la donnée ce qui conduira a expliquer la plus-value apportée par l'utilisation des bases de
données structurées.

2.1.1 Eléments de cadrage
Rappels historiques

Les bases de I'IA sont posées des 1950 par Alan Turing dans son article « Computing
Machinery and Intelligence » publié dans le journal britannique Mind (Turing, 1950).
Cette publication est reconnue pour le fameux "test de Turing" ot 'auteur définit un test
permettant de déterminer si une machine est intelligente ou pas. En résumé, selon le test
de Turing, une machine est considérée comme intelligente si elle est capable de se faire
passer pour un humain lors d’'une conversation. Cette formulation du concept d’intelligence
machine n’est présentée que comme un simple postulat naif, une simplification arbitraire
qui a vocation a provoquer les confréres les plus sceptiques de I'époque de Turing (un
«jeu de I'imitation », selon les propres termes de Turing) (Castelfranchi, 2013).

En 1956, la terminologie « Intelligence Artificielle » est proposée pour la premiere
fois par John McCarthy lors d’une conférence du Dartmouth College aux Etats-Unis (Moor,
2006). Les scientifiques étaient alors persuadés que I'avenement de cerveaux électroniques
égalant 'Homme était imminent. Vingt ans apres, on a dit admettre que les ordinateurs
des années 70 restaient primitifs et incapables de réaliser ces attentes utopiques. Cette
période est connue sous le nom d’« hivers de I'IA ». Ce n’est qu’en 1995 que le hardware
atteint enfin un seuil en matiére de performances. Les investissements dans le domaine de
I'TA reprennent. En 1997, 'ordinateur Deep Blue développé par IBM bat le champion du
monde d’échecs. L'IA a pris une nouvelle dimension a partir de 2010 et cela s’explique
par deux facteurs : I'acces a des volumes massifs de données et la découverte de la trés
grande efficacité des processeurs de cartes graphiques des ordinateurs pour accélérer le
calcul des algorithmes d’apprentissage pour un cofit financier restreint (capables de plus
de mille milliards d’opérations par seconde). De nombreux exploits de I'IA ont eu lieu
dans les années qui ont suivi. La Figure 2.1 récapitule les principales dates et événements
discutés dans cet état de l'art.

Types d’lA et Réglementation

On distingue 2 types d’IA : I'IA faible et I'TA forte. Une IA faible est une IA entrainée
pour une tache ciblée. C’est la grande majorité des IA qui nous entourent aujourd’hui
(Figure 2.3). Quant a I'IA forte, elle reste une forme théorique de I'IA dans laquelle une
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Deep Blue

(IA d’1BM)
«IA » (John McCarthy) Systémes experts bat le champion 1A pour classification d’image
1¢" logiciel fonctionnel et Réseaux de neurones du monde aux échecs  taux de précision > humain
1950 1956 1957 1980 1989 1997 2012 2015 2016
] ] ] ] ]
Test Perceptron: Réseaux Google Brain AlphaGo
de Turing 1¢r algorithme convolutifs (Deep Learning) (IA de DeepMind)
d’apprentissage (Yann leCun) découvre le concept bat le champion
composé d’'1 neurone de chat par lui-méme du monde de Go

(Frank Rosenblatt)

Figure 2.1. Dates clés dans I'histoire de I'TA

machine aurait une intelligence et des capacités égales ou supérieures a celles du cerveau
humain. Elle aurait conscience d’elle-méme, serait capable de résoudre des problemes
pour lesquels elle n’aurait pas été entrainée spécifiquement et serait capable d’apprendre
et de planifier I'avenir. De nombreuses questions éthiques et philosophiques se posent
alors et font I'objet de plusieurs ouvrages comme par exemple le livre "La guerre des
Intelligences" (Alexandre, 2017).

L’'Union Européenne travaille a cadrer par la réglementation I'usage de I'IA dans
les secteurs les plus sensibles des services et de I'industrie (ingénierie, éducation, santé,
transport, etc.). Il s’agit de tirer le meilleurs parti de la valeur ajoutée lié a ce usage et
de circonscrire les risques potentiels a travers des recommandations et guides de bonnes
pratiques pour permettre I’émergence d’IA de confiance et d’excellence (Quantmetry,
2021). L’historique de cette réglementation est donnée dans la Figure 2.2.

L’Union Européenne se saisit du sujet de I’lA de confiance avec la préparation
de futur Al Act

Proposition Adoption et
dere Ori ion pr ion Entrée en vigueur
Création du Al 1ére European Al Vote initiative ~ de la Commission  générale du du réglement sur  du réglement sur
HLEG* Assembly Livre blanc UE législative sur I'lA Conseil de 'UE I'IA I'lA

Février Octobre
2020 2020

! Laproposition de Entrée en vigueur |
reglement sera | i 20 jours apres
débattue et v I'adoption et

amendée parle ! directement
m— o ! Parlement Européen | | applicable dans
- - =S avant adoption | | toute I'UE au terme |
e \ e N de 24 mois
' ’ ' e ]
N - S o 4 _-
~~- .- ~~-_27 --" <
==~ Sl — - ) .
S-a --" Aujourd’hui

La réglementation européenne pour une IA de confiance
doit étre anticipée dés a présent pour ne pas subir cette nouvelle mise en conformité

*HLEG : High Level Expert Group Quantmetry

Figure 2.2. Les étapes de réglementations de 'UE sur I'IA de confiance (Quantmetry, 2023)
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Intelligence Artificielle, Machine Learning et Big Data : Définitions

Intelligence Artificielle (Artificial Intelligence) : Selon la CNIL (Commission Natio-
nale de I'Informatique et des Libertés) et le Parlement européen (CNIL, 2022),
I'Intelligence Artificielle est un domaine scientifique qui regroupe tout outil utilisé
par une machine afin de « reproduire des comportements liés aux humains, tels
que le raisonnement, la planification et la créativité ». Tout systeme mettant en
ceuvre des mécanismes proches de celui d’'un raisonnement humain pourrait ainsi
étre qualifié d’Intelligence Artificielle. Cette définition implique que tout systeme qui
n’est pas dotée de capacité d’apprentissage a partir de données ou de capacité de
prise de décision n’est pas une Intelligence Artificielle. On pense notamment dans
notre secteur aux algorithmes d’automatisation, aux tableurs, aux SIG (Systemes
d’Information Géographiques), au BIM (Building Information Modelling), aux solu-
tions de stockage et de distribution instantanée de données (ex : outils de suivi de
chantier en direct), a la réalité virtuelle, a 'impression 3D, aux jumeaux numériques,
etc. Ces méthodes peuvent plutdt étre classées dans la catégorie de « transformation
digitale » (Digital Transformation) ou du « numérique ».

Systéme apprend par lui-méme
Apprentissage a partir de jeux de données plutot
automatique qu’a partir d’instructions explicitement
programmeées afin de s'acquitter d’une tache

esEe Robot intelligent capable de se déplacer
et d'effectuer des taches complexes
Intelligence
Artificielle
Systeme comprend et traite le langage
Traitement humain (mots, phrases, contextes)
du langage naturel puis génére des réponses et actions
en fonction des informations recues

Systéme identifie, analyse et classe
Vision —_— des objets puis prend une décision
en fonction de ce qu'il voit

Figure 2.3. Exemples de domaines de I'Intelligence Artificielle

Apprentissage Automatique (Machine Learning) : Parmi les domaines d’application

de I'TA (Figure 2.3), on distingue la branche de I'apprentissage automatique ou
Machine Learning (ML).
Dans son article de 1950 (Turing, 1950), Turing prédit déja 'apprentissage des
machines (« Learning Machines » selon ses termes) comme « la simulation du cerveau
d’un enfant plutét que celui d’un adulte ». La machine aurait ainsi besoin d’un pro-
gramme (le cerveau) et d’apprentissage (éducation) pour déduire des relations entre
différents parametres. Il souligne aussi I'importance d’expérimenter en enseignant a
plusieurs machines afin de trouver celle qui réussit a résoudre le probleme dune
facon optimale.
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En 1959, Arthur Samuel définit le ML comme «le domaine d’étude qui donne aux
ordinateurs la capacité d’apprendre [a partir de données] sans étre explicitement
programmeés ». En effet, le ML n’est fondamentalement rien de plus que la capacité
d’un programme a évaluer statistiquement un résultat a partir d’'un jeu de données,
et a réduire I'écart entre ce résultat et la valeur vraie par un jeu d’apprentissage
itératif. Cela signifie que, au lieu de programmer manuellement des régles et des
algorithmes pour effectuer une tache précise, on peut utiliser le ML pour créer des
programmes qui peuvent s’acquitter de cette tache en s’ajustant automatiquement a
partir de jeux de données. On déduit que 'apprentissage de la machine nécessite
beaucoup de données pour trouver les des relations précises entre les parametres
influencant la tache étudié. Ce n’est donc pas par hasard que I'essor du ML soit lié a
celui du Big Data.

Données massives (Big Data) : On parle depuis quelques années du phénomene de

Big Data. Ce dernier se traduit souvent par « données massives » préférablement
au terme « mégadonnées » qui fait référence a une quantité de 'ordre d’'un million
(en grec, méga désigne 10°). Le Big Data désigne donc des ensembles de données
devenus si volumineux qu’ils dépassent les capacités humaines d’analyse et méme
celles des outils informatiques classiques. L’exploitation de ces ensembles de données
a nécessité le développement de technologies spécifiquement adaptées. Pour fixer
les idées, on peut parler de Big Data lorsque le volume de données analysé dépasse
la capacité d’un simple ordinateur personnel. Le Big Data est défini par cinq notions
qu’on appelle les « 5V » (Bourany, 2019) :

1. Volume : avec le développement des nouvelles technologies comme les IoT
(Internet of Things : appareils physiques qui recoivent et transférent des
données sur des réseaux sans fil, avec une intervention humaine limitée), la
production de données numériques a été de plus en plus massive : textes,
photos, vidéos, etc.

2. Vélocité : besoin d’analyse des données en temps réel et de prise de décision
en une fraction de seconde

3. Variété : les données d’intérét sont hétérogénes par nature, avec un format
structuré ou non : vidéos, géolocalisation, échanges vocaux, messages sur les

réseaux sociaux, etc.
4. Véracité : I'incertitude associée aux données doit étre quantifiée en termes de
précision, de validité, de cohérence, de fiabilité et de qualité.

5. Valeur : c’est un des points les plus importants a notre avis mais rarement
mentionné. L'utilisation des technologies de stockage et d’analyse des Big Data
n’a de sens que si elle apporte de la valeur ajoutée : exploiter les données,
c’est avant tout répondre a des objectifs métiers.

Par conséquent, la génération et le stockage des Big Data a favorisé 'émergence
de méthodes statistiques, qui traitent de gigantesques volumes de données pour en

2.1 Intelligence Artificielle et Données
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tirer du sens et en créer de la valeur. C’est donc un tournant majeur de la science
des données (Data Science), du ML et de I'TA.

2.1.2 Données : le coeur du sujet

La qualité des programmes développés a 'aide de méthode de Machine Learning dépend
completement de la qualité et de la structuration des données sources. C’est ce qui a
inspiré au mathématicien britannique Clive Humby la comparaison suivante : « data is
the new oil » (Ia donnée est le nouveau pétrole) (ANA Senior marketer’s summit, Kellogg
School, 2006). Cette comparaison fait par ailleurs échos a I'idée que la valeur de la donnée
n’est pas intrinseque (au méme titre que la nature nous fourni le pétrole gratuitement), et
que C’est les travaux d’extraction et de traitement de celle-ci qui lui donnent sa valeur.

Source et traitement des données

Dans le domaine de la construction, la donnée provient de nombreuses sources comme les
plans, les notes de calcul, les capteurs, I'instrumentation du sol, les données d’essais in-situ
ou en laboratoire, les logs des sondages, les stations météorologiques, les équipements
GPS, l'instrumentation embarquées sur les engins, etc. Ces moyens de mesure permettent
d’acquérir un grand nombre de données au fil du temps. Il existe également des « banques
de données » comme par exemple la base de données SONGE du Projet du Grand Paris
Express § II construite a partir de nombreux sondages effectués lors de la campagne de
reconnaissance des sols.

Toutefois, les données provenant des chantiers ont toujours besoin d’un traitement
préalable pour écarter les erreurs de mesures et valeurs aberrantes de toutes origines. Ces
derniéres proviennent notamment des conditions météorologiques, du niveau d’interven-
tion humaine et des erreurs de mesures des instrumentations. Cela induit la génération
de données qui contiennent des erreurs telles que des fautes d’orthographe ou de ponc-
tuation, des données incorrectes, des données périmées, des données dupliquées et des
données aberrantes (outliers). C’est ce qu’on désigne sous le terme générique de données
« sales » (dirty data) : des données inexactes, incompletes ou incohérentes qui nécessitent
un nettoyage avant leur utilisation pour des analyses postérieures. Le nettoyage des
données améliore la qualité du jeu de données (dataset) ce qui renforce la confiance dans
I'ensemble des données et la fiabilité des résultats d’analyse de données (Chu et al., 2016;
Klein et Lehner, 2009 ; Krishnan et al., 2016). Cependant, le traitement des données est
un travail fastidieux et chronophage. En effet, des études de IBM (2016) et CrowdFlower
(2016) concluent que la collecte, le nettoyage et 'organisation des données constituent
80% du temps de travail d’'un data scientist.

Pour faire face au manque de données réelles, on utilise fréquemment la génération
de données a partir de modeles théoriques, empiriques ou numériques. Cela permet de
simuler de nombreux cas d’étude et différents scénarios avec différents parametres afin
d’obtenir les résultats associés. La génération de données permet notamment de combler
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un manque de données d’une catégorie spécifique. A titre d’exemple on peut citer des
travaux portant sur la collecte de données de radiers de batiments, les charges qui leur
sont appliquées, la nature des sols d’assise et les tassements mesurés. Les données de
chantier de cet exemple proviennent uniquement de radiers bétis sur des sols parisiens.
Dans ce cas, on a utilisé la génération de données par des méthodes numériques pour
compléter la base de données avec des cas de radiers dans des sols de différentes natures.

Stockage et base de données

Apreés 'obtention des données, il est important de réfléchir a leur stockage, ce qui permet
un nettoyage et un traitement facilités. Dans le domaine de la construction, il est souvent
d’usage d’utiliser des feuilles de calcul type csv ou Excel. Il existe également des formats
intermédiaires, structurées et dont la nomenclature est documentée voire standardisée,
comme le format AGS (Association of Geotechnical and Geoenvironmental Specialists) (AGS,
2022). Ce format décrit la sémantique et 'organisation des fichiers a adopter pour que
celui-ci puisse étre lu par des logiciels le supportant, ou n’importe quel utilisateur ayant
créé des outils adaptés a son exploitation. Format « multitable » et hiérarchisé, il peut
s'interfacer de fagcon naturelle avec des BD hiérarchisées. Dans le domaine de la géologie,
de nombreux autres formats de ce type existent (GeoSciML, RSQML, etc.). Ils s’appuient
en général sur des structure de fichiers hiérarchisés comme XML ou JSON.

Concernant les feuilles de calcul, elles ont été concues pour une utilisation indivi-
duelle ou pour un petit nombre d’utilisateurs qui n’ont pas besoin d’effectuer de nom-
breuses manipulations de données. La construction et I'utilisation de bases de données
(BD) a donc énormément d’avantages par rapport a ’échange de fichier. Elles permettent
a plusieurs utilisateurs d’accéder aux données en méme temps, rapidement et en toute
sécurité (Table 2.1), avec une gestion des droits et les réles de chaque utilisateur intégrée.
Les BD sont également congues pour gérer de grandes quantités d’informations organisées.

Par définition, une base de données est une collection organisée d’informations
structurées gérée par un Systéme de Gestion de Base de Données (SGBD ou Database
Management Systems). Ce dernier assure la création, la modification, le stockage et la
sécurité des données, ainsi que la gestion d’acces multiples. Parmi les SGBD les plus popu-
laires on peut citer PostgreSQL, MySQL, Microsoft Access, Microsoft SQL Server et Oracle
Database. PostgreSQL est considéré comme le SGBD le plus documenté disponible sous
licence libre. I’ensemble que constituent les données et le SGBD, ainsi que les applications
qui leur sont associées, est nommé BD.

Les BD permettent d’aller au-dela du stockage des données et des opérations basiques.
Elles permettent d’analyser de grandes quantités de données provenant de différents sys-
témes en utilisant des outils de calcul et de business intelligence. Grace a ces analyses, les
entreprises peuvent utiliser les données collectées pour améliorer leur efficacité, optimiser
leur prise de décision et devenir plus agiles et flexibles. Aujourd’hui, 'optimisation de
I'acces aux données et de la vitesse de traitement est cruciale pour les entreprises, en
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39



40

Table 2.1. Comparaison des feuilles de calcul et des bases de données
Caractéristique Feuille de calcul (Excel, csv..) Base de données
Les données sont stockées dans des Les données sont stockées dans des
Structure

des données

cellules organisées en lignes et en
colonnes

entités (tables) avec des attributs
(colonnes) et des tuples (lignes)

Manipulation
des données

Les données peuvent étre filtrées,
triées et regroupées en utilisant des
fonctions et des formules simples

Les données peuvent étre filtrées,
triées, regroupées, jointes et agré-
gées en utilisant des requétes com-
plexes

Partage
des données

Les feuilles de calcul peuvent étre
partagées en tant que fichiers, mais
peuvent étre difficiles a gérer lors-
qu’il y a beaucoup de collaborateurs

Les bases de données peuvent étre
partagées en ligne ou en réseau, ce
qui les rend plus faciles a gérer lors-
qu’il y a plusieurs utilisateurs

Sécurité
des données

Les feuilles de calcul peuvent étre
protégées par mot de passe, mais
cela peut ne pas étre suffisant pour
les données sensibles

Les bases de données peuvent étre
protégées par des mécanismes de
sécurité tels que l'authentification,
l'autorisation et le chiffrement des
données

Analyse
des données

Les feuilles de calcul peuvent effec-
tuer des analyses simples en utilisant
des graphiques et des tableaux croi-
sés dynamiques, mais peuvent deve-
nir complexes lorsqu’il y a beaucoup
de données

Les bases de données peuvent effec-
tuer des analyses complexes en utili-
sant des requétes complexes et des
outils d’analyse de données tels que
SQL et Business Intelligence

Performance

Les feuilles de calcul peuvent deve-
nir lentes lorsqu’elles contiennent
beaucoup de données ou de for-
mules complexes

Les bases de données sont concues
pour gérer de grandes quantités de
données et peuvent étre optimisées
pour une meilleure performance

raison de la croissance exponentielle des quantités de données a gérer. Il est donc impé-
ratif d’avoir une plateforme capable de fournir les performances, I'évolutivité et I'agilité
nécessaires pour soutenir ce levier de croissance de beaucoup d’entreprises.

Les différents types de BD comprennent les BD relationnelles, orientées objet, NoSQL
et d’autres. Ce travail se concentre sur les BD relationnelles, qui sont le type de BD le plus
couramment utilisé. Les BD relationnelles utilisent généralement le langage de program-
mation Structured Query Language (SQL) pour interroger, manipuler et définir les données
et gérer les acces (Sumathi et Esakkirajan, 2007). Les données sont modélisées sous forme
de lignes et de colonnes dans une série de tables, ce qui permet d’optimiser I'efficacité
du traitement et de l'interrogation des données. Les BD permettent une gestion efficace
des données, telles que la consultation, la modification, la mise a jour et 'organisation
des données. Le lecteur intéressé pourra se reporter a Oracle (2022) pour de plus amples
détails sur les bases de données.
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Empreinte carbone de la donnée

L’empreinte carbone des données désigne 'impact environnemental associé a la géné-
ration, au traitement, au stockage et au transfert de données, mesuré en termes de
consommation d’énergie et de production de gaz a effet de serre. La croissance expo-
nentielle de la quantité de données produites et stockées dans le monde entier a un
impact sur 'environnement, en raison de la consommation d’énergie nécessaire pour leur
gestion et des matériaux nécessaire a la construction des serveurs, locaux, etc. Face a
cette préoccupation environnementale, les entreprises et les gouvernements s’efforcent de
minimiser 'empreinte carbone des données en adoptant des pratiques éco-efficaces, telles
que l'utilisation de centres de données énergétiquement performants et le déploiement de
technologies vertes (Bouley, 2010 ; Charret et al., 2022).

L’'impact environnemental de la donnée dépend de divers facteurs, notamment la quan-
tité de données générées et stockées, les modalités de traitement et de transfert, et les
technologies utilisées. L’augmentation de la quantité de données peut avoir un impact
environnemental négatif, principalement en raison de la consommation énergétique liée
au traitement, au stockage et au transfert de ces données. Par exemple, le transfert de
données sur de longues distances, comme celui via internet, peut consommer de I'énergie
et renforcer 'empreinte carbone globale. Il est donc primordial de prendre en compte ces
considérations environnementales lors de la conception et de l'utilisation des technologies
de I'information et de la communication.

2.2 Apprentissage Automatique

L'utilisation de 'apprentissage automatique n’est possible qu’apres compréhension des
notions de bases. Cette section a pour objectif de définir rigoureusement les algorithmes
d’apprentissage automatique, les modeles, les fonctions de pertes, la division des données,
la validation croisée, les différentes catégories d’apprentissage automatique ainsi que les
applications telles que la régression ou la détection d’anomalies.

2.2.1 Définitions générales
Modeéle f et fonction de perte

Soient X et y des variables aléatoires liées par des lois de probabilité inconnues. L'objectif
est de trouver la fonction de corrélation entre X et y, notée f, telle que :

y = f(X)

La fonction f étant inconnue, on cherche a I'approcher par un modele, noté f, de sorte
que lerreur entre la cible y et sa prédiction § = f (X) soit minimale. Cette erreur est
calculée a l'aide de la fonction de perte (loss function) (§ 2.3.2) qui retourne une certaine

mesure de la différence entre y et §. L'intérét de trouver une bonne approximation de f
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est la possibilité de calculer la variable cible y (target) a partir de n’importe quel jeu de va-
riables explicatives X = 1, x2, ..., z,, (features, encore nommées variables indépendantes,
caractéristiques, attributs ou encore prédicteur). Ladite fonction de perte mesure alors
Perreur de prédiction du modele f permettant ainsi d’estimer sa qualité. En résumé, on
utilise un modele f pour prédire y & partir de X ; I'erreur entre la prédiction et la réalité
est mesurée par une fonction de perte.

Sous-apprentissage et Sur-apprentissage

Pour trouver le bon modele £, on prend un jeu de données de taille n, A = (X}, ¥;)i<n, Sur
lequel on entraine un algorithme d’apprentissage (machine learning algorithm, par exemple
un réseau de neurones). L’algorithme s’entraine sur le jeu de données A pour trouver une
approximation f de f en minimisant la fonction de perte.

Le risque est que le modele obtenu soit trop simple pour bien capturer les relations
dans les données : c’est le sous-apprentissage (ou le sous-ajustement, underfitting). Le
sous-apprentissage est généralement causé par un manque de complexité dans le modele,
ce qui peut étre résolu en utilisant un modele plus complexe ou en utilisant un algorithme
d’apprentissage différent.

Un autre risque est le sur-apprentissage (ou le sur-ajustement, overfitting). C’est
une situation ou le modele obtenu est trop adapté au jeu de données A et ne peut pas
généraliser ses prédictions aux données qui ne font pas partie de A. En d’autres termes, le
modele apprend les détails et le bruit des données de A au lieu de capturer les tendances
générales qui pourraient étre utiles pour de nouvelles données.

Le sous-apprentissage et le sur-apprentissage se traduisent par des performances de
prédiction médiocres pour de nouvelles données (Figure 2.4). Un bon modele doit étre
capable de généralisation, c’est-a-dire de prédire de facon satisfaisante la sortie cible y
pour tout jeu de données, y compris ceux qui n’ont pas servi a son entrainement.

A
Y

¥ Données réelles
---------- Ajustement optimal

Sous-ajustement

Surajustement

>
X

Figure 2.4. Sur-apprentissage (overfitting) et sous-apprentissage (underfitting) des données
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Compromis biais-variance

La problématique du sous-apprentissage et du sur-apprentissage est liée aux concepts
de biais et de variance. En effet, le biais correspond a 'erreur systématique d'un modeéle
qui découle de ses hypotheses simplificatrices. Un modele avec un biais élevé sera trop
simpliste pour décrire les relations complexes entre les variables d’entrée et de sortie, et
sera donc susceptible de sous-apprendre.

Inversement, la variance correspond a la variabilité des prédictions d'un modele en
réponse a des variations dans les données d’entrainement. Un modéle avec une variance
élevée sera tres sensible aux fluctuations aléatoires des données d’entrainement, ce qui
peut conduire a un sur-apprentissage.

Le compromis entre le biais et la variance est souvent appelé le compromis biais-
variance (trade-off biais-variance). En général, un modéle avec un biais élevé aura une
variance faible et vice versa. Le compromis consiste donc a trouver un modéle qui minimise
a la fois le biais et la variance, de maniere a obtenir une erreur de généralisation minimale
(Figure 2.5).

A

sur-apprentissage
sous- _

Erreur : :
apprentissage;

Erreur
totale

Variance

Biais

>
Complexité de
I'algorithme

équilibre:optimal

Figure 2.5. Evaluation de 'équilibre optimal par décomposition de l'erreur (inspirée de
Nallaperumal (2021))

Division des données : ensembles d’apprentissage et de test

Pour vérifier la capacité de généralisation du modele obtenu, on le teste sur un nouvel
ensemble de données qu’il n’a jamais vu auparavant. Pour cela, on divise A en deux parties :
une partie pour I'apprentissage (train) de l'algorithme d’apprentissage et une autre pour
I’évaluation finale (test) du modele obtenu. On obtient ainsi 'ensemble d’apprentissage (ou
ensemble d’entrainement, training set) Asrqin = (Xtrain, Ytrain) €t 'ensemble de test (ou
ensemble d’évaluation, test set) Asest = (Xiest, Ytest)- La démarche est alors la suivante :

1. On entraine l'algorithme d’apprentissage pour trouver le meilleur modéle f corres-
pondant au jeu de données d’apprentissage Arqin
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2. On utilise le modeéle f ainsi trouvé pour prédire les données cibles de lensemble de
test : yrest. On calcule alors erreur entre la cible 1.4 et sa prédiction s : C’est
I'erreur de généralisation (generalization error). Cela permet d’évaluer la performance
de f sur des données jamais vues auparavant. Si lerreur calculée est satisfaisante,
on déduit que le modéle est de bonne qualité

Parametres et Hyperparamétres

Un modele f est en réalité un modeéle complexe défini par un nombre de paramétres. Par
exemple, un modele linéaire simple est défini par deux parametres qui sont la pente de la
droite et 'ordonnée a 'origine. L’apprentissage consiste a trouver des valeurs optimales
pour les paramétres du modele f, de sorte que f se généralise bien aux nouvelles données.

Un hyperparametre est en revanche un parametre de I'algorithme d’apprentissage lui-
méme, et non du modele. C’est un ou plusieurs parametres de configuration qui sont fixés
avant I'apprentissage du modéle et qui ne sont pas appris directement a partir des données
d’entrainement. Un exemple typique d’hyperparamétre est 'architecture d’un réseau de
neurone (§ 2.3.1). La performance d'un modele dépend fortement des hyperparametres :
il est donc indispensable de les optimiser.

Optimisation des hyperparamétres et régularisation

Il est primordial de distinguer les concepts d’optimisation et de régularisation des hy-
perparametres en apprentissage automatique. I'optimisation des hyperparameétres (hy-
perparameters tuning) est le processus de recherche de la meilleure configuration des
hyperparametres d’un algorithme d’apprentissage automatique avant son entrainement.
C’est un processus clé pour améliorer les performances des modeles d’apprentissage
automatique en sélectionnant les valeurs optimales pour les hyperparametres avant I'en-
trainement du modele. Il est généralement effectuée a l'aide de techniques de recherche
systématique telles que la recherche par grille (grid search) ou la recherche aléatoire
(random search), qui consistent a explorer un ensemble prédéfini de valeurs possibles pour
les hyperparameétres et a sélectionner ceux qui donnent les meilleurs résultats sur un
ensemble de validation.

En revanche, la régularisation des hyperparametres (regularization of hyperparameters)
fait référence a I'utilisation de techniques de régularisation pour controler la complexité
des modéles en ajustant les valeurs des hyperparametres. La régularisation des hyperpara-
meétres permet ainsi de trouver le bon compromis entre le biais et la variance pour éviter
le sur-apprentissage d’'un algorithme d’apprentissage automatique. Les techniques de ré-
gularisation courantes incluent la régularisation L1 (Lasso) et la régularisation L2 (Ridge)
(Rakotomalala, 2023). Des exemples de régularisation et d’optimisation d’algorithmes a
base d’arbres de décision sont présentés dans le § 6.2.3.
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Ensemble de validation

L’optimisation des hyperparameétres ne doit pas étre effectuée sur les données de test. Si
c’était le cas, le modele serait optimisé sur ce lot spécifique de données et aurait peu de
chances d’étre aussi performant sur de nouvelles données. Une solution courante a ce
probleme est la mise de c6té d’'un ensemble de données du lot d’apprentissage, appelé
ensemble de validation (validation). Cette méthode est connue sous le nom de validation
par exclusion (holdout validation) (données exclues pour la validation). La méthodologie
de travail devient :

1. Division du lot de données A en deux ensembles distincts : un ensemble d’appren-
tissage et un ensemble de test. Il est d’'usage de réserver 20% des données pour le
test. Cependant, le choix de ce pourcentage doit étre effectué avec précaution afin
de garantir une quantité suffisante de données dans I'ensemble de test permettant
d’évaluer de maniere fiable la capacité de généralisation du modéle.

2. Exclusion d’une partie de ’ensemble d’apprentissage (par exemple 10%) pour s’en
servir d’ensemble de validation.

3. Entrainement de plusieurs modeéles avec différents hyperparametres sur 'ensemble
d’apprentissage réduit (c’est-a-dire ’ensemble d’apprentissage initial privé de 'en-
semble de validation).

4. Sélection du modele le plus performant sur 'ensemble de validation.

5. Entrainement du meilleur modele sélectionné sur 'ensemble d’apprentissage complet
(y compris 'ensemble de validation) : c’est le modéle final.

6. Evaluation de ce modeéle final sur 'ensemble de test pour obtenir une estimation de

l'erreur de généralisation.

Validation croisée

Pour éviter tout biais statistique lors de la division des données entre ensembles d’appren-
tissage et de validation, on utilise généralement la méthode de validation croisée (ou CV
pour cross-validation). Il existe plusieurs types de CV : stratified k-fold CV, Leave-p-out CV,
Monte Carlo CV, etc. La méthode la plus courante est la k-fold CV (Figure 2.6). Cette
méthode consiste a partitionner I’ensemble des données A en k parties de tailles égales.
Chaque partition est appelée un pli (ou fold) ce qui éclaire le nom de la méthode qui
renvoie au fait qu’il y a k plis. Cette méthode présente également 'avantage de permettre
I'entrainement et la validation du modele sur des ensembles de données différents, ce qui
peut réduire le risque de sur-apprentissage et fournir une évaluation plus précise de ses

performances. La procédure générale est la suivante :

1. Division du lot de données A en deux : un ensemble d’apprentissage et un ensemble
de test.

2. Mélange de I'ensemble des données d’apprentissage de fagcon aléatoire (cette étape
n’est pas obligatoire mais recommandée pour réduire les aléas statistiques).
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3. Division de I'ensemble des données d’apprentissage en k groupes (plis).
4. Pour chaque groupe unique :
4.1. Attribution du réle d’ensemble de validation a ce groupe.

4.2. Attribution du réle d’ensemble d’apprentissage réduit a 'ensemble formé par
tous les autres groupes (k — 1).

4.3. Ajustement du modéele sur 'ensemble d’apprentissage réduit.
4.4, Validation du modéle et calcul du score sur ’ensemble de validation.

5. Evaluation du modéle a partir de la moyenne et de la variance des scores obtenus
précédemment.

6. Le modele final ainsi obtenu est ensuite entrainé sur I’ensemble d’apprentissage
complet et évalué sur 'ensemble de test.

La valeur de k peut étre n‘importe quel nombre entier de telle sorte que chaque groupe
de données d’apprentissage/validation soit suffisamment grand pour étre statistiquement
représentatif de 'ensemble des données. Les valeurs les plus courantes de k sont 5 et 10.

En ce qui concerne la taille des ensembles de validation et de test, on sait que
I'ensemble de validation ne doit pas nécessairement étre grand si on effectue une méthode
robuste comme la CV. Quant a '’ensemble de test, il doit étre de taille importante pour
juger de la performance du modele optimisé. Par conséquent, il est d’'usage de diviser
I'ensemble des données A en 70% pour I'apprentissage, 10% pour la validation et 20% pour
le test. Ces chiffres sont souvent utilisés en premiere intention. Ils permettent de réaliser
un premier essai sur un modele donné mais doivent étre ensuite ajustés en fonction de
I'ensemble des données A et du cas d’étude.

‘ All Data

‘ Training data ‘ ‘ Test data

| Fold1 || Fold2 || Fold3 || Fold4 || Folds |\

spit1 | Fold1 || Fold2 || Fold3 || Fold4 | Folds |
spiit2 | Fold1 || Fold2 || Fold3 || Fold4 | Fold5 |

) Finding Parameters
spiit3 | Fold1 || Fold2 || Fold3 || Fold4 || Folds |

|
|
|
Spiit4 | Fold1 || Fold2 || Fold3 || Fold4 | Fold5 |
{

Fold1 | Fold2 | Fold3 || Fold4 | Fold5 |/

Final evaluation ﬂ Test data

Figure 2.6. Validation croisée (Sckit-learn, 2011)

46 Chapitre 2 Dans le monde de I'Intelligence Artificielle, de I'apprentissage automa-
tique et de la science des données



2.2.2 Catégories d’apprentissage automatique
Principaux types

Les systémes d’apprentissage automatique peuvent étre catégorisés selon plusieurs criteres
(Géron, 2022) (Figure 2.7) :

Supervisé

Non supervisé

Mode d’apprentissage

Par renforcement

autres

Lot

Consommation des données <

Incrémental

Sur la base d’'un modele

Mode de généralisation <

Figure 2.7. Les différents critéres de catégorisation de 'apprentissage automatique

Sur la base d’exemple

Par mode de généralisation : selon que Uapprentissage se base sur U'exemple (instance-
based learning) ou sur Uoptimisation d’'un modéle (model-based learning).
Ce qui a été décrit précédemment dans le § 2.2.1 correspond au model-based learning :
I'algorithme d’apprentissage détecte des tendances dans les données d’apprentissage
et construit un modele prédictif.
Une autre méthode d’apprentissage est I'instance-based learning : I'algorithme fonc-
tionne en comparant simplement de nouveaux points de données a des points
de données connus. Dit autrement, les nouvelles données sont prises en compte
en fonction de leur similarité vis-a-vis des données passées, réputées exactes. Un
exemple d’algorithme est le k-Nearest Neighbors (k-NN).

Par mode de consommation des données : selon que Uapprentissage est réalisé par lot
statique (ou groupé, Batch learning) ou sur flux continu (incrémental, Online Learning)
Figure 2.8. Historiquement, le Batch learning est le premier a apparaitre pour traiter
des données collectées préalablement : c’est un apprentissage avec des données
statiques. Le modéle obtenu se contente d’appliquer sur les nouvelles données ce
qu’il a déja appris dans la phase d’entrainement. Puis, 'Online Learning a été concu
pour traiter les données arrivant de maniere continue : I'algorithme apprend d’une
maniere incrémentale a partir d'un flux de données entrant (Salperwyck, 2013).
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Accés aux données

Données arrivant

Données toutes en continu et
disponibles visibles une seule
fois : flux

I

Taille importante :
chargement par
parties (chunk)

Taille faible :
tout en mémoire

Figure 2.8. Les différents accés aux données pour 'apprentissage (Salperwyck, 2013)

Par mode d’apprentissage : selon le type et la quantité de supervision humaine que
recoit Ualgorithme pendant Uentrainement.
Il existe de nombreuses catégories, mais seules les catégories principales sont abor-
dées :

Supervisé (supervised) : I'algorithme d’apprentissage est entrainé en utilisant
des données correctement étiquetées au préalable (classe, valeur continue. . .).
En d’autres termes, la sortie cible (target output) y est connue et est injectée
dans le modele lors de la phase d’apprentissage.

Non supervisé (unsupervised) : les données d’apprentissage ne sont pas étique-
tées (y est inconnu). L’algorithme essaie d’apprendre sans professeur. C’est un
cas assez fréquent puisque I'obtention des données n’est pas évidente.

Par renforcement (reinforcement) : 1'algorithme d’apprentissage peut observer
I'environnement, sélectionner et effectuer des actions, et obtenir des récom-
penses en retour (ou des pénalités sous forme de récompenses négatives). Il
doit ensuite apprendre par lui-méme quelle est la meilleure stratégie pour
obtenir la meilleure récompense au fil du temps. C’est typiquement le type
d’apprentissage utilisé pour 'entralnement des robots pour marcher ou pour
gagner a un jeu comme le jeu de Go (AlphaGo, Figure 2.1) : la machine
apprend la stratégie gagnante en analysant des millions de parties, puis en
jouant de nombreuses parties contre elle-méme

La catégorisation par mode d’apprentissage est la plus utilisée. Dans ce qui suit, nous
rentrons dans le détail des modes d’apprentissage supervisé et non supervisé.

Les applications de I’'apprentissage automatique supervisé

L’apprentissage supervisé est utilisé dans deux types de problemes : la Régression (Re-
gression) et la Classification (Classification) (Figure 2.11).
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Régression : technique servant a estimer ou a prédire la valeur d’un attribut numérique
(la variable cible continue) en se fondant sur la valeur d'un ou de plusieurs autres

caractéristiques.

Classification : technique qui permet de prédire si une donnée appartient a une classe
discréte (catégorie) (Figure 2.9).

Il convient de noter que de nombreux modeles sont capables d’effectuer aussi bien de
la régression que de la classification. On peut citer notamment : les Séparateurs a Vaste
Marge SVM (Support Vector Machine), les arbres de décisions DT (Decision Tree), les ré-
seaux de neurones artificiels ANN (Atrtificial Neural Network).

Classification  vs Clustering

Cluster 2

° °
® o o Classel ® o o Cluster 1

X X

Figure 2.9. Différence entre la classification et le clustering, adapté de Keerthana (2022)

Les applications de I’apprentissage automatique non supervisé

L’apprentissage non supervisé est utilisé pour résoudre plusieurs types de problemes :
le regroupement de données (clustering), la réduction des dimensions, ’association et la
détection d’anomalies.

Clustering : l'algorithme identifie les instances (observations de données) similaires et
les affecte a des groupes (ou grappes, clusters).

Réduction des dimensions : I'algorithme réduit le nombre de parameétres en projetant
les données issues d’'un espace de grande dimension dans un espace de plus petite
dimension. Cette technique permet de gérer ce que certains ont été jusqu’a nommer
«le fléau des grandes dimensions » (the curse of dimensionality, (Bellmann, 1961)).
Le but est de simplifier les données sans perdre trop d’informations. Cette opération
est parfois cruciale en ML pour réduire la complexité du probléme, accélérer 'ap-
prentissage et améliorer les propriétés de stabilité et de robustesse des algorithmes.
Parmi ces modeles on peut citer les auto-encodeurs et ’analyse en composantes
principales PCA (Principal Component Analysis).

Association : l'algorithme utilise différentes regles pour trouver des relations entre
les variables d’'un ensemble de données. Ces méthodes sont fréquemment utilisées
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pour répondre aux questions telles que "les clients qui ont acheté cet article ont
également acheté ... ".

Détection d’anomalies : le modele obtenu permet d’identifier les données aberrantes

(outliers) d’'un jeu de données. Cela permet de nettoyer de facon automatisée le jeu
de données et d’améliorer I'utilisation qui en est faite (amélioration de la fiabilité
d’un modele de prédiction par exemple). Au cours de 'apprentissage, 'algorithme
est confronté a des instances normales, ce qui lui permet d’apprendre a les recon-
naitre ; ensuite, lorsqu’il voit une nouvelle instance, il peut dire si elle ressemble a
une instance normale ou §'’il s’agit d’'une anomalie (Figure 2.10) (Chandola et al.,
2009).
Une autre tache trés similaire est la détection de nouveauté (novelty detection) : elle
vise a détecter les nouvelles instances qui semblent différentes de toutes les instances
de 'ensemble d’apprentissage. Pour cela, il faut disposer d’un ensemble d’appren-
tissage tres "propre", dépourvu de toute instance qu’on souhaite que l'algorithme
détecte.

Nouvelles
Feature 2 instances
- i |

Anomalie x" Y

RS

()
® o ﬁnstances d’apprentissage
[ I )
Feature 1

Figure 2.10. Détection d’anomalie (adaptée de Géron, 2022)

2.3 Algorithmes d’apprentissage automatique

Au cours des années, de nombreux algorithmes d’apprentissage automatique ont été
développés. L'utilisation de ces algorithmes par des ingénieurs est devenue courante,
mais il est crucial de les comprendre suffisamment pour optimiser les algorithmes de
maniére rigoureuse. Cette section a donc pour but de présenter de maniére simplifiée
certains algorithmes qui sont testés dans le cadre de cette thése, sans toutefois fournir
une description exhaustive. De plus, les mesures de performance des modeles les plus
couramment utilisées sont présentées.

2.3.1 Introduction aux algorithmes d’apprentissage automatique

Les algorithmes d’apprentissage automatique peuvent étre divisés en trois grandes ca-
tégories : les algorithmes classiques, les méthodes ensemblistes (ensemble methods) et
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e Classification des fondations
(vari(afltfl(sesgizhgzelle) Cemmsmme D2 type (radier, pieu, barrette) Naive Bayes
8 selon leur dimension
Trouver la longueur nécessaire
Csmmed  d’UN pieu en fonction des charges Régression Linéaire
et du type de sol
Regroupement Regrouper les clients en fonction du
des données type de prestation
Réduction des Transformer une stratigraphie en un el
dimensions - vecteur numérique = cqmposantes
principales (PCA)
Associer les collaborateurs
Association qui travaillent le plus ensemble en Apriori Algorithm
fonction des projets

Détection des données aberrantes
Détection dans les mesures initiales (outlier o 8
X . . Forét d’isolation
d’anomalies detection) ou dans les mesures
futures (novelty detection)

Figure 2.11. Différents exemples d’application et d’algorithmes des modéles supervisés et non
supervisés de ML

Supervisé

Régression
(variable continue)

Non supervisé

les réseaux de neurones artificiels (artificial neural network ANN). Avant de décrire ces
différentes catégories, un bref rappel historique du développement de ces méthodes est
présenté. Il convient de noter que les hyperparametres de chacun de ces algorithmes sont
détaillés dans le § 6.2.

Historique

L’histoire des algorithmes d’apprentissage automatique remonte a plusieurs décennies.
Le premier algorithme d’apprentissage automatique connu est le perceptron, qui a été
développé en 1957 par Frank Rosenblatt (Figure 2.1). Au cours des années 1960 et 1970,
de nombreux algorithmes d’apprentissage automatique ont été développés, notamment
les algorithmes de réseaux de neurones, d’apprentissage profond et de classification
bayésienne. Puis, entre 1980 et 1990, de nouveaux algorithmes ont été développés, tels
que les réseaux convolutifs (LeCun et al., 1989), les arbres de décision DT (Quinlan, 1986),
les foréts aléatoires RF (Breiman, 2001) et les Séparateurs a Vaste Marge SVM (Boser et al.,
1992 ; Cortes et al., 1995). Au cours des années 2000 et 2010, 'apprentissage automatique
a connu une croissance explosive en raison de 'augmentation des capacités de calcul et
des avancées en matiere de traitement des données. C’est I’ére de I'apprentissage profond
DL (Deep Learning) qui a permis de résoudre des problémes complexes en utilisant des
réseaux de neurones profonds et sophistiqués. De nouveaux algorithmes continuent a étre
développés comme par exemple I'algorithme Extreme Gradient Boosting (XGBoost) (Chen
et He, 2014) qui a rapidement gagné en popularité dans la communauté des data scientists
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grace a son succes dans de nombreux concours de machine learning, remportant souvent
les premiers prix. Aujourd’hui, 'apprentissage automatique est largement utilisé dans
I'industrie et le monde académique pour résoudre des problemes complexes de traitement
des données dans de nombreux domaines, notamment la finance, la santé, la recherche et
le marketing.

Algorithmes classiques

Un algorithme classique est un algorithme d’apprentissage automatique considéré comme
une référence ou un point de départ bien établi pour résoudre des problemes similaires. En
général, un algorithme classique est largement utilisé, bien compris, relativement simple
a comprendre et a implémenter et a été rigoureusement validé a travers de nombreuses
applications et tests.

Séparateur a vaste marge (SVM, Support Vector Machine) : SVM est un algorithme
d’apprentissage automatique supervisé qui est utilisé pour résoudre des problémes
de classification et de régression (Boser et al., 1992 ; Cortes et al., 1995). L’idée
de base est de trouver un hyperplan qui sépare de maniére optimale les données
en deux classes. Pour ce faire, I'algorithme cherche a maximiser la marge entre
les exemples d’entrainement les plus proches de chaque classe, appelés vecteurs
de support (support vector), et 'hyperplan de décision tout en minimisant 'erreur
(Figure 2.12a). Dans le cas ol les données ne sont pas linéairement séparables, SVM
utilise une technique appelée « fonction de noyau » (kernel function) pour projeter
les données dans un espace de dimension supérieure ou elles pourront I'étre.

Arbre de décision (DT, Decision Tree) : DT est un algorithme d’apprentissage auto-
matique supervisé qui est utilisé pour résoudre des problémes de classification et
de régression (Quinlan, 1986). L’idée est de diviser récursivement I’espace de re-
cherche en utilisant des régles de décision simples sur les différentes caractéristiques
(features) des données. L’algorithme commence par le noeud racine (root node), qui
représente 'ensemble des données d’entrée. A chaque noeud, I'algorithme sélec-
tionne la caractéristique qui fournit la meilleure séparation possible des données
vis-a-vis de la variable cible. Cette caractéristique est utilisée pour diviser les données
en sous-ensembles plus petits, qui sont ensuite traités de maniere récursive pour
former des sous-arbres (branch). Le processus de division se poursuit jusqu’a ce
que toutes les données d’un sous-ensemble soient classées dans une seule classe ou
jusqu’a ce que les critéres d’arrét soient atteints (par exemple, un nombre maximum
de profondeur de I'arbre (maximum depth)) (Figure 2.12b). L’arbre de décision résul-
tant peut étre interprété graphiquement et utilisé pour prédire la classe d'un nouvel
exemple en suivant le chemin a travers I'arbre qui correspond aux caractéristiques

de cet exemple.
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Figure 2.12. TIllustration du fonctionnement des algorithmes classiques SVM et DT

Réseaux de neurones

Les réseaux de neurones artificiels (ANN, Artificial Neural Network) sont des algorithmes
d’apprentissage automatique supervisé, inspirés de la structure du cerveau humain. Ils sont
utilisés pour résoudre des problemes de classification, de régression, de reconnaissance de
formes et de traitement du langage naturel, entre autres. Un réseau de neurones artificiels
est composé d’'un ensemble de nceuds interconnectés, appelés neurones, organisés en
couches. Les neurones de la couche d’entrée recoivent les données d’entrée, les neurones
des couches cachées effectuent des calculs de traitement des données et les neurones de
la couche de sortie renvoient les résultats. Chaque neurone effectue une fonction mathé-
matique simple, généralement une somme pondérée des entrées suivie d’'une fonction
d’activation non linéaire. Les poids associés a chaque entrée sont ajustés pendant la phase
d’apprentissage pour minimiser I'erreur de prédiction. Le processus d’apprentissage se fait
par rétropropagation (backpropagation), qui consiste a calculer I'erreur de prédiction et a
propager cette erreur a travers le réseau pour ajuster les poids des neurones de maniere
itérative jusqu’a ce que l'erreur soit minimisée.

Les réseaux de neurones peuvent étre construits avec différentes architectures et
fonctionnalités, telles que des réseaux de neurones convolutionnels (convolutional neural
network) pour la reconnaissance d’images, des réseaux de neurones récurrents (recurrent
neural network) pour la modélisation de séquences, ou des réseaux de neurones adverses
(adversarial neural network) pour la génération de contenu créatif (Figure 2.13).

Méthodes ensemblistes

Les méthodes ensemblistes (ensemble methods) constituent une technique utilisée en
apprentissage automatique qui combine plusieurs modéles de facon a ce qu’ils travaillent
ensemble de maniere plus efficace. Ces méthodes visent a améliorer la performance, la
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Figure 2.13. Les différents catégories, types, architectures et algorithmes d’entrainement des
réseaux de neurones

robustesse et la stabilité des modeles de prédiction. La combinaison des modeles peut se
faire avec différentes techniques parmi lesquelles on peut citer le bagging ou le boosting.

Bagging : Le bagging consiste a entrainer plusieurs algorithmes de maniére indépen-

dante sur des sous-ensembles de données aléatoires tirés de 'ensemble de données
d’origine. Ces sous-ensembles sont générés de maniere a ce qu’ils soient approxima-
tivement de la méme taille et qu’ils contiennent des exemples choisis de maniére
aléatoire avec remise (c’est-a-dire qu'un exemple peut étre sélectionné plusieurs fois
dans le méme sous-ensemble). Les prédictions de chaque algorithme sont ensuite
combinées de maniere a obtenir une prédiction finale.
Le bagging est souvent utilisé avec des algorithmes de foréts aléatoires (Random
Forests RF), ou chaque arbre de décision est entrainé sur un sous-ensemble de
données aléatoire et les prédictions de chaque arbre sont combinées pour obtenir
une prédiction finale. Cette technique peut améliorer la robustesse des modeles
en réduisant le sur-apprentissage et en permettant de mieux gérer la variance des
prédictions.

Boosting : Le concept derriere le boosting est de construire des modéles de facon
successive, en commencant par un modele de base et en ajoutant de nouveaux
modeles qui « corrigent » les erreurs commises par les modeles précédents. Chaque
modele est construit en se concentrant sur les exemples qui ont été mal prédits par
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les modeles précédents, ce qui permet d’améliorer progressivement la performance
globale. Il existe plusieurs algorithmes de boosting, tels que I'algorithme AdaBoost
(Adaptive Boosting) et I'algorithme XGBoost (eXtreme Gradient Boosting). Le boosting
est souvent utilisé avec des algorithmes de foréts d’arbres de décision(Decision Trees
DT), mais il peut également étre utilisé avec d’autres types d’algorithmes.
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Figure 2.14. Apprentissage ensembliste : Bagging et Boosting

Dans ce qui suit, les algorithmes ensemblistes XGBoost, forét aléatoire (Random
Forest, RF) et forét d’isolation (Isolation Forest, IF) sont introduits brieévement.

XGBoost (Extreme Gradient Boosting) : L’algorithme XGBoost est un algorithme d’ap-
prentissage automatique supervisé, développé en 2014 par Chen et He (2014) pour
améliorer les performances et la vitesse de I'algorithme Gradient Boosting Machine
(GBM). Des améliorations significatives ont depuis été apportées a XGBoost, telles
que la parallélisation et la distribution des calculs sur plusieurs nceuds, ce qui a
permis une accélération significative des temps d’entrainement. De plus, des al-
gorithmes de régularisation ont été introduits pour prévenir le sur-apprentissage,
d’autre optimisant le choix des sous-échantillons pour une meilleure utilisation de

la mémoire.

Forét aléatoire (Random Forest, RF) : L’algorithme des foréts aléatoires est un algo-
rithme d’apprentissage supervisé introduit en 2001 par Breiman (2001). C’est un
modele d’ensemble qui combine les prédictions de plusieurs arbres de décision pour
produire des prédictions plus précises et plus robustes. Les arbres de décision indivi-
duels sont entrainés sur des sous-ensembles aléatoires des données d’entrainement
et sur des sous-ensembles aléatoires des caractéristiques. Cette technique permet
de réduire le surapprentissage et d’améliorer la généralisation du modele. Les fo-
réts aléatoires peuvent étre utilisées pour la classification ou la régression, et sont
particulierement adaptées aux données de grande dimension et a haute cardinalité
(grand nombre de caractéristiques avec de nombreuses valeurs uniques). Elles sont
également résistantes aux valeurs aberrantes, ce qui en fait un choix populaire
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pour les données bruitées. Les foréts aléatoires ont connu un grand succes et sont
souvent considérées comme l'un des algorithmes d’apprentissage automatique les
plus performants.

Forét d’isolation (Isolation Forest, IF) : L’algorithme des foréts d’isolation est un al-
gorithme de détection d’anomalies utilisé pour identifier les observations atypiques
dans un ensemble de données. Il fonctionne en construisant plusieurs arbres de
décision, appelés « arbres d’isolation », ou chaque arbre est formé a partir d'une
sous-sélection aléatoire des données d’entrainement. L’idée de base est de séparer
les observations normales des observations atypiques en utilisant des arbres de déci-
sion. Plus précisément, les observations atypiques auront une profondeur d’arbre
inférieure a celle des observations normales, car elles seront isolées plus rapidement
dans les arbres. Enfin, une note d’isolement est attribuée a chaque observation
en fonction de la profondeur de I'arbre ou elle a été isolée. Les observations avec
une note d’isolement plus faible sont considérées comme étant probablement des
anomalies. Cet algorithme est bien adapté pour 'apprentissage non supervisé, en
particulier donc pour les taches de détection d’anomalies.

2.3.2 Mesures de performance

La qualité des prédictions d'un modele détermine sa performance. Pour quantifier cette
performance, I'erreur entre les valeurs prédites ¢ et les valeurs réelles y est mesurée
(§ 2.2.1). Par définition, plus l'erreur est faible, plus le modeéle est considéré comme
performant. Les fonctions de perte (loss functions) sont utilisées pour calculer I'erreur pour
un seul point de données, tandis que les fonctions de cofit (cost functions) sont utilisées
pour calculer I'erreur sur I'ensemble du jeu de données. En régression, une fonction de
perte est généralement formulée sous la forme (y; — ¢;), tandis qu'une fonction de cofit
est donnée par L1 3" | (y; — §;) ol n est la taille du jeu de données (Padhma, 2021).
Le terme « mesure de performance » (performance measure) est également couramment
utilisé. 1l existe de nombreuses mesures de performance du modele en fonction de la tache
considérée, qu’il s’agisse de régression, classification, clustering, etc. Dans cette partie,
quelques mesures de performance pour les modeéles de régression sont présentées avec
leurs avantages et inconvénients.

Les principales mesures de performance pour la régression sont : R?, MAE et MSE et
la racine de ce dernier, RMSE. D’autres métriques moins utilisées sont QF, et MAPE, RAE,
RRMSE, ME, Huber Loss, Log Cosh Loss et bien d’autres.

Coefficient de détermination R* (coefficient of determination) : Il existe plusieurs mé-
thodes pour le calcul de R?, qui permettent de mesurer la qualité de 'ajustement
d’'un modele de régression aux données. Pour un modele de régression linéaire
simple, R? est égal au carré du coefficient de corrélation de Pearson R (Equation
2.1). En utilisant cette méthode, R? est obligatoirement un nombre positif compris
entre 0 et 1. Cependant, d’autres formulations existent telles que ’Equation 2.2
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et 'Equation 2.3 qui est également nommée qualité du calage goodness of fit. Ces
formulations peuvent donner des valeurs négatives si la performance du modele
est médiocre. Il convient de noter que R? est trés sensible aux valeurs aberrantes
et peut augmenter de maniere absurde lorsque des caractéristiques (features) sont
ajoutées au modéele.
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R2 = M (2.3)
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Erreur absolue moyenne (Mean Absolute Error MAE) : également appelée erreur L.
Une faible MAE indique une bonne performance du modele, car elle permet de
connaitre la distance absolue moyenne entre les prédictions et les mesures réelles.
Contrairement a d’autres mesures de performance, la MAE est plutot robuste, car elle
est peu affectée par les valeurs aberrantes (outliers) (Trevisan, 2022). Cependant,
étant donné que la MAE est une valeur absolue, elle ne permet pas de déterminer la
direction de I'erreur (sous-estimation (3 < ) ou sur-estimation (j > y)).

1 n
MAE = — i — Ui 2.
n;w il (2.4)

Erreur quadratique moyenne (Mean Squared Error MSE) : également appelée erreur
L. Une faible valeur de MSE indique une bonne performance du modéle. Tout
comme la MAE, la MSE détermine, en moyenne, a quel point la prédiction est
proche de la valeur réelle et elle ne permet pas de déterminer la direction de I'erreur.
Cependant, contrairement a la MAE, la MSE éléve au carré les erreurs, ce qui donne
plus de poids aux valeurs aberrantes. Ainsi, pour savoir si le modele a effectué de
mauvaises prédictions sur certains points, il est préférable d’utiliser la MSE plutot
que la MAE.

&
MSE = - — 9i)? 2.5
n ;(yz i) (2.5)

Racine carrée de I’erreur quadratique moyenne (Root Mean Square Error RMSE) :
La RMSE est calculée en prenant la racine carrée de la MSE, ce qui permet d’ex-
primer l'erreur dans la méme unité que la variable cible y. Une valeur faible de
RMSE indique une bonne performance du modele. La RMSE a tendance a amplifier
davantage les grandes erreurs que les petites, ce qui peut conduire a une évaluation
biaisée de la performance du modeéle.

RMSE =vMSE (2.6)
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Erreur quantile (Quantile Error or Quantile Loss QE) : Une valeur faible de QE in-
dique une bonne performance du modele. Contrairement a la MAE, la QE est
en mesure de pénaliser spécifiquement la sous-estimation ou la sur-estimation de
I'erreur. Cela est bénéfique dans certaines applications ot I'une ou l'autre direction
peut avoir des conséquences plus critiques.

QE = [ o=y —wl+ 7|yi—§i|] 2.7

il(yi<?9i) i‘(inQi)

1
n

La valeur de ~ est a choisir en fonction de la pénalité a donner. Pour v = 0.5, on
retrouve la formule initiale de la MAE.

Erreur relative absolue moyenne (Mean Absolute Percentage Error MAPE) : également
appelée erreur relative moyenne (Mean Relative Error MRE). La MAPE prend en
compte la distribution des erreurs de prédiction en pourcentage. Plus précisément, il
s’agit de la moyenne des pourcentages des différences absolues entre les valeurs pré-
dites et les valeurs réelles. Son usage est comparable a la MAE, mais elle exprimée

en [%].

MAPE = % Z
=1

(2.8)

Z/z'—Q‘
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Conclusion

Ce chapitre comportait trois parties visant a démystifier I'Intelligence Artificielle (IA)
a travers une description de son historique, des équations de base de I'apprentissage
automatique et de la présentation des algorithmes d’apprentissage les plus populaires
pour des applications similaires a la prédiction des tassements induits par le creusement
des tunnels.

Dans un premier temps, un bref historique de I'TA a été présenté, ainsi que les
définitions de base de I'Intelligence Artificielle, de 'apprentissage automatique et du Big
Data. Ensuite, 'importance cruciale des données pour les applications d’apprentissage
automatique a été mise en évidence, en soulignant les travaux de collecte, traitement et
stockage des données. La question de 'empreinte carbone de la donnée a également été
brievement abordée.

Dans un second temps, les concepts de base de 'apprentissage automatique ont été
expliqués selon une vision d’ingénieur plutét que de mathématicien. Ainsi, les notions
d’algorithme d’apprentissage, de modeéle obtenu avec ses parametres, de fonction de cofit
pour évaluer la performance des algorithmes, de division des données pour I'entrainement
et 'évaluation, de validation croisée ainsi que les risques de surajustement (overfitting) et
de sous-ajustement ont été présentées. Les différentes catégories d’apprentissage automa-
tique selon différents criteres ont également été introduites (Figure 2.7).

Enfin, les algorithmes d’apprentissage automatique qui seront utilisés dans le cadre
de cette thése ont été présentés selon les trois catégories suivantes : modéles classiques
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(SVM et DT), modeéles ensemblistes (XGBoost, RF, IF) et réseaux de neurones (ANN). Les
équations des métriques de performance pour mesurer la qualité des prédictions d’un
modele de régression ont également été introduites.

En résumé, ce chapitre représente une étape importante dans la compréhension du
monde de I'Intelligence Artificielle et de 'apprentissage automatique adaptée a I'ingénieur
géotechnicien, permettant ainsi d’explorer ces outils pour la prédiction des tassements
induits par le creusement des tunnels.

Le chapitre suivant sera consacré a I’état de I'art de I'application des outils d’ap-
prentissage automatique pour la prédiction des tassements. Il constitue également une
introduction a la méthodologie de travail adoptée dans ces travaux de these.

2.3 Conclusion
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ETAT DE L’ART DE LA PREVISION DES
TASSEMENTS A L’AIDE D’OUTILS
D’APPRENTISSAGE AUTOMATIQUE

Introduction

La prévision des tassements induits par le creusement des tunnels est essentielle pour
évaluer la vulnérabilité des structures avoisinantes au creusement, et prévenir les risques
de dommages. Toutefois, les méthodes actuelles, principalement basées sur des approches
empiriques et numériques, présentent des limites liées aux hypotheses simplificatrices
sous-jacentes et/ou a leur temps de calcul (§ 1.3). L’accessibilité des méthodes d’Intelli-
gence Artificielle (IA), ainsi que la disponibilité de données abondantes collectées sur les
sites de creusement de tunnels, ouvrent la voie a de nouvelles approches de prévision
des tassements. L'utilisation des outils d’apprentissage automatique pour la prévision
des tassements n’est cependant pas une thématique nouvelle de la recherche dans ce
domaine. Les premiéres tentatives datent de 1998 par Shi et al. (1998) qui ont utilisé des
réseaux de neurones pour la prévision des tassements. Cependant, les études précédentes
ont été entravées par plusieurs obstacles, tels que la rareté des données, la nécessité
d’une connaissance approfondie des algorithmes d’apprentissage, ainsi que 'attente de
I'’émergence d’algorithmes plus performants pour ce type d’application, tels que les foréts
aléatoires (RF) en 2001 et les XGBoost en 2014.

L’objectif de ce chapitre est de dresser I'état de I'art des approches d’apprentissage
automatique pour la prévision des tassements en se basant sur 31 publications sur le sujet
(Table 3.1). Une attention particuliére est portée a la taille des ensembles de données, au
choix des algorithmes, des mesures de performance, des caractéristiques et des variables
cibles. De plus, une considération importante est accordée a la représentation du sol dans
les caractéristiques des algorithmes d’apprentissage. Ce chapitre propose également une
introduction a la méthodologie de travail adoptée dans le cadre de cette these a travers la
description des différentes étapes d'un exercice d’apprentissage automatique.

3.1 Recours a I'apprentissage automatique en géotechnique

Un état des lieux de I'application des outils d’apprentissage automatique dans le domaine
de la géotechnique est établi. Ensuite, une vue d’ensemble de la prévision des tassements
induits par 'excavation au tunnelier a 'aide de 'apprentissage automatique est présenté.
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3.1.1 Panorama général

Depuis la fin des années 80, I'Intelligence Artificielle a suscité un intérét croissant dans le
domaine de la géotechnique. Parmi les premiéeres applications, on peut citer 'utilisation
de la logique floue (fuzzy logic) pour l'interprétation des données issues d’'un pénétrometre
CPT (Mullarkey et Fenves, 1986). Depuis, I'utilisation de I'TA dans les nombreux sous-
domaines de la géotechnique a connu une augmentation exponentielle (Figure 3.1).
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Figure 3.1. Nombre de documents publiés dans le domaine de la géotechnique et de I'IA jusqu’en
2022. Liste obtenue a l'aide de la requéte sur la base de données de Scopus : (
TITLE-ABS-KEY ( ( "soil mechanic*" OR geotechni* OR geomechani* ) AND (
"artificial intelligence" OR "AI' OR "Machine Learning" OR "Soft Computing*" OR
"deep learning" OR "neural network*") ) )

Parmi les domaines ou applications qui ont exploré l'utilisation de I'IA, on peut citer
les sols gelés et propriétés thermiques des sols, la mécanique des roches, la caractérisation
des sols et des roches, la caractérisation des sols de fondation et chaussées, les glissements
de terrain et la stabilité des pentes, la liquéfaction des sols, les fondations superficielles et
sur pieux, les tunnels et tunneliers, les barrages et les sols non saturés. L’état de 'art de
I'application de I'IA dans ces nombreux domaines est établi par Baghbani et al. (2022)
a travers I’étude de 1235 publications (Figure 3.2), ainsi que par Jong et al. (2021) et
Ebid (2021). En outre, Zhang et al. (2021b) ont décrit spécifiquement I’état de I’art de
I'application de I'apprentissage profond (Deep Learning) dans I'ingénierie géotechnique,
tandis que Zhang et al. (2020b) se sont intéressés a I'état de 'art de I'application de I'TA
aux tunnels.

L’état de l'art révele que les réseaux de neurones artificiels sont le modeéle le plus
utilisé en géotechnique, représentant une part d’environ 50% des publications concernées
(Baghbani et al., 2022; Ebid, 2021). Cela se comprend par le fait que c’est une des
méthodes les plus anciennes. Les trois domaines qui se sont le plus intéressés par I'IA sont
la mécanique des roches, les glissements de terrain et liquéfaction des sols et les tunnels
et tunneliers (Figure 3.2). Selon les résultats de '’étude menée par Baghbani et al. (2022),
il a été mis en évidence que l'efficacité et la précision des résultats obtenus a partir de ces
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Figure 3.2. Répartition de l'utilisation de différentes techniques d’IA dans I'ingénierie
géotechnique dans neuf domaines d’application en se basant sur 1235 articles publiés
(adaptée de Baghbani et al., 2022)

méthodes dépendent fortement de facteurs tels que la taille de ’ensemble de données,
le type de données traitées et la sélection de parametres d’entrée pertinents. De plus,
Ebid (2021) a souligné que les techniques présentées dans la recherche sont complexes a
mettre en ceuvre et nécessitent une adaptation par des experts métiers avant de pouvoir
étre appliquées dans des contextes réels.

3.1.2 Cas de la prévision des tassements induits par le
creusement de tunnels

La prévision des tassements induits par le creusement des tunnels est cruciale pour
prévenir les dommages aux structures avoisinantes. Les méthodes couramment utilisées,
telles que les approches empiriques ou numériques, présentent certaines limitations (§
1.3). La surveillance des déplacements du sol génére de grandes quantités de données
spatiales et temporelles. Cette grande quantité de données, qui constitue une relative
nouveauté dans la pratique géotechnique, laisse entrevoir de nouvelles perspectives quant
a l'utilisation de méthodes de prévision a I'aide d’algorithmes d’apprentissage automatique.
L'utilisation de ces algorithmes semblent étre une méthode particulierement adaptée et
potentiellement précise pour estimer le tassement induit par le creusement des tunnels
grace a leur capacité a identifier les meilleures relations entre les différents parametres
(Huat et al., 2023).

Depuis la premiere tentative de prévision des tassements induits par le creusement des
tunnels a I'aide d’algorithmes d’apprentissage automatique (Shi et al., 1998), plusieurs
études ont été publiées au fil des années comme le montre la Figure 3.3. Cette figure met
en évidence que ce sujet est particuliéerement d’actualité, avec un pic dans le nombre de
publications en 2022. De plus, on note que c’est la Chine et I'Iran qui ont le plus grand
nombre de publications a ce sujet, avec environ 8 articles chacun a date. Ce nombre est

3.1 Recours a I'apprentissage automatique en géotechnique
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étroitement lié a la disponibilité de données générées par des projets de tunnels dans
chaque pays. A titre d’exemple, le creusement des lignes de métro a Changsha en Chine et
a Karaj en Iran a fait 'objet des études de Chen et al., 2019a; Chen et al., 2019b; Zhang
et al., 2020a et de Hajihassani et al., 2020 ; Hasanipanah et al., 2016 ; Marto et al., 2012,
respectivement.
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Figure 3.3. Evolution du nombre de publications traitant de la prévision des tassements causés
par le creusement des tunnels a 'aide d’algorithmes d’apprentissage automatique en
fonction du temps et répartition par pays d’étude (double compte en cas de
publications en collaboration internationale)

La disponibilité de grandes quantités de données est un avantage crucial car les
algorithmes d’apprentissage automatique nécessitent une quantité importante de don-
nées pour s’entrainer correctement et fournir des résultats fiables. Par conséquent, il est
légitime de s’interroger sur la fiabilité des résultats des articles qui appliquent ce type
d’algorithmes a de petits ensembles de données Table 3.1. Liu et al. (2022) ont mené une
étude sur l'efficacité de la prévision des tassements a I'aide d’algorithmes d’apprentissage
automatique avec des ensembles de données de petite taille. Il convient de noter que
leur ensemble de données contient tout de méme 187 valeurs. Selon leurs résultats, les
algorithmes d’apprentissage automatique peuvent étre utilisés avec succes pour prédire
les tassements, méme si la taille de ’ensemble de données disponible est petite. Toute-
fois, cette conclusion doit étre vérifiée par des études supplémentaires portant sur des
applications concrétes, ce qui fera 'objet d’'une section de cette thése (§ 6.2.2).

3.2 Analyse exploratoire des données

L’analyse exploratoire des données (exploratory data analysis, EDA) est la premiere étape de
I'analyse de données et vise a connaitre et comprendre les données avant de passer a des
analyses plus sophistiquées. I’EDA comprend plusieurs parties, notamment la visualisation,
I'exploration, le nettoyage et I'analyse statistique des données. Elle consiste ainsi a évaluer
des quantités statistiques de base, a identifier des régularités, des motifs et des relations
potentielles entre variables, ainsi qu’a détecter d’éventuelles anomalies, telles que des
données aberrantes, en utilisant des méthodes visuelles.
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Table 3.1. Etat de I'art sur la taille des jeux de données et les algorithmes d’apprentissage
automatique utilisés (tout type de creusement)

Référence Jeu ’de Algorithmes
données
Wang et al. (2013) 661 wsRVM
Su et al. (2022) 533 BPNN, SVM, XGBoost
Boubou et al. (2010) 432 BPNN
Bouayad et Emeriault (2017) 432 PCA-ANFIS
Shi et al. (1998) 356 BPNN
Zhou et al. (2023) 323 XGBoost, EN, RF
Mahmoodzadeh et al. (2020) 300 k-NN, SVM, DT, GP, DL, LSTM
Zhang et al. (2020a) 294 BPNN, GRNN, ELM, SVM, RF, (PSO)
Kim et al. (2022b) 253 RF
Kim et al. (2022a) 253 SVM, RF, GBM, LGBM, XGBoost
Ocak et Seker (2013) 230 BPNN, SVM, GP
Chen et al. (2019a) 200 BPNN, RBFNN, GRNN,
Chen et al. (2019b) 200 BPNN, GRNN, ELM, SVM, RF
Liu et al. (2022) 187 BPNN, MLP, SVM, DT, RF, GBM
Marto et al. (2012) 160 BPNN
Goh et Hefney (2010) 148 BPNN
Zhang et al. (2021a) 148 BPNN, MARS, SVM, XGBoost
Hasanipanah et al. (2016) 143 PSO-ANN
Hajihassani et al. (2020) 123 PSO-ANN
Kim et al. (2001) 113 BPNN
Chen et al. (2022) 101 BPNN, RF, XGBoost
Santos et Celestino (2008) 81 BPNN
Ahangari et al. (2015) 53 ANFIS, GEP
Suwansawat et Einstein (2006) 49 BPNN
Pourtaghi et Lotfollahi-Yaghin (2012) 49 WNN
Kohestani et al. (2017) 49 BPNN, WNN, RF
Moeinossadat et al. (2018) 41 NGS, ANFIS, GEP
Qiao et al. (2010) 41 BPNN
Neaupane et Adhikari (2006) 40 BPNN
Dindarloo et Siami-Irdemoosa (2015) 34 DT
Mohammadi et al. (2015) 17 BPNN, MLP

3.2.1 Exploration, nettoyage et stockage des données

L’exploration consiste a examiner les données pour en comprendre les caractéristiques
principales. C’est une analyse préliminaire ot 'on explore, on I'on peut chercher a confir-
mer des intuitions, ou enfin a faire émerger des concepts. Cela peut inclure l'identification
des tendances, des modéles et des relations dans les données. La visualisation est une
technique qui utilise des graphiques et des diagrammes pour représenter les données de
maniére claire et facilement compréhensible. Elle peut étre utile pour mettre en évidence
des tendances cachées, des relations ou des anomalies dans les données qui pourraient
étre difficiles & détecter autrement. A cette étape, un nettoyage des données est sou-
vent nécessaire pour éliminer les incohérences ou les anomalies telles que les données
aberrantes (outliers) ou les valeurs manquantes. En effet, la qualité des données a un
impact direct sur la performance des algorithmes d’apprentissage automatique. Il est donc
important de s’assurer que les données utilisées ultérieurement sont structurées, unifiées,

3.2 Analyse exploratoire des données
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propres et interopérables (§ 2.1.2).

En ce qui concerne le stockage des données, il est recommandé de stocker les données
nettoyées ainsi que les données brutes originales pour conserver toutes les informations
et pour pouvoir effectuer des analyses supplémentaires si nécessaire. Le choix entre les
tableurs et une base de données dépend de la taille des données et de la complexité des
relations et ramifications entre elles (§ 2.1.2). Pour les projets de tunnel, la création de
bases de données a déja été abordée pour des projets tels que la Jubilee Line (Londres)
(Withers et al., 2000) et 'Egnatia Highway (Gréce) (Marinos et al., 2013), ainsi que pour
des tunnels de 100 km excavés par forage, dynamitage ou tunnelier 8 Montréal (Leroux
et Campeau, 2018). Une base de données doit avoir une structure logique et robuste pour
permettre des requétes rapides et intuitives. Marinos et al. (2013) proposent une base de
données formée par trois catégories principales : les mesures d’auscultation en surface,
les parametres de creusement du tunnelier et les données géologiques et géotechniques;
A ces trois catégories s’ajoute une catégorie secondaire contenant les tables d’assistance :
abréviations, symboles et unités. Cette structure explicite facilite I'utilisation des données
dans les étapes suivantes.

3.2.2 Analyses statistiques

L’analyse statistique est une méthode courante pour extraire des informations utiles a
partir de données. Elle consiste a utiliser des outils statistiques pour étudier les relations
entre différentes variables et évaluer la distribution des données. Il existe deux types
d’analyses statistiques couramment utilisés : 'analyse univariée et ’analyse multivariée.

L’analyse univariée est une technique statistique qui examine une seule variable a
la fois. Elle permet d’évaluer la distribution de cette variable. Elle peut également étre
utile pour détecter des valeurs aberrantes ou des données manquantes. La technique
d’analyse univariée la plus courante est de visualiser la distribution des données sur un
histogrammes (Kim et al., 2022a; Kim et al., 2022b).

L’analyse multivariée est une méthode plus puissante pour 'analyse des données,
puisqu’elle consiste en I'étude simultanée des relations entre deux ou plusieurs variables,
en déterminant les corrélations et les dépendances entre ces variables. Les exemples de
techniques d’analyse multivariée incluent le calcul du coefficient de corrélation de Pearson
entre les variables (Equation 2.1), qui mesure la force de la relation linéaire entre deux
variables, et 'utilisation de cartes de chaleur (heatmaps) pour visualiser les corrélations
entre un grand nombre de variables prises deux a deux (Chen et al., 2019b; Liu et al.,
2022) (Figure 3.5).

Un exemple concret est présenté dans la Figure 3.4, qui donne les coefficients
de corrélation entre les parametres d’entrée et le tassement maximal. On constate que
la corrélation n’est pas généralisable, mais dépend plutét de ’ensemble des données.
Néanmoins, quelques corrélations sont clairement visibles, telles que celles entre le
tassement maximal et, d’'une part, la poussée totale (P4 [KN]) et, d’autre part, le
couple de rotation de la roue de coupe (Mrpc [KN.m]).
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Figure 3.4. Coefficient de corrélation de Pearson entre des parameétres d’entrée et le tassement
maximal observé. Figures issues des travaux de Chen et al. (2019a) a gauche et Zhou
et al. (2023) a droite.
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3.3 Ingénierie des caractéristiques

L’ingénierie des caractéristiques (feature engineering) est une étape essentielle dans le
processus de préparation des données pour I'apprentissage automatique, cela afin de
garantir la qualité du modele et la précision des prévisions. C’est un processus qui
consiste a sélectionner les parametres les plus pertinents (feature selection), a extraire
les caractéristiques les plus importantes (feature extraction) et, éventuellement, a mettre
a l'échelle ces caractéristiques pour les préparer a 'apprentissage automatique (feature
scaling).

3.3.1 Sélection des caractéristiques

Apreés avoir effectué des analyses statistiques, il est possible de sélectionner les parameétres
d’entrée les plus pertinents pour le modeéle (feature selection). Cette sélection se fait en se
basant sur : 'expertise métier, la corrélation des parameétres avec la variable de sortie, les
formules empiriques (Neaupane et Adhikari, 2006), le retour d’expérience des modeles
numériques (Wang et al., 2013) ou encore 1’état de I'art.

Pour la prévision des tassements induits par le creusement des tunnels, les parameétres
d’entrée sont généralement classés en trois catégories : la géométrie du tunnel, les
conditions géologiques et les parametres de creusement (Suwansawat et Einstein, 2006).
Néanmoins, quelques études se sont passées des conditions géologiques (Boubou et al.,
2010; Zhou et al., 2023). D’autres études portant sur des méthodes de creusement
traditionnel (comme par exemple la méthode NATM) ne prennent pas en compte de
parametres de creusement (Ahangari et al., 2015 ; Hasanipanah et al., 2016 ; Marto et al.,
2012 ; Mohammadi et al., 2015).

3.3 Ingénierie des caractéristiques
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Figure 3.5. Carte de chaleur (heatmap) obtenue par Zhang et al. (2021a) pour leur ensemble de
données

En se limitant aux études portant sur le creusement de tunnels au tunnelier (quel
qu’en soit le type), les parameétres d’entrée les plus couramment considérés sont la
couverture du tunnel, la vitesse d’avancement, la pression au front, ainsi que le volume
et la pression d’injection du mortier a I'arriére de la jupe (Figure 3.6). Il convient de
mentionner que la distance au front est toujours prise comme caractéristique pour la
prévision de s;,,, et la distance a I'axe pour la prévision de s*.

Quelques études ont testé des méthodes comme la sélection récursive arriere (ba-
ckward selection) (Boubou et al., 2010) ou la sélection récursive avant (forward selection)
(Ocak et Seker, 2013) ce qui leur permet de réduire le nombre de caractéristiques a intro-
duire dans le modele final. La backward selection en apprentissage automatique consiste a
entrainer un modele avec toutes les caractéristiques disponibles, puis a éliminer progressi-
vement les caractéristiques les moins importantes jusqu’a ce qu’un modele suffisamment
performant soit obtenu. La forward selection, a I'inverse, commence avec un modele vide
et ajoute progressivement les caractéristiques les plus importantes.

Une autre méthode, testée par Kim et al. (2022b), se base sur une sélection des
caractéristiques pilotée par les données (data-driven feature selection) et consiste a calculer
trois indices : (Predictive power score, Mutual information et Feature importance) pour évaluer
I'importance de chacune des caractéristiques vis-a-vis du tassement prévu.

La technique d’analyse de 'importance des caractéristiques (feature importance FI) est
utilisée dans plusieurs études pour évaluer le choix des caractéristiques (Su et al., 2022
Zhang et al., 2020a ; Zhang et al., 2021a). Liu et al. (2022) ont entrainé un premier modele
de réseaux de neurones artificiels, puis ont utilisé une technique d’analyse d’importance
par permutation des caractéristiques (feature permutation importance FPI). Cette méthode
consiste a mesurer la réduction de score d'un modele lorsque chaque caractéristique est
mélangée de maniere aléatoire. Cela permet ainsi de déterminer la contribution de chaque
caractéristique a la performance globale du modele (Breiman, 2001). Les caractéristiques
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Figure 3.6. Les principaux parameétres d’entrée utilisés dans I'état de ’art pour la prévision des
tassements causés par le creusement au tunnelier uniquement

les plus significatives ont ensuite été sélectionnées et définies comme caractéristiques du
réseau de neurones final, ce qui a permis de réduire la complexité de I'architecture.

3.3.2 Extraction des caractéristiques

La sélection des parametres d’entrée est suivie par la tache cruciale d’extraction des
caractéristiques. Cette derniere consiste a combiner les caractéristiques existantes pour
produire une caractéristique plus utile et plus informative qui permettra d’obtenir une
meilleure prévision du résultat. La qualité du traitement de cette tache repose sur une
bonne connaissance du probléeme métier. En tant que processus de décision subjectif, cela
nécessite de I'intuition et de la créativité. La transformation des caractéristiques peut se
faire de différentes manieres, dont voici quelques exemples :

— Combiner plusieurs paramétres d’entrée en appliquant des transformations ma-
thématiques telles que I'addition, la soustraction, la multiplication, la division, la
suppression ou encore la combinaison Par exemple, pour accorder un poids plus

important aux données proches de I'axe du tunnel, Boubou et al. (2010) ont pris
_dQIe

e ) (avec dg.e €t H [m]), ce qui a trés légerement

comme parametre d’entrée exp(

amélioré les résultats.

— Utiliser des transformations mathématiques. Certains algorithmes d’apprentissage
ont du mal a détecter des structurations lorsque les distributions des variables
sont fortement dissymétriques. Pour détecter une variable dissymétrique, il suffit
de tracer son histogramme pour visualiser sa distribution : on verra sur des cas
concrets que les valeurs s’étendent souvent bien plus loin d’un c6té de la médiane
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que de l'autre. Le but est alors de transformer les variables dissymétriques de facon
a avoir des distributions plus proche d’une courbe gaussienne (normalisation). Cette
transformation peut étre obtenue par exemple en prenant le logarithme ou la racine
carrée de la variable, en élevant la variable a une puissance (power transform) ou
encore en utilisant la transformée de Box-Cox, généralisable a toute distribution
continue. La transformation logarithmique a été testée par Ahangari et al. (2015) ce
qui a permis d’enlever un niveau de transformation « évident » a la source et donc
réduire la complexité de sa résolution.

Réduire la dimension du probleme. Pour réussir a entrainer un modele avec un
grand nombre de caractéristiques, il faut avoir suffisamment de données. Dans
des applications comme la prévision des tassements, la quantité de données est en
général tres limitée alors méme que le nombre de parametres d’entrée tres grand,
notamment pour ce qui est de décrire la stratigraphie (cf. paragraphe suivant).
Pour ce faire, des méthodes comme I'analyse en composantes principales (Principal
Component Analysis, PCA) peuvent étre appliquées. Bouayad et Emeriault (2017)
ont testé cette approche pour passer de 15 parametres d’entrée (parametres de
tunnelier et épaisseur des couches de sol) a 7 caractéristiques.

Transformer des variables catégorielles en variables numériques. Ce type de tache
est souvent essentiel car de nombreux modeéles d’apprentissage automatique ne
peuvent pas traiter directement les variables catégorielles. Plusieurs techniques
existent pour réaliser cette transformation, notamment ’encodage « un parmi n »
(one-hot encoding), qui consiste a représenter chaque catégorie de la variable sous
forme d’un vecteur binaire. Dans ce vecteur, toutes les entrées sont nulles, sauf une
qui correspond a la catégorie de la variable. On peut citer 'exemple de Suwansawat
et Einstein (2006) qui ont utilisé le one-hot encoder pour définir la géologie en votite.
Dans leur ensemble de données, trois cas sont possibles : argile molle, argile raide
et sable. Plutot que de fournir des chaines de caractéres incompréhensibles par
I'algorithme, ces auteurs ont utilisé trois caractéristiques booléennes pour repré-
senter les données de sol. Cette méthode peut cependant conduire a augmenter
considérablement le nombre de caractéristiques et beaucoup de redondance dans
les données : on explose un champ unique en plusieurs champs avec beaucoup de
valeurs vides.

Une autre technique couramment utilisée est le label encoding, qui consiste a at-
tribuer a chaque catégorie de la variable un nombre entier unique. Ocak et Seker
(2013) et Kim et al. (2022b) ont testé cette méthode pour définir la géologie au
front. Par exemple, Kim et al. (2022b) ont utilisé la définition suivante : 1 = rem-
blais, 2 = alluvions, 3 = granite complétement décomposé, 4 = roche altérée en
boule (corestone) et 5 = roches. Cependant, le label encoding peut conduire a une
mauvaise performance des modeles d’apprentissage automatique car les nombres
attribués peuvent donner I'impression de relations d’ordre qui n’existent pas en
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réalité. Il est donc important de choisir un encodage approprié au contexte et aux
données disponibles.

Cas particulier des parameétres géologiques

Comme expliqué précédemment, la définition correcte d’une stratigraphie nécessite une
multitude de parametres géologiques. La réduction de dimension de ces parametres
spécifiques a été explorée selon plusieurs approches.

— Une des démarches consiste simplement a ne pas inclure la géologie dans les
parametres d’entrée du modele d’apprentissage automatique, si le creusement se
fait dans une stratigraphie pluté6t homogéne ou peu variable (Boubou et al., 2010).
Cette approche est également utilisée pour créer des modeles généralisables pour
différentes stratigraphies (Zhou et al., 2023).

— Une autre approche consiste a prendre en compte uniquement le sol au niveau du
front du tunnel, en utilisant par exemple le type de géologie au front comme caracté-
ristique. Cette variable catégorielle peut étre transformée en variable numérique en
utilisant des méthodes comme le one-hot encoding (Kohestani et al., 2017 ; Pourtaghi
et Lotfollahi-Yaghin, 2012 ; Suwansawat et Einstein, 2006) ou le label encoding (Kim
et al., 2022b; Mohammadi et al., 2015 ; Ocak et Seker, 2013 ; Zhang et al., 2020a)
comme expliqué dans le paragraphe précédent. Une approche similaire d’encodage
consiste a considérer une caractéristique booléenne pour la géologie au front (Liu
et al., 2022 ; Wang et al., 2013). Cette technique est uniquement applicable dans
le cas ou seuls deux types de sol sont rencontrés au front, puisque la valeur 0
désignerait un type de sol alors que 1 désigne I'autre type. Une autre méthode
propose de prendre en compte le pourcentage des différents types de sol au front.
Cette approche est utilisée par Santos et Celestino (2008) qui considerent deux
caractéristiques : le pourcentage d’argile et le pourcentage de sable au front.

— 1l est possible de faire une moyenne des parametres, comme le module élastique
et la teneur en eau, pour obtenir des caractéristiques représentatives (Zhang et al.,
2021a).

— Une autre approche consiste a prendre en compte uniquement 1’épaisseur des
couches de la stratigraphie rencontrée par le tunnel. Dans ce cas, le nombre de
caractéristiques serait égal au nombre de couches de la stratigraphie (Kim et al.,
2022b).

— Chen et al. (2019a) introduisent une autre méthode combinant les parameétres des
différentes couches de sol en un jeu unique et qui est utilisée par la suite par Su et al.
(2022) et Zhang et al. (2020a). Cette méthode consiste a combiner les propriétés
mécaniques des couches de sol, leur épaisseur ainsi que leur position par rapport au
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tunnel en utilisant la formule suivante :

"L Iy
i'ﬁ-xi (3.1)

Tr =
i=1
ou x est, pour chacune des propriétés, la combinaison des parameétres mécaniques
x; des couches i. Les parameétres géométriques sont définis quant a eux sur la Figure
3.7.
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Figure 3.7. Schématisation de la méthode de combinaison des parametres de sols, adaptée de
Chen et al. (2019a)

La présence d’une ou plusieurs nappes phréatiques est un autre facteur qui est parfois
pris en compte dans les parametres d’entrée du sol. Plusieurs approches ont été proposées
dans la littérature pour traiter ce facteur. Liu et al. (2022) utilisent le niveau de la nappe
comme parametre d’entrée, tandis que d’autres auteurs ont recours a la distance entre la
nappe et la base du tunnel (Kohestani et al., 2017 ; Pourtaghi et Lotfollahi-Yaghin, 2012
Santos et Celestino, 2008 ; Suwansawat et Einstein, 2006 ; Wang et al., 2013 ; Zhang et al.,
2020a). D’autres études ont simplement utilisé une variable booléenne pour indiquer la
présence ou I'absence de la nappe, en fonction de sa distance par rapport a la votite du
tunnel (Dindarloo et Siami-Irdemoosa, 2015 ; Neaupane et Adhikari, 2006 ; Ocak et Seker,
2013).

3.3.3 Mise a I'échelle des caractéristiques

A peu d’exceptions pres, les algorithmes d’apprentissage automatique ne fonctionnent
pas tres bien lorsque les variables numériques en entrée ont des amplitudes de variation
trés différentes car ces variables n’apportent pas dans ces cas la une contribution égale
a l'analyse. Cela est le cas par exemple pour les algorithmes qui se basent sur le calcul
de distance (comme les SVM) ou sur le calcul de poids (comme les ANN). De plus, la
convergence des algorithmes est plus rapide avec des variables a étendue et variance
similaire. C’est la raison pour laquelle la mise a I'échelle des caractéristiques (feature
scaling), ou recalibrage, est une technique tres intéressante en pratique. On peut noter
qu’il n’est en revanche de facon générale pas nécessaire de mettre a I'échelle les valeurs
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cibles (Géron, 2022). Il convient de noter que les algorithmes qui se basent sur les arbres
de décisions comme DT, RF ou encore XGBoost n’ont pas besoin de normalisation. En effet,
les arbres de décision sont construits en divisant progressivement I'espace de recherche
en sous-espaces de plus en plus petits, en fonction des caractéristiques des données (8§
2.3.1). Les tests effectués pour diviser I'espace de recherche sont basés sur des seuils qui
sont comparés aux valeurs des caractéristiques. Par conséquent, les écarts de valeurs des
caractéristiques ne sont pas affectés par les différences d’échelle. Les méthodes de mise a
I’échelle les plus communes sont :

— la mise a I’échelle min-max (min-max scaling ou normalization) est la plus simple : les
valeurs sont décalées et recalibrées afin qu’elles se situent toutes entre 0 et 1. Pour
le faire, il suffit de leur soustraire la valeur minimum, puis de diviser par la valeur
maximale — la valeur minimale :

x — min(x)

mazx(x) — min(x)

— la normalisation (ou standardisation, standardization) consiste tout d’abord a sous-
traire la valeur moyenne puis a diviser par I’écart-type. On obtient alors une distri-
bution de moyenne nulle et de variance égale a 1 :

x — moyenne(x)

écart type(x)

Contrairement a la mise a I'échelle min-max, la standardisation ne limite pas les valeurs
a un intervalle donné, ce qui pourrait étre un probleme pour certains algorithmes (les
réseaux neuronaux, par exemple, attendent souvent une valeur d’entrée comprise entre 0
et 1). Cependant, la standardisation peut étre affectée par les valeurs aberrantes. Il est
ainsi recommandé de supprimer les données aberrantes avant de normaliser les données.
Santos et Celestino (2008) ont étudié I'influence de la normalisation sur les résultats de
prévision des tassements. Cependant, un changement de caractéristiques a également
été effectué ce qui ne permet pas de tirer des conclusions claires sur I'influence de la
normalisation prise isolément.

3.4 Conception et optimisation des modeles

L’obtention d'un modele performant nécessite plusieurs étapes. La premiere étape est
I'étape de conception du systéme. Ensuite, les données sont divisées en sous-ensembles
d’entralnement et de test. Enfin, il convient de chercher a optimiser les hyperparametres
en vue d’obtenir du modele des performances optimales.

3.4 Conception et optimisation des modéles
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Table 3.2. Etat de l’art sur le choix des variables cibles (tout type de creusement)

Variable cible Références

Ahangari et al. (2015), Chen et al. (2022), Chen et al. (2019a)
Chen et al. (2019b), Dindarloo et Siami-Irdemoosa (2015)
Goh et Hefney (2010), Hajihassani et al. (2020)
Hasanipanah et al. (2016), Kim et al. (2001)
Kohestani et al. (2017), Liu et al. (2022)
] Mahmoodzadeh et al. (2020), Moeinossadat et al. (2018)
Smaz Mohammadi et al. (2015), Neaupane et Adhikari (2006)
Ocak et Seker (2013), Pourtaghi et Lotfollahi-Yaghin (2012)
Qiao et al. (2010), Santos et Celestino (2008)
Shi et al. (1998), Su et al. (2022)
Suwansawat et Einstein (2006), Zhang et al. (2020a)
Zhang et al. (2021a), Zhou et al. (2023)

. Bouayad et Emeriault (2017), Boubou et al. (2010)
5 Kim et al. (2022a), Kim et al. (2022b)
Slong Marto et al. (2012), Wang et al. (2013)

3.4.1 Conception du systeme

La conception du systéme consiste a choisir la (les) variable(s) cible(s), les algorithmes
d’apprentissage automatique a tester ainsi que les mesures de performance qui permettent
de juger de la performance des algorithmes.

Choix de la (des) variable(s) cible(s)

Le tassement induit par le creusement des tunnels est un phénomeéne tridimensionnel
complexe, caractérisé par plusieurs parametres tels que le tassement maximal le long de
laxe du tunnel (s,,4., § 1.2.2), le tassement a une distance donnée de ’axe du tunnel
(s*, § 1.2.2) ou encore le tassement a une certaine distance du front du tunnel (s;o,,4)
(8§ 1.2.2). La Table 3.2 synthétise les références étudiées en fonction des variables cibles
choisies dans les différentes études.

D’autres auteurs se sont intéressés a la prévision de parametres supplémentaires tels
que la distance au point d’inflexion de la cuvette de tassement dans le sens transversal
au creusement (i,). Par exemple, Neaupane et Adhikari (2006) utilisent deux réseaux
de neurones BPNN avec les mémes caractéristiques. Le premier réseau a été concu pour
prédire le tassement maximal s,,,,., tandis que le deuxieme réseau cible la prévision de
iy. Il est important de noter que le deuxieme réseau a utilisé s,,,,, comme caractéristique
supplémentaire. Kim et al. (2001) ont également étudié un exemple similaire, utilisant un
seul réseau de neurones BPNN pour prédire s,,,, et i,. Hajihassani et al. (2020) ont quant
a eux prédit les trois parametres permettant de définir une cuvette tridimensionnelle a
'aide d’'un seul PSO-ANN, avec trois variables cibles : 5,4, i, €t i,.
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Choix des algorithmes

Un choix éclairé des algorithmes d’apprentissage automatique adapté a un probléeme
donnée est un travail primordial si 'on veut obtenir des prévisions de qualité optimale.
Lors de la sélection de I'algorithme le plus adapté, plusieurs criteres doivent étre considérés,
tels que la disponibilité des données, le mode d’apprentissage, le mode de collecte des
données, la nature de la tache a effectuer ainsi que les critéres d’évaluation du modeéle. 11
est recommandé de procéder a 'entrainement de plusieurs algorithmes et de comparer
leurs performances respectives afin de déterminer celui qui sera le plus approprié pour le
cas d’étude considéré. Dans cette optique, il est souhaitable de privilégier au moins en
premiére approche un algorithme facile a utiliser et a interpréter, ce qui facilitera I'analyse
des résultats ainsi que la prise de décision ultérieure.

Le mode d’apprentissage supervisé est le mode systématiquement adopté pour la
prévision du tassement car la collecte de mesures de surveillance des déplacements du
sol permet d’obtenir des données étiquetées. En effet, 'ensemble de données contient les
valeurs de sortie (mesures de tassement) en correspondance des données d’entrée (nature
du sol et parametres de creusement). Le processus d’apprentissage supervisé consiste donc
a utiliser ces données étiquetées pour entrainer un modele qui peut ensuite étre utilisé
pour faire des prévisions sur de nouvelles données.

Il est possible d’ajuster ou de ré-entrainer le modele a mesure que de nouvelles
données sont collectées, ce qui permet ainsi d’améliorer sa performance au fil du temps.
Dans le cas présent, cela implique la génération d’un flux de données au fur et a mesure de
I'avancement de I'excavation d’un tunnel. Par conséquent, le modele doit étre congu pour
un apprentissage sur flux continu (§ 2.2.2). Cependant, dans un contexte de recherche et
développement, les données sont généralement pré-enregistrées et ne présentent pas de
flux de données en temps réel. Dans ce cas, 'apprentissage est hors ligne.

La plupart des études considerent le tassement comme une variable continue et
utilisent des modeles de régression pour prédire sa valeur numérique. Toutefois, une
alternative consiste a envisager le tassement comme une variable catégorielle, ce qui
permet de le traiter comme une tache de classification. Le choix des catégories pertinentes
dépend de la distribution des valeurs de tassement dans 'ensemble de données étudié.
Par exemple, Dindarloo et Siami-Irdemoosa (2015) ont opté pour des catégories telles
que 0-9.9 mm; 10-19.9 mm; 20-20.9 mm; >30 mm alors que Kim et al. (2022b) ont
choisi les catégories > 0 mm; 0-5 mm; 5-10 mm; > 10 mm. Le choix entre la régression
et la classification dépendra du niveau de précision requis. Si 'on s’'intéresse par exemple
uniquement a la prévision de deux catégories, "tassement a risque" et "tassement non
risqué", des algorithmes de classification pourrait effectivement faciliter le travail.

Dans une étude récente menée par Liu et al. (2022), les méthodes ensemblistes
(Ensemble methods, § 2.3.1) telles que les Random Forests (RF) ou les Gradient Boosting
Machines (GBM) ont été identifiées comme étant les plus performantes pour la prévision
des tassements induits par le creusement des tunnels, et cela méme avec de faibles quanti-
tés de données. Cette conclusion est soutenue par plusieurs études récentes, notamment

3.4 Conception et optimisation des modeéles
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Figure 3.8. Les principaux algorithmes d’apprentissage automatique utilisés dans I’état de I'art
pour la prévision des tassements causés par le creusement des tunnels au fil des
années

celles menées par Chen et al. (2022), Kim et al. (2022a), Su et al. (2022) et Zhang et al.
(2020a). Par conséquent, ces modeles (RF et XGBoost) ont suscité un intérét considérable
ces derniéres années en tant que méthodes de prévision fiables pour les tassements (Figure
3.8). En revanche, les réseaux de neurones artificiels (BPNN) demeurent a ce jour la
méthode la plus répandue pour la prévision des tassements, suivis par les Support Vector
Machines (SVM), Random Forests (RF) et XGBoost (Figure 3.9).

Choix des mesures de performance

Les mesures de performance sont des éléments clés pour évaluer la qualité du modele. Il
convient ainsi de sélectionner des métriques adaptées a la tdche a accomplir (régression
ou classification) afin d’apprécier la performance du modeéle. Pour une tache de régression,
les métriques couramment utilisées sont la RMSE, la MAE, la MSE et le R? (§ 2.3.2, Figure
3.10).

L’incorporation de la physique du probléme sous forme de métrique d’erreur repré-
sente une étape supplémentaire importante. Dans le cas étudié, la sous-estimation des
tassements peut avoir des conséquences préjudiciables. Il est donc important de prendre
en compte cette information lors de la sélection des métriques de performance. Ainsi,
Perreur quantile (Equation 2.7) peut étre utilisée pour pénaliser les sous-estimations
des tassements par le modele, favorisant ainsi des prévisions plus siires. Un exemple
concret est fourni par Liu et al. (2022), qui ont utilisé un coefficient ~ de 0,7 pour I'erreur
quantile.

Il convient aussi de mesurer la stabilité du modéle. Un modele d’apprentissage
automatique est considéré comme stable lorsqu’il est capable de produire des résultats
cohérents et précis sur un large éventail de données d’entrée. Plus précisément, un modele
stable est capable de généraliser correctement a partir des données d’entrainement et
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Figure 3.9. Les principaux algorithmes d’apprentissage automatique utilisés dans I'état de I'art
pour la prévision des tassements causés par le creusement des tunnels.
Légende : BPNN, SVM, RF, XGBoost, ANFIS, WNN, GRNN, DT

d’obtenir des performances similaires sur les données de test. Un modéle instable, en
revanche, peut produire des résultats extrémement variables en fonction des données
d’entrée, ce qui le rend imprévisible et peu fiable. Cette instabilité peut étre due a un
sur-apprentissage ou un sous-apprentissage. Par conséquent, pour garantir la stabilité d'un
modele, il est important d’utiliser des techniques telles que la régularisation, la validation
croisée et 'optimisation des hyperparametres. Il convient également de vérifier a poste-
riori qu’il n’y a pas eu de sur ou sous-apprentissage. De plus, il est important de disposer
d’un ensemble de données d’entrainement de qualité et suffisamment représentatif pour
garantir que le modeéle est capable de généraliser correctement aux données réelles. Liu
et al. (2022) utilisent la variance s? pour évaluer la stabilité du modéle. La variance est
donnée par la formule suivante :

2 T -X)

- n—1

ol X sont les prévisions, X la moyenne des prévisions et n le nombre de répétition des
prévisions. Plus les données sont dispersées, plus la variance par rapport a la moyenne est
importante. Les résultats de cette étude débouche sur un classement de la stabilité des
modeles testés (du plus stable au moins stable) : RF > SVM > GBM > DT > FPI-BPNN >
BPNN.
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Figure 3.10. Les principales mesures de performance utilisés dans I’état de I'art pour la prévision
des tassements.
Légende : RMSE, k2, MAE, R, MSE, RRMSE

3.4.2 Division des données

Lors de la division des données pour I'entrainement (train) et I'évaluation (test) d’un
modele d’apprentissage automatique, il faut déterminer si le but final est I'interpolation
(ou généralisation) ou l'extrapolation. Avant de discuter de cette question, il convient
de clarifier les différences entre ces deux concepts. L'interpolation consiste a prédire des
valeurs pour des données qui se trouvent a I'intérieur de la plage de données connues du
modele. Autrement dit, un modele qui interpole n’est capable que de prédire des valeurs
pour des entrées qui se situent a I'intérieur des limites des données d’entrainement. En
revanche, un modele qui extrapole est capable de prédire des cibles pour des entrées qui
se situent en dehors de la plage de données connues par le modéele. Il est couramment
admis que les algorithmes d’apprentissage automatique sont concus essentiellement pour
l'interpolation et ne peuvent pas garantir des performances satisfaisantes en extrapolation
(Ye, 2020). Toutefois, certains modeéles peuvent étre entrainés a mieux extrapoler en
utilisant des techniques telles que la régularisation des algorithmes (en optimisant les
hyperparametres), 'augmentation de données et I'utilisation de données synthétiques.
Pour réaliser des interpolations, les données sont généralement divisées de maniere
aléatoire en ensembles d’entrainement et de test, afin de disposer d'un nombre suffisant de
données pour entrainer le modéle et évaluer sa capacité de généralisation. Il convient de
noter que 'augmentation de la taille de 'ensemble de données d’entrainement améliore les
performances du modele, mais peut également augmenter le temps de calcul et le risque
de sur-apprentissage (overfitting). Cependant, si la proportion de données utilisées pour
I'entrainement est trop faible, le modele ne sera pas en mesure de reproduire ou de prédire
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Figure 3.11. Différence entre I'interpolation et 'extrapolation : un algorithme entrainé sur les
données en gris extrapole sur les données en dehors de la plage initiale (en blanc).
Adaptée de Bobbitt (2021)

correctement les sorties souhaitées. La maniere courante de déterminer la proportion de
données a utiliser pour I'entrainement est de réaliser une analyse d’optimisation (Boubou
et al., 2010). En général, environ 80% des données sont réservées a I'entrainement, tandis
que le reste est utilisé pour le test (Figure 3.12). Cependant, certains auteurs, comme
Wang et al. (2013), ont choisi de n’utiliser que 20% des données pour '’entrainement (soit
147 mesures de tassement), en utilisant les 514 autres mesures pour le test. Les résultats
montrent des valeurs de RMSE de l'ordre de 4 mm.

nombre de publications
N

50 60 70 80 90

20 30 40 _
pourcentage des données d'entrainement

Figure 3.12. Répartition du pourcentage de données pris pour I'entrainement des algorithmes
d’apprentissage automatique pour la prévision des tassements induits par le
creusement des tunnels

Pour obtenir des interpolations précises, il est important de s’assurer que la plage
de données de test est similaire a celle des données d’entrainement. Les distributions
des données peuvent étre visualisées pour confirmer que les ensembles de données sont
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comparables et représentatifs de toutes les situations pour lesquelles le modeéle sera utilisé
(Figure 3.13).
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Figure 3.13. Distribution des données d’entrainement et de test (Liu et al., 2022)

D’autres méthodes de division des données sont possibles afin de tester les capacités
d’extrapolation du modele. Par exemple, Suwansawat et Einstein (2006) disposent d’un
ensemble de données de 49 observations obtenues de 4 sections de tunnels creusés au
tunnelier a pression de terre. Ces auteurs considérent la division de données selon les

trois scénarios suivants :

1. 70% des données d’une section sont pris aléatoirement pour I'entrainement et les
30% restant de cette méme section sont utilisés pour le test.

2. Les premiers 50% des données d’une section sont pris pour I'entrainement et les
derniers 50% de la méme section sont pris pour le test.

3. 70% des données des 4 sections sont pris aléatoirement et le reste des 30% sont
utilisés pour le test.

Les résultats montrent que le dernier scénario a les résultats les moins intéressants. Cela
pourrait étre di au fait que les tunneliers utilisés pour le creusement des différentes
sections sont fournis par des fabriquants différents (Herrenknecht et Kawasaki). Par
conséquent, une caractéristique supplémentaire est ajoutée pour prendre en compte la
machine de creusement, ce qui a légérement amélioré les résultats. Il convient de noter
que la taille des ensembles de données utilisés est beaucoup trop petit pour pouvoir
entrainer correctement un réseau de neurones (environ 30 mesures au total pour chaque
section).
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Figure 3.14. Comparaison des résultats des trois scénarios proposés par Chen et al. (2019a)

Un autre exemple est effectué par Chen et al., 2019a. Ces auteurs avaient également
acces a 4 sections de tunnels creusés au tunnelier et ont considéré la division des données
selon trois scénarios :

1. entrainement sur la premiere section (39 mesures) et test sur la quatrieme section
(62 mesures),

2. entrainement sur les trois premieres sections (138 mesures) et test sur la quatrieme
section,

3. entrainement sur les trois premiéres sections et la moitié de la quatriéme section
(169 mesures) et test sur le reste de la 4eme section (31 mesures).

Les résultats obtenus sont présentés dans la Figure 3.14. On en déduit que le modele est
plus performant avec le 3eme scénario ce qui pousse a conclure qu’il est important de faire
des mises a jour des modéles (ré-entrainement) tout au long du creusement du tunnel.

Boubou et al. (2010) ont également essayé de prédire le tassement transversal s* en
entrainant leur modele sur le début du creusement de la ligne puis en I’évaluant sur le
reste de la ligne. Ces auteurs ont varié la longueur de la ligne utilisée pour 'entralnement
afin de trouver le nombre de données qui donne les meilleures performances. Les résultats
obtenus montrent qu'un entrainement sur 1500 m (245 mesures) et un test sur 400 m
(76 points) donne les meilleurs résultats (Figure 3.15).

A noter que dans les trois articles de Boubou et al. (2010), Chen et al. (2019a) et
Suwansawat et Einstein (2006), un modele initial est utilisé afin de trouver I’architecture
optimale vis-a-vis des hyperparameétres et c’est le modele optimal qui est utilisé dans tous
les scénarios.

3.4 Conception et optimisation des modéles

81



82

[Training distance (m): No. of points| [ Validation distance (m): No. of points | | RMSE (%) |

1140: 148 [ 480:103 |
1140: 148 |

1300:213 |

3 A 1500: 245 [ 1000:149 |

1500: 245 | 400:76 | '
[ 815: 139 i
1 810: 195 825:110 |

] 495: 99 330: 46

5 800: 92

Displacement (mm)
o
|
* -
0‘0.
»
[4)]
(=]

o
‘8% | o
-
=)
=3
A 3
-»
3
Q)

$
*%e
vet 4 hd
(=]
w
[=}
(=]
(=]
@
o
(=3
(=]
*e .,
2%
15
[=}
ode
: .&»..
-
[=3
(=]
O
(4]
(=]
[=]
(=]

3 ' 4
TCO LVA BPA MIN CAN CCA JAR
-4
CG (m)
Figure 3.15. Résultats des études de Boubou et al. (2010).

Légende : TCO, IVA, BPA, MIN, CAN, CCA, JAR représentent les gares.

3.4.3 Optimisation des hyperparameétres

L’optimisation des hyperparameétres est un processus crucial dans la construction de
modeles d’apprentissage automatique, car les hyperparametres peuvent avoir un impact
significatif sur les performances du modele (§ 2.2.1). Les méthodes traditionnelles pour
optimiser les hyperparametres, telles que la validation croisée et la recherche exhaustive
de I'espace de recherche («grid search »), peuvent étre cofiteuses en temps et en ressources,
surtout lorsque I'espace de recherche est grand. La recherche exhaustive est testée dans
I'étude de Kim et al. (2022b) entre autres.

L’'optimisation bayésienne (Bayesian optimization) est une méthode d’optimisation
des hyperparametres plus rapide et efficace, en particulier pour les modeéles complexes,
qui utilise des modéles probabilistes. Cette méthode utilise des connaissances préalables
sur 'espace de recherche pour guider la recherche vers les régions les plus prometteuses
de I'espace de recherche. L’'optimisation bayésienne a été utilisée avec succes dans les
études de Kim et al. (2022a) et Su et al. (2022).

Particle Swarm Optimization est une autre méthode d’optimisation populaire pour les
problemes d’optimisation non linéaires. Cette méthode simule le comportement d’'un
groupe de particules pour trouver la meilleure solution possible. Cette méthode est utilisée
par Zhang et al. (2020a), Hasanipanah et al. (2016) et Hajihassani et al. (2020) pour
optimiser les hyperparametres de modéles de prévision de tassement.

Enfin, de nouvelles méthodes d’optimisation continuent d’étre proposées, telles que
le Seagull Optimization Algorithm, introduit par Dhiman et Kumar (2019). Cette méthode
simule le vol d'un groupe de mouettes pour optimiser une fonction objectif. La méthode a
été testée avec succes par Zhou et al. (2023).
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Conclusion

Ce chapitre était dédié a la description de I'état de I’art de la prévision des tassements a
l'aide de méthodes d’apprentissage automatique, tout en exposant la méthodologie de
travail. Une bréve introduction sur I'état de I'art de 'apprentissage automatique appliqué
a la géotechnique en général a également été présentée. La méthodologie de travail est
décomposée en trois parties distinctes.

Dans un premier temps, une analyse exploratoire des données est essentielle pour
la compréhension des données. Cette étape comprend l'exploration des données, leur
nettoyage, leur stockage et des analyses statistiques. Ces derniéres permettent I'extraction
d’informations utiles, comme la détection de relations potentielles entre les variables.

La seconde étape consiste en I’établissement d’'une ingénierie des caractéristiques.
Cette tache requiert trois étapes. La premiere consiste a sélectionner les variables perti-
nentes pour la prévision de la variable cible, en se basant sur les connaissances métier et les
analyses statistiques. La seconde consiste en I'extraction des caractéristiques a introduire
dans I'algorithme d’apprentissage automatique. Cela peut inclure des combinaisons de
variables, des transformations, ou encore une réduction de dimensions. Le cas particulier
de I'extraction de caractéristiques représentant le sol est détaillé. Enfin, la troisiéme étape
consiste a mettre a I'échelle les caractéristiques, étape qui peut étre nécessaire selon les
algorithmes d’apprentissage sélectionnés a I’étape suivante.

La derniere étape de la méthodologie consiste a concevoir le systeme, c’est-a-dire
sélectionner la variable cible, les algorithmes d’apprentissage automatique ainsi que les
mesures de performance. Quelques exemples de division des données pour I'entrainement
et 'évaluation sont décrits, ainsi que 'optimisation des hyperparameétres pour obtenir les
meilleures performances.

En résumé, ce chapitre présente la méthodologie de travail de cette these, en s’ap-
puyant sur des exemples de I'état de I'art de la prévision des tassements par des algorithmes
d’apprentissage automatique. Les études précédentes ont révélé que les foréts aléatoires
RF et les XGBoost sont les modeles qui ont donné les meilleures performances, et que les
mesures de performances les plus utilisées sont le RMSE, R? et MAE. Cependant, certaines
limitations ont été identifiées, telles que la taille réduite des ensembles de données utilisés
et le manque de prise en compte de la progression du tassement avec 'avancement, qui
n’a été abordée que par Wang et al. (2013). Il convient de souligner qu'une analyse
approfondie de I'état de I'art permet de constater I'’émergence d’une certaine maturation
scientifique sur les sujets relatifs a 'apprentissage automatique, offrant des perspectives
prometteuses pour de futures applications.

La deuxieme partie de ce manuscrit est dédiée a I'application exhaustive de cette
méthodologie sur un large ensemble de données recueillies lors du creusement de sections
des lignes 14 sud et 15 sud-ouest du projet du Grand Paris Express. L'objectif principal est
de proposer une preuve de concept, POC (preuve de concept) sous forme d’un algorithme
robuste et fiable, capable d’étre déployé dans le cadre de la construction de nouvelles
lignes de métro afin de prédire avec précision les tassements. En particulier, par la suite,

3.4 Conclusion
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on visera a prendre en compte tout d’abord I'aspect spatial puis 'aspect spatio-temporel
qui sont tres peu développés a ce jour.
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CONCLUSION

La revue de I'état de I'art présentée dans cette partie fournit des connaissances fondamen-
tales nécessaires a la réalisation de cette these.

En premier lieu, nous avons acquis une compréhension approfondie de la description
précise des tassements en surface, résultant de la construction de tunnels, a travers les
équations transversales et de progression du tassement en fonction du creusement du
tunnel (Chapitre 1).

Ensuite, nous avons approfondi les techniques d’apprentissage automatique afin
de les appliquer dans la suite avec une bonne compréhension de leur fonctionnement
(Chapitre 2).

Enfin, nous avons également examiné la méthodologie de travail utilisée pour cette
these a travers I'étude de I'état de I'art de la prévision des tassements a I'aide d’algorithmes
d’apprentissage automatique (Chapitre 3). Cette méthodologie comprend une analyse
exploratoire des données pour extraire des relations potentielles entre les variables, I'in-
génierie des caractéristiques pour sélectionner les variables pertinentes et extraire les
caractéristiques a utiliser dans 'algorithme d’apprentissage automatique avant I'appli-
cation de ces algorithmes. De plus, ce chapitre nous a permis de voir qu’aujourd’hui,
la majorité des études utilisent une division aléatoire des données, ne prenant pas en
compte la réalité spatio-temporelle du creusement et de la progression des tassements.
Cela constituera un point important des travaux de cette thése (Partie III).

La deuxiéme partie de ce manuscrit est dédiée a I'ingénierie des données du Grand
Paris Express : construction de la base de données ainsi que I'analyse exploratoire et
l'ingénierie des caractéristiques.
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Partie 1l

Ingénierie des données
du Grand Paris Express






INTRODUCTION

Cette partie est dédiée a I’étude approfondie des données obtenues a partir de deux
lignes de métro du projet du Grand Paris Express, soit la ligne 14 Sud et la ligne 15
Sud-Ouest. Ces études commencent d’abord par la collecte des données, leur nettoyage
et organisation dans une base de données. Ensuite, sont effectuées des extractions de
données supplémentaires a partir des mesures, telles que les parametres des équations de
tassement. Finalement, des analyses statistiques sont menées pour détecter les tendances
dans les données ainsi que les relations entre les différents parameétres de creusement ou
de sol et les tassements observés en surface.

11 a été jugé approprié de rassembler toutes ces études sous le nom d’« ingénierie des
données », étant donné que 'objectif est de tirer parti des informations disponibles pour
les utiliser ultérieurement dans des simulations basées sur 'apprentissage automatique. II
convient de commencer par une description générale du projet du Grand Paris Express.

Description du projet du Grand Paris Express

Le Grand Paris Express (GPE) est le plus grand projet urbain d’Europe avec a terme
la construction de plus de 200 km de lignes automatisées de métro. Ce projet global

d’aménagement de la métropole répond a la forte croissance urbaine en Ile-de-France.

Dans le cadre de cette these, nous exploitons les données de creusement d’une partie des
lignes 14 Sud (L14S) et 15 sud-ouest (1.15SO) du GPE. Avant d’aborder le traitement et
I'exploitation de ces données, on présente ici le projet du GPE, la géologie et les méthodes
de creusement des 1.14S et L15SO.

Contexte Général du Grand Paris Express

Le projet du GPE est la réalisation de quatre nouvelles lignes de métro autour de la
capitale (15, 16, 17 et 18) et le prolongement de la ligne 14 au nord, de Saint-Ouen
a Saint-Denis, et au sud, entre Paris et 'aéroport d’Orly (Figure 3.1). Avec 200 km de
lignes, soit presque autant que le linéaire de métro actuel, et 68 gares, ce futur réseau
de transport desservira les proche et grande couronnes. Il sera mis progressivement en
service entre 2024 et 'horizon 2030.

La conception et la réalisation de ce projet ont été actées par la loi n° 2010-597 du
3 juin 2010 qui définit le GPE comme « un projet urbain, social et économique d’intérét
national » qui vise a promouvoir «le développement économique durable, solidaire et
créateur d’emplois de la région capitale » (Art. 1). Le maitre d’ouvrage de ce projet est
la Société du Grand Paris (SGP) qui est un établissement public chargé d’organiser la
conception et la réalisation du GPE. Ce projet représente a date un investissement de 36.1
milliards d’euros, financé par des recettes fiscales franciliennes, le recours a 'emprunt
aupres d’investisseurs publics et des levées de fonds sur les marchés financiers dans le
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cadre de programmes labellisés « green ». Le projet bénéficie également de subventions
européennes (SociétéGrandParis, 2022).
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Figure 3.1. Carte Globale et chiffres clés du projet du Grand Paris Express (adaptée de
SociétéGrandParis (2022))

Ligne 14 Sud du Grand Paris Express

La ligne 14 Sud (1.14S) constitue la prolongation de la ligne 14 du métro parisien entre
la station Olympiades et I'aéroport d’Orly. Dans le cadre de cette thése, nous avons
uniquement accés aux données du lot GCO2 de la L14S, soit 4 578 m. Ce lot comprend la
réalisation du tunnel qui est un ouvrage monotube a deux voies, de diameétre intérieur
7,75 m, foré au tunnelier entre 'ouvrage « Jean Prouvé » au Sud et la gare « Maison
Blanche — Paris XIII®™¢ » au Nord. Le lot GCO2 inclut également la réalisation des ouvrages
annexes « Jules Guesde », « Marcel Sembat », « Cuchets », « République » et « Jean Prouvé »
(Figure 3.2), lequel sert de puits de départ pour le tunnelier. Ces ouvrages sont situés dans
les départements de Paris (75) et du Val-de-Marne (94), et sur les communes suivantes :
Paris XIII°™¢, Le Kremlin Bicétre, Villejuif, Arcueil, L’Haj-Les-Roses. Dans ce qui suit, la
notation L.14S2 désigne spécifiquement le lot GCO2.

Ligne 15 Sud-Ouest du Grand Paris Express

La ligne 15 Sud-Ouest (L15SO) s’étend sur une longueur de 12 km de I'ouvrage annexe
«Ile de Monsieur » (ouvrage inclus) a la gare de « Villejuif Louis Aragon » (gare incluse).
Entiérement en souterrain, elle traverse principalement des zones urbaines denses et
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Figure 3.2. Gares et Ouvrages Annexes des zones étudiées des lignes 14 Sud (a gauche) et 15
Sud-Ouest (a droite)

intégre trois passages sous-fluviaux. La L15SO dessert 8 gares en correspondance avec des
transports urbains et ferroviaires existants ou en projet. Par la suite, on étudie le trongon
T3C de la L15SO qui a pour objet la réalisation d’un tunnel foré de 7785 m et de 8.7 m de
diametre intérieur entre les gares de « Villejuif Louis Aragon » (gare incluse) et la gare
de « Fort d'Issy-Vanves-Clamart » (gare partiellement incluse), de 8 ouvrages annexes (y
compris le rameaux de raccordement entre le puits et le tunnel foré) (Figure 3.2). Le
tunnel se décompose en deux secteurs creusés par 2 tunneliers :

— Le premier secteur (Centre, également noté TR1) s’étend du tympan Est de la gare de
« Fort d’Issy-Vanves-Clamart » jusqu’au tympan Ouest de 'ouvrage annexe « OA-P04
— Parc Robespierre » sur une longueur de 3 800 m environ. Le tunnelier du TR1 est
monté et lancé dans I'ouvrage « OA-P04 — Parc Robespierre » et assure le forage du
tunnel jusqu’a la gare de « Fort d’Issy-Vanves-Clamart » ot il est démonté.

— Le deuxieme secteur (Est, également noté TR2) s’étend du tympan Est de 'ouvrage
annexe « OA-P04 — Parc Robespierre » jusqu’au tympan Ouest de la gare de « Villejuif
Louis Aragon » sur une longueur de 3985 m environ. Le tunnelier du TR2 est monté
et lancé dans le puits de départ de la gare d’« Arcueil Cachan » jusqu’a la gare
« Villejuif Louis Aragon » ou il est démonté.

— Le tronc¢on entre 'ouvrage « OA-PO4 — Parc Robespierre » et la gare d’« Arcueil
Cachan » (noté TR3) est creusé par le tunnelier du TR1.

La majeure partie du tracé se situe sous des batiments résidentiels et industriels dont
certains sont sensibles. Le tracé passe également sous 'autoroute A6, sous d’anciennes
carriéres de Calcaires Grossier ainsi que sous des voies ferrées de la SNCF et de la RATP.

3.0 Description du projet du Grand Paris Express
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CONSTRUCTION D’UNE BASE DE
DONNEES

Introduction

Le projet du Grand Paris Express (GPE), notamment les lignes 14 Sud (1.14S2) et 15
Sud-Ouest (L15S0), génere une grande quantité de données. Cependant, sans traitement
préalable, ces données restent inexploitables. Dans le cadre de cette étude, nous avons
collecté, organisé, nettoyé et stocké les données dans une base de données. Cette tache a
nécessité un investissement tres conséquent, car il était essentiel de réfléchir a un concept
et une architecture convenables pour la future utilisation de la base de données. En effet,
cette derniere contient des informations sur la nature des sols rencontrés, les parametres
de pilotage du tunnelier ainsi que sur les mesures de tassements observées en surface.
Le présent chapitre vise a présenter un panorama général des lignes 1L.14S2 et L15S0,
ainsi que des géologies rencontrées, avant de détailler la procédure de traitement des
données.
Bien que la construction de la base de données ne soit pas I'objectif principal de cette
these, elle demeure d’une importance considérable. En effet, cette base de données offre
une valeur ajoutée significative a cette étude ainsi qu'a de futurs travaux sur ces données.
La structure de cette base de donnée pourrait également servir a accueillir les données de
futurs projets du méme type. Elle est donc susceptible de vivre en dehors du cadre strict de
ce travail de these pour permettre de déployer a des échelles supérieures les outils concus
et évalués dans ce travail de recherche. La présentation de cette procédure de traitement
des données est donc essentielle pour comprendre les résultats et les conclusions de cette
these, ainsi que pour faciliter I'utilisation ultérieure des données.

4.1 Description des lignes étudiées

Dans cette étude, les données proviennent de la ligne 14 Sud (L14S2) et des troncons
TR1, et TR2 et TR3 de la ligne 15 Sud-Ouest (L15SO). Cette partie détaille le contexte
géologique rencontré en plus de quelques informations utiles sur le creusement de ces
lignes.

4.1.1 Panorama général

Les deux lignes 14 Sud et 15 Sud-Ouest sont excavées par des tunneliers a pression de
terre manufacturés par Herrenknecht (Figure 1.2). Les étapes de creusement se déroulent
de la maniere suivante. Tout d’abord, la machine excave une longueur égale a celle d’'un
anneau de voussoirs avant de s’arréter. Une fois arrété, I’érecteur pose les 7 voussoirs
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qui forment ’anneau. Pour les lignes étudiées, les anneaux ont une longueur de 2 m, a
I'exception de quelques anneaux de la L14S2 qui font 1.5 m. Les vérins peuvent ainsi
s’appuyer sur le nouvel anneau pour permettre au tunnelier de continuer le creusement
pour poser 'anneau suivant. En paralléle du creusement, du mortier de bourrage est
injecté a l'arriére de la jupe pour combler le vide annulaire. Si N est le dernier anneau
posé, I'injection de mortier se fait alors a I'arriere de 'anneau N-1 lors du creusement de
I'anneau N+ 1. Pour une jupe de 10 m et des anneaux de 2 m, l'injection se fait donc 14 m
a l'arriere de la roue de coupe.

Une série de photos prises au cours du creusement d’'un troncon de la Ligne 15 Sud-Ouest
du projet du Grand Paris Express est proposée dans la Figure 1.6. Une description plus
détaillée du mode de fonctionnement des tunneliers a pression de terre est présentée dans
le§1.1.2.

Les dates de creusement des troncons sont les suivantes :

— Le trongcon TR1 de la L15SO a été creusé entre le 28/02/2019 et le 07/08/2020;
1954 anneaux ont été posés.

— Le trongcon TR2 de la L15S0O a été creusé entre le 29/04/2019 et le 11/12/2020;
1645 anneaux ont été posés.

— Le troncon TR3 de la L15S0 a été creusé entre le 14/12/2020 et le 06/04/2021;
341 anneaux ont été posés.

— Le trongon L14S2 de la L14S a été creusé entre le 05/08/2019 et le 14/03/2021;
2316 anneaux ont été posés.

Des statistiques sur le nombre d’anneaux posés par jour sont présentées dans le § 5.3.1.

4.1.2 Contexte géologique

Les formations géologiques rencontrées au front le long du tracé de la L14S2 sont des
Argiles Plastiques et le Calcaire Grossier entre les gares de Maison Blanche et du Kremlin-
Bicétre puis les Marnes et Caillasses , le Marno-Calcaire de Saint-Ouen et les Masses et
Marnes du Gypse jusqu’a la gare de Villejuif Institut-Gustave-Roussy et enfin les Argiles
Vertes et des Marnes Supra-Gypseuses jusqu’a la fin du troncon.

En ce qui concerne les conditions hydrogéologiques pour la L14S2, deux nappes
superposées impactent le tracé dans sa premiere partie, celle du Calcaire Grossier (mur
constitué par I’Argile Plastique sous-jacente) puis celle de I'Yprésien Sableux situé sous
I'Argile Plastique. Dans la deuxiéme partie du tracé, les nappes interceptées sont celle
des Marnes de Pantin portée par les Argiles Vertes, des nappes localisées dans les bancs
calcaires des Masses et Marnes du Gypse et celle, profonde, du Marno-Calcaire de Saint-
Ouen portée par les Sables de Beauchamp sous-jacents.

Pour la L15S0, le profil en long entre les gares de Fort d’Issy-Vanves-Clamart et
Arcueil Cachan est majoritairement dans les Argiles Plastiques, les Marnes de Meudon et
le Calcaire Grossier. Le profil traverse par la suite, a ’est d’Arcueil Cachan, la vallée de la
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Bievre qui est le point le plus critique par rapport aux effets induits par les tassements en
surface. A ce point, le tunnel sort du Calcaire Grossier jusqu’a effleurer les Eboulis sur la
pente du Plateau de Villejuif. Entre Villejuif Institut-Gustave-Roussy et la fin du tracé, les
formations rencontrées sont ensuite de bas en haut les Marnes et Caillasses, les Sables de
Beauchamps, le Calcaire de Saint-Ouen, les Marnes Infra-Gypseuses, les Masses et Marnes
du Gypse et les Marnes Supra-Gypseuses.

Les terrains de la L15SO sont baignés par plusieurs nappes superposées en raison
de 'hétérogénéité de nature des couches et des variations locales de topographie. Entre
Issy-les-Moulineaux et Arcueil se trouvent trois nappes : une nappe supetficielle dans le
Marno-Calcaire de Saint-Ouen résiduels soutenue par les Sables de Beauchamps, une
nappe principale dans le Calcaire Grossier, soutenue par I’Argile Plastique et une nappe
profonde sous I’Argile Plastique, dans les Marnes de Meudon et la Craie. La vallée de
la Bievre est quant a elle concernée par la nappe alluviale de la riviere Biévre. Enfin, le
plateau de Villejuif est commun avec la L14S2 déja décrit ci-avant.

Les profils en long des deux lignes sont illustrés dans la Figure 4.1. On peut constater
que I'épaisseur de la couverture au-dessus des tunnels varie, selon la ligne, entre 15 m
et 50 m. Les principales formations rencontrées au front des deux lignes sont présentées
dans la Figure 4.2.

4.2 Traitement des données

Le traitement des données (data processing) englobe 'ensemble des étapes allant de
I'extraction des données jusqu’a leur stockage sous forme d’informations exploitables
(Talend, 2023).

4.2.1 Extraction des données

Comme présenté dans le Chapitre 3, les parameétres d’entrée peuvent étre divisés en
trois catégories : la géométrie du tunnel, les conditions géologiques et les parameétres de
creusement, auxquels s’ajoute la variable cible qui est la valeur du tassement mesuré en
surface. Cette section présente ces données dans le cadre du GPE ainsi que les techniques
d’extraction de données utilisées.

Contexte général

La plupart des données relatives au GPE sont mises a disposition sur diverses plateformes
pendant les travaux de construction. Préalablement a toute étude sur ces données, un
travail d’extraction des informations brutes est nécessaire. Le premier défi est 'acquisition
des données dans les délais puisqu’une fois I’exécution des travaux achevée, I'acces aux

plateformes mettant les données a disposition des acteurs impliqués n’est plus possible.
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Figure 4.1. Profil en long des lignes L14S2 et L15SO (Richa et al., soumis)

Il est donc impératif d’extraire les informations et d’en faire une sauvegarde. Le second
défi est la diversité des plateformes fournissant les parametres nécessaires a nos études.
L’acces a ces plateformes se fait par différentes méthodes (application, site web, API), et
I'extraction de masse n’est souvent pas évidente (outils non adaptés). Le défi a 'heure
actuelle est donc de faire avec, de s’adapter a ces disparités, et d’arriver a créer des outils

permettant cette exportation de facon fiable et automatisée.
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Figure 4.2. Principales formations rencontrées au front des lignes 14 Sud et 15 Sud-Ouest (Richa
et al., 2022).
Légende : CGi, CGm, AV, AP, MA, MP, MG, MM

Conditions géométriques

Dans cette catégorie de données se trouve majoritairement la couverture de sol au-dessus
du tunnel et le diameétre de creusement. Ce dernier est naturellement uniquement pris
en compte lorsque 'ensemble des données contient plusieurs diametres de creusement.
Ces deux parametres sont généralement définis depuis le début du projet et sont faciles a
obtenir depuis les cartes numériques ou des plans numérisés.

D’autres parameétres peuvent s’ajouter a cette catégorie comme la distance du front
du tunnel a la station de départ, la distance a I'axe du tunnel des cibles de mesures de
tassement posées en surface ou encore la distance entre une cible et le front du tunnel
(d front). L'obtention de ces parametres nécessite de passer par les plateformes qui donnent
les données de pilotage de tunnelier ainsi que les données relatives aux cibles et leurs
mesures.

Un parametre supplémentaire est la position sur le tracé, représentée par un point
kilométrique PK qui est une position absolue sur le linéaire d’'un tunnel, a partir d’'un
point de référence souvent variable dans la vie d’un projet, et exprimé en kilometres. On
utilise également la notion de point métrique P M lorsque cette référence est exprimée en
meétre. Le tracé étant connu dans I'espace, 'usage est donc d’exprimer une position de la
machine (roue de coupe par exemple), par son PK, noté pk,,.. Il convient de noter que
le creusement ne se fait pas toujours dans le sens croissant des PK.

Conditions géologiques

Avant le creusement du tunnel, les conditions géologiques sont préalablement établies afin
de dimensionner le tunnel en fonction de la qualité des sols traversés. Les caractéristiques
mécaniques du sol qui refletent son comportement et sa nature sont déterminées par
une multitude de parametres. Ces derniers, qui sont les parametres interprétés par les
ingénieurs géotechniciens, sont obtenus a partir de données brutes acquises par la réalisa-
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Table 4.1. Définition des secteurs. L’ordre est celui du creusement des tunnels.

id_secteur Troncon Nom Longueur
6 TR1 plateau de Malakoff & Bagneux 450
hors gares Bagneux et Chatillon-Montrouge
5 TR1 autour de la gare Bagneux 250
4 TR1 plateau de Malakoff a Bagneux 1300
hors gares Bagneux et Chatillon-Montrouge
3 TR1 autour de la gare Chatillon-Montrouge 400
2 TR1 plateau de Malakoff & Bagneux 1200
hors gares Bagneux et Chatillon-Montrouge
1 TR1 autour de la gare Fort d’Issy/ Vanves/ Clamart 950
10 TR2 plateau de Villejuif hors gare Intitut-Gustave- 1300
Roussy
9 TR2 autour de la gare Intitut-Gustave-Roussy 700
8 TR2 vallée de la Biévre y compris coteau de Villejuif 1250
7 TR2 autour de la gare Arcueil-Cachan 650
6 TR3 plateau de Malakoff a Bagneux 450
hors gares Bagneux et Chatillon-Montrouge
21 L14SGCO02  Ouvrage Annexe Jean Prouvé 100
20 L14SGCO02  Ouvrage Annexe République 100
19 114SGco2 Intergare Villejuif Intitut-Gustave-Roussy 1450
- Chevilly 3 Communes
18 L14SGCO02  Gare Intitut-Gustave-Roussy 200
17 L14SGCO02  Ouvrage Annexe Cuchets 100
16 L14SGCO02  Ouvrage Annexe Marcel Sembat 200
15 L14SGC02 Intergare Kremlin Bicétre - Villejuif IGR 1675
14 L14SGC02  Gare Kremlin Bicétre 300
13 L14SGC02  Ouvrage Annexe Jules Guesde 100
12 L14SGC02 Intergare Maison Blanche - Kremlin Bicétre 900
11 L14SGC02 Intergare Maison Blanche - Kremlin Bicétre 525

tion d’essais in-situ ou en laboratoire. Ils sont consignés dans des rapports de synthése
géologique et géotechnique (« cahiers B » pour les projets de tunnel selon la nomenclature
AFTES) par plages de linéaires, qu'on appelle généralement secteurs. La liste des secteurs
est donnée dans la Table 4.1. Dans le cadre de cette thése, nous avons donc choisi de
partir exclusivement des données déja interprétées et non des données brutes issues des
essais, dont le traitement, le nettoyage et 'ordonnancement aurait constitué une tache
complexe et chronophage. Nous avons par ailleurs, pour ce travail de these, circonscrit
le panel de parametres interprétés disponibles a quelques parameétres jugés a priori clés
vis-a-vis du probleme posé d’évaluation des tassements. Ce choix a été effectué avec
les géotechniciens ayant travaillé sur ces projets. Les parametres retenus sont donc les

suivants :

— le poids volumique en place v [kN/m?]

— le module pressiométrique Ménard F); [MPa]

— le coefficient rhéologique «

— la cohésion ¢ [kPa]

— l'angle de frottement ¢ [°]
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— le coefficient de pression des terres au repos K.

Ces parameétres sont fournis pour chaque couche de sol et chaque secteur dans des tables
dispersées qu’il convient de consolider en une table unique. La table source des parameétres
interprétés prend donc la forme apres ce travail manuel d'une table a double entrée :
parametres en fonction de la couche de sol (Parametre_Mecanique_Formation).

La stratigraphie peut-étre extraite metre par métre a partir des profils en long dessinés
par les ingénieurs Ce travail d’extraction a partir des plans permet de produire une table
source (Stratigraphie) dont les champs sont les suivants : PK, cote du terrain naturel
zrn [m], une colonne pour chaque couche de sol possible avec comme valeurs la cote de
la base de la couche ou bien NA en cas d’absence de cette couche.

Pilotage du tunnelier

Les parameétres relatifs au pilotage du tunnelier sont affichés en temps réel sur les écrans
de la cabine de pilotage de la machine (Figure 1.6e). L’entreprise n’a pas toujours mis
a disposition de la maitrise d’oeuvre pour ces projets 'ensemble des flux de données
brutes (données numériques sous forme de tables exploitables). Néanmoins, elle a mis
a disposition des captures d’écran réguliéres des informations visibles dans la cabine de
pilotage, prises toutes les 30 secondes et déposées sur une plateforme web dédiée. Par
conséquent, afin d’accéder aux parametres manquants dans les données brutes, utiles a
cette étude, il a été nécessaire d’exploiter également ces captures d’écran (Figure 4.3).
Dans ce contexte, des scripts, dont nous fournissons quelques extraits par la suite,

ici en langage R, ont été développés pour extraire automatiquement et massivement des
informations ciblées dans toutes ces images (Script 4.1). Des techniques de traitement
d’image ont permis au préalable d’améliorer la résolution des caractéres avant de les
transformer en texte grace a des librairies de reconnaissances de caractéres OCR (Script
4.2 et Figure 4.4).

# {R}

# Creation de la session:

session <- rvest::html_session("https://***/login.shtml")

# Lien specifique vers 1'image:

1
2
3
4
5 link_cap <- "***x/screen=Rapports’%20Anneau/Rapport’20Anneauy200001. jpg"
6 # Informations de connexion:

7 form <- rvest::html_form(session) [[1]] %>%

8 rvest::set_values(w_Login = "#x*x" 6 w_PassWord ="xx*xx*x")

9 rvest::submit_form(session, form)

10 # Ouverture du lien:

11 session <- rvest::jump_to(session, link_cap)

12 # Extraction du contenu de la page:

13 img_dwl <- session$response$content

14 # Lecture de 1'image:

15 rapport <- magick::image_read(img_dwl)

16 # Sauvegarde de 1'image:

4.2 Traitement des données
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17 magick::image_write(image = rapport)

Script 4.1 Extraction d’images depuis le web

1 # {R}

2 # Caracteres a identifier dans 1'image:

3 digits <- tesseract::tesseract(options = list(

4 tessedit_char_whitelist = "-.0123456789"))

5 digits_date <- tesseract::tesseract(options = list(

6 tessedit_char_whitelist = "/0123456789"))

7 # Permet d'eviter les erreurs telles que la confusion entre le chiffre 5

et la lettre S ou le chiffre 0 et la lettre O

(o]

# zone de texte dans 1l'image (en pixel):

9 image_text <- magick::image_crop(rapport, "53x13 + 206 + 40")
10 # Amelioration de la qualite du texte dans 1'image:

11 image_text <- image_text %>

12 magick::image_resize ("180") %>%

13 magick::image_enhance () %>%

14 magick::image_threshold(type = "white", threshold = "70%") %>%
15 magick::image_threshold(type = "black", threshold = "607")

16 # OCR:

17 text <- tesseract::ocr(image_text, engine = digits) %>%

18 as.numeric ()

19 text_date <- tesseract::ocr(image_text, engine = digits_date) %>}
20 as.Date(format = "%d/%m/%Y")

Script 4.2 Extraction des caracteres depuis des images (OCR)

Il est a noter que les informations recherchées se trouvent dans différents types
d’images, tels que des rapports pour I'injection du mortier ou pour 'avancement du front,
et que 'emplacement du texte, de type chiffre ou date, varie selon le rapport. Ainsi, il a été
nécessaire de rechercher au cas par cas les pixels associés au texte demandé, ce qui a rendu
ce travail assez chronophage. La réalisation de ces taches pourrait trés probablement étre
améliorée elle-méme a I'aide d’algorithmes d’apprentissage automatique, mais nous avons
choisi de focaliser nos recherches sur la seule problématique posée.

Les parameétres sélectionnés pour cette étude ont été choisis en se basant sur les
parametres les plus utilisés dans I'état de I'art (Figure 3.6) a savoir :

la vitesse d’avancement V},,,nelier LMm/min]

le moment de la roue de coupe Mpzpc [KN.m]

la pression au front Py, [bar]

la pression d’injection du mortier P, [bar]

la quantité de mortier injecté V},,o,sier [m?]

la poussée totale du tunnelier P;,;q;. [KN]

le guidage horizontal Gy [mm] et vertical Gy, [mm] du tunnelier
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Figure 4.3. Exemple d'image de rapport présentant les parameétres de pilotage du tunnelier
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Figure 4.4. Méthode d’extraction des parameétres de pilotage du tunnelier a partir d’'images
(Richa et al., 2022)

Mesures de tassement

Pour assurer le suivi des déformations causées par le creusement des lignes de métro du
GPE, un systéme d’auscultation automatisé a été mis en place pendant toute la durée des
travaux. Ce systeme utilise une série de théodolites automatiques qui enregistrent les
déplacements du sol et des batiments avec une fréquence de mesure élevée. Les mires
de surface sont visées par les théodolites toutes les 30 minutes environ pour mesurer les
déplacements dans les trois directions de ’espace. Environ 16 000 capteurs de différents
types ont été placés en voirie ou sur des batiments, de part et d’autre de I'axe du tunnel,
afin de couvrir la Zone d’Influence Géotechnique (ZIG) (Figure 4.5). Parmi ces points de
mesure on compte des points de type « centaures », sans mire physiquement implantée,
pour lesquels les théodolites mesurent le déplacement en un point donné, procédant par
balayage d’une maille virtuelle. Il est d’'usage de considérer que ces mesures sans mire
sont moins précises, plus bruitées que celles avec cible physique. Il convient de noter que
des mesures d’interférométrie sont également disponibles pour le creusement de ces deux
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lignes de métro, mais celles-ci ne seront pas étudiées dans le cadre de cette thése car cela
aurait requis des traitements spécifiques et une gestion de 'hétérogénéité de la précision
intrinséque des mesures au niveau des algorithmes d’apprentissage.

Les mesures enregistrées par les théodolites sont stockées en temps réel dans une
base de données, qui peut étre consultée a distance par les différents acteurs du projet
(entreprise, maitre d’ceuvre, maitre d’ouvrage) via un acces sécurisé a travers un site
web ou une application sous forme de plateforme interactive (application Geoscope de
Pentreprise Sixsense pour les projets qui nous intéressent). Etant donné que 'exportation
massive des données de cette base n’a pas possible via I'application, nous avons du
recourir a une technique de type web scraping pour extraire plus de 144 millions de
mesures associées a prés de 16 000 capteurs de tous types. Le script utilisé pour cette
extraction est présenté dans ’Annexe A. Cette extraction a permis d’obtenir deux tables
pour chaque trongon, soit un total de 134 tables pour les deux lignes L15SO et L.14S2
(Figure 4.6). La premiére table contient les propriétés des capteurs, y compris leur nom,
leurs coordonnées, leur type, etc. La deuxieme table contient les valeurs des mesures
tassement avec en colonne les noms des différents capteurs et en ligne les dates des
mesures.

Les nombreuses tables obtenues suite a I'extraction des données sont consolidées en
quatre tables finales (deux pour chaque ligne de métro) :

— Propriétés : 8 493 lignes pour la 1L.14S2 et 7 366 lignes pour la L15SO.
Les colonnes sont : troncon, id, capteur (nom du capteur), x (initial), y (initial),
type.

— Mesures : 91 460 640 lignes pour la L14S2 et 52 870 912 lignes pour la L15SO.
Les colonnes sont : tron¢on, date, capteur, mesure (de tassement).
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Figure 4.5. Répartition des capteurs selon le type et la ligne de métro
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@ section_TR1A_resultats.xlsx
@ section_TR1A_entities.xIsx

v

118-D045_BAG_B01_08Z | 118-D045_BAG_B01_18Z | 220-D027_BAG_B02_010Z | 220-D016_BAG_B02_09Z | 220-DC
2017-06-14 15:06:48 3.38 1.849
2017-06-14 22:02:30 2.35 1.069
id X y name | ‘
1.14E408 1650006 8178299 118-D045_BAG_B01_08Z 201
1.14E+08 1650006 8178299 118-D045_BAG_B01_18Z 202}

Figure 4.6. Exemple de sortie de 'extraction des données de mesures de tassement

4.2.2 Organisation et Nettoyage

Le nettoyage des données consiste tout d’abord a les organiser dans un format propre
et ordonné (tidy data) pour ensuite les nettoyer. Le nettoyage primaire peut inclure le
traitement des données manquantes, dupliquées, aberrantes (outliers) ou bruitées ainsi
que la jointure des tables et le filtrage de données si besoin. Il convient de noter que le
travail est plus itératif que linéaire, c’est-a-dire que les étapes décrites ne se succedent pas
nécessairement mais plutot se font ensemble et se completent.

Organisation des données

L’'organisation des données est une étape essentielle pour obtenir des données propres
et bien rangées (tidy data). Pour obtenir des tables considérées comme propres, il faut
respecter les conditions suivantes (Wickham, 2014) :

— chaque variable doit avoir sa propre colonne
— chaque observation doit avoir sa propre ligne
— chaque valeur doit avoir sa propre cellule

Par exemple, la transformation de la table Stratigraphie (§ 4.2.1) permet de dépivoter
les colonnes pour obtenir des données au format long, organisées sous la forme suivante :
PK, zry [m], formation, h (cote de la base de la couche de sol). De méme, la table
Parametre_Mecanique_Formation (§ 4.2.1) peut étre transformée pour obtenir des
données propres selon la forme suivante : secteur, formation et le reste des parameétres
mécaniques tels que v [kN/m?], Ey; [MPal, o, ¢ [kPa], ¢ [°], K(. La transformation de
ces tables permet notamment d’utiliser des librairies graphiques qui facilitent grandement
la programmation nécessaire pour obtenir des profils longitudinaux et des coupes, tels
que présentés dans la Figure 4.1b. En tout état de cause, ce format est le seul compatible
avec une utilisation de ces données dans le cadre d’'une base de données.

4.2 Traitement des données
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Gestion des données manquantes

La gestion des valeurs vides est un probleme incontournable lors du traitement de données.
Une solution courante consiste a remplir cette donnée manquante par la moyenne des
valeurs qui 'entourent. Cependant, cette approche n’est pas toujours applicable.

Dans le cas des données de sol, plusieurs carrieres sont rencontrées le long du tracé du
tunnel (Figure 4.1a), dont certaines sont remblayées sans que les parametres mécaniques
associés ne soient connus. Dans ce cas, on utilise les parametres mécaniques du remblai
le plus proche. A l'inverse, le remplissage des carriéres souterraines de calcaire grossier,
souvent de faible épaisseur, a été ignoré et on a choisi de lui associer les paramétres
mécaniques des calcaires encaissant. Ce choix est issu de retours d’expériences de calculs
de tassements tunnels aux éléments finis en présence de carriéres souterraines de faible
épaisseur. Outre les carrieres, il existe plusieurs couches de sol pour lesquelles il n’y a
pas de parameétres mécaniques associés dans des secteurs spécifiques. Pour combler ces
lacunes, on utilise les parametres des mémes couches dans les secteurs les plus proches.

En ce qui concerne les données de pilotage du tunnelier récupérées, on constate
parfois ’'absence de certains rapports ou des manques de données pour certains parametres.
Il convient de noter qu’il a été vérifié que ce manque n’est pas lié au travail d’extraction
de texte précédemment décrit. Pour les parametres tels que la vitesse d’avancement et la
pression au front, il est possible de recourir a une interpolation pour remplir les lacunes.
Toutefois, pour les dates manquantes, il est nécessaire de consulter un autre type de
rapport qui présente les dates de début et de fin d’excavation sous forme d’'une échelle
colorée. Les dates ont alors été corrigées de facon semi-automatisée ce qui est un travail
fastidieux mais nécessaire.

En ce qui concerne les mesures de tassement, les capteurs n’ayant pas de coordonnées
sont supprimés, car il est impossible de connaitre leur position par rapport a I'axe du
tunnel. C’est le cas d'un seul capteur pour la L14S2. De plus, il existe des capteurs
défectueux de différents types dont les propriétés sont données mais qui n’ont aucune
valeur mesurée (Figure 4.7). Ces capteurs sont systématiquement supprimés, soit 685
capteurs au total pour les deux lignes. Ils sont représentés sur la carte de la Figure 4.8.
On remarque que la distribution des capteurs est « homogene », ce qui veut dire qu’il n’y a
pas de probleme spécifique.

Suppression des données dupliquées

Les données dupliquées sont les enregistrements multiples qui se trouvent dans un en-
semble de données. Cela peut se produire pour diverses raisons, telles que des erreurs
de saisie de données, des erreurs de traitement, des fusions de données incorrectes ou
des problémes de synchronisation de données entre différents systemes. Les données
dupliquées peuvent causer des problémes lors de I'analyse des données, car elles peuvent
fausser les résultats et provoquer des erreurs dans les calculs statistiques. De plus, elles
peuvent prendre de I'espace de stockage supplémentaire inutilement.

Chapitre 4 Construction d'une base de données
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Figure 4.7. Répartition des capteurs sans mesures enregistrées selon leurs types et la ligne de
métro

Dans notre ensemble de données, les données dupliquées sont majoritairement
observées pour les données relatives aux capteurs et a leurs mesures. Le premier cas
de doublons peut étre causé par la présence de caracteres spéciaux tels que les accents,
qui doivent étre éliminés. Ainsi, ’élimination des doublons de propriétés de capteurs
permet de supprimer 119 et 35 des entrées doublées de capteurs des L14S2 et L15SO,
respectivement.

Le deuxieme cas de doublons peut résulter des mesures qui ne sont pas des dupli-
cations au sens strict mais des données trop proches qui doivent étre traitées comme
telles pour que les données soient considérées comme propres. C’est le cas par exemple
des mesures avec un grand nombre de décimales enregistrées. Pour remédier a cette
situation, les déplacements en mm sont arrondis a trois décimales, puis les doublons sont
supprimés, réduisant ainsi la taille des tables. Par conséquent, environ 44 millions et 12
millions de mesures en doublon sont supprimées des mesures des lignes 1L.14S2 et L15SO,

respectivement.

Détection des données aberrantes

Les données aberrantes, également appelées valeurs atypiques ou outliers en anglais, sont
des observations qui different considérablement du reste des données d’un échantillon.
Elles peuvent étre causées par des erreurs de mesure, des erreurs de saisie, ou encore
par des phénomenes réels mais rares ou extrémes. L’identification et la gestion des
données aberrantes sont un enjeu majeur dans 'analyse de données, car leur présence
peut influencer significativement les résultats des analyses.

Ainsi, il est important de mettre en place des méthodes pour détecter et traiter ces
valeurs aberrantes. La visualisation graphique des parameétres en fonction de la date est
une des méthodes les plus évidentes pour donner a 'analyste la capacité de détecter les
données aberrantes et de remonter éventuellement a la source de ce qui les a produites.

4.2 Traitement des données
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Figure 4.8. Tracés des deux lignes 14 Sud et 15 Sud-Ouest avec les cibles n’ayant pas de mesures
enregistrées

Par exemple, on observe dans la Figure 4.9 deux valeurs atypiques de numéro d’anneau.
C’est un probléme spécifique a la détection de caractére a partir d’images (OCR) ol le
chiffre 8 est détecté au lieu du chiffre 5.

En ce qui concerne les mesures de tassements, plusieurs méthodes sont appliquées
et seront présentées dans le § 5.2.1.

4.2.3 Stockage des données

La derniere étape du traitement des données consiste a les stocker dans une base de
données. Dans cette partie, nous allons exposer l'intérét, 'architecture ainsi que la mise
en ceuvre de cette base de données de creusement au tunnelier.

Intérét d’une base de données

Suite a la collecte et au nettoyage des données, on se retrouve avec des fichiers de
différents types (csv, json, etc.) sans relation entre eux, stockés dans différents dossiers et
trop volumineux pour étre chargés en mémoire pour leur exploitation. Travailler avec des
données stockées de cette fagon n’est pas possible a notre échelle. Nous avons donc décidé
de créer une base de données relationnelle pour stocker 'ensemble de ces informations (§
2.1.2). Bien que la quantité de données a notre disposition ne soit pas encore a I’échelle
du Big Data, I'intégration des informations disponibles dans une base de données et le
respect des 5V (Volume, Vitesse, Variété, Valeur et Véracité) est un prérequis indispensable
pour assurer l'efficacité de la chaine de valeur.

La mise a disposition d’une base unique garantit a des utilisateurs spécifiques une

Chapitre 4 Construction d'une base de données
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Figure 4.9. Exemple de visualisation pour détecter des valeurs aberrantes

disponibilité et un acces facile, rapide et sécurisé a un grand volume de données variées
telles que les données d’auscultation, les parametres de sol et les parametres de pilotage du
tunnelier. L'intégrité ou la fiabilité des données est garantie par le choix d’une technologie

éprouvée, PostgreSQL, qui est un systéme de base de données relationnelle open source.

Son architecture relationnelle permet de mettre en place des relations entre les différentes

entités (tables), permettant ainsi une organisation optimale des données sans redondance.

Le stockage est ainsi minimisé et I'interrogation de la base de données par des requétes
SQL est rapide et économe en mémoire vive. De plus, le stockage de la base de données
peut étre réalisé sur des services de stockage en ligne (Cloud) ce qui permet de partager
et de sécuriser les données.

Architecture de la base de données

La premiere étape dans la mise en place d'une base de données est la conception de son
architecture. Cette étape est itérative et chronophage car elle nécessite un consensus entre
les experts du domaine et les informaticiens. De plus, il est primordial de concevoir une
architecture de base de données qui s’adapte non seulement aux besoins actuels, mais
qui soit également capable de répondre aux exigences futures. Autrement dit, dans le cas
étudié ici, la base de données doit étre en mesure d’intégrer des données provenant de
projets ultérieurs de tunnels creusés au tunnelier.

La conception d’'une base de données pour un projet de tunnelier est une tache
complexe qui nécessite une réflexion approfondie en raison de I'aspect spatial et temporel
lié a 'avancement du creusement du tunnel. Prenons pour exemple des parameétres de
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pilotage du tunnelier. Ceux-ci sont mesurés au niveau du front ou a l'arriére de la jupe,
pendant l'excavation d’un anneau ou pendant la pose du revétement. La pression au front
s’applique au niveau de la RDC au moment du creusement, l'injection de mortier est
réalisée a l'arriere de la jupe, soit environ 14 m devant. Il y a donc deux positions dans
I'espace et deux instants différents a prendre en compte. Pour résoudre cette difficulté,
il est nécessaire de créer une table intermédiaire, que nous avons appelé Anneau, qui
permet de connecter les différents éléments en termes d’espace et de temps. Ainsi, la
finalité est de faire en sorte qu'une requéte sur la base de données soit capable de fournir
des informations précises sur la position, telles que les coordonnées, la stratigraphie et les
parameétres mécaniques des sols, les capteurs installés ainsi que leurs mesures, et enfin les
parametres de pilotage du tunnelier. On pourra donc extraire simplement, par exemple, la
pression au front lorsque la roue de coupe est a position donnée, ou encore la pression
d’injection pour une position donnée de la roue de coupe (sans qu’il soit nécessaire de
penser a appliquer un différentiel de 14 m entre position de la roue de coupe et fin de la
jupe), etc. Il est essentiel que la base de données soit capable de fournir ces informations
de maniére claire et concise afin de faciliter 'analyse et I'interprétation des données
collectées.

La structure de la base de données choisie dans notre étude est similaire a celle
présentée par Marinos et al. (2013). La base est constituée de trois catégories principales
et d’'une catégorie supplémentaire : (a) les mesures d’auscultations en surface, (b) les
parametres de creusement du tunnelier, (c) les données géologiques et géotechniques
et (d) les tables d’assistance qui contiennent les abréviations, symboles, unités, etc. La
Figure 4.10 présente une vue synthétique de la structure de la base de données concgue
dans cette étude. Ce diagramme entité-relation (DER) est un outil largement utilisé pour
la conception de bases de données relationnelles. Il s’agit d’un modeéle de représentation
graphique dans lequel les entités (tables), les relations et les attributs (colonnes, pro-
priétés de l’entité) sont représentés sous forme de symboles et de lignes. Le DER permet
de visualiser clairement et de maniere concise les relations entre les entités. Les détails
concernant les mises en relation sont décrites dans a la fin de ce 8.

La base de données est constituée a ce stade de 12 entités, les principales com-
portent notamment Secteur, Anneau et Parametre_Mecanique_Formation ainsi que
les entités d’assistances Definition_Parametre_Mecanique_ Formation ( nom, unité phy-
sique, symbole et catégorie de chacun des parametres mécaniques de sol) et Formation
(codification et couleur pour les représentations). Le projet, définie dans la table Pro-
jet (informations telles que le responsable, la localisation, etc.), est divisé en plusieurs
secteurs qui définissent la géologie et les parameétres géotechniques du terrain (Para-
metre_Mecanique_Formation). Cette table est alors « parent » a la table Stratigraphie
afin d’obtenir les informations géotechniques de chacune des couches a chaque position
sans répétitions des valeurs. La table Anneau, placée au centre de I'architecture, contient
la position du tunnelier tous les meétres dans les trois directions de I'espace. Elle est parent
aux trois catégories principales : les tables Capteur, Parametre_Tunnelier, Stratigraphie.

Chapitre 4 Construction d'une base de données



Il est ainsi possible d’obtenir la position des mesures de tassements, des parameétres de
pilotage du tunnelier et de la stratigraphie traversée dans une requéte unique. Para-
metre_Tunnelier contient environ 40 parametres différents et Capteur est parent a la
table Mesure_Capteur contenant toutes les mesures de tassements récupérées des deux
lignes.

Construction de la base de données

Dans le modéle relationnel adopté pour notre étude, chaque table est dotée d’'une clé pri-
maire (Primary Key, PK) qui permet d’identifier de maniere unique chaque enregistrement
dans la table. Les clés primaires sont souvent représentées par une colonne spécifique,
souvent numérique pour des raisons de performance lors des jointures, telle que 'id, qui
ne peut pas avoir de valeurs en double. Par exemple, la clé primaire de la table Anneau
est id_anneau. Attention, le nom de cette colonne fait référence a 'aspect unique de
chaque ligne de la table mais ne renvoie pas a un numéro d’anneau comme le nom peut
le laisser a penser. Les id_anneau sont en réalité un indicateur de la position linéaire du
tracé, troncon par troncon. Contrairement a P/, nous nous sommes fixé la contrainte qu’
id_anneau est obligatoirement croissant dans le sens du creusement des tunnels, ce qui
facilite I'exploitation de cette table. Il convient de mentionner a présent que l'injection des
données dans cette table a été faite selon I'ordre suivant des trongons : TR1, TR2, TR3
puis L14S2.

Les tables sont liées entre elles par des clés étrangeres (Foreign Key, FK), qui sont les
colonnes d’une table faisant référence a la clé primaire d’'une autre table. Les relations
entre les tables sont établies en fonction des clés primaires et étrangéres, permettant ainsi
de lier des données d’une table a une autre. Cette architecture en relation permet de
faciliter les jointures et les extractions couplant les données de multiples tables. De plus,
les clés primaires et étrangeres assurent l'intégrité des données. Par exemple, la table
Mesure_Capteur ne peut pas contenir, par construction, des mesures de tassement qui ne
sont pas associées au capteur correspondant dans la table Capteur (sinon, la base renvoie
une erreur).

La base de données a été concue pour étre directement utilisable par l'utilisateur.
Pour cela, les relations entre les tables doivent étre explicites. Ainsi, 'injection de données
brutes dans cette base est impossible. Il est nécessaire de créer au préalable des colonnes
de liaison entre les tables en question, qui serviront de clés primaires et clés étrangeres.

La construction de la base de données doit étre réalisée uniquement a l'aide de
scripts SQL (Annexe B) et non pas par I'injection de fichiers de type CSV qui ne permettent
pas de définir le type des attributs et ne garantissent pas la reproductibilité de la base de
données en cas de probléeme. D’autres recommandations d’ordre pratique sont données
dans la derniere partie de cette these (§ 7.2.2).

ATlissu de ce travail, la base de données est définie et préte a étre interrogée pour
I'analyse des données collectées et 'application d’algorithmes d’apprentissage automatique
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visant a prévoir les déplacements a I'avant du front du tunnelier. Cependant, avant de
procéder a toute analyse de prévision, il est essentiel de quantifier la qualité des mesures
obtenues pour chaque capteur. Cette premiére étape permettra d’assurer la validité et la
fiabilité des données utilisées pour I'analyse et de garantir que les résultats obtenus seront
suffisamment précis et significatifs au regard des grandeurs en jeu. En d’autres termes, ce
travail permet de prévenir les conséquences auxquelles la fameuse formule « garbage in,
garbage out » nous enjoint a veiller.

Chapitre 4 Construction d'une base de données



Conclusion

Ce chapitre avait pour objectif de décrire les lignes 1.14S2 et L15SO du GPE, en mettant
notamment en avant les profils géologiques rencontrés, ainsi que de présenter les diffé-
rentes étapes du traitement spécifique des données collectées pour ces deux lignes. Ces
travaux ont été divisés en trois parties : I'extraction des données, le nettoyage et leur
stockage dans une base de données.

Dans un premier temps, I'extraction consiste a acquérir les données de sol, de me-
sures de tassement et de pilotage du tunnelier depuis différents fournisseurs de données.
Dans le but d’atteindre cet objectif, des techniques de web scraping et d’OCR ont été mises
en ceuvre.

Dans un second temps, un nettoyage a été effectué sur 'ensemble des données :
organisation, gestion des données manquantes, suppression des données dupliquées et
détection des données aberrantes sont les grands titres de cette partie. Néanmoins, il
convient de mentionner que des travaux de nettoyage supplémentaire effectués sur les
mesures de tassement seront présentés dans le chapitre suivant (§ 5.2.1).

Enfin, nous avons discuté de l'intérét d'une base de données avant d’introduire
son architecture et sa construction. A ce stade, nous avons enfin une base de données
opérationnelle avec au centre de son architecture une table Anneau dont la clé primaire
id_anneau représente la position a chaque metre du tracé du tunnel. Cette table est reliée
a la nature des sols (table Stratigraphie), aux parametres de pilotage du tunnelier (table
Parameétre_Tunnelier) et aux capteurs (table Capteur) a travers l'attribut id_anneau qui
est une clé étrangére dans chacune de ces tables.

Ce travail laborieux et de longue haleine, mais néanmoins riche d’enseignements,
a été nécessaire afin de transformer les données brutes en informations exploitables
dans le but d’en tirer une valeur ajoutée a travers la modélisation avec 'apprentissage
automatique.

Le chapitre suivant sera consacré a I'analyse exploratoire des données collectées
ainsi qu’a l'ingénierie des caractéristiques, en vue de la préparation pour 'application des
algorithmes d’apprentissage automatique.

4.2 Conclusion
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Projet 7 Secteur
PK id_projet PK id_secteur
nom m.ﬁux id_projet
chef code
description nom
description
longueur
pk_debut
pk_fin
Formation
PK id_formation
nom
couleur_r
couleur_v
couleur_b

eon, era, periode
stage, serie

Anneau

PK

L_<FK
FK

Definition_Parametre_Mecanique_Formation

PK id_definition_parametre_mecanique

unite
categorie
description

Figure 4.10.

Diagramme d’entité-relation de la base de données

PK id_anneau
SK' id_projet
FK id_secteur
pk
troncon
pm
anneau
X
y
z_tn
z_base_tunnel
z_voute_tunnel
couverture_voute

Parametre_Mecanique_Formation

id_parametre_mecanique
id_secteur
id_formation

gamma_h[kN/m3]
gamma_d[kN/m3]

PK
FK

PK
FK

FK

PK id_capteur
FK id_anneau
id
nom
type
X_capteur
y_capteur
d_axe

Nappe
id_nappe
id_anneau
nom
Z_nappe

Stratigraphie
id_stratigraphie
id_anneau
id_formation
id_parametre_mecanique
z_base
z_toit
couverture_base

Mesure_Capteur
PK id_mesure

FK id_capteur
date_mesure
mesure

Mesure_Capteur_Position

Parametre_Tunnelier
id_anneau

date_debut_excavation
date_fin_excavation
date_debut_pose
date_fin_pose
pression_front
vitesse_avancement
taux_remplissage_chambre
pk_RDC

x_RDC

y_RDC

z RDC
pression_injection
quantite_mortier_injecte

PK id_mesure_position
FK id_mesure
date_arrondie
pk_rdc
distance_front
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ANALYSE EXPLORATOIRE ET
INGENIERIE DES CARACTERISTIQUES

Introduction

Le chapitre précédent a présenté la transformation de la donnée brute en information
exploitable. A ce stade, il est nécessaire de faire parler les données en menant des
analyses exploratoires. Ensuite, dans le but d’appliquer des algorithmes d’apprentissage
automatique pour la prévision des tassements, il est indispensable de sélectionner et
d’extraire les caractéristiques nécessaires.

Dans la pratique, ces étapes ne se déroulent pas de maniere linéaire, mais plutot
de maniere simultanée et interconnectée. Le but de ce chapitre est donc de présenter
ces travaux dans l'ordre suivant : tout d’abord, nous réexaminerons la problématique
de cette étude en donnant une vue d’ensemble du probleme; puis nous enchainerons
sur I'extraction des variables nécessaires pour 'apprentissage automatique ; enfin, nous
présenterons des analyses statistiques sur les données.

5.1 Vue d’ensemble du probleme

Avant de procéder aux analyses statistiques, il est crucial de revenir a 'objectif final de
cette étude : quelles sont les variables que I'on veut prévoir et quels sont les parameétres
pertinents a considérer pour atteindre cet objectif? Cette section répondra de manieére
rigoureuse a ces deux questions afin d’établir des fondations solides pour la suite des
travaux.

5.1.1 Choix des variables cibles

Cette thése se consacre a la prévision des tassements en surface induits par le creusement
au tunnelier. Toutefois, ce probleme est un phénomeéne tridimensionnel complexe, carac-
térisé par plusieurs parametres tels que le tassement maximal le long de I'axe du tunnel
(Smaz, 8 1.2.2), le tassement maximal a une distance donnée de 'axe du tunnel (s*, §
1.2.2) ou encore le tassement a une certaine distance du front du tunnel (s;o,,4, § 1.2.2).
Dans I'état de lart, les études ont cherché a prévoir majoritairement s,,,, mais aussi s;ong
et s* (Table 3.2, § 3.4.1).

Les données obtenues dans le cadre du GPE contiennent des mesures de tassements
effectuées toutes les 30 minutes environ (§ 4.2.1). Ces informations permettent d’observer
la progression du tassement en un point fixe de I'espace en fonction de 'avancement du
tunnelier par rapport a ce point. Différentes manieres d’aborder le probléme sont possibles.
Une piste de travail aurait été de tenter d’utiliser directement ces mesures, sans travail

113



114

préalable de paramétrisation de la forme des déformations de surface. Ce n’est pas le choix
qui a été fait pour ce travail de these qui se concentre sur la prévision des parametres de la
cuvette, et plus particulierement de s,,,,, et s, issus de calages préalables. C’est un choix
fort, motivé par des considérations pratiques d’ingénieur (compréhension, découpage,
simplification du probléme a traiter, recombinaison), qui donne une direction claire a
I’étude et qui permet le contréle de toutes les étapes nécessaires a la prévision.

Pour obtenir les valeurs de s*, il faut caler les équations de progression du tassement
sur les mesures observées par chacun des capteurs. Ensuite, on cale sur ces s* ’équation
du tassement transversal, ce qui permet d’obtenir les valeurs de s,,,, tout au long du tracé
(Figure 5.1). Les parametres calés sont ensuite injectés dans deux nouvelles tables dans la
base de données :

— la premiére a comme clé primaire id_anneau qui sert également de clé secondaire
pour connecter cette nouvelle table a la table Anneau. Cela permet d’obtenir le
tassement transversal en fonction de la position;

— la deuxiéme a comme clé primaire id_capteur qui sert également de clé secondaire
pour connecter cette nouvelle table a la table Capteur. Cela permet d’obtenir la
courbe de progression du tassement pour chacun des capteurs et ainsi pour chaque
position par rapport a 'axe du tunnel.

x = distance au front y = distance a I'axe du tunnel _

N
A

s [mm ] \

s*

Smax

Progression du tassement
, Tassement transversal
avec I'avancement

(a) (c)

Figure 5.1. Calage de I'’équation de progression du tassement sur les mesures brutes afin
d’obtenir s* en un point fixe (a) puis utilisation des valeurs de s* obtenues en tout
point (b) pour caler '’équation transversale du tassement et obtenir ainsi la valeur de
8771,(1,’1) (C)

5.1.2 Sélection des caractéristiques

Les algorithmes d’apprentissage automatique prévoient la variable cible a partir de carac-
téristiques. La sélection des caractéristiques les plus pertinentes est donc cruciale pour
obtenir des modeles performants. Pour ce faire, on s’inspire de I’état de I'art (Figure 3.6)
ainsi que de I'expérience métier. A ce stade, on choisit les parametres suivants sur lesquels
on effectuera des analyses statistiques : parametres de géométrie (couverture au-dessus
de la vofite du tunnel C' [m]), parametres de pilotage du tunnelier (vitesse d’avancement
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Viunnelier [mm/min], moment de la roue de coupe Mprpc [kKN.m], pression au front Py,
[bar], pression Py, .- [bar] et quantité de mortier injecté V},,,,+icr [m>], poussée totale
du tunnelier P;.;q. [kKN]) et parametres géologiques et géotechniques (poids volumique
v [kN/m?], module pressiométrique de Ménard £,; [MPa], coefficient rhéologique o,
cohésion ¢ [kPa], angle de frottement ¢ [°] et coefficient de pression des terres au repos
K(). A cette liste de caractéristiques éventuelles, on ajoute la distance des capteurs a I'axe
du tunnel d,,.. Le calcul de ce parameétre, ainsi que de la distance du capteur au front
du tunnel d ., est présenté dans la section suivante. Il est a signaler qu’en premiere
approche, la présence des nappes phréatiques n’est pas prise en compte dans nos études.
A T'issue de ces analyses, les caractéristiques a prendre en compte dans les algorithmes
d’apprentissage automatique sont sélectionnées parmi ces parametres.

Réduction des dimensions des parameétres de sol

En premier lieu, il est important d’aborder la question de la dimension des parametres
de sol. Comme expliqué précédemment dans le § 3.3.2, la définition correcte d’une
stratigraphie nécessite une multitude de parametres géologiques. Afin de réduire la dimen-
sionnalité des parametres sélectionnés précédemment, on choisit d’utiliser la méthode de
combinaison des paramétres de sol proposée par Chen et al. (2019a) (Equation 3.1). Nous
avons toutefois choisi de considérer, pour notre cas d’étude, les couches de sol jusqu’a la
base du tunnel et non pas jusqu’a la voiite comme 'auteur le propose. Les modifications
introduites sont mises en évidence dans la Figure 5.2.

D (1) i®™e couche de sol

2) e; : Epaisseur de la i®™¢ couche de sol
&/ 5

h; : Profondeur de la i“"*¢ couche de sol
. . . Y ~
: hi|h h : Couverture du tunnel jusqu’a la volte
e C : Couverture du tunnel jusqu’a la base
@ e
y

.

° n

f ¢ L oNe h

@ < - C C l

M i=1

. f/ \\
® Tun@ﬁ

Figure 5.2. Schématisation de la méthode de combinaison des parametres de sols.
Les modifications par rapport a la méthode initiale (Chen et al., 2019a) sont
marquées en rouge.

La Figure 5.3 permet d’illustrer la valeur des parametres transformés le long des
tracés. Les valeurs de s,,,, calées dans la section suivante sont également présentées. On
peut constater en particulier que les valeurs extrémes de s,,,,, sont bien observées dans les
zones avec les plus faibles couvertures, ce qui est cohérent avec nos connaissances métiers.
Ensuite, on remarque que les zones « homogenes » (stratigraphie et couverture similaires)
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ont des parametres constants. Les variations de parametres sont dues a des changements
de stratigraphie, de couverture ou bien de secteur et donc de parameétres mécaniques de
sol. En effet, le changement de secteur peut induire des décrochements parfois brutaux,
mais cela est normal au regard des choix qui ont été faits. Une piste d’amélioration de la
technique dans notre cas serait de pouvoir lisser ces discontinuités. Il convient de noter
que cette méthode est une transformation qui ne conserve pas l'intervalle des données
d’entrée. A ce titre, c’est une transformation destructrice du sens physique des parametres,
et non pas une homogénéisation au sens strict. Ce n’est pas pour autant un probléme pour
une utilisation dans des algorithmes d’apprentissage, car ce sont les variations d’ensemble
qui importent.
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Figure 5.3. Distribution des s,,,, et des parametres mécaniques combinés du sol en fonction du
profil en long. Les lignes verticales sur le profil en long indiquent le changement de
secteur et par conséquent le changement des parameétres mécaniques des couches.
Ordre des figures de gauche a droite : TR1, TR2 et L14S2.

Pour la 1égende des sols, se référer a la Figure 4.1
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Calcul de la distance a I’axe

La distance des capteurs par rapport a I'axe du tunnel (d,,.) est essentielle pour caler
par la suite la cuvette transversale de tassement. Cependant, cette information n’est pas
fournie par les propriétés des capteurs et doit donc étre calculée. Pour cela, on utilise
les coordonnées des capteurs ainsi que celles du tracé du tunnel. La convention de signe
adoptée pour d,,. est telle que les valeurs sont positives dans la région située a I'est de la
ligne L14S2 et au sud de la ligne L15SO, comme indiqué dans la Figure 5.4. Il convient de
noter que le signe de d,,. n’est pas défini par rapport a la direction de I'axe y, telle que
décrite dans le § 1.2.2 car le creusement des troncons ne suit pas un sens unique.

L1550 L1452

Figure 5.4. Convention de signe de la distance des capteurs a I'axe au tunnel (d,,. positive dans
la zone en rouge sur L14S2 et L15S0)

Calcul de la distance au front

Lors d’un fonctionnement normal, les théodolites effectuent des visées sur les capteurs
environ toutes les 30 minutes ou toutes les heures, ce qui permet d’obtenir des mesures
de tassement en fonction du temps (Table A, Figure 5.5). Cependant, '’équation décrivant
le tassement longitudinal (Equation 1.10) est établie en fonction de I'espace plutét que
du temps. Il est donc nécessaire de calculer la position du front du tunnel a la date des
mesures de tassement.

La position du front pk,.4. est une information connue a partir des parameétres relatifs
au pilotage du tunnelier. En effet, pk,q. est fournie aux dates correspondant au début
(DDE) et a la fin (DFE) de 'excavation d’'un anneau, ainsi qu’au début (DDP) et a la
fin (DFP) de la pose de ce dernier. La durée d’une excavation varie entre 1 heure 30
minutes et 3 heures environ, et la durée de pose est d’environ une demi-heure. Seules
les DDE et DFE sont utilisées (Table B dans la Figure 5.5) puisque la position du front
varie uniquement en phase d’excavation. Les étapes permettant de retrouver la position
du front du tunnel a la date des mesures de tassement sont décrites dans la Figure 5.5.

A T'issue de ce travail, il est possible d’obtenir des visualisations des mesures de
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tassement en fonction de la date et de la distance au front du tunnel comme illustré dans
la Figure 5.6

date mesure
~ 30 min Arrondissement des dates a 15 min prés
| date Phase Pkrac
DDE ou DFE
date Création d’une table avec les dates toutes les 15 mins
Toutes les 15 min depuis le début jusqu’a la fin du creusement du troncon
Full join et
- | date Pkrac et remplissage des valeurs manquantes de pk,4 :
15 min - Interpolation entre DDE et DFE
- Copie entre DFE et DDE
date k mesure | d
PKrac front Left join @) et
~15 min
Caleul dfyont
= Pkrac = Pkcapteur Si Pkrqc croissant
= PReaptewr — Pkrac Si kg décroissant

Figure 5.5. Etapes suivies pour le calcul de la distance du capteur au front du tunnel. Ces étapes
sont répétées pour chaque trongon.
Remarque : Les types de jointure sont expliqués dans ’Annexe C.

5.2 Calage des équations de tassement

Pour obtenir les variables cibles s,,,. et s*, il faut passer par un calage des équations de
progression du tassement sur les mesures brutes observées par chacun des capteurs et
ensuite caler 'équation du tassement transversal sur les s* obtenus. Cependant, afin de
réduire les pertes et d’obtenir des calages suffisamment fiables et précis, il faut commencer
par nettoyer les mesures de tassements au-dela de ce qui a déja été fait lors du nettoyage
« primaire » présenté au § 4.2.2.

5.2.1 Nettoyage des mesures de tassement

Le nettoyage supplémentaire appliqué sur les mesures de tassements consiste a appliquer
des filtres sélectifs, a éliminer les mesures aberrantes et a réduire le bruit des mesures.

Filtrage

Une série de sélections par filtrage ont été effectuées afin d’augmenter la qualité des
données avant de lancer des études supplémentaires :
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Figure 5.6. Exemple de mesures de tassement en fonction de la date et de la distance au front du
tunnel

1. Filtre sur les types de capteurs a retenir.
Seuls les capteurs placés sur les voiries ou les batiments (en bas ou en haut) ainsi
que les cibles virtuelles ont été injectés dans la base de données (capteurs de
type : Centaure, Cible, Prisme, Prisme Voirie, Prisme Bati, Prisme Bas et Prisme
Haut). A ce stade, on obtient une table Capteur avec 8 689 capteurs et une table
Mesure_Capteur avec 67 935 713 mesures de tassements associés. La répartition de
ces capteurs sur les tracés des lignes 1.14S2 et L15SO est montrée dans la Figure 5.7.

2. Filtre sur la distance des capteurs au front du tunnel (d,o,,.)-
Il convient de noter que des mesures coincident en termes de dates avec une absence
de creusement, par exemple au début et a la fin des troncons. Ces valeurs sont
forcément éliminées.
On cherche également a éliminer les mesures de déplacement qui ne sont pas induits
par le creusement. Nous avons donc gardé uniquement les mesures obtenues 150 m
avant le passage du tunnelier et jusqu’a 500 m apres le passage du tunnelier. Cela
correspond a environ 10 a 15 jours avant le passage du front du tunnel et 1 mois
apres (§ 5.3.1). Ce filtre simple permet d’épurer une grande quantité de données :
le nombre de mesure est divisé par 5 (13 141 328 observations restantes). En
termes d’espace mémoire pour le stockage, on passe d’une taille initiale de 4.7 Gb
a une taille de 1 Gb, ce qui permet de gagner largement en performance lors des
traitements subséquents.
A ce stade, une nouvelle table est créée dans la base de données sous le nom de
Mesure_Capteur_Position qui est reliée a la table Mesure_Capteur. Cette table
contient alors les mesures épurées en fonction de la position du front (pk,,.) et de
la distance au front (ds,on¢).
Par la suite (§ 5.3.1), nous verrons pourquoi il s’est finalement avéré suffisant de
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travailler avec un intervalle entre 100 m avant le passage du front du tunnel jusqu’a
250 m apres le passage du tunnelier.

3. Filtre sur la distance des capteurs a 'axe du tunnel (d,..).
Les capteurs a une distance d,,. > 7 x D sont supprimés, soit 68 capteurs.

4. Filtre pour supprimer les capteurs qui n’ont pas suffisamment de mesures pour
permettre de caler I'équation de progression du tassement (Equation 1.10). Pour
réussir le calage, apres une série de tests, nous avons choisi de retenir le seuil d’au
moins 10 mesures entre d,,,;= —50 m et df,one= 0 m et d’au moins 10 mesures
entre dyyopt= 30 m et dfyon= 250 m.

A ce stade, la table contient 8 706 685 observations issues de 6 799 capteurs.

Il plateau_MAL-BAG

autour_BAG
autour_FVG
autour_CH

ay;

W .3 ‘ & Biovre

autour IGR
[ plateau vitt-

W vBPKBH1

\
{\ MBR-KBH2

Figure 5.7. Répartition des capteurs sur les lignes L.14S2 et L15SO. Les couleurs indiquent les
secteurs

Données aberrantes

Deux méthodes sont appliquées pour supprimer les mesures aberrantes. La premiére
consiste a appliquer un filtre simple pour supprimer les valeurs les plus atypiques. Ce
filtre consiste a calculer la moyenne des mesures de tassement d’un capteur (s,o,) et
supprimer toute valeur qui n’appartient pas a l'intervalle [s,,o;, — 30 ; S0y + 30]. La valeur
de 30 mm est choisie au regard des tassements maximaux observés sur les deux lignes
L.14S2 et L15SO qui ne dépassent jamais les 20 mm. Le nombre de capteurs affectés par
ce filtre est présenté dans la Figure 5.8, qui montre par ailleurs quelques exemples de
données avant et aprés application de ce filtre. Au total, 154 mesures sont supprimées.
La seconde méthode est I'utilisation de I'algorithme des foréts d’isolation IF (§ 2.3.1).
Ce dernier est un algorithme d’apprentissage automatique bien adapté a 'apprentissage
non-supervisé, en particulier pour les taches de détection d’anomalies. Il suffit de prendre
la distance au front et les mesures en tant que parametres d’entrée et 'algorithme retourne
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Figure 5.8. Nombre de mesures de tassement éliminées lors du filtre + 30 mm, et exemples de
données de capteurs filtrés

en sortie une note pour chaque mesure indiquant ainsi si cette derniére est typique ou
aberrante. Ce filtre a permis d’éliminer 175 856 mesures aberrantes. Quelques exemples
de résultats issus de 'application des foréts d’isolation sont présentés dans la Figure
5.9. 1l convient de noter que I'application du premier filtre simple est nécessaire avant
l'utilisation des foréts d’isolation car ce dernier se base sur la détection de groupement
de données. Par conséquent, des mesures comme celles observées par le capteur 1683
(Figure 5.8) n’auraient pas été considérées par I'I[F comme des mesures aberrantes vu
qu’elles forment un groupement.

1 # {python}

2 cpt_list = all_data.id_capteur.drop_duplicates().values

3 for cpt in cpt_list:

4 df = all_datalall_data.id_capteur == cpt]

5

6 # selection des caracteristiques

7 anomaly_inputs = ['d_front', 'mesure']

8

9 # contamination: valeur entre 0O et 0.5, a augmenter pour avoir un
modele plus strict.

10 # random_state: pour avoir des resultats reproductibles.

11 model_IF = IsolationForest(contamination = float(0.02), random_state
= 42)

12

13 # Entrainement de 1'algorithme

14 model _IF.fit (df [anomaly_inputs])

15

16 # obtention des predictions

17 # anomaly_scores : score de chaque observation dans 1'ensemble

des donnees.

5.2 Calage des équations de tassement
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18 # Plus le score est bas, plus 1l'observation est anormalle.
Les valeurs negatives indiquent que 1'observation est aberrante.
valeur 1 ou

19 # anomaly -1 pour indiquer si 1l'observation est

typique ou aberrante.

20 df ['anomaly_scores'] = model_IF.decision_function(df[anomaly_inputs
ID)
21 df ['anomaly '] = model_IF.predict(df [anomaly_inputs])

Script 5.1 Entrainement de I'algorithme forét d’isolation (IF)
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Figure 5.9. Exemples de résultats issus de l'algorithme des foréts d’isolation (IF). Les mesures

identifiées comme aberrantes sont signalées en rouge

Données bruitées

Des techniques de lissage de courbes telles que les moyennes et médianes mobiles ont
été testées pour éliminer le bruit des mesures de tassement obtenues par un capteur
(Figure 5.10). L’objectif ultime de ce nettoyage est de parvenir a caler les parametres des
équations de tassement (§ 5.2.2). Nous avons donc comparé les résultats de calage de
s* sur des mesures brutes ainsi que sur des mesures nettoyées a 'aide de la moyenne
mobile sur les distances (Script 5.2). Les résultats présentés dans la Figure 5.11 montrent
clairement que le calage par la méthode des moindres carrés réussit aussi bien sur des
mesures bruitées que sur des courbes lissées. Nous avons donc fait le choix de ne pas
conserver ce travail de lissage des courbes pour la suite.

1 # {python}

2 df _moyenne = pd.DataFrame (columns= ["id_capteur", "d_front", "mesure'"])
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for id_cpt in liste_capteurs:
df = all_datalall_data.id_cap

250, 2):

df [(df .d_front
(df .d_front

if not np.isnan(moyenne):

for i in range (-100,

3
4
5
6 moyenne =
7
8
9

df _moyenne =

teur == id_cpt]
> i) &
<= i+2)].mesure.mean ()

df _moyenne . append (

10 pd.Series ({"id_capteur":id_cpt,
11 "d_front": i, "mesure": moyennel}),
12 ignore_index = True)

Script 5.2 Moyenne mobile sur une distance
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5.2.2 Equation de progression du tassement

L’étape suivante consiste a caler '’équation de progression du tassement en fonction de
Pavancement du creusement (§ 1.2.2, Equation 1.10). Cette équation est paramétrée par
les éléments suivants :

— s* : tassement maximal observé par un capteur (point fixe de ’espace).

— i, : facteur de forme qui rend compte de la position du point d’inflexion de la dérivée
de cette gaussienne cumulée, et donc de la pente maximale de la courbe dans sa
zone de transition.

— m, : coefficient de décalage horizontal de la courbe qui donne une liberté sur la
valeur de tassement au passage du front de taille, qui, nous le verrons aprés (8§
5.3.1), n’est pas toujours égal a la moitié du tassement maximal comme indiqué par
Attewell et Woodman (1982).

— 50 : valeur absolue de décalage vertical de la courbe (offset).
Les mesures des capteurs sur chantier peuvent étre perturbées par de nombreux
facteurs externes tels que des problémes du capteur, des bruits ou vibrations dus au
chantier ou a la circulation routiére, ou encore la météo (pluie, sécheresse, etc.).
Pour éviter de prendre ces facteurs en compte, une remise a 0 du tassement bien
avant le passage de la roue de coupe en-dessous du capteur doit étre effectuée. Cela
est possible en décalant ’équation d’une valeur a caler, notée s.

Il convient de rappeler que i, et m, sont exprimés en metre et que leur effet sur la forme
de la courbe est présenté dans la Figure 1.11.

Le calage se fait avec la méthode des moindres carrés, a I'aide de la fonction curve_fit
de la librairie SciPy de Python. En plus de I'équation de progression du tassement, de la
distance au front dy,.,; et des mesures de tassement, cette fonction prend en argument
les éléments suivants :

— un vecteur py contenant une estimation initiale des parameétres a caler. Nous avons
choisi les valeurs suivantes : py = [—3, 10, 10, sy,0] pour s*, i, m, et so, respective-
ment (les valeurs numériques étant données en mm).

— un vecteur bounds indiquant les limites inférieures et supérieures des parameétres a
caler. Les limites adoptées (en mm) sont :

bounds = ([s;, = =30, iz, =5, My, = —10,  80,,; = Smean — 30,
[s:up =5, iy, = 100,  mg,,, = 30, 504up = Smean 1 30])

Ces limites, choisies par taitonnement, sont assez larges pour réduire la perte de
capteurs lors du calage tout en optimisant la qualité du calage des courbes. Par
exemple, les limites de m, sont sélectionnées de facon a ne pas prendre en compte
les éventuelles variations observées bien avant ou apres le passage du tunnelier.
Concernant les limites de s*, nous avons fait le choix de garder une certaine liberté
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pour la limite supérieure afin de pouvoir détecter les capteurs indiquant un souléve-
ment, comme ceux montrés dans la Figure 5.15. Ces souléevements peuvent étre diis
a des facteurs externes tels que la pression d’injection du mortier a I'arriere de la
jupe ou bien une pression de front élevée. Par la suite, les capteurs qui mesurent
des soulévement sont supprimés, soit 1061 capteurs (Figure 5.23a).

— une valeur pour maxfev qui est le nombre maximal d’appels de la fonction afin
de trouver les parameétres optimaux. La valeur par défaut est de 600. S’il s’avére
nécessaire d’augmenter grandement ce parametre, cela indique que le modele choisi
n’est pas le bon. Néanmoins, de facon a obtenir systématiquement des résultats de
calage, et donc de ne pas risquer de perdre des mesures par manque d’itérations,
et ayant par ailleurs des milliers de courbes a caler automatiquement, nous nous
sommes permis de monter cette valeur a 10 000.

# {python}
import pandas as pd
from scipy.optimize import curve_fit

from scipy.stats import norm

1
2
3
4
5 # definition de 1l'equation de progression du tassement
6 def S_temporel(d_front, Se, ix, mx, s0):

7 return Se*norm.cdf (d_front, loc = mx, scale = ix) + sO

8 # loc = moyenne et scale = ecart-type
O # definition de la fonction de calage des parametres

10 def calage_Stemporel(df, id_capteur):

11 df = df[df["id_capteur"] == id_capteur].sort_values("d_front")
12 X = df["d_front"].values

13 Y = df ["mesure"].values

14 s_moy = Y.mean ()

15 (Se, ix, m, s0) = curve_fit(S_temporel, X, Y,

16 p0 = [-3, 10, 10, s_moyl],

17 bounds = ([-30, 5, -10, s_moy-30],
18 [5, 100, 30, s_moy+30]),
19 maxfev = 10000)

Script 5.3 Calage de 'équation de progression du tassement (Se = s*, norm.cdf = G|, ,(«a),

df'r‘on,t; Ty My SU)

Par la suite, quelques vérifications sont effectuées telles que 'observation des capteurs
avec des s* < —15 mm (généralement, s* ne dépasse pas des valeurs de 'ordre de 12 mm
(en valeur absolue)) ou encore des |sp| > 15 mm (Figure 5.23a). Les parametres de ces
capteurs sont soit corrigés manuellement en testant différentes combinaisons de para-
meétres, soit supprimés.

L’étape suivante consiste a trouver une méthode pour évaluer la qualité des para-
metres obtenus et ainsi trancher sur la « bonne » ou « mauvaise » qualité des capteurs.
Pour cela, nous avons calculé 'erreur entre les valeurs mesurées et les valeurs calées en
utilisant le coefficient de détermination R? (Equation 2.2). Il convient de noter que le
score en question ne permet pas de fournir une réponse définitive : la distinction entre
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un capteur de qualité supérieure et un capteur de qualité inférieure demeure subjective
et peut étre soumise a des critiques. Nous avons fait le choix de garder les capteurs avec
un R? > 0.02 afin de garder le plus grand nombre de données possible. Ce choix sera
discuté dans la suite de cette these compte tenu des résultats obtenus par les algorithmes
d’apprentissage automatique (§ 7.2.2). Quelques exemples de calage sont montrés dans
les Figures 5.12, 5.13, 5.14 et 5.15.

5.2.3 Equation du tassement transversal

Le calage de I'équation de progression du tassement sur les mesures des capteurs a permis
d’obtenir le tassement maximal mesuré de part et d’autre de I'axe du tunnel (s*). Par suite,
il est possible de caler ’équation du tassement transversal en fonction de la distance a
Paxe (§ 1.2.2, Equation 1.1). Cette équation est paramétrée par les éléments suivants :

— Smaz - tassement maximal observé a 'axe du tunnel aprés stabilisation.
- i, : distance entre I'axe et les points d’inflexion de la courbe gaussienne.

- m, : coefficient de décalage transversal qui indique la distance a I'axe a laquelle on
observe s,,,,. En théorie, m, est nul. Toutefois, en pratique, il est conseillé d’ajouter
ce degré de liberté pour mieux caler la courbe sur les mesures.

Il convient de rappeler que i, et m, sont exprimés en metre. Comme précédemment, le
calage se fait avec la méthode des moindres carrés, a 'aide de la méme fonction. Les
valeurs des arguments choisis sont les suivantes :

- po =[—2, 15, 0] pour S,,qz, iy €t my, respectivement (les valeurs numériques étant
données en mm).

— Les limites adoptées (en mm) sont :

bounds = ([Smaz,,; = —20, by = O, my,. , = =5,

[Smaxsup =0, iysup = 35, Mysup = 5])

— maxfev= 5 000

La premiéere question qui se pose est celle de la tolérance acceptable permettant de
considérer que les s* font partie de la méme section, puisque les capteurs correspondant
a une section donnée ne sont pas parfaitement alignés sur une méme orthogonale au
tunnel. La deuxiéme question est de savoir a partir de combien de points il est possible de
caler une gaussienne sur les mesures. Nous avons fait le choix de prendre une tolérance
de 20 m longitudinalement et d’avoir au moins 5 mesures par section. Deux conditions
supplémentaires ont été imposées : celle d’avoir au moins une mesure a |dg;.| < 5 m et
celle d’avoir au moins une mesure a |dqz¢| > 15 m. Ces tolérances et conditions ont été
choisies par essais et erreurs. Quelques exemples de cuvettes transversales calées sont
montrés dans la Figure 5.16.
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# {python}

import pandas as pd

from scipy.optimize import curve_fit

import numpy as np

# definition de 1'equation transversale du tassement

def S_trans (d_axe

d_axe = d_axe

B

Smax, iy, my):

- my

return Smax*np.exp(-0.5*%x(d_axe / iy) **2)

10 # boucle pour retrouver les id_anneau qui ont suffisamment de points

11

12
13
14
15
16
17
18
19
20
21

autour pour effectuer le calage

# Rq: df_calage est le tableau contenant id_anneau, id_capteur, d_axe et

Se (s*)

id_anneau_a_caler

= [

for id_anneau in df_calage.id_anneau.drop_duplicates().values:

df = df_calage[(df_calage.id_anneau >= id_anneau - 20) &

(df _calage.id_anneau <= id_anneau + 20)]

if (len(df) < 5 or len(df[df.d_axe.abs() <= 5]) < 1
or len(df[df.d_axe.abs() >= 15]) < 1):

# Pas assez de points

continue

id_anneau_a_caler.append(id_anneau)

22 # boucle pour caler 1l'equation du tassement transversal sur les mesures

23
24
25
26
27
28
29
30
31

for id_anneau in id_anneau_a_caler:

df = df_calage[(df_calage["id_anneau"] >= id_anneau - 20) &

X

(df _calage["id_anneau"] <= id_anneau + 20)]

df ["d_axe"].values

Y = df ["Se"].values

(Smax ,iy, m)

curve_fit (S_trans
bounds
p0 = [-

maxfev

>

2

3

X, VY,
([-20, 5, -51, [0, 35,5]1),
15, 0],

5000)

Script 5.4 Calage de I'équation transversale du tassement (Smax = $,,42, daze, by, My)
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Figure 5.12.
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Exemples de capteurs retenus avec R? entre 0.02 et 0.5
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Figure 5.14. Exemples de capteurs non retenus (R? < 0.02)
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Exemples de résultats de calage de courbes de progression du tassement sur des
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Quelques exemples de calage de I'équation transversale du tassement

5.3 Exploration et analyses statistiques des parametres

5.3.1 Exploration

Cette partie vient en continuité a 'analyse exploratoire des données. On y trouve les

distributions des différents parametres d’entrée, leur transformation si besoin ainsi que

les études de corrélations entre les différents parametres et le tassement.

Analyse du décalage s,

Pour rappel, sg désigne la valeur de décalage de I’équation de progression du tassement.

Ce parameétre varie majoritairement dans l'intervalle [-4 mm ; 4 mm)| (Figure 5.17a),a

I'exception de 33 capteurs ayant des valeurs dans la plage [-15 mm; 15 mm]| et 2 autres

capteurs aux valeurs tres en dehors de cette plage.

Les valeurs de s( en fonction de I'id_anneau sont présentées dans la Figure 5.17b. On

en conclut que les valeurs atypiques de sq se retrouvent majoritairement dans des zones

concentrées (d’ou les points sur des verticales) et qu’il n’y a pas de tendance générale qui

montrerait des dérives. Il s’agit donc d’aberrations localisées qu’il n’est pas possible de

corriger par le simple jeu de filtres ou d’offsets sectorisés.
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Figure 5.17. Analyses de sg

Analyse de m, et m,

Pour rappel, m,, est le décalage par rapport a 'axe du tunnel ot I'on observe s,,,, alors
que m, est le décalage de la courbe de tassement longitudinal qui rend compte du fait que
le ratio entre le tassement au passage du front de taille et le tassement maximal observé
en ce point (s*) est variable.

Les valeurs de m, présentent une distribution gaussienne avec une moyenne autour
de 12 m (Figure 5.18a). Cela indique que, généralement, la moitié du s* est atteinte a une
distance dy,.,; d’environ 12 m. Les valeurs de m, montrent clairement un effet de bord
aux bornes imposées lors du calage, soit —10 m et 30 m. Ces effets de bords impliquent
que le calage n’est pas optimal mais il reste néanmoins exploitable. En effet, il convient
de noter qu’il a été vérifié que les valeurs en dehors de la plage sont le cumul de valeurs
distribuées de facon décroissante et monotone. Il n’y a donc pas d’autres modes cachés
dans cette queue de distribution.

Quant aux valeurs de m,, elles présentent également une distribution gaussienne
centrée (Figure 5.18b), ce qui veut dire que majoritairement, le tassement maximal est
bien observé directement au-dessus de I'axe du tunnel.

500
1000
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N N300
500 200
0 -II.III Illll 0
-10 0 10 20 30
mx [m]
(a) Distribution de m., (b) Distribution de m,

Figure 5.18. Distributions des parametres m, et m,
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Analyse de i, et i,

Pour rappel, i, est la distance du point d’inflexion a I'axe de la courbe du tassement
transversale alors que i, est un facteur de forme qui rend compte de la position du point
d’inflexion de la dérivée de cette gaussienne cumulée (et donc de la pente maximum de la
courbe).

Les valeurs de i, sont majoritairement réparties dans l'intervalle [ 5 m ; 30 m| avec
un effet de bord clair sur la borne supérieure imposée qui est égale a 35 m (Figure 5.19b).
En comparant les valeurs de i, a celles de i,, on remarque que les deux distributions sont
plutot similaires, a I'exception de la borne supérieure de i,, qui était moins contrainte lors
du calage, puisque limitée a 100 m. Compte tenu du faible nombre de valeurs entre 40 m
et 100 m, on peut se dire que la limite supérieure de i, a été mal choisie et devrait donc
étre limitée a une valeur autour de 40 m. Ce sujet fera 'objet d’une discussion a la fin
de cette these, discussion portant plus généralement sur I’effet des bornes imposées aux
parametres calés sur la valeur de s* (§ 7.2.2).
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N 600 N200
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100

| Ind iR
5 20 40 60 80 100 5 10 15 20 25 30 35
ix [m] iy [m]
(a) Distribution de i, (b) Distribution de i,

Figure 5.19. Distributions des parametres i, et i,

Une observation supplémentaire est faite sur la répartition des parametres i, et i, en
fonction de 'espace, représenté par id_anneau. La Figure 5.20 montre que la répartition
des valeurs de 4, suit des tendances variant selon les zones de creusement. Concernant les
valeurs de i, il est difficile de tirer une conclusion claire en regardant tous les capteurs
(représentés par id_capteur) (Figure 5.21). On trace alors i, en fonction de I'id_anneau
pour les capteurs a une distance a 'axe inférieure ou égale a 5 m (ce qui correspond a
D/2) (Figure 5.22). On observe qu'’il ya bien une certaine continuité des i, sur le linéaire.

Analyse de s*

Pour rappel, s* est le tassement maximal observé par un capteur (point fixe de I'espace).
Les valeurs de s* obtenues a partir du calage de ’équation de progression du tassement sur
les mesures de tassement indiquent qu’il y a des capteurs qui mesurent des soulévement
(s* positifs, Figure 5.15). Ces capteurs sont considérés comme non-pertinents pour la
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Figure 5.20. i, en fonction de I'id_anneau pour chaque troncon
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Figure 5.22. i, en fonction de I'id_anneau pour chaque troncon (capteurs avec d,,. < 5 m)

prédiction des cuvettes de tassement et ne sont donc pas conservés dans la suite des
études.

Les distributions du parametre s* issues du calage avant et apres ce filtrage sur les
valeurs positives de s* sont présentées dans la Figure 5.23a et la Figure 5.23b. Les valeurs
finales (filtrées) de s* étudiées dans la suite varient majoritairement dans I'intervalle
[-10 mm; 0 mm]| hors valeurs atypiques qui sont tres localisées mais hors distribution.

On trace également les valeurs de s* en fonction de d,.. et des différents secteurs.

Cette visualisation nous permet de distinguer d'un c6té les secteurs qui ont le plus de
mesures et d'un autre une allure des cuvettes de tassement dans chacune des zones avec
une indication sur la valeur de s,,,, a laquelle il faut s’attendre. A titre d’exemple, on
voit que les secteurs 20 et 21, qui correspondent aux ouvrages annexes de Jean Prouvé
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Figure 5.23. Distributions du parametre s*

et République (200 m de longueur au total) n’ont pas suffisamment de valeur de s* et
par conséquent n’auront pas de valeurs de s,,,,,. Cette information est confirmée par la
distribution des id_anneau (Figure 5.25b) qui montrent un creux vers nomcolonneP-
Kid_anneau = 9000 qui correspond au début de la L14S2. C’est effectivement une zone
sur la L14S2 ot il y a trés peu de capteurs posés en surface (sud de la L14S2, Figure 5.7),
ce qui justifie le faible nombre de s,,,4-

De plus, on observe que les s* les plus importants, soit entre —12 mm et —15 mm, sont
observés dans le secteur 1 (sans tenir compte du secteur 21 et de la valeur aberrante dans
le secteur 11). Le secteur 1 correspond aux derniers 950 m du trongon TR1, soit autour
de la gare Fort d’'Issy/ Vanves/ Clamart.

D’ailleurs, il est également possible de tracer la distribution de la distance des
capteurs a 'axe du tunnel ainsi que sa répartition sur les trois troncons (Figure 5.25). Ces
figures montrent que la distribution des capteurs autour du tracé du tunnel est homogéne,
et cela quel que soit le trongon, puisque la distribution de la distance a ’axe est normale
centrée. On a donc des mesures de s* en toute position par rapport a ’axe du tunnel.

Exploration de la progression du tassement

Apreés obtention des courbes calées de la progression du tassement avec ’avancement
du tunnelier, il est possible d’effectuer des explorations statistiques sur les valeurs du
tassement en fonction de la distance au front.

On s’'intéresse tout d’abord a la valeur du ratio du tassement observé au front par
rapport au tassement maximal s*. Nous avons nommé cette valeur 7, avec n = s(dfront =
0)/s+. On représente dans la Figure 5.26a une boite a moustache des valeurs de 1 en
fonction de la ligne de creusement pour les capteurs a une distance a ’'axe du tunnel
inférieure a 5 m (1D/2). On trouve que les valeurs de 7 se concentrent majoritairement
dans l'intervalle [ 0.2 ; 0.4]. En d’autres termes, le tassement au front est généralement
égal dans notre cas a 20 a 40% du tassement maximal final s*. La Table 5.1 résume les
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Figure 5.24. s* en fonction de la distance du capteur a 'axe du tunnel et du secteur.
Pour la liste des secteurs, se référer a la Table 4.1

tendances : la moyenne de 7 est de 0.33 pour les capteurs a des distances a I'axe arrivant
jusqu’a 70 m.

Ensuite, on souhaite évaluer la distance au front du tunnel a partir de laquelle le
tassement atteint 95% du tassement maximal s*. Cette valeur est notée dy,q,; 5. De
méme, on représente une boite & moustache des valeurs de dy,.,; s« €n fonction de la
ligne de creusement. Le résultat, présenté dans la Figure 5.26b, montre que cette distance
varie majoritairement entre 25 m et 75 m pour les capteurs a une distance a I'axe du
tunnel inférieure a 5 m. La Table 5.1 indique que d¢,on s« @ pour moyenne 63 m, pour
médiane 50 m et pour 1¢" et 3¢ quartiles 33 m et 75 m, respectivement. Cela nous
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Figure 5.25. Distribution de la distance des capteurs a 'axe du tunnel (a noter que ce sont
uniquement les capteurs avec un calage de '’équation de progression du tassement
réussi)

Table 5.1. Description statistique de 7 et d front s«

dame [m] n= S(dfront = 0)/5* dfront S* [m]
nombre 5687 5687 5687
moyenne -2.65 0.33 63.53
écart-type 23.75 0.22 49.50
min -70.40 0.00 -1.78
25% -19.12 0.19 33.55
50% -3.13 0.32 49.89
75% 14.27 0.42 75.15
max 70.12 0.98 194.49

permet donc de conclure que la longueur de la zone de transition entre le moment ou
un capteur n’est pas affecté par le creusement et le moment ou il atteint son tassement
maximal est typiquement de I'ordre d’'une centaine de métres.

On peut donc simplifier le probleme d’apprentissage en ignorant cette zone complexe, ol
les valeurs de tassement varient significativement. Nous y reviendrons dans la prochaine
partie (§ 7.2).

Analyse de s,,..

Le parametre suivant a analyser est le tassement maximal observé a I'axe du tunnel s,,4;.
Il convient de rappeler qu'une des conclusions obtenues a partir de la Figure 5.3 est que les
valeurs extrémes de s,,,, sont observées dans les zones avec les plus faibles couvertures.
La distribution des valeurs de s,,4, ainsi que leur répartition sur le tracé du tunnel sont
présentés dans la Figure 5.27. Les résultats montrent que s,,q, varie dans typiquement
dans lintervalle [ —12 mm; O mm)]. De plus, on remarque que les tassements les plus forts
sont observés sur la L14S2, pour les id_anneau autour de 8000. Cette zone est a proximité
de 'ouvrage annexe Jean Prouvé. On peut faire 'hypothése que les travaux de cet ouvrage
ont influencé la valeur de s,,,.. La description statistique de s,,,, est présentée dans la
Table 5.2.
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Figure 5.27. Analyses des valeurs de s,

Distribution des caractéristiques

L’étape suivante consiste a tracer la distribution des caractéristiques choisies précédem-
ment (§ 5.1.2, Figure 5.28) ainsi qu’a établir leurs mesures statistiques (Table 5.2). Il
convient de mentionner a cette étape que les algorithmes d’apprentissage automatique
choisis (algorithmes a base d’arbres de décision, § 6.1) ne sont pas dépendants de la
distribution des parameétres. Il n’est donc pas nécessaire d’effectuer des normalisations
des distributions a ce stade.

Nombre d’anneaux posés par jour

Pour le retour d’expérience, nous avons effectué des statistiques sur le nombre d’anneau
posés par jour sur les trois trongon TR1, TR2 et L14S2. Ces valeurs sont représentées dans
la Figure 5.29. Le nombre maximal d’anneaux posés par jour est de 17, soit un creusement
de 34 m (un anneau a une longueur de 2 m). On observe dans les trois cas une progression
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Figure 5.28. Distributions des parameétres
Vunne ier
! : MRDC Pfront Pmortier Vmortier Ptotale
Smaz MM/ [bar] [bar] [m?] [kN]
min] )
nombre 2590.0 2590.0 2590.0 2590.0 2590.0 2590.0 2590.0
moyenne -3.5 33.7 4687.1 1.2 2.7 10.3 20599.4
ccart- 2.4 8.4 18525 0.6 0.8 3.3 6726.5
type
min -17.5 10.3 0.0 -0.1 0.0 0.0 3013.8
25% -4.5 27.5 3538.4 0.8 2.2 10.2 16146.1
50% -3.2 33.6 4387.1 1.2 2.7 11.0 19266.9
75% -1.7 39.8 5409.8 1.6 3.2 11.7 23899.4
max -0.2 59.5 17540.6 2.6 6.6 20.8 43442.2
C [m] ~[kN/m?] E,; [MPa] o c[kPa]l ¢ [°] K,
nombre 2590.0 2590.0 2590.0 2590.0 2590.0 2590.0 2590.0
moyenne 29.5 12.4 66.6 0.4 41.4 20.0 0.3
ccart- 8.0 1.0 30.2 0.1 192 3.1 0.1
type
min 11.3 11.1 15.7 0.3 10.0 14.3 0.2
25% 25.2 11.8 40.3 0.3 28.4 18.2 0.3
50% 28.7 12.2 60.5 0.4 38.3 19.7 0.3
75% 34.4 12.8 92.5 0.4 55.6 21.7 0.3
max 52.8 18.4 135.1 0.6 80.2 36.3 0.4
Table 5.2. Description statistique des variables
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systématique en début de creusement, qui correspond a ’apprentissage des opérateurs
et, au tout début, au montage de la machine. Au niveau du TR2, on observe une période
creuse début 2020 qui correspond au coincement de la machine apres le passage de la
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Figure 5.29. Nombre d’anneaux posés par jour en fonction du trongon

5.3.2 Analyses bivariées

L’étape suivante consiste a étudier la corrélation des parametres entre eux ainsi que celle
des parametres avec la variable cible a 'aide du coefficient de Pearson R (E'quation 2.1).
Le coefficient de corrélation de Pearson varie de -1 a 1 et indique une corrélation parfaite
négative (R=-1) ou positive (R=1) entre les deux variables étudiées.

Tout d’abord, une carte de chaleur (heatmap) est tracée en prenant s,,,, comme
variable cible. Les résultats, présentés dans la Figure 5.30, indiquent que les parametres
les plus corrélés entre eux sont ¢ [kPa] et F); [MPa] avec R = 0.86, puis K et «
avec R = 0.84 et ensuite ¢ [°] et v [kN/m?] avec R = 0.74. Ces corrélations ne sont
pas analysées en recherchant un sens physique puisque ce sont des parameétres de sols
combinés.

La corrélation la plus forte avec s,,,, est celle de Ky (R = 0.56), tandis que la
corrélation la plus faible est celle avec Mzpc [kN.m] (R = 0.07). Nous avons donc
choisi de ne pas prendre en compte Mrpc [KN.m] en tant que caractéristique pour
I'entralnement des modeles d’apprentissage automatique. Nous remarquons sur la Figure
5.31 que c’est K qui figure en premiere place pour s,,., et en 2eme place pour s* apres

5.3 Exploration et analyses statistiques des parameétres

139



140

daze. Les parameétres suivants dans le classement sont ¢ [kPa], a et Ey; [MPa] pour $;,qs
et « et ¢ [kPa] pour s*. On remarque que I'influence des parameétres n’est pas la méme sur
les deux variables cibles en question, notamment pour la couverture du tunnel.
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Figure 5.30. Carte de chaleur (Heatmap) des parametres ayant une influence sur le tassement et
le tassement maximal a 'axe s,,,4.

Conclusion

Le présent chapitre était composé de trois sections distinctes.

Tout d’abord, une mise au point sur les objectifs des travaux est effectuée afin de sélec-
tionner les variables cibles et les caractéristiques pertinentes. Nous avons présenté des
techniques d’extraction de caractéristiques, notamment le calcul de nouveaux parametres
tels que la distance d’'un capteur a I'axe du tunnel (d,..) et la réduction de la dimension
des parametres géologiques et géotechniques.

Les variables cibles choisies sont le tassement maximal observé a 'axe du tunnel
(smaz) ainsi que le tassement maximal a une distance de I'axe du tunnel (s*). La deuxieme
partie présente alors des techniques supplémentaires de nettoyage des mesures de tasse-
ment telles que I'algorithme d’apprentissage automatique des foréts d’isolation (IF). Nous
avons ensuite calé ’équation de progression du tassement sur les mesures nettoyées des
capteurs pour obtenir s*, puis calé ’équation du tassement transversal sur les valeurs de
s* ainsi obtenues pour déterminer $;,q; -

Une fois que les paramétres nécessaires a notre étude ont été obtenus, nous avons
pu explorer la variabilité de ces parametres afin de mieux les connaitre et déceler d’éven-
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Figure 5.31. Coefficient de corrélation de Pearson R de s,,., et de s* avec les parametres

tuelles erreurs lors des processus de transformation et de calage. Des analyses statistiques
ont été menées pour mieux comprendre les données et déduire les corrélations entre les
différents parametres et les variables cibles. Cela nous a permis d’affiner la sélection des
caractéristiques a utiliser pour entrainer les algorithmes d’apprentissage automatique.
En somme, ce chapitre nous a permis d’approfondir notre compréhension des don-
nées, d’extraire les caractéristiques pertinentes et de calibrer les équations nécessaires a
notre étude. Ces résultats seront utilisés pour la modélisation et la prévision des tasse-
ments dans le chapitre suivant a 'aide d’algorithmes d’apprentissage automatique tels que

les foréts aléatoires.
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CONCLUSION

La présente partie était composée de deux chapitres.

Le Chapitre 4 avait pour objectif de décrire les lignes 14 Sud et 15 Sud-Ouest ainsi
que la collecte, le nettoyage et le stockage des données. A ce stade, nous avons enfin une
base de données opérationnelle qui servira pour les études effectuées dans le cadre de
cette thése ou encore pour des études ultérieures.

Le Chapitre 5 a servi d’abord a effectuer une mise au point sur les objectifs des
travaux afin de sélectionner les variables cibles et les caractéristiques pertinentes. Une
réduction des dimensions des parametres géologiques et géotechniques est présentée ainsi
que des techniques supplémentaires de nettoyage des mesures de tassement telles que
I'algorithme d’apprentissage automatique des foréts d’isolation (IF). Par la suite, on a
effectué un calage des équations de progression du tassement et du tassement transversal
afin d’obtenir les variables cibles (s* et s,,,4.). A partir de ce stade, on a réalisé des études
statistiques pour retrouver les parameétres les plus influants sur les valeurs du tassement.

La partie suivante sera dédiée a I'utilisation d’algorithmes d’apprentissage automa-
tique pour la prévision des tassements. Des recommandations sur la construction d’une
base de données seront également présentées.
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Partie 111

Prédiction des tassements
a I'aide d’outils
d’apprentissage
automatique






INTRODUCTION

Grace a I'ingénierie des données du Grand Paris Express, nous avons a notre disposition
une grande quantité de données sur laquelle il est possible d’effectuer la prévision des
tassements.

Nous tenons tout d’abord a préciser un point de sémantique. Dans cette these, nous
avons en effet privilégié I'utilisation du terme « prévision », alors méme qu’il est d'usage
dans la terminologie du Machine Learning d’utiliser le terme de « prédiction ». En effet,
si 'on s’en réfere a la définition du verbe prédire, 'acception la plus courante est celle
d’« annoncer d’avance ce qui doit arriver, par intuition, raisonnement ou conjecture, par
une inspiration prétendument surnaturelle » (Larousse, 2023a). Méme s’il existe bien dans
la méme source un sens plus neutre a ce terme, la prédiction dans son sens littéral contient
donc une connotation antinomique avec I'aspect scientifique du travail qui cherche a
étre accompli dans cette thése. Ce terme est susceptible d’étre mal compris par un public
d’ingénieurs. A sa décharge, le terme dérive de I'anglais, ou la connotation n’est pas si
prononcée. En revanche, le verbe prévoir (forecast) renvoie au fait de « penser, d’apres
certaines données, qu'un fait futur est tres probable » (Larousse, 2023b). L’emploi du mot
« prévision » nous semble donc plus approprié, d’autant qu’il nous permet de dresser un
parallele avec la météorologie, cette derniere étant bien une science qui a pour objet
I’étude des phénomenes atmosphériques et leur « prévision ». Quels que soient les modeles
et algorithmes utilisés en météo, leurs fondements sont scientifiques, et les prévisions sont
aujourd’hui de plus en plus fiables et indispensables dans beaucoup de cas d’usages (trafic
aérien, agriculture etc...). Notre étude a bien, de la méme fagon, vocation a justifier les
estimations qui sont établies, et a les rendre utiles en pratique.

Cette partie est dédiée a de nombreuses approches de prévision du tassement
maximal observé en surface suite au creusement des tunnels. D’abord, nous adoptons une
approche simple qui consiste a diviser aléatoirement les données. La régularisation et
I'optimisation des algorithmes d’apprentissage automatique a base d’arbres de décision
sont présentées également. Ensuite, on prend en compte la spatialité du probléme :
on prévoit le tassement a 'avant du front, en entrainant les modéles uniquement sur
les données a I'arriere de celui-ci. Enfin, on teste un cas pratique qui tient compte de
I'aspect spatio-temporel du tassement en tenant compte de la position du front et de la
disponibilité des données a une date donnée.
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EXPERIMENTATIONS AVEC DIVISION
ALEATOIRE DES DONNEES

Introduction

Dans le chapitre précédent, nous avons effectué des analyses exploratoires afin de mieux
comprendre la grande quantité de données a notre disposition et de détecter l'influence
des différents parametres sur les tassements. Ces études ont permis d’obtenir les variables
cibles et de sélectionner les caractéristiques a utiliser pour entrainer les algorithmes
d’apprentissage automatique. A ce stade, il est donc possible de procéder a des études de
prévision de tassement a I'aide de ces algorithmes.

Ce chapitre s’intéresse a une division aléatoire des données, c’est-a-dire une distribu-
tion aléatoire des données d’entrainement et de test sur le tracé du tunnel. Il est essentiel
de commencer par une telle approche simple pour de nombreuses raisons. Tout d’abord,
on sait qu'aujourd’hui les algorithmes d’apprentissage automatique sont performants en in-
terpolation, mais pas nécessairement en extrapolation (§ 3.4.2). Une division aléatoire est
une approche qui teste la capacité de généralisation d'un modele sans vérifier ses perfor-
mances en extrapolation. Ensuite, a partir de cette approche, il est possible de développer
une méthodologie claire de validation des modeles obtenus. Cela permet de comparer la
performance des algorithmes choisis afin de sélectionner le (ou les) meilleur(s) pour une
application approfondie. Enfin, il est possible a ce stade de régulariser les modeéles afin
d’obtenir des résultats plus fiables vis-a-vis du sur-apprentissage.

Deux exercices sont proposés dans ce chapitre : la prévision du tassement maximal
au droit de I'axe du tunnel (s,,,,) et la prévision du tassement maximal a n’importe quelle
distance de I'axe du tunnel (s*). En premier lieu, on décrit la méthodologie adoptée pour
les deux exercices. Ensuite, on présente la prévision du tassement s,,,, €t on termine par
la prévision du tassement s*.

6.1 Deéfinitions et méthodologie

Cette partie a pour objectif d’expliciter les choix effectués pour résoudre les deux problémes
de prévision évoqués ci-dessus : choix des variables cibles, des caractéristiques et des
algorithmes d’apprentissage automatique a tester. Ensuite, on présente la normalisation
des données et on discute les méthodes possibles de division des données. Enfin, on décrit
la méthode adoptée pour valider les modéles obtenus.
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Table 6.1. Caractéristiques utilisées pour la prévision de s,,,4.

Catégorie Caractéristique

Géométrie Couverture C [m]

Vitesse d’avancement V., nelier [Mm/min]
Pression au front Py, [bar]

Pilotage du tunnelier Poussée totale du tunnelier P, ;470 [KN]
Pression de mortier injecté P,,optier [bar]
Quantité de mortier injecté V,,,,,¢ie, [mM?]

Poids volumique ~ [kN/m?]
Module pressiométrique de Ménard F,, [MPa]

Géologie et géotechnique Coefficient rhéologique «

(paramétres « combinés ») Cohésion c [kPa]
Angle de frottement ¢ [°]

Coefficient de pression des terres au repos K

6.1.1 Généralités
Variable cible et caractéristiques

On cherche a prévoir le tassement maximal au droit de 'axe du tunnel noté s,,,,,, ou bien
le tassement maximal a une distance de 'axe du tunnel s*. Pour cela, on utilise les valeurs
de spq0 et s* calées précédemment (§ 5.2.3).

Il convient de noter que, par la suite, nous n’avons pas exclu les zones qui pourraient
potentiellement combiner des déformations issues d’autres phénomenes, comme les zones
proches des gares ou des ouvrages annexes. La zone d’influence de ces ouvrages reste en
effet relativement restreinte par rapport au tunnel (quelques dizaines de métres tout au
plus).

Les caractéristiques sont sélectionnées selon I'état de 'art (§ 3.3.1) ainsi que les ana-
lyses statistiques effectuées sur nos ensembles de données (§ 5.3.2). Les caractéristiques
choisies pour la prévision de s,,,, sont présentées dans la Table 6.1. Pour la prévision de
s*, les mémes caractéristiques sont utilisées avec en plus la distance a 'axe du tunnel (en
valeur absolue).

Algorithmes d’apprentissage automatique

Afin de choisir les algorithmes d’apprentissage automatique a tester, il faut tout d’abord
catégoriser 'apprentissage (§ 2.2.2). Dans le cadre de ce travail, I'apprentissage se carac-
térise de la facon suivante :

— Apprentissage sur la base de modéles :
les algorithmes d’apprentissage automatique doivent étre basés sur 'optimisation
d’un modele a travers la détection des tendances dans les données d’apprentissage.

— Apprentissage par lot statique de données :
les données sont collectées au préalable de 'entrainement (pas de flux de données).
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— Apprentissage supervisé :
la sortie cible (s,,4, Ou s*) est une information connue. Nous avons donc en notre
possession des données étiquetées qui serviront a I'apprentissage de I'algorithme.

— Apprentissage pour la régression :
la sortie cible est une valeur numérique continue.

En se basant sur les catégories d’apprentissage présentées ci-dessus, les algorithmes
sélectionnés sont : Linear Regression LR, Support Vector Machine Regressor SVM, Back-
Propagation Neural Network BPNN, Decision Tree Regressor DT, Random Forest Regressor
RF, et Extreme Gradient Boosting Machine XGBoost.

Spécificités d’architecture des réseaux de neurones

Avant d’entrainer un réseau de neurones BPNN, il faut choisir son architecture. A partir
de retours d’expériences et en procédant par essais / erreurs, nous avons sélectionné
larchitecture suivante : une couche d’entrée (input layer) avec un nombre de neurones
égal au nombre de caractéristiques, quatre couches cachées (hidden layers) avec respecti-
vement 29, 16, 16, et 8 neurones et enfin une couche de sortie (output layer) avec un seul
neurone (un seul parametre de sortie). De plus, on choisit la fonction d’activation tangente
hyperbolique (tanh) avec Adams comme optimiseur (optimizer, algorithme de descente de
gradient) et un taux d’apprentissage (learning rate) de 0.001. La méme architecture est
utilisée pour la prévision de s,,,4, et s*.

# {python}

import tensorflow as tf

from tensorflow import keras

from tensorflow.keras import layers

1
2
3
4
5 from keras import backend as K
6 # erreur choisie: RMSE

7 def cust_RMSE(y_true, y_pred):

8 return K.sqrt(K.mean(K.square(y_pred - y_true)))
9 # Architecture du reseau

10 np.random.seed (0)

11 acti = # fonction d'activation

12 model = tf.keras.models.Sequential ()

13 model.add(tf.keras.layers.Dense(units = 29, activation = acti,

input_shape = (X_train.shape([1],)))

14 model.add(tf.keras.layers.Dense(units = 16, activation = acti))

15 model.add(tf.keras.layers.Dropout (0.1))

16 model.add(tf.keras.layers.Dense(units = 16, activation = acti))

17 model.add(tf.keras.layers.Dense(units = 8, activation = acti))

18 model.add (tf.keras.layers.Dense(units = 1, activation = ))

19 model.compile (optimizer=tf.keras.optimizers.Adam(0.001), loss =
cust_RMSE)

Script 6.1 Architecture du réseau de neurones BPNN

6.1 Définitions et méthodologie
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Il convient de noter que 'application des réseaux de neurones a fait ’objet d’'un stage au
sein de Setec terrasol, mais n’a pas été concluant (Lebdaoui, 2022). Néanmoins, nous
présentons quelques résultats dans la suite pour comparaison.

6.1.2 Préparation des données
Mise a I’échelle des caractéristiques

Les algorithmes de SVM et BPNN sont sensibles a I’échelle des données d’entrée. Il convient
donc de normaliser les données, ce qui signifie de mettre toutes les caractéristiques sur la
méme échelle en les transformant en une plage standard (§ 3.3.3). Cela permet au modele
d’effectuer une analyse plus précise et plus cohérente des données, sans étre influencé par
’échelle ou la mesure des différentes caractéristiques. Dans ce cas, on décide d’appliquer
la standardisation sur les données a I'aide de la fonction StandardScaler de la librairie
scikit-learn. L'influence de cette normalisation sur les résultats de SVM sont discutés dans
ce qui suit.

# {python}
from sklearn.preprocessing import StandardScaler

1

2

3

4 X_train_sc = StandardScaler().fit_transform(X_train)
5 X_test_sc = StandardScaler () .fit_transform(X_test)
6
7
8

y_train_sc = StandardScaler () .fit_transform(y_train.reshape(-1, 1))

y_test_sc = StandardScaler().fit_transform(y_test.reshape(-1, 1))

Script 6.2 Standardisation des données

Division des données

L’ensemble des données est divisé en un ensemble d’apprentissage et un autre de test.
La fonction train_test split de la librairie scikit-learn permet de diviser les données de
différentes manieres.

1 # {python} {exemple sur smax}

2 from sklearn.model_selection import train_test_split

3 # choix des caracteristiques

4 features = ['couverture [m]',

5 'gamma [kN/m3]', 'E_M [MPal', 'c [kPal', 'phi', 'K_0',
6 'P_front [bar]', 'V_tunnelier [mm/min]', 'M_RDC [kN.m]',
7 '"P_totale [kN]', 'P_mortier [bar]', 'V_mortier [m3]']

8 # choix du pourcentage des donnees de test

9 # division des donnees: 207 pour le test

10 X_train, X_test, y_train, y_test =

11 train_test_split(all_data[features], all_datal'smax [mm]'],

12 test_size = 0.2, random_state = 0)

Script 6.3 Division des données avec la fonction train_test split
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En plus des caractéristiques et de la variable cible, la fonction train_test split prend égale-

ment les arguments suivants :

Pour comparer l'effet des parametres shuffle et stratify sur la répartition des données
d’apprentissage et de test, les divisions suivantes des données sont testées avec I'ensemble

— test _size : représente la portion de 'ensemble de test.

— shuffle[True/False] : contrdle si les données sont mélangées avant leur division
(split).

— stratify : si shuffle=True, on peut choisir de diviser les données de maniere stratifiée.

Cela signifie que le processus de division prend en compte la répartition des classes
de la variable cible.

Il convient d’attirer I'attention sur le fait que 'usage du terme classe implique la
présence d’une variable catégorielle.

de données de s,z :

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27

Script 6.4 Comparaison de l'effet des parametres shuffle et stratify de la fonction train_test_split

Les résultats de ce test sont représentés sur la Figure 6.1. On rappelle qu’on n’a pas de
mesures de s,,,, a chaque metre, ce qui explique les vides dans la répartition des données.
Pour mieux comprendre la division stratifiée des données, on observe la répartition des
valeurs de s,,,,, dans les ensembles d’apprentissage et de test (avec et sans stratification)

# {python} {exemple sur smax}
# pas de shuffle
X_train, X_test, y_train, y_test =
train_test_split(all_data[features],
all_datal["smax [mm]"],
test_size=0.2,

shuffle = False, random_state=0)

# shuffle
X_train, X_test, y_train, y_test =
train_test_split(all_data[features],
all_datal["smax [mm]"],
test_size=0.2,

shuffle = True, random_state=0)

# shuffle et stratify (creation d'une variable categorielle de smax)
all_data = all_data.assign(smax_cat =
pd.cut(all_datal['smax [mm] '],
bins=[-20, -15, -10, -5, 0],
labels=['[-20, -15]', '[-15, -10]"',
*[-10, -51', '[-5, 01'1))
X_train, X_test, y_train, y_test =
train_test_split(all_data[features],
all_data["smax [mm]"],
test_size=0.2,
shuffle = True, random_state=0,

stratify = all_data["smax_cat"])

6.1 Définitions et méthodologie
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dans la Figure 6.2. On remarque que la répartition des classes de la version catégorielle
de s;q. st respectée avec une division stratifiée des données. Cela permet de s’assurer
que la division des données est correctement répartie entre les ensembles d’apprentissage
et de test, ce qui garantit de meilleurs résultats puisqu’on n’aura pas de valeurs en test
qui n’existent pas en apprentissage. Toutefois, nous avons choisi de ne pas utiliser cette
approche de stratification car les distributions de nos variables cibles sont plut6t bien
réparties.

HE Test set
shuffle = True frain et
and stratify
sone-rve | [ D O A1 VRN RN
Fa'sell-l-llll NN I RN

1000 2000 3000 4000 5000 6000 7000 8000 9000 10000 11000 12000
id_anneau

Figure 6.1. Observation de l'effet des paramétres shuffle et stratify de la fonction train_test split
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" 57Z0 5 o 9745 Z10 5 o 9745700 5 o0

Tassement [mm]

Figure 6.2. Répartition des valeurs de s,,,, dans 'ensemble d’apprentissage et ’ensemble de test,
avec comparaison entre une division des données stratifiées ou non

6.1.3 Validation des algorithmes

Apreés la division des données en ensembles d’apprentissage et de test, il convient d’opti-
miser la performance des modéles sur 'ensemble d’apprentissage. Pour cela, une méthode
unique est développée pour comparer les différents modeles testés. On choisit d’effec-
tuer une validation croisée (cross-validation, § 2.2.1) avec 5 plis (folds) pour observer la
performance sur 'ensemble de validation et détecter la présence de sur-apprentissage
(overfitting) des modeles. Pour évaluer les résultats de cette validation croisée, on trace les
courbes d’apprentissage (learning curves). Ces courbes représentent I'évolution du taux
d’erreur des ensembles d’apprentissage (courbe d’apprentissage) et de validation (courbe
de validation) en fonction de la taille du jeu de données d’apprentissage. L'indicateur d’er-
reur choisi est le coefficient de détermination R? (Equation 2.2). Nous nous intéressons
également a la racine carrée de l'erreur quadratique moyenne RMSE (Equation 2.6) pour
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évaluer la performance sur ’ensemble de test. Dans la suite, nous désignons les courbes
d’apprentissage par le terme en anglais « learning curves » pour éviter toute confusion entre
les courbes d’apprentissage (courbe d’apprentissage et courbe de validation) et la courbe
d’apprentissage (score sur 'ensemble d’apprentissage).

1 # {python}

2 def evaluation(model, X_train, y_train):

3 # N: taille des ensembles d'apprentissage

4 N, train_score, val_score =

5 learning_curve(model, X_train, y_train,

6 shuffle = True, random_state = 0,

7 cv = 5, scoring = "r2",

8 train_sizes = np.linspace(0.1, 1.0, 10))
9

10 # plot

11 plt.plot (N, train_score.mean(axis=1), label = "train score')
12 plt.plot (N, val_score.mean(axis=1), label = "val score'

Script 6.5 Learning curves

6.2 Prévision du tassement maximal a I'axe

Nous présentons ici les résultats des modeles de prévision de s,,,, pour une division
aléatoire des données, avec différents ratios entre données d’apprentissage et données de
test. Ensuite, on détaille la méthode de régularisation et d’optimisation des algorithmes a
base d’arbres de décision (DT, RF et XGBoost).

6.2.1 Apprentissage avec 80% des données

La division choisie est aléatoire avec mélange des données et sans stratification. Le jeu de
données contient 2592 observations qui sont divisés en 80% pour 'ensemble d’appren-
tissage et 20% pour 'ensemble de test, soit 2072 et 518 observations respectivement.
La répartition des deux ensembles selon I'id_anneau ainsi que sur les tracés des deux
lignes est présenté dans la Figure 6.3. La distribution des parametres dans les ensembles
d’apprentissage et de test est montrée dans la Figure 6.4.

Les résultats des différents algorithmes sont regroupés dans la Figure 6.12. On
remarque que les modeles LR et SVM donnent des résultats médiocres avec des R? res-
pectifs de 0.44 et 0.07. Néanmoins, suite a la standardisation des données, l'algorithme
SVM montre une trés bonne performance (Figure 6.12k), soit un score R? de 0.91 sur
les données d’apprentissage et 0.84 sur les données de test. De plus, on remarque sur les
learning curves que ce modeéle n’est pas en sur-apprentissage (la courbe d’apprentissage ne
sature pas 4 un R? de 1) et est capable de généraliser (la courbe de validation tend vers
la courbe d’apprentissage avec 'ajout de données).

Les modeéles basés sur les arbres de décision (DT, RF et XGBoost) ont des R? d’ap-
prentissage et de test proches de 1. Cependant, ces modeles ont clairement fait du

6.2 Prévision du tassement maximal a Paxe
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Figure 6.3. Répartition des données sur le tracé du tunnel avec une division de 20% de
I'ensemble des données pour le test
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Figure 6.4. Distribution des caractéristiques avec une division de 20% de I'ensemble des données
pour le test

sur-apprentissage puisque les learning curves montrent des courbes d’apprentissage avec
un R? de 1 pour un nombre trés faible de données. Il faut donc régulariser ces modéles,
c’est-a-dire optimiser les hyperparameétres pour éviter le sur-apprentissage.

Concernant les réseaux de neurones, les résultats présentés montrent une bonne
performance du modéle obtenu, soit un R? de 0.89 sur les données de test. Ce résultat est
inférieur a celui de RF et XGBoost. Néanmoins, les learning curves des réseaux de neurones
montrent que le modele n’est pas en sur-apprentissage puisque la courbe de validation
s’approche de la courbe d’apprentissage avec 'augmentation du nombre de cycles (epoch)
sans pour autant la croiser.

En comparant les learning curves des algorithmes SVM, DT, RF et XGBoost, on re-
marque que DT a besoin d'un nombre de données plus grand que celui dont ont besoin RF
et XGBoost pour atteindre de bonnes performances. Par exemple, pour 600 observations,
SVM et DT enregistrent des R? autour de 0.8 sur les données de validation alors que RF
et XGBoost arrivent a des R? de 0.9. On en conclut d’abord que les algorithmes basés sur
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I'assemblage de modéles (ensemble methods) sont capables d'une généralisation bien plus
remarquable que les modeles simples, et ensuite que ces algorithmes n’ont pas besoin
d’une grande quantité de données pour fournir des modéles performants. Par conséquent,
il convient de relancer les modeéles avec un ensemble d’apprentissage plus petit.

6.2.2 Apprentissage avec 30% des données

Dans ce qui suit, on choisit de prendre un ensemble de test avec 70% du jeu de données,
soit 1813 observations pour le test et 777 observations pour 'apprentissage. La répartition
des deux ensembles selon I'id_anneau ainsi que sur les tracés des deux lignes est présenté
dans la Figure 6.5. La distribution des parametres dans 'ensemble d’apprentissage et de
test est montrée dans la Figure 6.6.
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Figure 6.5. Répartition des données sur le tracé du tunnel avec une division de 70% de
I'ensemble des données pour le test
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Figure 6.6. Distribution des caractéristiques avec une division de 70% de I'ensemble des données
pour le test
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Les résultats des différents algorithmes sont regroupés dans la Figure 6.13. Ces
résultats confirment que 30% des données, soit 777 observations, semblent étre une
quantité suffisante pour entrainer les algorithmes DT, RF, XGBoost, SVM et BPNN. En
effet, pour ces algorithmes, le score R? sur ensemble de test est respectivement de
0.82, 0.91, 0.93, 0.81 et 0.87. On conclut donc que l'algorithme de XGBoost semble
étre le plus performant, suivi de RF, ANN, DT et SVM. Toutefois, les modéles a base
d’arbres continuent a sur-ajuster sur les données d’apprentissage puisque les courbes
d’apprentissage ont un R? de 1. Il faut donc procéder a la régularisation des modéles a
base d’arbres, c’est-a-dire a I'optimisation des hyperparametres (§ 2.2.1). Cela n’est pas le
cas de I'algorithme SVM puisque, d’un c6té, la courbe d’apprentissage est croissante sans
dépasser un R? de 0.9 et, d’'un autre c6té, la courbe de validation est croissante et arrive
presque a des résultats identiques a ceux de la courbe d’apprentissage. L'algorithme SVM
n’est pas conservé dans la suite car il a besoin de plus de données que les autres modeles
pour étre aussi performant.

Concernant les BPNN, on voit que le modéle commence a sur-ajuster sur les données
d’apprentissage a partir d’environ 50 cycles. Nous avons donc arrété 'entrainement a
80 cycles et regardé alors les résultats sur I'ensemble de test. On obtient un R? de 0.84
(contre 0.87 précédemment). Les réseaux de neurones ne seront pas retenus pour la suite
de cette étude vu que leur optimisation est plus complexe que celle des modéles a base
d’arbres et que ces derniers ont fait preuve de leur haute performance pour ce cas d’usage.

Dans ce qui suit, on choisit de régulariser tout d’abord I'algorithme DT qui est le
plus simple afin de valider la méthodologie d’optimisation. Ensuite, on optimisera les
algorithmes RF et XGBoost. A noter que les algorithmes seront entrainés avec 30% des
données.

6.2.3 Reégularisation et optimisation des hyperparameétres
Importance des caractéristiques

Avant de se lancer dans la régularisation des hyperparametres des différents algorithmes,
il convient d’optimiser la sélection des caractéristiques a travers le calcul de 'influence de
chacune sur le modele obtenu (Feature Importance). Pour les algorithmes a base d’arbres
de décision tels que DT, RF et XGBoost, I'influence des caractéristiques est donnée par
lattribut feature_importances_ inclus dans les algorithmes.

1 # {python}

2 def feature_importance_DT(model_DT, features):

3 # ici model_DT peut aussi etre RF ou XGBoost

4 plt.figure(figsize=(12,8))

5 plt.yticks(fontsize = 25)

6

7 sorted_idx = model_DT.feature_importances_.argsort()
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8 plt.barh(np.array(features) [sorted_idx], model_DT.
feature_importances_[sorted_idx], color = "#9b0100")

Script 6.6 Fonction pour tracer 'importance des caractéristiques en ordre croissant

La Figure 6.7 montre que les deux caractéristiques V},,o,4ier [m®] et P,y;q. [KN] n’ont qua-
siment pas d’influence sur les résultats des modeles des trois algorithmes. Ce résultat n’est
pas surprenant puisque les études statistiques, spécifiquement le calcul du coefficient de
corrélation de Pearson R entre s,,,, et les parameétres d’entrées (Figure 5.31), montre que
les deux caractéristiques Pioqze [KN] €t Viortier [m3] ont, respectivement, une corrélation
de -0.15 et 0.15 avec s,,,4;. Par conséquent, ces deux parameétres ne sont plus sélectionnés

parmi les caractéristiques dans la suite.
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Figure 6.7. Importance des caractéristiques dans les modele de DT, RF et XGBoost (entrainement
avec 30% des données)

Les résultats du changement de caractéristiques est présenté dans la Figure 6.14.
L’optimisation des caractéristiques a amélioré les résultats du modéle de DT avec un R?
qui passe de 0.82 a 0.86 et un RMSE qui diminue de 1 a 0.88. Cependant, les algorithmes
RF et XGBoost semblent étre insensibles a ce changement de caractéristiques puisque les
résultats restent quasiment les mémes en termes de R? et RMSE. Il convient de noter
également que I'importance des caractéristiques varie légérement aprés modification des
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caractéristiques. De plus, apres cette modification, les trois algorithmes montrent que les
trois caractéristiques ayant la plus grande importance par rapport a la valeur finale de
Smaz SONt : ¢ [kPa], Kj et ¢ [°].

Optimisation de Decision Tree

La régularisation d'un arbre de décision (DT) peut se faire en limitant sa profondeur. Cet
hyperparametre est représenté par 'argument max_depth de la fonction DecisionTreeRe-
gressor. Si cet hyperparametre n’est pas spécifié, la valeur par défaut est None, ce qui
signifie qu’il n’y a aucune limite sur la profondeur et donc I'arbre « grandit » autant que
nécessaire pour trouver le meilleur modele possible. En effet, si on observe I'arbre obtenu
par le modele sans régularisation, on retrouve un arbre trés profond ce qui confirme
encore une fois le sur-apprentissage du modele (Figure 6.8).

(a) Arbre de décision généré par I'algorithme DT

(b) Arbre de décision généré par I'algorithme DT aprés régularisation des hyperparameétres
Figure 6.8. Arbre de décision généré par DT (entrainement avec 30% des données)

Afin de trouver la valeur optimale d’un hyperparameétre, on calcule le biais et la
variance du modele (§ 2.2.1). La valeur optimale de I'hyperparameétre est celle qui
minimise ces deux erreurs (Figure 2.5).

La fonction bias_variance_decomp de la librairie mixtend est utilisée pour effectuer
une analyse de décomposition biais-variance pour un algorithme donné.

1 # {python}
2 mse, bias, var = [1, [1, []
3 max_profondeur = range(1l, 20, 2)

4 for i in max_profondeur:

5 model = DT(random_state=0, max_depth= i)

6 _mse, _bias, _var =

7 bias_variance_decomp(model, X_train, y_train, X_test, y_test,
8 loss='mse', num_rounds=10, random_seed=1)
9 mse .append (_mse)

10 bias.append(_bias)

11 var .append (_var)

Script 6.7 Calcul du biais et de la variance

Les résultats de ce calcul (Figure 6.9) indiquent que la valeur optimale de la profondeur
de DT est de l'ordre de 9. On remarque sur cette figure qu’a partir d'un max_depth de
11, l'erreur semble étre stabilisée. On peut en déduire que, avec le nouveau choix de
caractéristiques, 'arbre de décision se stabilise a une profondeur d’environ 11.
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Figure 6.9. Calcul du biais et de la variance en variant I'’hyperparameétre max_depth de DT

Les prédictions sont reprises avec le modele régularisé de DT (max_depth = 9) et les
résultats sont montrés dans la Figure 6.15a. Apres régularisation, on obtient un modele
avec une performance légérement inférieure (122 de 0.85 contre 0.86 auparavant) mais
qui n’est plus en sur-apprentissage. En effet, le R? d’apprentissage n’atteint plus la valeur
de 1 et cela peu importe le nombre de données. On remarque sur la courbe de validation

que le modele augmente considérablement sa performance avec le nombre de données.

On en conclut que I'algorithme DT donne de meilleurs résultats avec plus de données
pour l'entrainement.

Optimisation de Random Forest

Pour régulariser les foréts aléatoires, on choisit d’optimiser les hyperparametres suivants :

— n_estimators : nombre d’arbres dans la forét. La valeur par défaut est 100. D’'une
manieére générale, un nombre plus grand d’arbres dans la forét limite le sur-
apprentissage mais augmente le temps de calcul.

— max_depth : profondeur maximale des arbres dans la forét (estimateurs). La valeur
par défaut est None, indiquant qu’il n’y a pas de limite.

— max_features : nombre de caractéristiques a prendre en compte lors de la recherche
de la meilleure division d'un nceud. La valeur par défaut est 1. Il faut privilégier des
estimateurs plus diversifiés et donc limiter la valeur de max_features. En effet, plus
cette valeur est faible, plus la réduction de la variance est importante, mais le biais
augmente dans le méme temps (Sckit-learn, 2023). Pour une valeur de départ, on
peut tester une valeur entre 30 et 50% du nombre de caractéristiques.

Selon les résultats observés dans la Figure 6.10, on trouve que les plages de valeurs
optimales des hyperparametres de RF sont : n_estimators supérieur a 16, max_depth entre
6 et 11 et max_features entre 3 et 6.
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(a) n_estimators (b) max_depth (c) max_features

Figure 6.10. Biais et variance de RF en variant n_estimators, max_depth et max_features

Par la suite, on effectue une recherche aléatoire dans la plage des hyperparameétres re-
trouvés en utilisant la fonction RandomizedSearchCV de la librairie scikit-learn. 11 convient
de rappeler qu’il est recommandé d’avoir un grand nombre d’estimateurs, c’est pourquoi
on propose une plage de valeurs de n_estimators entre le minimum obtenu (16) et 150.

1 # {python}

2 hyperparameters_RF = { : [15, 25, 35, 50, 75, 100, 150],
3 range (3,7),

4 range (6,12) }

5 model = RandomForestRegressor (random_state=0)

6 rf_search = RandomizedSearchCV(model, hyperparameters_RF,

7 n_iter=50, cv=5, scoring= s

8 random_state=0)

9

rf_search.fit(X_train, y_train)

10 print(rf_search.best_params_)

Script 6.8 Recherche aléatoire des hyperparametres de RF

Cette recherche retourne les hyperparametres suivants : n_estimators = 100, max_depth = 11
et max_features = 4. 1l convient de noter que cette méthodologie de travail (régularisation
et optimisation avec RandomizedSearchCV) est a privilégier a des recherches exhaustives
type GridSearchCV. En effet, la régularisation permet de trouver un intervalle optimale
des hyperparametres ce qui nous permet d’éviter de lancer des recherches exhaustives
avec une consommation trés importante du temps de calcul.

Les résultats du modeéle optimisé (Figure 6.15c) montrent une tres légere différence
avec le modeéle initial avec un RMSE qui passe de 0.67 4 0.65 et un R? constant de 0.92.
Néanmoins, on observe que le modéle régularisé arrive également a des R? supérieurs a
0.9 pour 'ensemble de validation, éliminant ainsi toute crainte d’aléas statistique sur le
lot de test. Donc, malgré le fait que le R? d’apprentissage est presque de 1, les résultats
montrent bien un modele capable de généraliser sur des nouvelles données avec une tres
bonne performance.

Optimisation de XGBoost

Pour régulariser I'algorithme XGBoost, on choisit d’optimiser les hyperparametres sui-
vants :
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— n_estimators : nombre d’estimateurs (arbres) dans I’ensemble. La valeur par défaut
est 100. D’'une maniere générale, un nombre plus grand d’estimateurs limite le
sur-apprentissage mais augmente le temps de calcul.

— max_depth : profondeur maximale des estimateurs. La valeur par défaut est 6.

— gamma : parametre de régularisation. Des valeurs grandes réduisent le risque de
sur-apprentissage. La valeur par défaut est 0. Les valeurs autour de 20 sont tres
élevées (Laurae, 2016).

Selon les résultats observés dans la Figure 6.11, on trouve que les plages de valeurs
optimales des hyperparamétres de XGBoost sont : n_estimators supérieur a 11, max_depth
entre 6 et 11 et gamma acceptable jusqu'a environ 2.
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Figure 6.11. Biais et variance de XGBoost en variant n_estimators, max_depth et gamma

Par la suite, on effectue une recherche aléatoire dans la plage des hyperparametres
retrouvés en utilisant la fonction RandomizedSearchCV .
# {python}
hyperparameters_XGB = { : [11, 25, 50, 75, 100, 150],

range (6,12) ,
[1, 21}

xgb_search = RandomizedSearchCV(model, hyperparameters_XGB,
n_iter=50, cv=5, scoring= ,

1

2

3

4

5 model = XGBRegressor (seed = 0)
6

7

8 random_state=0)
9

xgb_search.fit(X_train, y_train)

10 print (xgb_search.best_params_)

Script 6.9 Recherche aléatoire des hyperparametres de XGBoost

Cette recherche retourne les hyperparametres suivants : n_estimators = 50, max_depth = 6
et gamma = 1.

Les résultats du modele optimisé (Figure 6.15e) montrent une tres légere différence
avec le modele initial avec un R? qui passe de 0.93 & 0.9. Néanmoins, tout comme le
modeéle de RF, le modele de XGBoost retourne des résultats satisfaisants (de 'ordre de
0.9 pour le R?) sur 'ensemble de test ainsi que sur 'ensemble de validation. On peut
donc conclure que le modéle est capable de généraliser méme si le R? sur I'ensemble
d’apprentissage effleure les valeurs de 1.
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Figure 6.13. Résultats des modéles non optimisés (entrainement sur 30% des données)
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Figure 6.14. Résultats de DT, RF et XGBoost apres 'optimisation des caractéristiques
(entrainement avec 30% des données)
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Résultats des algorithmes DT, RF et XGBoost aprés régularisation des
hyperparamétres
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6.3 Prévision du tassement maximal a une distance de I'axe

Nous présentons dans cette partie I'exercice de prévision du tassement maximal a une
distance donnée de 'axe du tunnel s*. Cette approche est intéressante notamment parce
quelle offre la possibilité de retrouver le tassement transversal sans passer par une
estimation des parametres géométriques i, et m,,.

Nous présentons dans ce qui suit les résultats des modeles pour une division aléatoire
des données ainsi que les travaux de régularisation et d’optimisation de I’algorithme le
plus performant.

6.3.1 Résultats des modeéles

L’ensemble de données contient 4 406 observations qui seront divisées aléatoirement en
ensemble d’apprentissage et de test. Les proportions choisies sont 30% des observations
sont utilisés pour le test et 70% pour 'apprentissage et la validation. Ce choix est fait en
fonction de la taille de 'ensemble des données : 70% représente 3084 observations et 30%
représente 1322 observations. Ces chiffres nous semblent corrects pour bien entrainer
'algorithme et évaluer le modele obtenu.

La répartition des deux ensembles selon I'id_anneau ainsi que sur les tracés des deux
lignes est présentée dans la Figure 6.16. La distribution des parametres dans ’ensemble
d’apprentissage et de test est montrée dans la Figure 6.17.
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Figure 6.16. Répartition des données sur le tracé du tunnel pour une division de 30% de
I'ensemble des données en test

Les résultats des différents algorithmes sont regroupés dans la Figure 6.21. On
remarque que les modeles obtenus par LR, SVM (apres standardisation des données) et
DT ont des résultats médiocres avec des R? respectifs de 0.41, 0.67 et 0.64.

Concernant les réseaux de neurones, les résultats présentés montrent une bonne
performance du modeéle obtenu, soit un R? de 0.8. Néanmoins, les learning curves des
réseaux de neurones montrent que le modele est en sur-apprentissage puisque la courbe
de validation dépasse la courbe d’apprentissage avec 'augmentation du nombre de cycles
(epoch).
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Figure 6.17. Distribution des caractéristiques avec une division de 20% de I'’ensemble des
données pour le test

Les modeéles ensemblistes (RF et XGBoost) ont des R? de test de 0.83 et 0.82,
respectivement. Cependant, ces modéles ont clairement fait du sur-apprentissage puisque
les learning curves montrent des courbes d’apprentissage avec un R? de 1 pour un nombre
trés faible de données alors que la courbe de validation ne dépasse pas les 0.8 pour les
deux algorithmes. Il faut donc procéder a la régularisation de ces modeles (RF et XGBoost),
c’est-a-dire a 'optimisation des hyperparametres pour éviter le sur-apprentissage.

6.3.2 Importance des caractéristiques

En suivant la méme démarche que celle présentée précédemment, nous avons d’abord
fait une optimisation du choix des caractéristiques. Pour cela, on regarde I'importance des
caractéristiques pour les modeéles obtenus par RF et XGBoost (Figure 6.18).
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Figure 6.18. Importance des caractéristiques dans les modéle de RF et XGBoost
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On trouve que le volume du mortier injecté a larriére de la jupe (V,,ortier [M>])
a la plus faible influence dans les 2 modeles. Ce résultat n’est pas surprenant puisque
les études statistiques, spécifiquement le calcul du coefficient de corrélation de Pearson
R entre s* et les parametres d’entrées (Figure 5.31), montre que V,orsier [M?] a une
corrélation tres faible avec s*. On décide alors d’éliminer ce parameétre dans la suite.

Il faut noter que la distance a I'axe du tunnel (d,,.) est la caractéristique avec la
plus grande influence dans le modele de RF, avec une valeur de presque 0.3, tandis que
son importance ne dépasse pas la valeur de 0.1 dans le modele de XGBoost (Figure 6.18).
Ce dernier considere que K (pour rappel, un parameétre combiné) est le seul parametre
ayant une vraie influence sur la valeur de s*. En effet, toutes les autres caractéristiques ont
une importance qui ne dépasse pas la valeur de 0.1. Ce comportement de XGBoost nous
parait douteux, surtout que, physiquement, la distance d,,. est un parameétre ayant une
grande influence sur la valeur de s*. Pour en tirer des conclusions, il faudrait entrainer
XGBoost avec un autre jeu de données pour vérifier que ce n’est pas simplement un coup
de chance obtenu a cause de la technique du boosting (§ 2.3.1). Dans tous les cas, ces
observations nous incitent a favoriser pour la suite le modeéle de RF. Il est intéressant
également de noter que RF donne plus de valeur aux parametres combinés de sol, ce qui
ne se voit pas si clair avec XGBoost.

6.3.3 Régularisation et Optimisation des hyperparameétres

L’optimisation de RF suit la procédure décrite dans le § 6.2.3. Selon les résultats observés
dans la Figure 6.19, on trouve que les plages de valeurs optimales des hyperparameétres
de RF sont : n_estimators supérieur a 16, max_depth entre 6 et 11 et max_features entre 3
et7.

175 ° + MSE ! +  MSE ? « MSE
.+ Biais +  Biais .+ Biais
10+
1.50 «  Variance 25 «  Variance ¢ «  Variance

16 11 16 21 26 31 36 41 46 16 11 16 21 26 31 36 41 46 12 3 4 5 6 7 8 9 10 11 12
n_estimators max_depth max_features

(a) n_estimators (b) max_depth (c) max_features

Figure 6.19. Biais et variance de RF en variant n_estimators, max_depth et max_features

Par la suite, on effectue une recherche aléatoire dans ces plages des hyperpara-
metres en utilisant la fonction RandomizedSearchCV de la librairie scikit-learn. Cette re-
cherche retourne les hyperparametres suivants : n_estimators = 50, max_depth = 11 et
max_features = 4.

Chapitre 6 Expérimentations avec division aléatoire des données
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Figure 6.20. Résultats de 'algorithme RF apres régularisation et optimisation des
hyperparamétres

Les résultats du modeéle optimisé (Figure 6.20) montrent une tres légere différence
avec le modele initial avec un R? qui passe de 0.83 & 0.82 et un RMSE qui passe de 0.82 &
0.84 (détérioration). Malgré une performance 1égérement réduite sur les données de test,
les résultats restent satisfaisants apres régularisation.

Il convient de noter que les résultats globaux obtenus lors de la prévision de s* sont
légerement moins satisfaisants. Cela peut étre expliqué par le fait que la prévision du
tassement maximal en tout point est un probleme plus complexe (rapport signal sur bruit
plus faible).
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Conclusion

Le présent chapitre était composé de trois parties. Tout d’abord, une explicitation de la
méthodologie d’évaluation des modéles a été proposée.

Ensuite, on a présenté la prévision du tassement maximal a I'axe du tunnel (s,,4,)

a l'aide de plusieurs algorithmes d’apprentissage automatique. Les algorithmes a base
d’arbres de décision (RF et XGBoost) se sont avérés étre les plus performants. Nous avons
donc procédé a la régularisation et 'optimisation de leurs hyperparameétres afin d’obtenir
des résultats plus fiables et maitrisés, notamment vis-a-vis du sur-apprentissage.
Une autre conclusion importante de cette application est qu’on n’a pas besoin d’une grande
quantité de données pour entrainer les algorithmes testés, notamment RF, XGBoost et
BPNN. En effet, nous avons effectué des entrainements avec 777 observations de s, et
les résultats obtenus par ces modeles se sont avérés tres satisfaisants. Ce chiffre reste assez
élevé par rapport a ce qui est utilisé aujourd’hui dans I’état de I'art. Il convient de rappeler
que Liu et al. (2022) sont parvenus a une conclusion similaire mais avec un ensemble de
données de 187 observations.

Enfin, le méme exercice est répété pour la prévision du tassement maximal a une
distance de I'axe du tunnel (s*). Cette approche est intéressante notamment pour la
possibilité qu’elle offre de retrouver le tassement transversal sans passer par les parameétres
géométriques i, et m,. Les résultats montrent que le modele de RF est le plus fiable
puisqu’il présente des résultats performants (en termes de R? et RMSE) et cohérents avec
les connaissances métiers.

Les meilleures performances sont celles obtenues par RF lors de la prévision de s,,4z-
Cet algorithme sera alors utilisé dans la partie suivante avec les hyperparametres et les
caractéristiques optimisés pour la prévision de s,,,,. L'objectif étant de tester les capacités
de RF a prévoir le tassement s,,,, a 'avant du front.

Chapitre 6 Expérimentations avec division aléatoire des données



MISE EN C(EUVRE SUR DES CAS
PRATIQUES

Introduction

La prévision des tassements a venir au fur et a mesure du creusement au tunnelier ne
peut se faire a partir d'un mélange aléatoire des données. En effet, une division aléatoire
signifie qu’on prend des instances de test aléatoirement sur tout le tracé de la ligne. Or, lors
d’un cas réel de creusement de tunnel, on ne s’intéresse pas a la prévision des tassements
a l'arriére du front. On dispose a contrario des données collectées a I'arriére du front, et
on veut prévoir ce qu’il va se passer lors de la suite du creusement. Pour cela, il est donc
important de prendre en compte I'aspect spatio-temporel du probleme lors du choix des
données d’apprentissage et de test pour la prévision du tassement maximal a 'axe du
tunnel (s,,4.). La capacité du modele a prévoir sur ces zones non creusées sera nommeée
« extrapolation spatiale ». Il convient de différencier cette expression de I’extrapolation
au sens mathématique, nommée ici « extrapolation statistique », qui est la prévision de la
variable cible a partir de plages de données non connues dans 'ensemble d’apprentissage
introduit a I'algorithme d’apprentissage automatique.

Dans un premier temps, on prend uniquement en compte l'aspect spatial. Pour
ce faire, on choisit une distance de creusement a partir de laquelle les données sont
séparées en un ensemble d’apprentissage et un ensemble de test. Toutes les données avant
cette distance de creusement sont utilisées pour 'apprentissage, tandis que les données
postérieures sont réservées a 'ensemble de test. Dans un second temps, on lance un
entralnement en prenant en compte, en plus de la composante spatiale, la composante
temporelle, liée au fait que les données sont un flux acquis progressivement dans le temps.

7.1 Prévisions sur une partie isolée d’un linéaire

Pour prendre en compte I'aspect progressif du creusement des tunnels, une division non
aléatoire des données s'impose. L’objectif est d’obtenir un modele qui apprend sur une
partie creusée et prévoit le tassement sur une certaine partie de la suite du tracé.

Il convient de noter que I'algorithme utilisé dans cette partie est RF avec les hy-
perparametres et les caractéristiques optimisés dans la partie précédente. On remarque
également que le score R? est un mauvais indicateur en cas de faible quantité de données.
En effet, équation de R? (Equation 2.2) est trés sensible aux petits écarts de valeurs entre
les données réelles et leur moyenne, et cela augmente avec la diminution de la taille des
données. Il est donc préférable de se focaliser sur le score RMSE qui prend uniquement en
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compte la différence entre les données réelles et les données prédites (Equation 2.6) ainsi
que sur les visualisations.

7.1.1 Apprentissage sur le début d’'un trongon et prévision de sa
fin

Il convient de rappeler que les profils en long des 3 troncons étudiés dans cette partie

(TR1, TR2 et L14S2) sont présentés dans la Figure 4.1 ainsi que dans la Figure 5.3 avec la

distribution des parametres mécaniques des sols combinés. On rappelle également que

chaque id_anneau représente une position le long du tracé du tunnel et que la distance
entre deux id_anneau consécutifs est d’1 m.

Apprentissage sur le début du TR1 et prévision de sa fin

Un premier test est lancé sur le troncon TR1 de la L15S0O. Ce troncon s’étend entre les

id_anneau 1 et 3938. On entraine I'algorithme sur les id_anneau de 1 a 3000, puis on

teste le modele obtenu sur les id_anneau 3001 a 3938. Concretement, cela représente un

creusement établi sur 3000 m et une prévision des tassements sur le reste du troncon, soit

938 m. Pour diviser les données, la fonction train_test split n’est pas utilisée puisqu’on ne

cherche plus a diviser les données selon un pourcentage, mais plutét sur des longueurs.

1 # {python}

2 id_anneau_train = range(1l, 3001)

3 id_anneau_test = range (3001, 3939)

4 # on n'a pas de valeurs de smax pour chaque id_anneau

5 id_anneau_train = [x for x in id_anneau_train if x in all_data.id_anneau
.values]

6 id_anneau_test = [x for x in id_anneau_test if x in all_data.id_anneau.
values]

7 X_train = all_datal[all_data.id_anneau.isin(id_anneau_train)][features]

X_test = all_datalall_data.id_anneau.isin(id_anneau_test)][features]

9 y_train = all_datalall_data.id_anneau.isin(id_anneau_train)]["smax [mm]"
]

10 y_test = all_datalall_data.id_anneau.isin(id_anneau_test)]["smax [mm]"]

11 # melange des donnees d'entrainement

12 X_train, y_train = shuffle(X_train, y_train, random_state=0)

Script 7.1 Division des données sur des longueurs

Les résultats sont présentés dans la Figure 7.2. Tout d’abord, on note que 'apprentissage
et le test sont effectués avec un nombre d’observation de 576 et 304, respectivement
(Figure 7.2a). Il convient de rappeler qu’on n’a pas des valeurs de s,,,, sur tout le tracé
puisque cela dépend de la distribution des capteurs en surface. Ensuite, le profil en long
montre que la stratigraphie est plutét homogene sur la zone d’apprentissage (Figure 7.2b).
Le front est majoritairement mixte avec du Calcaire Grossier et des Argiles Plastiques.
Cependant, a la fin de la zone d’apprentissage et dans la majorité de la zone de test, le

Chapitre 7 Mise en ceuvre sur des cas pratiques



front du tunnel se trouve dans un mélange de Calcaires et Marnes de Meudon, d’Argiles
Plastiques et de Craie. De plus, on voit 'apparition des carriéeres a ciel ouvert du Calcaire
Grossier dans la zone de test. La visualisation suivante (Figure 7.2c) est la distribution de
la variable cible, s,,,.., et des caractéristiques pour les deux ensembles d’apprentissage
et de test. On remarque que les valeurs de s,,,,, pour ’'apprentissage ne dépassent pas
6 mm, alors que celles utilisées pour le test vont jusqu’a environ 12 mm. De méme, la
distribution des caractéristiques montrent des plages de valeurs tres différentes entre les
ensembles d’apprentissage et de test, notamment pour ¢ [kPa], K¢, Fy; [MPa] et a. Or, les
résultats de la section précédente, spécifiquement la Figure 6.14, montrent que ¢ [kPa],
Ky et ¢ [°] sont les caractéristiques qui ont la plus grande influence sur la prévision de
Smaz €N utilisant algorithme RF.

Compte tenu de toutes ces différences entre 'ensemble d’apprentissage et I’ensemble
de test, on en déduit qu’il faudrait que les modéles recherchés soient capables d’extrapoler
sur des nouvelles plages de données (extrapolation statistique). Cependant, la discussion
du 3.4.2 montre que les algorithmes d’apprentissage automatique sont concus essentiel-
lement pour I'interpolation et ne peuvent pas garantir des performances satisfaisantes
en extrapolation. Donc, on peut déja s’attendre a des résultats non satisfaisants avec ce
degré d’extrapolation. En effet, la figure suivante (Figure 7.2d) montre que les scores
de test sont respectivement -0.58 et 3.03 pour le R et le RMSE. On rappelle que des
valeurs négatives du coefficient de détermination R? indiquent une performance médiocre.
Néanmoins, la courbe de validation montre un R? qui effleure la valeur de 1, ce qui si-
gnifie que le modeéle est capable de généraliser (Figure 7.2e). Il convient de rappeler la
différence entre généralisation et extrapolation : un modeéle généralise s’il est capable de
prévoir des valeurs dans des plages de valeurs déja vues dans I'ensemble d’apprentissage,
contrairement a 'extrapolation (statistique) qui cherche a prévoir des valeurs a I'extérieur
de ces plages.

Pour aller plus loin, nous avons calculé une distance d’extrapolation spatiale raison-
nable, qui correspond a la distance a partir du dernier id_anneau d’entrainement sur
laquelle les prévisions sont acceptables. Cette distance a partir du dernier id_anneau
est représentée par une échelle de couleur allant du rouge pour les premiers points de
test (les plus proches de la zone d’entrainement) au violet pour les derniers points (cf.
échelle de couleur a droite du graphique). On remarque sur la Figure 7.2d que pour
les distances entre O et 300 m, soit les id_anneau entre 3000 et et 3300, les prévisions
de s,,4: sont réussies avec une erreur d’environ 1 mm. Au-dela de cette distance, les
valeurs s,,q; sont sous-évaluées. Ce phénomeéne peut s’expliquer par 'apparition des
carrieres a ciel ouvert de Calcaire Grossier a partir de I'id_anneau 3300, ce qui a modifié
considérablement les parametres combinés de sol. Finalement, on conclut que le modéle
est bien capable de généraliser sur des données dans la plage de valeurs connues mais
incapable d’extrapolation statistique sur des nouvelles plages de valeurs.

7.1 Prévisions sur une partie isolée d’un linéaire
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Apprentissage sur 1000 m du TR1 et prévision sur les 2000 m suivants

L’application précédente consistait a entrainer un algorithme d’apprentissage automatique
sur les données récupérées du creusement sur 3000 m et de prévoir les s,,,,, sur les 938 m
suivants. Nous avons conclu que le modeéle est capable de généraliser sur les zones ou
les stratigraphies sont similaires a celles rencontrées dans la phase d’apprentissage. La
problématique suivante est de trouver la distance de creusement suffisante pour entrainer
un modéele performant ainsi que la distance jusqu’a laquelle la généralisation reste pos-
sible (distance d’extrapolation spatiale). La stratigraphie du trongon TR1 étant similaire
entre les id_anneau 1 et 3000 (pas d’extrapolation prévue), il est possible de lancer une
multitude de tests pour trouver des réponses.

Le premier test consiste a prendre 1000 m de creusement en apprentissage et les
2000 m suivants en test. Nous avons donc entrainé I'algorithme avec les données entre
lI'id_anneau 1 et 1000 pour ensuite tester le modele obtenu sur les id_anneau 1001 a 3000.
Les résultats sont présentés dans la Figure 7.3. Tout d’abord, on note que I'apprentissage
et le test sont effectués avec un nombre d’observations de 173 et 403, respectivement
(contre 576 et 304, précédemment) (Figure 7.3a). Ensuite, le profil en long montre que la
stratigraphie est plutét homogene sur la zone d’apprentissage et de test, la seule différence
étant que le front du tunnel rencontre les Argiles Plastiques a la fin de la zone de test
(Figure 7.3b). La visualisation suivante est la distribution de la variable cible, s,,.., et
des caractéristiques pour les deux ensembles d’apprentissage et de test (Figure 7.3c). On
remarque que les valeurs sont bien distribuées entre les ensembles d’apprentissage et de
test, sauf pour les parametres de pilotage du tunnelier, notamment V., ,¢1i¢ [Mmm/min] et
Pfyont [bar]. La Figure 7.3d montre que les modeles ont tres bien réussi a généraliser sur
une distance d’environ 300 m, a partir de laquelle les valeurs de s,,,, commencent a étre
sur-estimées jusqu’a environ 1000 m. A partir de 1000 m, le modele devient inadéquat et
sous-estime les tassements de 2 a 4 mm. On conclut finalement que 1000 m de données de
creusement pour 'apprentissage sont largement suffisants pour prévoir s,,,, correctement
sur une distance d’environ 300 m.

Apprentissage sur 500 m du TR1 et prévision sur les 500 m suivants

L’exercice suivant consiste a diminuer encore plus la distance d’apprentissage et de tester
sur 500 m. Nous avons donc choisi d’entrainer sur 500 m (id_anneau entre 1 et 500)
et tester le modeéle sur les id_anneau entre 500 et 1000. Les résultats sont présentés
dans la Figure 7.4. On note que I'apprentissage et le test sont effectués avec un nombre
d’observations de 62 et 111, respectivement (contre 173 et 403 précédemment) (Figure
7.4a). Cette quantité de données semble tres faible pour réussir a entrainer I'algorithme.
Les résultats du modele indiquent un R? de 0.17 et un RMSE de 0.76 (Figure 7.4d).
Visuellement, on remarque que le modeéle réussit a prévoir les valeurs de s,,,,, a 1 mm pres.
Il faut noter que l'intervalle de tassement dans ces données est de [ —2.6 mm ; —0.3 mm),
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donc 1 mm d’erreur représente entre 40% a 400% d’erreur, ce qui n’est pas négligeable. Par
conséquent, ce modele ne peut pas étre considéré comme performant. Ceci est cohérent
avec ce qui a déja été vu puisque la distribution des parametres (Figure 7.4c) montre des
plages de valeurs différentes entre les ensembles d’apprentissage et de test, et que nous
avons déja établi que ces modeles sont incapables d’extrapoler statistiquement.

En conclusion, selon les études effectuées sur le troncon TR1, on peut dire que
I'algorithme des foréts aléatoires est trés performant, capable de généraliser dans des
plages de valeurs de parametres similaires a celles rencontrées dans I’ensemble d’appren-
tissage méme avec de faibles quantités de données (de 'ordre de la centaine). Cependant,
cet algorithme semble incapable d’extrapoler statistiquement sur de nouvelles plages de
données.

7.1.2 Apprentissage sur toute la L14S2 et 500 m d’un trongon
pour prédire la suite du trongon

En pratique, I'expérience passée permet d’améliorer la conception lors de nouveaux
projets. De facon similaire, il est intéressant ici de tester la performance de 'algorithme
en I'entrainant sur les données d’une ligne déja construite, avec des stratigraphies et une
méthode de creusement similaires, puis d’ajuster ’entrainement sur le début d'un nouveau
troncon pour prévoir sa suite du creusement.

Apprentissage sur la L14S2 et 500m TR1 et prévision des 500m suivants
du TR1

Dans l'exercice précédent, nous avons conclu qu'un apprentissage sur 500 m du TR1 pour
prévoir les 500 m suivants ne donne pas de résultats satisfaisants. On se pose alors la
question de 'effet de 'entrainement sur ces 500 m consécutivement a un entrainement
sur les données de la L.14S2. Dans cette étude, on entraine l'algorithme sur toutes les
mesures obtenues depuis la L14S2, soit 795 observations sur 5051 m, ainsi que sur les
500 premiers metres du troncon TR1 de la L15S0, soit 62 observations. Ensuite, on teste
le modeéle obtenu sur les 500 m suivants de TR1, soit 111 observations. Le profil en long
de la L14S2 est présenté dans la Figure 4.1a.

Les résultats présentés dans la Figure 7.5 montrent que I'entrainement sur les don-
nées de la L14S2 améliore les résultats des points jusqu’a 300 m du début de la zone de
test (les valeurs ne dépassent plus le seuil de 1 mm), mais détériore les résultats pour les
points a partir de 350 m.

Pour mieux comprendre pourquoi certains points sont mal calculés, on vérifie si
ce sont des points correspondant a une extrapolation statistique. On regarde alors la
distribution des données d’entrainement et de test (Figure 7.5c). Il apparait que ce
sont majoritairement les caractéristiques ¢ [kPa], Ey; [MPa] et Viyuneiier [mm/min] qui
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ont des plages de valeurs dans 'ensemble de test qui n’existent pas dans I'ensemble
d’apprentissage. On trace alors ces parametres en fonction de la position et de la distance
d’extrapolation spatiale (Figure 7.1). On remarque qu’en effet, les valeurs mal calculées
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Figure 7.1. Importance des caractéristiques et répartition de quelques caractéristiques en
fonction de la position et de la distance d’extrapolation spatiale

sont dans des régions qui n’ont pas d’équivalent dans la plage d’apprentissage pour ¢ [kPa]
et Fy; [MPa] qui sont deux parametres qui ont beaucoup d’influence sur les prévisions du
modele. En revanche, pour la caractéristique Vi, pneiier [mm/min], les points externes a la
plage de mesures d’apprentissage sont les points en rouge qui ont été bien évalués par le
modele. Cela confirme, d'une part, que la caractéristique Viynnelier [mm/min] a une tres
faible influence sur les prévisions du modeéles et, d’autre part, que I'algorithme utilisé est
incapable d’extrapoler statistiquement.

7.1.3 Approches similaires sur un autre trongon

Pour éviter de conclure a partir du seul cas des données du TR1, un deuxiéme test est
effectué cette fois-ci en prenant en compte les données du TR2. Il convient de noter que
les 500 premiers metres choisis pour le TR2 sont plus éloignés du début de la ligne pour
éviter d’étudier des mesures de s,,,., affectés par les travaux de la gare d’Arcueil-Cachan
de la L15SO0 ainsi que pour éviter la zone de la Bievre qui est la zone avec la plus faible

Chapitre 7 Mise en ceuvre sur des cas pratiques



profondeur du tunnel avec une importante variation des couches rencontrées au front du
tunnel.

La Figure 7.6 et la Figure 7.7 présentent respectivement les résultats de 'entraine-

ment sur 500 m du TR2 avec prévision du s,,,, sur les 500 m suivants et les résultats
de I'entralnement sur la L.14S2 en plus des 500 m du TR2 avec prévision sur les 500 m
suivants du TR2.
Des conclusions similaires a celles obtenues avec les données du TR1 peuvent étre tirées.
D’une part, la quantité de données utilisée pour I'entrainement de RF sur uniquement
500 m n’est pas suffisante pour obtenir un modeéle avec un taux d’erreur acceptable. En
effet, on remarque que le taux d’erreur sur s,,,, est entre 25 et 100%. D’autre part, 'ajout
des données de la L.14S2 a nettement amélioré la prévision des s;,,, avec une distance
d’extrapolation spatiale satisfaisante d’environ 350 m.

7.1 Prévisions sur une partie isolée d’un linéaire
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Figure 7.3. Résultats de la prévision des tassements en entrainant sur 1000 m et test sur les
2000 m suivants du TR1
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Figure 7.6. Résultats de la prévision des tassements en entrainant sur 500 m et test sur les 500 m
suivants du TR2
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Figure 7.7. Résultats de la prévision des tassements en entrainant sur la L14S2 et 500 m du TR2
et test sur les 500 m suivants du TR2
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7.2 Mise en situation de la progression du creusement

Pour la suite, on cherche a développer un modele simple capable de prédire le tasse-
ment maximal a ’axe du tunnel (s,,,.) en temps réel, i.e. pendant le creusement. En
d’autres termes, on souhaite développer une approche capable de tenir compte de I'aspect
spatio-temporel du probléme. Par conséquent, on considére un mode de consommation
des données par flux de données plutét que par lot statique (§ 2.2.2), c’est-a-dire que
I'entrainement est reproduit au fur et a mesure de la récupération de nouvelles données
avec 'avancement du creusement. A savoir que I'algorithme d’apprentissage automatique
utilisé est RF régularisé et optimisé, tel que présenté dans le § 6.2.3.

7.2.1 Modele a partir d'un an de creusement

Pour commencer, prenons une date donnée, par exemple, 1 an apres le début du creu-
sement du premier troncon, soit TR1. A cette date, les creusements suivants sont déja
effectués :

— Le tunnelier du TR1 a déja creusé 2522 m et le front se trouve a l'id_anneau 2522.
— Le tunnelier du TR2 a déja creusé 1370 m et le front se trouve a I'id_anneau 5309.

— Le tunnelier de la L14S2 a déja creusé 1535 m et le front se trouve a l'id_anneau
9670.

Nous voudrions prévoir les s,,,,, a 'avant du front du tunnel du TR1, et donc a partir de
I'id_anneau 2522.

Pendant le creusement, nous n’avons évidemment pas acceés aux valeurs s,,,, direc-
tement a l'arriére du front. Les tassements sont en train de se produire et vont mettre
un certain temps a atteindre cette valeur. Cette zone de transition pourrait perturber les
algorithmes d’apprentissage. L’idée est donc de neutraliser les tassements sur cette zone
de transit des tassements de 0 a s,,4,. Selon les analyses statistiques proposées dans le §
5.3.1, on montre que, dans 75% des cas, 95% du tassement maximal est atteint au bout
d’une distance de 75 m. Cette combinaison d’intervalles de confiance nous parait adaptée
au choix d’'une distance raisonnable de neutralisation des valeurs de tassements. Par pré-
caution, nous avons retenu par la suite 100 m a 'arriere du front du tunnel. Nous avons
alors décidé d’entrainer l'algorithme avec les s,,,, récupérés jusqu’a 100 m a l'arriere du
front des trois tunnels (Figure 7.8). Cependant, les données de test doivent provenir d’'un
seul troncon pour que des conclusions pertinentes vis-a-vis de la distance d’extrapolation
affichée dans les résultats soient tirées. Nous avons choisi d’effectuer ce test sur le TR1
puisqu’il a une stratigraphie relativement homogene le long du profil. Cela permet de ne
pas mettre, a priori, en difficulté les modeles d’apprentissage automatique, dont on a vu
au chapitre précédent qu’ils sont incapables d’effectuer des extrapolations statistiques.

Les profils en long des zones de provenance des données d’entrainement et de test
sont présentés dans la Figure 7.9. Les remarques suivantes peuvent étre faites :
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Figure 7.8. Division des données en ensembles d’apprentissage et de test en tenant compte de
l'aspect spatio-temporel du probleme

— Les sols rencontrés au front de la L14S2 sont tres différents de ceux du TR1 et du
TR2.

— Une similitude est détectée entre les couches rencontrées au front du TR1 et celles
d’une partie du TR2 (mélange de Calcaire grossier avec Argile Plastique).

— Les sols rencontrés au front du tunnel du TR1 dans la zone de test sont ou bien de
I’Argile Plastique, ou bien un mélange de Calcaires et Marnes de Meudon et d’Argiles
Plastiques. Ce front mixte n’est pas rencontré dans les zones d’apprentissage ce qui
pourrait induire de mauvaises prévisions dans cette zone.

Les résultats de I'entrailnement dans ce cas d’étude sont présentés dans la Figure
7.10. Ces résultats indiquent que le modele a réussi a effectuer une extrapolation spatiale
jusqu’a une distance d’environ 400 m et cela avec une erreur inférieure a 1 mm, ce qui
représente un taux d’erreur sur s,,,, entre 20 et 30%. Cela est cohérent avec les études
effectuées dans la partie précédente (§ 7.1) qui montrent que la distance d’extrapolation
spatiale est d’environ 300 m.

On peut approfondir I'analyse des résultats afin de déterminer I'origine des mauvaises
prévisions au-dela de 400 m a I'avant du front. Tout d’abord, il convient de remarquer une
transition brutale entre les mesures a une distance de 400 m qui sont tres bien prévues et
celles a une distance de 450 m qui ne sont pas correctement prévues. On peut avancer
deux hypothéses couplées pour expliquer ce changement brutal : en premier lieu, il y
a entre 400 et 450 m un défaut d’auscultation en surface (pas de capteurs posés dans
la zone du Fort de Vanves). Ceci permet d’avancer qu’en réalité cette transition est bien
progressive, mais que c’est 'absence de capteurs sur ce linéaire qui la fait apparaitre
brutale. En second lieu, ce changement coincide avec deux modifications de stratigraphie :
le passage autour de 300 m du front dans les Marnes de Meudon, et entre 300 et 400 m
sous un remblai dans le fort de Vanves. Ces deux changements impliquent des dérives qui
se compensent : les Marnes de Meudon n’ont jamais été vues par le modéele, elles sont
raides, donc elles orientent le modele vers la sous-estimation des tassements. Cependant,
la présence des Remblais au début de I'apparition des Marnes compense cet effet, si
bien que les tassements sont correctement prédits. Au moment ou le front atteint une
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Figure 7.10. Résultats de la prévision des tassements en entrainant sur les données 1 an apres le
début du creusement du TR1

stratigraphie avec des Marnes de Meudon mais sans remblai, le tassement dérive du c6té
sous-estimation.

7.2 Mise en situation de la progression du creusement

193



194

7.2.2 Modele entrainé au fur et a mesure du creusement

Enfin, nous appliquons 'approche décrite ci-dessus mais en renouvelant 'entrainement de
'algorithme tous les mois. Nous avons appliqué les tests sur les trois troncons, et les résul-
tats sont présentés dans les Figures 7.11, 7.12 et 7.13 pour des tests sur respectivement
les troncons TR1, TR2 et L14S2. Il convient de noter les dates de début de creusement de
ces trongons :

- TR1:26/02/2019
- TR2:26/04/2019
— L1452 :04/08/2019

A premiere vue, on remarque tout de suite que les premiers entralnement ont un nombre
de points limités, ce qui est tout a fait normal puisqu’au début du creusement des tunnels
nous n’avons pas encore de valeurs de ;-

Concernant le TR1, on remarque que les prévisions sont bonnes, a minima, jusqu’a
une distance d’extrapolation spatiale de 150 m et au bout de 5 mois de creusement (1ére
figure de la Figure 7.11). On remarque que les prévisions des 2 derniers mois ont plutot
échoué. Cela s’explique par le fait que pendant cette période, le tunnelier creuse dans la
zone avec une stratigraphie trés différente du reste des trongons (ce qui a déja été discuté
dans § 7.1.1).

La prévision du s,,,,, sur le début du TR2 a, comme prévu, échoué. En effet, le début
du TR2 est une zone avec une stratigraphie et des couvertures tres variables (comme
discuté dans le § 7.1.3). Néanmoins, au bout d’'un an de creusement du TR2, on arrive
dans la zone avec une stratigraphie plutét homogéne et le modele réussi alors a effectuer
des extrapolations spatiales sur une distance de 150 a 200 m environ (Figure 7.12).

La prévision du s,,.; sur le début du tracé de la L14S2 n’est pas évidente. En effet,
le début de ce tracé a une stratigraphie différente de ce qui est observé dans les troncons
TR1 et TR2. O, sur cette partie du tracé, nous ne disposons pas de nombreux capteurs
(Figure 5.7) et donc les mesures de s,,,, sont limitées. Par conséquent, le modele n’arrive
pas a s’entrainer correctement sur cette zone ce qui explique donc les résultats médiocres
de prévision.

Au bout de 9 mois de creusement, les résultats de prévision commencent a s’améliorer
(Figure 7.13). Toutefois, le reste du tracé de la L14S2 passe par une zone ou il y a de
nombreuses carrieres ce qui peut affecter la qualité de prévision de l'algorithme RF. Il est
donc difficile d’établir des conclusions a propos de ce troncon.

La conclusion principale de cette section est le fait qu’en prenant en compte les
données de plusieurs troncons, une prévision fiable peut se faire dans des zones pas
encore excavés avec des caractéristiques similaires, avec une distance d’extrapolation
spatiale d’environ 150 a 200 m.
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Figure 7.11. Entrainement tous les mois de RF avec prise en compte de la progression du
creusement (test sur TR1).
Premiere date : 31/07/2019, derniere date : 30/06/2020
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Figure 7.13. Entrainement tous les mois de RF avec prise en compte de la progression du
creusement (test sur L14S2).
Premiere date : 30/11/2019, derniere date : 31/01/2021
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Conclusion

Ce chapitre avait pour objectif de prévoir le tassement maximal a 'axe du tunnel (s,,4,)
partir de I'algorithme RF tout en tenant compte de 'aspect spatio-temporel de la progres-

sion du creusement au tunnelier. Deux parties sont étudiées.

En premier lieu, nous avons pris en compte 'aspect spatial du creusement au tunne-
lier en fixant une coupure entre les données d’apprentissage et de test. Cette approche
nous a permis de tirer les conclusions suivantes : d'une part, les modeles obtenus a partir
de RF sont incapables d’extrapolation statistique, c’est-a-dire de prévoir des tassements a
partir des plages de données non-connues dans I'ensemble d’apprentissage ; d’autre part,
ces modeles sont capables d’effectuer des extrapolations spatiales, c’est-a-dire de prévoir
Smag SUr une partie du tracé qui n’est pas introduite dans 'apprentissage.

On peut retenir que la distance d’extrapolation spatiale obtenue dans ce cas est
d’environ 300 m, pour un entrainement sur les 1000 m précédents. Par 1a, on entend
qu’on a des prévisions globalement correctes, avec une précision de 'ordre de 1 mm sur
une gamme de valeurs de tassements qui s’étend jusqu’a environ 8 mm sur les données
de test. De plus, on remarque que 'entrainement sur un troncon supplémentaire induit
une amélioration considérable : il est alors possible d’entrainer uniquement sur 500 m
d’un trongon (en plus d’'un autre troncon complet) afin de prévoir s,,,, sur les 300 m
suivants. Toutefois, il faut noter que la distance d’extrapolation spatiale reste limitée en
cas d’extrapolation statistique.

En second lieu, une preuve de concept POC (Proof Of Concept) sur la prévision du
Smaz €N temps réel est présentée. L'idée est de ré-entrainer un modele au fur et a mesure
de la progression du creusement et donc de 'acquisition de nouvelles données. On conclut
que, dans des zones homogénes, on est capable de prévoir le s,,,4, 5 mois aprés le début
du creusement et sur une distance d’extrapolation spatiale d’environ 150 m.

En somme, ce chapitre nous a permis de valider la possibilité de prévision du s,,4.
en temps réel a partir d’un algorithme d’apprentissage automatique a base d’arbres (RF).
Les limites de ces approches ainsi que des propositions de perspectives seront discutées

dans la derniere partie.
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CONCLUSION

Cette partie est riche en conclusions grace aux nombreuses approches testées.

D’abord, la division aléatoire des données a permis de mettre en évidence la bonne
applicabilité des algorithmes d’apprentissage automatique, notamment RF et XGBoost,
pour de petits ensembles de données. La quantité de données nécessaire n’est pas aussi
importante qu’on aurait pu le croire initialement a la vue des tracés utilisés pour les
exercices. Cette quantité dépend bien de la variabilité des stratigraphies et parametres
rencontrés : plus la variabilité est forte, plus la quantité de données requise est importante.
Cela est conforme a l'intuition qui nous dit qu’il est plus facile d’apprendre sur des données
simples que sur des données complexes.

Nous avons également présenté une méthodologie claire de validation des modeles
obtenus a partir des différents algorithmes, ce qui permet de comparer leurs performances.
Ensuite, la régularisation et 'optimisation de DT, RF et XGBoost a permis de mieux
comprendre ces modeles et ainsi limiter leur sur-apprentissage tout en optimisant leurs
performances.

A partir des différentes approches adoptées, nous avons confirmé que les algorithmes
a base d’arbres sont incapables d’effectuer des extrapolations statistiques tel que précisé
dans I'état de I’art, mais sont prometteurs pour l'extrapolation spatiale. Pour approfondir
ce sujet, nous avons appliqué une approche simple en guise d’aide a I'application en ingé-
nierie qui prend en compte 'aspect spatio-temporel du creusement du tunnel. Nous en
avons déduit que, dans des zones homogenes, il est possible de prévoir le s,,,, (tassement
maximal a ’axe du tunnel) a partir de 5 mois apres le début du creusement et sur une
distance d’extrapolation spatiale d’environ 150 m.

Il convient de mentionner qu'une prévision des tassements maximaux a une distance
donnée de 'axe du tunnel (s*) a également été présentée. Cette approche permet de
prévoir le tassement transversal sans passer par la prévision des parametres géométriques
i, et m,, (§ 1.2.2). Les résultats sont prometteurs mais des études supplémentaires doivent
étre effectuées pour aboutir a des conclusions fermes.

La partie suivante propose une discussion sur les résultats obtenus et leurs limites,
tout en évoquant des approches alternatives a tester en perspective de ces travaux.
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CONCLUSIONS GENERALES

L’'objectif de cette thése était d’appliquer des algorithmes d’apprentissage automatique
pour prévoir les tassements a ’avant du front du tunnel en temps réel, c’est-a-dire pendant
le creusement au tunnelier. Les données utilisées proviennent de deux lignes de métro du
Grand Paris Express, a savoir les lignes 14 Sud et 15 Sud-Ouest. Ces lignes sont creusées
au tunnelier a pression de terre, ce qui nous a incité a détailler dans le Chapitre 1 le
fonctionnement de ce type de machine de creusement. Ensuite, nous avons résumé la
représentation mathématique du tassement ainsi que les méthodes « traditionnelles » de
calculs utilisées. Les limites de ces approches ont également était présentées afin de poin-
ter I'intérét particulier qu’il y a d’appliquer aujourd’hui des méthodes a base d’Intelligence
Artificielle. En effet, ces techniques ont I'avantage de prévoir le tassement en tout point
du tracé et en temps réel, a partir d'un modele pré-établi.

L'utilisation de ces approches n’est possible qu’aprés avoir acquis une bonne compré-
hension des algorithmes d’apprentissage automatique afin de réussir a les régulariser pour
éviter le sur-apprentissage et obtenir ainsi des résultats interprétables. Le Chapitre 2 a
pour vocation d’expliquer I'Intelligence Artificielle, 'apprentissage automatique (Machine
Learning) et le Big Data a des ingénieurs non-spécialisés en informatique afin de les motiver
et de leur donner les clés pour appliquer de telles approches dans le cadre de leurs travaux.

Cependant, pour convaincre la communauté de I'applicabilité de ces approches dans
le cadre d’études d’ingénierie, il fallait trouver une méthodologie scientifique qui permette
de conclure sur la confiance a attribuer aux résultats des modéles obtenus a partir d’algo-
rithmes d’apprentissage automatique. Pour cela, de nombreux tests doivent étre lancés,
et cela avec une grande quantité de données puisqu'’il est reconnu que les algorithmes
d’apprentissage automatique sont plus performants lorsque la taille des ensembles de
données augmente. Cependant, I’état de I'art aujourd’hui se base sur des corpus qui
manquent souvent largement de données.

Cette these a I'avantage de pouvoir se baser sur une grande quantité de données
brutes tirée de deux grands chantiers de tunnel. Cependant, avant de pouvoir mettre
en application les algorithmes d’apprentissage automatique, un travail volumineux de
traitement de ces données est nécessaire. En effet, comme nous I'avons détaillé dans
la méthodologie de travail proposée, apres la définition du probleme, il faut collecter
la donnée, la nettoyer et la stocker. Nous avons choisi dans le cadre de ce travail de
créer une base de données de tunnel afin de stocker les données d'une facon permanente
et sécurisée (Chapitre 4). Cette tache s’est révélée particulierement chronophage, mais
elle constitue en soit une valeur ajoutée indéniable a ce travail du fait que ces données
pourront étre utilisées dans des études ultérieures et non cantonnées au cadre strict de
cette these.
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Dans le cadre de ce travail, on traite la prévision du tassement maximal a ’axe du
tunnel, noté s,,.., et du tassement maximal a une distance de I'axe du tunnel, noté s*.
Il a été proposé dans le Chapitre 5 de passer tout d’abord par le calage de I'équation
de progression du tassement pour obtenir s*. Puis, a partir de s*, on cale I'équation du
tassement transversal pour obtenir s,,,.. Cependant, pour obtenir des calages de qualité,
de nombreuses approches supplémentaires de nettoyage des mesures des capteurs ont
été suivies. Par exemple, nous avons appliqué un algorithme d’apprentissage automatique
non-supervisé, a savoir les foréts d’isolation (IF). Ce dernier a 'avantage de supprimer
des valeurs aberrantes sans perdre trop de données. Aprés obtention des parameétres
de la cuvette de tassements, il a été possible de lancer de nombreuses études d’analyse
exploratoire afin de détecter les tendances des parameétres et les corrélations entre le
tassement et les différents parametres de sol ou de pilotage du tunnelier. Par exemple, il a
été possible de déterminer la proportion du tassement observé au front par rapport au
tassement maximal lors du creusement au tunnelier.

L’étape suivante consiste a effectuer de nombreux exercices pour tester I'applicabilité
de 'apprentissage automatique pour la prévision des tassements S, et s*.

Tout d’abord en ce qui concerne s;,,.., nous sommes d’abord partis d'une approche
simple de prévision de s,,,, sans tenir compte des problématiques spatiales et temporelles,
c’est-a-dire en effectuant des divisions aléatoires des données en ensemble d’apprentissage
et de test. Cette application nous a permis, d’'un c6té, de mettre en évidence la quantité
de données nécessaire pour entrainer correctement certains algorithmes d’apprentissage
automatique (environ 500 observations pour notre cas d’usage) et, d'un autre c6té, de
comparer différents algorithmes a partir d'une méthodologie claire de validation des
modeles obtenus. De plus, nous avons procédé a la régularisation et 'optimisation de DT,
RF et XGBoost pour améliorer les résultats.

Ensuite, nous avons ajouté progressivement des degrés de complexité au probleme
en tenant compte, d’abord, de I'aspect spatial (apprentissage sur des points a 'arriere du
front et test sur des points a 'avant du front) puis de I'aspect temporel (apprentissage sur
des zones excavées, a une distance d’environ 100 m du front, afin de tenir compte de la
disponibilité des données en temps réel sur le chantier).

Ces études nous ont permis de tirer les conclusions suivantes : d'une part, nous avons
confirmé que les algorithmes a base d’arbres sont incapables d’effectuer des extrapolations
statistiques, c’est-a-dire de prévoir sur des zones ou les parametres d’entrée sont peu ou
pas connus par l'algorithme lors de son apprentissage ; d’autre part, nous avons déduit
que dans des zones homogenes, on est capable de prévoir le s,,,, (tassement maximal
a l'axe du tunnel) a partir de 5 mois apres le début du creusement et sur une distance
d’extrapolation spatiale d’environ 150 m.

Ensuite en ce qui concerne s*, nous avons également présenté dans cette these la pré-
vision des tassements maximaux a une distance de ’'axe du tunnel (s*) qui permettrait de
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prévoir le tassement transversal sans passer par la prévision des parametres géométriques
iy et my (§ 1.2.2). Cependant, des études supplémentaires sont nécessaires pour aboutir a
des conclusions fermes. Les résultats obtenus pour s* sont globalement similaires a ceux
obtenus pour s,,,, méme s’ils sont légérement moins satisfaisants.

Cette these, effectuée dans le cadre d’'une convention CIFRE, a eu le privilege de
mixer la recherche avec les aspects pratiques de la profession. Des perspectives d’études
s’ouvrent tels que 'application d’approches plus adaptées a la complexité des problémes
spatio-temporels. Nous proposons dans la suite une série de discussions a ce sujet et bien
d’autres en plus de quelques recommandations d’ordre pratique a propos des données et
de la méthodologie d’application des algorithmes d’apprentissage automatique.
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DISCUSSIONS ET PERSPECTIVES

Les conclusions présentées dans la partie précédente sont 'aboutissement de nombreux
essais effectués au préalable. En effet, de nombreuses idées ont émergé lors de nos
travaux, notamment sur le choix de la variable cible et de la méthode de réduction des
dimensions des parameétres géologiques et géotechniques. De surcroit, des questions se
sont posées vis-a-vis des résultats obtenus a partir du calage des parametres de tassement.
Ces idées et réflexions sont présentées sous forme de discussions et perspectives dans ce
chapitre avec comme fil conducteur 'envie de proposer de nouvelles pistes d’amélioration
et d’approfondissement du sujet, qu’elles soit techniques ou pratiques.

A propos de 'apprentissage automatique

Dans cette partie, nous présentons une discussion sur les limites des modeles d’apprentis-
sage automatique obtenus (§ 7.2) pour ensuite proposer des approches alternatives en
guise de perspectives.

Limites des modeéles proposés

Le dernier modele proposé dans le § 7.2 a 'avantage de prendre en compte I'aspect
spatio-temporel du creusement, c’est-a-dire que c’est un modéle capable de s’entrainer au
fur et a mesure du creusement au tunnelier et de prévoir les tassements en temps réel,
pour des zones pas encore creusées, a 'avant du front du tunnel. Cependant, ces modéles
ne sont pas sans limitation.

Tout d’abord, comme nous 'avons déja dit, ces modeéles ne sont fonctionnels que
dans des zones au profil géotechnique homogéne, ou, a minima, des zones similaires
a d’autres zones prises en compte dans 'apprentissage du modeéle. Cela est di a leur
incapacité a gérer I'extrapolation statistique (§ 6.2 et Chapitre 7).

Ensuite, a partir des résultats des analyses d’importance des caractéristiques, on
trouve que ces modeéles sont davantage influencés par les parametres combinés de sol que
par les parameétres de pilotage du tunnelier (§ 6.2). Il n’est donc pas possible, a ce stade,
de formuler des prescriptions claires d’actions préventives a mener sur le chantier en cas
de prévisions de tassements qui rendraient vulnérables des structures en surface. Il faut
alors compter sur le jugement des ingénieurs pour cette tache. L’action la plus commune
serait 'augmentation de la pression de confinement, au risque cependant de diminuer les
cadences d’avancement.

Enfin, dans un cas réel, la qualité des prévisions effectuées ne peut étre garantie
instantanément. En effet, il faut attendre que les tassements maximaux soient obtenus
dans la zone de prévision, soit a minima 75 m apres le passage du front. Pour aller
plus loin, il faudrait donc prévoir le tassement en temps réel, et non pas uniquement le
tassement maximal. Cela permettrait a la fois de prévoir ’évolution des tassements dans
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Figure 7.1. Explication de I'application de 'approche bayésienne pour la prévision des
tassements en tout point de ’'espace en fonction de 'avancement du creusement

la zone du creusement (notamment la pente longitudinale transitoire qui peut avoir un
impact sur les structures de surface), mais également de ne pas étre dans 'obligation
d’exclure les données de cette zone de transition pour 'apprentissage. De plus, une telle
approche permettrait de profiter de toutes les mesures des capteurs sans passer par le
calage. Pour rappel, notre base de données contient aujourd’hui 13 141 328 mesures
de tassements pour des distances au front comprises entre 150 m avant et 500 m apres
le passage du tunnelier. Nous présenterons dans ce qui suit des approches qui pourront
répondre a ce besoin.

Prévision du tassement instantané

Dans cette partie, nous proposons des approches qui pourraient étre capables de prévoir
le tassement en temps réel et en tout point de 'axe du tunnel, et donc la courbe de
progression du tassement avec 'avancement du tunnel (§ 1.2.2). Pour résoudre un tel
probleme, on peut utiliser des algorithmes intégrant I'effet temporel, tel que les LSTM.

D’autre part, on peut tenter de relier les aspects spatiaux et temporels du probleme
en utilisant des modeéles adaptés tels que les réseaux bayésiens (Figure 7.1). Pour cela,
on peut incorporer au modele des variables qui capturent I'information spatiale, telles
que la position du point de mesure et I'information sur la nature des sols, et des variables
qui capturent l'information temporelle, telle que la position du front du tunnel. Les
réseaux bayésiens peuvent ensuite utiliser ces variables pour modéliser la dépendance
spatiale et temporelle dans les données, en estimant les probabilités conditionnelles
entre les différentes variables. Ces modeéles peuvent ensuite étre utilisés pour prévoir la
probabilité de tassement a une position donnée et a une date donnée, en prenant en
compte I'information spatiale et temporelle pertinente.

Une autre application possible est la prévision des incréments de tassement. Ces
derniers sont la différence de tassement observé en un point donné pour un certain pas
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Figure 7.2. Incrément de tassement observé pour un creusement de 20 m. Les mesures affichées
sont obtenues par des capteurs a une distance inférieure a 20 m de I'axe du tunnel.
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d’avancement du creusement. Un incrément de tassement pour un creusement de 20 m
est proposé dans la Figure 7.2. On remarque que le plus grand tassement induit par ce
pas de creusement est observé au front du tunnel. Théoriquement, on peut caler une
équation gaussienne sur les incréments de tassement. En pratique, cela n’est pas évident
et nécessite des travaux de nettoyage des mesures comme présentés pour le calage des
équations de tassement transversal et de progression du tassement (§ 5.2). De plus, il
convient de noter que 'exemple proposé dans cette figure est un cas idéal par rapport a la
majorité.

A propos de la modeélisation du sol

Le probleme des sols est le besoin d'un grand nombre de parametres pour les représenter
correctement. Dans cette these, nous avons adapté une approche de combinaison des
parametres de sols (Chen et al., 2019a) en prenant en compte la couverture du tunnel ainsi
que la position et 'épaisseur des différentes couches. Dans ce qui suit, nous proposons des
approches alternatives.

Auto-encodeurs

D’apres les résultats des études proposées dans cette theése, on déduit que les parameétres
combinés des sols ont perdu leur signification physique et, malgré cela, les algorithmes
d’apprentissage automatique ont été capables de développer une compréhension de ces
parametres. Par conséquent, il est envisageable d’utiliser des parametres mathématiques
dépourvus de signification physique directe, tout en sachant que ces parameétres pourraient
étre utiles pour la modélisation et a I'analyse des données. Pour obtenir ces parametres,
nous avons testé une autre approche qui a été développée dans le cadre du stage de
Selmane Lebdaoui a Setec Terrasol : celle des auto-encodeurs (Lebdaoui, 2022). Ces
derniers sont un ensemble de deux réseaux de neurones : le premier transforme les

7.0 A propos de la modélisation du sol
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Figure 7.3. Architecture de I'auto-encodeur utilisé

parametres d’entrée de grande dimension en un seul vecteur de taille a définir (4 dans
notre cas, Figure 7.3) alors que le deuxieme décode le vecteur obtenu par le premier réseau
pour obtenir les parametres d’entrée initiaux. En d’autres termes, le premier réseau code
et le second décode afin d’évaluer la pertinence du vecteur final. Il convient de noter que
les parametres d’entrée utilisés dans le cadre de cette étude sont : v [kN/m?], ), [MPa],
a, Ko, ¢ [kPa] et ¢ [°] ainsi que C' [m], h et e. Au final, on obtient 4 caractéristiques
représentatives de la stratigraphie a introduire au modeéle de prévision de tassement au
lieu de 6 caractéristiques avec la méthode de combinaison adoptée dans cette thése.

Les premiers résultats ont montré que cette approche est prometteuse avec des
performances seulement 1égerement inférieures a celles obtenues avec les parameétres de
sols combinés. Ces résultats ne sont pas présentés dans le cadre de cette thése puisqu’ils
ont été mené sur des données légerement différentes (vis-a-vis du nettoyage et du calage
des courbes de tassement), ce qui ne permet plus de comparer ces résultats avec ceux
présentés dans ce manuscrit. Dans tous les cas, la méthode de combinaison des parameétres
de sol pour la réduction des dimensions reste la méthode a privilégier compte tenu de
sa rapidité d’exécution. En effet, la méthode des auto-encodeurs consomme beaucoup
d’énergie et de temps et est moins rapide puisqu’il faut déterminer 'architecture optimale
des réseaux de neurones (ici établie a partir d’essais / erreurs) et les entrainer avec une
quantité suffisante de données. Une axe qui reste a approfondir avec I'utilisation des
auto-encodeurs consiste a s’assurer que cette approche est capable de remonter a la bonne
valeur des parametres géologiques et géotechniques initiaux.

Approche simplifiée

D’apreés les résultats obtenus dans le § 6.2.2, les modéles n’ont finalement pas besoin d'une
grande quantité de données pour s’entrainer. Compte tenu de la taille de notre ensemble
de données, on peut se permettre alors d’augmenter le nombre de caractéristiques a
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prendre en compte, avec évidemment une augmentation de la proportion de ’ensemble
d’apprentissage par rapport a celle de 'ensemble de test. Il serait également intéressant
de tester d’autres combinaisons de parametres comme par exemple en introduisant
uniquement les parametres des sols au front du tunnel pour voir si c’est le front qui
domine toute la réponse du massif. De plus, on pourrait prendre en compte la présence
des nappes (non prises en compte dans les exercices présentés) et des carriéres en tant
que variables catégorielles (0 et 1 en fonction de la présence ou non de nappes/carriéres).

Il convient de noter également que toutes ces approches se basent sur des parameétres
géotechniques retravaillés par les géotechniciens en fonction de leur expertise. Cependant,
il serait intéressant de tester des algorithmes d’apprentissage automatique avec des
données brutes de sol, provenant directement d’essais in-situ ou de laboratoire, sans
intervention humaine.

A propos du calage des parametres des équations de tassement

Nous avons présenté dans le § 5.2 la méthode de calage des équations temporelles et
transversales des tassements. Les résultats des distributions des parameétres obtenus sont
discutés dans le § 5.3.1. Une suite a cette discussion est proposée ici.

Influence des bornes

Les effets de bords observés sur les parametres i, et m, indiquent clairement que le calage
peut étre optimisé. Nous avons donc relancé le calage des équations sur les courbes mais
cette fois-ci en limitant i, entre 5 m et 50 m (contre 5 m et 100 m auparavant) tandis que
m, est libéré avec des bornes entre —10 m et 50 m (contre —10 m et 30 m avant). Les
résultats des distributions de i, et m, sont présentés dans la Figure 7.4. On observe qu’a
partir d’environ 30 m, les valeurs de m, ne sont qu'une longue traine de distribution ce
qui confirme notre choix initial. Avec le méme raisonnement, on peut admettre une limite
de 40 m pour i,.
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Figure 7.4. Distribution des parameétres i, et m, avec les nouvelles limites
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Pour cette problématique spécifique, la valeur d’intérét est s*. Il convient donc
d’observer I'effet de ces nouvelles limites de calage sur ce parametre. Pour cela, nous
comparons les valeurs de s* issues du calage avec les anciennes bornes avec celles obtenues
avec les nouvelles bornes de i, et m,. Le résultat est présenté dans la Figure 7.5. On
constate qu’il y a 106 capteurs dont les nouvelles limites impliquent une différence de
s* supérieure a 1 mm. La différence maximale observée est de 8 mm, la moyenne des
différences est de 0.02 mm et la médiane est de 10~" mm. On en conclut que les valeurs
des limites des parametres i, et m, n’a pas une influence considérable sur les valeurs de

s*.

7.5 ’ #-mm
= .
£ 5.0 .
o ', .
° AT
e . . .
£
(@) .

0 2000 4000 6000 8000

id_capteur

Figure 7.5. Différence entre les valeurs de s* calées avec les deux jeux de bornes pour i, et m,
pour 'ensemble des capteurs

Qualité ou quantité ?

Dans cette étude, nous avons présenté de nombreuses techniques de nettoyage des
capteurs et des mesures de tassement associées telles que le lissage des courbes avec des
médianes mobiles ou des moyennes sur des distances, ’élimination des valeurs aberrantes
avec l'algorithme des foréts d’isolation (IF), le calage des parametres des équations avec la
méthode des moindres carrés et 'évaluation du calage avec le coefficient de détermination
R?. Lefficacité de chacune des techniques ainsi que leur optimisation peuvent faire I'objet
de longues discussions. Au final, il convient de retenir qu’il n’y a pas de méthode idéale :
ce qui fonctionne sur un ensemble de capteurs peut facilement ne pas étre convenable
sur d’autres. Dans notre cas, nous avons privilégié la quantité de données sur la qualité
afin d’avoir le plus grand jeu de données possible pour I'entrailnement des algorithmes.
Néanmoins, ce choix est discutable a I’égard des conclusions présentées dans le § 6.2.2,
qui montrent qu’un jeu de données composé de 800 mesures environ est suffisant pour
entrainer des algorithmes ensemblistes tels que RF et XGBoost. Par conséquent, nous
pouvons recommander aux futures études qui seraient sur ce méme sujet de privilégier la
qualité sur la quantité, ou en tous les cas, de rechercher un bon équilibre entre quantité et
qualité. Pour obtenir la meilleure qualité possible sur le calage, on recommande de limiter
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le R? & une valeur plus stricte. A titre d’exemple, la Figure 5.12 montre la différence qui
existe entre différents R2. En complément, on peut approfondir la réflexion sur les limites
des parametres lors du calage tout en limitant le nombre d’itérations (a travers 'argument
maxfev) et on peut également utiliser des médianes sur les distances, ce qui permet de
réduire le bruit des mesures.

7.0 A propos du calage des parameétres des équations de tassement
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RECOMMANDATIONS

Recommandations sur les données

A propos du traitement des données

Nous présentons dans ce qui suit une liste non exhaustive des gammes de problémes
rencontrés dans le cadre spécifique de 'automatisation des prévisions de tassements des
tunnels.

Propriété et confidentialité de la donnée (data confidentiality) : la donnée (de mo-
nitoring ou de reconnaissance géotechnique) est acquise par une entreprise, un
laboratoire, etc. mais elle est la propriété du Maitre d’Ouvrage. Par conséquent, la
donnée brute, nécessaire a des analyses poussées via des modéles d’apprentissage,
est le plus souvent difficile a acquérir par un tiers chargé du suivi et des analyses
(comme le Maitre d’CEuvre). Il convient de préciser dans les documents du marché
les obligations de chaque entreprise du point de vue des données acquises pour évi-
ter les difficultés d’ordre contractuel lors des demandes d’extraction et de restitution
finale.

Diversité des fournisseurs de données : les instrumentations chantier sont habituel-
lement effectuées par des sous-traitants choisis par les entreprises d’exécution. On
peut alors se retrouver sur un certain projet avec plusieurs fournisseurs de données
et par conséquent plusieurs sources de données (base de données, sites web, appli-
cations, etc.). Cette diversité de sources et d’architectures des données complique la
tache d’extraction. La encore, il pourrait étre souhaitable d’imposer aux fournisseurs
l'intégration des données dans une base préalablement construite par celui qui en
fait les analyses. Une autre solution peut-étre de demander systématiquement un
acceés aux données via une API (Application Programming Interface) documentée qui
permette d’y accéder sans intermédiaire.

Extraction des données (data extraction) : en pratique néanmoins, la donnée est ra-
rement disponible directement dans une base de données. Un travail d’extraction
depuis une plateforme source est la plupart du temps nécessaire, que ce soit en
passant par des sites web ou des applications de bureau, etc. Cette tache nécessite
des connaissances spécifiques comme le web scraping (processus d’extraction de
contenu et de données de sites web a I'aide de logiciels ou d’algorithmes en langage
Python, par exemple) ou la décompilation de fichiers de stockage tampon pour
certaines applications de bureau. Ces procédés détournent la fonction premiére
de ces applications qui se bornent a une consultation des données et des analyses
préformatées. Or, le fournisseur de donnée ne peut prévoir toutes les applications
qui peuvent étre faites avec les données qu'il collecte. C’est la raison pour laquelle
on revient a nouveau sur le besoin de disposer d’accés directs aux données brutes.
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Données silotées (data silos) : les données silotées sont des données détenues par

un groupe mais qui ne sont pas facilement ou entierement accessibles par d’autres
groupes de la méme organisation (Talend, 2022b). Pour capitaliser sur la donnée, il
faut la centraliser et la rendre accessible a tous de fagon uniformisée.

Diversité des formats : les données sont actuellement rarement numérisées et souvent

fournies sous multiples formats (base de données, fichiers tabulaires (CSV, Excel),
pdf, images, vidéos, audio, etc.) qui peuvent étre différents du format nécessaire pour
les études a posteriori. Il existe diverses techniques pour obtenir les données utiles
a partir d’un format initial. Par exemple, la reconnaissance optique de caracteres
(OCR Optichal Character Recognition) permet d’extraire du texte a partir d’images
de textes imprimés. Néanmoins, la tendance a stocker les données dans des bases
structurées se développe et tend a faire disparaitre cette problématique. Il faut donc
encourager cette pratique soit par l'incitation, soit 'imposer contractuellement dans
les marchés.

Données non structurées (unstructured data) : les données structurées sont des don-

nées organisées de maniere a ce qu’elles soient notamment faciles a utiliser par des
algorithmes d’apprentissage automatique (Talend, 2022a). Elles suivent souvent un
format prédéfini et peuvent étre stockées dans des bases de données ou des fichiers
tabulaires, comme des fichiers CSV ou des tables SQL. Les données structurées sont
généralement des données quantitatives, c’est-a-dire des données numériques ou
des données catégorielles. Contrairement aux données structurées, les données non
structurées ne suivent pas de format prédéfini et sont plus difficiles a utiliser pour
les études a posteriori. Des exemples de données non structurées sont des audios,
images, vidéos, etc. qui ont besoin d’'un pré-traitement pour extraire la donnée.

Données non unifiées : il convient de veiller a I'unification des données en termes de

langue, de vocabulaire, de définition, de symbole, d’unités de mesure, etc. Toutefois,
il n’existe pas de consensus sur ce sujet pour harmoniser les pratiques.

Données sales (dirty data) : par définition, les données sales sont des données in-

exactes, incompléetes ou incohérentes. Ce sont, par exemple, des données qui
contiennent des erreurs telles que des fautes d’orthographe ou de ponctuation,
des données incorrectes, des données périmées, des données dupliquées, des don-
nées aberrantes (outliers), etc. Ces données nécessitent alors un nettoyage avant leur
utilisation. C’est le cas des données de chantier. Les erreurs ou le bruit proviennent
notamment des conditions météorologiques, du niveau d’intervention humaine, des
erreurs de mesure des instrumentations, etc. Le nettoyage des données améliore la
qualité du jeu de données (dataset) ce qui apporte de la confiance dans ’ensemble
des données et la fiabilité des résultats d’analyse de données (Klein et Lehner, 2009 ;
Krishnan et al., 2016).

Interopérabilité des données (interoperability) : c’est la capacité de transmettre I'in-

formation d'un systéme (logiciel, instrumentations ou machine connectée sur chan-
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tier, etc.) a un autre sans opération manuelle. Le but est donc de comprendre la
donnée, de I'exploiter et de la réutiliser autant que possible.

Contextualisation de la donnée : la donnée géotechnique en particulier doit étre
contextualisée afin d’étre correctement interprétée : quelle procédure de mesure a
été employée ? comment ’échantillon a-t-il été prélevé ? etc. La provenance et la
tracabilité de la donnée sont alors indispensables dans ce cadre (Beaufils et Serieys,
2022).

Données éparses (sparse data) : Les données éparses sont des données qui contiennent
beaucoup de valeurs manquantes ou nulles. Par exemple, I'information sur la nature
du sol n’est connue que dans les lieux de sondage.

A propos des bases de données

Les avantages d’une base de données sont présentés dans le § 2.1.2. En se basant sur le re-
tour d’expérience issu de la base de données construite et exploitée dans le cadre de cette
these, nous proposons dans cette partie quelques recommandations d’ordre pratique pour
la construction d’'une base de données par un ingénieur non spécialisé en informatique.

La premiére étape est le regroupement des différentes catégories de données en des
tables (qui seront peut étre modifiées par la suite). Par exemple, dans notre cas, nous
avons identifié quatre catégories : les généralités (projet, position, etc.), les parametres de
sol, les mesures de déformation, les parametres de creusement. Il est d'usage d’ajouter
également des tables d’assistance qui contiennent les abréviations, symboles, unités, etc.

Ensuite, il faut concevoir I’architecture de la base de données. Pour cela, on trace
des croquis de diagrammes entité-relation afin d’identifier les relations présentes entre
nos différentes tables. L’architecture doit également étre congue de sorte que la base
de données reste généralisable (c’est-a-dire quelle puisse s’adapter a différentes tailles
de données, scalable) . Par exemple, une base de données de creusement de tunnel au
tunnelier aura vocation a accepter des données de creusement de nouvelles lignes. La
conception de l'architecture est toujours I'étape la plus chronophage car il faut concilier la
technique et le domaine d’application. De plus, il faut se mettre d’accord sur le format de
distribution de la donnée. Cela permet, d'un coté, d’éviter a 'utilisateur final de composer
des requétes complexes pour obtenir 'information qui I'intéresse, et d'un autre c6té, d’as-
surer I'intéropérabilité de la donnée pour I'exploiter et la réutiliser autant que de besoin.
Pour arriver a ce niveau de simplicité d’emploi dans la base de données, il faudra accepter
d’effectuer des transformations et modifications au préalable telles que des jointures de
table et la création de colonnes qui serviront de clés primaires et secondaires. Dans notre
cas, on peut citer la création et la propagation de la clé id_anneau dans 'ensemble des
catégories de données, ce qui a énormément facilité I’exploitation de la base de données
par la suite.

Ce travail permet également d’éviter I'utilisation de plusieurs colonnes combinées en
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tant que clés primaires et secondaires, facilitant ainsi d’autant les requétes. De plus, il est
fortement recommandé de suivre un critére uniforme pour la sélection des clés primaires
dans une base de données relationnelle. Une méthode courante consiste a utiliser des
attributs de type SERIAL pour les colonnes de clé primaire, qui génerent automatiquement
des valeurs numériques uniques et croissantes pour chaque enregistrement dans la table.
Cette approche présente 'avantage d’utiliser peu d’espace de stockage dans la base de
données. D’ailleurs, pour cette raison méme, il est important de choisir judicieusement
le type d’attribut convenable pour chacune des colonnes sans abuser de I'espace alloué.
Par exemple, pour les colonnes contenant des chaines de caractéres, il est préférable de
sélectionner une taille appropriée pour les chaines qui seront stockées dans ces colonnes
plutdt que de choisir la taille maximale disponible. Cela permet également d’accélérer les
requétes.

Avant la création d’une telle base, il convient de réfléchir a la nomenclature des
tables et des colonnes de facon a ce que cela soit le plus explicite possible. De plus, il
faut adopter certaines conventions, par exemple mettre une majuscule pour le nom des
tables mais pas pour le nom des colonnes, utiliser des « _» pour éviter les espaces, ou bien
choisir des noms en anglais pour contourner les caractéres spéciaux, etc.

La création de la base de données doit a notre sens se faire a travers 1’écriture expli-
cite des scripts SQL qui permettent de générer 'ensemble de sa structure, et de bannir sa
construction manuelle via un logiciel d’administration et de requétage de base de données
(SQL client software application, comme DBeaver). Cela permet de garder une trace et une
reproductibilité de la création de la base de données en cas de problémes. Dans notre
cas, nous avons régénéré la base a de nombreuses reprises, pour en affiner I'architecture
et fluidifier son fonctionnement. Passer par des étapes manuelles aurait été rédhibitoire,
car long et peu fiable. De méme, toute modification ultérieure de cette base de données
doit étre enregistrée (conservation des lignes de commandes ayant produit ces effets) de
maniére a retrouver leur trace et pouvoir reconstruire la base a différentes étapes.

La base de données sera certainement a disposition de plusieurs utilisateurs. Il
convient donc de la stocker sur un serveur en ligne. Il existe pour cela de nombreux
fournisseurs de solutions d’infrastructures cloud clés en main, déployables en quelques
clics, et peu cofiteuses. Cela facilite grandement I'accés multi-utilisateurs aux données
mais aussi et surtout la sécurité et la robustesse de la base vis-a-vis de ces acces. Ces
solutions sont enfin généralement fournies avec des systemes de sauvegardes régulieres
automatisées.

Meéthodologie d'implémentation d’'un modele d’apprentissage
automatique

Cette these a présenté I'application des algorithmes d’apprentissage automatique pour
la prévision du tassement. La méthodologie suivie pour ce travail de thése peut étre

Chapitre 7 Recommandations



généralisée a 'application de n’importe quel cas d’étude dans le domaine du génie civil.

Nous présentons dans ce qui suit les premieres réflexions a faire avant de lancer un
exercice d’apprentissage automatique et nous résumons ensuite les étapes bien détaillée
tout au long de ce manuscrit en un logigramme (§ 7.1).

La premiere étape est une vue d’ensemble du probleme. En effet, avant de se lancer
dans la mise en place d’'un algorithme d’apprentissage automatique, une série de question
doit étre posées pour bien cadrer le probleme.

1. Echanger avec les experts métiers pour comprendre le contexte et les enjeux.
2. Définir la problématique et I'objectif professionnel.

3. Cibler le but ultime : comment ce modele sera utilisé pour en tirer partie.

4

. Se renseigner sur l'existence de solutions existantes pour résoudre le probleme
ainsi que sur leurs limitations éventuelles. Cela permet de fournir des valeurs de
référence, d’inspirer une facon de résoudre le probleme et de lister les apports des
algorithmes d’apprentissage automatique.

5. Choisir la ou les variable(s) cible(s) (target) en fonction des réponses obtenues par
les experts métiers.

6. Rechercher les parametres ayant une influence sur la (les) variable(s) cible(s). Ces
parametres aident a choisir les données nécessaires pour la suite de I'étude.

7. La disponibilité des données : a-t-on des données a notre disposition ? Quelle est
la source des données : plateforme web, application de bureau, fichiers a plats,
documentés ou non, base de données ? Faut-il faire des travaux d’extraction et de
traitement des données? Si la quantité de données n’est pas suffisante, peut-on
générer de la donnée, par exemple a partir des méthodes de calcul usuelle ?

L’étape suivante au cadrage du probleme métier est la conception du systeme
d’apprentissage automatique. Pour cela, il convient de se référer a la Figure 2.7 pour
caractériser le systeme : mode de consommation de la donnée, mode de généralisation
ainsi que le mode d’apprentissage. Ensuite, la Figure 2.11 propose un panel des taches les
plus usuelles en fonction du mode d’apprentissage avec quelques exemples d’application
et d’algorithmes. La conception du systéeme permet un choix rigoureux des algorithmes
d’apprentissage automatique les plus convenables pour le cas d’étude en question.
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LISTE DES ACRONYMES

Terme Description

TBM Tunnel Boring Machine = Tunnelier

EPB Earth Pressure Balance = Tunnelier a Pression de Terre
Viunnelier [Mm/min] Vitesse d’avancement du tunnelier

Gy [mm] Guidage horizontal du tunnelier

Gy [mm)] Guidage vertical du tunnelier

Piotare [KN] Poussée totale du tunnelier

Protettes [KN]
Prront [bar]
Tremplissage [Y0]
Veau [m?]

V}oolyméres [m3]

RDC

Vrpc [tour/min]
M RDC [kNm]
Lrpc [mm]
Prpc [kW]
Erpc [mJ/m?]
Vis [tour/min]
M ;s [kN.m]
Pyis [bar]

Rvis—avancement

Ppeson1 [ton]
Ppesonz [ton]
Pyérins [bar]
Prortier [bar]

Vmortier [m3]

3
Vmortier théorique [1’1’1 ]

N, coups mortier

PK

Poussée exercée sur les molettes

Pression au front du tunnel

Taux de remplissage de terre de la chambre d’abattage
Volume d’eau injecté dans la chambre d’abattage
Volume de polymeéres injecté dans la chambre d’abat-
tage

Roue de Coupe du tunnelier

Vitesse de rotation de la roue de coupe

Moment de rotation (couple) de la roue de coupe
Pénétration de la roue coupe

Puissance de la roue de coupe

Energie de la roue de coupe

Vitesse de rotation de la vis d’extraction

Moment de rotation de la vis d’extraction

Pression des terres au milieu de la vis d’extraction
Ratio de la vitesse de la vis sur la vitesse d’avancement
du tunnelier

Poids brut de déblais mesuré par le 1¢” peson

Poids brut de déblais mesuré par le 2" peson
Pression de poussée d’un groupe de vérins

Pression moyenne du mortier de bourrage injecté a
l'arriere de la jupe

Volume Total de mortier de bourrage injecté a I'arriere
de la jupe

Nombre de coups d’injection de mortier de bourrage
a l'arriere de la jupe

position absolue sur le linéaire d’un tunnel, a partir
d’un point de référence souvent variable dans la vie
d’un projet, et exprimé en kilomeétres
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Terme

Description

PM

pkrdc
DDE

DFE
DDP
DFP

Prappe [m]
MSPT
MDPT
MUCS

Strans
Slong

83D

xf
dfront

daze

Smazx
*

dfront S*

S0

ig

position absolue sur le linéaire d'un tunnel, a partir
d’un point de référence souvent variable dans la vie
d’un projet, et exprimé en metres

PK de la roue de coupe du tunnelier

Date de Début d’Excavation d’un anneau

Date de Fin d’Excavation d’'un anneau

Date de Début de Pose d’'un anneau

Date de Fin de Pose d'un anneau

Profondeur du tunnel par rapport a la nappe
Modified Standard Penetration Test (Chen et al., 2019a)
Modified Dynamic Penetration Test (Chen et al., 2019a)
Modified Uniaxial Compressive Strength (Chen et al.,
2019a)

Tassement transversal

Tassement longitudinal pour une position fixe du front
du tunnel

Tassement tridimensionnel pour une position fixe du
front du tunnel

Coordonnée le long de I'axe du tunnel

Position du front du tunnelier a un instant t

Distance au front de taille du tunnel

Coordonnée dans la direction orthogonale a 'axe du
tunnel

Distance horizontale a 'axe du tunnel

Coordonnée de la profondeur

Tassement maximal observé a I'axe du tunnel
Tassement maximal observé a une certaine distance a
I'axe du tunnel

Ratio du tassement au front du tunnel par rapport au
tassement maximal s*

Distance au front du tunnel pour laquelle le tassement
atteint 95% de sa valeur maximale s*

Tassement induit en surface par le creusement du
tunnel

Valeur de remise a 0 du tassement

Distance horizontale entre 'axe du tunnel et le point
d’inflexion de la courbe de tassement transversal
facteur de forme qui rend compte de la position du
point d’inflexion de la dérivée de la gaussienne cumu-
lée
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H [m]
C [m]

zry [m]
Z1G

e

«

E) [MPa]
c [kPa]

v [°]

v [kN/m?]
Ky

CGi

CGm

AV

AP

MA

MP

MG

MM

IA

SGBD

BD
SQL

Fonction de répartition d’une loi Normale de moyenne
1 et d’écart-type o

coefficient pour décaler la courbe de tassement longi-
tudinal

coefficient pour décaler la courbe de tassement trans-
versal

Constante adimensionnelle, dépend du type de sol
et informe sur la largeur de la cuvette de tassement
transversale

Volume de la cuvette transversale de tassement
Diametre d’excavation du tunnel

Couverture du tunnel calculée entre le terrain naturel
et 'axe du tunnel

Couverture du tunnel calculée entre le terrain naturel
et la votite du tunnel

Cote du Terrain Naturel

Zone d’Influence Géotechnique

Distance entre le terrain naturel et la base de la couche
de sol

Epaisseur de la couche de sol

Coefficient rhéologique

Module pressiométrique de Ménard

Cohésion

Angle de frottement

Poids volumique

Coefficient de pression des terres au repos

Calcaire grossier inférieur

Calcaire grossier moyen

Argiles Vertes

Argile Plastique

Marnes Supragypseuses: Marnes d’Argenteuil
Marnes Supragypseuses: Marnes de Pantin

Masses et Marnes du Gypse

Marnes de Meudon

Intelligence Artificielle

Systeme de Gestion de Base de Données = DataBase
Management System (DBMS)

Base de Données = Database

Structured Query Language
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Terme

Description

DER

EDA

OCR

ML

cv
k-NN
LR
MLP
MARS
IF
ANN

BPNN
GRNN
RBFNN
WNN
EN

DL
LSTM

SVM
DT

RF
ELM
GBM
LGBM
XGBoost
ANFIS
GP
GEP
NGS
PCA

PSO
wsRVM
FI

Diagramme Entité-Relation = Entity Relationship Dia-
gram

Exploratory Data Analysis = Analyse Exploratoire des
Données

Optical Character Recognition = reconnaissance op-
tique de caracteres

Machine Learning = apprentissage automatique ou, par
abus de langage, apprentissage machine
Cross-Validation = validation croisée

k Nearest Neighbors = les k plus proches voisins
Linear Regression = Régression Linéaire

Multiple Linear Regression

Multivariate Adaptive Regression Spline

Isolation Forest = Forét d’Isolation

Artificial Neural Network = réseaux de neurones artifi-
ciels

Back-Propagation Neural Network

General Regression Neural Network

Radial Basis Function Neural Network

Wavelet Neural Network

Elastic Net

Deep Learning = apprentissage profond

Long Short-Term Memory networks = Réseau récurrent
a longue mémoire court terme

Support Vector Machine = Séparateur a Vaste Marge
Decision Tree = arbre de décision

Random Forest = forét aléatoire

Extreme Learning Machine

Gradient Boosting Machine

Light Gradient Boosting Machine

Extreme Gradient Boosting Machine

Adaptive Neuro-Fuzzy Inference System

Gaussian Processes

Gene Expression Programming

Neuro-Genetic System

Principal Component Analysis = analyse en compo-
santes principales

Particle Swarm Optimization

Smooth Relevance Vector Machine with a wavelet kernel
Feature Importance = importance des caractéristiques

Liste des Acronymes



Terme Description

FPI Feature Permutation Importance

R Coefficient de corrélation de Pearson

R? Coefficient de détermination = coefficient of determina-
tion

MAE Mean Absolute Error = erreur absolue moyenne

QE Quantile Error = erreur quantile

ME Mean Error = erreur moyenne

RAE Relative Absolute Error = erreur relative absolue

MSE Mean Squared Error = erreur quadratique moyenne

RMSE Root Mean Square Error = racine carrée de I'erreur
quadratique moyenne

RRMSE Relative Root Mean Square Error = racine carrée de
l'erreur quadratique moyenne relative

MAPE Mean Absolute Percentage Error = erreur relative abso-
lue moyenne

MRE Mean Absolute Percentage Error = erreur relative abso-
lue moyenne

SGP Société du Grand Paris, maitre d’ouvrage du projet du
Grand Paris Express

GPE Projet du Grand Paris Express

L14S Ligne 14 Sud du projet du Grand Paris Express

GCO02 Trongcon GCO2 de la ligne 14 Sud du Grand Paris
Express

L14S2 Ligne 14 Sud du projet du Grand Paris Express, tron-
con GCO2

L15SO Ligne 15 Sud-Ouest du projet du Grand Paris Express

TR1 Trongon central de la ligne 15 Sud-Ouest

TR2 Troncon est de la ligne 15 Sud-Ouest

TR3 Trongon est de la ligne 15 Sud-Ouest

EF Méthode des éléments finis

EF 2D Méthode des éléments finis bidimensionnels

EF 3D Méthode des éléments finis tridimensionnels

CV-CF Methode convergence-confinement

A Taux de déconfinement

NATM New Australian Tunelling Method
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CODE D’EXTRACTION DES DONNEES
DE MESURES DE TASSEMENTS

. . . Entrée [32] import requests
L b import json
I ra I rles import pandas as pd
from ws_tools import write_to_pretty_json
import datetime as dt

ntrée [32]: | LIST_COLS = [

Données
a extraire

Entrée [24]: HEADER!

Lien WEB ——

Entrée [35]: BASELINK = 'http:/

Liste sections

Entrée [37]: DICT_SECTIONS = {
TRIA': *{
L

S S e S

|—> Lien pour chacune des sections
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Liste layers

entrée [38]: def get_layer_list(section):

payload =

“"Messagell
F ti 'ObJECtNBr'E“."(\ebSESSJCHS:I‘"lce Projectxelper”,
onctaon "MethodName" : "getGisInfos",
"Args":[
"L15T3C",

po u r DICT_SECTIONS[seEticn], o

"£361b428879287bf768a1d320967Fe88"
.
extraire e anEt
les | ied
es ayers thile ic<ie:

res = requests.post(BASELINK, data=json.dumps(payload), headers=HEADERS).json()

if 'result’ in res['Result’']:
break

else:

i4=1

if i == 10:
raise Exception(“Probléme d'extraction get_layer_list")

return [
1['sublayers'][@][ 'name’]

for 1 in res['Result']['result’]['layers']
if 1['sublayers'][@]['name’].startswith('Ent’) and 1["name’] != 'Inclinc’

Liste entities

Entrée [39]: def get_entity_table(section, list_entnames):

dict_entities = {c: [] for c in LIST_COLS + ['Entities']}
for entname in list_entnames:

payload =
"Fory

CFressage”,
It

Fonction
pour extraire Tt

","‘gs

a19-f2d2-4095-9a5a- 3bfb374951b1",

erver.core”,
etailsForLayer”,

[
"L15T3C",

les caractéristiques oie seczos{sction,

F4132bbazzﬁcsaebsszezzdsasse’Fa

des capteurs st

i=e
while i < 10:
res = requests.post(BASELINK, data=json.dumps(paylcad), headers=HEADERS).json()
if ‘entities' in res['Result’]:
break
else:

if 1 == 10|
raise Exceptmn( Probléme d'extraction get_entity_table")

for ¢ in LIST_COLS:
dict. enntxes[c] += [ent.get(c, pd.NA) for ent in res['Resi
dict_entities['entities’] += [entname]*len(res['Result’][ enti

*]['entities']]
)]

df entities = pd.DataFrame(dict_entities)

conv_name = df_entities.set_index("id")[ ‘name'].to_dict()

df_entities.to_excel(f'section_{section}_entities.xlsx')
dict_entities_req = {r.id: ['L155T3C’, 1] for i, r in df_entities.iterrous()}

return 6 entities, conv_name, dict_entities_req
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Data

entrée [43]: def get_data(dict_entities_req):
payload = {
“Format’

3

2020-11-83T14:40:27.4382",

2,

65f2a19-f2d2-4095-9a5a-3bfb374951b1",
s

iebsessionservice.ProjectHelper”,

Fonction vesession
pour extraire ‘ Jewtnypes: e,

es”: dict_entities_req,
"graphconfig": {
"dataseriesType": "

les données Cotaroute
}

d e ta Sse m e nts 2;413ebba23f7cSaebaszezzdswsszﬂ"

s
"SessionID":

i=e

while i < 10:
res = requests.post(BASELINK, data=json.dumps(payload), headers=HEADERS).json()
if res['Result’']['errorcode’] ==

if i == 10:
raise Exception("Probléme d'extraction get_data")

# write_to pretty_json(res.json())

dict_series = {}
for i, elem in enumerate(res['Result’]["data’]['series']):
ser = {
dt.datetime.fromtimestamp(date//1008): val
for date, val in elem

ser_name = conv_name[res['Result’]['settings']['result']['entitysettings'][i][ 'entity1d']]

dict_series[ser_name] = pd.Series(ser)

df_final = pd.DataFrame(dict_series)
df_final.to_excel(f'section_{section}_resultats.xlsx')

Entrée [44]: for section in ['TRID', 'TRIF', 'TR1G', 'TRI4', 'TR2A', 'TR28', 'TR2C', 'TR2D', 'TR2E', 'TR2F', 'TR2G', 'TR3A', 'TR38']:

print(section)

list_entnames = get_layer_list(section)

df_entities, conv_name, dict_entities_req = get_entity_table(secticn, list_entnames)
get_data(dict_entities_reg)

Application des fonctions et enregistrement sous format xIsx

3] section_TR1A_resultats.xlsx 12 863 Ko

B3] section_TR1A_entities.xlsx 37Ko
\ 4
118-D045_BAG_BO01 08Z | 118-D045_BAG_BO1_18Z | 220-D027_BAG_B02_010Z | 220-D016_BAG_B02_09Z | 220-DC
2017-06-14 15:06:48 3.38 1.849
2017-06-14 22:02:30 2.35 1.069
id X y name

0 1.14E+08 1650006 8178299 118-D045_BAG_B01_08Z
1.14e+08 1650006 8178299 118-D045_BAG_B01_18Z

[

201
202
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CODE D’IMPLEMENTATION DE LA BASE
DE DONNEES

1 # PROJET

2 CREATE TABLE projet (

3 id_projet VARCHAR(20) NOT NULL PRIMARY KEY,
4 nom VARCHAR (255) NOT NULL,

5 chef VARCHAR(255) NOT NULL,

6 description VARCHAR (255)

7))

8

9 # SECTEUR
10 CREATE TABLE secteur (

11 id_secteur SERIAL PRIMARY KEY,
12 id_projet VARCHAR (20) NOT NULL,
13 code VARCHAR (50) NOT NULL,

14 nom VARCHAR (500) NOT NULL,

15 description VARCHAR (100000),
16 longueur NUMERIC (10),

17 pk_debut NUMERIC(25) NOT NULL,
18 pk_fin NUMERIC(25) NOT NULL,
19

20 CONSTRAINT fk_projet_secteur
21 FOREIGN KEY (id_projet)

22 REFERENCES projet (id_projet)
23 )

24

25 # ANNEAU
26 CREATE TABLE anneau (

27 id_anneau SERIAL PRIMARY KEY,
28 id_projet VARCHAR (20) NOT NULL,
29 id_secteur INTEGER NOT NULL,
30 pk INTEGER NOT NULL,

31 troncon VARCHAR (20),

32 pm INTEGER,

33 anneau INTEGER,

34 x NUMERIC (30,3),

35 y NUMERIC (30,3),

36 z_tn NUMERIC (30,3),

37 z_base_tunnel NUMERIC(30,3),
38 z_voute_tunnel NUMERIC (30,3),
39

40 CONSTRAINT fk_secteur_anneau
41 FOREIGN KEY (id_secteur)

42 REFERENCES secteur (id_secteur)
43 )
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44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
91
92
93
94

# PARAMETRE_TUNNELIER
CREATE TABLE parametre_tunnelier (

id_anneau INTEGER NOT NULL PRIMARY
pk_rdc NUMERIC(30,3),

pm_rdc NUMERIC(30,3),

x_rdc NUMERIC (30,3),

y_rdc NUMERIC(30,3),

z_rdc NUMERIC (30,3),
date_debut_excavation TIMESTAMP,
date_fin_excavation TIMESTAMP,
date_debut_pose TIMESTAMP,
date_fin_pose TIMESTAMP,
"Avance_RDC[mm/mn]" NUMERIC (10,2),
"Vitesse_RDC[t/mn]" NUMERIC(10,2),
"Pas_Penetration[mm]" NUMERIC(10,2)
"Couple_RDC[kN.m]" NUMERIC(10,2),
"Puissance_RDC[kw]" NUMERIC(10,2),
"Energie [Mj/m3]" NUMERIC(10,2),
"PousseeTotale [kN]" NUMERIC(10,2),
"PousseeMolette [T]" NUMERIC(10,2),

KEY,

>

"FrictionBouclier [kN]" NUMERIC(10,2),

"ForceContact [kN]" NUMERIC(10,2),

"TractionTrainSuiveur [kN]" NUMERIC(10,2),

"TractionJupe [kN]" NUMERIC(10,2),
"CapteurPressionsTerreFrontl [bar]"
"CapteurPressionsTerreFront2 [bar]"
"CapteurPressionsTerreFront3 [bar]"
"CapteurPressionsTerreFront4 [bar]"
"CapteurPressionsTerreFront5 [bar]"
"CapteurPressionsTerreFront6 [bar]"
"CapteurPressionsTerreFront7 [bar]"
"CapteurPressionsTerreFront8 [bar]"
"CapteurPressionsTerreFront9 [bar]"
"CapteurPressionsTerreFront10 [bar]"
"CapteurPressionsTerreFrontll [bar]"

"CapteurPressionsTerreFrontl12 [bar]"

NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC (10,2),
NUMERIC(10,2),
NUMERIC (10,2),
NUMERIC (10,2),

"DeltaCHarticulation[mm]" NUMERIC(10,2),
"DeltaCVarticulation[mm]" NUMERIC(10,2),

"DeltaCHguidage [mm]" NUMERIC (10,2),
"DeltaCVguidage [mm]" NUMERIC (10,2),

"PressionInjectionMortierAl [bar]" NUMERIC(10,2),
"PressionInjectionMortierA2[bar]" NUMERIC(10,2),
"PressionInjectionMortierA5[bar]" NUMERIC(10,2),
"PressionInjectionMortierA6 [bar]" NUMERIC(10,2),
"QuantiteMortierInjecteeAl [m3]" NUMERIC(10,2),
"QuantiteMortierInjecteeA2 [m3]" NUMERIC(10,2),
"QuantiteMortierInjecteeA5[m3]" NUMERIC(10,2),
"QuantiteMortierInjecteeA6[m3]" NUMERIC(10,2),

"QuantiteMortierInjecteTotale [m3]"

NUMERIC (10,2),

Annexe B Code d'implémentation de la base de données



95

96

97

98

99
100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126
127
128
129
130
131
132
133
134
135
136
137
138
139
140
141
142
143
144
145

UNIQUE (id_anneau), Y%relation 1 to 1

CONSTRAINT fk_anneau_parametretunnelier

FOREIGN KEY (id_anneau)
REFERENCES anneau(id_anneau)

# CAPTEUR
CREATE TABLE capteur (

id_capteur SERIAL PRIMARY KEY,
id_anneau INTEGER NOT NULL,

id VARCHAR (20),

nom VARCHAR (50),

layer_name VARCHAR (50),
layer_type VARCHAR (50),
x_capteur NUMERIC (30,3),
y_capteur NUMERIC(30,3),

d_axe NUMERIC (10,3),

CONSTRAINT fk_anneau_capteur
FOREIGN KEY (id_anneau)
REFERENCES anneau(id_anneau)

# MESURE_CAPTEUR
CREATE TABLE mesure_capteur (

id_mesure_capteur SERIAL PRIMARY KEY,
id_capteur INTEGER NOT NULL,

date TIMESTAMP,

mesure NUMERIC (10, 3) NOT NULL,

CONSTRAINT fk_capteur_mesurecapteur
FOREIGN KEY (id_capteur)
REFERENCES capteur (id_capteur)

# FORMATION
CREATE TABLE formation (

id_formation VARCHAR (10) PRIMARY KEY,
nom VARCHAR (100) NOT NULL,
ordre INTEGER NOT NULL,
couleur_r INTEGER NOT NULL,
couleur_v INTEGER NOT NULL,
couleur_b INTEGER NOT NULL,
eon VARCHAR (100),

era VARCHAR (100),

periode VARCHAR (100),

stage VARCHAR (100),

serie VARCHAR (100)
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146
147
148
149
150
151
152
153
154
155
156
157
158
159
160
161
162
163
164
165
166
167
168
169
170
171
172
173
174
175
176
177
178
179
180
181
182
183
184
185
186
187
188
189
190
191
192
193
194
195
196

# DEFINITION_PARAMETRE_MECANIQUE_FORMATION

CREATE TABLE definition_parametre_mecanique_formation (
id_definition_parametre_mecanique_formation VARCHAR (50)
unite VARCHAR (20),
categorie VARCHAR(100),
description VARCHAR (1000)

)

# PARAMETRE_MECANIQUE_FORMATION

CREATE TABLE parametre_mecanique_formation (
id_parametre_mecanique_formation SERIAL PRIMARY KEY,
id_secteur INTEGER,
id_formation VARCHAR(10),
"gamma_h [kN/m3]" NUMERIC(50,3),
"gamma_d [kN/m3]" NUMERIC (50,3),
"E_M[MPa]" NUMERIC(50,3),
"p_l*[MPa]" NUMERIC(50,3),
"alpha[]" NUMERIC(50,3),
"E'[MPal]l" NUMERIC(50,3),
"E_CT [MPal" NUMERIC(50,3),
"E'_ur [MPa]" NUMERIC(50,3),
"E_CT_ur [MPal" NUMERIC(50,3),
"c_ul[kPa]" NUMERIC (50,3),
"phi_cul[°]" NUMERIC(50,3),
"c¢'[kPa]" NUMERIC(50,3),
"phi'[°]" NUMERIC(50,3),
"psil[°]" NUMERIC (50,3),
"OCR[]" VARCHAR (100),
"KO[]" VARCHAR (100),
"k_h[m/s]" VARCHAR(100),
"k_v[m/s]" VARCHAR (100),

UNIQUE(id_secteur , id_formation),

CONSTRAINT fk_secteur_parametre_mecanique_formation
FOREIGN KEY (id_secteur)
REFERENCES secteur (id_secteur),

CONSTRAINT fk_formation_parametre_mecanique_formation
FOREIGN KEY (id_formation)
REFERENCES formation(id_formation)

# STRATIGRAPHIE

CREATE TABLE stratigraphie (
id_stratigraphie SERIAL PRIMARY KEY,
id_anneau INTEGER NOT NULL,
id_formation VARCHAR (10) NOT NULL,
id_parametre_mecanique_formation INTEGER NOT NULL,
z_base NUMERIC (30, 3),
z_toit NUMERIC (30, 3),

Annexe B Code d'implémentation de la base de données
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197 epaisseur NUMERIC (30,3),

198 couverture_base NUMERIC (30,3),

199

200 CONSTRAINT fk_anneau_stratigraphie

201 FOREIGN KEY (id_anneau)

202 REFERENCES anneau(id_anneau),

203

204 CONSTRAINT fk_parametre_mecanique_formation_stratigraphie

205 FOREIGN KEY(id_parametre_mecanique_formation)

206 REFERENCES parametre_mecanique_formation (
id_parametre_mecanique_formation)

207 )

208

209 # NAPPE

210 CREATE TABLE nappe (

211 id_nappe SERIAL PRIMARY KEY,

212 id_anneau INTEGER NOT NULL,

213 nom VARCHAR (10) NOT NULL,

214 z_nappe NUMERIC(30, 3),

215

216 CONSTRAINT fk_anneau_nappe

217 FOREIGN KEY (id_anneau)

218 REFERENCES anneau(id_anneau)

219 )

Script B.1 Code SQL pour la création des tables dans la base de données
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TYPES DE JOINTURES DE TABLES

Plus de détails a propos des jointures de tables avec Postgres sont fournis par PostgreS-
QLTutorial (2023). A noter que dans le cadre de cette these, les jointures sont toujours

inclusives.
SQL JOINS
LEFT INCLUSIVE RIGHT INCLUSIVE
SELECT [Select List] SELECT [Select List]
FROM TableA A FROM TableA A
LEFT QUTER JOIN TableB B RIGHT OUTER JOIN TableB B
ON AKey=B.Key ON AKey=B.Key
LEFT EXCLUSIVE RIGHT EXCLUSIVE
SELECT [Select List] SELECT [Sefect List]
FROM TableA A FROM TableA A
LEFT |NCLUS|VE LEFT OUTER JOIN TableB B LEFT OUTER JOIN TableB B RIGHT INCLUSIVE
ON AKey=B.Key ON AKey=B.Key
WHERE B.Key IS NULL WHERE A.Key IS NULL
A FULLOUTER INCLUSIVE FULL OUTER EXCLUSIVE
/ SELECT [Select List] SELECT [Seect List] B
FROM TableA A FROM TableA A
FULL OUTER JOIN TableB B FULL OUTER JOIN TableB B
ON AKey = B.Key ON A.Key = B.Key
WHERE AKey IS NULL OR B.Key IS NULL
INNER JOIN
SELECT [Select List]
FROM TableA A
INNER JOIN TableB B
ON AKey = BKey
LEFT EXCLUSIVE RIGHT EXCLUSIVE

A B

FULL OUTER INCLUSIVE INNER JOIN FULL OUTER EXCLUSIVE

Figure C.1. Types de jointures SQL (U/ErockLobster, 2019)
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